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Resumo

Neste trabalho, serao utilizadas duas metodologias para construcao de funcgoes de pe-
nalizagao para algoritmos de Lagrangeano Aumentado, aplicados a problemas de progra-
magao convexa com restricoes. Métodos de Lagrangeano Aumentado partem normalmente
de fungoes de penalizagao 0 : R — R, estritamente convexas e crescentes, que sao com-
binadas com multiplicadores de Lagrange para compor termos de penalizagao com os
formatos: (y, 1) € R X Riy —— p(y,u) = pf(y) e (y, u) € R X Ry — p(y,u) = 0(uy).
Propoe-se uma funcao de penalizacao 6 a ser usada no algoritmo de Lagrangeano Aumen-

tado, definida por y € R +— 0(y) = §y2 + y, sendo 6 estritamente convexa, porém nao-

crescente em todo o seu dominio. Neste caso, em que as penalidades sao quadraticas, os
multiplicadores gerados pelo algoritmo de Lagrangeano Aumentado podem ser negativos,
pois a derivada da fungao nao é crescente em todo o seu dominio. Este problema é contor-
nado aumentando-se o parametro de penalidade, conforme relagoes mostradas no Capitulo
2, entre os métodos de Ponto Proximal e Regiao de Confianga. Implementam-se os al-
goritmos de Lagrangeano Aumentado para problemas com restri¢oes de desigualdades,
utilizando duas metodologias para construcao das funcoes de penalidades quadrética e
m2b. Os resultados numéricos obtidos em Matlab ilustram a eficiéncia da penalidade
quadrética.



Abstract

In this work, two methodologies are used for constructing penalization functions
of Augmented Lagrangian algorithms, solving convex programming problems with
constraints. Augmented Lagrangian methods are usually built from strictly con-
vex and increasing penalization functions § : R — R, combined with Lagrange mul-
tipliers p to compose penalization terms: (y,u) € R X Ry — p(y,u) = pd(y)
and (y,p) € R X Ryy — p(y,u) = O(uy). The penalization function 6, defined by

y €R — O(y) = 53/2 + vy, is 0 strictly convex, but non-increasing in all its domain.

In this case, the multipliers generated by the Augmented Lagrangian algorithm can be
negative. Therefore the derivative of the function is not increasing in all its domain.
This problem has been turned around by increasing the penalty parameter, according
to relations shown in chapter 2, between the Proximal Point and Trust-Region
methods. Augmented Lagrangian algorithms are implemented and tested for problems
with inequality constraints, using the quadratic and m2b penalty functions. The numeric
results obtained in Matlab illustrate the efficiency of the quadratic penalty.



Introducao

Neste Trabalho, vamos apresentar as motivacoes que levaram a escolha deste
tema, os objetivos pretendidos e uma breve descricao do contelido dos demais capitulos
desta dissertacao. Encontra-se também indicada uma bibliografia bdsica que estard

representada entre colchetes com a seguinte notagao [N.°].

Motivacao

A programagao matemédtica trata do estudo de problemas de otimizacao e o de-
senvolvimento de métodos para resolvé-los.

Nos 1ltimos anos esse processo de otimizacao tem sido utilizado em diversas dreas
da ciéncia. Em funcao dos avancos computacionais, as empresas tém buscado cada vez
mais utilizar as ferramentas de otimizacao para maximizar lucros e minimizar custos,
tornando, dessa forma, a otimizacao uma drea de pesquisa bastante atraente. Como a
maior parte dos problemas de otimizagao é resolvida por meio de computadores e os
problemas gerados sao cada vez maiores e dificeis de resolver, deve-se procurar algoritmos
cada vez mais eficientes para resolvé-los. Neste trabalho sao apresentados alguns dos
algoritmos existentes na literatura.

O nosso trabalho estd centrado no método de Lagrangeano Aumentado. Em
geral, os métodos de Lagrangeano Aumentado sao usados para resolver problemas de
programagao nao linear com restricoes. Os problemas com restricoes a serem abordados
sao do tipo com restri¢oes de desigualdades, ou seja, o problema restrito serd da seguinte

forma:



Minimizar f(x)
saa g(z) <0, i=12,...m (P)

reR”

sendo f : R™ — R a fungao objetivo, ¢g; : R™ — R para ¢ = 1,2,... ,m sao fungoes
convexas, préprias e fechadas.

A metodologia dos métodos de Lagrangeano Aumentado é bastante simples. Con-
siste em resolver o problema restrito através de uma seqiiéncia de subproblemas irrestritos.
Os processos sao iterativos, sendo que cada iteracao consiste em resolver um subproble-
ma irrestrito, que pode ser resolvido por qualquer método de minimizagao irrestrita (em
nosso caso, Regiao de Confianga [19]), e atualizagdo dos parametros (multiplicadores e
parametro de penalizagao). Os subproblemas irrestritos resolvidos geram uma seqiiéncia,
cujo nome é primal. Uma outra seqiiéncia gerada pelo método é a de multiplicadores, a
qual é uma seqiiéncia dual. Assim, sdao geradas duas seqiiéncias: (z*) a primal e (u*) a
dual.

Tem-se um resultado importante entre primal e dual, o qual garante que, sob
hipéteses adequadas, a seqiiéncia de multiplicadores gerada pelo algoritmo de Lagrangeano
Aumentado aplicado ao problema primal é a mesma obtida por um certo algoritmo de
Ponto Proximal aplicado ao problema dual.

Toda teoria de convergéncia da seqiiéncia de multiplicadores gerada pelos algo-
ritmos de Lagrangeano Aumentado é desenvolvida no dual, via métodos proximais [20].
A parte de computacao é feita toda no primal.

A seguir descreveremos alguns dos objetivos que pretendemos alcancgar.

Principais objetivos do trabalho

Dentre os objetivos que se pretende alcancar ao longo deste trabalho destacam-se

0s seguintes:

e Estudo de metodologias para construcao de funcoes de penalizacao para algoritmos

de Lagrangeano Aumentado;



e Estudo de fungoes 6 : R — R que sao combinadas com multiplicadores de Lagrange

para compor termos de penalizacao;

e No caso especifico de 6 quadrética continuamos a pesquisa desenvolvida em [17],
em que é fornecida uma metodologia diferente das usuais para os algoritmos de La-
grangeano Aumentado, sendo que em [17] os autores nao implementaram o algoritmo

com esta metodologia e aqui estamos propondo uma implementagao;

e Implementacao em Matlab dos algoritmos de Lagrangeano Aumentado desenvolvi-

dos aqui no trabalho;

e Comparagao dos resultados obtidos pelos algoritmos de Lagrangeano Aumentado,
utilizando duas metodologias para construcao das fungoes de penalidades 6 quadrati-

ca e # m2b [17];

A seguir descreveremos o que serd tratado em cada um dos capitulos desta dis-

sertagao.

Escopo da dissertacao

O presente trabalho estd estruturado em seis capitulos. Abaixo serd descrito de
uma forma bastante sucinta como estd organizado cada capitulo desta dissertacao.

No Capitulo 1 ¢é feita uma apresentacao das notagoes utilizadas ao longo do
texto. Os topicos abordados nesse capitulo sao: Vetores, Matrizes, Fungoes reais de vérias
varidveis, Funcgoes vetoriais, Conjuntos topolégicos, Minimos de funcgoes, Convexidade,
Elipse, Funcao conjugada e Distancia de Bregman. Esses tépicos formarao a parte tedrica
bésica para o restante dos capitulos.

No Capitulo 2 sao descritos o0s conceitos envolvidos nos métodos de La-
grangeano Aumentado, Ponto Proximal e Regiao de Confianca. O principal resultado
desse capitulo é o de equivaléncia das seqiiéncias duais geradas pelos métodos de La-
grangeano Aumentado e de Ponto Proximal. Outra equivaléncia importante tratada nesse
capitulo é a entre métodos de Ponto Proximal e de Regiao de Confianca.

No Capitulo 3 serao apresentados os conceitos de programacao linear. Algoritmo

de Ponto Proximal aplicado ao problema dual com quase-distancia quadrética, o algorit-



mo de Lagrangeano Aumentado para o problema linear com penalidade quadratica, e o
algoritmo Afim Escala. O resultado principal do capitulo é que as dire¢oes duais geradas
pelo algoritmo de Lagrangeano Aumentado, aplicado ao problema linear com penalidade
quadritica sao equivalentes as geradas pelo algoritmo Afim Escala aplicado ao dual do
problema linear.

No Capitulo 4 propoe-se uma metodologia de uso de funcao de penalizagao com-
binada com multiplicadores de Lagrange para o método de Lagrangeano Aumentado. No
caso, em que as penalidades sao quadréticas, os multiplicadores gerados pelo algoritmo de
Lagrangeano Aumentado podem ser negativos, pois a derivada da funcao nao é crescente
em toda a reta. No final desse capitulo, apresenta-se uma heuristica em que é possivel con-
tornar o problema de multiplicadores negativos encontrando um valor para o parametro
r que torne-os positivos.

No Capitulo 5 serao tratadas questoes referentes & implementacao dos algoritmos
de Lagrangeano Aumentado desenvolvidos nesta dissertagao, além disso, serao abordadas
as questoes da atualizacao do parametro de penalidade.

No Capitulo 6 serao apresentados os testes numéricos do algoritmo de Lagrangeano
Aumentado com a metodologia proposta. Aplica-se também o algoritmo com a penali-
dade m2b [17] e faz-se uma andlise comparativa dos resultados encontrados entre as duas
metodologias.

Finalizando, serao apresentadas as conclusoes obtidas com o desenvolvimento do
trabalho e algumas propostas para outros possiveis trabalhos nessa drea. E, por final, as

referéncias bibliograficas.



Capitulo 1

Conceitos Fundamentais

Neste capitulo, apresentaremos algumas ferramentas e notagoes que serao uti-
lizadas nos demais capitulos desta dissertacao.

Serao introduzidos conceitos matematicos bédsicos como: vetores, matrizes, fungoes
reais de vdrias varidveis, funcoes vetoriais e de conjuntos.

Apresentaremos uma segao referente a minimos de fungao. Cada um dos con-
ceitos de minimos serd abordado de forma répida e objetiva, para posteriormente serem
utilizados no decorrer do trabalho.

Abordaremos algumas defini¢oes de conjunto convexo, bem como de fungoes con-
vexas, sendo muito importante em otimizacao, pois estao relacionadas com o conceito de
minimo global.

Apresentaremos, também, uma secao sobre elipses e elipséides, tendo como obje-
tivo fornecer subsidios para o método Afim Escala discutido nos Capitulos 3 e 4.

Em seguida, exporemos a definicao de fungao conjugada, e essa serd muito impor-
tante quando formos discutir, mais adiante, as relacoes entre os métodos de Lagrangeano
Aumentado e de Ponto Proximal.

Finalizando, apresentaremos a definicao de distdncia de Bregman e algumas de
suas propriedades mais usuais. A distancia de Bregman serd utilizada no préximo capitulo

em Ponto Proximal.



1.1 Notacao

10.

11.

12.

13.

14.

15.

16.

17.

. X

Listamos, a seguir, algumas notacoes que serao utilizadas com mais freqiiéncia.

. x € R"™ é vetor coluna em R";

T = (1,2, ..., T,) - vetor transposto;

(x,y) - produto escalar (usual em R");

. e=(1,1,...,1)T - vetor unitdrio em R";

||.]| - norma Euclidiana;
dom f - dominio efetivo da funcao f;

intdom f - interior do dominio efetivo da funcaof;

. 71X - interior relativo do conjunto X;

. int(X) - interior relativo do conjunto X;

X - fecho do conjunto X;

f'(x,d) - derivada direcional de f no ponto z e na direcio d;
df(.) - subdiferencial da funcao f;

0X - fronteira do conjunto X;

fi.(.) - funcdo de recessdo da funcio f(.);

R, ={zeR™:2;>0,i=1,...,m}

R ={zeR™:x;>0,i=1,.,m};

Usamos ainda uma notagao simplicada para seqiiéncias, escrevendo (x*) ao invés de

{xk}ke/\f-



1.2 Vetores

Trabalharemos com vetores colunas, denotados por letras mintsculas. Um vetor

x € R" serd indicado por

X1

Z2

I

onde z; € R parai = 1,2,...,n sao as i-ésimas componentes do vetor z em relacao a uma
base pré-definida.

Denotamos o vetor 27 = (1, 22,...,x,) como sendo o vetor transposto de z,
dado na relagao (1.1).

O produto escalar entre dois vetores x e y em R™ é definido por

(x,y) = Zx,yz =27 9. (1.2)
i=1
O vetor unitario “e” denota o vetor de uns, isto é,
e=(1,..,1)T. (1.3)

A norma euclidiana de um vetor x € R"™ é definida por

loll = \Ja} + a3 + .. +a2 = VaT z. (1.4)

A distancia entre dois pontos x e y em R" é definida por

D(z,y) = lly — =l (1.5)



1.3 Matrizes

As matrizes s@o denotadas por letras maiusculas. Uma matriz em R™*" serd

indicada por

aix Qai2 - QAip
Q21 Q22 -+ (2
A= " = [ay (1.6)
L Am1 Ama - Amn |

onde m é o nimero de linhas e n o nimero de colunas da mesma.

Apresentamos a seguir algumas notagoes de matrizes que serao utilizadas ao longo
do texto.

i) AT: Matriz Transposta de A, onde AT = [a;];

ii) I : Matriz Identidade, ¢ uma matriz quadrada com uns em sua diagonal
principal, isto é,

a; =1 sei1= ; (1.7)
a; =0 sei#j

iii) A~!: Matriz Inversa de A;
iv) Uma matriz quadrada é Simétrica se : a;; = aj; para todo i e j;

v) Uma matriz A real simétrica é¢ semidefinida positiva se, e somente se
T Ar>0 VreRY (1.8)
vi) Uma matriz A real simétrica ¢ definida positiva se, e somente se

2' Az >0 VzeR"tal que z # 0. (1.9)



1.4 Conjuntos

Nesta secao, abordaremos algumas defini¢oes topolégicas elementares referentes a
subconjuntos de R™, visando estabelecer uma base para desenvolver os capitulos seguintes.

Algumas destas defini¢oes sao baseadas em [15] e [18].

Definigao 1.4.1 Define-se a bola aberta de raio A centrada em x € R™ como

Bale) ={y e R": |lz —yl < A}. (1.10)

Definigao 1.4.2 Seja S C R" ex € §. Entao x é um ponto interior a S se existe
uma bola B A(x) inteiramente contida em S. O conjunto de todos os pontos interiores de

S serd denotado int(S).
Definicao 1.4.3 O subconjunto S C R"™ é aberto se S = int(S).

Definigao 1.4.4 Seja S C R" ex € R™. Entao x é um ponto fronteira de S se toda a
bola Ba(z) (1.10) contém pontos de S e pontos fora de S. O conjunto de todos os pontos

de fronteira de S serd representado por OS .

Definigao 1.4.5 Seja S C R", o fecho (closure) de S, denotado por S ou cl(S), é a

unido de S com a sua fronteira, isto é, S=S U OS.

Definigao 1.4.6 O subconjunto S C R"™ é fechado se coincide com o fecho de S, isto é,
seS=38.

Definigao 1.4.7 Seja S C R". Entao S é um conjunto limitado, se existe um escalar

M > 0 tal que ||z|| < M para todo x € S.

Definigao 1.4.8 Um subconjunto S C R™ é compacto, se S é ao mesmo tempo limitado

e fechado.

Teorema 1.4.9 (Bolzano-Weierstrass). Toda seqiiéncia limitada em R™ possui uma sub-

seqliéncia convergente.

Prova. Ver [15] m

Em virtude do teorema (1.4.9), um conjunto S C R™ é compacto se, e somente

se, toda seqiiéncia de pontos x € S possui uma subseqiiéncia que converge para um ponto

de S.
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1.5 Funcoes Reais

As fungoes serao definidas no conjunto S C R"™ e assumindo valores em R, isto
& f:SCR"—>R.
A derivada direcional de f no ponto z°, ao longo da direcao d € R", é definida

CO1mo

(a0, d) = i L& 0D = [0 (1.11)

a—0 [0

O vetor das derivadas parciais de f(x) em um ponto x, é denominado de vetor

Gradiente, e indicado por

Vf(x)z{agiﬂz Oxy | (1.12)

L Oz,

A matriz das derivadas parciais de segunda ordem de f(x) em um ponto z, é

denominado de matriz Hessiana, e indicada por

I P P ]
8901(9901 8x18x2 89@1890”
N G B (A )
H(z) =V?f(2) = [ ax{ a(ij = (9362:8:61 (9332:8:62 § (9362:83611 . (1.13)
?f(z) Pf(x)  0*f(x)
L 0z,0z1 Oz,0%9 02,01, J
O conjunto de vérias fungoes a valores reais g1, gs, .. . , g em R", pode ser visto

como uma fungao vetorial g(z). Essa funcao determina o vetor g(x) definido por

g: R"™— R™, ou seja,
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9(2)" = [91(2), g2(@),--. , gm(2)]- (1.14)

Supondo que g seja continua com derivadas parciais continuas. A matriz J das

derivadas parciais de g, denomina-se matriz Jacobiana e serd indicada por

[ Ogi(x) Ogi(x)  Odgi(x) ]
0y 0xs ox
; 0ga(z) go(x)  Oga(a)
Ja) = Vo(o) = |22 = | Ton o om, . ()
Ogm(z)  Ogm(z) O ()
L (9331 3302 3xn .

A seguir apresentaremos um resultado fundamental e bédsico em anélise. A prova

deste é baseado em [18].

Teorema 1.5.1 Se f é uma funcao real e continua, definida em um conjunto compacto

S C R™(S é fechado e limitado), entio o problema de otimizagao

Minimizar f(x)

reS

tem solugao otima * € S.
Prova. Seja m= ;Ielg {f(z)} (assim Vx € S : m < f(z)). Entao existe uma
seqiiéncia (z*) de elementos de S tal que f(z*) — m.
Sendo S compacto, possui uma subsegiiéncia {2'}1cr, (L C N) que converge
para x* € S.
Da continuidade de f, tem-se f(z') — f(z*) e

m = lim f(z*) = lim f(z') = f(a")

Como f(x*) > —o0, tem-sem > —oo eV € S : f(z*) =m < f(x), portanto

x* €S é uma solugdo dtima do problema. ®
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O resultado do teorema (1.5.1) é fundamental, pois trata da existéncia de uma

solugao 6tima para um problema de otimizagao.

1.6 Minimos de Funcoes

No processo de minimizacao de funcoes, pode-se obter como solucao dos proble-
mas diversos tipos de minimizadores.
Considere o problema
Minimizar f(x)

(1.16)
sa: x€S

onde f: R" — ReS CR"™ S é&chamado conjunto vidvel e (1.16) é a forma genérica dos

problemas de programacao nao-linear.

Definigao 1.6.1 (Minimo local ) Um ponto z* € S é um minimizador local de f se, e

somente se, existe € > 0 tal que f(z) > f(z*) para todo x € S tal que ||z — z*|| < e.

Definicdo 1.6.2 (Minimo local estrito) Um ponto x* € S é um minimizador local
estrito de f se, e somente se, existe € > 0 tal que f(x) > f(x*) para todo x € S tal que

r#z*e|r—zf <e.

Defini¢ao 1.6.3 (Minimo global) Um ponto x* € § é um minimizador global de f se,

e somente se, f(x) > f(x*) para todo x € S.

Definicdo 1.6.4 (Minimo global estrito) Um ponto z* € S é um minimizador global

estrito de f se, e somente se, f(x) > f(z*) para todo x € S tal que x # z*.

De forma andloga, define-se 0os maximizadores locais e globais. Observando que

maximizar f é equivalente a minimizar —f.

1.7 Convexidade em R"

A definicao de problema convexo é muito importante em otimizagao, pois es-
t4 relacionada com o conceito de minimo global. Algumas destas propriedades estao

demonstradas nos livros [7], [8], [11], [12] e [18], nos quais estamos nos baseando.
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Definigao 1.7.1 Um conjunto S C R™é um conjunto convexo, se o segmento de linha
que liga quaisquer dois pontos de S estiver também em S. Equivalentemente, o conjunto

S C R"™é convexo se, e somente se, para todo x,y € S e A € R com 0 < A < 1 tem-se
(1-XNz+AyeS. (1.17)

Geometricamente quer dizer que se escolhermos dois pontos quaisquer no interior
do dominio e os unirmos por um segmento de reta, e se todos os pontos desse segmento
estiverem no interior do dominio, esse sera considerado convexo. Caso contrério, serd um

dominio nao-convexo. A figura.(1.1) ilustra esse conceito.

Convexo Mio-convexo

S AN

Figura 1.1: Convexidade de Conjuntos

Teorema 1.7.2 Seja S; =1,... ,n, conjuntos convexos. Entdao o conjunto

S =S (1.18)
é também convexo.

Prova. Ver 8] m

Defini¢ao 1.7.3 Uma funcgio f : R™ — R U {0} definida em um conjunto S C R"™ é

convexa, se para todo r,y € S e \€R, 0<A<1

fOz 4+ (1= XNy) <Af(z) + (1= A)f() (1.19)
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Se a desigualdade em (1.19) ¢ estrita a fungao é chamada de estritamente convexa.

Teorema 1.7.4 Se f € C' entdo (i) e (i) abaizo sio equivalentes, e se f € C? entdo

(i), (ii) e (iii) abaizo sdo equivalentes.

i) [ é convera;
i) Yo,y €RY: fy) > [(@) + VT (@)(y — 2); (1.20)
iii) V2f(z) >0, Vr € R".

Teorema 1.7.5 Seja f : S — R funcdo convexa e a« € R. Entdao o conjunto de nivel
{z: f(z) < a} é convezo.

Ver [16].

Definicao 1.7.6 O dominio efetivo de uma funcdo convexa é o conjunto nao vazio
domf ={x e R": f(zr) < oo}. (1.21)

Defini¢ao 1.7.7 Dizemos que uma fungdo convexa f : R"™ — R U {oc} é propria se é
finita em pelo menos um ponto do seu dominio.

Definigao 1.7.8 Considere f : R — RU{oc} convexa e propria. O vetor s € R™ é um

subgradiente de f no ponto x € R" se satisfaz:

VyeR®, fly) = f(@)+ s (y—a).

O conjunto de todos os subgradientes de f no ponto x é chamado de subdiferencial de f em

x, e é denotado por

0f(z) ={s € R": f(y) > f(z) + s (y — x),Vy € R"}.

Definigao 1.7.9 Considere x € R" — g(z) € R U {0} uma fun¢ao convexa, propria,
fechada e S C R™ aberto tal que S C dom g. Dizemos que g é coerciva na fronteira de

S se, dadosz € 0S,ye S eh=y—x (z #vy), entdo

limg'(z,h) = —c0
Z—T
z€S
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onde g’(z,h) é a derivada direcional de g em z na diregao h.

Definigao 1.7.10 O epigrafo da funcao f é um conjunto nao vazio, denotado por epi(f),

e definido por
epi(f) = {(z,7) e R"" xR :7 > f(x)} Cc R"*,
e, para cada v € R™, o conjunto de nivel r de f é definido como
S, = {z e R": f(x) <r}.

Proposigao 1.7.11 A funcao f é conveza se, e somente se, epi(f) é um conjunto convezo.

Considere o problema

Minimizar  f(z)
s.aa gi(r) <0, i=1,...,m (1.22)
reSCR"

O problema (1.22) é um problema de programacao convexa (ou simplemente

problema convexo) se

f é convexa;
as fungoes g;(i = 1,...,m) s@o convexas;

S C R™ é convexo.

A grande vantagem de um problema ser convexo é que apresenta um minimo

global. A seguir apresentamos um teorema que é fundamental em programacao convexa.

Teorema 1.7.12 Em problemas de programacao convexa todo dtimo local é um dtimo
global.
Prova. Ver [18] m
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1.8 Elipses e Elipséides

Nesta secao apresentamos a definicao de elipse e elipséide. Nao entraremos em
muitos detalhes, pois pretendemos apenas relembrar ao leitor as relagoes de elipses e de

elipsoides.

Definicao 1.8.1 Uma Elipse é o conjunto de todos os pontos de um plano cuja soma

das distancias a dois pontos fixos (focos) é constante.

P

pf”ffﬁ#ﬁfﬁ

F, F

Figura 1.2: Elipse

A equacao de uma elipse que tem centro na origem eixos paralelos aos eixos

coordenados, pode ser escrita como
R A (1.23)

Com a? > 1?, a elipse tem os vértices (+a,0) e (0,4b), e os focos sdao (+c,0), sendo

c? = a®> — b?. Da equagao dada na relagao (1.23) tem-se a figura (1.3)
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F 3
E?(D:b]
/ b \
Aya by | * - ! ﬁ;:.(a,U’JP
-2, iZ Foic,0 X
By (0.5

Figura 1.3: Elementos da Elipse

A equagao de uma elipse de centro (h, k) com eixos paralelos aos eixos coordena-

dos, pode ser escrita como

(o= hP kP _

— =1 (1.24)

Se h=0e¢ k =0 aequagao (1.24) é a equagao (1.23).
Desenvolvendo os quadrados indicados na equagdo dada na relagao (1.24) e sim-

plificando termos, obtém-se uma equacao da forma
Az + By +Cox+Dy+E =0 (1.25)

onde os coeficientes sao nimeros reais e A e B sao ambos positivos. Reciprocamente,
partindo da equagao (1.25) e completando quadrado, pode-se obter uma forma que evi-

dencie o centro da elipse e o comprimento do maior e menor eixo.

Exemplo 1.8.2 Seja equacao

GG =

A figura (1.4) a sequir representa o grifico da elipse dada na relagio (1.26)
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Figura 1.4: Elipse da Fquag¢ao Dada

A equagao (1.26) pode ser escrita como

@ ;23)2 LU ;22)2 ~1. (1.27)

Observe que (1.27) tem centro C(3,2), a =3, b =2 e c=\/5, excentricidade e=c = % e
focos F1(3 —/5,2) e F5(3 ++/5,2). Desenvolvendo os quadrados de (1.27) tem-se

42* + 9y? — 242 — 36y + 36 = 0.

O elipséide de centro na origem ¢é a superficie representada por

332 y2 22

STt =1 (1.28)
onde a, b, ¢ sao nmimeros reais positivos.

Se o centro do elipséide é o ponto (h, k, 1) e seus eixos forem paralelos aos eixos

coordenados, a equacao (1.28) assume a forma

@12 W=k, =

a? b2 2 1

obtida através de uma translacao de eixos.
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1.9 Funcao Conjugada
A funcao conjugada é definida a partir de uma fungao f : R" — R U {+o0}.

Defini¢ao 1.9.1 Considere f : R" — R U {4+00} uma fun¢do convexa. A convexa

conjugada de f é a funcao f* dada por:
s € R f*(s) = sup{z’s — f(x),r € R"} (1.29)

Teorema 1.9.2 A conjugada f**de f* é a propria f e f* é fechada, prépria e convera

se, e somente se, f é propria.

Prova. Ver [21] m

Exemplo 1.9.3 Considere a fun¢io f: R — R U {+o0} definida por
flz) =¢e"—1,
f tem como conjugada f* dada por

slns—s+1, se s>0
seR— f(s) = . (1.30)
+ 00 , se s <0

Funcgéo Exponencial Fungado Conjugada

Figura 1.5: Funcao Ezxponencial e sua Conjugada
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A figura (1.5) mostra o grifico da funcdo f e da sua conjugada f*. A funcéo

conjugada da figura (1.5) é coerciva na fronteira do ortante positivo.

Exemplo 1.9.4 Considere a fun¢io f: R — R U {+o00} definida por

Fa) = —In(1—2), sex <1 |

+o00 ,sex>1

f tem como conjugada f* dada por

s—Ins—1, se s>0
sER— f*(s) = . (1.31)
400 ,s8e8 < 0

Conjugada

Figura 1.6: Fung¢ao Barreira Logaritmica e sua Conjugada

A figura(1.6) mostra o grafico da fungdo f e da sua conjugada f*. A funcdo
conjugada da figura (1.6) é coerciva na fronteira do ortante positivo.
A seguir apresentamos um exemplo em que a funcao conjugada f* nao é coerciva

na fronteira do ortante positivo.

Exemplo 1.9.5 Considere a fun¢ao f: R — R U {+oc} definida por

f(z) = %3:2 +x,
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f tem como conjugada f* dada por

sER— f'(s) :%(5—1)2. (1.32)

Fung&o Quadratica Funcgéo Conjugada

Figura 1.7: Quadrdtica e sua Conjugada

A figura (1.7) mostra o grifico da funcao f e da sua conjugada f*. A funcéo

conjugada da figura (1.7) ndo é coerciva na fronteira do ortante positivo.

A seguir, apresentaremos algumas propriedades sobre conjugadas que podem ser

encontradas em [12] e [21], que serdo utilizadas nos préximos capitulos.

Proposicao 1.9.6 Considere as fungoes f, fi, fo : R" — R U {+o0} a sequir, convexas

e proprias. As sequintes afirmagoes sao verdadeiras:

i) A conjugada da funcgao g(x) = f(x) + «, é g*(s) = f*(s) — a,Va € R;

ii) A conjugada da fungio g(x) = af(x), a >0, é g*(s) = af* (2);
i11) A conjugada da funcao g(x) = f(azx), a #0, é g*(s) = f* (£>7-
a

iv) Se A é um operador linear inversivel, entio (f o A)* = f*o (A™1);

v) A conjugada da fungdo g(z) = f(x — mo), € g*(s) = f*(s) + s x;

vi) A conjugada da fungio g(x) = f(x) + stz, é g*(s) = f*(s — s0);

vii) Se fi < fo, entao ff > f5;

viig) Se f(x) = Zn:lfz(a:,), com f; : R — RU{+o0}, entao f*(x) = ﬁ:lfz*(xl)
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Exemplo 1.9.7 Considere f a fun¢io dada no exemplo (1.9.3) e seja a >0
n

e v €R"— g(x) =) filax;). Entao, pelos itens (iii) e (viii) da proposi¢do anterior,
i=1

Juntamente com a conjugada de f dada na relagao (1.30), obtemos a conjugada de g

E(ﬁlnﬁ—ﬁ—i-l), se s=0

sER"— g'(s) = =1 ¢ o«

+00 , C.C.

1.10 Quase-distancia e Distancia de Bregman

Definigcao 1.10.1 Considere os conjuntos S C R"™ convexo aberto e ndo vazio e S tais
que S C S C R™ Uma funcio continua D: S x S — R ¢é uma quase-distincia se, e
somente se, as sequintes condigoes sao satisfeitas

(a) D(x,y) >0, V(z,y) € (S xS);

(b) D(z,y)=0<+= 2z =1y, V(z,y) € (S xS).

A funcao D, n@o necessariamente define uma métrica, uma vez que nao satisfaz
a propriedade de simetria e também nao satisfaz a desigualdade triangular. A seguir

apresentaremos um exemplo de quase-distdncia que define uma métrica.

Exemplo 1.10.2 Considere S = R" da definicao anterior. A funcdo D : R™ — R dada

por D(z,y) = ||z — y||* define uma quase-distancia, onde ||.| é a norma Buclidiana.

Proposicao 1.10.3 Considere D:(S x 8) — R uma quase-distancia. Se, para todo y €
S, D(.,y) é convexa, entio os conjuntos de nivel I'(y,a) = {x € S : D(x,y) < a} sdo

limitados, para todoy € S e todo o € R.

Prova. Seja o = 0. Entao, do item (b) da definigdo (10.1.1), tem-se que o
conjunto I'(z,0) = {x € S : D(z,y) <0} = {y}, o qual é limitado, para todo y € S.
Por hipétese D(.,y) é convexa, para todo y € R. Pelo teorema (1.7.5) tem-se que

I'(.,y) é limitado para todo a € R. =
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Definicao 1.10.4 Considere S C R™ um conjunto aberto e convexo e S tal que S C S C
cl(S). Seja h : S — R uma funcdo estritamente conveza e fechada em S e diferencidvel

em S. Definimos a distdncia de Bregman induzida pela funcdo h como
(z,y) € S x S+ Di(x,y) = h(z) — h(y) — (VA(y),z — ) (1.33)

sendo Vh(.) o gradiente da fungdo h, e (.,.) o produto interno wusual em R".

*+— D h(Xay)

T

| By +Vhe)E-y)

Y

i
1
¥ v X

F

Figura 1.8: Distancia de Bregman

Na figura (1.8), pode-se interpretar geometricamente Dy (z,y) como sendo a
diferenca em x entre h e sua aproximacao linear em torno de .
Na proposicao a seguir mostraremos algumas propriedades satisfeitas pela funcao

Dy, definida em (1.33), as quais serao usadas posteriormente.

Proposicao 1.10.5 Sejam h e Dy, dadas como na defini¢ao (1.10.4), entdo
(i) Dn(z,y) >0 e Dy(z,y) =0 se, e somente sex =y, Yz € S eVy € S;
Prova. Como h é estritamente convexa, seque da desigualdade do gradiente,

dada na defini¢io(1.7.8), que
h(z) = h(y) — (Vh(y),z —y) >0

e, portanto, da relagio (1.33) Dy(z,y) >0,Vr € SeVyc S. m
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(i) Dy(.,y) € estritamente conveza, Yy € S;

Prova. Fizando y € R"™ e sendo h estritamente conveza, entao Dy, é escrita como
soma de funcdo estritamente convexa com funcao convexra e, portanto, € estritamente
convera. W

(#i) Dado oo € R, os conjuntos de nivel I'(z,y) = {x € S : D(x,y) < a} sdo
limitados, Vy € S.

Prova. Dos itens anteriores (i) e (ii) seque que Dy em (1.33) é uma quase-
distancia, entdo, pela proposi¢ao (1.10.3) fica provado. m

(iv) Para quaisquerz € S,y € S ez € S, tem-se Dy,(z,y)—Dp(x, 2)—Dp(z,y) =
(Vh(y) = Vh(2),z — x);

Prova. Dada a relagio (1.33) tem-seVx € S ,Vy € S eVz € S:

subtraindo as equagoes fica

Dh('ray) - Dh(xaz) - Dh('z?y) = _<Vh(y)vx - y> + <Vh(z)=x - Z) + <Vh(y)7z - y>

agrupando os termos fica
Dh(ma y) - Dh(ma Z) - Dh(z7y) = <Vh’(y) - Vh(Z), Z = .%'>

VeeS,VyeSeVzeS. m
(v) Para quaisquer x,y € S, V.Dp(x,y) = Vh(z) — Vh(y).
Prova. Derivando Dy, dada na relagao (1.33) em relagao a varidvel x tem-se

V.Dp(x,y) = Vh(z) — Vh(y). m

Exemplo 1.10.6 Seja h(x)=3 |z||” neste caso Dy(z,y) = 5 |lz — y|I>. Entdo os itens (i)

a (v) da proposi¢ao acima sao satisfeitos.



Capitulo 2

Lagrangeano Aumentado

Neste Capitulo é apresentada uma abordagem geral, rdpida e objetiva sobre os
algoritmos de Lagrangeano Aumentado, Ponto Proximal e Regiao de Confianga, e as re-
lagoes existentes entre Ponto Proximal e Lagrangeano Aumentado, e de Ponto Proximal
e Regiao de Confianga. Para isso é necessdrio um estudo da estrutura de cada um dos
métodos utilizados, visando um melhor entendimento dos processos matematicos envolvi-
dos.

Iniciamos o capitulo apresentando fungoes de penalidades, definindo-as, e indican-
do uma metodologia para a construcao dessas. As fungoes de penalidades serao utilizadas
no método de Lagrangeano Aumentado.

No método de Ponto Proximal, tem-se que o algoritmo de Ponto Proximal com
distancia de Bregman, aplicado a um problema definido em um subconjunto do R", estd
bem definido, no sentido de que dado um ponto inicial é sempre possivel determinar o
préximo ponto.

Apresentaremos um resultado de equivaléncia entre o algoritmo de Lagrangeano
Aumentado e de Ponto Proximal, o qual garante que a seqiiéncia gerada no algoritmo
de Lagrangeano Aumentado é a mesma que a gerada por um certo algoritmo de Ponto
Proximal.

No final deste capitulo, mostraremos que existe uma certa relagao de equivaléncia
entre os métodos de Ponto Proximal e de Regiao de Confiancga, segundo a qual aumentar
(ou diminuir) o parametro de regularizagdo no método de Ponto Proximal é equivalente

a diminuir (ou aumentar) o tamanho da regiao no método de Regidao de Confianga.
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2.1 Funcao de Penalidade Coerciva pela Direita

Definimos uma familia de funcoes de penalidades que sao coercivas a direta, e

posteriormente serao usadas para definir o algoritmo de Lagrangeano Aumentado.

Definigao 2.1.1 Definimos uma familia P de funcoes de penalidade
YER, p € Ryt — ply, ) € RU{+00} (2.1)

com domp(., ) = (—00,b), b > 0, possivelmente b = +oco e para todo p € Ry p. A
funcao satisfaz as sequintes propriedades:

(P1) p(0, 1) = 0;

(P2) p'(0, 1) = p;

(P3) p(., ) € estritamente convexa e diferencidvel em (—o0,b);
(P4) limp/(y, ) = +o0;
(P5) lim p'(y,p) = 0;

y——00

Usamos p/(y, 1) para denotar a derivada de p em relagdo a primeira varidvel.

2.2 Conjugada de uma Penalidade da Familia P e
suas Propriedades

Se p é uma fun¢ao de penalidade da familia P e y € R, estd fixo, entao a

conjugada de p, segundo a defini¢ao (1.9.1), é da forma
s € R +— p*(s,p) = sup{z’s — p(z, p) : 2 € R}.

Proposicao 2.2.1 Considere n € Ry p € P. Se p é limitada inferiormente entao

domp*(., ) = [0, +00) e se p é ilimitada inferiormente entio domp*(., u) = (0, +00).

Prova. Ver [17] =
Da convexidade e diferenciabilidade da fungao p(., ) em (—o0,b) segue que,
p*(., 1) € estritamente convexa em [0, +00) para o caso limitado inferiormente e (0, 4+00)

para o caso ilimitado inferiormente (ver teorema 4.1.3 pdg. 81 em [12]).
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Da estrita convexidade de p(.,u) segue, para todo y € (—oo,b) e p € Ry que

p*(., 1) € continuamente diferencidvel em (0, +00) (ver teorema 4.1.1, pdg. 79 em [12]).

Notagao 2.2.2 Até o final do capitulo usaremos S=R', para o caso em que p é

limitada inferiormente e S=R'" para o caso em que p ¢é ilimitada inferiormente.

m

Definigao 2.2.3 Uma fungdo h : R" — R U {400} é separdvel se h(x) = Y h;(z;), onde
i=1
hi : R — R U{+oc}, para todo i =1,2,3,...,m.

Proposigao 2.2.4 Considere p uma penalidade da familia P. Entdo a func¢ao separdvel

D, definida em funcdo da conjugada de p pela formula

s€S, peSr D(s,p) = p*(sim), (2.2)
i=1
é uma quase-distincia em S x S.

Prova. Ver [17] m

2.3 Construindo Penalidades da Familia P

Na secao anterior vimos como sao as funcoes de penalidades que vamos utilizar
na defini¢ao do algoritmo de Lagrangeano Aumentado. Em seguida veremos metodologias
para construir penalidades da familia P. Basicamente, todas usam uma funcao auxiliar

de uma varigvel real.

Definicao 2.3.1 Considere 8 : R — R U {400} uma funcao satisfazendo as seguintes
propriedades:

i) intdom 0 = (—o0,b), b > 0, possivelmente b = +o0;

ii) 6(0)=0 e (0)=1;

i11) 0 ¢é estritamente convexa e diferenciduel em (-00,b);

iv) }Jlirllﬁl(?ﬂ = +00;

v) lim 6'(y) = 0.

y——o0

Exemplo 2.3.2 A func¢do exponencial y € R —— 0(y) = e¥ — 1 satifaz todas as cinco
propriedades acima citadas e este é wum caso em que b= 400, isto ¢,

intdom 0 = (—00, +00).
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Em nosso trabalho, de agora em diante, trataremos das penalidades da familia
P, dividida em 2 tipos, denominando-as de penalidade tipo 1 e tipo 2. Primeiramente
trabalharemos com a penalidade tipo 1.

Tipo 1: Considere § : R — R U {400} satisfazendo as propriedades (i) a (v) da
defini¢ao (2.3.1). Entao p dada por

(Y, 1) € R X Ryy = p(y, p) = 0(pny) € RU {+o0} (2.3)

¢ uma penalidade da familia P.

A conjugada de p, segundo o item (ii7) da proposi¢ao (1.9.6), é dada por
(s,11) E R X Ryy — p*(s, ) = 0" (%) € RU {+o0}. (2.4)
Exemplo 2.3.3 Considere 6 : R — R U {+oc}definida por
Oy) = e’ =1
exibida anteriormente no exemplo (2.3.2). Assim p obtida a partir de 0 fica
YyER, p€ Ry — ply,p) =e"? —1

e a conjugada de p, para esse caso, é da forma

<ﬁ> log (i> - (ﬁ> +1, ses>0
(s5,1) €E RX Ry == p*(s,) = ¢ g 8
+00 , ses <0

A penalidade tipo 1 da relacao (2.3) pode ser encontrada em [17].
Tipo 2: Considere 0 : R — R U {400} satisfazendo as propriedades (i) a (v) da
defini¢ao (2.3.1). Entao p dada por

(y, 1) € R X Ryy — p(y, ) = pb(y) € R U {400} (2.5)

¢ uma penalidade da familia P.



29

A conjugada de p, segundo o item (ii) da proposigao (1.9.6), é dada por

(s,1t) € R X Ryy — p*(s,p) = ub* (i) € RU {+o0} (2.6)

Exemplo 2.3.4 Considere 6 : R — R U {+oo}definida por 6(y) = e¥ — 1. Assim p dada
em (2.5) obtida a partir de 0 fica

YER, p€ Ry —py,p) = p(e’ —1)
a conjugada de p, para esse caso, é da forma

slog(ﬁ> —s+pu, ses=0
(s,1) € R X Ry p"(s,p1) = !

+00 , ses <0

A penalidade tipo 2 da relagdo (2.5) é muito utilizada na literatura, e mais
informagoes podem ser obtidas em [1].

Note que a diferenca entre as penalidades tipo 1 e 2 estd na posicao que o
parametro p € R, (multiplicador de Lagrange) ocupa. Nas penalidades tipo 1, p
multiplica o argumento da funcao 6, ja nas penalidades do tipo 2, p multiplica a fungao
6. Mais adiante vamos ver como isso influencia o método.

Apresentaremos em seguida o método de Lagrangeano Aumentado.

2.4 Meétodo de Lagrangeano Aumentado

Nesta secao trataremos sobre a classe de métodos Lagrangeano Aumentado. Lem-
bramos que na sua forma original foram introduzidos para resolver problemas com
restricoes de igualdade e posteriormente generalizados para problemas com restricoes de
desigualdade. Neste trabalho, iremos aplicé-los a problemas com restricoes de desigual-

dade.
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Considere o seguinte problema

Minimizar f(x)
sa gi(x)<0, i=1,...m (P) (2.7)

rzeR"

onde as funcgoes f e g; para ¢ = 1,2, ..., m sao continuas e possuem derivadas, pelo menos
até primeira ordem, continuas.

A fungao Lagrangeana para o problema (2.7) é dada por

(#, 1) € R" x R™ — Lz, ) = f(x) + Zui-gz-(ﬂ«“) (2.8)

sendo p o multiplicador de Lagrange.
A fungdo Lagrangeano Aumentado para o problema (2.7) pode ser escrita da

seguinte forma

(0.p) € R 5 RE xR Dowgr) = fa) 40 Yo (22 0)  (29)

sendo r o parametro de penalizacao e p uma funcao de penalidade da familia P.
As condigoes de Karush-Kuhn-Tucker (K.K.T.) para o problema (2.7), ou sejam,
as condicoes necessdrias de primeira ordem para um ponto x* ser um ponto de minimo

local do problema (2.7), sdo as seguintes:

m

Vi) + > uf.Vgi(z*) =0  (otimalidade)

=1

wi.gi(x*) =0 (complementaridade) (2.10)
gi(z*) <0 (restrigoes)
ui =0 (multiplicador de Lagrange)

O algoritmo para o método de Lagrangeano Aumentado com restrigoes de de-

sigualdade ¢ iterativo e comega com p° € R, r° € R,
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Algoritmo 2.4.1 Dados ;i° >0 e’ >0

faca k=0
repita
encontre
m .
zF*! € argmin {f(:c) +7E57p (%, uf) }
i=1
atualize
(k1
r
k=k+1

A cada iteracao o algoritmo de Lagrangeano Aumentado consiste em resolver um
subproblema irrestrito, que é a minimizacao da fungao Lagrangeano Aumentado dada na
relacao (2.9), e em seguida atualiza-se os parametros.

A sequéncia (z*) gerada pelo algoritmo estd bem definida (ver afirmagao 4.21,
pag. 41 em [6]).

Observe que a tarefa pesada do algoritmo é a minimizacao da funcao Lagrangeano
Aumentado, ao que, em geral, chamamos de subproblema gerado pelo algoritmo. A
metodologia do algoritmo é bastante simples. Cada iteragao consiste em formar os
suproblemas irrestritos, que podem ser resolvidos por qualquer método de minimizacao
irrestrita, e atualizar os pardmetros.

Uma das vantagens de utilizar o método de Lagrangeano Aumentado é que a
convergéncia do método nao exige nenhuma restricao quanto ao parametro de penalidade,
podendo diminuir, aumentar ou manter constante, porém, nos métodos de penalidades
cldssicos isso nao ocorre, exigindo restrigoes sobre o pardmetro de penalidade para obter
convergéncia. Os métodos de Lagrangeano Aumentado tém por objetivo conciliar os
aspectos de mal-condicionamento e evitar perda de estrutura de minimiza¢ao proveniente
do método de penalizacao [16].

No algoritmo, a cada iteracao o ponto z**! ¢ determinado por

2! € argmin {f(:z;) + r’“ép (gir(f) , uf) } . (2.11)

Nao conhecemos p* antecipadamente, por isso fornecemos inicialmente um valor arbi-

trario para o vetor p (normalmente vetor nulo ou vetor de uns). Entao esses valores sao
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atualizados forcando a satisfazer a primeira e a tltima relacdo de K.K.T. dadas em (2.10),
como mostraremos a seguir.
Derivando, em relagao a varidvel x, a funcao Lagrangeano Aumentado dada na

relacao (2.9) tem-se

(z,p,7) € R" x R X Ryy — Vol(z,p,7) =Vf(z)+ rkZp/ <%, ,uf) Vgi(x).
i=1

(2.12)

Se escolhermos

JE (gi(ﬂf)’M?) (2.13)

rk

em (2.12) tem-se

rk
= N e —

wuk+1

Vi) + Y (k) Vo) 2.14)

Observe que (2.14) ¢é a primeira relacdo de K.K.T. em (2.10). Além disso sendo p € P

k+1 > 0. Assim, os

uma penalidade da familia P, é conhecido que p'(., pF) >0, ou seja, p
algoritmos de Lagrangeano Aumentado sao construidos for¢ando-se a satisfazer algumas
das condicoes de otimalidade.

Na préxima secao apresentaremos o método de Ponto Proximal.

2.5 Ponto Proximal

Métodos de Ponto Proximal podem ser baseados em operadores monétonos maxi-
mais, ou em distancias generalizadas, por exemplo, distancia de Bregman e p—divergéncias.
Nesta se¢ao, introduzimos o algoritmo de Ponto Proximal com distdncias de Bregman,
para programacao convexa. Os resultados apresentados aqui serao baseados em Iusem
[14]. Salientamos que a distancia de Bregman considerada por Iusem ¢ mais restritiva do

que aquela que apresentamos na definigao (1.10.4), pois ele exige que outras propriedades
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sejam satisfeitas na definicao de Distancia de Bregman.

Na préxima secao, onde serd apresentada a relagao de equivaléncia entre La-
grangeano Aumentado e Ponto Proximal, o método de Ponto Proximal serd aplicado ao
problema dual (a ser definido na préxima se¢do) com uma quase-distancia.

Considere o problema

Minimizar f(z)

h (2.15)
s.a. €S

sendo S C S C R™ um conjunto aberto e convexo, S o fecho de S e f convexa e continua
em S.

O Método de Ponto Proximal com distdncia de Bregman consiste em dado
eS8 (2.16)
gerar o proximo ponto

2" ¢ argmin{ f(x) + r* Dy (x, 2%)} (2.17)

€S
onde D;, é uma distancia de Bregman em S, dada em [14] e o parametro de regularizagao
r* ¢ positivo para todo k € N.

Os métodos de Ponto Proximal fazem uma espécie de regularizacao, ou seja,
soma-se & funcao objetivo um termo positivo, geralmente chamado de nicleo. Quando
sao aplicados ao problema dual do problema de programacao convexa, funcionam como
uma espécie de barreira, pois forcam os pontos gerados a ficarem no ortante positivo [14].

Nas tltimas décadas, houve um progresso considerdvel em relacao a teoria de
métodos de Ponto Proximal baseada em disténcias generalizadas. O grande desafio foi a
substituicao dos micleos quadréticos por nicleos nao quadraticos. Atualmente, as classes
mais utilizadas de métodos nao quadréticos sao: distancias de Bregman e ¢p—divergéncias.

A seguir apresentaremos o algoritmo de Ponto Proximal ao problema (2.15), com

distancia de Bregman dada em Tusem [14].
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Algoritmo 2.5.1 Dados 2° € S, r > 0 e (r*) uma sequéncia em (0, )

faca k=10
repita
encontre
a* e argmin{f(z) + r*Dy(z,2")}
k=kt1l

Teorema 2.5.2 Se o problema (2.15) tem solugcdo e h é uma fun¢ao convexa, e coer-
civa na fronteira de S, entdo a seqiiéncia (z*) gerada pelo algoritmo de Ponto Proximal
converge para a solu¢ao x* do problema (2.15)

Prova. Ver [14] m

Em nosso trabalho, depois de estabelecer as propriedades de convergéncia do
método de Ponto Proximal, utilizaremos as propriedades que interessam para relacioné-lo
com os métodos de Lagrangeano Aumentado e de Regiao de Confianga. Iusem [14] chama
a atencao de que o método de Ponto Proximal deve ser visto como um esquema conceitual

antes do que como um algoritmo implementéavel.

2.6 Relacao entre Lagrangeano Aumentado e Ponto
Proximal

A relacao primal-dual é uma relacao envolvendo o algoritmo de Lagrangeano
Aumentado, aplicado ao problema primal (2.7), e o algoritmo de Ponto Proximal, aplicado
ao problema dual, com uma quase-distancia dada pela conjugada da penalidade utilizada
no primal. A seguir definiremos o problema dual de (2.7) e apresentaremos o resultado

de equivaléncia entre Lagrangeano Aumentado e Ponto Proximal.

Definigao 2.6.1 Associando ao problema (2.7) definimos o problema dual da seguinte
forma
Minimizar — d(p)

(D) (2.18)
s.aa pu=0
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onde
peRY —dp) =inf{l(z,pn) 2 € R"} (2.19)

¢ a fun¢do dual Lagrangeana, e £ é a fun¢ao Lagrangeana dada na relagdo (2.8), ou seja,
(2,11) € R" x R™ e b, 1) = f(2) + 3 p1s:(a).
i=1

Optamos por —d(.) no problema dual (2.18) para manter o padrdo de problema
convexo em todo o trabalho.
Em seguida, reescrevemos o algoritmo de Ponto Proximal (2.5.1), agora aplicado

ao problema (D) e usando a quase-distancia dada na relagao (2.2).

Algoritmo 2.6.2 Dados 11° € S, r > 0 e (r*) uma sequéncia em (0, 1),

faca k=10
repita
encontre

pttt € argmin{—d(p) +r*D(p, p*) 1 p e S}
k=k+1

Seja (1¥) a sequéncia gerada pelo algoritmo (2.6.2). Assim
—d(p*Y) + P DM b < = d(ph) + D (E, ).

Como D é uma quase-distancia e pela definicio (1.10.1), D(u*, u*) = 0, e além disso,

(—d(u*)) € uma sequéncia decrescente, logo
—d(u) + D ) < = d(uh).

A questao de dualidade estd muito presente no nosso trabalho (as vezes implici-
tamente). Por um lado, estd o método de Lagrangeano Aumentado, por outro lado o
método de Ponto Proximal. O préximo teorema relaciona os métodos de Lagrangeano

Aumentado e de Ponto Proximal, e para isso, consideraremos as seguintes hipdteses:
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e Hipdtese H1: O conjunto solucdo 2* do Problema (2.7) é nao vazio e compacto;

e Hipdtese H2: Existe T € domfy tal que ¢;(T) < 0, para todo ¢ = 1,2,... ,m.

(conhecida na literatura como condi¢io de qualificagao de Slater).

Teorema 2.6.3 Considere o problema (2.7) satisfazendo as hipsteses H1 e H2, (x*, i¥)
sequéncias geradas pelo algoritmo de Lagrangeano Aumentado (2.4.1), aplicado
ao problema (2.7) com penalidade p € P, e (i¥) uma sequéncia gerada pelo algoritmo
de Ponto Proximal (2.6.2), aplicado ao problema (2.18) com quase-distincia dada pela

0 entdo u* = u*, para todo

conjugada de p, determinada na relagio (2.2). Se y° = 4

ke N.

Prova. ver [6] =

O teorema (2.6.3) nos diz que a sequéncia de multiplicadores gerada no algoritmo
de Lagrangeano Aumentado é a mesma que a gerada pelo algoritmo de Ponto Proximal,
quando este é aplicado ao dual do problema (2.7) e com conjugada da penalidade utilizada
no algoritmo de Lagrangeano Aumentado.

No préximo teorema, é mostrado que o algoritmo de Lagrangeano Aumentado
(2.4.1), com penalidade p tipo 1, dada na relagao (2.3), gera seqiiéncias (z*) e (u*) que

satisfazem a condi¢ao de complementaridade dada na relagao (2.10).

Teorema 2.6.4 Considere (z*) e (u*) seqiiéncias geradas pelo algoritmo de Lagrangeano
Aumentado (2.4.1) com penalidade tipo 1, dada na relagio (2.3), e (r*) uma seqiiéncia

em (ry,r2) tais que 0 < 1y < ro. Nestas condigoes, tem-se

k k+1
thk) —0, Vi=1,2,...m.
k—oo r

Prova. Ver [17] =

2.7 Relacao entre Ponto Proximal e Regiao de
Confianca

O método de Regiao de Confianga aplicado ao problema irrestrito ¢ um pro-

cedimento iterativo que a cada iteragao consiste em transformar o problema original num
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problema mais simples. Dessa forma, em cada iteracao, constréi-se um modelo local da
fungao, que é minimizado em uma certa regiao, a qual é chamada de Regiao de Confianga.
Nesta secao, consideraremos o caso em que o modelo é exato, no sentido que minimizamos
a prépria funcao e nao o modelo, isso porque nosso interesse, neste momento, é um es-
tudo tedrico relativo a esse método. Mostraremos que “a menos de uma constante”
os subproblemas resolvidos sdo “equivalentes” (num sentido a ser definido a seguir) aos
subproblemas resolvidos pelo método de Ponto Proximal.

O problema a ser tratado nesta se¢ao tem a forma

Minimizar f(z)

reR”

(2.20)

onde f: R™ — R é uma fungao convexa.
Uma iteragdo k& do método de Regiao de Confianga, aplicado ao problema (2.20),

consiste em, partindo de z* e A, > 0, determinar uma solucdo do subproblema

2" € argmin {f(z) : D(z,2") < Ax} (2.21)

TER™

sendo D(.,2%) uma quase-distancia definida em (1.10.1), por exemplo,
z € R" — D(x,2%) = ||z — xk”Q, onde ||.|| ¢ a norma Euclidiana, muito utilizada nos
métodos de Regiao de Confianga e Pontos Proximais tradicionais (nicleos quadraticos).

Da mesma forma, uma iteracao k£ do método de Ponto Proximal, aplicado ao
problema (2.20), consiste em, partindo de z* > 0, r* > 0 e uma quase-distancia D(., z¥)

dada, determinar uma solugao do subproblema

8l € argmin {f(x) + 78 D(x, :Uk)} ) (2.22)
TERM
Note que, no algoritmo de Ponto Proximal (2.5.1) # € S. Na relacio (2.22) z € R" pois
se trata do problema irrestrito (2.20).
A préxima proposicao é referente a equivaléncia existente entre (2.21) e (2.22),
no sentido que sendo z* uma solucdo do problema (2.21), existe 7¥ > 0 tal que z* ¢ uma

solugdo do problema (2.22). Da mesma forma, se z* uma solucao do problema (2.22)
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existe Ay > 0, tal que, z* é uma solucdo do problema (2.21).

Proposigao 2.7.1 Os problemas (2.21) e (2.22) sao equivalentes, no sentido que, sendo
x* uma solucdo do problema (2.21), existe r* >0 tal que x* é uma solu¢do do problema
(2.22). Da mesma forma, se x* uma solu¢ao do problema (2.22), existe Ay, >0 tal que
z* uma solugdo do problema (2.21).

Prova. Seja D uma quase-distdancia, entao D(x*, 2%) = 0 < Ay. Dado que x* é

solugao do (2.21), existe p >0 tal que x* é uma solug¢ao do sequinte problema
Minimizar{{(z,u) : x € R"} (2.23)
onde
z€R", p€ R+ lx,pn) = f(z) + u(D(z, 2¥) — Ag) (2.24)

¢ a fung¢ao Lagrangeana associada ao problema (2.21).

Portanto, a primeira parte estd demostrada, pois uma solucao do proble-
ma (2.23) também é solugao do problema (2.22). A seguir faremos a sequnda parte da
demostracao.

Sejam x € R™, r* >0 e D(.,2%) uma quase-distancia. Se x* é uma solugdo

do problema (2.22), entao também o serd do sequinte problema

mz%%%zar{f(x) + 7" D(z,2") — r* Ay} (2.25)
sendo A, € R
Considerando
r € Ry +—d(r) =inf{l(z,r) : 2 € R"} (2.26)

sendo ¢ a fungdo Lagrangeana (2.24) com r no lugar de p.

Como x* é solugao do problema (2.25), tem-se que

d(rF) = f(z*) + rF(D(z*, 2%) — Ap). (2.27)
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Fazendo A = D(z*,2%) na relagio (2.27), obtém-se d(r¥) = f(x*), pelo teorema forte

de dualidade, z* é uma solug¢do do problema (2.21). m

No préximo lema, vamos mostrar que aumentando-se (diminuindo-se) o pardmetro
r no problema (2.22), entdo diminui-se (aumenta-se) a Regiao de Confianga no problema

(2.21).

Lema 2.7.2 Considere ©1 e xy solugdes do problema (2.22), r1 e 19 as respectivas

constantes associadas a essas solucoes, tal que r1 > ro > 0, entao
D(zy,2%) < D(zq,2%) (2.28)

Prova. Considere 2¥ € R"™ e x; e x5 solugoes do problema (2.22), tal que 71 e
ry a0 as respectivas constantes associadas a essas solucoes e ry > ro > 0. Como x1 é

solugao do problema (2.22) entéo
g(x1) + D (x1, 2%) < g(9) + roD(z4, ). (2.29)
Da mesma forma, se xo é solugio do problema (2.22) entdo
g(x2) + 19 D(x9, 2%) < g(z1) + riD(z1, 2°). (2.30)
Somando as desigualdades (2.29) e (2.30) e agrupando os termos tem-se
(r1 —12)D(z1, 2%) < (11 — 72)D(24, 2%). (2.31)
Como 11 > ry > 0, seque que

D(xl,mk) < D(xg,:z:k).

Esse resultado que relaciona Ponto Proximal e Regiao de Confianga serd impor-
tante para os proximos capitulos, principalmente para o capitulo onde estudaremos a

implementacao do algoritmo de Lagrangeano Aumentado.



Capitulo 3

O Caso Linear

Comecamos este capitulo definindo o problema linear e seu respectivo dual.
Acreditamos que se um algoritmo apresentar boas propriedades no caso linear, terd al-
guma chance de ter boas propriedades no caso nao-linear. Agora, se um algoritmo nao
possui um bom desempenho para problemas de programagao linear, também nao deverd
possuir para problemas de programagao nao-linear.

Em seguida apresentaremos os algoritmos de Lagrangeano Aumentado aplicados
ao problema primal linear e de Ponto Proximal aplicado ao problema dual linear com
funcao de penalidade quadratica.

O resultado principal do capitulo é que as direcoes duais geradas pelo algoritmo de
Lagrangeano Aumentado, aplicado ao problema linear e penalidade tipo 1 quadrética sao
equivalentes as geradas pelo algoritmo Afim Escala aplicado ao dual do problema linear.
Esse resultado também é muito bom, porque controlando adequadamente o parametro de
penalidade no algoritmo de Lagrangeano Aumentado, os multiplicadores gerados por este
sao os mesmos que os gerados pelo algoritmo Afim Escala. Porém esse resultado nao se

aplica para as penalidades tipo 2.

3.1 Programacao Linear

A programacao ou otimizacao linear estd ligada a solucao de um tipo muito
especial de problema, que consiste na minimizacao ou maximizac¢ao de uma funcao linear

podendo ter restri¢oes lineares de igualdade e/ou desigualdade.
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Pode-se definir o problema geral de Programacao linear da seguinte forma: dado
um conjunto de “m~ desigualdades ou equacoes lineares em ”n” varigveis, queremos deter-
minar os valores nao negativos dessas varidveis que satisfacam as restrigoes e minimizam
alguma fungao linear.

Uma forma padrao do problema de programagao linear com 'm’ restrigoes e 'n/

varidveis com notagao matricial pode ser representada por

Minimizar f(x) =c'x
s.a
(3.1)
Az =10

x>0

onde A € R™™ ce R™ be R™, isto é, A € uma matriz m X n, com m > n, ¢ um vetor
n x 1 ebum vetor m x 1. A notagao x > 0 quer dizer: z; > 0, para todo i = 1,...,n.
A funcao linear f : R™ — R é chamada funcao objetivo. Uma solucao que satisfaca as
restricoes Az = b, x > 0 é dita solugao vidvel. A cada modelo de programagao linear,
contendo coeficientes da matriz A, os coeficientes dos vetores b e ¢, corresponde a um
outro modelo, denominado dual, formado por esses mesmos coeficientes, porém disposto
de maneira diferente. Ao modelo original dé-se o nome de primal. De (3.1) tem-se o dual

escrito da seguinte forma:

Minimizar f(x) = —bTy
s.a
(3.2)
Ay <c

y irrestrito de sinal.

A maior parte do desenvolvimento tedrico de algoritmos para programacao linear
¢ feita sobre o enunciado com restrigdo de igualdade [9], também chamado de formato
primal ou de formato padrao. Em geral, o enunciado com restricao de desigualdade ¢é
chamado de formato dual. Um problema é enunciado em formato primal, seu dual estard
naturalmente em formato dual, e vice-versa.

Para o desenvolvimento deste trabalho, vamos utilizar o formato dual para o
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problema primal, sendo escolhido desse modo com o objetivo de manter a notacao que

vimos fazendo até aqui, a mesma do caso nao linear. Assim, definimos o problema

Minimizar — b x
sa
(PL) (3.3)
Az <c
r € R"

sendo A€ R™" beR", ce R™"em =n.
O sinal negativo na funcao objetivo é simplesmente uma convencao, para facilitar
o desenvolvimento que faremos, lembrando que, se x* resolve o problema de maximizar

f(z), também resolvera o de minimizar — f(x).

Proposigao 3.1.1 A funcao dual Lagrangeana associada ao problema (PL) tem a seguinte
forma
. —c'p, se ATu=1»5
peRY — d(n) = | (34)
—00 , caso contrdrio
Prova. A fun¢io dual Lagrangeana, ja definida anteriormente na relagao (2.19),

para o caso do problema linear, tem a forma

p€RY — d(p) =inf{l(z,p) -z € R"} =
inf{—b"zx + pf'(Az —c): x € R"} =
inf{(=b+ ATp) "z — 'u: 2z € R"}

como (=b+ ATp)'z — 'y é linear em z. Se —b+ ATy # 0 o infimo é —co. No caso

contrario, tem-se que b= AT . Assim o infimo é —c'y m

A seguir, definiremos o dual associado ao problema (PL) dado na relagao (3.3)

Minimizar ¢’

sa ATy =50 (DL) (3.5)
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3.2 A Penalidade Quadratica

Nesta secao definiremos a funcao 6 que serd utilizada na definicao das penalidades

quadréticas tipo 1 e 2. Dessa forma, definimos

1
yeR—0(y) = 53/2 +y. (3.6)

A conjugada de 6 dada na relagao (3.6) é da forma
* 1 2
SGR*—>9(S):§(S—1). (3.7)
Considere a penalidade p tipo 1 dada em relagao (2.3), isto é,

(y, 1) €E R X Ryy — ply, ) = 0(uy) € R (3.8)

e a penalidade p tipo 2 dada em relacao (2.5), isto &,

(y,11) € R X Ryy = p(y, p) = pb(y) € R. (3.9)

Para o caso linear, como foi feito anteriormente no caso nao linear, aplicando o
algoritmo de Ponto Proximal ao problema dual (DL), usando a quase-distancia dada pela
conjugada da penalidade p tipo 1 ou 2 e #* dada na relagao (3.7), os multiplicadores
gerados podem ser negativos, o mesmo ocorrendo no primal quando o algoritmo de La-
grangeano Aumentado ¢ aplicado ao problema (PL) (3.3) e § quadratica dada na relacao
(3.6).

Temos que ¢ dada na relacdo (3.6) nao é crescente em todo seu dominio, isto
é, no intervalo de (—oo, —1) é decrescente e no intervalo de (—1,00) é crescente. Por
nao ser crescente em todo o seu dominio gera derivadas direcionais negativas. Com 6
dada na relagao (3.6) as funcoes de penalidade construidas a partir dessa nao serao da
familia P. Observa-se que a propriedade de limitacao por baixo da derivada, dada no item
(P5) da definigao (2.1.1), ndo ¢ satisfeita aqui, pois 2131009’ (y) = —oo, que deveria ser

lim 6'(y) = 0. Podemos notar que #* dada na relagéoy(?).?) nao é coerciva no ortante nao

y——00

negativo (ver exemplo (1.9.5)). Entao os multiplicadores gerados podem ser negativos.
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3.3 Ponto Proximal Aplicado ao Problema Dual, com
Quase-distancia Quadratica

Apresentaremos nesta secao o algoritmo de Ponto Proximal aplicado ao problema
(DL) dado na relacao (3.5), utilizando uma quase-distancia quadrética. Lembrando que,
no primal, a penalidade quadréatica é formada por uma penalidade p, tipo 1 ou 2, e
fungao 6 quadratica, dada na relagdo (3.6). No dual a quase-distancia é formada pela
conjugada da funcao 0* dada na relacao (3.7).

As quase-distancias para as penalidades tipo 1 e 2 com 6" dada na relagao (3.7),

sao, respectivamente,

m 1 s; 2
=1 g
e
m m - i [ Si 2
(S,,LL)ER+ XR++I—>D(S,M): ? N——]_ . (311)

A seguir, apresentaremos o algoritmo de Ponto Proximal, aplicado ao problema

(DL) com quase-distancias quadréticas dadas nas relagoes (3.10)e (3.11).

Algoritmo 3.3.1 Dados u° >0 er? >0

faca k=10
repita
encontre
pt € argmin{—d(p) +r"D{p, 1)}
® oz
se ut >0
il =
kL ok
senao
rhtl S gk

k=k+1
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A metodologia do algoritmo (3.3.1) consiste em a cada iteracao resolver o sub-
problema irrestrito gerado pela funcao dual Lagrangeana. Se pu™ > 0, atualiza-se o multi-
plicador corrente para a préxima iteracao e reduz-se o pardmetro de regularizacao r. Caso
contrério, isto é, se u:“ < 0 para algum ¢ € {1,2,...,m}, mantém-se o ponto e aumenta-se
o valor do parametro de regularizagao r.

Como D é uma quase-distancia quadratica, ™ gerado na solugao do subproblema

interno

arg min{—d(y) + r*D(p, pi*)}, (3.12)

@0

pode ser negativo, conforme a figura (3.1) a seguir.

4 D)

Figura 3.1: Passo do Método de Ponto Proximal

Para contornar o problema de p* néao ser positivo, recorremos & se¢ao 2.7, onde

mostramos na proposigao (2.7.1) que o problema

arg min{—d(y) + r*D(p, pi*)}, (3.13)

w0

exibe uma certa relagao de equivaléncia com subproblema de Regiao de Confianca

argmin{—d(p) : D(p, u*) < Ay} (3.14)

=0

Sabe-se pela proposi¢ao (2.7.1) que dados p* > 0, ¥ > 0 e 7 uma solucio do
problema (3.13), existe A, > 0 tal que 7 é solugao do problema (3.14). No lema (2.7.2)

tem-se que aumentando o valor de r* no problema (3.13) diminui-se a Regiao de Confianga
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do problema (3.14).

Dessa forma, se algumas das componetes de p* no algoritmo de Ponto Proximal
(3.3.1) s@o negativas, como mostra a figura (3.1), aumenta-se o valor do parametro r e
diminui-se a Regiao de Confianca, desta maneira u+ é forcado a ficar no ortante positivo,

conforme a figura (3.2) a seguir. Esse procedimento ¢ repetido até alcancar p* > 0.

DL

b=l J

Figura 3.2: Passo do Método de Ponto Proximal For¢ando p Ficar nao Negativo

3.4 Lagrangeano Aumentado para o Problema
Linear com Penalidade Quadratica

Apresentaremos nesta se¢ao o algoritmo de Lagrangeano Aumentado, aplicado
ao problema linear (PL), com penalidade p tipo 1 ou tipo 2 dadas, respectivamente, nas
relacoes (3.8) e (3.9) e 6 a fungao quadratica dada na relagao (3.6).

No problema (PL) dado na relagao (3.3) a fungao objetivo é

Minimizar f(x) = —b'x
e as restrigoes sao da forma

g(x) = Az — ¢ <0.
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Assim, pode-se construir a funcao Lagrangeana
(z,1) € R* x R™ +— L(z, 1) = —b"x + ZMZ —¢i), (3.15)

em que A; denota a linha 7 da matriz A, parai=1,... ,m.
A fungdo Lagrangeano Aumentado para o problema (3.3) pode ser escrita da

seguinte forma
(,1,7) € R" X R™ X Ryy — L(x, p, 7 ) 4 ¥ Z“z ( Ci,ui) . (3.16)

No algoritmo, a cada iteracao, atualiza-se o préximo ponto como sendo

2" € argmin {f(x) + rkmz:p (W, uf) } . (3.17)

A seguir escreveremos o algoritmo de Lagrangeano Aumentado e em seguida

explicaremos os principais passos desse.

Algoritmo 3.4.1 Dados i° > er® >0

k=0
repita
encontre
. n Ai(z) — ¢
xt € argmin {—bT:U + S rkp <%, uf) }
zERD i=1 r
calcule
Ai(xzT) —¢
/I’Z _p< Z( ]2 Z? f); 2_1,2, ,m
r
seput >0
e
= g
k1 g
senao
bl >
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A metodologia do algoritmo (3.4.1) é bastante simples. Cada iteragdo consiste
em formar subproblemas irrestritos, que podem ser resolvidos por qualquer método de
minimizagao irrestrita, e atualizar os parametros. Se u* > 0, atualiza-se o ponto corrente,
o multiplicador de Lagrange para a préxima iteracao e reduz-se o pardmetro de penalidade
r. Caso contrério, isto é, u™ ;f 0, mantém-se o ponto e aumenta-se o valor do pardmetro

de penalidade 7.

3.5 Afim Escala

O algoritmo Afim Escala foi desenvolvido inicialmente para problemas de progra-
macao linear. No caso Afim Escala primal o algoritmo parte de um ponto interior vidvel,
realiza uma mudanca de escala com intencao de centralizar o iterando corrente para tornar
uma direcao de descida conveniente d € R". Essa direcao é calculada no espaco afim,
minimizando uma fungao linear em uma bola. Segue-se uma nova mudanca de escala
para retornar ao espago original. Isso corresponde a minimizar uma funcao linear em um
elipséide. O algoritmo Afim Escala que apresentaremos ¢ baseado em [9] e [10], e serd

aplicado ao problema (DL) dado na relagao (3.5).

Algoritmo 3.5.1 Dados 1u° >0 e~ € (0,1)
faca k=10
repita

encontre

/ﬁEargmin{cTu:‘#—“k—e‘ éA,ATM:b}, e=(1,1,..., )7

peR™
calcule
h=put — b
A =max{\ € R:pu*+Ah >0}
Pkt =k + b
=k

k +1

O algoritmo resolve uma seqiiéncia de problemas féceis, segundo [9], cujas solugoes
devem convergir para uma solugao 6tima do problema. Cada iteracao inicia com um ponto

vidvel ¥ e minimiza uma aproximacao da fungao objetivo (no caso linear a prépria fungao)



49

em uma Regiao de Confianga, gerando uma direcao h, seguido de uma busca unidirecional
ao longo de h, a partir de p*, para determinar o tamanho do passo.

No algoritmo (3.5.1) o maior trabalho é o do cédlculo do novo ponto p*, que
consiste em minimizar, em um hiperplano, uma fun¢do linear num elipséide. Em [9]

(Segdes 3.3.3 e 3.3.5, pdg. 32) o autor fornece uma férmula explicita para o calculo desse.

3.6 Equivaléncia entre Afim Escala e Lagrangeano

Aumentado com Penalidade Quadratica

Nesta se¢ao provaremos o resultado mais importante do capitulo, o que relaciona
os métodos Afim Escala e Lagrangeano Aumentado, no caso em que a penalidade é do tipo
1 dada na relagao (3.8) e a fungao 6 quadrética dada na relagao (3.6). Esse resultado ja

foi provado em [17], aqui reescreveremos a demonstracao readaptando ao nosso trabalho.

Teorema 3.6.1 O algoritmo de Lagrangeano Aumentado no caso linear (3.4.1), aplicado
ao problema (PL) com penalidade p do tipo 1, dada na relagdao (3.8), e 0 quadrdtica dada
na relagao (3.6), gera diregcoes duais colineares as geradas pelo algoritmo Afim FEscala
(3.5.1) aplicado ao problema (DL).

Prova. Considere u*> 0 e ™ > 0 e a k-ésima iteragdo do algoritmo de Ponto

Proximal (3.3.1), aplicado ao problema (DL), com quase-distancia

m

pe Ry, pb € R — D(p, i) = p* (s, 1), (3.18)

i=1
onde p* é a conjugada de p tipol dada na relagio (3.8), isto é,
(y,11) € R X Ryy = p(y, p) = 0(py) € R.

Assim p* pode ser escrita da sequinte forma:

seRY, neRY, —p*(s,pu) =0 (2) . (3.19)
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Aplicando 0" dada na relagio (3.7) em (3.19), tem-se

1 2
s ERY m e R, w—pi(s, 1) = 5 (i - 1) (3.20)

substituindo (3.20) em (3.18), tem-se
m 1 m 2
m k m k 4
pERL ph Ry — Dl ph) = 3 5 (—k—l) :

Assim, o ponto pF no algoritmo de Ponto Proximal (5.3.1) é determinado

por

k
im1 \Hi

4+ € arg min {—d(u) + T—kam: (ﬂ - 1)2} (3.21)

sendo d a fung¢ao dual Lagrangeana dada na relagdo (3.4). Reescrevendo a relagao (3.21),

2} (3.22)

No capitulo 2, mostramos, na proposi¢ao (2.7.1), que existe uma equivaléncia

em termo da norma euclidiana, tem-se

£ _.

k
i € argmin {—d(,u) + = e

p=0 2

onde o vetor unitdrio e = (1,...,1)T € R™.

entre Regido de Confianca e Ponto Proximal. Deste modo, existe Ar > 0 tal que o

problema (3.22) é equivalente ao problema de Regiao de Confianca

pFt e argmin ¢ —d(p) : ‘ ﬁk —e|| <A . (3.23)
p=0 1
D(u,uk)

Usando a fung¢ao dada pela relagio (3.4), no problema (3.23) tem-se

e argmin {CT,u : ‘ ﬂk —e
p=0 2

<Ay e ATp= b} . (3.24)

Assim, fica provada a equivaléncia entre Afim Escala e Ponto Proximal pois
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o problema (8.24) é exatamente o mesmo resolvido na k-ésima iteragdo do algoritmo Afim
Escala (3.5.1) aplicado ao problema (DL). Logo, existe Ay > 0 tal que p*** determina-

k+1 determinado pelo algoritmo de Ponto

do pelo algoritmo Afim FEscala coincide com
Prozimal. Pelo teorema de equivaléncia entre Ponto Proximal e Lagrangeano Aumentado
(2.6.3) p*+t também é determinado pelo algoritmo de Lagrangeano Aumentado aplicado

ao problema (PL) com penalidade p tipo 1 e 6 quadrdtica dada na relagio (3.6). =

E importante ressaltar que esse resultado sé vale para penalidade do tipo 1. Para

penalidade tipo 2, o resultado nao é vélido, pois a conjugada é da forma
peRY, pteRT — D(p,p*) Zu’“e*( >

Sendo 0" quadratica dada na relagao (3.7), repetindo a prova do teorema (3.6.1), ao invés

da relagao (3.21) teremos

w>=0 H;

k_m 2
k+1 : r ko Hi
pt € argmin {—d(u) + E@E:l 0 (—k — 1) } . (3.25)

A relacao (3.25) impede de obter-se a equivaléncia com Afim Escala, pois o termo pF

2
multiplica o termo quadratico (% — ) em cada termo do somatério.

7

No préximo capitulo vamos abordar melhor a penalidade 6 quadratica.



Capitulo 4

Penalidade Quadratica

E neste capitulo que apresentamos a principal contribuicio deste trabalho. Para
formar a penalidade p tipo 1 ou 2, serd utilizada uma fungao real ¢ quadrética que
nao verifica todas as propriedades (i) & (v) dadas na definicdo (2.3.1), e portanto, as
penalidades tipo 1 ou 2 nao serao da familia P.

Nesse caso, em que as penalidades sao quadréticas, os multiplicadores gerados
pelo algoritmo de Lagrangeano Aumentado podem ser negativos, pois a derivada da funcao
nao é crescente em toda a reta, como no caso da familia P.

Levando em consideracao que alguns métodos utilizam um modelo quadrético da
funcao original, como é o caso de Regiao de Confianca, mostraremos que a aproximagao
quadrética com as penalidades p tipo 1 e 2, para obtencdo do ponto z**! do algoritmo
de Lagrangeano Aumentado coincide com conjugada da quase-distancia das penalidades
p tipo 1 e 2.

No capitulo anterior mostramos uma certa relagao de equivaléncia entre os méto-
dos de Lagrangeano Aumentado e Afim Escala. Aproveitando o teorema (3.6.1) vamos
mostrar um resultado referente & geometria das curvas de nivel das conjugadas das pe-
nalidades tipo 1 e 2 neste caso quadratico.

No final deste capitulo, apresentaremos uma heuristica em que é possivel con-
tornar o problema de multiplicadores negativos encontrando um valor para o parametro

k+1

r que torne p* >0, mas que foge as metodologias tradicionais de algoritmo de La-

grangeano Aumentado.
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4.1 A Penalidade Quadratica Classica

A fungdo de penalidade proposta por Rockafellar [23] para o parametro de

penalidade r > 0, tem a seguinte forma:

1
YER, 1€ Ry — ply p) = 5~ (max{0,ry +u}* — %), (4.1)

ou equivalentemente

p(y, p) = 12 : (4.2)

Para 1 € R, fixo a derivada em (4.2) tem a forma

/ TY + 5€y2—ﬁ

p(y,p) = 0, Sey<_%f : (4.3)

As figuras abaixo mostram o grafico da fungdo p (4.2) e da funcio p (4.3) para

0 caso em que 7 = p = 1.

Funcado Quadratica Classica 3 Derivada
3 2.5
2,,
2, .
1.5}
1 L
1 L.
0 0.5/
1y -2 0 2 % -2 0 2

Figura 4.1: Funcao Quadratica Cléssica

Como a funcao de Rockafellar nao possui segunda derivada no ponto y = —H,
podemos ter dificuldades ao usar métodos que utilizem derivada de ordem 2, como éTo
caso por exemplo, do método de Newton e o método de Regiao de Confianca.

Neste trabalho estamos propondo uma penalidade quadratica que possui derivada

de segunda ordem, que apresentaremos nas proximas secoes.
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4.2 A Funcao Quadratica

A fungao € a ser usada no algoritmo de Lagrangeano Aumentado é definida como

1
yeR+—0(y) = 5?42 + v, (4.4)

nota-se que (4.4) ¢é uma aproximacao de Taylor de ordem 2 das fungoes 6(y) = e¥ — 1
e f(y) = —In(l —y) no ponto y = 0. Sendo 6(y) = e¥ — 1 & utilizado por [1] e
0(y) = —In(1 — y) utilizado por [17].

A fungao conjugada dada na defini¢ao (1.9.1), ou seja,

s € R" — f*(s) = sup{a’s — f(z),r € R"}, (4.5)
para a conjugada da fungao # dada na relacao (4.4) é
* 1 2
SER'—>0(S)=§(S—1). (4.6)
As figuras abaixo mostram o grafico da funcao 0 (4.4) e da fungao 6* (4.6).

Funcéo Quadratica Fungao Conjugada

-4 2 0 2
Figura 4.2: Quadratica e sua Conjugada
Observa-se que (4.4) nao é crescente em todo seu dominio, isto é, no intervalo de

(—o0, —1) & decrescente e no intervalo de (—1,00) é crescente. Por ndo ser crescente em

todo o seu dominio gera derivadas direcionais negativas. Com 6 dada na relagao (4.4) as



%)

fungoes de penalidades construidas a partir dessa nao serao da familia P. Observa-se que
a propriedade de limitagao por baixo da derivada, dada no item (P5) da defini¢ao (2.1.1),

nao ¢é satisfeita aqui, pois lim 6'(y) = —oo, que deveria ser lim #'(y) = 0.
y——o0

y——00

4.3 Funcoes de Penalidade p Quadraticas

Nesta segao faremos o estudo da penalidade p tipo 1 e 2 dadas nas relagoes (2.3)
e (2.5), respectivamente, com 6 quadratica dada na relagao (4.4)

Seja 6 : R — R definida por

0(y) = %zf +y. (4.7)

A penalidade p tipo 1 dada em relagao (2.3), isto é,

YyER, p€ R — ply,p) =0(ny) € R, (4.8)

juntamente com a funcdo 6 da relagao (4.7) determina a seguinte funcdo p quadratica

1
YER, p€R,, — ply,p) = §(uy)2 + (py). (4.9)

Usando a rela¢ao (4.6), a conjugada de p da relagao (4.9) é da forma

. 1 /s 2
(S,ILL)GR+XR++|—>])(S,M):i(;—l) . (410)

A conjugada de p tipo 1 dada na relagao (4.10) juntamente com o item (viii) da

proposi¢ao (1.9.6) determinam uma quase-distancia que tem a seguinte forma
(s,1) € R x R, —— D(s, 1) = ZG* (;) : (4.11)

Agora se 0 ¢ a fungao quadratica (4.4), a relagao (4.11) fica

m

m m 1 S; 2
(S,ﬂ)€R+ XR++I—>D(S,M):Z§ <M_—1) . (412)
=1 v
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A penalidade p tipo 2 dada em relagao (2.5), isto é,
(s 1) € R X Ry = ply, p) = pb(y) € R (4.13)
juntamente com a funcdo 6 da relagao (4.7) determina a seguinte func¢do p quadratica
m 1 2
y € R™, pe R — ply, p) = Suly)” + ply)- (4.14)
A conjugada de p, dada na relagao (4.14) é da forma
i 2
() € RY X R, — (50 = 5 (-1 (415)

A conjugada de p tipo 2 dada na relacdo (4.15), juntamente com o item (viii)

da proposigao (1.9.6), determinam uma quase-distancia que tem a seguinte forma
(s,p) € RT x R, +—— D(s, p) Z,uﬂ* <Sz> : (4.16)
Agora se 6 é a funcdo quadrética (4.4), a relagao (4.16) fica
I 2
(s,1) € RT X RT, > D(s, 1) = ZZ(J—1>. (4.17)
Levando em consideracao que alguns métodos utilizam um modelo quadrético da
funcao original, como é o caso de Regiao de Confianca, olharemos o que acontece com a

aproximagao quadrética das quase-distancias (4.11) e (4.16), ou seja,

(s,p1) € R x R, +—— D(s,p) = ZH*<81>

(s,p) € R x RY, +—— D(s, ) = Zuﬂ*(&).

Dado p € R, considere a aproximacao quadrédtica de uma quase-distancia D,



57

préxima ao ponto S, ou seja,

(5, 1) ERTXR™ s D(s, 1) ~ D(5, ) + VD, (5, M)T(s—§)+%(s—§)TV2DS (5, 1)(5—3).

(4.18)
Para o caso (4.11), a aproximagao quadratica (4.18) fica
D)~ 3 [0 (2) 4 20 (2 =30+ ot (2 -5 0o
P Fi i i 2(p;) i

Substituindo a fung¢ao 6* da relacao (4.6), em (4.19) tem-se

Z;% (z: - 1)2. (4.20)

i% (z: _ 1)2. (4.21)

Essa expressao difere de (4.20) pelo fator multiplicativo 5;. A figura (4.3) mostra elipséides
gerados, respectivamente, por (4.20) e (4.21). O elipséide externo é referente a funcao
(4.20) e o interno referente a (4.21). Veja que o elipséide gerado por (4.20) tem formato
de elipséides de Dikin.

Em seguida olharemos a geometria de curvas das quase-distancias dadas pelas

conjugadas das penalidades tipo 1 e 2, respectivamente, no caso em que 6 é quadrética.
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-

Figura 4.3: Curvas de Nivel das Aproximagoes Quadraticas de Quase-distancias

4.4 Geometria das Quase-distidncias dadas pelas

Conjugadas das Penalidades Quadraticas.

As quase-distancias dadas pelas conjugadas das penalidades p, tipo 1 e 2 e a

fungao 0 dada na relagao (4.6), sdo, respectivamente,

m o om —1 (s ?
() € RE xR+ Do) =5 (2-1)

m 2
m m M S;

(5.1) € R x RZ, — Dis, p) = >4 (;_1> |
25\,

Exemplo 4.4.1 A fung¢do D:R?% x R%, — R, dada pela conjugada da penalidade tipo 1

com 0 quadrdtica é da forma

2 2
1 iz
pe R, ueRE, — D(u,p) = (/711“ - 1> + (u_g - 1> : (4.22)

Exemplo 4.4.2 A fun¢do D:RZ x R%, — R, dada pela conjugada da penalidade tipo 2

com 0 quadrdtica é da forma

2 2
pERL, puh €REL — D(p, p*) = piy (% - 1) + 5 (% - 1) : (4.23)
1 2
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A geometria das curvas de nivel da fun¢do D para os exemplos acima (4.3.1) e
(4.3.2), pode ser visto na figura (4.4). O elipséide externo é referente a funcao dada na

relagao (4.22) e o interno a fungao dada na relagao (4.23).

d1= ]_Lk+1 _ p'k

k

d2= p'k+1 N p'k
Figura 4.4: Direcoes Duais Geradas pelo Algoritmo de Lagrangeano Aumentado

Sejam as direcoes duais d; e dy geradas pelo algoritmo de Lagrangeano Aumen-
tado quando aplicado respectivamente com as penalidades tipo 1 e 2. Veja que estamos
usando a equivaléncia entre Ponto Proximal e Lagrangeano Aumentado. Assim, as curvas
da figura (4.4) representam dire¢oes duais, pois usamos as curvas de nivel das fungoes
conjugadas.

Uma das vantagens de gerar direcoes equivalentes as direcoes geradas pelo algo-
ritmo Afim Escala é que o comprimento do passo dado pelo algoritmo é bem mais longo.
Veja que o formato do elipséide formado pela fungao dada na relagao (4.22) é bem mais
alongado que o elipséide da funcdo dada na relagao (4.23). No préximo teorema provado
em [17] destacaremos esse fato, cuja demonstragao reescreveremos para readaptando-a ao

nosso trabalho.

Teorema 4.4.3 Considere i € R e DR xR, — R uma quase-distancia quadrdtica,

tais que seus conjuntos de nivel determinados pela constante c, sao representados por

C={peR": D(u,p*) =c}. (4.24)
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Se a funcao D é dada por

m 2
1/ w,
m k m k\ 7
peRY, p* e RYy — D(p, ") = ;_15 (? - 1> (4.25)
entdo o maior valor que a constante c pode assumir tal que C' C R € c:%.

Se a funcao D é dada por

m 2
peRT W eRT, — D(u,pu*) = Z%f <i; _ ) (4.26)
i=1
entdo o maior valor que a constante ¢ pode assumir tal que C' C R} é c:% min{u*}.
Prova. Dados p € R e D : R x RT,_ — R uma quase-distancia quadrdtica,
queremos determinar o maior valor de c tal que (4.24) esteja inteiramente contido no
ortante positivo, ou seja, esteja inteiramente contido em RI[.
Se D ¢é dada, respectivamente, por (4.25) e (4.26), o conjunto C
(4.24) representa elipsdides com eizos dados pelas coordenadas de p* que sdo paralelos
aos eixos coordenados de R™.
O menor valor das coordenadas de p* = min{u*} determina o walor da
constante ¢ onde o elipsdide tangencia um dos eiros coordenados do R™. Para exempli-

car, considere u € R2 e a figura (4.5) a sequir.
+

mingpk!

k

Figura 4.5: Coordenada Minima

Para determinar o ponto de tangéncia, isto é, o valor da constante ¢, con-
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sidere para algum ¢ € {1,2,...,m}, puf = min{p*} e escolhapn = (pf, ..., 1,0, pb s ooos ).
Se a fungao D é dada por (4.25), tem-se

1y > 1/0 1
izl,i;«£€2\ Hi , 2\ He , 2

=0 =1

2
sendo = pF, tem-se (Z‘—k — 1) =0, para todo 1=1,2,...0 —1,£+1,...,m. Portanto c:%.

3

Da mesma forma se a fung¢ao D é dada por (4.26), tem-se

N R YA tou
= 2 G () 5 () =% 29
i=1,iAl ? _Z —
=0 =1

Como py = min{u*}, tem-se c=2 min{p*}. m

Pelo teorema anterior, o maior elipséide inteiramente contido em R, para as

fungoes dadas em (4.25) e (4.26) sdo, respectivamente, da forma

S (5 ot

Da prova do teorema anterior, quando escolhemos 1 com coordenada ¢ nula e as
demais iguais as de p*, encontramos o maior elipséide contido em RT. Esta informagao
serd utilizada na préxima se¢ao em que apresentaremos uma heuristica para a atualizagao

do parametro de penalidade r.

4.5 Uma Heuristica sobre a Atualizacao do Pardmetro

de Penalidade

Nesta secao descreveremos uma heuristica, para a penalidade quadratica, sobre

a atualizacao do pardmetro de penalidade nos algoritmos de Lagrangeano Aumentado.
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Essa heuristica surgiu dos resultados provados nos capitulos anteriores. No teore-
ma (2.6.3) foi mostrada a equivaléncia entre Lagrangeano Aumentado e Ponto Proximal,
ja na proposigao (2.7.1) foi exposta uma certa equivaléncia entre Ponto Proximal e Regiao
de Confianca. Além disso, foi mostrado no lema (2.7.2) que aumentando-se o parametro
de penalidade no algoritmo de Ponto Proximal diminui-se a regiao no método de Regiao
de Confianga. Dessa forma, no caso de programacao linear, existe um A > 0 (raio da
Regiao de Confianca) que determina o maior elipséide no algoritmo de Regiao de Confi-
anga (ver capitulo 5, se¢do 5.2) que fica totalmente no ortante positivo. Pela equivaléncia
entre Regiao de Confianga e Ponto Proximal, dada na proposigao (2.7.1), existe um r
(parametro de penalidade) no algoritmo de Ponto Proximal, tal que, a solugao desses dois
métodos coincide e fica no ortante positivo.

A seguir, reescreveremos o algoritmo de Lagrangeano Aumentado, aplicado ao
problema linear, com penalidade quadratica. Neste caso, em que a penalidade nao é da
familia P, os multiplicadores gerados podem ser negativos. Apds o algoritmo veremos

como contornar esse problema.

Algoritmo 4.5.1 Dados u° >0, /° > 0.

faca k=0
repita
encontre
U Ai(r) — ¢
" € arg min {—bTm - Zrkp (#, ,uf) }
zeR” =1 r
calcule
Azt — e
pi=p (%uk) , 1 =12..,m
se >0
o+l — gt
= gt
phHl <k
SENA0
ritl = —min{p,.g;(z*}, (para p tipol)
A(2H) — e
N;Hl:p/ (%#ﬁ ) i=1,2,...,m

E=Fk+1
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Cada iterac@o do algoritmo (4.5.1) consiste em formar subproblemas irrestritos,
que podem ser resolvidos por qualquer método de minimizacao irrestrita, e atualizar
parametros. Se pu™ > 0, atualiza-se o ponto corrente e o multiplicador de Lagrange para
a préxima iteracao, reduz-se o pardmetro r de penalidade. Caso contrério, isto &,
pwr ;7_4 0, mantém-se o ponto e calcula-se o valor do parametro de penalidade e atualiza-se
o vetor de multiplicadores de Lagrange. Esta parte é nova e foge a filosofia dos métodos
de Lagrangeano Aumentado. Por isso estamos tratando, esta secdao, como heuristica.
Os resultados numéricos alcangados com essa heurfstica foram superiores & metodologia
tradicional.

A seguir, vamos apresentar resultados que serao utilizados posteriormente nas
implementagoes do algoritmo de Lagrangeano Aumentado.

Considere na proposicao (4.5.2) a seguir, g;(z") = A;(z")—¢; parai =1,2,... ,m.

Proposicao 4.5.2 Considere x™ e u™ gerados pelo algoritmo de Lagrangeano Aumentado

(4.5.1) aplicado ao problema linear com penalidade p tipo 1 quadrdtica  (4.4),

se ut #0 e o pardmetro de penalidade r = —min{p;.gi(x")}, entio, tem-
i(z*
se pit=pf (griﬂ),u?) > 0.

Prova. Sejam xt e ut gerados pelo algoritmo de Lagrangeano Aumentado
(4.5.1). Se u* >0, faz-se p*** = p*, mas quando p* (multiplicador de Lagrange) tiver
coordenadas negativas, contraria as condigoes de K.K.T. dada na relagao (2.10).

No algoritmo (4.5.1) do método de Lagrangeano Aumentado podemos notar

que o valor de u* é atualizado pela férmula

(o

p =y (91(9;; ),M;c) parai=1,2,..,m. (4.29)
r

Como vamos utilizar a penalidade tipo 1 com 0 quadrdtica (4.4), isto é, p(y, u) = 0(uy),

tem-se a sequinte forma para p

1

YER, n€ Ryt — ply, p) = g(uy)Q + (ny)
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ep é da sequinte forma

YER, p€Ryy —py,n) = pb (yp) = p(uy + 1),

Dessa forma, a atualiza¢ao do multiplicador de Lagrange (4.29) é dada por

kg (2t
p =k (M%—l) parat=1,2,...,m.
r
e sabendo que ,uf ¢ positivo parai=1,2,... ,m, seu" z 0 tem-se
k +
ph = ik M,E) 1. (4.30)
—~— r
N——
> 0
< 0

De (4.30) tem-se gi(xT) < 0, poisr® > 0. Seja £ € {1,2,...m} e considere

iy -ge(z) = min{ul.g;(x ") }. Escolhendo o valor do parametro de penalidade

P = — i ge(a™) (4.31)
tem-se
k +
k+1 k M£~gé($ )
= ——+1] =0. 4.32
a \/550 =i -ge(z) 432)

=0

Em sequida mostramos que as demais componentes de *+1 sdo ndo negativas.

ML — ik go(zt) e go(zh) < 0 tem-se:

Como r
i) Seg(xt) <0 epf=0em (4.32) ™ =puk>0.

ii) Se go(x™) < 0 e pf > 0, entdo r*1 > 0, além disso, r* foi tomado como

a  maior componente do wetor [pk.gi(xt), pk.ga(zt), ..., pE gn (@) entdo
Eag.(xt

pitt =k <%+1> >0, parat=1,2,...,m. |
r

A seguir, apresentaremos um exemplo para fixar a idéia da proposicao acima. No

exemplo (4.5.4) usaremos a notagao (4.5.3) dada a seguir.

Notagao 4.5.3 O produto p*.g(x) é componente a componente.
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Exemplo 4.5.4 Seja p* = e glz™) = e r¥ =1, a atualizacdo de u*,

—2

— N N =

1
utilizando a penalidade p tipo 1 com a fungdo 0 quadrdtica (4.4) dada na relagao (4.29),

fica

pt =" <M+e>, e=(1,1,..., )7 (4.33)

rk

ou

2
—2
phgla™) =
—4
1
Escolhe o valor do parametro r*+! dado na relagdo (4.31), isto é, r = — min(u*.g(z+)) =
-(-4)=4, logo em (4.33), fica
1 F+1 1 1.5 1.5
2%(—1)
]2 A ]2 05 | |1
/u - = — > 0
2 # +1 2 0 0
L)\ 5+t 1)\ 125 1.25

Considere na proposicao (4.5.5) a seguir, g;(z") = A;(z7)—¢; parai =1,2,... ,m.
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Proposigao 4.5.5 Considere x* e u* gerados pelo algoritmo de Lagrangeano Aumentado

(4.5.1) aplicado ao problema linear com penalidade p tipo 2 quadrdtica (4.4),

se u© # 0 e o pardmetro de penalidade r = —min{u;.g;(z*')}, entdo, tem-se
K3
+
w1y (i)
/’L _p ( Tk+1 Jlui 20

Prova. Sejam xt e u* gerados pelo algoritmo de Lagrangeano Aumentado
(4.5.1). Se u* >0, faz-se p*** = p*, mas quando pu* (multiplicador de Lagrange) tiver
coordenadas negativas, contraria as condigoes de K.K.T. dada na relagao (2.10).

No algoritmo (4.5.1) do método de Lagrangeano Aumentado podemos notar

que o valor de u* é atualizado pela férmula

(At
pt =y (glg ),u§> parai=1,2,... ,m. (4.34)

Como vamos utilizar a penalidade tipo 2 com 0 quadrdtica (4.4), isto é, p(y, u) = ud(y),

tem-se a sequinte forma para p

YER, p€Riv —ply,p) ==(y)? + (1)

RS

ep' é da sequinte forma

YER, p€ Ry — Py, p) = pb'(y) = ply +1).

Dessa forma, a atualiza¢ao do multiplicador de Lagrange (4.34) é dada por

(ot
pi =k (gz(:i ) + 1) parai=1,2,... m. (4.35)
e sabendo que uf ¢ positivo parai=1,2,... ,m, seu* z 0 tem-se
+
i\ T
ph = b % I (4.36)

De (4.36) tem-se gi(x*) <0, wpoisr*® > 0. Sejal € {1,2,...m} e considere
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ge(xt) = min{g;(x™)}. Escolhendo o valor do pardmetro de penalidade
rF = —gy(z™)) (4.37)

tem-se

k 9£<$+)
—_— 11| =0. 4.38
560 —9:@) | )

=0

k+1 _
ué —

Em sequida mostramos que as demais componentes de p**' sao nao negativas.

Como "1 = —g,(z%) e go(z™) < 0, tem-se que gi(z*) < 0 e pf > 0,
entdo r*t1 > 0, além disso, r*T'  foi tomado como a maior componente
do wvetor [gi(z*), go(a™), ..., gm(2 )| entdo ™t = pk <% - 1) >0, para
1=1,2,...,m. n

Na implementagao do algoritmo de Lagrangeano Aumentado, descrita no préximo
capitulo, serdo utilizadas as informagdes das proposi¢des (4.5.2) e (4.5.5) para a
atualizacao do pardmetro de penalidade. Como os multiplicadores serao atualizados apds
o parametro de penalidade, estamos gerando, nesse caso, algoritmos de Lagrangeano
Aumentado que fogem as metodologias usuais. Por essa razao, estamos considerando
como uma heuristica, pois nenhuma teoria de convergéncia foi feita para essa situacgao.
No entanto, os resultados numéricos apresentados foram superiores aqueles apresentados
com metodologias usuais, como serd visto através dos resultados numéricos apresentados
no Capitulo 6.

No préximo capitulo, apresentaremos a implementacao do algoritmo de La-

grangeano Aumentado para as penalidades p tipo 1 e 2.



Capitulo 5

Implementacao

Neste capitulo, tratamos da implementacao dos algoritmos de Lagrangeano
Aumentado. A funcéo do parametro de penalidade é penalizar, entao, se a penalizacao
for muito rigorosa, os subproblemas gerados podem ser dificeis de resolver, mas por outro
lado se a penalizacao for suave, podem ocorrer subproblemas fdceis mas serem necessdrias
muitas iteragoes na solugao do problema. O ideal é ter uma boa férmula para atualizar

esse parametro, que, no entanto, nao é facil de conseguir.

5.1 Parametro de Penalidade

Aumento do ParAmetro r

Como a fungao de penalidade que estamos utilizando é a quadrética (4.4), a qual
nao pertence a familia de penalidade P, e a sua conjugada (4.6) ndo é coerciva na fronteira
de RT, o algoritmo de Ponto Proximal pode gerar pontos nao positivos, o mesmo pode
ocorrer com o algoritmo de Lagrangeano Aumentado quando usa-se a fungao penalidade
¢ dada na relagao (4.4).

No lema (2.7.2), mostramos que aumentando-se (diminuindo-se) o parametro r,
diminui-se (aumenta-se) a Regido de Confianga. Entao, usando esse resultado vamos
aumentar o valor do pardmetro r para diminuir a Regiao de Confianca forgando os mul-
tiplicadores a ficarem no ortante positivo.

Neste trabalho, o aumento do pardmetro r estd relacionado com o problema de
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multiplicadores negativos, isto ¢, u; < 0 para algum i = 1,2,... ,m, no algoritmo (3.4.1).
Para penalidade tipo 1 e 2, o valor do parametro 7! pode ser aumentado,

multiplicando-o por um escalar v > 1, isto é,
rEtl = ~ (5.1)

Na heurfstica para contornar o problema de multiplicadores negativos, serao

apresentadas duas maneiras de atualizar o valor de r:

e Se utilizarmos a penalidade tipo 1 o parametro r pode ser atualizado utilizando o

valor do r dado na proposigao (4.4.2), isto é,
r = —min {u/.g;(z")}; (5.2)

e Se utilizarmos a penalidade tipo 2 o parametro r pode ser atualizado utilizando o

valor do r dado na proposigao (4.4.5), isto é,

r= —min{g(a")}. (5:3)

Diminuicao do Parametro r

Para motivar a necessidade de reduzir r*

em algoritmos com penalidade p tipo 1,
apresentaremos no lema a seguir que se o parametro r é mantido constante a velocidade

de convergéncia serd sublinear.

Lema 5.1.1 Considere (1u*) uma seqiiéncia gerada pelo algoritmo de Ponto Proximal

(3.8.1) com quase-distancia dada pela conjugada de p tipo 1, ou seja,
(i) € RE xR, = Dls) = >0 (2],

er® >7 >0, para todo k. Suponha que ¥ — T quando k — oo e que exista
€ {1,2,..m}, tal que i, = 0. A sequéncia (u*) gerada nessas condi¢oes tem convergéncia
sublinear.

Prova. Ver [17] m
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O lema a seguir garante que a seqiiéncia de multiplicadores gerada pelo algoritmo
de Lagrangeano Aumentado (3.4.1) aplicado ao problema linear com penalidade p tipo

2 tem convergéncia superlinear quando o pardmetro de penalidade tende a zero.

Lema 5.1.2 Seja (1u*) a seqiiéncia gerada pelo algoritmo de Lagrangeano Aumentado
(3.4.1) com pard@metro de penalidade 7":%, entio (u*) converge para a solucao étima dual.

Além disso, se c — 0o entdo a convergéncia é superlinear.

Prova. Ver [25] m

A reducgao do parametro r é a mesma para as duas penalidades tipo 1 e 2. Se

os multiplicadores sao nao negativos reduzimos o pardmetro r, da seguinte forma

k

r

S
«

onde o > 1 é um valor constante.

5.2 Algoritmo para o método de Regiao de
Confianca

Aplicaremos o método de Regiao de Confianga em problemas irrestritos.

min f(x)

reER

(D (5:4)

onde f é uma funcao de classe C2.
Em cada iteracao k£ do algoritmo de Regiao de Confianga constréi-se um modelo
quadratico da funcao objetivo, que é a aproximacgao de Taylor de ordem 2 em torno de

2%, e minimiza-se o modelo em uma certa regido, ou seja

;1615%% mk(p) fk fkp 2p kD (5.5)

sa: [pll < Ay

onde f = f(a*), Vfi = Vf(zF) e B, € R™" ¢ simétrica.

A seguir apresentaremos o algoritmo de Regiao de Confianga [19].
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Algoritmo 5.2.1 Dados A >0, A, €(0, A),en € [0, 1]
faca k=0
obtenha

p* e argmin{fy + Vfilp+ip"Bip : p| <Ak}

calcule
L) fat
" mg(0) — my(pF)
se pg, < i
A1 = 74k
senao

se pp > 5 e llpll = A
Apy1 = min(20, A)
senao
A1 = Ag;
sep>n

gF = gk 4 pk

senao
Rl — ok
k=k—+1

Na iteracao k do algoritmo resolve-se um subproblema, que consiste em minimizar

uma fungio quadrética em uma certa regido. Para a préxima iteracdo, se f(z* + p*) <

k+1

f(x*). Toma-se z*T! = 2% +p*, onde p* ¢é a solugio do subproblema quadrético na Regido

k+1

de Confianca, caso contrdrio zFt! = z*. A atualizacdo de Ay, depende de

f@*) — f(a* +p*)
mi(0) — my(p¥)

Pr =

e Se p;. < 0.25 o modelo estd ruim, nesse caso diminui-se o valor de Ay ;

e Se p, > 0.75 0 modelo estd bom e Ay, serd aumentado sempre que p* estiver na

fronteira da regiao;

e Se 0.25 < p, < 0.75 0 modelo estd razodvel e Agy; é mantido como na prévia

iteracao.
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O préximo teorema caracteriza quando o problema (5.5) tem solugao.

Teorema 5.2.2 O vetor p* é uma solugao global do problema de Regiao de Confianca

) 1
min m(p) = f+ Vfp+=p'Bp
peER™ 2

sa : p <A

se, e somente se p*é vidvel e existe um escalar A = 0, tal que:

(B+A)p* =—Vf
AA = lp*[)) =0 (5.7)
(B+AI) >0

Prova. [19] =

Baseado no teorema (5.2.2) tem-se o seguinte algoritmo (ver [19])

Algoritmo 5.2.3 Dados X\, A >0:
faca k=10
fatore

(B+ MI) = RTR

resolva
RTRp} =~V fy;
RTgk = p
atualize HpkH ) Hp’fH N
= () ()
k=k+1

5.3 Algoritmos Implementados para o Método de

Lagrangeano Aumentado

Nesta secao apresentaremos os quatro algoritmos de Lagrangeano Aumentado,
que foram implementados neste trabalho. A implentagao foi realizada utilizando o soft-

ware Matlab versao 6.0.0.88 (R12).
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Algoritmo de Lagrangeano Aumentado com penalidades p tipo 1

e 2 e # quadratica

A funcao 6 a ser utilizada para esta versao do algoritmo de Lagrangeano Aumen-
tado ¢ dada por (ver capitulo 4)

1
yeR—0(y) = 53/2 +y. (5.8)

Algoritmo 5.3.1 Atualiza¢io do pardmetro de penalidade utilizando um escalar v > 1
para penalidades p tipo 1 e 2 com 0 quadrdtica

Dados i° >0, v>1,a>1er®>0

faca k=0
repita
encontre
v+ € argmin{ f(z) + 50 (L)
TERM i=1 r
atualize
(ot
/jjj:p’(gz(?i ),/jjf) z:1,2,7m
se i >0
e
prtt = nt
S
Q
senao
rhtl = ok
E=k+1

Cada iteracao do algoritmo (5.3.1) consiste em formar subproblemas irrestritos,
que podem ser resolvidos por qualquer método de minimizacao irrestrita. Para resolver o

subproblema

TER™

" € argmin {f(x) + rkZp (glr(lf) : pf) }

foi implementado o método de Regido de Confianca baseado no algoritmo Hook em [4] e

(ver também capitulo 4 de [19]), e atualiza-se os parametros:
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e Se ut > 0, atualiza-se o ponto corrente e o multiplicador de Lagrange para a préxima

iteragao, reduz-se o parametro de penalidade r;

e Se " ;7_4 0, mantém-se o ponto, aumenta-se o valor do parametro de penalidade 7.

Algoritmo de Lagrangeano Aumentado com penalidades p tipo 1

e 2 e f a fungcao m2b

A funcao 6 a ser utilizada para esta versao do algoritmo de Lagrangeano Aumen-
tado é dada por

—log(1 — sey <
yER - bly) = g(1-y) Y

(5.9)
2y? +1og(2) — 5 sey >

o= NI

essa fungao ¢ da familia P (ver [17]), por isso ndo gera multiplicadores negativos.

Algoritmo 5.3.2 Penalidades tipo 1 e 2 e 0 dada por (5.9)

Dados i° >0, a>1er?>0

faca k=10
repita
encontre
at € argmin § f(z) + 7Y p gi(}f),u?
zER™ i=1 r
atualize
(ot
Mj:p’('gz(i ),/j,f) z:1,2,,m
T
k
.
o
k=k+1

A metodologia dos algoritmos (5.3.1) e (5.3.2) ¢ muito parecida. Porém o algo-

ritmo (5.3.2) ndo gera multiplicadores negativos, isto ¢, p*+1 > 0.

Em seguida, apresentaremos dois algoritmos com penalidades que nao pertencem

a famila P, conforme a heuristica apresentada no Capitulo 4.
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Heuristica para a atualizacao do pardmetro de penalidade

no algoritmo de Lagrangeano Aumentado com 6 quadratica

Enunciaremos a seguir o algoritmo implementado, com 6 quadrética. A diferenca

em usarmos penalidade p tipol ou 2, consiste na regra de atualizacao do pardmetro,

como veremos no algoritmo a seguir.

Algoritmo 5.3.3 Atualizacao do pardmetro de penalidade utilizando a heuristica com

penalidade p tipo 1 ou 2 e 6 quadrditica

Dados i° >0, a>1,v>1 (a#~) er® >0

faca k=0
repita
encontre
m .
r] € argmin {f(x) + Y p (gz(kx) ; Mf) }
TER™ =1 r
atualize
_|_
gi\x .
u?zﬂ(%wf) 1=12...,m
se i =0
oFHl — ot
R = M}:
r
N
Q
SENA0
sek=0
r 1l = — min{u¥.g;(x)}, (se p é tipo 1)
rktl — _ mangi(spﬂ}, (se p é tipo 2)
g;\xT .
it =t (2 i=12...m
sek #0
PRl — oy
kE=k+1

Cada iteracao do algoritmo (5.3.3) consiste em formar subproblemas irrestritos,

que podem ser resolvidos por qualquer método de minimizacao irrestrita. Para resolver o
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subproblema

TER™

' € argmin {f(x) + rkZp (gif) : pf) }

foi implementado o método de Regido de Confianga baseado no algoritmo Hook em [4] e

(ver também capitulo 4 de [19]), e atualiza-se os parametros:

e Se ut > 0, atualiza-se o ponto corrente e o multiplicador de Lagrange para a préxima

iteragao, reduz-se o parametro de penalidade r;

e Se u" ;7_4 0, mantém-se o ponto, atualizam-se o valor do pardmetro de penalidade r

e o novo multiplicador de Lagrange para a préxima iteracao.

No proximo capitulo mostraremos os resultados obtidos com a penalidades p tipo

le2e:

e 0 quadratica dada na relagao (5.8);

e 0 m2b dada na relacao (5.9).



Capitulo 6

Testes Numéricos

Neste capitulo vamos testar os algoritmos de Lagrangeano Aumentado
cujas implementacoes foram descritas no Capitulo 5. Programamos em Matlab, versao

6.0.0.88 (R12) para Linux. O método de Regido de Confianga ¢ utilizado para resolver os

subproblemas internos gerados em cada iteragao do mesmo.

As penalidades utilizadas nos algoritmos implementados sao:

(y, 1) € R X Ryy — p(y, ) = 0(py) € RU {+o0} (6.1)

(y, 1) € R X Ryy — p(y, ) = pb(y) € R U {+o0}

(6.2)
e foram apresentadas anteriormente na segao (2.3), com as seguintes fungoes 6:
L,
yeR—=0y) =5y +y, (6.3)
e
—log(1 — sey< i
yER — O(y) — 51 =) Uso (6.4)
2y° +1log(2) — 3  sey> 3

Os problemas testados sao da colegao CUTE: Constrained and Unconstrained

Testing Environment [13], na versdo small com interface para o Matlab. Por ser um
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conjunto com milhares de problemas, escolhemos aqueles que satisfazem nossas condigoes,
isto é, problemas com restricoes de desigualdade e sem limites nas varidveis.

Testamos 82 (oitenta e dois) problemas que estdo apresentados na tabela (6.1)
dada a seguir. A primeira coluna da tabela é formada pelos nomes dos problemas apre-
sentados na colecao CUTE. As demais colunas sao: nimeros de varidveis, restrigoes, tipo

de restrigoes e tipo da funcao objetivo, para cada um dos problemas.

Tipo da Funcao

Problemas | Varidveis | Restricoes Tipo de Restrigoes Objetivo
CB2 3 3 3 nao lineares linear
CB3 3 3 3 nao lineares linear

CHACONN1 3 3 3 nao lineares linear
CHACONN2 3 3 3 nao lineares linear

COSHFUN 10 3 3 nao lineares linear
DEMYMALO 3 3 1 nao linear 2 lineares linear

DIPIGRI 7 4 4 nao lineares nao linear

EXPFITA 5 22 22 lineares nao linear

EXPFITB 5 102 102 lineares nao linear

GIGOMEZ1 3 3 1 nao linear 2 lineares linear
HAIFAS 13 9 9 nao lineares linear
HALDMADS 6 42 42 nao lineares linear
HS10 2 1 1 nao linear linear
HS11 2 1 1 nao linear nao linear
HS12 2 1 1 nao linear nao linear
HS22 2 2 1 nao linear 1 linear nao linear
HS29 3 1 1 nao linear nao linear
HS43 4 3 3 nao lineares nao linear
HS88 2 1 1 nao linear nao linear
HS89 3 1 1 nao linear nao linear
HS90 4 1 1 nao linear nao linear
HS91 5 1 1 nao linear nao linear
HS92 6 1 1 nao linear nao linear
HS100 7 4 4 nao lineares nao linear
HS100MOD 7 4 4 nao lineares nao linear
HS113 10 8 5 nao lineares 3 lineares nao linear

Tabela 6.1: Problemas do CUTE

continua...
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79

Problemas Varidveis | Restrigoes Tipo de Restricoes Objetivo
HS268 5 5 5 lineares nao linear
KIWCRESC 3 2 2 nao lineares linear
LISWET1 103 100 100 lineares nao linear
LISWET?2 103 100 100 lineares nao linear
LISWET3 103 100 100 lineares nao linear
LISWET4 103 100 100 lineares nao linear
LISWETS5 103 100 100 lineares nao linear
LISWET®6 103 100 100 lineares nao linear
LISWET10 103 100 100 lineares nao linear
MADSEN 3 6 6 nao lineares linear
MAKELA1 3 2 1 nao linear 1 linear linear
MAKELA2 3 3 3 nao lineares linear
MAKELA3 21 20 20 nao lineares linear
MAKELA4 21 40 40 lineares linear
MIFFLIN1 3 2 1 nao linear 1 linear linear
MIFFLIN2 3 2 2 nao lineares linear
MINMAXBD 5 20 20 nao lineares linear
MINMAXRB 3 4 2 nao lineares 2 lineares linear
OET1 3 6 6 lineares nao linear
OET2 3 202 202 nao lineares linear
OET3 4 6 6 lineares linear
OET3 4 202 202 lineares linear
OET4 4 6 6 lineares linear
OET5 5 6 6 nao lineares linear
OET6 5 6 6 nao lineares linear
OET7 7 6 6 nao lineares linear
PENTAGON 6 15 15 lineares nao linear
POLAK1 3 2 2 nao lineares linear
POLAK2 11 2 2 nao lineares linear
POLAK3 12 10 10 nao lineares linear
POLAK4 3 3 3 nao lineares linear
POLAKS5 3 2 2 nao lineares linear
POLAKG6 5 4 4 nao lineares linear
POWELL20 10 10 10 lineares nao linear
PT 2 501 501 lineares linear
PT 2 3 3 lineares linear
PT 2 101 101 lineares linear
ROSENMMX 5 4 4 nao lineares linear
SIPOW1 2 20 20 lineares linear
SIPOW1 2 100 100 lineares linear
SIPOW1 2 500 500 lineares linear

continua...
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Problemas Varidveis | Restrigoes Tipo de Restrigcoes Tipo d% F.‘un(;ao
Objetivo
SIPOW1M 2 20 20 lineares linear
SIPOW1M 2 100 100 lineares linear
SIPOW1M 2 500 500 lineares linear
SIPOW2 2 20 20 lineares linear
SIPOW2M 2 20 20 lineares linear
SIPOW2M 2 100 100 lineares linear
SIPOW2M 2 500 500 lineares linear
TFI1 3 11 11 n&o lineares nao linear
TFI1 3 51 51 nao lineares nao linear
TFI2 3 11 11 lineares linear
TFI2 3 101 101 lineares linear
TFI3 3 11 11 lineares nao linear
TFI3 3 51 51 lineares nao linear
TFI3 3 101 101 lineares nao linear
WOMFLET 3 3 3 nao lineares linear
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Os 82 problemas testados e listados na tabela (6.1) sdo bastante variados. A

maioria é nao convexo. Alguns sao lineares, outros nao lineares e outros sao mistos.

6.1 Resultados Numéricos

Os resultados dos testes estao apresentados na tabela (6.2), cujos dados s@o

especificados na primeira linha de cada coluna, ou seja:

e Problema - Nome do problema definido pela colecao CUTE.

e Penalidade - Tipo da penalidade e o tipo da funcao 6 :

1. quadr - é referente & quadratica (6.3)

2. m2b - é referente a barreira logaritmica modificada (6.4)

e it.int. - Numero de iteragoes executadas pelo algoritmo de Regiao de Confianca.

e it.ext. - Numero de iteracoes do Lagrangeano Aumentado, ou seja, nimero de

vezes que resolvemos o subproblema formado pela funcao Lagrangeano Aumentado.

e funcao - Numero de avaliacoes de funcoes, incluindo todas, funcao objetivo e

restrigoes.
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e grad. - Numero de avaliagoes dos gradientes, da funcao objetivo mais os das

restrigoes.
e L. A. - Numero de avaliagoes da fungao Lagrangeano Aumentado.

e f. 6timo - Valor 6timo da funcao objetivo encontrado pelo algoritmo.

|| Problema | Penalidade | it.int. | it.ext. | funcao | grad. ‘ L. A. | f. 6timo H

quadr | 1 38 18 224 224 168 1.9522
CB2 2 41 17 232 220 168 1.9522
m2b 1 47 19 264 264 198 1.9522
2 29 9 152 152 114 1.9522
quadr | 1 26 11 148 148 111 2.0000
CB3 2 29 9 152 136 106 2.0000
m2b | 1 35 11 184 184 138 2.0000
2 31 9 160 160 120 2.0000
quadr | 1 45 18 252 252 189 1.9522
CHACONN1 2 44 17 244 232 177 1.9522
m2b | 1 34 14 192 184 140 1.9522
2 20 5 100 92 71 1.9522
quadr | 1 15 5 80 80 60 2.0000
CHACONN?2 2 13 4 68 68 51 2.0000
m2b | 1 28 6 136 132 100 2.0000
2 32 5 148 128 101 2.0000
quadr | 1 17 4 84 76 59 -0.6614
COSHFUN 2 22 3 100 84 67 -0.6614
m2b | 1 20 5 100 92 71 0.6614
2 29 4 132 100 83 -0.6614
quadr | 1 8 3 44 44 33 -3.0000
DEMYMALO 2 9 3 48 48 36 -3.0000
m2b | 1 14 4 72 72 54 -3.0000
2 15 4 76 72 55 -3.0000
quadr | 1 73 17 450 400 250 | 680.6301
DIPIGRI 2 121 40 805 755 463 | 683.1228
m2b | 1 32 11 215 205 125 | 680.6301
2 27 6 165 155 95 680.6301

Tabela 6.2: Resultados Numéricos

continua...
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H Problema ‘ Penalidade | it.int. | it.ext. | funcao | grad. | L. A. ‘ f. 6timo ||
quadr | 1 56 40 2208 1242 204 4.4913e-4
EXPFITA 2 56 40 2208 1242 204 4.4913e-4
m2b 1 56 40 2208 1242 204 4.4913e-4
2 56 40 2208 1242 204 4.4913e-4
quadr | 1 55 40 9785 5562 203 0.0017
EXPFITB 2 55 40 9785 5562 203 0.0017
m2b | 1 55 40 9785 5562 203 0.0017
2 55 40 9785 5562 203 0.0017
quadr | 1 11 b} 64 64 48 -3.0000
GIGOMEZ1 2 11 5 64 64 48 -3.0000
m2b | 1 13 4 68 68 51 -3.0000
2 13 3 64 64 48 -3.0000
quadr | 1 41 18 590 590 177 -0.4500
HAIFAS 2 79 40 1190 1140 347 -0.4500
m2b | 1 55 19 740 740 222 -0.4500
2 39 10 490 460 141 -0.4500
quadr | 1 70 21 3913 3698 262 0.0341
HALDMADS 2 70 40 4730 4257 308 1.1468e-04
m2b 1 54 20 3182 2838 206 1.2914e-04
2 73 14 3741 3182 235 0.0333
quadr | 1 23 6 58 58 87 -1.0000
HS10 2 23 6 58 58 87 -1.0000
m2b | 1 28 6 68 68 102 -1.0000
2 30 6 72 68 104 -1.0000
quadr | 1 15 5 40 40 60 -8.4985
HS11 2 17 6 46 46 69 -8.4985
m2b | 1 17 5 44 44 66 -8.4985
2 17 5 44 44 66 -8.4985
quadr | 1 76 20 480 430 268 680.6301
HS100 2 121 40 805 755 463 683.1228
m2b | 1 34 13 235 225 137 680.6301
2 28 7 175 165 101 680.6301
quadr | 1 447 29 2380 780 788 678.6796
HS100MOD 2 173 40 1065 960 597 697.0206
m2b | 1 221 11 1160 240 328 678.6796
2 20 4 120 95 62 678.6796
quadr | 1 14 4 36 36 54 -30.0000
HS12 2 14 4 36 36 54 -30.0000
m2b | 1 16 4 40 38 58 -30.0000
2 18 4 44 40 62 -30.0000

continua...
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” Problema | Penalidade | it.int. | it.ext. | funcao | grad. | L. A | f. 6timo ”
quadr | 1 15 7 66 66 66 1.0000
HS22 2 14 6 60 60 60 1.0000
m2b | 1 19 7 78 78 78 1.0000
2 19 6 75 75 75 1.0000
quadr | 1 18 4 44 38 60 -22.6274
HS29 2 18 4 44 38 60 -22.6274
m2b | 1 16 4 40 38 58 -22.6274
2 16 4 40 38 98 -22.6274
quadr | 1 32 13 180 176 133 -44.0000
HS43 2 72 40 488 444 334 -44.0000
m2b | 1 39 14 212 204 155 -44.0000
2 22 112 104 80 -44.0000
quadr | 1 31 76 76 114 1.3627
HS88 2 45 13 116 116 174 1.3627
m2b | 1 35 7 84 84 126 1.3627
2 45 13 116 116 174 1.3627
quadr | 1 33 7 80 78 118 1.3627
HS89 2 45 13 116 114 172 1.3627
m2b 1 35 7 84 82 124 1.3627
2 46 13 118 116 175 1.3627
quadr | 1 45 7 104 92 144 1.3627
HS90 2 56 12 136 124 192 1.3627
m2b | 1 43 7 100 92 142 1.3627
2 46 12 116 106 164 1.3627
quadr | 1 45 7 104 92 144 1.3627
HS91 2 55 13 136 124 192 1.3627
m2b | 1 46 7 106 92 145 1.3627
2 55 13 136 122 190 1.3627
quadr | 1 45 11 112 104 160 1.3627
HS92 2 71 17 176 152 240 1.3627
m2b | 1 47 11 116 108 166 1.3627
2 78 17 190 162 257 1.3627
quadr | 1 52 19 639 639 213 24.3062
HS113 2 102 40 1278 1278 426 24.2106
m2b | 1 41 17 522 522 174 24.3062
2 32 8 360 333 114 24.3062
quadr | 1 21 19 240 240 120 4.5940e-07
HS268 2 42 40 492 492 246 1.1508e-02
m2b | 1 35 18 318 318 159 3.0586e-07
2 24 9 198 198 99 9.0957e-08

continua...
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” Problema | Penalidade | it.int. | it.ext. | funcao | grad. | L. A | f. 6timo ”
quadr | 1 21 4 75 69 71 2.8682¢-08
KIWCRESC 2 20 3 69 63 65 -1.1442¢-08
m2b | 1 28 4 96 81 86 -4.6565e-08
2 30 4 102 81 88 -6.8590e-09
quadr | 1 17 15 3232 3232 96 0.2475
LISWET1 2 42 40 8282 8282 246 0.2477
m2b | 1 51 14 6565 6565 195 0.2475
2 99 14 11413 9090 293 0.2475
quadr | 1 18 16 3434 3434 102 0.2530
LISWET?2 2 42 40 8282 8282 246 0.2504
m2b | 1 50 15 6565 6565 195 0.2530
2 67 16 8383 7979 241 0.2530
quadr | 1 20 18 3838 3838 114 0.2530
LISWET3 2 42 40 8282 8282 246 0.2504
m2b | 1 58 18 7676 7676 228 0.2530
2 76 19 9595 8989 273 0.2530
quadr | 1 17 15 3232 3232 96 0.2513
LISWET4 2 42 40 8282 8282 246 0.2503
m2b | 1 54 16 7070 7070 210 0.2513
2 73 15 8888 8181 250 0.2513
quadr | 1 19 15 3434 3434 102 0.2520
LISWET5 2 44 40 8484 8484 252 0.2504
m2b | 1 50 14 6464 6464 192 0.2520
2 66 14 8080 7676 232 0.2520
quadr | 1 17 15 3232 3232 96 0.2540
LISWET6 2 42 40 8282 8282 246 0.2504
m2b | 1 50 15 6565 6565 195 0.2540
2 70 16 8686 8282 250 0.2540
quadr | 1 15 13 2828 2828 84 0.2508
LISWET10 2 42 40 8282 8282 246 0.2504
m2b | 1 51 14 6565 6565 195 0.2508
2 70 12 8282 7272 226 0.2508
quadr | 1 54 19 511 511 219 0.6164
MADSEN 2 87 40 889 882 379 0.6127
m2b | 1 44 16 420 413 178 0.6164
2 28 7 245 238 103 0.6164
quadr | 1 18 7 75 72 73 -1.4142
MAKELA1 2 16 6 66 63 64 -1.4142
m2b | 1 23 7 90 87 88 -1.4142
2 21 6 81 78 79 -1.4142

continua...
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H Problema ‘ Penalidade | it.int. | it.ext. | funcao | grad. | L. A. ‘ f. 6timo ||
quadr | 1 61 23 336 336 252 7.2000
MAKELA?2 2 82 40 488 468 356 7.2000
m2b 1 39 12 204 192 147 7.2000
2 24 5 116 104 81 7.2000
quadr | 1 38 2 840 693 106 1.3130e-06
MAKELA3 2 39 2 861 714 109 -5.8202e-08
m2b | 1 22 2 504 483 70 7.9882¢-08
2 29 3 672 546 84 1.2108e-06
quadr | 1 7 2 369 369 27 1.4544e-14
MAKELA4 2 7 2 369 369 27 5.5511e-16
m2b | 1 19 2 861 820 61 3.1211e-07
2 19 2 861 820 61 7.8029¢-09
quadr | 1 6 3 27 27 27 -1.0000
MIFFLIN1 2 11 3 42 39 40 -1.0000
m2b | 1 5 2 21 21 21 -1.0000
2 5 2 21 21 21 -1.0000
quadr | 1 23 7 90 90 90 -1.0000
MIFFLIN2 2 20 5 75 75 75 -1.0000
m2b | 1 27 7 102 99 100 -1.0000
2 28 5 99 84 89 -1.0000
quadr | 1 236 33 5649 4536 701 115.7064
MINMAXBD 2 272 40 6552 5250 812 113.1018
m2b | 1 54 15 1449 1281 191 115.7064
2 42 5 987 756 119 115.7064
quadr | 1 29 3 160 135 86 2.5437e-13
MINMAXRB 2 30 3 165 140 89 1.4775e-14
m2b | 1 35 3 190 180 110 6.3945e-08
2 36 3 195 185 113 1.5986e-08
quadr | 1 21 19 280 280 120 0.4038
OET1 2 29 27 392 392 168 0.4038
m2b | 1 33 16 343 343 147 0.4038
2 24 7 217 203 89 0.4038
quadr | 1 36 29 13195 13195 195 0.5382
OET?2 2 47 40 17661 17661 261 0.4956
m2b | 1 55 19 15022 15022 222 0.5382
2 60 15 15225 14413 217 0.5382
quadr | 1 5 2 49 49 21 -5.3291e-15
OET3 2 5 2 49 49 21 -1.7763e-15
m2b | 1 15 4 133 133 57 3.1701e-08
2 15 2 119 119 51 9.1369¢-08

continua...
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” Problema | Penalidade | it.int. | it.ext. | funcao | grad. | L. A | f. 6timo ”
quadr | 1 28 27 11165 11165 165 0.0045
OET3 2 41 40 16443 16443 243 0.0040
m=202 m2b | 1 47 18 13195 12992 193 0.0045
2 60 15 15225 13398 207 0.0045
quadr | 1 19 2 147 98 49 -2.1094e-15
OET4 2 19 2 147 98 49 -1.1102e-16
m2b | 1 30 3 231 161 79 2.0366¢-06
2 30 2 224 154 76 -4.0787e-10
quadr | 1 8 2 70 70 30 -8.8818e-15
OET5 2 10 4 98 98 42 -3.8399e-09
m2b | 1 17 4 147 140 61 2.1411e-08
2 19 2 147 126 57 -3.5522¢-08
quadr | 1 30 4 238 203 92 -2.2226e-18
OET®6 2 30 4 238 203 92 -7.8978e-17
m2b | 1 34 5 273 224 103 1.6933e-09
2 33 5 266 210 98 1.7054e-10
quadr | 1 34 4 266 203 96 -5.3333e-08
OET7 2 34 4 266 203 96 -1.2282¢-09
m2b | 1 35 5 280 252 112 5.7360e-08
2 38 4 294 252 114 3.9310e-09
quadr | 1 150 40 3040 2640 520 2.1307e-07
PENTAGON 2 500 40 8640 6864 1398 2.5788e-63
m2b | 1 281 26 4912 3856 789 1.4621e-04
2 138 12 2400 1936 392 1.3653e-04
quadr | 1 17 2 57 54 55 2.7183
POLAK1 2 18 2 60 57 58 2.7183
m2b | 1 21 2 69 63 65 2.7183
2 24 4 84 75 78 2.7183
quadr | 1 10 2 36 36 36 54.5982
POLAK2 2 26 2 84 63 70 54.5982
m2b | 1 15 2 51 48 49 54.5982
2 18 4 66 60 62 54.5982
quadr | 1 149 21 1870 1540 450 5.9330
POLAK3 2 186 40 2486 2068 602 5.9215
m2b | 1 53 16 759 759 207 5.9330
2 42 10 572 572 156 5.9330
quadr | 1 11 6 68 68 51 1.5707e-07
POLAKA4 2 8 2 40 40 30 5.9912e-12
m2b | 1 44 9 212 208 157 2.9000e-07
2 60 3 252 168 147 1.5966¢-08

continua...
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H Problema | Penalidade | it.int. | it.ext. | funcao | grad. | L. A. ‘ f. 6timo ||

quadr | 1 98 3 303 240 261 50.0000

POLAKb5 2 97 3 300 243 262 50.0000
m2b | 1 73 3 228 201 210 50.0000

2 73 3 228 201 210 50.0000

quadr | 1 341 24 1825 1290 881 -44.0000

POLAKG6 2 398 40 2190 1545 1056 -44.0000
m2b | 1 48 14 310 295 180 -44.0000

2 32 5 185 160 101 -44.0000

quadr | 1 15 13 308 308 84 57.8125

POWELL20 2 34 32 726 726 198 57.8125
m2b | 1 26 11 407 407 111 57.8125

2 27 11 418 418 114 57.8125

quadr | 1 56 35 45682 43674 265 0.1784

PT 2 47 40 43674 43674 261 0.1689
m2b | 1 62 21 41666 41164 247 0.1784

2 89 18 53714 46184 291 0.1784

quadr | 1 15 15 120 120 90 0.1429

PT 2 11 11 88 88 66 0.1429
m=3 m2b 1 31 16 188 184 139 0.1429

2 19 7 104 104 78 0.1429

quadr | 1 36 31 6834 6834 201 0.1784

PT 2 45 40 8670 8670 255 0.1680
m=101 m2b | 1 48 16 6528 6528 192 0.1784
2 61 14 7650 7038 213 0.1784
quadr | 1 93 21 570 520 322 -44.0000
ROSENMMX 2 122 40 810 735 456 -44.0000
m2b | 1 47 16 315 315 189 -44.0000
2 32 7 195 180 111 -44.0000

quadr | 1 20 19 819 819 117 -1.0000

SIPOW1 2 | 41 40 | 1701 1701 243 ~1.0701
m2b | 1 38 19 1197 1197 171 -1.0000

2 31 11 882 840 122 -1.0000

quadr | 1 21 21 4242 4242 126 -1.0000

SIPOW1 2 40 40 8080 8080 240 -1.0756
m=100 m2b | 1 42 19 6161 6161 183 -1.0000
2 35 14 4949 4848 145 -1.0000

quadr | 1 25 25 25050 25050 150 -1.0000

SIPOW1 2 40 40 40080 40080 240 -1.0799
m=>500 m2b | 1 46 19 32565 32565 195 -1.0000
2 47 16 31563 29559 181 -1.0000

continua...
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” Problema | Penalidade | it.int. | it.ext. | funcao | grad. | L. A | f. 6timo ”
quadr | 1 17 17 714 714 102 -1.0125
SIPOW1M 2 40 40 1680 1680 240 -1.0736
m2b 1 32 16 1008 1008 144 -1.0125
2 18 8 546 525 76 -1.0125
quadr | 1 19 19 3838 3838 114 -1.0005
SIPOW1M 2 40 40 8080 8080 240 -1.0756
m=100 m2b | 1 42 19 6161 6161 183 -1.0005
2 32 13 4545 4444 133 -1.0005
quadr | 1 23 23 23046 23046 138 -1.0000
SIPOW1M 2 40 40 40080 40080 240 -1.0990
m=500 m2b | 1 40 16 28056 28056 168 -1.0000
2 40 13 26553 24549 151 -1.0000
quadr | 1 19 19 798 798 114 -1.0515
SIPOW?2 2 40 40 1680 1680 240 -1.0717
m2b | 1 37 16 1113 1113 159 -1.0515
2 22 7 609 588 85 -1.0515
quadr | 1 19 19 798 798 114 -1.0000
SIPOW2M 2 40 40 1680 168/0 240 -1.0672
m2b | 1 32 16 1008 1008 144 -1.0000
2 22 8 630 609 88 -1.0000
quadr | 1 25 25 5050 5050 150 -1.0000
SIPOW2M 2 40 40 1680 1680 240 -1.0672
m=100 m2b | 1 45 16 6161 6161 183 -1.0000
2 34 10 4444 4141 126 -1.0000
quadr | 1 33 32 32565 32565 195 -1.0000
SIPOW2M 2 41 40 40581 40581 243 -1.0738
m=>500 m2b | 1 47 14 30561 30561 183 -1.0000
2 37 10 23547 22044 135 -1.0000
quadr | 1 70 21 1092 972 253 5.3347
TFI1 2 106 40 1752 1608 414 5.3172
m2b | 1 45 16 732 696 177 5.3347
2 34 7 492 396 107 5.3347
quadr | 1 1574 40 83928 25376 2590 3.0000
TFI1 2 | 1574 40 83928 25376 2590 3.0000
m=51 m2b | 1 206 19 11700 7592 517 5.3689
2 48 9 2964 2444 151 5.3347
quadr | 1 16 15 372 372 93 0.6479
TFT2 2 41 40 972 972 243 0.6466
m2b | 1 38 16 648 624 158 0.6479
2 40 10 600 528 138 0.6479

continua...
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” Problema | Penalidade | it.int. | it.ext. | funcao | grad. | L. A | f. 6timo ”
quadr | 1 27 25 5304 5304 156 0.6490
TFT12 2 42 40 8364 8364 246 0.6456
m=101 m2b 1 45 16 6222 6222 183 0.6490
2 58 14 7344 6732 204 0.6490
quadr | 1 30 19 588 588 147 4.3011
TFI3 2 51 40 1092 1092 273 4.2965
m2b | 1 37 16 636 636 159 4.3011
2 33 11 528 516 130 4.3011
quadr | 1 54 30 4368 4368 252 4.3011
TFI3 2 59 40 5148 5148 297 4.2959
m=51 m2b | 1 43 14 2964 2964 171 4.3011
2 41 11 2704 2652 154 4.3011
quadr | 1 62 28 9180 9180 270 4.3012
TFI3 2 76 40 11832 11832 348 4.2929
m=101 m2b | 1 52 16 6936 6936 204 4.3012
2 50 14 6528 6426 190 4.3012
quadr | 1 54 3 228 156 135 9.8533e-09
WOMFLET 2 52 3 220 148 129 -4.5187e-13
m2b 1 45 4 196 140 119 -1.9394e-10
2 40 4 176 120 104 9.0368e-17

Para simplificar a andlise dos resultados, construiremos outras tabelas menores

que darao informacoes especificas sobre alguns dados da mesma.

Comegamos com a tabela (6.3), em que compararemos as penalidades tipo 1 e

2 com as fungoes quadr e m2b.

|| Penalidade | it.int. | it.ext. | funcao | grad | L.A. H

quadr | 58 17 55 54 55
tipol | m2b 22 39 25 23 25
iguais 2 26 2 5) 2
quadr | 37 10 28 25 27
tipo2 | m2b 39 52 48 51 51
iguais 6 20 6 6 4

Tabela 6.3: Comparagao entre Quadrética e M2b

Dessa forma, na tabela (6.3) foi computado o nimero de vezes em que cada critério

foi melhor, no sentido de que executou um menor nimero de iteracoes. Por exemplo, na

primeira coluna da tabela (6.3) com penalidade tipo 1 aparecem os nimeros: 58, 22 e
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2. Isso significa que a penalidade tipo 1 com quadr resolveu 58 problemas executando
menos iteracoes que a tipo 1 com m2b. Da mesma forma, a penalidade tipo 1 com m2b
resolveu 22 problemas executando menos iteracoes que a tipo 1 com quadr. Além disso,
houve 2 empates, ambas executaram o mesmo mimero de iteragoes. O restante da tabela
segue essa mesma linha.

Na tabela (6.3) tem-se que, com a penalidade tipo 1 a quadrética foi superior
a m2b em quase todos os critérios, exceto o critério de iteracao externa. Porém, com a
penalidade tipo 2 a funcao m2b foi melhor em todos os critérios.

Como na tabela (6.3) a penalidade tipo 1 foi melhor com 6 quadrética e a
penalidade tipo 2 foi melhor com # m2b, faremos na tabela (6.4) a comparagao entre

essas duas metodologias.

|| Penalidade | it.int. | it.ext. | funcao | grad. ‘ L.A. ||
[ quadr [ Tipo1]| 56 | 13 | 45 [ 44 | 44 |
| m2b [Tipo2| 24 | 51 | 34 [ 34 [ 35 |
[ liguais | 2 | 18 | 3 [ 4 [ 3 |

Tabela 6.4: Comparacao entre Quadratica Tipol e M2b Tipo 2

A funcao quadrética com penalidade tipo 1 foi superior a funcao m2b com pe-

nalidade tipo 2 em quase todos os critérios, exceto o critério de iteracao externa.

Comentarios sobre os testes numéricos

O principal objetivo dos testes numéricos é avaliar o desempenho do algoritmo de
Lagrangeano Aumentado, utilizando a metodologia que estamos propondo. Pelos testes
que fizemos e os resultados mostrados nas tabelas desta se¢ao, vimos que o algoritmo de
Lagrangeano Aumentado com penalidade tipo 1 e 6 quadratica proposta neste trabalho
teve um desempenho superior, que as penalidades tipo 1 e 2 formadas com 6 sendo a

m2b.
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6.2 Resultados sobre Heuristica da Atualizacao do

Parametro de Penalidade

Para simplificar a andlise dos resultados, construiremos apenas tabelas menores
que darao informacoes especificas sobre alguns dados da mesma. Os nidmeros listados nas
tabelas desta segao foram calculados da mesma forma que na tabela (6.2).

A notacao para as fungoes 6 especificadas na primeira coluna, sao:

e quadr H - Algoritmo (5.3.3) com penalidade p tipo 1 e 2, 6 quadrética com heuris-

tica;
e quadr - Algoritmo (5.3.1) com penalidade p tipo 1 e 2 e 6 quadratica;

e m2b - Algoritmo (5.3.2) com penalidade p tipo 1 e 2 e § m2b.

Comegamos com a tabela (6.5), em que computaremos quais das duas fungoes
quadr H e quadr tem um melhor desempenho tanto com as penalidades tipo 1 como as

de tipo 2. A explicacao para os valores em cada coluna é a mesma que foi dada para a

tabela (6.3).

|| Penalidade | it.int. | it.ext. | funcao | grad | L.A. ||

quadr H 17 21 22 21 21

tipol | quadr 16 11 14 15 15
iguais 49 50 46 46 46

quadr H| 19 9 19 19 19

tipo2 | quadr 15 5 15 15 15
iguais 48 68 48 48 48

Tabela 6.5: Comparacao entre as Quadraticas

Nas penalidades tipo 1 e 2 a quadratica com heuristca foi superior a quadratica
em todos os critérios.
Na tabela (6.6) faremos a comparagao entre as penalidades tipo 1 e 2 quadrética

heuristica, como feito na tabela (6.4).
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H Penalidade ‘ it.int. | it.ext. | funcao | grad. | L.A. H
[ quadr. H[Tipo1| 52 | 41 | 53 | 51 | 52 |
” quadr. H | Tipo 2 ‘ 17 | 13 | 17 | 19 | 17 ”

| | iguais | 13 | 28 | 12 | 12 | 13 |

Tabela 6.6: Comparacao das Penalidades Tipo 1 e 2 Quadréatica com Heuristica

Com a heuristica para a atualizacao do parametro de penalidade, o algoritmo
com a penalidade tipo 1 e # quadratica foi superior ao algoritmo com penalidade tipo 2
e 6 quadratica.

Na tabela (6.7), computaremos quais das duas fungoes quadr H e m2b tem um
melhor desempenho tanto com as penalidades tipo 1 como as de tipo 2, como feito nas

tabelas (6.3) e (6.5).

|| Penalidade | it.int. | it.ext. | fungao | grad | L.A. ||

quadr H| 53 23 54 54 54
tipol m2b 27 32 26 25 26
iguais 2 27 2 3 2

quadr H| 37 13 28 26 28
tipo2 m2b 41 54 49 52 51
iguais 4 15 5 4 3

Tabela 6.7: Comparacao entre Quadréatica com Heuristica e M2b

Na penalidade tipo 1 a quadratica foi superior a m2b em quase todos os critérios,
exceto o critério de iteracao externa. Porém com a penalidade tipo 2 a fungao m2b foi
melhor em todos os critérios.

Na tabela (6.8) faremos a comparagao entre a penalidade tipo 1 com quadratica

e penalidade tipo 2 com m2b, como feito nas tabelas (6.4) e (6.6).
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H Penalidade ‘ it.int. | it.ext. | funcao | grad. | L.A. H
| quadr. H| Tipo1| 52 | 12 | 43 | 43 | 41 |
| m2b [Tipo2| 26 | 51 | 35 [ 36 | 38 |
” | iguais ‘ 4 | 19 | 4 | 3 | 3 H

Tabela 6.8: Comparacao entre Quadratica com Heuristica Tipo 1 e M2b Tipo 2

Com a heuristica para a atualizacao do parametro de penalidade, o algoritmo

com a penalidade tipo 1 e # quadrética foi superior ao algoritmo com penalidade tipo 2

e 0 m2b.

Comentarios sobre os testes numéricos da heuristica

Pelos testes executados e os resultados mostrados nas tabelas desta secao, vé-se
que o algoritmo de Lagrangeano Aumentado com a penalidade tipo 1 e 6 quadrética
com heurfstica, proposta neste trabalho, teve um desempenho superior aos algoritmos de
Lagrangeano Aumentado com as demais penalidades.

Também podemos notar que no algoritmo de Lagrangeano Aumentado com a
penalidade tipo 1 e 6 quadréitica geram-se subproblemas irrestritos mais faceis de resolver
que as demais penalidades, pois executa menos iteracoes internas conforme foi mostrado

nas tabelas apresentadas neste capitulo.



Consideracoes Finais

Conclusao

A metodologia proposta aqui mostrou-se promissora. Com a implementacao em
Matlab dos algoritmos de Lagrangeano Aumentado verificou-se que, com a penalidade p
tipo 1 e funcao 6 quadrética, os resultados numéricos sao promissores. Entre as quadrati-
cas, a usada com heurfistica para atualizar o parametro de penalidade foi superior a outra
que nao usou heuristica.

No Capitulo 4, apresentamos um algoritmo com penalidade quadratica, propondo
uma metodologia para contornar o problema dos multiplicadores serem negativos.
Acreditamos que possa ser um bom algoritmo, pois os testes numéricos no Capitulo 6
foram promissores. Falta fazer alguns estudos sobre seu comportamento tedrico, em re-

lagao & convergéncia.

Sugestoes para Trabalhos Futuros
Abaixo sao expostas algumas sugestoes para trabalhos futuros nesta drea:

e Estudos tedricos com relagao a convergéncia da penalidade quadratica no algoritmo

de Lagrangeano Aumentado;
e Testes computacionais com funcao objetivo quadratica e restrigoes lineares;

e Testes computacionais em Fortran com problemas de grande porte.
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