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Resumo—As eleições municipais são um componente funda-
mental do cenário democrático, responsáveis pela escolha de
representantes para os cargos de prefeitos e vereadores. Nesse
contexto, observa-se a grande quantidade de pesquisas eleitorais
voltadas para candidatos a prefeito, enquanto a análise para
candidatos a vereador se torna complexa devido ao elevado
número de concorrentes. Este artigo apresenta um experimento
de regressão que visa prever a quantidade de votos recebidos
por cada candidato a vereador durante as eleições de 2020 no
estado do Paraná. A análise é realizada por meio de algoritmos
de aprendizado de máquina, um campo da inteligência artificial,
utilizando os algoritmos Random Forest (RF), Gradient Boost
Machine (GBM) e Support Vector Regressor (SVR). Os resultados
demonstram que o modelo RF apresentou o melhor desempenho
ao longo do experimento, obtendo RMSE de 276,80 e MAE de
121,94.

Palavras-chave—previsão votos, regressão, Random Forest,
SVR, GBM

Resumo—Legislative elections are a fundamental component of
the democratic scenario, responsible for choosing representatives
for the positions of mayors and councilors. In this context, there
is a significant amount of external electoral research for mayoral
candidates, while the analysis for councilor candidates becomes
complex due to the high number of competitors. This article
presents a regression experiment that aims to predict the number
of votes received by each council candidate during the 2020
elections in the state of Paraná. The analysis is conducted using
machine learning algorithms, a field of artificial intelligence, using
the Random Forest (RF), Gradient Boosting Machine (GBM)
and Support Vector Regressor (SVR) algorithms. The results
demonstrate that the RF model presented the best performance
throughout the experiment, resulting RMSE of 276,80 and MAE
of 121,94.

Index Terms—vote prediction, regression, Random Forest, SVR,
GBM

I. DESENVOLVIMENTO

As eleições são um dos pilares da democracia, permitindo

que a população escolha seus representantes políticos de

acordo com seus interesses e necessidades. No Brasil, as

eleições municipais acontecem a cada quatro anos, ocasião

em que são eleitos os representantes para o cargo de prefeito

e para as câmaras de vereadores. Os prefeitos são eleitos

com base número de votos. Em municípios com mais de 200

mil habitantes, um segundo turno pode ser realizado caso o

candidato mais votado não alcance a barreira de 50% dos votos.

Em situações de empate, o candidato de maior idade é declarado

vencedor. Já os vereadores são eleitos por meio do sistema

proporcional, onde os votos são primeiramente direcionados

aos partidos. Os partidos vitoriosos recebem a quantidade

de vagas correspondentes ao número de votos obtidos, e os

candidatos mais votados dentro dessas legendas ocupam as

vagas disponíveis1.

A previsão de resultados eleitorais tem sido objeto de estudo

de diversas áreas, como a ciência política [1], estatística [2] e,

mais recentemente, a inteligência artificial [3]. Com o avanço

das técnicas de aprendizado de máquina, a aplicação de modelos

preditivos em grandes volumes de dados tornou-se cada vez

mais viável e precisa. Em particular, o uso de algoritmos de

regressão se apresentam como uma ferramenta eficaz para a

análise de fatores que influenciam o número de votos recebidos

por um candidato.

Dentro desse contexto da eleição de vereadores onde há

muitas variáveis, prever os candidatos que serão eleitos se

torna uma tarefa complexa, por isso neste trabalho, busca-se

desenvolver um modelo preditivo para estimar a quantidade de

votos obtidos por candidatos a vereador nas eleições de 2020

do estado do Paraná.

O objetivo desta pesquisa é aplicar técnicas de aprendizado

de máquina para identificar padrões nos dados eleitorais e

prever o desempenho dos candidatos. Para isso, serão utilizadas

bases de dados fornecidas pelo Tribunal Superior Eleitoral

(TSE), incluindo informações sobre candidatos, coligações,

resultados eleitorais e caracterísitcas dos municípiosentre. A

metodologia envolve o pré-processamento e enriquecimento

dos dados, treinamento de modelos preditivos, otimização dos

hiperparâmetros e validação dos resultados obtidos.

1https://www.tse.jus.br/legislacao/codigo-eleitoral/codigo-eleitoral-1
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A. Descrição dos dados

A base de dados utilizada neste estudo se origina da junção

de cinco bases de dados públicas, as quais contém informações

sobre os candidatos a vereador, dados eleitorais e características

das cidades nas quais os candidatos concorrem.

A primeira base de dados utilizada corresponde ao conjunto

"Candidatos - 2020", disponível no sítio eletrônico do TSE2

disponiblizada por meio do programa de Dados Abertos do

Governo Federal. Trata-se de uma base pública que contém

informações referentes a todos os candidatos políticos concor-

rendo na eleições de 2020 no Brasil.

Essa primeira base de dados utilizada contém informações

de todos os candidatos que participaram da eleição no estado

do Paraná, totalizando 37.080 registros e 71 colunas. Os dados

abrangem informações gerais sobre a eleição, o cargo disputado,

o partido e informações próprias dos candidatos. Considerando

que o objetivo deste estudo é prever a quantidade de votos

para candidatos a vereador, os registros foram filtrados para

incluir apenas os candidatos aptos ao cargo de vereador -

obtido através da filtragem das variáveis CD_CARGO com o

valor 13, e CD_DETALHE_SITUACAO_CAND com o valor 2

- resultando em 32.611 registros.

As colunas selecionadas da primeira base de dados

foram SG_UE, SG_UF, NM_UE, SQ_CANDIDATO,
NM_SOCIAL, NR_PARTIDO, SQ_COLIGACAO,
CD_NACIONALIDADE, NR_IDADE_DATA_POSSE,
CD_GENERO, CD_GRAU_INSTRUCAO,
CD_ESTADO_CIVIL, CD_COR_RACA, CD_OCUPACAO,
VR_DESPESA_MAX_CAMPANHA, REELEICAO,
NATURAL_CIDADE que representam informações sobre

identificação do município, partido, coligação, além de

informações do candidato, como nome social, nacionalidade,

idade na posse do cargo, gênero, grau de instrução, estado

civil, cor, ocupação, despesas de campanha e se o candidato

está concorrendo à reeleição.

A segunda base de dados utilizada corresponde ao conjunto

"Votação nominal por município e zona" - também disponível

no sítio eletrônico do TSE3 - contém 49.577 registros e 44

colunas. Embora apresente informações já presentes na primeira

base, traz o acréscimo dos dados referentes ao número da zona

eleitoral e a quantidade de votos recebidos por candidato . Dessa

base, foram extraídas apenas as informações de identificação

do candidato (SQ_CANDIDATO) e a soma dos votos válidos

por candidato (QT_VOTOS_NOMINAIS_VALIDOS). A junção

entre as duas bases foi realizada por meio da identificação dos

candidatos (SQ_CANDIDATO).

A terceira base de dados utilizada corresponde ao conjunto

"Bens de candidatos", também disponibilizada no mesmo

endereço da primeira base. Com 86.003 registros e 19 colunas,

essa base contém informações relativas à declaração de bens

pelos candidatos. Para este estudo, os registros foram agrupados

por identificação do candidato (SQ_CANDIDATO), somando-se

2https://dadosabertos.tse.jus.br/dataset/candidatos-2020-subtemas
3https://dadosabertos.tse.jus.br/dataset/resultados-2020

os valores declarados (VR_BEM_CANDIDATO) resultando em

uma nova variável VALOR_BENS.

A quarta base de dados utilizada corresponde às informações

do Censo dos municípios, disponibilizadas pelo IBGE4. Essa

base contém dados sobre a população de todas as cidades

brasileiras, incluindo totais gerais e dados agrupados por

alfabetização e cor. A coluna referente ao nome da cidade

(cidade) foi formatada para seguir o mesmo padrão da primeira

base de dados, com o nome do município em caixa alta e a

unidade federativa (UF) em uma coluna separada, criando as

colunas NM_UE e SG_UF respectivamente, assim permitindo

a junção das bases através das novas variáveis. As demais

colunas selecionadas foram a quantidade de habitantes e os

totalizadores de habitantes por cor representadas pelas variáveis

idhm, idh_renda, idh_educacao, idh_longevidade.

A quinta e última base de dados utilizada contém informa-

ções sobre o índice de desenvolvimento humano (IDH) dos

municípios, disponibilizadas pelo Atlas5. Esta base de dados

inclui informações referentes à cidade (cidade), e aos valores de

IDH, contendo valores para o IDH de educação (idh_educacao),

renda (idh_renda) e longevidade (idh_longevidade) e também

IDH total (idhm). O mesmo procedimento de padronização

aplicado à coluna de cidade na base do Censo foi realizado,

ajustando o nome do município NM_UE e a unidade federativa

SG_UF, para possibilitar a junção das bases.

Após a conclusão dos tratamentos nas bases de dados,

procede-se à junção das mesmas. As três primeiras ba-

ses são integradas por meio da identificação do candidato

(SQ_CANDIDATO), enquanto as demais são mescladas com

base no nome do município (NM_UE) e estado (SG_UF). Após

a junção e o subsequente enriquecimento dos dados, conforme

descrito na metodologia do trabalho, obtém-se a base de dados

consolidada na tabela I.

B. Métodos

Esta seção apresenta os métodos utilizados para análise

dos dados dos candidatos a vereadores do estado do Paraná.

Conforme demostrado na figura 1 demonstrando que, o

procedimento é estruturado em cinco etapas a partir dos dados

iniciais: 1) pré-processamento dos dados; 2) preparação dos

dados; 3) treinamento dos modelos; 4) otimização e 5) predição.

1) Pré-processamento dos dados: nesta etapa, os dados

originalmente obtidos são enriquecidos com o objetivo de

aumentar tanto a qualidade quanto a quantidade de informações

disponíveis. O processo de enriquecimento é realizado em duas

fases.

Na primeira fase, novas variáveis são criadas e adicionadas

à base de dados, como a indicação de se o candidato possui

nome social e se ele está concorrendo na mesma cidade em

que nasceu.

A segunda fase envolve o preenchimento de valores ausentes,

como no caso de dados populacionais, onde algumas cidades

4https://sidra.ibge.gov.br/pesquisa/censo-demografico/demografico-
2022/inicial

5http://www.atlasbrasil.org.br/

5



Tabela I
ATRIBUTOS DA BASE DE DADOS

Atributo Descrição
id_cidade identificador da unidade eleitoral

possui_nome_social se candidato possui nome social (0 - não, 1 - sim)

numero_partido número do partido

sequencia_coligacao identificador da coligação do partido

nacionalidade nacionalidade (1 brasileiro nato, 2 brasileiro (naturalizado), 4 estrangeiro, -4 não divulgável)

idade_posse idade calculada do candidato na possível data de posse

genero gênero do candidato (2 - masculino, 4 - feminino)

grau_instrucao grau de escolaridade do candidato

estado_civil estado civil do candidato

cor_raca raça declarada pelo candidato

ocupacao ocupação do candidato

despesa_max_campanha valor máximo de despesas de campanha

reeleicao reeleição para o mesmo cargo

natural_cidade natural da cidade que está concorrendo

valor_bens valor total dos bens declarados

populacao_total população da cidade

populacao_branca população branca da cidade

populacao_negra população negra da cidade

populacao_amarela população amarela da cidade

populacao_parda população parda da cidade

populacao_indigena população indígena da cidade

idhm índice de desenvolvimento humano da cidade

idh_renda índice de renda da cidade

idh_educacao índice de educação da cidade

idh_longevidade índice de longevidade da cidade

votos_validos quantidade de votos válidos

Fonte: O autor (2024)

não possuem registros para todas as categorias de cor, bem

como na variável referente à declaração de bens, quando não há

bens declarados nos dados disponibilizados para os candidatos.

2) Preparação dos dados: na etapa de preparação, a variável

dependente foi separada das variáveis independentes, e a base

de dados foi dividida em conjuntos de treinamento e teste, na

proporção de 80/20. Assim, 80% dos dados foram destinados

ao treinamento do modelo, enquanto os 20% restantes foram

reservados para testes.

3) Treinamento dos modelos: os modelos de regressão

foram implementados utilizando a biblioteca Scikit-Learn,

disponível na linguagem Python. Os algoritmos empregados

foram Random Forest, Gradient Boosting Machines e Support
Vector Regressor [4].

a) Random Forest: também conhecido como random decision
forests, que para uma tradução livre temos como floresta

aleatória ou floresta de decisão aleatória, é um popular modelo

de aprendizado de máquina utilizado tanto para tarefas de

classificação quanto de regressão, devido à sua precisão e

eficiência [5].

O Random Forest constrói um conjunto de árvores de decisão

aleatórias durante o processo de treinamento, sendo essas

árvores independentes entre si. Cada nó de uma árvore utiliza

um subconjunto aleatório de dados, que pode incluir tanto

amostras quanto variáveis distintas, o que permite ao modelo

alcançar maior precisão e reduzir problemas como o overfitting.

A previsão do modelo é obtida pela combinação dos

resultados de todas as árvores. Para tarefas de classificação, a

classe final é determinada por meio de votação entre as árvores,

enquanto em modelos de regressão, a previsão final é calculada

pela média dos valores previstos por cada árvore.

b) Gradient Boosting Machines: é um modelo de aprendizado

por reforço amplamente utilizado devido à sua simplicidade

e aos bons resultados alcançados com bases de dados de

tamanho médio. Este modelo pode ser aplicado tanto em tarefas

de classificação quanto de regressão e faz parte da classe

de classificadores ensemble. Esses classificadores consistem

em um conjunto de modelos treinados individualmente, cujas

previsões são combinadas para melhorar o desempenho final

[6] [7].

O Gradient Boosting combina a técnica de boosting, que pro-

move a melhoria incremental do modelo, com a minimização do

6



Figura 1. Etapas do método aplicado no estudo.
Fonte: O autor (2024)

erro por meio do gradiente descendente. Nesse processo, cada

nova árvore corrige os erros das árvores anteriores, resultando

em um modelo robusto. No entanto, essa abordagem apresenta

menor eficiência, pois as árvores são geradas sequencialmente.

Além disso, o ajuste contínuo do modelo aos dados pode

aumentar a propensão ao overfitting [6].

c) Support Vector Regressor: Support Vector Machine (SVM)

é um algoritmo de aprendizado supervisionado utilizado tanto

para classificação quanto para regressão, sendo denominado

Support Vector Regressor (SVR) no contexto de regressão.

O objetivo do modelo é identificar um hiperplano no espaço

multidimensional que separe os dados em diferentes conjuntos

[8].

Uma das principais vantagens do Support Vector Regressor
(SVR) é que sua complexidade computacional não está relacio-

nada ao número de variáveis independentes. Essa complexidade

computacional estática ocorre porque o SVR utiliza funções

kernel, que mapeiam os dados para um espaço de maior

dimensão, possibilitando a separação linear. Além disso, o

modelo apresenta uma notável capacidade de generalização,

alcançando alta precisão nas previsões e penalizando de forma

equivalente estimativas incorretas, tanto altas quanto baixas

estimativas [8].

4) Otimização: a etapa de otimização dos modelos é funda-

mental para alcançar o melhor desempenho, sendo realizada

por meio do ajuste dos hiperparâmetros de cada modelo.

Para realizar o ajuste dos hiperparâmetros, utilizou-se uma

técnica chamada GridSearchCV, que é uma pesquisa em grade.

Nessa abordagem, define-se uma lista de valores para cada

hiperparâmetro do modelo, e a pesquisa executa o modelo para

todas as combinações possíveis desses valores. Por exemplo,

se o modelo possui três hiperparâmetros e para cada um

são definidos três valores, o modelo será executado para

cada conjunto de combinações, totalizando 27 execuções

(multiplicando as opções de cada hiperparâmetro).

Para cada modelo, definiu-se um intervalo de valores para

os respectivos hiperparâmetros. Os intervalos utilizados neste

estudo para o modelo Random Forest estão apresentados na

tabela II, para o modelo Gradient Boosting Machine (GBM)

na tabela III, e para o modelo Support Vector Regressor (SVR)

na tabela IV.

Tabela II
INTERVALOS E VALORES TESTADOS PARA OS HIPERPARÂMETROS PARA O

MODELO RANDOM FOREST.

Hiperparâmetro Intervalo
n_estimators 10, 70, 115, 150, 210, 300, 360

max_depth 5, 10, 20, 30, 50

min_samples_split 2, 5, 8, 11, 14, 17

min_samples_leaf 2, 4, 6, 8, 10

Tabela III
INTERVALOS E VALORES TESTADOS PARA OS HIPERPARÂMETROS PARA O

MODELO GRADIENT BOOSTING MACHINES.

Hiperparâmetro Intervalo
n_estimators 50, 100, 200, 300, 400, 500

max_depth 2, 3, 4, 5, 6, 7

learning_rate 0.001, 0.01, 0.05, 0.1, 0.2, 0.3

min_samples_split 2, 5, 10, 15, 20, 25

min_samples_leaf 1, 2, 4, 6, 8, 10

Tabela IV
INTERVALOS E VALORES TESTADOS PARA OS HIPERPARÂMETROS PARA O

MODELO SUPPORT VECTOR REGRESSOR.

Hiperparâmetro Intervalo
kernel linear, poly, rbf, sigmoid

C 0.001, 0.01, 0.1, 1, 10, 100

epsilon 0.001, 0.01, 0.1, 0.5

degree 2, 3, 4, 5, 6, 7

gamma scale, auto, 0.01, 0.1, 1, 10

7



Após a conclusão da pesquisa em grade, os resultados de

cada conjunto de hiperparâmetros são comparados automati-

camente pelo mecanismo, que seleciona o melhor conjunto

através de algumas métricas.

5) Predição: na etapa final, o conjunto de teste é aplicado

aos modelos previamente treinados e otimizados para realizar

as previsões sobre a quantidade de votos que um candidato

poderá obter. Após a geração das previsões, os votos previstos

são avaliados através das métricas de desempenho, como o erro

quadrático médio (RMSE) e o erro médio absoluto (MAE).

a) RMSE: a métrica RMSE, que significa raiz do erro

quadrático médio, é utilizada para a identificação de outliers
devido à sua natureza quadrática. Os valores dessa métrica

variam de 0 ao infinito positivo, sendo que um valor mais

próximo de 0 indica um erro menor e, consequentemente,

maior precisão nas previsões. Além disso, uma característica

que favorece o uso dessa métrica é que seu resultado se

apresenta na mesma unidade da variável dependente, facilitando

a interpretação dos erros [9] [10].

O RMSE é calculado através da raiz quadrada da média

dos quadrados dos erros, onde os erros são calculados pela

diferença entre os valores previstos pelo modelo e os valores

reais da variável dependente, conforme equação (1) [11]..

RMSE =

√√√√ 1

n

n∑
i=1

(yi − ŷi)2 (1)

b) MAE: a métrica MAE, que significa erro médio absoluto,

calcula a média dos erros entre as previsões e os valores reais,

conforme descrito na equação (2). Essa métrica é semelhante

ao RMSE, mas penaliza todos os erros de maneira uniforme,

não apresentando, portanto, um fator de penalidade específico

para grandes erros [9] [10].

Outra característica dessa métrica, que se assemelha ao

RMSE, é que seu valor varia de 0 ao infinito positivo, sendo

que quanto mais próximo de 0, maior é a precisão. No entanto,

por definição, o valor do MAE sempre será menor ou igual ao

do RMSE [11].

MAE =
1

n

n∑
i=1

|yi − ŷi| (2)

C. Tecnologias

O script foi desenvolvido na nuvem utilizando Google Colab

com processador Intel Xeon de 2 núcleos e GPT Tesla T4,

utilizando as tecnologias:

• Linguagem Python, versão 3.10.12;

• Pacote google.colab, versão 1.0.0;

• Pacote pandas, versão 2.2.2;

• Pacote numpy, versão 1.26.4;

• Pacote joblib, versão 1.4.2;

• Pacote scikit-learn, versão 1.5.2;

• Pacote shap, versão 0.46.0;

II. RESULTADOS E DISCUSSÕES

A. Medida de qualidade dos modelos

A Tabela V apresenta os resultados dos melhores conjuntos

de hiperparâmetros para cada modelo, os quais foram obtidos

a partir dos experimentos realizados.

As métricas de qualidade dos modelos empregadas neste

trabalho são RMSE e MAE, apresentadas nesta ordem. O

melhor resultado para amétrica RMSE, foi de 276,80 para

Random Forest, 288,96 para GBM e 325,58 para SVR. Para a

métrica MAE, houve uma alteração na ordem, com o modelo

GBM apresentando o melhor resultado, com 112,97, seguido

por Random Forest com 121,94 e SVR com 127,26.

Os resultados obtidos indicam que o modelo Random Forest
foi mais eficaz por suas previsões mais estáveis e com menor

número de outliers, tendo o melhor resultado para a métrica

RMSE e o segundo melhor resultado para a métrica MAE.

B. Discussões

Este estudo teve como objetivo prever a quantidade de votos

para candidatos a vereador no estado do Paraná. Os resultados

obtidos por meio dos modelos utilizados foram promissores,

embora ainda apresentem baixa precisão. O melhor desempenho

foi alcançado pelo modelo Random Forest, que obteve valores

de R² igual a 0,410, RMSE de 276,80 e MAE de 121,94.

Com o modelo mais eficaz, Random Forest, é possível

analisar o impacto de cada variável independente no resultado

da previsão, utilizando a função feature_importances_ do

modelo treinado. Os resultados dessa análise estão apresentados

na Tabela VI. A interpretação dos valores se dá pelo percentual

de impacto sobre a variável dependente, onde a soma de todas

as importâncias é 100%.

O modelo Random Forest também possibilita a análise

das árvores de decisão geradas. Neste estudo, foram criadas

300 árvores de decisão, o que torna praticamente inviável

a avaliação do impacto individual das variáveis sobre os

resultados previstos. No entanto, foi possível cruzar as variáveis

com outros estudos para identificar o impacto que exerceram

sobre os resultados.

De acordo com Oliveira [2], candidatos incumbentes - que

ocupa algum cargo político - recebem, em média, 114% a

mais de votos em comparação aos demais candidatos. Essa

informação pode ser correlacionada com o impacto da variável

reeleição, que é a variável de maior influência no modelo. Para

este estudo, a variável considera apenas se o candidato foi

eleito vereador na eleição de 2016.

Observa-se também que a variável valor_bens, que representa

o patrimônio do candidato, exerce um alto impacto sobre o

valor previsto. Oliveira menciona que candidatos quem possuem

elevado patrimônio apresentam maior probabilidade de serem

eleitos [2].

As variáveis relacionadas à população também demonstram

alto impacto no valor previsto, com quatro entre as dez variáveis

de maior influência: a terceira variável é a população branca

(64,41% da população do estado), a quinta é a população

total, a oitava é a população negra (4,65% da população) e

8



Tabela V
RESULTADOS DOS EXPERIMENTOS

Algoritmo Hiperparâmetros RMSE MAE
RF max_depth=30, min_samples_leaf =6, min_samples_split=5, n_estimators=300 276,80 121,94

GBM
learning_rate=0.01, max_depth=3, min_samples_leaf =4, min_samples_split=2,

n_estimators=300, subsample=1.0
288,96 127,26

SVR kernel=rbf, gamma=scale, epsilon=0.001, C=100, degree=2 325,58 112,97

Fonte: O autor (2024)

Tabela VI
IMPACTO DA VARIÁVEIS

Coluna Impacto
reeleicao 17,13%

valor_bens 12,75%

populacao_branca 10,16%

idade_posse 7,62%

populacao_total 7,17%

ocupacao 6,83%

numero_partido 5,19%

populacao_negra 3,46%

grau_instrucao 2,88%

populacao_amarela 2,84%

sequencia_coligacao 2,68%

genero 2,44%

populacao_parda 2,02%

idh_renda 1,67%

idhm 1,36%

id_cidade 1,31%

despesa_max_campanha 1,23%

idh_longevidade 1,14%

natural_cidade 0,98%

populacao_indigena 0.97%

estado_civil 0,79%

idh_educacao 0,64%

cor_raca 0,49%

nacionalidade 0,00%

possui_nome_social 0,00%

Fonte: O autor (2024)

a décima é a população amarela (0,96% da população). No

entanto, o impacto da cor de identificação do candidato não se

mostra considerável na previsão, visto que 73% dos candidatos

presentes na base se identificam como brancos. Isso sugere

uma possível correlação com a predominância da população

branca.

A idade na posse e a ocupação do candidato exercem um

impacto considerável no resultado previsto; no entanto, não

foi possível correlacionar esse impacto devido à escassez de

estudos sobre esses dados.

De acordo com Oliveira, os homens recebem, em média,

90,7% a mais de votos do que as mulheres [2]. Santos observa

que, em Goiânia, no ano de 2016, apenas cinco mulheres

estavam entre os 50 candidatos a vereadores mais votados,

enquanto 45 candidatas se encontravam entre os 50 menos

votados [1]. Apesar de 64,95% dos candidatos serem do gênero

masculino, a variável gênero apresentou baixo impacto no valor

previsto.

Camilo observa que a despesa de campanha para eleições de

prefeitos tem baixo impacto no sucesso eleitoral [12], e Oliveira

concorda com essa afirmação em relação aos vereadores [2].

Essas observações corroboram com o baixo impacto que a

variável despesa_max_campanha exerceu sobre o modelo.

C. Trabalhos futuros

Para trabalhos futuros, recomenda-se a coleta de dados

adicionais sobre os candidatos para o treinamento e teste dos

modelos.

Esses novos dados podem incluir informações sobre as

campanhas nas redes sociais dos candidatos, conhecidas como

e-campanhas. Como este estudo abrangeu todos os vereadores

concorrentes em um estado, é um tarefa muito desafiadora

registrar manualmente cada rede social de cada candidato. Con-

tudo, a partir do ano de 2024, os dados abertos dos candidatos a

vereadores incluem suas redes sociais. Com essas informações,

é possível gerar métricas para avaliar o crescimento das redes

dos candidatos, como aumento no número de seguidores e a

qualidade das interações por publicação [13].

Outras informações a serem consideradas incluem a incum-

bência do candidato, que se refere à titularidade em cargos

políticos. Este trabalho abordou apenas a reeleição, ou seja,

se o candidato a vereador já está exercendo o cargo durante o

período das eleições [2].

Além disso, correlacionar a previsão de votos de vereadores

com a previsão para a eleição de prefeitos pode resultar em

um impacto significativo nas estimativas de votos, uma vez

que a maioria dos prefeitos eleitos leva consigo uma bancada

substancial de vereadores no poder legislativo [12].

O índice de democracia pode ser uma variável de grande

relevância a ser utilizada, pois observou-se que, em 2016,

esse índice apresentou correlação com o desempenho de

partidos políticos em municípios de diferentes contextos

socioeconômicos [14].
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