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RESUMO

Neste trabalho modelos probabilísticos para previsão de vazão a curto prazo são de-
senvolvidos com base na inferência bayesiana aplicada em erros resultantes de previ-
sões determinísticas. A inferência bayesiana permite a combinação entre informações
prévias, sobre parâmetros de distribuições probabilísticas, com os erros cometidos por
modelos determinísticos de previsão de vazão. Desta forma, os algoritmos de amos-
tragem Monte Carlo via Cadeias de Markov facilitam a estimativa dos parâmetros de
distribuições posteriores para as quais deseja-se extrair inferências. Os erros utiliza-
dos como dados de entrada para os modelos probabilísticos provêm de quatro mode-
los hidrológicos determinísticos diferentes: dois do tipo conceituais chuva-vazão, Sa-
cramento e 3R; e outros dois empíricos, Regressivo Linear Múltiplo e Rede Neural do
tipo Multilayer Perceptron. Apesar das diferenças existentes entre eles, os resultados
obtidos demonstram que a abordagem probabilística adotada é capaz de considerar
erros de diferentes tipos de modelos determinísticos. Os dados das séries horárias de
vazão e precipitação utilizados, foram obtidos de uma estação automática de monitora-
mento pertencente ao Sistema Meteorológico do Paraná. Esta estação está localizada
na sub-bacia de São Bento, pertencente à bacia do rio Iguaçu, no estado do Paraná,
Brasil. Duas abordagens probabilísticas chamadas de estática e dinâmica são desen-
volvidas. Na abordagem estática, os parâmetros da distribuição de probabilidade são
mantidos fixos para qualquer momento de previsão. A abordagem dinâmica utiliza a
abordagem estática como informação a priori e um conjunto de preditores do estado
hidrometeorológico da sub-bacia em estudo, no momento da previsão, para variar os
parâmetros da distribuição de probabilidade. Os modelos probabilísticos, estático e
dinâmico, são aplicados aos quatro modelos determinísticos e avaliados por meio de
testes estatísticos. O critério de informação de Akaike, o critério de informação baye-
siano, o teste da razão da verossimilhança, e o Vuong teste, são os testes utilizados e
permitem as comparações entre os valores máximos dos logaritmos das distribuições
de probabilidade posteriores geradas. Os resultados demonstram a superioridade dos
modelos probabilísticos com a abordagem dinâmica. Um novo modelo determinístico
chamado Naif é construído a fim de incluir a climatologia de trinta anos de dados de
vazão da região de estudo. Uma combinação entre os resultados dos modelos hidroló-
gicos probabilísticos dinâmicos aplicados aos determinísticos e ao novo modelo Naif,
permite a obtenção de um novo resultado determinístico chamado de ensemble. Os
modelos probabilísticos, estático e dinâmico, são aplicados ao resultado do ensemble,
promovendo uma melhora significativa na representação das incertezas inerentes ao
processo de previsão de vazão. Os resultados da aplicação da previsão probabilística
aplicada na previsão por conjunto demonstraram benefícios principalmente em casos
de alertas de grandes cheias, preocupação constante dos órgãos de monitoramento
hidrológico.

Palavras-chave: Previsão de vazão, Monte Carlo via Cadeias de Markov, Ensemble



ABSTRACT

In this work, short-term probabilistic streamflow forecast models are developed using
bayesian inference applied to errors from deterministic forecasts. Bayesian inference
allows a combination of previously obtained information about the parameters of the
probabilistic distribution and the errors made by the deterministic streamflow forecast
models. This way, the sampling algorithm Markov Chain Monte Carlo was used for the
parameter estimation of posterior distributions that we inferred on. The errors used
as input for the probabilistic models came from four different deterministic hydrological
models. Two of them were rainfall-runoff conceptual models, Sacramento and 3R; and
the remaining were empirical models, the Multiple Linear Regressive and the Multilayer
Perceptron Neural Network. Despite the differences between them, the results obtai-
ned showed that the approach efficiently handled errors of different deterministic mo-
dels. The hourly streamflow and precipitation time series used was obtained from an
automatic monitoring station belonging to the Meteorological System of Paraná. This
station is located on the São Bento subbasin, belonging to the Iguaçu river basin, on
the state of Parana, Brazil. Two probabilistic approaches were built for the inference:
static and dynamic. On the static approach, the probabilistic distribution parameters
were fixed for any forecast time. On the other hand, the dynamic approach used the
static one as prior information along with a set of hydrometeorological predictors from
the subbasin state at the forecast time. The probabilistic models were applied to the
four deterministic models and evaluated through statistical tests. The Akaike informa-
tion criterion, the bayesian information criterion, the likelihood ratio test and the Vuong
test were used for, they allow comparisons between the logarithms maximum values of
the posterior probability distributions generated by each of them. The results showed
the superiority of probabilistic models with the dynamic approach. A new deterministic
model called Naif was built, in order to have a model that includes thirty years of stre-
amflow climatology in the studied region. A combination of the dynamic hydrological
probabilistic models applied to the deterministic model’s results and the Naif model
was made, allowing the obtention of a new deterministic result called ensemble. The
probabilistic models, static and dynamic, are applied to the ensemble’s results, yiel-
ding significant improvement on the representation of the uncertainties inherent to the
streamflow forecast process. The results of the probabilistic forecast applied on the
ensemble showed a better performance even in severe cases of floods, a constant
preoccupation of hydrologic monitoring organs.

Key-words: Streamflow forecast, Markov Chain Monte Carlo, Ensemble
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1 INTRODUÇÃO

Estações hidrometeorológicas reúnem dados sobre níveis de rios (cotas), vazões,

chuvas, evaporação, entre outros. A coleta destes dados é considerada uma impor-

tante ferramenta para a sociedade, pois os dados são utilizados para produzir estu-

dos, definir políticas públicas e avaliar a disponibilidade hídrica (ANA, 2016). Por meio

destas informações, a ANA (Agência Nacional de águas), o SIMEPAR (Sistema Mete-

orológico do Paraná), a COPEL (Companhia Paranaense de Energia Elétrica), entre

outras entidades, monitoram eventos considerados críticos, como cheias e estiagens,

disponibilizam informações para a execução de projetos, identificam o potencial ener-

gético, de navegação ou de lazer em um determinado ponto ou ao longo da calha

do manancial, levantam as condições dos corpos de água para atender a projetos de

irrigação ou de abastecimento público, entre outras aplicações (ANA, 2016).

Além disso, segundo Leite (2008), as informações hidrometeorológicas compostas

pelo conjunto de informações qualitativas e quantitativas sobre o passado, presente

e futuro da atmosfera e dos recursos hídricos, requerem uma análise do processo de

produção de suas informações. Portanto, é necessário que se realize a previsão sis-

temática das condições do tempo, clima e recursos hídricos paralelamente à emissão

de alertas de condições extremas e adversas.

As informações hidrometeorológicas em geral, e as previsões em particular, não

são capazes de expressar, com toda a extensão e fidelidade, o estado atual e o com-

portamento futuro da atmosfera e dos recursos hídricos (WILKS, 1995, YEVJEVICH,

1974, WMO, 2007b 1 apud LEITE, 2008). Nesse sentido, as informações climatológi-

cas e de monitoramento incluem as incertezas provenientes dos processos imperfei-

1WILKS, D. S.,Statistical methods in the atmospheric sciences. Academic Press, San Diego, 1995;
YEVJEVICH, V., Determinism and stochasticity in hydrology Journal of Hydrology,v. 22, p. 225-237,
1974; WMO, 2007B, WMO statement on the scientific basis for, and limitations of weather and climate
forecasting. WMO, Elements for life , Annexe 7, Geneva, 2007.
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tos de mensuração e estimação, enquanto que as previsões, baseadas em modelos

preditivos de natureza objetiva ou subjetiva, incorporam as incertezas de propaga-

ção de erros, de compreensão e de representação dos fenômenos naturais. Portanto,

pode-se afirmar que as informações hidrometeorológicas exibem limites de qualidade

e previsibilidade, e que esses limites são impostos por questões de natureza teórica,

tecnológica e econômica (KRZYSZTOFOWICZ, 2001 2, apud LEITE, 2008).

Incertezas com relação aos valores de vazão fluvial reduzem o conteúdo de suas

informações para posteriores análises hidrológicas e afetam a confiabilidade do co-

nhecimento que se pode inferir a partir destas análises (WESTERBERG et al., 2011).

Ao longo dos últimos anos, muitos estudos têm sido desenvolvidos com o intuito de

classificar, quantificar, e minimizar tais incertezas (DIBALDASSARRE; MONTANARI,

2009; MCMILLAN et al., 2010; DOMENEGHETTI; CASTELLARIN; BRATH, 2012),

além de analisar seus possíveis efeitos sobre problemas de modelagem hidrológica

(MONTANARI; BRATH, 2004; MONTANARI; GROSSI, 2008). Essas incertezas po-

dem ser identificadas e comunicadas em um esforço específico próprio, de atualiza-

ção periódica conforme o caso, ou ser incorporadas no próprio processo de geração

e disseminação de informações, dando origem às chamadas previsões probabilísticas

(LEITE, 2008).

Neste trabalho serão desenvolvidos dois tipos de modelos probabilísticos de previ-

são de vazão: um modelo probabilístico estático multivariado e um modelo probabilís-

tico dinâmico multivariado. Os nomes dados aos modelos fazem referência à distribui-

ção de probabilidade multivariada utilizada e às configurações dos parâmetros desta

distribuição.

No modelo probabilístico do tipo estático, os parâmetros da distribuição de proba-

bilidade são mantidos fixos para qualquer momento de previsão. No modelo probabi-

lístico dinâmico, um conjunto de preditores do estado hidrometeorológico da sub-bacia

em estudo é utilizado para condicionar os parâmetros da distribuição de probabilidade

2KRZYSZTOFOWICZ, R., The case for probabilistic forecasting in hydrology, Journal of Hydrology,
v.249, n.1-4(Aug), pp. 2-9,2001.
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de acordo com o momento de previsão (FIGURA 1).

FIGURA 1: Esquema dos modelos probabilísticos

FONTE: A autora (2017)

Os modelos probabilísticos consideram a estrutura dos erros resultantes de dife-

rentes modelos determinísticos de previsão de vazão (FIGURA 2), com o principal

intuito de incorporar os resultados dessas previsões às informações obtidas a priori

sobre os parâmetros das distribuições de probabilidade utilizadas, por meio da infe-

rência bayesiana .

FIGURA 2: Esquema dos modelos determinísticos

FONTE: A autora (2017)
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A Figura 3 esquematiza o processo da modelagem probabilística proposta. Re-

sumidamente, os erros resultantes dos modelos determinísticos, de características

distintas, são utilizados como entrada para modelos probabilísticos construídos a par-

tir de informações a priori sobre os parâmetros de suas distribuições. Distribuições de

probabilidade que representam a estrutura dos erros, valores de vazão previstos e in-

certezas globais em torno do processo de previsão desses valores, são determinadas.

FIGURA 3: Esquema do processo de modelagem probabilística da estrutura dos erros
cometidos por modelos de previsão determinísticos

FONTE: A autora (2017)

Desta forma, são obtidos os resultados de previsões probabilísticas estáticas. Os

resultados dos modelos estáticos são utilizados como informação a priori para os mo-

delos de previsões probabilísticas dinâmicas.

Testes estatísticos são utilizados para análise e comparação dos resultados ob-

tidos com as abordagens construídas e suas diferentes aplicações. Um sistema de

visualização dos resultados também é desenvolvido com o intuito de facilitar as análi-

ses.

Uma combinação (ensemble) dos resultados dos modelos probabilísticos dinâmi-

cos, aplicados aos erros dos modelos determinísticos, é desenvolvida (FIGURA 4). Os

objetivos da combinação dos modelos são: resumir as informações e resultados obti-

dos, e construir apenas uma previsão probabilística para a sub-bacia estudada neste

trabalho.



25

A fim de completar o ensemble, proporcionando uma maior robustez ao modelo, os

modelos probabilísticos são aplicados aos erros de um quinto modelo determinístico

chamado de Naif. O modelo Naif faz uso de 30 anos de dados de vazão observados

na região e foi desenvolvido para considerar a climatologia da região de estudo.

FIGURA 4: Esquema do processo de formação do ensemble

FONTE: A autora (2017)

Desta forma, o resultado do ensemble é utilizado para a construção do principal

modelo probabilístico de previsão de vazão desenvolvido neste trabalho. Os resulta-

dos da previsão probabilística de vazão proposta, são considerados mais robustos,

pois consideram toda a informação disponível da região de estudo. Espera-se por-

tanto, que as previsões possam ser utilizadas, no futuro, como auxílio aos tomadores

de decisões dos órgãos de monitoramento hidrológico e de gestão de recursos hídri-

cos.

1.1 JUSTIFICATIVA

Eventos hidrológicos extremos como cheias e estiagens, e seus impactos são ape-

nas alguns dos motivos que levam pesquisadores e órgãos de monitoramento e ges-

tão de recursos hídricos do mundo inteiro a se preocuparem com a validade dos mais

diversos tipos de dados hidrometeorológicos.
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O monitoramento de dados hidrometeorológicos é realizado em postos, automá-

ticos ou convencionais, onde são registrados os valores observados e armazenados

em um banco de dados.

Além dos dados coletados, existem dados calculados para a operação de reserva-

tórios, tal como vazão afluente, turbinada e vertida. Todavia, este monitoramento está

sujeito à ocorrência de falhas, sejam erros provocados pelo equipamento de medição

ou despropositadamente cometido pelo leiturista, implicando na inclusão de dados

inconsistentes às séries de dados.

Além da presença de dados inconsistentes, outro fator que reduz a utilidade das

séries é a ausência de informações (falhas) em alguns intervalos. Estes dados au-

sentes podem ocorrer por fatores tais como falha de transmissão e depredação dos

equipamentos.

Outro problema bastante característico dos dados utilizados para a operação de

reservatórios é a incerteza dos valores calculados. Ocorre com bastante frequência a

geração de dados espúrios na contabilidade do balanço hídrico do reservatório.

Entretanto, com uma abordagem probabilística, os dados observados que são uti-

lizados no balanço hídrico são expressos como uma distribuição de valores mais, ou

menos, prováveis de serem os valores reais. Como consequência, o resultado do

balanço também fornece uma informação na forma da distribuição para as variáveis

estimadas. A vantagem disto é obter valores mais consistentes, considerando-se as

incertezas intrínsecas das medições.

A análise probabilística de dados, estimativas e previsões, é uma abordagem re-

cente que traz aos pesquisadores e usuários de sistemas de informações dados se-

cundários, relevantes principalmente no processo de tomada de decisões.

Leite (2008) avaliou o valor da informação hidrometeorológica para o alerta de

cheias no município paranaense de União da Vitória. Suas análises podem ser utiliza-

das para estabelecer níveis de atenção, alerta e urgência sobre cheias do Rio Iguaçu

que venham a causar prejuízos no município.
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Em um estudo posterior, Leite, Breda e Saboia (2011) apresentaram um sistema

de previsão probabilística para União da Vitória mostrando como, de fato, a abordagem

probabilística é importante na eficácia da tomada de decisão sobre a ocorrência de

cheias e remoção de bens e pessoas dos locais de risco.

As previsões probabilísticas possuem a vantagem de serem mais completas, pois

expressam as incertezas e permitem a derivação de melhores informações sob o

ponto de vista do usuário.

Além disso, as previsões probabilísticas são apontadas como cientificamente mais

honestas, pois: admitem e expressam as incertezas; permitem a emissão de avisos

e alertas baseados em riscos; favorecem a tomada de decisão racional do usuário;

agregam potencial para benefícios econômicos adicionais para toda a sociedade; e

evitam mal entendidos nas atribuições de responsabilidade entre previsor e tomador

de decisão, desacoplando os processos de previsão e uso das informações (KRZYSZ-

TOFOWICZ,1998; KRZYSZTOFOWICZ, 2001 3, apud LEITE, 2008).

Finalmente, é grande a quantidade de modelos hidrológicos de previsão de vazão

existentes, sejam eles determinísticos ou probabilísticos. Os usuários dos modelos de

previsão, sejam eles agências de monitoramento e gestão de recursos hídricos, distri-

buidores de energia elétrica, entre outros tipos de empresas, calibram e utilizam esses

modelos por muitos anos, aumentando a confiança em seus resultados e diminuindo

a procura pelo desenvolvimento de novas abordagens. Desta forma, observa-se a ne-

cessidade de estimar incertezas de modelos que já estão sendo utilizados em larga

escala, construir bandas de incerteza em torno de seus resultados, e considerar todas

as incertezas intrínsecas ao processo de previsão, facilitando uma possível tomada de

decisão resultante dos modelos hidrológicos.

3KRZYSZTOFOWICZ, R., Probabilistic hydrometeorological forecasts: toward a new era in operatio-
nal forecasting, Bulletin of the American Meteorological Society, v.79, n. 2 (Feb), pp. 243-251,1998
KRZYSZTOFOWICZ, R., The case for probabilistic forecasting in hydrology,Journal of Hydrology,
v.249, n.1-4(Aug), pp. 2-9, 2001
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1.2 OBJETIVOS

1.2.1 Objetivo Geral

Elaborar, por meio do uso de inferência bayesiana, uma previsão probabilística

de vazão que considere a estrutura dos erros obtidos com a aplicação de diferentes

modelos de previsão determinísticos. O sistema proposto contemplará um módulo

de análise estatística das incertezas das previsões, com o intuito de explicitar mais

informações sobre a vazão e disponibilizar bandas de incerteza de ocorrência das

vazões previstas futuras.

1.2.2 Objetivos Específicos

Os objetivos específicos são:

• utilizar os erros cometidos por dois modelos determinísticos conceituais de chuva-

vazão (Sacramento e 3R, extensivamente utilizados pelo SIMEPAR) como dados

de entrada para os modelos probabilísticos que serão desenvolvidos;

• desenvolver e aplicar dois modelos determinísticos empíricos (Regressivo Linear

e MLP) e utilizar seus erros como dados de entrada para os modelos probabilís-

ticos que serão desenvolvidos;

• desenvolver, aplicar, avaliar e comparar duas abordagens probabilísticas deriva-

das da estrutura dos erros cometidos pelos modelos determinísticos, chamadas

de: estática multivariada e dinâmica multivariada;

• desenvolver uma nova previsão determinística de previsão de vazão, chamada

de Naif, para incorporar a climatologia da região de estudo;

• combinar os resultados do modelo probabilístico desenvolvido, de melhor de-

sempenho, aplicado ao modelo Naif e aos modelos determinísticos, por meio

de um ensemble, formando uma única previsão determinística que considere a

climatologia e toda a informação disponível da sub-bacia estudada;
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• aplicar a abordagem probabilística, de melhor desempenho, desenvolvida aos

erros cometidos pelo ensemble, para formar um conjunto robusto de previsões

probabilísticas para a sub-bacia estudada;

• apresentar os resultados da nova previsão probabilística por meio de um sistema

de visualização que visa facilitar possíveis tomadas de decisão de um operador

do sistema hidrológico.

1.3 INOVAÇÕES PROPOSTAS

Utilizar inferência bayesiana para criar bandas de incerteza em torno dos resul-

tados de modelos determinísticos de previsão, desenvolvidos, calibrados e utilizados

extensivamente por órgãos de gestão de recursos hídricos. Combinar seus resultados

criando uma única previsão probabilística para a região de estudo para, futuramente,

auxiliar o processo de tomada de decisão em um sistema robusto de alerta de en-

chentes e inundações.

1.4 ESTRUTURA DO TRABALHO

Este trabalho é composto de seis capítulos e um anexo. Sendo este primeiro o

capítulo que introduz o tema a ser abordado justificando sua escolha e levantando os

objetivos a serem atingidos.

No segundo capítulo serão discutidos os conceitos teóricos básicos utilizados para

o desenvolvimento da pesquisa. Será apresentada uma visão geral sobre inferência

bayesiana, sua utilização e as diferentes áreas de aplicação. Serão também apresen-

tados algoritmos de amostragem específicos do tipo MCMC (Monte Carlo via Cadeias

de Markov). Além disso, será feita uma breve descrição da linguagem computacional

utilizada para implementação dos modelos probabilísticos.

O capítulo 3 apresenta um resumo do funcionamento de dois modelos hidroló-

gicos determinísticos já calibrados e aplicados extensivamente pelo SIMEPAR, cha-
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mados de conceituais chuva-vazão (Sacramento e 3R), e a construção e aplicação

de dois modelos hidrológicos determinísticos empíricos (Regressivo Linear Múltiplo e

rede neural MLP). Estes quatro modelos determinísticos serão utilizados para fornecer

dados de entrada para os modelos probabilísticos que serão apresentados no capítulo

4. Ainda no terceiro capítulo os dados utilizados e a região de estudo serão apresen-

tados, bem como uma comparação entre os resultados das previsões realizadas pelos

modelos determinísticos.

O capítulo 4 apresenta a construção das duas abordagens probabilísticas de aná-

lise da estrutura de erros de previsão de vazão, os modelos probabilísticos estáticos

multivariados e dinâmicos multivariados, e suas particularidades. É também apresen-

tada a comparação e visualização dos resultados obtidos com a aplicação das duas

abordagens probabilísticas aos quatro modelos determinísticos.

No capítulo 5 é apresentado o desenvolvimento de um novo modelo determinístico

que considera a climatologia da região de estudo, chamado de Naif. Os modelos pro-

babilísticos serão aplicados aos erros do Naif a fim de combinar este resultado com os

resultados da previsão probabilística aplicada aos quatro modelos determinísticos, re-

sultando em uma previsão determinística por ensemble. A abordagem probabilística

desenvolvida anteriormente é aplicada aos erros do ensemble, resultando na previ-

são de vazão probabilística (principal objetivo deste trabalho), com suas bandas de

incerteza.

O capítulo 6 apresenta as conclusões e as intenções de trabalhos futuros.

Por fim, no Anexo A os códigos desenvolvidos em linguagem Stan são apresenta-

dos.
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2 INFERÊNCIA BAYESIANA

A melhoria de sistemas de previsão de vazão já existentes tem sido muito estudada

nos últimos tempos, seja pela necessidade de emissão de alertas visando reduzir

os danos causados por inundações, ou pelo desenvolvimento de novas técnicas de

pesquisa e avanço computacional.

Muitos destes estudos consideram que utilizar uma abordagem determinística ape-

nas, não tem sido suficiente para suprir tais necessidades. Com isso abordagens

probabilísticas tem angariado cada vez mais espaço na área hidrológica.

Krzysztofowicz (1999) apresenta os fundamentos de um sistema de previsão baye-

siano (bayesian forecasting system - BFS) para produzir uma previsão probabilística

de um preditor hidrológico por meio de qualquer modelo determinístico. Segundo o

autor, o BSF decompõe a incerteza total, intrínseca a um processo de previsão, em

incerteza de entrada (associada às entradas aleatórias para o modelo como dados de

precipitação previstos) e incerteza hidrológica (erros de modelo, parâmetro, estimação

e medição), que são quantificadas de forma independente e posteriormente integradas

em uma distribuição preditiva probabilística mediante o uso da inferência bayesiana.

Além disso, o BSF possui a propriedade da auto-calibração (desde que o sistema

de previsão que fornece a previsão probabilística de entradas aleatórias esteja, por

sua vez, bem calibrado), protegendo o usuário, tomador de decisão, contra previsões

notoriamente precárias. Em particular, se o modelo hidrológico não tem capacidade

preditiva ou a densidade de entrada não é informativa para a previsão de saída, então

a densidade preditiva converge automaticamente para a densidade prévia.

Krzysztofowicz (2002) apresentou uma síntese do sistema de previsão bayesiano

(BFS) com suas expressões operacionais, seus procedimentos de estimativa, seus

algoritmos numéricos, um exemplo completo e todos os requisitos de projeto, suposi-
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ções de modelagem e atributos operacionais. Neste artigo, o autor desenvolve uma

previsão probabilística a curto prazo do nível de rio, com base em uma previsão proba-

bilística de precipitação quantitativa como entrada e um modelo hidrológico determi-

nístico (de qualquer complexidade) como meio de simular a resposta de uma bacia de

cabeceira, ressaltando que o uso do BSF pode ser adaptado para produzir uma previ-

são probabilística de vazão do rio, ou ainda uma previsão probabilística do volume de

escoamento.

Montanari e Grossi (2008) propõem um método estatístico que se baseia no uso

de um modelo estatístico meta-Gaussiano para quantificar a incerteza total das pre-

visões hidrológicas. Os autores inferem sobre a distribuição de probabilidade do erro

de previsão por meio de uma regressão múltipla com o objetivo de relacionar indire-

tamente os erros com as fontes de incerteza no processo de previsão. Os autores

ajustam, com uma distribuição Gaussiana multivariada, variáveis aleatórias com dis-

tribuições marginais arbitrárias, incorporando a transformada Normal Quantile Trans-

formation de cada variável na lei Gaussiana. O método proposto é operacionalmente

simples e rápido e depende de suposições leves que são frequentemente atendidas

em aplicações práticas. Em vista dessas características, esta técnica pode fornecer

perspectivas úteis para estimar a incerteza das previsões hidrológicas em tempo real

dentro de um quadro robusto. Os resultados indicam que as estimativas de incerteza

representam com acurácia as estatísticas dos erros de previsão reais para os eventos

analisados no estudo.

Nos últimos anos, a aplicação de inferência bayesiana e simulações MCMC tam-

bém permitiram novas soluções para os problemas hidrológicos.

Marshall, Nott e Sharma (2004) comparam quatro algoritmos de amostragem do

tipo MCMC aplicados à modelagem chuva-vazão por meio do modelo australiano de

balanço hídrico (Australian Water Balance Model - AWBM), no sentido de comparar

a facilidade, simplicidade, eficiência estatística na exploração do espaço paramétrico

e velocidade de implementação, utilizando 11 anos de dados diários de precipitação
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e vazão da bacia do rio Bass na Austrália. Os resultados obtidos demonstraram que

a amostragem adaptada de Metropolis proposta por Haario, Saksman e Tamminen

(2001), que exige menos especificações por parte do modelador, com relação às de-

mais abordagens testadas, apresentou melhor desempenho em muitos aspectos e

pode oferecer uma base relativamente simples para avaliar a incerteza de parâmetros

em estudos de modelagem hidrológica.

Marshall, Nott e Sharma (2005) utilizaram a inferência bayesiana e os algoritmos

MCMC, como meios para se avaliar e selecionar modelos hidrológicos, baseando-se

no cálculo do fator de Bayes e estimando a distribuição de probabilidade marginal

de cada modelo. A comparação de modelos por meio do fator de Bayes também

fornece uma comparação formal do desempenho de modelos que assumem diferentes

estruturas de erro.

Kavetski, Kuczera e Franks (2006a) desenvolveram uma metodologia bayesiana

de análise de erros totais (BATEA - Bayesian Total Error Analysis ) para modelos hi-

drológicos do tipo chuva-vazão que permite ao modelador incorporar, testar e refinar

de forma direta a existência de todas as fontes de incerteza de dados em uma apli-

cação específica, incluindo incertezas de precipitação e de vazão. BATEA introduz

variáveis latentes (não observáveis diretamente pelo pesquisador, ou que não podem

ser medidas) adicionais à medida que a quantidade de dados incluídos na calibra-

ção aumenta, com isso os autores ressaltam a importância da utilização de métodos

Monte Carlo (MC) e métodos numéricos para análise e otimização de funções, em

combinação com o aumento do poder da computação, para obter soluções práticas e

perspicazes para as equações de inferência e predição.

Kavetski, Kuczera e Franks (2006b) aplicam a metodologia BATEA em duas ba-

cias hidrográficas norte-americanas: (1) French Broad River e (2) Potomac, e avaliam

o desempenho do modelo conceitual Variable Infiltration Capacity (VIC) com e sem

contabilização da incerteza de entrada (precipitação). Os resultados mostram os efei-

tos consideráveis de erros de precipitação nos hidrogramas (gráficos representativos
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da variação, no tempo, de diversas observações hidrológicas, como cotas ou vazões)

previstos (especialmente os limites de predição) e nos parâmetros calibrados.

DREAM (Differential Evolution Adaptive Metropolis), um novo modelo MCMC, foi

desenvolvido por Vrugt et al. (2008) para estimar eficientemente a função densidade

de probabilidade posterior de parâmetros do modelo hidrológico em problemas com-

plexos de amostragem de alta dimensão. Além disso, o DREAM fornece novas manei-

ras de estimar a precipitação média das bacias hidrográficas, informação de extrema

importância para testar a teoria hidrológica, diagnosticar erros estruturais em modelos

e avaliar dispositivos de medição de precipitação adequadamente.

MCMC também foi utilizado por Benke, Lowell e Hamilton (2008), por Smith e

Marshall (2008) e Vrugt et al. (2013), com o intuito de estimar as incertezas em torno

dos parâmetros de diferentes modelos hidrológicos do tipo chuva-vazão.

McMillan et al. (2010) realizam simulações MCMC sobre a relação curva-chave

(função que relaciona o nível do rio em uma seção com sua respectiva vazão) em um

rio na Nova Zelândia, avaliando a incerteza e os erros das medidas de vazão que são

utilizados para calibrar modelos chuva-vazão.

Ribeiro et al. (2017) testaram a inferência bayesiana para a construção de regiões

de confiabilidade probabilística em torno de curvas-chave de diferentes postos fluvio-

métricos monitorados pela CEMIG (Companhia Energética de Minas Gerais). Os re-

sultados obtidos demonstraram que os algoritmos de amostragem MCMC permitiram a

realização de uma avaliação das incertezas associadas à utilização das curvas-chave.

O trabalho de Ribeiro et al. (2017) deu origem à esta pesquisa de doutorado.

Técnicas de amostragem baseadas em simulações de Monte Carlo, no contexto

da análise de incerteza de modelagem hidrológica, são avaliadas com a finalidade

de reduzir os custos computacionais e fornecer orientações sobre a sua utilização e

avaliação de desempenho (ASSUMPÇÃO, 2015). Ainda neste estudo, é apresentado

o desenvolvimento e aperfeiçoamento dos métodos de avaliação da qualidade de um

método de amostragem, chamado de Monte Carlo Simulation (MCS), utilizado na mo-
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delagem para avaliar a incerteza dos resultados. O estudo de caso utilizado foi um

modelo hidrológico conceitual aplicado à bacia de Bagmati, no Nepal.

Enfim, é extensa a quantidade de pesquisas hidrológicas que utilizam a inferência

bayesiana e suas técnicas de amostragem.

2.1 CONCEITOS

Segundo Bonat et al. (2012), a inferência estatística, de maneira geral, tem como

objetivo fornecer subsídios, de natureza quantitativa, para a tomada de decisões a

partir de dados coletados em estudos amostrais, experimentais ou observacionais.

Por sua vez, a inferência bayesiana considera informações prévias à coleta dos

dados (informação a priori) sobre os parâmetros do modelo probabilístico, além da

informação contida nos dados. Ambas as informações, a priori e dos dados, são

combinadas usando o teorema de Bayes, gerando a informação a posteriori sobre os

parâmetros do modelo (GELMAN et al., 2003).

Segundo Gelman et al. (2013), a característica essencial dos métodos bayesianos

é a utilização explícita da teoria de probabilidade para quantificar a incerteza em in-

ferências com base em análise estatística. Os métodos consideram a utilização de

parâmetros fixos para os modelos, porém desconhecidos, fazendo uso das distribui-

ções a priori e posteriori sobre os parâmetros do modelo. Essas probabilidades a

priori e a posteriori e as probabilidades preditivas posteriores caracterizam o conheci-

mento sobre os parâmetros do modelo e sobre observações futuras. As distribuições

posteriores formam a base da inferência bayesiana.

A modelagem bayesiana pode ser resumida em três etapas:

1. construção de um modelo de probabilidade total para todas as quantidades ob-

serváveis e não observáveis. Este modelo deve ser consistente com o conheci-

mento dos dados existentes e com a maneira com a qual eles foram coletados;

2. cálculo da probabilidade posterior de quantidades desconhecidas condicionadas
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às quantidades observadas. As incógnitas podem incluir quantidades não obser-

vadas, como parâmetros do modelo e quantidades potencialmente observáveis,

tais como previsões para futuras observações;

3. avaliação dos modelos de ajuste aos dados, isto inclui a avaliação das con-

sequências da distribuição posterior.

Este ciclo é repetido até que um ajuste aceitável seja obtido na terceira etapa.

A construção de modelos baseados em inferência bayesiana utiliza o teorema de

Bayes combinando dados e informação a priori sobre os parâmetros do modelo.

O teorema de Bayes fornece uma expressão para a probabilidade condicional de

A dado B:

P(A|B) = P(B|A)P(A)/P(B) (1)

substituindo B por um vetor de observações y, A por um conjunto de parâmetros θ , e

P(·) por funções de probabilidade ou densidades de probabilidade representadas por

p(·), tem-se:

p(θ |y) = p(y|θ)p(θ)/p(y) (2)

em que p(θ) é a distribuição conjunta a priori para o vetor de parâmetros θ indepen-

dentemente de y, p(y|θ) representa a verossimilhança de y, p(θ |y) é a distribuição a

posteriori conjunta para o vetor de parâmetros θ . O denominador dado por:

p(y) =
∫

p(y|θ)p(θ)dθ (3)

define a verossimilhança marginal y.

Porém, a quantidade representada pela Equação (3) não precisa ser calculada

para fins de inferência sobre os parâmetros do modelo, pois não depende dos parâ-

metros, podendo ser denotada como uma constante de proporcionalidade c. Então, a

posteriori torna-se:

p(θ |y) ∝ p(y|θ)p(θ) (4)
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Nas aplicações propostas neste trabalho, y representa os erros obtidos com as

aplicações de diferentes modelos hidrológicos do tipo determinísticos (apresentados

no capítulo 3), θ são os parâmetros das distribuições de probabilidade, a priori e a pos-

teriori (p(·)), que serão testadas e aplicadas aos modelos hidrológicos probabilísticos

(apresentados no capítulo 4).

O produto entre a verossimilhança p(y|θ) e a priori p(θ) na Equação (4), repre-

senta a distribuição conjunta não normalizada dos parâmetros. Esta posteriori só

possui expressão definida para um conjunto limitado de problemas. Assim, utilizam-

se aproximações analíticas, ou numéricas, ou simulação estocástica para obter uma

aproximação desta distribuição, e infere-se sobre ela a partir de simulações de seus

valores, geralmente por meio de algoritmos conhecidos como métodos MCMC.

MCMC são métodos gerais que possuem como base a determinação de valores

dos parâmetros (aqui representados por θ ) de distribuições de probabilidade aproxi-

madas e que, após uma correção visam aproximar a distribuição a posteriori p(θ |y).
As amostras são obtidas sequencialmente, com a distribuição da amostragem deter-

minada em função do último valor obtido, formando uma cadeia de Markov.

Segundo Gelman et al. (2003), uma cadeia de Markov é uma sequência de va-

riáveis aleatórias θ (1), θ (2), · · · , para a qual, para qualquer t, a distribuição de θ (t)

dados todos os θ ′s anteriores depende somente do valor mais recente, θ (t−1). Este

fato é devido à propriedade de Markov que garante que a distribuição de probabilidade

condicional de estados futuros do processo (condicional tanto em estados passados,

como presentes), depende apenas do estado presente, não da sequência de eventos

que o precedeu.

A propriedade de Markov é útil para provar a convergência dos métodos MCMC,

que garante que as distribuições de probabilidade sejam melhor aproximadas em cada

passo na simulação, no sentido de convergir para a distribuição posteriori alvo.

A Figura 5 ilustra um exemplo do algoritmo Metropolis (METROPOLIS et al., 1953)

do tipo MCMC, em que θ é um vetor de apenas duas componentes (θx e θy), com uma
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distribuição a posteriori do tipo normal padrão (θ ∼ N(0,1)).

Na Figura 5 (a), fases iniciais da simulação são retratadas, ou seja, depois de 50

iterações as sequências ainda estão longe de convergir para uma distribuição. Essa

figura representa a gama de possíveis valores do parâmetro multivariado θ , e cada

um dos cinco percursos irregulares representa o caminho no início de um passeio

aleatório começando perto do centro ou dos extremos da distribuição alvo e salta por

meio da distribuição de acordo com uma sequência apropriada de iterações aleatórias.

A Figura 5 (b) representa a fase de maturidade do mesmo MCMC (depois de 100

iterações as sequências estão perto de convergir), na qual os caminhos aleatórios

simulados têm um traço para cada caminho ao longo do espaço de θ , com uma distri-

buição estacionária comum que é igual à distribuição a posteriori alvo.

A partir de uma simulação como essa, inferências sobre θ podem ser realizadas

utilizando os pontos da segunda metade das cadeias de Markov simuladas, conforme

apresentado na Figura 5 (c).

FIGURA 5: Cinco sequências independentes de um MCMC para uma distribuição normal
padrão, com diferentes pontos de partida representados pelos quadrados sólidos. (a) Após 50

iterações as sequências ainda estão longe da convergência. (b) Após 1000 iterações as
sequências estão mais próximas da convergência. (c) Conjunto de sorteios (correlacionados)

da distribuição a posteriori alvo

FONTE: Gelman et al. (2003)

Nas aplicações de MCMC, várias sequências independentes são criadas; cada

sequência θ (t), t = 1,2,3, · · · , é produzida iniciando em algum ponto θ (0) e, em seguida,
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para cada t determinando θ (t) a partir de uma distribuição de transição, Tt(θ (t)|θ (t−1))

que depende da determinação anterior θ (t−1).

O MCMC é utilizado quando não é possível (ou não é computacionalmente efi-

ciente) obter amostras de θ diretamente de p(θ |y). Desta forma, as amostras são

obtidas de forma iterativa de tal maneira que, em cada passo do processo, espera-se

determinar uma distribuição que se torna cada vez mais próxima de p(θ |y).

Para uma ampla classe de problemas (incluindo distribuições posteriores para mui-

tos modelos hierárquicos), esta abordagem parece ser a maneira mais fácil de obter

resultados confiáveis, pelo menos quando usada com cuidado (GELMAN et al., 2003).

Além disso, a cadeia de Markov e outros métodos de simulação iterativos tem muitas

aplicações fora da estatística bayesiana, como a otimização.

Uma vez que o algoritmo de simulação é implementado e as simulações deter-

minadas, faz-se necessário verificar a convergência das sequências simuladas. Por

exemplo, as simulações da Figura 5 (a) estão longe da convergência e não estão

perto de uma distribuição alvo. Se a convergência for muito lenta, o algoritmo deve ser

alterado.

Existem diversos tipos de algoritmos chamados de MCMC. Entre eles, Metropolis-

Hastings (METROPOLIS et al., 1953; HASTINGS, 1970) e amostrador de Gibbs (GE-

MAN; GEMAN, 1984; GELFAND; SMITH, 1990) são os mais populares. Eles perten-

cem a uma classe de algoritmos de simulação sequencial gerando uma cadeia que,

após atingir convergência, passa a gerar amostras da distribuição a posteriori (BONAT

et al., 2012).

Outro algoritmo conhecido como HMC (Hamiltonian Monte Carlo, ou Hybrid Monte

Carlo) (DUANE et al., 1987) também é um método MCMC que visa obter uma sequên-

cia de amostras aleatórias de uma distribuição probabilística para a qual a amostra-

gem direta é muito complicada, esta sequência pode ser utilizada para aproximar a

distribuição, ou para calcular sua integral.

Segundo Alfaki (2008), o HMC combina a atualização de amostragem de Gibbs
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com a regra de aceitação-rejeição de Metropolis, obtendo melhores propriedades de

convergência, e rapidez em sua aplicação. Portanto, o algoritmo HMC é aplicado aos

erros dos modelos determinísticos de previsão de vazão para o desenvolvimento deste

estudo, por meio da linguagem de modelagem probabilística Stan (Stan Development

Team, 2014), que possui como característica o uso do HMC.

2.2 LINGUAGEM COMPUTACIONAL

Métodos de inferência bayesianos são, em geral, implementados por meio de mé-

todos computacionalmente intensivos, exigindo a utilização de softwares específicos

para este fim.

Para processamento dos dados previamente utilizados na construção dos modelos

probabilísticos, e para processamento das inferências obtidas após sua aplicação,

neste estudo, faz-se uso do software estatístico R (R Core Team, 2012).

R é um ambiente de análise estatística, com código fonte aberto, podendo ser

modificado ou implementado com novos procedimentos desenvolvidos pelo próprio

usuário. É uma linguagem de programação de utilização fácil e completa, ampla-

mente utilizada nas mais diversas áreas científicas, especialmente no campo estatís-

tico (KLEINA, 2015).

Além disso, para a construção dos modelos probabilísticos, fez-se uso da lingua-

gem de alto nível Stan (GELMAN et al., 2013) em que o usuário especifica um modelo,

fornece valores iniciais, e implementa simulações da cadeia de Markov automatica-

mente para as distribuições posteriores resultantes.

Um programa construído no Stan define um modelo estatístico por meio de uma

função de probabilidade condicional p(θ |y,x), onde θ é uma sequência de valores mo-

delados desconhecidos (os parâmetros do modelo, variáveis latentes, dados em falta

ou previsões futuras), y é uma sequência de valores modelados conhecidos, e x é uma

sequência de preditores não modelados e constantes (parâmetros ou hiperparâmetros
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das distribuições de probabilidade).

Os modelos construídos em linguagem Stan são compostos por blocos: blocos de

novas funções que ainda não foram implementadas; de declarações de variáveis; de

dados transformados; parâmetros; parâmetros transformados; quantidades geradas e

um bloco especial do modelo que consiste em declarações que definem o logaritmo

da probabilidade posterior total (Lpt) para o modelo.

Quando se executa um modelo definido no Stan primeiro leem-se e validam-se

os valores conhecidos y e x, em seguida, gera-se uma sequência de amostras não

independentes identicamente distribuídas θ (1),θ (2), · · · , cada uma das quais seguindo

distribuições marginais p(θ |y,x).

O modelo pode ser executado utilizando-se amostragens (função sampling), ou

otimizações (função optmizing). E, para que os resultados dos modelos construídos

sejam avaliados e comparados, calcula-se a quantidade Lpt. O melhor modelo desen-

volvido é aquele com maior valor de Lpt.

2.2.1 Amostragens - Sampling

No Stan, as amostragens são baseadas na simulação do HMC visando acelerar

tanto a convergência para uma distribuição estacionária quanto a exploração do es-

paço paramétrico, utilizando o gradiente do logaritmo da função de probabilidade.

No processo de amostragem do HMC, o vetor paramétrico desconhecido θ é in-

terpretado como a posição de uma partícula fictícia. Cada iteração gera um impulso

aleatório e estimula o caminho da partícula com energia potencial determinando o

logaritmo da função de probabilidade.

A decomposição de Hamilton mostra que o gradiente deste potencial determina a

mudança no impulso e o impulso determina a mudança de posição. Estas alterações

contínuas ao longo do tempo são aproximadas utilizando um algoritmo de salto, que

quebra o tempo em passos discretos que são facilmente simulados.
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A rejeição de Metropolis é então aplicada para corrigir qualquer erro de simulação

e assegurar o equilíbrio detalhado das transições resultantes da cadeia de Markov

(METROPOLIS et al., 1953; HASTINGS, 1970).

O HMC padrão envolve três parâmetros de ajuste tornando seu comportamento

mais sensível. Os amostradores do Stan permitem que esses parâmetros sejam ajus-

tados manualmente ou se definam automaticamente sem a intervenção do usuário.

Os dois primeiros parâmetros de ajuste definem o tamanho do passo temporal da

discretização do HMC e o número total de passos dados por iteração (o produto dos

dois determina o tempo total de simulação). O Stan pode ser configurado com um

tamanho de passo especificado pelo usuário ou pode estimar um tamanho ideal de

passo durante a fase de aquecimento.

O terceiro parâmetro de ajuste é uma matriz de massa para a partícula fictícia. O

Stan pode ser configurado para estimar uma matriz diagonal de massa ou uma ma-

triz de massa completa durante o processo de aquecimento. Estimando uma matriz

diagonal de massa, normaliza-se a escala de cada elemento θk da sequência variável

desconhecida θ . Enquanto que estimando a matriz de massa completa, tanto a escala

quanto a rotação são consideradas, porém exige-se uma maior memória e computa-

ção intensiva devido às operações de matrizes subjacentes.

As amostras em uma cadeia de Markov só são determinadas, com a distribuição

marginal p(θ |y,x), depois que a cadeia convergir para a sua distribuição de equilíbrio.

Existem diversos métodos para testar se um MCMC falhou em sua convergência,

mas infelizmente, eles não garantem convergência.

O método recomendado para o Stan, assim como em todas as demais maneiras de

execução dos algoritmos MCMC, é executar várias cadeias de Markov cada uma com

diferentes valores de parâmetros iniciais difusos, descartar as amostras do período de

aquecimento ou adaptação, em seguida, dividir o restante de cada cadeia pela metade

e calcular a redução de escala potencial estatística R̂ (GELMAN et al., 2013). Se R̂

for alto, então deve-se prosseguir com outras simulações para melhorar a inferência
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sobre a distribuição alvo, se R̂ → 1 supõe-se que a cadeia convergiu para distribuição

alvo.

Outro valor que também é retornado pelo Stan, e importante de ser observado

para cada resultado das amostragens aplicadas, é n_e f f que representa uma medida

grosseira da dimensão eficaz das amostras, permitindo que se tenha noção da preci-

são obtida a partir das diversas simulações. Os cálculos das quantidades R̂ e n_e f f

estão detalhados em Gelman et al. (2013).

2.2.2 Otimizações - Optmizing

As otimizações funcionam tão bem quanto as amostragens, além de serem mais

rápidas. Iniciam-se com a leitura dos dados e, em seguida, inicializam-se os parâme-

tros.

Ao contrário da amostragem, a otimização produz uma saída determinística que

não requer uma análise tão profunda para verificar que o otimizador converge para um

valor alvo.

Dada uma função posterior p(θ |y), o Stan pode encontrar o valor alvo θ ∗ o qual é

definido por:

θ ∗ = argmaxθ p(θ |y) (5)

A notação argmaxu f (v) é usada para determinar o valor de v em que f (v) é maxi-

mizada.

Se a distribuição priori utilizada for uniforme, o valor alvo corresponde à estimativa

de máxima verossimilhança dos parâmetros. Se ela não for uniforme, o valor alvo é

chamado de estimativa de máxima posterior. Se os parâmetros (tipicamente hierár-

quicos) forem marginalizados, o valor alvo é chamado de estimativa de probabilidade

máxima marginal.

A estimativa θ ∗ é chamada de ”estimativa pontual” e resume a distribuição a poste-

riori por um único ponto, em vez de utilizar uma distribuição. É claro que uma estima-
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tiva pontual não consegue, por si só, levar em conta a variância estimada. Inferências

preditivas posteriores p(ỹ|y) podem ser feitas usando o valor alvo dado os dados y

como p(ỹ|θ ∗), mas eles não representam uma inferência bayesiana, mesmo que o

modelo considere informações a priori ele não leva a incerteza posterior em conside-

ração. Se a variação posterior é baixa e a média posterior está perto do valor alvo,

inferências com estimativas pontuais podem ser muito semelhantes à uma inferência

bayesiana completa. A verificação desta situação é necessária sempre que desejar

utilizar a otimização como substituição da amostragem.

2.2.3 Logaritmo da probabilidade posterior total - Lpt

Segundo Stan Development Team (2014), a finalidade básica de um programa

implementado na linguagem Stan é calcular a função logarítmica da probabilidade e

seus derivados.

Um acumulador do logaritmo da probabilidade é inicializado em zero e depois in-

crementado de várias maneiras por um programa Stan. Primeiramente as variáveis

são transformadas de não restritas para restritas e o determinante do logaritmo adi-

cionado ao acumulador do logaritmo de probabilidade. Em seguida, o bloco prin-

cipal do modelo é executado sobre os parâmetros restritos, com cada declaração

de amostragem e com a declaração do incremento do logaritmo da probabilidade

(increment_log_prob, ver os exemplos de modelos que utilizam esta função do Stan

no Anexo A) adicionado ao acumulador. No final da execução do bloco de modelo, o

valor do registro acumulado do logaritmo de probabilidade é o valor do logaritmo de

probabilidade total (Lpt) retornado pelo programa Stan.

Avaliações de modelos construídos e aplicados em linguagem Stan, podem ser

realizadas por meio da comparação entre os Lpt obtidos. Espera-se com a aplicação

dos modelos que os valores de Lpt sejam maximizados.

Nas abordagens probabilísticas desenvolvidas neste trabalho, são utilizadas distri-

buições de probabilidade multivariadas, a fim de representar os diferentes horizontes
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de previsão de vazão. Desta forma, um cálculo similar ao Lpt do Stan é feito para re-

presentar o logaritmo da probabilidade posterior total por horizonte de previsão (Lpth).

A comparação dos valores de Lpth obtidos para os modelos também é utilizada como

forma de avaliação das abordagens probabilísticas desenvolvidas.

2.3 TESTES ESTATÍSTICOS PARA COMPARAÇÃO DE MODELOS

A fim de avaliar as abordagens probabilísticas propostas neste trabalho diferentes

testes estatísticos para análise dos resultados são aplicados. O intuito é construir

modelos parcimoniosos, ou seja, que envolvam um número mínimo de parâmetros

a serem estimados e que, ao mesmo tempo, expliquem comportamento da variável

resposta de forma otimizada.

Diversos critérios para seleção de modelos são apresentados na literatura, dentre

eles, os critérios baseados no máximo da função de verossimilhança (MFV) são os

mais utilizados, com maior ênfase o Teste da Razão de Verossimilhança (TRV) (CA-

SELLA; BERGER, 2001), o Critério de Informação de Akaike (AIC) (BOZDONGAN,

1987) e o Bayesian Information Criterion (BIC) (SCHWARZ, 1978).

O teste da razão de verossimilhança é apropriado para comparar dois modelos,

desde que um dos modelos seja um caso especial do outro (modelos aninhados), e é

descrito por:

G =−2ln(Ls)+2ln(Lc) (6)

em que Ls é a máxima verossimilhança do modelo com menor número de parâmetros e

Lc é a máxima verossimilhança do modelo com maior número de parâmetros. Testa-se

a hipótese H0 : β1 = 0 contra a hipótese H1 : β1 �= 0, e sob a hipótese nula, a estatística

G tem distribuição chi-quadrado com graus de liberdade igual a diferença entre os

números de parâmetros dos modelos.

O Critério de Informação de Akaike (AIC):

AIC = 2k−2ln(L) (7)
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em que k é o número de parâmetros do modelo e L sua máxima verossimilhança,

estima a qualidade de cada modelo, em relação a cada um dos outros modelos, e

não garante que os modelos comparados entre si sejam bons. O menor valor de AIC

determina o melhor modelo na comparação.

Equivalente ao AIC, o Bayesian Information Criterion (BIC):

BIC =−2ln(L)+ kln(n) (8)

considera n como tamanho da amostra. BIC é um critério para seleção de modelos

entre um conjunto finito de modelos. O modelo com o menor BIC é preferido.

Para comparação entre os modelos com diferentes distribuições de probabilidade,

ou seja, em que um dos modelos não é caso especial do outro (não aninhados),

utiliza-se o teste de Vuong (VUONG, 1989). Na comparação entre dois modelos A e

B, prefere-se o modelo A com nível de significância α, se a estatística Qv dada por:

Qv =
2(LptB −LptA)− (pB − pA)log(n)

2
√

Var(2(LptBi −LptAi))n
, i = 1, . . . ,n (9)

excede o quantil (1−α) da distribuição normal padrão. Na Equação (9), LptA e LptB

são os logaritmos das probabilidades posteriores dos modelos A e B respectivamente,

pB e pA representam a quantidade de parâmetros de cada um dos modelos, com

pB > pA, LptAi e LptBi são os logaritmos das probabilidades posteriores pontuais, e n

tamanho da amostra.

Estes testes são utilizados para comparação dos resultados das diferentes abor-

dagens criadas para os modelos probabilísticos aplicados aos erros dos modelos de-

terminísticos.
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3 MODELOS HIDROLÓGICOS DETERMINÍSTICOS

Modelos hidrológicos são ferramentas extremamente úteis que permitem, por meio

do equacionamento dos processos, representar, entender e simular de forma aproxi-

mada o comportamento de bacias hidrográficas (TUCCI, 1998).

Segundo Breda (2008), gestores e planejadores de recursos hídricos, que utilizam

estimativas de vazões futuras para diversos fins como a operação de reservatórios

e prevenção das consequências de eventos extremos, são os principais empregado-

res de modelos hidrológicos dos mais diversos tipos, justificando assim sua grande

utilidade.

Este mesmo autor ressalta que uma das maiores dificuldades no desenvolvimento

destes modelos está na complexidade das características físicas envolvidas nos pro-

cessos hidrológicos. Assim, faz-se necessário que simplificações sejam consideradas,

implicando em uma generalização de parâmetros, ou de constantes, nas equações

dos modelos.

Normalmente, as características dos processos variam de uma bacia hidrológica

para outra devido aos diferentes fatores físicos envolvidos, sendo que ainda é possí-

vel que uma mesma bacia contenha regiões com características diferentes entre si.

Deste modo, é preciso realizar um ajuste dos valores dos parâmetros do modelo hi-

drológico para cada bacia hidrográfica. Este ajuste pode ser efetuado com a escolha

por tentativa e erro ou então por intermédio do emprego de métodos de calibração

automática.

Muitas pesquisas, dentre elas, as que foram apresentadas no Capítulo 2, utilizam

o MCMC com o intuito de estimar as incertezas em torno dos parâmetros de diferen-

tes modelos hidrológicos determinísticos. Porém neste trabalho a proposta é utilizar



48

os resultados de modelos determinísticos que já estão sendo extensivamente utiliza-

dos, ou seja, que possuem parâmetros devidamente calibrados, para derivar os erros

resultantes de suas previsões, e utilizá-los como entrada para os modelos de previsão

probabilísticos.

Desta forma, para a aplicação dos modelos probabilísticos de previsão de vazão,

desenvolvidos no decorrer deste trabalho, os resultados de quatro modelos determi-

nísticos do tipo chuva-vazão são utilizados. Estes modelos determinísticos estão sub-

divididos entre modelos conceituais e modelos empíricos.

Os modelos conceituais são baseados na representação dos processos físicos

envolvidos no fenômeno estudado. Estes modelos podem relacionar as características

físicas do processo mantendo razoável empirismo na definição de seus parâmetros ou

podem se aproximar muito da física do sistema.

Os modelos empíricos são, basicamente, definidos por equações matemáticas.

A principal característica deste tipo de modelo consiste em estabelecer uma relação

estável entre variáveis de entrada e saída, sem considerar neste processo quais leis

físicas que governam o processo natural de transformação da chuva em vazão.

3.1 MODELOS CONCEITUAIS CHUVA-VAZÃO

Segundo Breda (2008), modelos conceituais chuva-vazão têm sido desenvolvidos

para representar, de maneira realista, os sub-processos e relações envolvidas no pro-

cesso chuva-vazão. Embora esses modelos variem significativamente quanto ao grau

de complexidade, precisão e quantidade de parâmetros utilizados, eles possuem ca-

racterísticas essencialmente comuns.

3.1.1 Modelo Sacramento

O modelo Sacramento Soil Moisture Accounting (BURNASH, 1995) é um dos mo-

delos conceituais chuva-vazão mais utilizados no mundo para a simulação de vazão
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em curta escala de tempo (CUNHA, 2004). Sua base teórica envolve vários processos

hidrológicos, além de apresentar certa hierarquia destes processos, e disto decorre o

grande número de parâmetros necessários para ele (BREDA, 2008).

A Figura 6 apresenta um esquema resumido do modelo Sacramento que possui 16

parâmetros ao todo descritos na Tabela 1. Mais informações sobre o funcionamento

deste modelo podem ser encontradas em Burnash (1995), Cunha (2004) e Breda

(2008).

FIGURA 6: Apresentação esquemática do modelo Sacramento

FONTE: Breda (2008)

3.1.2 Modelo 3R

Segundo Neto, Guetter e Mine (2007), o modelo 3R, cujo nome tem origem nas

iniciais das palavras rainfall-runoff-routing (chuva- vazão-propagação), é uma adapta-

ção, para a aplicação em grandes bacias, do modelo Sacramento reduzindo a comple-

xidade do modelo mas também diminuindo a capacidade de representar os detalhes

dos processos de infiltração e percolação em pequenas bacias.
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QUADRO 1: Descrição dos parâmetros da fase bacia do modelo Sacramento

FONTE: Breda (2008)

Parâmetro Descrição Unidade

UZTWM
Capacidade máxima do armazenamento superior de água
de tensão superficial

mm

UZFWM
Capacidade máxima do armazenamento superior de água
livre

mm

LZTWM
Capacidade máxima do armazenamento inferior de água de
tensão superficial

mm

LZFPM
Capacidade máxima do armazenamento inferior primário
de água livre

mm

LZFSM
Capacidade máxima do armazenamento inferior
suplementar de água livre

mm

UZK Taxa de depleção lateral da zona superior de água livre dia−1

LZPK Expoente da equação da percolação dia−1

LZSK
Expoente da equação da evapotranspiração ocorrida no
armazenamento inferior

dia−1

PCTIM Fração de área constantemente impermeável na bacia fração
ADIMP Área impermeável adicional fração

PFREE
Fração da água percolada da zona superior que vai direto
para a zona de água livre inferior

fração

ZPERC Taxa máxima de percolação -
REXP Expoente da equação de percolação -

RSERV
Fração da água livre da zona inferior que não é transferível
para a zona de água de tensão superficial

fração

RIVA Fração de área coberta por mata ciliar na bacia fração
SIDE Fração do escoamento de base que compõe a perda de base -

Assim, o modelo 3R é indicado para uso em grandes bacias e para a resolução

temporal de algumas horas, ou preferencialmente, para a resolução diária. A estrutura

do modelo 3R está ilustrada na Figura 7, sendo a sua formulação e seus parâmetros

detalhados em Neto (2005).

3.2 MODELOS EMPÍRICOS

Os modelos empíricos utilizam relações baseadas em observações. Em geral, es-

tes modelos são bastante simples e úteis no dia a dia. No entanto, são modelos pouco

robustos uma vez que são específicos para aquela região para a qual as relações fo-

ram estimadas. Além disso, os modelos empíricos não possibilitam fazer simulações

de mudanças em condições para as quais não previu, tais como, chuvas em grande
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FIGURA 7: Estrutura do modelo 3R

FONTE: Neto, Guetter e Mine (2007)

quantidade, mudança de uso do solo, etc. (RENNO; SOARES, 2000).

3.2.1 Modelo Regressivo Linear Múltiplo

Segundo Davison (2003), modelos regressivos são utilizados para descrever como

uma ou mais variáveis de resposta dependem de outras variáveis explicativas. Muitas

vezes faz-se necessário prever ou controlar as respostas futuras alterando outras va-

riáveis, ou compreendendo a relação entre elas. Se y representar a variável resposta

e x as variáveis explicativas, a pergunta que se deseja responder é “o que acontece

com y quando x varia?” ou ainda, ”como as mudanças de x afetam y?”. Para res-

ponder essas perguntas, constroem-se modelos de regressão linear simples, quando

x representa apenas uma variável, ou múltiplos, quando x representa várias variáveis

explicativas de um determinado processo:

yi = β0 +β1xi1 + · · ·+βpxip + εi = xT
i β + εi, i = 1, · · · ,n. (10)

Ou seja, dado um conjunto de dados
{

yi,xi1, · · · ,xip
}n

i=1 de n unidades estatísticas,

um modelo de regressão linear múltiplo supõe que a relação entre a variável depen-

dente yi e um p-vetor de regressores xi é linear. Essa relação é modelada por meio de
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um termo de perturbação ou variável de erro εi (uma variável aleatória que acrescenta

ruído entre a relação linear entre a variável dependente e os regressores). Além disso,

na Equação (10), o expoente T representa a operação transposta, de modo que xT
i β

representa o produto interno entre os vetores xi e β .

A solução de sistemas deste tipo (EQUAÇÃO (10)) pode ser determinada pelo

Método dos Quadrados Mínimos que possui como objetivo minimizar a função:

L =
n

∑
i=1

ε2
i =

n

∑
i=1

(yi −β0 −β1xi1 −·· ·−βpxip)
2, (11)

derivando L em função dos β ′s, obtêm-se:

∂L
∂β0

= −2∑n
i=1[yi −β0 −β1xi1 −·· ·−βpxip],

...

∂L
∂β j

= −2∑n
i=1[yi −β0 −β1xi1 −·· ·−βpxip]x ji, j = 1,2, . . . , p,

(12)

igualando as derivadas parciais a zero e substituindo β0,β1, . . . ,βp por β̂0, β̂1, . . . , β̂p,

tem-se o sistema:⎧⎪⎪⎪⎪⎪⎪⎪⎨⎪⎪⎪⎪⎪⎪⎪⎩

nβ̂0 + β̂1 ∑n
i=1 xi1 + · · ·+ β̂p ∑n

i=1 xip = ∑n
i=1 yi

β̂0 ∑n
i=1 xi1 + β̂1 ∑n

i=1 x2
i1 + · · ·+ β̂p ∑n

i=1 xi1xip = ∑n
i=1 xi1yi

. . .

β̂0 ∑n
i=1 xip + β̂1 ∑n

i=1 xipxi1 + · · ·+ β̂p ∑n
i=1 x2

ip = ∑n
i=1 xipyi

(13)

Resolvendo este sistema (EQUAÇÃO (13)), obtêm-se os estimadores de mínimos

quadrados β̂0, β̂1, . . . , β̂p dos parâmetros do modelos em questão.

O modelo de Regressão Linear Múltiplo também pode ser escrito na forma matri-

cial:

Y = Xβ + ε, (14)

em que Y é um vetor n× 1 cujos componentes correspondem às n respostas; X é

uma matriz de dimensão n× (p+ 1) denominada matriz do modelo; ε é um vetor de

dimensão n× 1 cujos componentes são os erros; e β é um vetor (p+ 1)× 1 cujos

elementos são os coeficientes de regressão.
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O método dos Quadrados Mínimos tem como objetivo encontrar o vetor β̂ que

minimiza:

L = ∑n
i=1 ε2

i = εT ε = (Y −Xβ )T (Y −Xβ ) =

= Y TY −Y T Xβ −β T XTY +β T XT Xβ = Y TY −2β T XTY +β T XT Xβ ,
(15)

sendo que Y T Xβ = β T XTY pois o produto resulta em um escalar. Derivando em termos

matriciais:
∂L
∂β

=−2XTY +2XT Xβ . (16)

Igualando a zero e substituindo o vetor β pelo vetor β̂ , tem-se:

(XT X)β̂ = XTY. (17)

Portanto, o modelo de regressão linear ajustado e o vetor de resíduos se tornam,

respectivamente:

Ŷ = X β̂ e ε = Y − Ŷ . (18)

Para a construção do modelo determinístico regressivo linear de previsão de va-

zão, degraus de valores de vazão são utilizados como regressores.

Os valores de vazão observados no momento em que a previsão será realizada

são representados por q0; um degrau previsto, por exemplo, em um horizonte adi-

ante do momento da previsão é representado por (q1 − q0), e degraus de momentos

anteriores à previsão são representados por (q−1 −q−2),(q−2 −q−3), · · · .

Previsões de vazão com horizonte de até 72h são realizadas, considerando os va-

lores de vazão de 6h em 6h, totalizando 12 horizontes de previsão. Assim, o resultado

de um modelo regressivo de 6h será utilizado como entrada para o modelo regressivo

de 12h, o de 12h para o de 18h e assim por diante, até que o resultado de 66h seja

utilizado como entrada do modelo regressivo de 72h.

As componentes dos modelos regressivos lineares de 6h para a previsão de de-

graus de vazão foram definidas como:
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• A variável resposta, ou variável dependente, yi, que representa um degrau de

vazão a ser previsto para o momento de previsão do tipo (q1 −q0);

• As variáveis xi1,xi2, · · · ,xip são os regressores, as variáveis preditoras indepen-

dentes, determinadas por meio das soluções do sistema de equações lineares a

partir do método de quadrados mínimos implementado na função lm do software

R (R Core Team, 2012). Os regressores são representados na forma de matrizes

formadas por 12 degraus de valores de vazão passados ((q−11−q−12), · · · ,(q−1−
q−2),(q0 − q−1)), com 12 valores de precipitação passados (p−11, · · · , p−1, p0), e

1 valor de precipitação previsto p1 referente ao próprio momento da previsão de

vazão, todos acumulados de 6h, para um período de treinamento (descrito na

seção 3.3 deste capítulo);

• β um vetor paramétrico p-dimensional cujos elementos são chamados de coefi-

cientes de regressão. Os coeficientes são determinados por meio da solução do

sistema de equações lineares por meio da aplicação do método de quadrados

mínimos, mas desta vez para um período de validação (descrito na seção 3.3).

Os resultados do modelo determinístico Regressivo Linear Múltiplo são obtidos na

forma de degraus de vazão. Para a utilização destes resultados como entrada dos

modelos probabilísticos de previsão de vazão, ou seja, para a obtenção dos erros

cometidos por este método, transformam-se estes resultados em valores de vazão,

somando o valor de vazão observada à diferença resultante.

3.2.2 Modelo Rede Neural - MLP

MLP (Multilayer perceptron (HAYKIN, 2001)) é uma rede neural artificial que ma-

peia conjuntos de dados de entrada para um conjunto de saídas apropriadas. Essa

rede é composta por várias camadas de nós em um grafo direcionado, normalmente

com cada camada completamente conectada à próxima. Exceto para os nós da ca-

mada de entrada, os demais nós podem ser chamados de neurônios ou elemento de

processamento, admitindo funções de ativação não lineares.
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A MLP é uma rede do tipo feedforward em que as conexões entre os nós que

compõe a rede não formam um ciclo, ou seja, a informação é transmitida somente em

uma direção, para frente, a partir dos nós de entrada passando pelos neurônios das

camadas intermediárias até chegarem à camada de saída.

Esta rede utiliza uma técnica de aprendizagem supervisionada chamada de retro-

propagação para o seu treinamento.

A Figura 8 apresenta um exemplo da arquitetura de uma MLP, com uma camada de

entrada formada por um nó, uma camada intermediária formada por vários neurônios,

e uma camada de saída formada por um neurônio.

FIGURA 8: Arquitetura de uma rede neural MLP

FONTE: Santos (2014)

Algoritmo resumido da MLP:

1. inicialize os pesos das conexões (v e w) e dos bias (ba, bb) com valores aleatórios;

inicialize a taxa de aprendizagem (α). Para cada padrão de entrada (x), execute

os passos de 2 a 4:

2. calcule as entradas na camada escondida z = f (z∗) = f (vT x+ ba), e a saída da

rede y = f (y∗) = f (wT z+bb), sendo f uma função de ativação;

3. calcule as correções das conexões da camada de saída, erro do vetor y, w =

w+Δw e bb = bb +Δbb;
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4. calcule as correções das conexões da camada escondida, erro do vetor z, v =

v+Δv e ba = ba +Δba;

5. atualize a taxa de aprendizagem (α), verifique os erros para todos os padrões

de entrada, e teste o critério de parada determinado.

Informações detalhadas sobre esse tipo de rede podem ser encontradas em Hay-

kin (2001) e Santos (2014).

A construção do modelo determinístico MLP de previsão de vazão segue a mesma

ideia do modelo regressivo linear utilizando valores acumulados de 6h de precipitação

em conjunto com os degraus de vazão.

A rede construída contou com 25 nós na camada de entrada correspondentes

a uma composição formada por 12 valores de degraus de vazão passados ((q−11 −
q−12), · · · ,(q−1−q−2),(q0−q−1)), com 12 valores de precipitação passados e acumula-

dos de 6h (p−11, · · · , p−1, p0), e 1 valor de precipitação previsto p1 referente ao próprio

momento da previsão de vazão, acumulado de 6h.

Sua camada intermediária é composta de 25 neurônios ativados pela função tan-

gente hiperbólica, porém com o valor do neurônio dividido por 2. A camada de saída

é composta por 1 neurônio que representa um degrau de vazão a ser previsto para o

momento de previsão do tipo (q1 −q0) ativado pela função de ativação logística.

Os pesos das conexões entre as camadas são inicializados aleatoriamente com

valores no intervalo de [1,−1].

A função de aprendizagem utilizada na rede é a do tipo Backpropagation conside-

rando um termo de momento (HAYKIN, 2001).

O treinamento da rede neural é dividido em duas etapas, chamadas aqui de ca-

libração e verificação, realizadas com 70% e 30%, respectivamente, dos dados que

correspondem a um período chamado de treinamento descrito na seção 3.3 deste ca-

pítulo. A validação desta rede é aplicada aos dados correspondentes a um segundo

período específico também descrito na próxima seção.
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Definida a arquitetura da rede, e as funções a serem aplicadas, utilizou-se o SNNS

(Stuttgart Neural Network Simulator (ZELL et al., 1990)), um simulador para redes

neurais, e o pacote RSNNS do software R (R Core Team, 2012) para avaliação dos

resultados das previsões de degraus de vazão.

Os resultados obtidos são, novamente, transformados em valores de vazão so-

mando o valor de vazão observada à diferença resultante, para a obtenção dos erros

cometidos por este método que serão utilizados como entrada dos modelos probabi-

lísticos descritos no próximo capítulo.

3.3 DADOS E REGIÃO DE ESTUDO

Para a aplicação dos modelos determinísticos, e posteriormente dos probabilísti-

cos, são utilizados dados de precipitação e vazão de uma estação hidrometeorológica.

Esta estação é monitorada pelo SIMEPAR e pela COPEL, possui coordenadas geo-

gráficas de latitude igual a -25,9333, longitude -49,7833, altura 799m e corresponde à

exutória da sub-bacia de São Bento pertencente à bacia do rio Iguaçu, na cidade da

Lapa, no estado do Paraná (FIGURA 9), com área de drenagem de 2012km2 e vazão

média de 34,9m3/s.

FIGURA 9: Sub-bacia de São Bento pertencente à bacia do rio Iguaçu

FONTE: A autora (2017)

Os modelos determinísticos conceituais, Sacramento e 3R, calibrados previamente
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pelo SIMEPAR com dados de 05/01/1998 até 25/12/2010, foram aplicados e realiza-

ram previsões de 6h em 6h correspondentes às datas de 24/05/2013 até 25/06/2016

(FIGURA 10), totalizando 4515 casos. Este período foi escolhido devido à disponibi-

lidade de dados de precipitação previstos que foram utilizados em conjunto com os

dados de precipitação e também de vazão observados.

Os modelos empíricos, Regressivo Linear e MLP, utilizam dados que são subdivi-

didos em duas etapas: o treinamento com dados de vazão e precipitação observados,

relativos ao período de 05/01/1998 até 25/12/2010 (totalizando 113707 casos horá-

rios); e a verificação, com dados de vazão e precipitação observados em conjunto

com dados de precipitação previstos, correspondente ao período de 24/05/2013 até

25/06/2016 (totalizando 4515 casos de 6h em 6h, Figura 10).

FIGURA 10: Períodos de treinamento e verificação dos modelos determinísticos e
probabilísticos

FONTE: A autora (2017)

Como entrada para os modelos probabilísticos, descritos no capítulo a seguir,

utilizou-se o erro cometido pelos modelos determinísticos no período de verificação.

Este erro (ε) é um vetor que contém a diferença entre valor observado de vazão (qobs)

e valor previsto pelo modelo determinístico (qprev):

ε = qobs −qprev (19)

A utilização, pelos modelos determinísticos, de dados de precipitação previstos,

permite que os modelos probabilísticos tornem-se capazes de refletir as incertezas

hidrometeorológicas em sua totalidade.

Assim como nos modelos determinísticos empíricos, para os modelos probabilís-
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ticos, os dados de erros resultantes dos modelos determinísticos também foram sub-

divididos em períodos de treinamento (24/05/2013 até 02/06/2015, totalizando 2959

casos de 6h em 6h) e verificação (03/06/2015 até 25/06/2016, totalizando 1556 casos

de 6h em 6h), como pode ser observado na Figura 10.

3.4 COMPARAÇÃO ENTRE OS MODELOS DETERMINÍSTICOS

A avaliação do desempenho dos modelos determinísticos pode ser realizada de

duas maneiras com objetivos distintos.

A primeira maneira de avaliação utiliza a combinação entre dados de vazão obser-

vados, dados de precipitação observados passados e dados de precipitação observa-

dos futuros (de 6h em 6h). Esta maneira tem o intuito de avaliar os resultados dos

modelos hidrológicos que realizam a previsão de dados de vazão considerando dados

de precipitação observados para o futuro, permitindo uma comparação entre previsão

e observação.

A segunda maneira de avaliação utiliza a combinação de dados de vazão obser-

vados, dados de precipitação observados passados e dados de precipitação previstos

por modelos meteorológicos conhecidos (de 6h em 6h). Esta maneira possui o intuito

de avaliar o processo de previsão, em que os modelos hidrológicos realizam a previsão

de dados de vazão considerando dados de precipitação previstos para o futuro. Neste

processo todas as incertezas inerentes à realização da previsão, inclusive a incerteza

sobre os valores de precipitação, estão inclusas.

A Figura 11 apresenta a comparação do desempenho dos quatro modelos deter-

minísticos, que podem utilizar precipitação observada ou prevista em seu desenvolvi-

mento. As curvas são formadas pelos valores da raiz do erro quadrático médio:

REQM =

√
1
n

n

∑
i=1

(qobsi −qprevi)
2 (20)

para os 12 horizontes de previsão, do período de verificação dos modelos determi-

nísticos. Na Equação (20) qobsi são os valores de vazão observados no momento i
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de previsão, qprevi são os valores de vazão previstos pelo modelo determinístico no

momento i, e n a quantidade de dados considerada.

FIGURA 11: Valores de REQM para previsões dos quatro modelos determinísticos que
podem utilizar precipitação observada ou prevista

FONTE: A autora(2017)

Na Figura 11, as curvas de desempenho demonstram que as incertezas quanto à

previsão de precipitação, bem como o passar dos horizontes, contribuem para o au-

mento do erro de previsão de vazão. Com isso, neste trabalho, a análise dos erros

dos modelos determinísticos será sempre realizada sobre as previsões que utilizam

precipitação prevista em seu desenvolvimento. Desta forma, toda a incerteza hidro-

meteorológica envolvida no processo de previsão determinística será considerada.

O coeficiente de eficiência de Nash-Sutcliffe (NASH; SUTCLIFFE, 1970) também

é muito utilizado para avaliar o poder preditivo de modelos hidrológicos. Definido por:

NS = 1− ∑n
i=1 (qobsi −qprevi)

2

∑n
i=1 (qobsi −qobs)

2 (21)

em que qobs é a média dos valores de vazão observados, a eficiência pode variar de

−∞ a 1. Um coeficiente igual a 1 corresponde a um modelo de previsão perfeito, igual

a zero indica que as previsões do modelo são tão precisas quanto a média dos dados
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observados, e menores do que zero que a média observada é melhor preditor do que

o modelo.

A Figura 12 apresenta a comparação dos valores dos coeficientes de Nash-Sutcliffe

para os quatro modelos determinísticos, utilizando precipitação prevista, no período de

verificação para os 12 horizontes de previsão.

FIGURA 12: Valores do coeficiente de Nash-Sutcliffe para os quatro modelos determinísticos
utilizando precipitação prevista

FONTE: A autora(2017)

Em geral, as Figuras 11 e 12 evidenciam as diferenças entre os resultados dos

modelos determinísticos para diferentes horizontes de previsão, indicando a necessi-

dade de um método robusto que seja capaz de considerar essas variações. Assim,

o objetivo da construção dos modelos probabilísticos de erros, apresentados no capí-

tulo a seguir, é justamente considerar as diferenças existentes entre os resultados dos

diferentes modelos determinísticos a fim de construir uma previsão probabilística que

suporte todas essas incertezas.

Neste sentido, um estudo aprofundado da distribuição dos erros dos modelos de-

terminísticos torna-se relevante.

A Figura 13 apresenta as estimativas da distribuição de probabilidade (estimadas
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por meio do método gaussian kernel density estimation (PARZEN, 1962)) dos erros do

modelo determinístico Regressivo Linear para os diferentes horizontes de previsão.

FIGURA 13: Distribuições de probabilidade dos erros por horizonte de previsão do modelo
determinístico Regressivo Linear

FONTE: A autora (2017)

Na Figura 14, é apresentada uma estimativa da densidade dos erros do modelo

determinístico MLP, para o horizonte de 72h.

Os mesmos estudos foram realizados sobre os erros dos modelos determinísticos

conceituais Sacramento e 3R. Em todos os casos, nota-se a presença de desloca-

mentos, assimetrias, e distanciamento da distribuição normal. Pode-se observar que

a distribuição dos erros positivos difere-se da dos erros negativos.

As Figuras 15 (a) e 15 (b) apresentam as correlações, auto-correlações e correla-

ções cruzadas entre os erros do modelo determinístico Sacramento para os diferentes

horizontes de previsão.

A Figura 15 (a) apresenta a correlação entre os erros do modelo Sacramento de

acordo com cada um dos horizontes de previsão. Os tons de vermelho mais escu-

ros representam altos valores de correlação (por exemplo, quando um horizonte está

sendo comparado com ele mesmo), estes tons tornam-se mais claros conforme a cor-
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FIGURA 14: Distribuição de probabilidade dos erros para o horizonte de 72h do modelo
determinístico MLP

FONTE: A autora (2017)

FIGURA 15: Correlações do modelo determinístico Sacramento. (a) Correlação entre os erros
de acordo com o horizonte de previsão. (b) Correlação cruzada entre erros com

deslocamentos temporais

FONTE: A autora (2017)

relação diminui (por exemplo, quando um horizonte menor se correlaciona com um

horizonte maior).

A Figura 15 (b) apresenta a correlação cruzada entre os erros deslocados tempo-
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ralmente. Os tons em vermelho escuro representam correlações altas positivas que

quando diminuem e se aproximam de zero tornam os tons mais claros, transformando-

se em tons de azul mais escuros conforme a correlação torna-se mais negativa.

Ambas as representações das Figuras 15 (a) e 15 (b) demonstram forte estrutura

no comportamento dos erros entre horizontes de uma mesma previsão (0,22 a 0,99),

bem como a existência de correlação entre os erros de diferentes previsões (−0,32 a

0,78).

Os erros obtidos pela aplicação dos quatro modelos determinísticos para hori-

zontes de 6h são altamente correlacionados. Além disso, quanto menor o horizonte

melhor o resultado do modelo, e quanto maior o horizonte, mais complexa se torna a

realização da previsão.

Devido ao comportamento assimétrico das densidades (FIGURA 13 e FIGURA

14), e das correlações existentes entre os erros nos diferentes horizontes de previsão

dos modelos determinísticos (FIGURA 15 (a) e FIGURA 15 (b)), a calibração do mo-

delo probabilístico de previsão de vazão também necessita de um estudo prévio sobre

a distribuição de probabilidade ideal para ser utilizada.
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4 MODELOS HIDROLÓGICOS PROBABILÍSTICOS

A construção dos modelos probabilísticos é estruturada de acordo com a variação

de seus parâmetros. Dessa forma, dois tipos de modelos probabilísticos são desen-

volvidos.

No modelo probabilístico do tipo estático, os parâmetros são considerados fixos

para qualquer momento de previsão, ou seja, não variam ao longo do tempo.

Para o modelo probabilístico do tipo dinâmico, um conjunto de preditores faz com

que os parâmetros se tornem variáveis ao longo do tempo.

O modelo estático é utilizado como informação à priori no desenvolvimento do

modelo dinâmico, dessa forma o modelo dinâmico é considerado uma melhoria do

estático.

Os modelos probabilísticos, estáticos ou dinâmicos, são estruturados de forma que

12 horizontes de previsões de 6h em 6h (totalizando 72h) sejam correlacionados por

meio de uma análise estatística multivariada.

4.1 MODELOS PROBABILÍSTICOS ESTÁTICOS MULTIVARIADOS

Parte-se da ideia inicial de que os erros obtidos pela aplicação dos quatro modelos

determinísticos podem ser representados por uma distribuição normal multivariada

(JOHNSON; WICHERN, 2007), ou seja, que a posteriori do modelo probabilístico seja

deste tipo.

Porém, com a observação das densidades apresentadas pelas Figuras 13 e 14,

acredita-se que uma distribuição de probabilidade multivariada assimétrica seria me-

lhor ajustada aos erros dos modelos determinísticos. Com isso testa-se, além da

distribuição normal, a distribuição de probabilidade multivariada skew-t (ARELLANO-
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VALLE; GENTON, 2010).

Na seção 4.1.2 são apresentadas comparações entre as utilizações das distribui-

ções normal multivariada e skew-t multivariada nos modelos probabilísticos do tipo

estático, bem como as avaliações dessas aplicações por meio dos testes estatísticos

AIC, BIC e Vuong.

4.1.1 Ajuste de uma Distribuição Normal Multivariada

A densidade normal multivariada é uma generalização da densidade normal univa-

riada para p� 2 dimensões. A distribuição normal univariada, com média μ e variância

σ2 possui a seguinte função densidade de probabilidade:

f (x; μ,σ2) =
1

σ
√

2π
e−

(x−μ)2

2σ2 , x ∈ R, μ ∈ R, σ ∈ R (22)

A função densidade de probabilidade conjunta de p variáveis independentes nor-

mais x1,x2, . . . ,xp é:

f (x1, . . . ,xp) =
1

(2π)
p
2

√
σ2

1 σ2
2 . . .σ2

p

e−
1
2 ∑p

i=1

(
xi−μi

σi

)2

(23)

Fazendo xT = [x1,x2, . . . ,xp], μT = [μ1,μ2, . . . ,μp] e ∑ =

⎛⎜⎜⎜⎜⎝
σ2

1 . . . 0
... . . . ...

0 · · · σ2
p

⎞⎟⎟⎟⎟⎠, pode-se es-

crever a densidade conjunta como:

f (x) =
1

(2π)
p
2 |∑| 1

2
e−

1
2 (x−μ)∑−1(x−μ) (24)

Desta maneira, o modelo probabilístico estático multivariado que possui como pos-

teriori a distribuição normal multivariada NM
(

μ,∑
)

, também é composto de dois pa-

râmetros chamados de localização e escala.

A localização corresponde à média μ (vetor de 12 dimensões) da distribuição nor-
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mal multivariada e a escala corresponde à variância ∑ (matriz de covariância de di-

mensão 12× 12) da distribuição normal multivariada ajustada aos erros de previsões

dos modelos determinísticos.

Uma transformação logit (COLLINS et al., 1992) é aplicada aos valores de vazão

observados qobs normalizados e de vazão previstos qprev pelos quatro modelos deter-

minísticos e normalizados da forma:

lqprev = logit
(

qprev −qmin

qmax −qmin

)
= log

(
qprev −qmin

qmax −qprev

)
lqobs = logit

(
qobs −qmin

qmax −qmin

)
= log

(
qobs −qmin

qmax −qobs

)
(25)

A aplicação da transformação logit visa limitar os valores de vazão previstos aos

qmax (valores máximos de vazão) e qmin (valores mínimos de vazão) já observados em

toda a série histórica de dados da sub-bacia estudada, evitando assim que valores

infactíveis (negativos ou extremamente altos) de vazão sejam previstos pelos modelos

probabilísticos.

O vetor de erros de cada um dos modelos determinísticos torna-se então a variá-

vel aleatória x para a qual será aplicado o modelo probabilístico com distribuição de

probabilidade normal multivariada:

x = lqobs − lqprev (26)

Otimizações do Stan (descritas na seção 2.2.2), de quatro cadeias de Markov

em paralelo, são aplicadas para os 12 horizontes de previsão simultaneamente com

o intuito de determinar representantes da distribuição posteriori dos parâmetros do

modelo probabilístico estático.

O código, desenvolvido em linguagem Stan, para aplicação do MCMC para o mo-

delo estático multivariado com distribuição de probabilidade posteriori normal multiva-

riada, é apresentado na Figura 37 do Anexo A.

O método de amostragem ou Sampling (descrito na seção 2.2.1) proposto pelo
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Stan, também é aplicado com a mesma implementação, apresentando resultados

muito semelhantes às otimizações, devido à grande quantidade de dados de vazão

disponíveis para a aplicação, porém com um custo computacional muito mais elevado.

A transformação logit afeta o cálculo do logaritmo da probabilidade posteriori total

(Lpt), assim torna-se necessário ajustar os valores obtidos para que o desempenho

do modelo probabilístico possa ser analisado no campo das vazões.

Para a análise dos resultados das amostras da distribuição normal multivariada

adicionou-se um fator de transformação dos valores em escala logit para a escala

original de vazão, segundo:

qobs = inv.logit(lqobs) = log
(

qmax −qmin

(qobs −qmin)(qmax −qobs)

)
(27)

A Tabela 1 apresenta os valores de Lpt, obtidos com a aplicação do modelo

probabilístico estático multivariado, com posteriori normal multivariada, para o pe-

ríodo de treinamento (24/05/2013 até 02/06/2015) e para verificação (03/06/2015 até

25/06/2016), aos quatro modelos determinísticos.

TABELA 1: Valor do logaritmo da probabilidade posteriori total, obtido com a otimização do
modelo estático multivariado com posteriori normal multivariada

Lpt
Sacramento 3R Regressivo MLP

Treinamento -64548,79 -58849,00 -75424,54 -57755,81
Verificação -22315,92 -19508,71 -25126,63 -19777,71

Pode-se observar na Tabela 1 a diferença existente entre os valores de Lpt obti-

dos para os diferentes modelos hidrológicos determinísticos. O melhor resultado foi

encontrado para o modelo 3R, seguido da rede neural MLP, do modelo Sacramento e

por fim do Regressivo.

Como se suspeitava, os baixos valores de Lpt obtidos levantam a hipótese de que

a distribuição normal multivariada pode não ter se ajustado adequadamente aos erros

dos modelos determinísticos, com isso optou-se por testar a distribuição multivariada

skew-t a fim de maximizar os valores de Lpt e obter melhores resultados com as
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aplicações dos modelos probabilísticos.

4.1.2 Ajuste de uma Distribuição Skew-t Multivariada

As distribuições normais servem de referência quanto à curtose das demais distri-

buições consideradas unimodais. Muito embora seja comum explicar a curtose como o

“grau de achatamento” de uma distribuição, o que as medidas de curtose buscam indi-

car realmente é o grau de concentração de valores da distribuição em torno do centro

desta distribuição. Com isso, a pouca quantidade de valores considerados extremos

em dados de vazão (cheias ou estiagens) tornam-se menos importantes, prejudicando

as análises dos resultados.

Além disso, a simetria de uma distribuição normal associa a ela uma curva com

“caudas” simétricas, enquanto que em uma distribuição assimétrica esta “cauda” pode

ser mais longa para a direita (assimetria positiva) ou para a esquerda (assimetria ne-

gativa). Nas distribuições assimétricas, os valores da moda, da mediana e da média

divergem sendo que a média sempre estará do mesmo lado que a cauda mais longa.

Estes fatores contribuíram para a escolha da distribuição skew-t multivariada, ou

M-skew-t (ARELLANO-VALLE; GENTON, 2010).

Um vetor aleatório p-dimensional Y possui uma distribuição multivariada skew-t

estendida (MEST), denotada por Y ∼ ESTp(ξ ,Ω,λ ,ν ,τ), se sua função densidade em

y ∈ R
p é:

ESTp(ξ ,Ω,λ ,ν ,τ)=
1

T1

(
τ/

√
1+λ T Ωλ ;ν

)tp(y;ξ ,Ω,ν)T1

{(
λ T z+ τ

)( ν + p
ν +Q(z)

)1/2

;ν + p

}
(28)

em que z = ω−1(y− ξ ), Q(z) = zT Ω−1z, λ ∈ R
p é o parâmetro de inclinação, τ ∈ R é

o parâmetro de extensão. tp é a função densidade da distribuição t de Student p-

dimensional:

tp(y;ξ ,Ω,ν) =
Γ((ν + p)/2)

|Ω|1/2(νπ)p/2Γ(ν/2)

(
1+

Q(z)
ν

)−(ν+p)/2

(29)
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tp possui parâmetro de localização ξ ∈ R
p, matriz de dispersão p× p positiva definida

Ω, com ω = diag(Ω)1/2, matriz p× p de correlação Ω = ω−1Ωω−1, ν > 0 graus de liber-

dade, e T1(y;ν) representando a função distribuição acumulada t de Student padrão

com ν > 0 graus de liberdade.

A distribuição skew-t estendida fornece uma classe muito flexível de modelos es-

tatísticos. Para λ = τ = 0, tem-se a distribuição tp(ξ ,Ω,ν), t de Student multivari-

ada simétrica, que se reduz às distribuições multivariadas normal Np(ξ ,Ω) e Cauchy

Cp(ξ ,Ω) quando ν → ∞ e ν = 1, respectivamente, o mesmo ocorre quando τ → +∞.

Para τ → −∞ a densidade se degenera para zero. Para τ = 0, tem-se a distribuição

skew-t multivariada STp(ξ ,Ω,λ ,ν) na forma proposta por Azzalini (2014) e esta distri-

buição é adotada neste trabalho.

O modelo probabilístico estático multivariado, que possui como posteriori a distri-

buição skew-t multivariada STp(ξ ,Ω,λ ,ν), também é composto de quatro parâmetros.

O parâmetro de localização ξ (vetor de 12 dimensões), escala Ω (matriz de covariân-

cia de dimensão 12×12), inclinação λ (vetor de 12 dimensões) e graus de liberdade

ν (número real). Esta distribuição pode ser aplicada à variável aleatória que corres-

ponde ao vetor de erros (transformados pela função logit) de cada um dos modelos

determinísticos.

Otimizações do Stan, de quatro cadeias de Markov em paralelo, são aplicadas

para os 12 horizontes de previsão de vazão simultaneamente com o intuito de deter-

minar representantes da distribuição posteriori dos parâmetros do modelo.

O código, desenvolvido em linguagem Stan, para aplicação do MCMC para o mo-

delo estático multivariado com distribuição de probabilidade posteriori skew-t multiva-

riada, é apresentado na Figura 38 do Anexo A.

A função multi_skew_t_log utilizada para o cálculo da distribuição skew-t multivari-

ada, deve ser implementada pois não se encontra dentre as funções básicas perten-

centes à biblioteca do Stan. Um módulo functions é adicionado ao programa desen-

volvido e apresentado na Figura 39 do Anexo A.
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Para a análise dos resultados das amostras da distribuição skew-t multivariada,

adicionou-se o fator de transformação (EQUAÇÃO (27)) dos valores em escala logit

para a escala original de vazão.

A Tabela 2 apresenta os valores do logaritmo da probabilidade posteriori total (Lpt),

representando todos os horizontes, obtidos com a aplicação do novo modelo probabi-

lístico estático multivariado com distribuição skew-t multivariada para o período de trei-

namento (24/05/2013 até 02/06/2015) e para verificação (03/06/2015 até 25/06/2016).

TABELA 2: Valor do logaritmo da probabilidade posteriori total obtido com a otimização do
modelo estático multivariado com posteriori skew-t multivariada

Lpt
Sacramento 3R Regressivo MLP

Treinamento -17848,69 -15336,78 -13694,86 -14460,95
Verificação -11341,15 -8728,44 -8053,07 -8615,36

A melhoria obtida com a utilização da distribuição skew-t multivariada em substitui-

ção da distribuição normal multivariada pode ser observada na Tabela 3. A compara-

ção é feita sob o modo de modelos não aninhados, pois duas distribuições diferentes,

com diferentes quantidades de parâmetros, estão sendo comparadas.

TABELA 3: Percentual de melhoria do valor do logaritmo da probabilidade posteriori total
obtido com a otimização do modelo estático multivariado com posteriori skew-t multivariada

substituindo a posteriori normal multivariada

Lpt
Sacramento 3R Regressivo MLP

Treinamento 72% 74% 82% 75%
Verificação 49% 55% 67% 56%

O ajuste da distribuição skew-t multivariada aos erros dos modelos determinísticos

possibilitou um aumento significativo nos valores de Lpt se comparados aos da distri-

buição normal multivariada, confirmando a hipótese de que “caudas” menos achatadas

da distribuição e sua assimetria representariam com maior confiabilidade os diferentes

tipos de erros associados a cada modelo determinístico.

O aumento no número de parâmetros do modelo probabilístico com posteriori nor-

mal multivariada para o modelo com posteriori skew-t multivariada não prejudicou a
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avaliação da melhoria dos valores de Lpt, como pode ser observado com os valores de

AIC (EQUAÇÃO (7)) e BIC (EQUAÇÃO (8)), bem como pelo resultado do teste Vuong

(EQUAÇÃO (9)), todos aplicados ao período de verificação e apresentados na Tabela

4.

TABELA 4: Valores de AIC, BIC e Vuong dos modelos estáticos multivariados, com posteriori
normal ou skew-t multivariadas, aplicados ao período de verificação

Sacramento 3R Regressivo MLP
AIC

Normal 44811,84 39197,42 50433,26 39735,42
Skew-t 22888,30 17662,88 16312,14 17436,72

BIC
Normal 45293,33 39678,91 50914,75 40216,91
Skew-t 23439,34 18213,92 16863,18 17987,76

Vuong
Qv (EQUAÇÃO (9)) 23,66 26,20 34,38 23,39

Na Tabela 4, observa-se que os valores de AIC e BIC foram menores para os mo-

delos probabilísticos que utilizaram como posteriori a distribuição skew-t multivariada.

Além disso, todos os valores de Qv obtidos com a Equação (9), em que o modelo A

utiliza distribuição skew-t e o modelo B distribuição normal, são maiores que o quantil

de (1−α) da distribuição normal padrão, com nível de significância α = 5%, portanto

segundo o teste de Vuong, prefere-se o modelo com posteriori skew-t multivariada.

Mesmo com a melhoria obtida com a utilização da distribuição skew-t multivariada,

nota-se a necessidade de desenvolver uma nova maneira de se incorporar os dados

hidrológicos existentes às informações obtidas com a aplicação dos modelos estáticos.

Dessa forma, modelos dinâmicos são desenvolvidos utilizando os resultados dos

modelos estáticos como priori, e utilizando as informações hidrológicas disponíveis

em uma combinação proposta pela inferência bayesiana.

4.2 MODELOS PROBABILÍSTICOS DINÂMICOS MULTIVARIADOS

Os modelos dinâmicos multivariados são um aperfeiçoamento dos modelos es-

táticos. Variáveis preditoras condicionam os parâmetros do modelo de acordo com
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o estado hidrometeorológico do momento da previsão e os resultados dos modelos

estáticos tornam-se prioris dos dinâmicos.

A quantidade de parâmetros do modelo probabilístico dinâmico é a quantidade

de parâmetros do modelo probabilístico estático acrescida de mais oito parâmetros,

chamados de parâmetros de translação (ξt1,ξt2,λt1,λt2) e parâmetros de rotação do

modelo dinâmico (ωr1,ωr2,νr1,νr2).

A distribuição multivariada skew-t STp(ξnew,Ωnew,λnew,νnew) é composta por quatro

parâmetros: localização (ξnew), escala (Ωnew), inclinação (λnew) e graus de liberdade

(νnew), que passam a ser funções dos novos parâmetros dinâmicos:

ξnew = ξ +(ξt1 +ξt2 pξ ), ξnew ∈ [ξL0,ξL1] (30)

Ωnew = Ω(ωr1 +ωr2 pω), (ωr1 +ωr2 pω) ∈ [ωL0,ωL1] (31)

λnew = λ +(λt1 +λt2 pλ ), λnew ∈ [λL0,λL1] (32)

νnew = ν(νr1 +νr2 pν), (νr1 +νr2 pν) ∈ [νL0,νL1] (33)

Desta maneira a distribuição multivariada skew-t combina os parâmetros de trans-

lação e de rotação com informações de preditores do estado hidrológico (pξ , pω , pλ , pν)

às informações a priori dos modelos estáticos (ξ ,Ω,λ ,ν), provocando uma perturba-

ção no modelo estático controlada pelos limites ξL0,ξL1, ωL0,ωL1, λL0,λL1, νL0,νL1.

Os limites da perturbação são responsáveis pelo controle dos parâmetros da distri-

buição de probabilidade escolhida, eles podem ser escolhidos empiricamente, sempre

observando o comportamento da distribuição posteriori obtida. A função lim_vetorial

foi desenvolvida em linguagem Stan para controlar os limites das perturbações (código

apresentado na Figura 40 do Anexo A)

O Quadro 2 apresenta os preditores representantes dos estados hidrometeoroló-

gicos separados em três grupos: o estado hidrometeorológico da bacia estudada no

momento da previsão ou em um passado recente, as informações das previsões hidro-

meteorológicas determinísticas, e os erros recentes cometidos pelo sistema previsor.
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QUADRO 2: Conjuntos de preditores dos estados hidrológicos utilizados nos modelos
probabilísticos dinâmicos

Estado hidrometeorológico
da bacia estudada no

momento da previsão ou em
um passado recente

Informações das previsões
hidrometeorológicas

determinísticas

Erros recentes
cometidos pelo

sistema previsor

P1: Vazão observada;
P2: Vazão observada
deslocada em
um horizonte
passado;
P3: Vazão observada
deslocada em dois
horizontes passados;
P4(P5): Degrau positivo
(negativo) de vazão
observada;
P6(P7): Degrau positivo
(negativo) de vazão
observada deslocado
em um horizonte
passado;
P8(P9): Degrau positivo
(negativo) de vazão
observada deslocado
em dois horizontes
passados;
P10: Precipitação
observada;
P11: Precipitação
observada
deslocada em
um horizonte
passado;
P12: Precipitação
observada
deslocada em
dois horizontes
passados;

P13(P14): Coeficientes
positivos (negativos)
da regressão linear
das previsões;
P15(P16):Coeficientes
positivos (negativos)
da regressão linear
de degraus de
previsão de vazão;
P17: Amplitude da
previsão de
vazão (máx - min);
P18: Precipitação
prevista;
P19: Precipitação
prevista em
um horizonte
à frente;
P20: Precipitação
prevista em
dois horizontes
à frente;
P21: Precipitação
prevista
acumulada em quatro
horizontes à frente;
P22: Precipitação
prevista
acumulada em doze
horizontes à frente;

P23(P24): Erros
positivos (negativos)
do modelo
determinístico;
P25(P26): Erros
positivos (negativos)
do modelo
determinístico
deslocados em
um horizonte passado;
P27(P28): Erros positivos
(negativos) do modelo
determinístico
deslocados em
dois horizontes passados;
P29(P30): Erros positivos
(negativos) do modelo
determinístico
acumulados em
quatro horizontes
passados;
P31(P32): Erros positivos
(negativos) do modelo
determinístico
acumulados em
doze horizontes
passados;

Para a seleção dos preditores mais relevantes à formação de cada uma das per-

turbações (pξ , pω , pλ , pν), uma otimização individual de cada um dos parâmetros é

realizada a fim de encontrar valores ótimos (ξ ∗,ω∗,λ ∗,ν∗) para os quais o valor de Lpt

no período de treinamento seja maximizado.

Modelos lineares de regressão com os valores ótimos (ξ ∗,ω∗,λ ∗,ν∗) dependentes

e os 32 preditores, pertencentes aos 3 grupos do Quadro 2, como variáveis regres-



75

soras foram construídos individualmente. O método stepwise (CHAMBERS; HAS-

TIE, 1992) é aplicado a esses modelos para que se faça uma seleção dos preditores

mais significativos para cada perturbação dos parâmetros. Por fim, previsões das per-

turbações (pξ , pω , pλ , pν) para o período de verificação são realizadas. Com estas

previsões os parâmetros de translação e rotação são combinados para formarem as

perturbações dos parâmetros da distribuição skew-t tornando o modelo dinâmico.

Novamente as entradas para o modelo dinâmico passaram por uma transformação

logit a fim de que os resultados não ultrapassassem os valores de vazão máximos e

mínimos.

O código, desenvolvido em linguagem Stan, para aplicação do MCMC para o mo-

delo dinâmico multivariado com distribuição de probabilidade posteriori skew-t multi-

variada, é apresentado em três partes nas Figuras 41, 42 e 43 do Anexo A. O módulo

functions deve ser adicionado ao código do modelo dinâmico multivariado, contendo

as funções lim_vetorial (FIGURA 40), multi_skew_t_log (FIGURA 39), e as funções

skew_t_log (FIGURA 44) e marginal (FIGURA 45) desenvolvidas para o cálculo das

distribuições marginais, utilizadas nos cálculos dos valores de Lpth.

Otimizações do Stan, de quatro cadeias em paralelo, são aplicadas com o in-

tuito de determinar amostras representantes da distribuição posteriori dos parâmetros

do modelo. E para a análise dos resultados, adicionou-se o fator de transformação

(EQUAÇÃO (27)) dos valores em escala logit para a escala original de vazão.

A Tabela 5 apresenta os valores do logaritmo da probabilidade posteriori total (Lpt),

representando todos os horizontes, obtidos com a aplicação do novo modelo probabi-

lístico dinâmico multivariado com distribuição skew-t para o período de treinamento e

para verificação.

A melhoria obtida com a utilização de um modelo dinâmico multivariado em subs-

tituição do modelo estático pode ser observada na Tabela 6.

O gráfico da Figura 16 apresenta a comparação entre os valores do logaritmo

da probabilidade posteriori para cada um dos horizontes de previsão separadamente
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TABELA 5: Valores do logaritmo da probabilidade posteriori total obtido com a otimização do
modelo dinâmico multivariado

Lpt
Sacramento 3R Regressivo MLP

Treinamento -15448,00 -13060,00 -11530,00 -12241,00
Verificação -10145,28 -7419,88 -6531,30 -7192,65

TABELA 6: Percentual de melhoria dos valores do logaritmo da probabilidade posteriori total
obtidos com a otimização dos modelos dinâmicos multivariados substituindo os modelos

estáticos

Lpt
Sacramento 3R Regressivo MLP

Treinamento 13,45% 17,84% 15,8% 15,35%
Verificação 10,54% 15% 19% 16,51%

(Lpth), no período de verificação, dos modelos estáticos e dinâmicos aplicados aos

quatro modelos determinísticos. Pode-se observar que:

1. os valores de verossimilhança do modelo dinâmico são superiores aos do está-

tico em todos os horizontes para todos os modelos determinísticos;

2. a aplicação do modelo probabilístico dinâmico aos determinísticos empíricos

(Regressivo Linear e MLP) resultou em maiores valores de verossimilhança para

horizontes de até 42 horas;

3. valores de verossimilhança se tornaram muito similares entre todos os modelos

determinísticos nos horizontes de 48 a 72 horas; melhorias médias de 11% para

a aplicação do modelo dinâmico ao modelo Sacramento, 13% para o 3R, 16%

para o Regressivo Linear e 15% para a MLP.

A dinâmica obtida com a inserção das perturbações limitadas possibilitou aumento

nos valores de Lpt se comparados aos dos modelos estáticos.

O acréscimo no número de parâmetros do modelo estático para o modelo dinâmico

não prejudicou a avaliação da melhoria dos valores de Lpt, como pode ser observado

com os resultados do teste da razão da verossimilhança (EQUAÇÃO (6)) apresentados

na Tabela 7.
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FIGURA 16: Comparação entre os valores do logaritmos da probabilidade posteriori por
horizontes dos modelos probabilísticos estático e dinâmico, no período de verificação

FONTE: A autora (2017)

TABELA 7: Valores para o teste da razão da verossimilhança comparando os modelos
estáticos multivariados com os modelos dinâmicos, aplicados ao período de verificação

Razão da verossimilhança
Sacramento 3R Regressivo MLP

G (EQUAÇÃO(6)) 2391,74 2617,12 3043,54 2845,42

Da Tabela 7 para todos os valores de G (EQUAÇÃO (6)) com distribuição chi-

quadrado com 8 graus de liberdade (para o qual o modelo estático é o modelo com

menor quantidade de parâmetros e o dinâmico com maior, totalizando uma diferença

de 8 parâmetros), obtêm-se um p-valor sempre menor que 0,0001, rejeitando a hipó-

tese nula. Assim, o teste da razão da verossimilhança demonstra que os parâmetros

de translação e rotação são significativos para o modelo probabilístico dinâmico cons-

truído, sem alterar sua parcimônia.
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4.3 VISUALIZAÇÃO DOS RESULTADOS DOS MODELOS PROBABILÍSTICOS

Por meio da análise das comparações entre os resultados das abordagens es-

táticas e dinâmicas, pode-se concluir que devido aos altos valores de Lpt e Lpth, o

modelo dinâmico, com distribuição de probabilidade posterior skew-t multivariada, é

considerado o modelo probabilístico de maior eficácia. Com isso, desenvolveu-se um

sistema de visualização de seus resultados.

Os modelos probabilísticos foram aplicados aos erros cometidos por modelos hi-

drológicos determinísticos, dessa maneira seus resultados também são representa-

dos na forma de erros, isto é, a diferença entre vazão observada e vazão prevista.

No entanto, para a construção do sistema de visualização, os resultados na forma de

distribuição de probabilidades de erro são transformados novamente em valores de

vazão.

A coletânea de figuras a seguir apresenta exemplos dessa visualização.

No quadro esquerdo (a) das Figuras 17 a 21, o intervalo entre as linhas pontilha-

das representa as regiões de probabilidade de ocorrência das vazões construídas por

meio dos resultados dos modelos probabilísticos estáticos multivariados. As regiões

coloridas representam as probabilidades de ocorrência das vazões construídas por

meio dos resultados de modelos probabilísticos dinâmicos multivariados. A disposi-

ção das cores do modelo estático fazem referência às cores do modelo dinâmico que

estão relacionadas aos valores de probabilidades apresentados nas imagens. A linha

contínua de cor preta representa os valores de vazão observados, e a linha contínua

vermelha representa os valores de vazão previstos pelo modelo determinístico em

questão. A linha horizontal azul representa o valor de vazão observado no momento

exato da previsão.

No quadro do lado direito (b) das Figuras 17 a 21 são apresentadas as distribui-

ções skew-t multivariadas resultantes da aplicação dos modelos estático e dinâmico

ao modelo determinístico em questão, para um mesmo momento de previsão, em um
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determinado horizonte escolhido. Nestas imagens, o horizonte de 48h foi escolhido, e

pode ser alterado conforme necessidade do usuário. Além disso, são apresentados os

valores dos erros de um determinado momento (neste caso da média) da distribuição

de probabilidade condicionada pela previsão dos modelos probabilísticos estático e

dinâmico com relação ao valor de vazão observada, e também os valores de vazão

observada, e de vazão prevista pelo modelo determinístico.

As Figuras 17 (a) e (b) representam o resultado das previsões probabilísticas de

vazão realizadas na data de 13/06/2015 às 16:00h pelos modelos estático e dinâmico

multivariados aplicados ao modelo determinístico 3R, para todos os horizontes até

72h.

FIGURA 17: Resultados dos modelos probabilísticos aplicados ao modelo determinístico 3R
na data 13/06/2015 às 16:00h (a) Previsões dos modelos estático com as distribuições de
probabilidade entre as linhas pontilhadas coloridas e previsões do modelo dinâmico com

distribuições de probabilidade entre as regiões coloridas. A disposição das cores do modelo
estático se referem às cores do modelo dinâmico cujas probabilidades são apresentadas (b)
Distribuições de probabilidade skew-t resultantes dos modelos estático e dinâmico obtidas

para o horizonte de 48h

FONTE: A autora (2017)

O gráfico da Figura 17 (a) permite que se compare o resultado da previsão do

modelo determinístico 3R com o valor real da vazão observada e com os resultados

dos modelos probabilísticos estáticos e dinâmicos multivariados. Nesse caso, é espe-
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rado um aumento nos valores de vazão para horizontes futuros (linha preta), porém o

modelo 3R previu valores que diminuem ao longo dos horizontes. Os modelos proba-

bilísticos estático e dinâmico foram capazes de englobar a subida em suas previsões.

Além disso, podem-se observar os valores específicos de Lpt obtidos para os mode-

los probabilísticos. O valor de Lpt do modelo estático neste momento de previsão

é −36,28 e do modelo dinâmico é −25,95, demostrando a superioridade do modelo

dinâmico neste caso.

O gráfico da Figura 17 (b) apresenta a distribuição skew-t multivariada do modelo

estático e do modelo dinâmico, para o mesmo momento de previsão, aplicados ao

modelo determinístico 3R, no horizonte específico de 48h. Também, pode-se observar

o valor do erro de um momento (neste caso a média) da distribuição de probabilidade

condicionada pela previsão do modelo probabilístico dinâmico (2 m3/s) que neste caso

é menor do que o modelo probabilístico estático (3,2 m3/s).

No mesmo momento de previsão, da data de 13/06/2015 às 16:00h, pode-se vi-

sualizar os resultados dos modelos probabilísticos aplicados aos demais modelos de-

terminísticos. Para o modelo Sacramento (FIGURAS 18 (a) e (b)), por exemplo, existe

uma pequena diferença nos resultados das previsões, determinísticas e probabilísti-

cas, bem como nos valores de Lpt e dos erros. Analisando os resultados para os

quatro modelos determinísticos, uma informação completa e robusta das previsões

pode ser obtida para futuras análises e estudos de alertas.

Para a data de 04/11/2015 às 04:00h, o valor de Lpt do modelo estático é -70,04,

consideravelmente menor que -54,09 do modelo dinâmico, aplicados ao modelos de-

terminístico Sacramento. Estes resultados são representados na Figura 19 (a). As

distribuições de probabilidade skew-t obtidas para previsão desta data com um hori-

zonte de 48h do modelo Sacramento são apresentadas na Figura 19 (b), o valor do

erro de um momento da distribuição de probabilidade condicionada pela previsão do

modelo probabilístico dinâmico foi de 19 m3/s, menor que do modelo estático que foi

de 30,7m3/s.
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FIGURA 18: Resultados dos modelos probabilísticos aplicados ao modelo determinístico
Sacramento na data 13/06/2015 às 16:00h (a) Previsões dos modelos estático com as

distribuições de probabilidade entre as linhas pontilhadas coloridas e previsões do modelo
dinâmico com distribuições de probabilidade entre as regiões coloridas. A disposição das

cores do modelo estático se referem às cores do modelo dinâmico cujas probabilidades são
apresentadas (b) Distribuições de probabilidade skew-t resultantes dos modelos estático e

dinâmico obtidas para o horizonte de 48h

FONTE: A autora (2017)

No momento de previsão da Figura 19, os valores de vazão observados estão di-

minuindo ao longo dos horizontes, porém o modelo determinístico Sacramento previu

um aumento desses valores, e novamente as previsões probabilísticas foram capa-

zes de englobar o comportamento hidrológico futuro dentro de suas probabilidades.

Novamente, de acordo com a necessidade do usuário, a visualização deste mesmo

momento de previsão pode ser realizada para os demais modelos determinísticos.

Um exemplo em que a previsão probabilística dinâmica não foi capaz de prever

os valores de vazão que foram observados nas 72h à frente da data de 18/05/2016

às 16:00h, pode ser observado na Figura 20. Neste caso, os modelos probabilísti-

cos foram aplicados ao modelo determinístico Regressivo Linear Múltiplo, porém esse

comportamento também ocorre com a aplicação nos demais modelos determinísticos.

Na data de 18/05/2016 às 22:00h, 6h após a previsão representada na Figura 20,

o comportamento dos modelos probabilísticos aplicados ao determinístico Regressivo
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FIGURA 19: Resultados dos modelos probabilísticos aplicados ao modelo determinístico
Sacramento na data 04/11/2015 às 04:00h (a) Previsões dos modelos estático com as

distribuições de probabilidade entre as linhas pontilhadas coloridas e previsões do modelo
dinâmico com distribuições de probabilidade entre as regiões coloridas. A disposição das

cores do modelo estático se referem às cores do modelo dinâmico cujas probabilidades são
apresentadas (b) Distribuições de probabilidade skew-t resultantes dos modelos estático e

dinâmico obtidas para o horizonte de 48h

FONTE: A autora (2017)

Linear Múltiplo melhora consideravelmente, como pode ser observado na Figura 21. E

este comportamento se repete com a aplicação aos demais modelos determinísticos.

Esta coletânea de imagens permite importantes visualizações dos momentos de

previsão dos modelos probabilísticos estático e dinâmico aplicados aos diferentes mo-

delos determinísticos, bem como as seguintes informações:

• variações dos valores de Lpt e dos erros de um momento da distribuição re-

sultante do modelos probabilísticos estático e dinâmico, aplicados aos diversos

modelos determinísticos e representados por essas figuras;

• variações das análises por horizonte, representado pelo horizonte de 48h es-

colhido, e a análise de todos os horizontes ao mesmo tempo, para um mesmo

momento de previsão;

• importância de se utilizar distribuições multivariadas e assimétricas para cons-
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FIGURA 20: Resultados dos modelos probabilísticos aplicados ao modelo determinístico
Regressivo na data 18/05/2016 às 16:00h (a) Previsões dos modelos estático com as

distribuições de probabilidade entre as linhas pontilhadas coloridas e previsões do modelo
dinâmico com distribuições de probabilidade entre as regiões coloridas. A disposição das

cores do modelo estático se referem às cores do modelo dinâmico cujas probabilidades são
apresentadas (b) Distribuições de probabilidade skew-t resultantes dos modelos estático e

dinâmico obtidas para o horizonte de 48h

FONTE: A autora (2017)

trução dos modelos probabilísticos estático ou dinâmico;

• comparação do uso dos modelos estático e dinâmico.

No entanto, com a utilização dos quatro modelos determinísticos, são construídos

quatro modelos probabilísticos estáticos e quatro modelos probabilísticos dinâmicos.

A visualização e análise dos resultados, dessa forma, deve ser realizada de maneira

individual para cada modelo determinístico, dificultando o trabalho de um usuário ana-

lista de hidrologia.

Com isso, para aprimoramento da previsão probabilística de vazão, principal obje-

tivo deste trabalho, propõe-se uma combinação dos resultados dos modelos probabi-

lísticos dinâmicos aplicados aos quatro determinísticos, e a um novo modelo determi-

nístico, construído para a inclusão da climatologia da sub-bacia em estudo, em forma

de ensemble. Esta combinação (assunto do capítulo 5) resulta em uma única previsão
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FIGURA 21: Resultados dos modelos probabilísticos aplicados ao modelo determinístico
Regressivo na data 18/05/2016 às 22:00h (a) Previsões dos modelos estático com as

distribuições de probabilidade entre as linhas pontilhadas coloridas e previsões do modelo
dinâmico com distribuições de probabilidade entre as regiões coloridas. A disposição das

cores do modelo estático se referem às cores do modelo dinâmico cujas probabilidades são
apresentadas (b) Distribuições de probabilidade skew-t resultantes dos modelos estático e

dinâmico obtidas para o horizonte de 48h

FONTE: A autora (2017)

determinística, para a qual os modelos probabilísticos são aplicados, incorporando

todas as vantagens das abordagens apresentadas até o momento.

4.4 PREVISÕES DETERMINÍSTICAS RESULTANTES DOS MODELOS PROBABI-
LÍSTICOS

Existe, ainda, uma dificuldade em se utilizar os resultados das previsões proba-

bilísticas. Segundo Fan, Ramos e Collischonn (2015), esta dificuldade pode estar no

fato de que os previsores ou utilizadores dessas previsões, os tomadores de decisão,

não estarem certos sobre como a informação probabilística pode realmente ser útil no

processo de avaliação e tomada de decisões.

”Como a decisão é sempre vista no seu resultado final, como uma escolha especí-

fica, um sim ou não, o uso de uma informação que se apresenta sob a forma de proba-

bilidades (e.g., existe uma probabilidade de 30% de serem observadas vazões acima
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de um determinado nível crítico) não é imediato.” (FAN; RAMOS; COLLISCHONN,

2015)

Dessa forma, pode ser necessário calcular previsões determinísticas a partir dos

resultados das previsões probabilísticas. Para isso, neste trabalho, pode-se calcular

a média, a mediana, ou a moda da distribuição posteriori do modelo probabilístico

dinâmico.

Neste sentido, testes foram realizados e conclui-se que a moda da distribuição

posteriori é a melhor estimativa de uma previsão determinística, para esta aplicação.

Com isso, uma comparação entre essa nova previsão determinística e as previsões

dos modelos determinísticos (do tipo chuva-vazão) pode ser realizada.

A Figura 22 apresenta a comparação entre os erros quadráticos médios (EQM)

dos modelos determinísticos e da moda obtida dos modelos dinâmicos probabilísticos,

para o período de verificação.

FIGURA 22: EQM dos modelos determinísticos e das modas dos modelos probabilísticos
dinâmicos no período de verificação

FONTE: A autora (2017)

Observa-se que o uso da moda introduz maiores benefícios em maiores horizontes

de previsão. As melhorias médias (em termos de EQM) obtidas pela comparação entre

os modelos determinísticos e as modas são de 34% para o modelo Sacramento, de
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29% para o 3R, 43% para o Regressivo Linear Múltiplo e 33% para a MLP .

O coeficiente de Nash-Sutcliffe para as modas dos modelos probabilísticos tam-

bém é calculado, e apresentado na Figura 23. Os valores médios de Nash-Sutcliffe

para a moda variam de 0,99 a 0,84 entre os horizontes de 6h à 72h.

FIGURA 23: Avaliação dos modelos determinísticos e das modas dos modelos probabilísticos
dinâmicos no período de verificação segundo o coeficiente de Nash-Sutcliffe

FONTE: A autora (2017)

Estes quatro conjuntos de previsões determinísticas, derivadas das modas das

distribuições posteriores dos modelos probabilísticos dinâmicos, podem ser utilizados

pelos usuários do sistema de previsão como uma opção facilitadora do processo de

tomada de decisão.
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5 COMBINAÇÃO DAS PREVISÕES PROBABILÍSTICAS

Um meio muito utilizado nos últimos anos para se considerar os diversos tipos

de incerteza no processo de previsão hidrometeorológica, de uma maneira geral, é a

técnica de previsão por conjunto, ou ensemble de previsões.

Segundo Fan et al. (2014), a comunidade meteorológica começou a reconhecer

a incerteza existente nas previsões de modelos de previsão do tempo, e desenvol-

veu maneiras de lidar e expressar essa incerteza para uso em modelos de previsão

de vazão. Isto foi realizado por meio da adoção de ensemble (BUIZZA et al., 1999;

KRZYSZTOFOWICZ, 2001; BOWLER et al., 2008; HAMILL; HAGEDORN; HITAKER,

2008). Este fato implicou na adoção das previsões por conjunto como forma de con-

siderar a incerteza na previsão hidrológica (CHEN; YU, 2007; DEMERITT et al., 2007;

DAVOLIO et al., 2008; PAPPENBERGER et al., 2008; REGGIANI; WEERTS, 2008;

CLOKE; PAPPENBERGER, 2009; THIEMIG et al., 2010; BAO et al., 2011; BOGNER;

PAPPENBERGER, 2011; CALVETTI, 2011; CUO; PAGANO; WANG, 2011; SCHEL-

LEKENS et al., 2011; ALFIERI et al., 2012).

De maneira geral, previsões por ensemble podem ser desenvolvidas, por exemplo,

com perturbações nas condições iniciais de modelos determinísticos, gerando uma

saída do modelo para cada uma dessas condições; ou, com perturbações físicas dos

modelos, e diferentes parametrizações, mantendo-se as condições iniciais; ou ainda,

com a combinação de resultados de diferentes modelos, resultando em previsões hi-

drológicas probabilísticas.

Neste trabalho, será desenvolvido um ensemble que considera todas as informa-
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ções obtidas com os quatro modelos determinísticos e com a climatologia da região

de estudo, por meio de um novo modelo chamado de Naif. O principal objetivo da

construção do ensemble é resumir as previsões de vazão da sub-bacia de São Bento

em apenas uma previsão probabilística.

5.1 CLIMATOLOGIA

O novo modelo determinístico desenvolvido chamado de Naif 1, visa promover a in-

corporação da climatologia da sub-bacia em estudo ao ensemble, tornando a previsão

de vazão mais completa.

A previsão Naif é realizada com base em uma longa série com 30 anos de dados

de vazão observados, considerando a vazão atual e o último degrau de vazão (dife-

rença entre o valor de vazão atual e o valor anterior). O último degrau de vazão é

reproduzido de acordo com o horizonte que se deseja prever. Se a previsão for reali-

zada para 12 horizontes à frente, então o degrau de vazão será reproduzido 12 vezes.

Dessa forma, o comportamento da vazão deve-se manter ao longo do tempo.

Os dados considerados na construção do modelo Naif também passaram pela

transformação logit a fim de que seus resultados não ultrapassassem os valores de

vazão máximo e mínimo, observados em toda a série histórica.

A Figura 24 apresenta a comparação entre os valores de REQM (EQUAÇÃO (20))

calculados para os quatro modelos determinísticos, que já haviam sido apresentados

na Figura 11, e também para o novo modelo Naif. Os resultados do Naif demonstra-

ram previsões melhores que os demais modelos determinísticos, para horizontes de

até 36h.

Portanto, um modelo probabilístico dinâmico aplicado aos dados desta nova pre-

visão Naif, que representa a climatologia da sub-bacia, pode ser combinado às pre-

1Naif, nome masculino, que tem como significado: aquele que se caracteriza pela simplicidade, ou
ingenuidade, segundo o dicionário da língua portuguesa, também dá nome a um tipo de arte, princi-
palmente da pintura, que se caracteriza por linhas e formas simples e resulta em composições sem
artifícios (INFOPÉDIA, 2017).
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FIGURA 24: Valores de REQM para previsões dos quatro modelos determinísticos e para o
novo modelo climatológico Naif

FONTE: A autora(2017)

visões dos demais modelos probabilísticos dinâmicos para o desenvolvimento do en-

semble.

5.2 ENSEMBLE

Após a aplicação dos modelos probabilísticos dinâmicos, que utilizaram os dados

dos 5 modelos determinísticos (Sacramento, 3R, Regressivo Linear, MLP e Naif ), são

obtidas estimativas dos parâmetros das distribuições posteriores, por meio da aplica-

ção do MCMC.

Com os parâmetros das distribuições posteriores estimados, torna-se possível a

reprodução de distribuições de probabilidade skew-t multivariadas para cada momento

de previsão (2959 momentos, do período de treinamento dos modelos probabilísticos),

de todos os 5 modelos, totalizando 14795 distribuições skew-t multivariadas diferen-

tes.
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Estas distribuições de probabilidade são combinadas de acordo com a multiplica-

ção delas por uma matriz β formada pelas verossimilhanças apresentadas por hori-

zonte de cada modelo, sendo:

βh,m =
eLpth(h,m)

∑n
k=1 eLpth(h,k)

,
n

∑
m=1

βm,h = 1 (34)

em que m representa cada um dos cinco modelos, h cada um dos doze horizontes,

Lpth a verossimilhança para cada modelo em cada um dos horizontes e k a quantidade

de dados (os momentos de previsão). A combinação é dada por:

gh(q) = βh,m fm,h(q) (35)

com f representando as funções de distribuição obtidas a posteriori por meio dos m

modelos probabilísticos dinâmicos, para h horizontes de previsão.

Da combinação das distribuições, pode-se obter a mediana resultante da distribui-

ção combinada para cada momento e para cada horizonte de previsão. A mediana da

distribuição representa o resultado determinístico da previsão de vazão por ensemble,

dada por:

pgh = mediana(gh(q)) (36)

Uma representação dessa combinação pode ser vista na Figura 25.

Com o novo resultado determinístico do ensemble, os modelos probabilísticos es-

tático e dinâmico são aplicados, resultando nas previsões probabilísticas de vazão por

ensemble.

A Tabela 8 apresenta a comparação entre os desempenhos do modelo probabilís-

tico dinâmico aplicado ao ensemble, e aos demais modelos determinísticos individu-

ais. O modelo combinado pela mediana apresenta maior valor de Lpt em relação a

todos os modelos dinâmicos, com uma melhoria média de 38%.

O modelo probabilístico dinâmico aplicado ao ensemble também apresenta maior

verossimilhança (Lpth) em todos os horizontes de previsão, com uma melhoria média

de 10%. Estes resultados estão apresentados na Figura 26.
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FIGURA 25: Combinação de distribuições de probabilidade skew-t para obtenção da mediana
da distribuição combinada resultante para determinado horizonte e momento de previsão

FONTE: A autora (2017)

TABELA 8: Avaliação de desempenho do modelo probabilístico baseado na combinação
(ensemble) dos modelos hidrológicos probabilísticos dinâmicos

Sacramento 3R Regressivo MLP Ensemble
Lpt -10145,28 -7419,88 -6531,30 -7192,65 -4830

Melhoria 52% 35% 26% 33%

FIGURA 26: Valores de Lpth dos modelos dinâmicos ensemble e individuais

FONTE: A autora (2017)
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A avaliação da previsão determinística oriunda da combinação dos modelos pro-

babilísticos pode ser realizada por meio do cálculo do erro quadrático médio, apresen-

tado na Figura 27, ou do coeficiente de Nash-Sutcliffe, conforme Figura 28.

FIGURA 27: EQM dos modelos determinísticos, e das modas dos modelos probabilísticos
dinâmicos

FONTE: A autora (2017)

O EQM da moda do modelo probabilístico dinâmico aplicado ao ensemble é inferior

a todos os EQM das modas dos modelos probabilísticos dinâmicos aplicados aos

demais modelos determinísticos, que estão representados na Figura 27.

As melhorias médias (em termos de EQM) obtidas pela comparação entre o resul-

tado do modelo probabilístico dinâmico aplicado ao ensemble e aos demais modelos

determinísticos, são de 51% para o modelo Sacramento, de 16% para o 3R, 13% para

o Regressivo Linear e 30% para a MLP.

O coeficiente de Nash-Sutcliffe do ensemble variou apenas de 0,99 a 0,88, ao

longo de todos os horizontes de previsão (FIGURA 28).

A melhoria obtida com a aplicação do ensemble permite uma atualização no sis-

tema de visualização dos resultados da previsão de vazão.
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FIGURA 28: Valores dos coeficientes de Nash-Sutcliffe dos modelos determinísticos, e das
modas dos modelos probabilísticos dinâmicos

FONTE: A autora (2017)

5.3 VISUALIZAÇÃO DOS RESULTADOS DO ENSEMBLE

A coletânea de figuras a seguir apresenta exemplos do sistema de visualização

com os resultados dos modelos probabilísticos estáticos e dinâmicos aplicados ao

ensemble. Nas Figuras 29 a 36, foram adicionadas quatro linhas, de cor magenta,

contínuas que representam os resultados dos quatro modelos determinísticos, e uma

linha pontilhada, de cor magenta, que representa o resultado do novo determinístico

Naif.

A Figura 29 apresenta de maneira completa a visualização dos resultados dos mo-

delos probabilísticos estático e dinâmico aplicados ao ensemble na data de 02/10/2015

às 22:00h, destacando o horizonte de 24h. Neste momento de previsão (FIGURA 29

(a)), os quatro modelos determinísticos indicam aumento nos valores de vazão. O mo-

delo Naif indica estabilidade nos valores ao longo dos horizontes. O ensemble deter-

minístico resulta em um pequeno aumento nos valores de vazão, e os probabilísticos

estático e dinâmico englobam os valores de vazão observados que, ao contrário dos

resultados das previsões determinísticas, diminuem ao longo dos horizontes. Neste

momento de previsão, para o horizonte de 24h, a diferença entre o valor observado e
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o valor previsto pelo modelo probabilístico dinâmico (dado pela média da distribuição

de probabilidade obtida) é de apenas −0,5 m3/s, e entre o valor observado e o previsto

pelo estático de −0,8 m3/s, as distribuições obtidas para este momento e horizonte de

previsão podem ser observadas na Figura 29 (b).

FIGURA 29: Resultados dos modelos probabilísticos aplicados ao ensemble na data
02/10/2015 às 22:00h (a) Previsões do modelo estático com as distribuições de probabilidade

entre as linhas pontilhadas coloridas e previsões do modelo dinâmico com distribuições de
probabilidade entre as regiões coloridas. A disposição das cores do modelo estático se

referem às cores do modelo dinâmico cujas probabilidades são apresentadas (b)
Distribuições de probabilidade dos modelos estático e dinâmico para o horizonte de 24h

FONTE: A autora (2017)

Para simplificar a visualização dos resultados das previsões para o dia 04/11/2015

às 04:00h, na Figura 30, apenas o modelo probabilístico dinâmico é apresentado.

Neste momento pode-se destacar a importância da previsão do modelo Naif para

a construção do modelo probabilístico. Os resultados do modelo dinâmico só são

capazes de englobar a vazão observada pois o ensemble considera tanto os modelos

determinísticos, que estão prevendo grande elevação nos valores de vazão, quanto

o modelo Naif que apresenta uma continuidade nos valores de vazão que já haviam

sido observados, e que são condizentes com a previsão.

A variação no comportamento da vazão observada no dia 20/09/2015 às 22h,

apresentada na Figura 31, ao longo dos 12 horizontes de 6h, dificulta a realização da
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FIGURA 30: Resultado do modelo probabilístico dinâmico, com seus valores de probabilidade
definidos entre as regiões coloridas, aplicados ao ensemble na data de 04/11/2015 às 04:00h

FONTE: A autora (2017)

previsão. No entanto, o modelo probabilístico dinâmico aplicado ao ensemble foi capaz

de englobar em sua distribuição de probabilidade toda essa variação, demonstrando a

vantagem de sua utilização e da utilização da abordagem multivariada que considera

a correlação entre os horizontes de previsão.

A Figura 32 apresenta uma sequência de momentos de previsão dos modelos

probabilísticos, estático e dinâmico aplicados ao ensemble, na data de 18/05/2016 às

04h (FIGURA 32 (a)), 10h (FIGURA 32 (b)), 16h (FIGURA 32 (c)) e 22h (FIGURA 32

(d)), que apresentam casos de cheia.

No primeiro momento às 04h (FIGURA 32 (a)) o aumento dos valores de vazão

foram previstos pelos modelos determinísticos, pelo modelo Naif, pelo ensemble e

pelos probabilísticos estático e dinâmico. Porém, às 10h (FIGURA 32 (b)) e 16h (FI-

GURA 32 (c)) os valores continuaram aumentando e as previsões não acompanharam

este comportamento. Às 22h (FIGURA 32 (d)), os modelos probabilísticos voltaram a

englobar os valores de vazão observados. Este comportamento dos modelos de pre-

visão se repete em muitos casos, demonstrando a importância de se acompanhar o
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FIGURA 31: Resultado do modelo probabilístico dinâmico, com seus valores de probabilidade
definidos entre as regiões coloridas, aplicados ao ensemble na data de 20/09/2015 às 22:00h

FONTE: A autora (2017)

desenvolvimento das previsões ao longo dos horizontes.

A Figura 33 apresenta uma sequência de momentos de previsão dos modelos pro-

babilísticos, estático e dinâmico aplicados ao ensemble, na data de 23/09/2015 às 10h

(FIGURA 33 (a)), 16h (FIGURA 33 (b)), 22h (FIGURA 33 (c)) e 04h do dia 24/09/2015

(FIGURA 33 (d)), que apresentam casos de estiagem. No início desta sequência,

apenas o modelo probabilístico estático é capaz de englobar na previsão os valores

de vazão, porém ao longo dos horizontes a previsão se torna mais adequada.

As Figuras 34 e 35 apresentam exemplos dos bons resultados do modelo pro-

babilístico dinâmico em casos de cheias observadas no período de verificação dos

modelos probabilísticos, que não foram corretamente previstas pelos modelos deter-

minísticos.

A cheia do dia 22/05/2016 (FIGURA 34 (a)) foi subestimada pelos modelos deter-

minísticos, não foi prevista pelo modelo Naif, porém ficou dentro das faixas de pro-

babilidade dos modelos probabilísticos estático e dinâmico. Às 04h deste, dia o erro

dado pela média da distribuição obtida pelo modelo dinâmico foi de apenas 0,6 m3/s
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FIGURA 32: Resultados dos modelos probabilísticos aplicados ao ensemble. Previsões do
modelo estático com as distribuições de probabilidade entre as linhas pontilhadas coloridas e
previsões do modelo dinâmico com distribuições de probabilidade entre as regiões coloridas.

A disposição das cores do modelo estático se refere às cores do modelo dinâmico cujas
probabilidades são apresentadas (a) 04h do dia 18/05/2016 (b) 10h do dia 18/05/2016 (c) 16h

do dia 18/05/2016 (d) 22h do dia 18/05/2016

FONTE: A autora (2017)

e aproximadamente 0 m3/s para o modelo estático, no horizonte de 24h (FIGURA 34

(b)).

A cheia do dia 25/05/2016 (FIGURA 35 (a)) foi superestimada pelos modelos de-

terminísticos, não foi prevista pelo modelo Naif, porém ficou dentro das faixas de pro-
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FIGURA 33: Resultados dos modelos probabilísticos aplicados ao ensemble. Previsões do
modelo estático com as distribuições de probabilidade entre as linhas pontilhadas coloridas e
previsões do modelo dinâmico com distribuições de probabilidade entre as regiões coloridas.

A disposição das cores do modelo estático se refere às cores do modelo dinâmico cujas
probabilidades são apresentadas (a) 10h do dia 23/09/2015 (b) 16h do dia 23/09/2015 (c) 22h

do dia 23/09/2015 (d) 04h do dia 24/09/2015

FONTE: A autora (2017)

babilidade dos modelos probabilísticos estático e dinâmico. Às 04h deste dia o erro

dado pela média da distribuição obtida pelo modelo dinâmico foi de apenas 0,8 m3/s

e aproximadamente −2,2 m3/s para o modelo estático, no horizonte de 24h (FIGURA

35 (b)).
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FIGURA 34: Resultados dos modelos probabilísticos aplicados ao ensemble na data
22/05/2016 às 04:00h (a) Previsões do modelo estático com as distribuições de probabilidade

entre as linhas pontilhadas coloridas e previsões do modelo dinâmico com distribuições de
probabilidade entre as regiões coloridas. A disposição das cores do modelo estático se

referem às cores do modelo dinâmico cujas probabilidades são apresentadas (b)
Distribuições de probabilidade dos modelos estático e dinâmico para o horizonte de 24h

FONTE: A autora (2017)

Todas as figuras apresentadas até este momento representam o período de ve-

rificação dos modelos probabilísticos. Porém, a maior cheia observada em todo o

período de estudo, para esta sub-bacia, pertence ao período de treinamento dos mo-

delos probabilísticos. A Figura 36 representa a visualização desta cheia.

O valores de vazão futuros à data de 08/06/2014 às 16:00h (FIGURA 36 (a)) au-

mentaram repentinamente e com grande intensidade. As previsões dos modelos de-

terminísticos, do Naif, e do modelo probabilístico estático do ensemble subestimaram

este aumento. Apenas o modelo probabilístico dinâmico foi capaz de acompanhar

este crescimento.

Este sistema de visualização dos resultados das previsões dos modelos, pode se

tornar extremamente útil para o acompanhamento, em tempo real, do desenvolvimento

de cheias ou estiagens realizado por diversos órgãos de monitoramento. Além disso,

a visualização permite o acompanhamento, por parte desses órgãos, do desempenho
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FIGURA 35: Resultados dos modelos probabilísticos aplicados ao ensemble na data
25/05/2016 às 04:00h (a) Previsões do modelo estático com as distribuições de probabilidade

entre as linhas pontilhadas coloridas e previsões do modelo dinâmico com distribuições de
probabilidade entre as regiões coloridas. A disposição das cores do modelo estático se

referem às cores do modelo dinâmico cujas probabilidades são apresentadas (b)
Distribuições de probabilidade dos modelos estático e dinâmico para o horizonte de 24h

FONTE: A autora (2017)

dos modelos e da necessidade de recalibrá-los com um período maior de dados que

venham a ser disponibilizados.

Estudos futuros sobre valores limiares de probabilidade, valores limites superiores

e inferiores de vazão, baseados no risco de cheias ou estiagens, podem ser úteis no

processo de tomada de decisão, seja para a região de estudo, ou para qualquer outra

região para a qual se pretenda aplicar este sistema de previsão probabilística.
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FIGURA 36: Resultados dos modelos probabilísticos aplicados ao ensemble na data
08/06/2014 às 16:00h (a) Previsões do modelo estático com as distribuições de probabilidade

entre as linhas pontilhadas coloridas e previsões do modelo dinâmico com distribuições de
probabilidade entre as regiões coloridas. A disposição das cores do modelo estático se

referem às cores do modelo dinâmico cujas probabilidades são apresentadas (b)
Distribuições de probabilidade dos modelos estático e dinâmico para o horizonte de 24h

FONTE: A autora (2017)
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6 CONCLUSÕES

Este trabalho abordou o complexo problema de previsão probabilística de vazão

por meio de inferência bayesiana. Modelos probabilísticos multivariados (estáticos e

dinâmicos) foram desenvolvidos e aplicados de uma nova maneira, considerando os

erros resultantes de modelos determinísticos do tipo chuva-vazão. Os modelos deter-

minísticos utilizados podem ser subdivididos entre modelos conceituais (Sacramento

e 3R) e modelos empíricos (Regressivo Linear e rede neural MLP).

A principal motivação para a escolha dos modelos hidrológicos determinísticos de

características tão distintas foi verificar se os métodos de amostragem, como o MCMC

da inferência bayesiana, são adequados para a calibração dos modelos probabilísticos

desenvolvidos. Os valores do logaritmo da probabilidade posterior total (Lpt), bem

como os valores do logaritmo da probabilidade posterior total por horizonte de previsão

(Lpth), demonstraram o bom funcionamento dos modelos probabilísticos aplicados aos

erros dos diferentes modelos determinísticos.

Ainda baseando-se nos resultados, ficou explícita a importância de se utilizar mo-

delos multivariados que considerem todos os horizontes de previsão ao mesmo tempo,

bem como a correlação existente entre horizontes vizinhos. É a abordagem multiva-

riada que torna possível a geração de diferentes cenários de previsão de vazão, ou

seja, é possível saber a probabilidade do valor da vazão ultrapassar um certo limite de

risco nas próximas 24h, ou 48h, ou até mesmo 72h, entre outros horizontes. Por este

motivo, a implementação (em linguagem Stan) e utilização da distribuição de probabi-

lidade multivariada Skew-t também mostrou-se de extrema importância.

Além disso, a dinâmica obtida com o uso de preditores nos parâmetros do modelo

probabilístico desenvolvido certamente contribuiu para a melhoria do desempenho das

aplicações aos modelos determinísticos.
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Por meio do desenvolvimento de um novo sistema de visualização, destacou-se o

uso do modelo probabilístico dinâmico multivariado. Isto demonstra que, mesmo em

casos de difícil previsão tais como cheias, estiagens, ou outros eventos com variações

dos valores de vazão inesperados, o modelo probabilístico dinâmico superou as abor-

dagens determinísticas e probabilísticas estáticas. Mesmo em casos que os valores

previstos pelos modelos determinísticos foram muito diferentes dos valores de vazão

observados, a abordagem proposta foi capaz de construir regiões que representaram

a probabilidade de ocorrência das vazões.

Desta forma, para a sub-bacia de São Bento em estudo, são obtidos quatro resul-

tados de previsões probabilísticas estáticas e quatro resultados de previsões proba-

bilísticas dinâmicas, uma para cada modelo determinístico. Com isso, propôs-se um

ensemble dos modelos probabilísticos para a criação de uma única previsão de vazão

mais robusta e completa.

Com o intuito de completar a combinação dos modelos, desenvolveu-se um novo

modelo determinístico, de maneira muito simplificada, que considera a climatologia da

região de estudo. Este modelo combinou 30 anos de dados de vazão observados

gerando uma nova previsão determinística chamada de Naif. O novo modelo Naif

utiliza somente dados de vazão e não necessita de estimativas nem previsões de

chuva.

Os modelos probabilísticos, estático e dinâmico, foram aplicados aos erros do novo

modelo determinístico Naif e, finalmente, foram incorporados ao ensemble. Dessa

forma, o ensemble combinou a climatologia e os resultados dos modelos probabi-

lísticos dinâmicos aplicados aos quatro modelos determinísticos. Como resultado,

obteve-se uma única previsão determinística proveniente de outras cinco. A inclusão

da climatologia da região, por meio do modelo Naif, garantiu ao ensemble uma robus-

tez na sua previsão determinística.

Os modelos probabilísticos, estático e dinâmico, foram aplicados novamente à pre-

visão por ensemble, resultando maiores valores do logaritmo da probabilidade poste-
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rior total (Lpt) e também do logaritmo da probabilidade posterior total por horizonte

de previsão (Lpth). Seus resultados se demonstraram superiores aos testes que já

haviam sido realizados.

O sistema de visualização dos resultados dos modelos probabilísticos estático e

dinâmico aplicados à previsão por ensemble foi atualizado e apresentado, demons-

trando que pode se tornar útil para o acompanhamento do desenvolvimento de cheias

ou estiagens em tempo real, cumprindo o principal objetivo de aperfeiçoar as opera-

ções de reservatórios, facilitar a tomada de decisão e a prevenção das consequências

de eventos extremos.

6.1 TRABALHOS FUTUROS

A inferência bayesiana utilizada neste trabalho mostrou-se adequada ao ajuste dos

parâmetros dos modelos probabilísticos desenvolvidos. Desta forma, esta abordagem

pode ser aplicada para modelos determinísticos dos mais diversos tipos, e espera-

se para o futuro aprofundar os estudos sobre diferentes métodos de amostragem da

inferência bayesiana. Diante disso, um aprimoramento dos conhecimentos em méto-

dos de amostragem bayesianos mostra-se necessária, bem como de outros métodos

utilizados e suas teorias.

Além disso, o sistema desenvolvido neste trabalho foi construído de forma a fa-

cilitar a aplicação da mesma metodologia em outras regiões de estudo. Como con-

sequência, trabalhos futuros podem ser realizados abrangendo outras áreas para as

quais o controle de cheias ou de estiagens sejam também relevantes.

O sistema atual considera casos passados, e portanto uma interface que permita

a visualização em tempo real dos dados disponíveis mostra-se necessária e factível.

Com esse novo módulo desenvolvido, o monitoramento das situações hidrológicas de

risco seria ainda mais completo. Estas linhas serão investigadas e estudadas a fim de

dar continuidade a este trabalho.
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ANEXO A

FIGURA 37: Código do modelo estático multivariado, com posteriori normal multivariada,
programado em linguagem Stan

FONTE: A autora (2017)
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FIGURA 38: Código do modelo estático multivariado, com posteriori skew-t multivariada,
programado em linguagem Stan

FONTE: A autora (2017)
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FIGURA 39: Código da função que representa a distribuição skew-t multivariada, programado
em linguagem Stan

FONTE: A autora (2017)

FIGURA 40: Código da função que controla os limites das perturbações dos parâmetros do
modelo probabilístico dinâmico multivariado, programado em linguagem Stan

FONTE: A autora (2017)
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FIGURA 41: Primeira parte do código do modelo dinâmico multivariado, com posteriori skew-t
multivariada, programado em linguagem Stan

FONTE: A autora (2017)
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FIGURA 42: Segunda parte do código do modelo dinâmico multivariado, com posteriori skew-t
multivariada, programado em linguagem Stan

FONTE: A autora (2017)

FIGURA 43: Terceira parte do código do modelo dinâmico multivariado, com posteriori skew-t
multivariada, programado em linguagem Stan

FONTE: A autora (2017)
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FIGURA 44: Código da função skew-t univariada utilizada para o cálculo das distribuições
marginais do modelo probabilístico dinâmico multivariado, programado em linguagem Stan

FONTE: A autora (2017)

FIGURA 45: Código da função marginal utilizada para o cálculo das distribuições marginais
do modelo probabilístico dinâmico multivariado, programado em linguagem Stan

FONTE: A autora (2017)


