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 “Em tempos, os homens entregavam o pensamento às máquinas, na 

esperança de que isso os libertasse. Mas só permitiu que outros homens com 

máquinas os escravizassem.” (HERBERT, Frank. Duna,1965.) 



 
 

RESUMO 
 

As técnicas de poda aplicadas nas redes neurais artificiais são divergentes 
em relação à tendência dos últimos anos. Enquanto as arquiteturas se tornam cada 
vez maiores, complexas, com mais parâmetros e camadas, os métodos de poda 
buscam reduzir a quantidade de parâmetros e a complexidade das redes. A hipótese 
do bilhete premiado é um algoritmo de poda iterativa para achar redes super esparsas. 
Esta técnica mostrou que com os mesmos pesos é possível chegar a uma rede de 
desempenho igual ou superior à rede não podada. Dessa forma, a pergunta natural é: 
existem outros critérios de poda para se achar o bilhete premiado? Neste trabalho é 
apresentado um novo critério de poda, denominado de Poda Estocástica com Camada 
Nula. Utilizando quatro conjuntos de dados e sete arquiteturas da literatura foi 
analisado o comportamento do método proposto. A análise foi feita por meio do 
desempenho, níveis de esparsidade e contagem das operações de pontos flutuantes 
ao longo das rodadas de poda. O algoritmo de Poda Estocástica com Camada Nula 
conseguiu melhorar a acurácia das redes testadas e apresentou o melhor 
desempenho quando estavam em seus maiores níveis de esparsidade. 
 
Palavras-chave: Poda iterativa; Redes Neurais Convolucionais; Classificação de 
imagens; Visão computacional.  
 
 

 
 



 
 

ABSTRACT 
 

Pruning techniques applied to artificial neural networks are divergent from the 
trend observed in recent years. While architectures are becoming larger, more 
complex, with more parameters and layers, pruning methods reduce the number of 
parameters and the complexity of networks. The lottery ticket hypothesis is an iterative 
pruning algorithm to find highly sparse networks. It demonstrated that it is possible to 
achieve a network with equal or superior performance to the unpruned network with 
the same initial weights. Thus, the natural question is: are there other pruning criteria 
to find the winning ticket? In this work, a new pruning criterion is presented, called 
Stochastic Pruning with Null Layer. The proposed method was analyzed using four 
datasets and seven architectures from the literature. The analysis was conducted 
through performance, sparsity levels, and Floating-Point Operations throughout the 
pruning rounds. The Stochastic Pruning with Null Layer algorithm improved the 
accuracy of the tested networks and achieved the best performance when it was at its 
highest levels of sparsity. 

 
Keywords: Iterative pruning; Convolutional neural network; Image Classification; 
Computational Vision. 
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1 INTRODUÇÃO  
 

A partir dos anos 1950, quando os computadores começaram a ter mais poder 

computacional, técnicas complexas - que iam além de simples cálculos aritméticos ou 

instruções diretas - começaram a ser desenvolvidas. Dentre elas, surgiram os 

algoritmos de inteligência artificial (IA). A IA surgiu na mistura de várias tarefas, tais 

como: provas de teoremas matemáticos, planejamento para jogos e programas que 

poderiam aprender por exemplos (Kelleher, 2019). Nesse contexto, Poole e 

Mackworth (2010) definem a IA como o campo que estuda agentes computacionais 

que operam de forma inteligente. Com o tempo, a IA passou a dividir a sua atuação 

de forma específica, como ilustrado na FIGURA 1.  

 

FIGURA 1 – TAXONOMIA DA INTELIGENCIA ARTIFICIAL 

 
FONTE: O autor (2025). 

 

Um dos subcampos da IA é denominado aprendizagem de máquina (AM). 

Esse subcampo está relacionado com algoritmos que extraem informações de 

conjuntos de dados e aprendem com eles. Esta técnica tem revolucionado vários 

campos científicos pois possui uma ampla aplicabilidade, tais como: identificação de 

objetos (Assis et al., 2024), acessibilidade (ZainEldin et al., 2024), análise de crédito 

(Chang et al., 2024) entre outras.  

Dentro da AM existe a abordagem inspirada no funcionamento dos neurônios 

humanos, as Redes Neurais Artificiais (RNAs). As RNAs são compostas por camadas 
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e neurônios (chamados também de pesos ou parâmetros) de forma hierárquica, isto 

é, as informações são passadas sequencialmente entre as camadas. Nesse processo, 

onde cada neurônio recebe e processa os sinais dos neurônios anteriores, é que a 

RNA aprende com os exemplos. Dessa forma, as RNAs possuem o aprendizado 

baseado nos dados de entrada com regras genéricas de aprendizagem que não são 

acondicionadas manualmente por humanos (Lecun et al., 2015). A arquitetura, ou 

seja, a quantidade de camadas e neurônios pode variar de acordo com o problema. 

Porém, enquanto nas RNAs normalmente se usam arquiteturas com poucas camadas, 

existem outras redes mais complexas e com muitas camadas que se encontram no 

campo da aprendizagem profunda (AP). Essas redes também são conhecidas como 

redes neurais profundas (RNPs).  

As RNPs ganharam destaque nos últimos anos (Shetty et al., 2020). Um dos 

motivos é o bom desempenho que proporcionam em comparação com as suas 

antecessoras, as RNAs, como apresentado na FIGURA 2.  

 

FIGURA 2 – DESEMPENHO DA RNP VS. RNA 

FONTE: Adaptado de Alom et al. (2018). 

 

Dessa forma, é vantajoso o uso das RNAs quando a quantidade de dados é 

menor, pois, à medida que a quantidade de dados aumenta, o desempenho fica 

estagnado. De forma contrária, nas RNP o desempenho é proporcional à quantidade 

de dados que a rede possui (Najafabadi et al., 2015; Xue-Wen; Xiaotong, 2014; Zhou 
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et al., 2014). Do ponto de vista qualitativo, a abordagem da RNP aproveita a época 

em que vivemos, caracterizada pela utilização da big data. 

Existem diferentes tipos de redes neurais dentro das RNPs, como: as redes 

neurais convolucionais (CNN, do inglês, Convolutional Neural Network), as Redes 

Neurais Recorrentes (RNN, do inglês, Recurrent Neural Network) e as Large 

Language Models (LLMs). 

Em especial, para a visão computacional (VC), a rede neural mais utilizada é 

a CNN, onde é aplicada em diversas tarefas, tais como: localização e detecção de 

objetos, segmentação de objetos e classificação de imagens. A tarefa fundamental 

para a VC é a classificação de imagens, pois essa é a base para todas as outras. 

Dessa forma, Li (2020) define classificação de imagem como a tarefa de categorizar 

imagens em uma das classes pré-definidas. 

Um marco para as RNPs e para a VC ocorreu em 2012, na competição de 

algoritmos que avalia o reconhecimento e classificação de objetos em imagens de alta 

resolução e em larga escala, o ImageNet Large Scale Visual Recognition Challenge 

(ILSVRC). Krizhevsky et al. (2012) conseguiram uma taxa de erro abaixo de 17% na 

tarefa de classificação de imagem no conjunto de dados ImageNet (Jia Deng et al., 

2009), o qual possui mais de 15 milhões de imagens em alta resolução com 22 mil 

classes diferentes.  

Desde então, as RNPs têm evoluído anualmente, superando até os próprios 

humanos na tarefa de reconhecimento de imagens, como mostra a FIGURA 3. 

 

FIGURA 3 – PORCENTAGEM DE ERRO NO ILSVRC-2012 

 
FONTE: Adaptado de Alom et al. (2019). 

LEGENDA: AlexNet (Krizhevsky et al., 2012), Clarifia (Zeiler; Fergus, 2013), VGG-16 (Simonyan; 
Zisserman, 2014), GoogleNet-19 (Szegedy et al., 2015), ResNet-152 (He et al., 2015a). 
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Além de classificação de imagem, as RNPs têm apresentado bons resultados 

em outros campos de conhecimento, como: agricultura (Huynh; Nguyen, 2024), 

procedimentos médicos (Sharma et al., 2024), detecção de atividades maliciosas em 

computação nas nuvens (Bhingarkar et al., 2023), chatbot (Du et al., 2024) e outras. 

Com o passar dos anos, essas arquiteturas ficaram cada vez maiores 

(FIGURA 4); consequentemente, passaram a possuir muitos parâmetros, 

necessitando de um grande esforço computacional para a sua execução (Almeida et 

al., 2019).  

 

FIGURA 4 – EVOLUÇÃO DA QUANTIDADE DE PARÂMETROS NAS RNPS 

 
FONTE: O autor (2025). 

LEGENDA: AlexNet (Krizhevsky et al., 2012), NIN (Lin et al., 2014), ZFNet (Zeiler; Fergus, 2013), 

VGG19 (Simonyan; Zisserman, 2014), GoogLeNet (Szegedy et al., 2015), Xception (Chollet; Inc. 

Google, 2017), NASNET-A (Zoph et al., 2018), MobileNetV2 (Sandler et al., 2018), AmoebaNet-A (Real 

et al., 2018), SCARLET-A4 (Chu et al., 2019), RandWire-WS (Xie et al., 2019), ResNeSt-101 (Zhang et 

al., 2020), ResNeSt-200 (Zhang et al., 2020), ResNet-50 (Wightman et al., 2021), NFNet-F5 (Brock et 

al., 2021), RevCol-H (Cai et al., 2022), EdgeNeXt-XXS (Maaz et al., 2022), SparK (Tian et al., 2023), 

DeepMAD-89M (Shen et al., 2023), ResNeSt-269 (Zhang et al., 2020), NAT-M4 (Lu et al., 2020), 

HCGNet-C (Yang et al., 2019), SimpleNetV1-5m (Hasanpour et al., 2016). 

 

Logo, de forma natural, surge a demanda de tornar as RNPs mais eficientes; 

pois, por mais que os hardwares tenham avançado ao longo dos anos, tais avanços 
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não têm sido suficientes para suprir a crescente demanda computacional imposta por 

modelos cada vez mais complexos. 

Existem vários métodos para otimizá-las, como: variar os tipos de camadas, 

fazer uma busca pelos melhores hiperparâmetros, alterar o algoritmo de aprendizado 

ou até desenvolver e utilizar hardware de alto desempenho. No entanto, no contexto 

de uma rede profunda que possui muitas camadas, existe a abordagem de escolher 

quais parâmetros são úteis. Ao eliminar parâmetros que não são úteis para a rede é 

possível acelerar o treinamento e sua velocidade de inferência. Esse tipo de técnica é 

chamado de poda, que faz parte das técnicas de compressão de rede. 

As técnicas de poda, como otimizadores das RNPs, buscam alcançar maior 

ou igual desempenho de uma rede não podada, mas utilizando apenas uma porção 

reduzida dos pesos existentes. O desenvolvimento dessas técnicas é motivado pela 

grande quantidade de parâmetros treináveis das RNPs que nem sempre são úteis, ou 

seja, pelo problema da super parametrização (overparametrization).  

Além disso, a poda dos parâmetros reduz as operações de ponto flutuante 

(FLOPs, do inglês, Floating-point Operations), o que diminui o custo computacional 

melhorando a eficiência, reduzindo a memória necessária, o tempo de execução, a 

latência de comunicação e detecção em dispositivos embarcados/móveis. Essas 

melhorias tornam a técnica de poda essencial quando existe hardware limitados, como 

em sistemas embarcados, onde os recursos computacionais e energéticos são 

restritos. Ainda, ao diminuir a complexidade dos modelos, a técnica contribui para a 

redução do uso de infraestrutura de grandes data centers, reduzindo o consumo de 

energia elétrica e favorecendo operações mais sustentáveis. 

Nesse contexto, diversas estratégias de poda têm sido propostas na literatura, 

entre as quais se destaca o algoritmo iterativo proposto por Frankle e Carbin (2019), 

chamado de hipótese do bilhete premiado (Lt, do inglês, Lottery Ticket Hypothesis). 

Onde, por meio de repetidos processos de poda e retreinamento é possível achar 

dentro da rede original uma sub-rede esparsa que alcança, no mínimo, a mesma 

acurácia que a rede original com os mesmos pesos iniciais. 

Com base nesse trabalho, esta tese apresenta um novo algoritmo de poda 

iterativa, ou seja, um novo critério de seleção dos pesos para a geração de redes de 

alta esparsidade.  
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1.1 JUSTIFICATIVA  

 

Como mencionado anteriormente, as RNPs possuem muitas camadas e 

milhões de parâmetros. Essa quantidade excessiva de parâmetros não reflete 

necessariamente na performance da rede, mas implica em complexidade, esforço e 

maior demanda computacional para o processamento. Dessa forma, a busca por uma 

rede otimizada, neste caso, redes esparsas que mantêm a performance, é essencial 

para o aumento de desempenho da rede neural. Essas redes esparsas reduzem o 

número de operações necessárias e possibilitam as redes neurais em hardwares 

limitados. 

 

1.2 OBJETIVOS 

 

1.2.1 Objetivo geral  

 

Desenvolver um algoritmo de poda iterativa para as redes neurais profundas, 

competitivo quando comparado aos algoritmos existentes da literatura. 

 

1.2.2 Objetivos específicos 

 

Os objetivos específicos são:  

 Compreender e aprimorar as técnicas de poda, utilizando como base a 

hipótese do bilhete premiado; 

 Classificar as técnicas pelos seus mecanismos de funcionamento; 

 Desenvolver um critério de seleção dos pesos para a aplicação da 

técnica de poda iterativa, de forma a obter uma RNP esparsa que 

permita atingir uma taxa de erro igual ou inferior à da rede não podada; 

 Comparar o critério desenvolvido com os existentes da literatura. 

 

1.3 LIMITAÇÕES DO TRABALHO 

 

A principal limitação do trabalho é a viabilidade de experimentação da técnica 

desenvolvida, ou seja, a sua aplicabilidade às RNPs já estabelecidas na literatura. 

Como o objeto de estudo são as RNPs (algumas com mais de 100 camadas) e a 



22 
 

 

técnica de poda iterativa exige sucessivas rodadas de treinamentos, a utilização de 

um computador doméstico é limitada devido ao tempo exigido e à necessidade de 

memória computacional tanto para a execução e armazenamento dos parâmetros das 

redes quanto para os conjuntos de dados. 

 

1.4 INOVAÇÃO PROPOSTA  

 

A inovação desta tese reside no desenvolvimento de um novo critério 

estocástico de poda para as CNNs, o critério de Poda Estocástica com Camada Nula, 

fundamentado na comparação entre valores gerados pela distribuição normal e os 

pesos da rede. Com esse novo critério de identificação de parâmetros não relevantes 

para a rede, são proporcionadas melhorias na acurácia, esparsidade e operação de 

pontos flutuantes ao estado da arte. 

 

1.5 ESTRUTURA DA TESE 

 

Além desta Introdução, esta tese apresenta uma fundamentação teórica no 

Capítulo 2, composta pela literatura sobre as técnicas de poda e pela descrição da 

arquitetura das CNNs. No Capítulo 3, denominado de Material e Métodos, são 

descritos os tópicos necessários para replicabilidade do método proposto, como: as 

arquiteturas utilizadas, os conjuntos de dados e algoritmos de aprendizagem. A 

explicação do critério de poda desenvolvido é apresentada no Capítulo 4. A análise 

dos resultados e a sua discussão é feita no Capítulo 5. No último capítulo, a 

denominado Conclusões, é apresentado o fechamento da pesquisa de tese. 
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2 REVISÃO DE LITERATURA 
 

Este capítulo tem por finalidade apresentar os principais fundamentos teóricos 

que sustentam a proposta desta tese. Inicialmente, são discutidos a evolução histórica 

e os aspectos estruturais das CNNs, com a descrição das funções e características 

das camadas que as compõem. Em seguida, abordam-se os métodos de inicialização 

dos pesos. Nesse capítulo, também são descritas as técnicas de poda, com uma 

classificação baseada em suas propriedades. Por fim, são apesentados os algoritmos 

de treinamento e as funções perda, finalizando-se com considerações que integram 

os tópicos abordados. 

 

2.1 REDES NEURAIS CONVOLUCIONAIS 

 

2.1.1 Evolução histórica das redes neurais convolucionais 

 

Para o desenvolvimento das primeiras CNNs, as ideias elementares vieram 

dos trabalhos de Hubel e Wiesel (1959, 1962, 1968) que pesquisavam a estrutura do 

córtex visual. Esses trabalhos mostraram que o córtex visual é formado por células 

simples, complexas e muito complexas. Essas células são especializadas para a 

tarefa de reconhecimento e se arranjam em camadas de forma hierárquica. Os 

neurônios das camadas iniciais respondem a padrões simples como luzes orientadas 

(barras e linhas), porém, ignoram estruturas complexas; de forma contrária, os 

neurônios de camadas mais profundas respondem às estruturas mais complexas e 

não respondem às formas mais simples das camadas iniciais (Rawat; Wang, 2017). 

Foi somente em 1979 a primeira CNN, chamada Neocognitron (Fukushima, 

1979, 1980, 1988), foi publicada. Apesar de não existirem computadores com 

capacidade de processamento capazes de utilizá-la na época, já era possível o 

reconhecimento de padrões de imagens como algarismos e letras. 

Após 10 anos, LeCun (1989) propôs a primeira CNN multicamada 

supervisionada, chamada de ConvNet, que conseguiu com sucesso estabelecer base 

para a construção das futuras redes utilizadas para reconhecimento de imagem. A 

sua sucessora, LeNet-5 (Lecun et al., 1998), mostrou a capacidade das CNNs, ela foi 

utilizada para reconhecimento de dígitos e posteriormente utilizada para ler milhares 

de cheques por dia. 
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Um dos grandes avanços para as CNNs foi a utilização das placas de vídeo 

(GPU, do inglês, Graphics Processing Units) para o processamento das redes. 

Enquanto as CPUs (do inglês, Central Processing Unit) usam de forma sequencial 

seus núcleos de processamento, as GPUs possuem centenas de pequenos núcleos 

especializados e operam em paralelo. Dessa forma, as GPUs tornaram o treinamento 

de uma rede muito mais veloz, viabilizando a utilização das RNPs. 

Posteriormente, a rede chamada AlexNet proposta por Krizhevsky et al. 

(2012) colocou as redes de convolução em outro patamar. Pela primeira vez, uma 

rede neural conseguiu alcançar uma taxa de erro abaixo de 17% em um conjunto de 

dados de alta resolução. Para alcançar tal sucesso, a AlexNet trouxe algumas 

inovações, como a implementação da Função Ativação (FA) ReLU (Rectified Linear 

Unit), o uso de duas GPUs em paralelo, as técnicas de modificação de imagem (data 

augmentation) e o desenvolvimento da técnica Dropout. 

Após a rede AlexNet, diversas inovações foram realizadas nas CNNs. As 

principais redes foram resumidas na linha do tempo da FIGURA 5.  

 
FIGURA 5 – EVOLUÇÃO HISTÓRICA DAS REDES DE CONVOLUÇÃO 

1980  Neocognitron (Fukushima, 1979, 1980, 1988)  
   

  1989  LaNet-5 (Lecun, 1989)  
   

  2012  AlexNet (Krizhevsky et al., 2012)  

  2015 
 

VGG-16 (Simonyan; Zisserman, 2015) 
 

  GoogleNet (Szegedy et al., 2015) 
 

  2016  ResNet-18 (He et al., 2016)  
  SqueezeNet (Iandola et al., 2016) 

  InceptionV3 (Szegedy et al., 2016) 
 

  2017  DenseNet (Huang et al., 2017)  
  MobileNet (Howard et al., 2017) 

  Xception (Chollet; Inc. Google, 2017) 
 

  2018  NASNet-Large (Zoph et al., 2018)  

  2019  EfficientNet (Tan; Le, 2019)  

  2020  GhostNet (Han et al., 2020)  

  2024  LeYolo (Hollard et al., 2024)  

FONTE: Adaptado de Ferreira (2020). 
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2.1.2 Arquitetura das redes neurais convolucionais  

 

A CNN emprega a operação matemática de convolução, isto é, utiliza-se a 

operação de multiplicação elemento a elemento (element-wise multiplication), em pelo 

menos uma de suas camadas – a camada de convolução (Goodfellow et al., 2016).  

A arquitetura da CNN é composta por camadas sequenciais, onde cada 

camada recebe o resultado da camada anterior, como mostra a FIGURA 6. As 

camadas mais comuns empregadas nesse tipo de rede são: camada de convolução, 

camada de pooling, camada de ativação e camada totalmente conectada (TC). 

 

FIGURA 6 – ESTRUTURA GERAL DE UMA CNN 

 
FONTE: Adaptado de Alom et al. (2019). 

 

De modo geral, a arquitetura da CNN pode ser dividida em duas partes, a 

primeira onde ocorre a extração das características e a segunda onde ocorre a 

classificação (Alom et al., 2019).  

Na parte da extração das características, onde ficam localizadas as camadas 

de convolução e de pooling, a partir da entrada, as camadas iniciais são responsáveis 

pela extração de características simples, enquanto as camadas mais profundas são 

especializadas em características complexas. Esse tipo de estrutura torna a rede mais 

robusta às variações da entrada. Por exemplo, se a entrada da rede é uma imagem, 

a primeira camada poderia detectar apenas as orientações das linhas; a segunda 

camada poderia detectar cantos; e a terceira uma combinação das anteriores (Lecun 

et al., 2015). 
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Para a segunda parte da arquitetura, a classificação, são utilizadas as 

camadas TC seguidas de uma função classificadora, como a função softmax. Com 

base na classificação feita, a rede apresenta uma resposta. 

 

2.1.2.1 Camada de convolução 
 

Rawat, Waseem e Wang (2017) definem as camadas de convolução como 

extratoras de características, que têm a função de aprender os padrões e 

características apresentadas pelos dados de entrada. 

Como resultado das camadas de convolução, temos a geração de mapas de 

características, ilustrados na FIGURA 7. Cada neurônio desses mapas possui um 

conjunto de pesos treináveis, também chamados de filtros, ligados à camada anterior 

da rede. Ou seja, os dados de entrada sofrem a operação de convolução com os filtros 

para formar um mapa de característica. Todos os filtros, e consequentemente, os 

mapas gerados pela camada de convolução possuem pesos diferentes, de modo a 

maximizar as características extraídas dos dados de entrada (Rawat; Waseem; Wang, 

2017). O resultado dessa operação pode ser seguido por outras camadas como: 

camada de pool, camada de ativação ou camada TC. 

 

FIGURA 7 – CAMADA DE CONVOLUÇÃO 

 
FONTE: Adaptado de Krohn et al. (2020). 

 

Os mapas de características, que são o resultado da operação da camada de 

convolução, são definidos como: 

 
 (1) 
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onde,  é o viés da camada  do mapa de característica  com ;  o filtro 

que conecta o -ésimo mapa de característica , da camada , com o -ésimo 

filtro da camada , sendo   o mapa de característica  da camada ; 

 a quantidade de mapas de característica da camada  e “ ” a operação de 

convolução (Chari, 2018). 

A FIGURA 8 ilustra o processo de geração de um mapa de característica. De 

maneira simplificada, o filtro “desliza” sobre os dados de entrada e a cada passo que 

é dado – em cada região (receptive field) - é realizada a operação de multiplicação 

elemento a elemento gerando um elemento do mapa de característica. Para um único 

mapa de característica, o processo de multiplicação elemento a elemento é expresso 

pela equação (2): 

 

FIGURA 8 – OPERAÇÃO DE CONVOLUÇÃO 

FONTE: Adaptado de Patterson e Gibson (2017). 

 

 
 (2) 

 

onde,  é o elemento  do mapa de característica resultante da operação de 

convolução, obtido a partir da multiplicação dos pesos de entrada  com os 

pesos do filtro , que possui dimensão  x , com  e . 

Quando se define uma rede neural também é necessário definir algumas 

configurações de funcionamento. Essas configurações são parâmetros denominados 

hiperparâmetros; eles estão presentes nas camadas da rede e nos algoritmos de 
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aprendizagem. De forma geral, eles são responsáveis por modelar o resultado da 

rede, isto é, como são extraídas as características dos dados de entrada, tempo de 

treinamento entre outros fatores. Logo, os valores assumidos são variados e não 

existe um valor correto; eles usualmente são escolhidos pela experiência do 

pesquisador ou por extensivos trabalhos da literatura.  

A camada de convolução possui três hiperparâmetros que serão definidos a 

seguir: tamanho do filtro, stride (ou passo) e zero-padding.  

O tamanho do filtro influencia a dimensão de saída do mapa de característica 

e consequentemente, a extração de características das camadas seguintes. 

Tamanhos comuns dos filtros variam de 7x7 até 1x1, mas podem chegar a cobrir toda 

a dimensão da imagem de entrada. O tamanho do filtro depende da finalidade da rede, 

filtros menores vão detectar características menos complexas enquanto filtros maiores 

podem captar estruturas mais complexas - pois cobrem um receptive field maior - 

porém, as redes possuem melhor desempenho com filtros menores do que com filtros 

maiores (Ahmed e Karim, 2020; Khanday e Dadvandipour, 2020 e Maitra et al., 2018). 

O Stride regula o tamanho do “passo” que o filtro realiza sobre a imagem de 

entrada. Ele influencia o quanto os receptive fields irão se sobrepor (Patterson; 

Gibson, 2017). Os valores mais comuns para o passo são 1 e 2 (FIGURA 9). Valores 

superiores a 2 não são uma boa abordagem pois podem ocorrer “saltos” de alguma 

região da imagem, consequentemente, pode se perder alguma informação. Por outro 

lado, valores acima de 2 fazem com que a rede seja mais rápida pois ocorre a 

diminuição da quantidade de parâmetros produzidos e operações realizadas. Em 

outras palavras, o mapa de característica resultante é menor quando o stride aumenta, 

uma vez que a varredura feita na imagem possui menos sobreposições (Krohn et al., 

2020). 

O hiperparâmetro zero-padding é utilizado para controlar a dimensão de saída 

do mapa de característica e como recurso para não perder informações das bordas 

nas imagens. Funcionalmente, o zero-padding consiste em adicionar zeros em torno 

das bordas da imagem de entrada, como mostra a FIGURA 10.  
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FIGURA 9 – DIFERENTES VALORES DE PASSO 

 
FONTE: Adaptado de Araújo (2018). 

 

FIGURA 10 – ZERO-PADDING 

 

(a) 

 
(b) 

FONTE: Adaptado de (a) Aggarwal (2018) e (b) Prince (2023). 
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O valor utilizado no zero-padding depende da construção da rede. Quando 

não é utilizado o zero-padding, ocorre uma redução da dimensão dos dados que são 

passados pelas camadas, que para alguns casos pode ser uma redução excessiva de 

acordo com o tamanho do filtro utilizado, comprometendo a quantidade de camadas 

possíveis a serem adicionadas posteriormente na rede e o nível de detalhamento das 

características extraídas. O caso oposto, quando o zero-padding faz com que não se 

percam dados, permite a utilização de mais camadas na arquitetura, sem correr o risco 

de degenerar os dados de entrada (Goodfellow et al., 2016). 

O cálculo da dimensão dos mapas de característica é dado pela equação (3):  

 

  (3) 

 

onde,  é o tamanho da imagem ( ),  o tamanho do filtro ,  a quantidade de 

zero-padding que a imagem possui,  o tamanho do passo e  o resultado da 

operação. Quando o tamanho da imagem e do filtro não são simétricos é possível 

utilizar a mesma equação (3) de forma isolada para cada componente, isto é, apenas 

para a largura e para a altura, usando as respectivas dimensões para a imagem de 

entrada e filtro. 

Por causa desses mecanismos de funcionamento, Goodfellow et al. (2016) e 

Lecun et al. (2015) destacam três características que fizeram as camadas de 

convolução, por consequência as CNN, populares. A dimensionalidade das conexões, 

compartilhamento de parâmetros e representação invariante. 

A dimensionalidade das conexões é o resultado da utilização de filtros com 

dimensões menores que a imagem de entrada. Isso implica que a rede precisa de 

menos memória para guardar os parâmetros, pois existem menos conexões entre os 

neurônios do que nas RNAs; consequentemente, existe a redução na quantidade de 

operações realizadas, aumentando a eficiência da rede. 

O compartilhamento de parâmetros é a principal característica da CNN. Essa 

característica torna a rede menos complexa, necessitando de menos parâmetros e, 

consequentemente, menos memória (Gorach, 2018). Compartilhamento de 

parâmetros significa que ao invés de aprender um conjunto de parâmetros para cada 

localização, apenas um parâmetro é aprendido por vez, como ilustra a FIGURA 11. 
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Isso só é possível porque são utilizados pequenos filtros que se deslocam pela 

imagem capturando as suas características. 

 

FIGURA 11 – COMPARTILHAMENTO DE PARÂMETROS 

 
FONTE: Habibi e Jahani (2017). 

 

Como consequência do compartilhamento de parâmetros a rede ganha mais 

uma propriedade, a invariância da representação; ou seja, se a entrada varia a 

resposta muda da mesma forma (Goodfellow et al., 2016). Essa invariância da rede 

deve-se à forma que a rede aprende, ou seja, a rede aprende as características da 

imagem por regiões. Após aprender todas as regiões da imagem, a rede consegue 

aprender uma representação geral da imagem (Patterson; Gibson, 2017). Por 

exemplo, em uma imagem de uma face a rede pode aprender que existe alguma 

característica específica no lado esquerdo do rosto, e, ao longo das variações 

presentes das imagens da mesma face ela é capaz de identificar a existência dessa 

característica. 

 

2.1.2.2 Camada de pooling 
 

A camada de pooling é uma operação de redução de dimensão 

(downsample), ou seja, é utilizada para reduzir o tamanho da imagem - ou a resolução 
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- de entrada combinando as características de uma região em um valor representativo 

(Gorach, 2018; Lecun et al., 2015), como ilustrado na FIGURA 12. 

 

FIGURA 12 – OPERAÇÃO DE POOLING 

 
FONTE: Adaptado de Alom et al. (2019). 

 

A operação de pooling traz alguns benefícios para a rede. Primeiro, reduzindo 

o tamanho do mapa de característica torna o mapa mais invariante, isto é, as 

pequenas translações e distorções que os dados de entrada podem apresentar não 

afetam o resultado final. Dessa forma, a operação age como uma “peneira” definindo 

se o mapa possui ou não alguma característica (Goodfellow et al., 2016). A localização 

exata de cada característica não é fundamental, pois a posição relativa de cada 

característica é mantida, ou seja, a “distância” de uma característica em relação às 

outras não é alterada (Khan et al., 2020). Segundo, torna a rede menos complexa, 

pela redução de parâmetros, e ajuda a melhorar a generalização. Por último, reduz o 

overfitting da rede evitando que a rede decore os dados de treinamento (Khan et al., 

2020; Wang et al., 2012). 

Assim como na camada de convolução, a camada de pooling possui os 

mesmos hiperparâmetros e a dimensão de saída é dada pela equação (4): 

 

  (4) 
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onde  representa o tamanho da entrada,  o tamanho do filtro utilizado, o valor do 

passo e  a dimensão de saída da operação. 

Existem diferentes tipos de camadas de pooling, as duas mais comuns são o 

pooling máximo e o pooling médio, como mostra a FIGURA 13. 

 

FIGURA 13 – POOLING MÁXIMO E POOLING MÉDIO 

 
FONTE: Adaptado de Alom et al. (2019). 

O pooling médio foi usado primeiramente por Lecun et al. (1998), enquanto a 

rede AlexNet (Krizhevsky et al., 2012) introduziu a variação de pooling máximo 

durante o ILSVRC-2012. 

A operação de pooling máximo seleciona o maior elemento de cada receptive 

field e descarta os outros valores, tornando o elemento selecionado o seu 

representante. Já a operação chamada de pooling médio usa a média aritmética dos 

elementos do receptive field, gerando um representante com base em todos os 

elementos. 

Formalmente, a operação de pooling máximo pode ser definida como: 

 

  (5) 
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onde, o resultado da operação é denotado por  que é associado ao -ésimo mapa 

de característica. O  denota o elemento na localização na posição , contido 

no receptive field  na posição  (Yu et al., 2014). A região  é definida como 

a janela de tamanho  x , deslocada com passo , com  e 

. 

A formulação matemática para o pooling médio é  

 

  
(6) 

 

onde,  x  representa a quantidade de elementos da região (Yu et al., 

2014). 

Embora as duas opções de pooling sejam muito utilizadas, a FIGURA 14 

ilustra que ambas possuem falhas e que a escolha da utilização de uma ou outra deve 

recair sobre o conjunto de dados. 

 

FIGURA 14 – FALHAS PARA CADA TIPO DE POOLING 

 
FONTE: Adaptado de Yu et al. (2014). 
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2.1.2.3 Camada de ativação 
 

As camadas de ativação podem ser utilizadas depois das camadas de 

convolução, pooling ou TC. Elas utilizam as FA realizando transformações não 

lineares nos pesos, dessa forma, transformam o seu valor o que pode acarretar a 

anulação ou ampliação desses. Khan et al. (2020) apontam que as funções de 

ativação servem também como aceleradores do aprendizado da rede e são funções 

de decisão que ajudam na aprendizagem dos padrões complexos dos dados. 

A operação da função ativação pode ser definida como:  

 

  (7) 

 

onde,  é o resultado da camada anterior,  a função ativação e  o resultado 

da -ésima camada após a ativação.  

Existem diversas FA, e as mais utilizadas são ilustradas na FIGURA 15.  

 

FIGURA 15 – GRÁFICO DAS FUNÇÕES DE ATIVAÇÃO 

 
Fonte : Adaptado de Li et al. (2020). 

 

As equações das FA Sigmoide (Werbos,1974), PReLU (He et al., 2015b), ELU 

(Clevert et al., 2016), ReLU (Nair; Hinton, 2010), Leaky ReLU ou LReLU (Maas et al., 

2013), CReLU (Hannun et al., 2014), e Tanh são descritas na TABELA 1. 



36 
 

 

TABELA 1 – EQUAÇÃO DAS FUNÇÕES DE ATIVAÇÃO 

Função Equação  

Sigmoide  (8) 

ELU  (9) 

PReLU  (10) 

ReLU  (11) 

Leaky ReLU  (12) 

CReLU  (13) 

Tanh  (14) 

FONTE: O autor (2025). 

 

Tanh foi uma das primeiras FA usadas nas RNA. Ela é centrada em zero e 

restrita ao intervalo [-1,1], o que reduz o esforço computacional para os ajustes de 

parâmetros, e aumenta a velocidade do algoritmo backpropagation (Nwankpa et al., 

2018b). Além disso, o maior valor da sua derivada ocorre quando a função a entrada 

é igual a zero, o que implica em gradientes maiores e uma atualização mais eficiente 

e, consequentemente, convergência mais rápida. A formulação matemática é dada 

pela equação (8). 

Nair e Hinton (2010) propuseram a FA ReLU, equação (11), com o objetivo de 

fazer o aprendizado ser ainda mais rápido. A função tem uma parte linear para valores 

positivos e valores nulos para entradas negativas, implicando que a função converte 

as entradas para valores maiores ou iguais a zero. Essa função é a mais usada nas 

RNPs, pois ela não tem operações complexas ou valores exponenciais tornando-a 

facilmente otimizável; porém, ela oferece uma chance maior de overfitting, 

possibilidade de matar neurônios e treinamento lento quando o gradiente é 

constantemente igual a zero (Ajit et al., 2020). 

Para resolver o problema dos neurônios mortos, a FA LReLU desenvolveu a 

seguinte formulação: uma inclinação positiva para valores abaixo de zero – como 

mostra a equação (12). De forma generalizada, a FA PReLU expande o conceito da 

FA LReLU e cria variações na inclinação da reta, possibilitando uma gama maior de 
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possibilidades de ativações. As FA ReLU e LReLU apresentam maior estabilidade 

durante o treinamento e são menos sensíveis à inicialização dos pesos e a 

normalização dos dados (Li et al., 2021). 

Outra forma de escapar dos elementos nulos é utilizar as FA ELU (equação 

(9)). Semelhante a FA LReLU, ELU adota uma função exponencial para as entradas 

negativas. Dessa maneira, a FA ELU produz valores próximos de zero, aumentando 

a velocidade de treinamento e podendo apresentar uma leve melhora em relação as 

outras FAs (Li et al., 2021). 

A FA CReLU tem quase o mesmo comportamento da função ReLU. A 

diferença é que a FA CReLU adota um limiar máximo, como mostra a equação (13). 

Essa função é usada para ajudar no problema de gradiente explosivo.  

 

2.1.2.4 Camada totalmente conectada  
 

Como parte da classificação nas CNNs as camadas TC têm como função 

interpretar todas as características extraídas pelas camadas anteriores (Rawat; 

Waseem; Wang, 2017). A quantidade de camadas e neurônios a serem usados 

depende da arquitetura da rede; podendo ser usadas várias camadas para aprimorar 

a precisão da rede. Porém, como essa parte da rede é a mais densa em conexões ela 

acarreta em um alto custo computacional pela quantidade de parâmetros que possui 

(Aggarwal, 2018). Especificamente para as CNNs, a última camada TC possui o 

número de neurônios igual à quantidade de classes em que a rede é usada. 

 

2.1.2.5 Camada Softmax  
 

A função softmax é utilizada como última parte da rede após a camada TC, 

trata-se de uma função classificadora que irá converter as ativações dos neurônios 

em scores para o resultado da rede. Esses scores variam de 0 a 1 e a soma de todos 

é igual a 1. Para a tarefa de classificação de imagem, os scores representam a 

probabilidade de tal entrada ser da classe indicada. Dessa forma, a classe que possui 

o maior escore é o resultado da rede. 

A função softmax é dada pela equação (15): 
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 (15) 

 

onde,  é o vetor de saída da camada TC, o índice dos neurônios da camada de 

saída com , onde  é o número de classes, e  o score para o elemento 

 (Gorach, 2018b). 

 

2.1.2.6 Camada de normalização 
 

A camada de normalização (Ioffe; Szegedy, 2015) tem a função de deslocar 

e redimensionar os pesos dentro de uma batelada  (um subconjunto do conjunto de 

dados). Originalmente, a função da camada de normalização era reduzir o problema 

do internal covariate shift, ou seja, atenuar a mudança na distribuição das ativações 

das camadas, que era alterada pelo processo de atualização dos pesos no algoritmo 

de backpropagation. As distribuições dos pesos entre as camadas, se forem muito 

diferentes, podem tornar o treinamento da rede mais lento e instável uma vez que o 

algoritmo de aprendizagem precisa ficar constantemente compensando essa 

diferença entre elas. 

As fórmulas usadas durante o treinamento e a inferência da rede são distintas 

(Chollet, 2023). Durante o treinamento a fórmula usada é dada pela expressão (16): 

 

 
 (16) 

 

onde,  é uma pequena constante para evitar a divisão por zero,  é a taxa de 

aprendizagem,  é o fator deslocamento aprendido. Durante a inferência a 

normalização é feita pela expressão (17): 

 

 

 (17) 
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onde,  tem um valor inicial de 0 e  recebe o valor inicial de 1, 

representadas pelas equações (18) e (19), respectivamente. 

 

  (18) 

  (19) 

 

Neste contexto, o parâmetro  funciona como coeficiente de 

amortecimento das estatísticas móveis, controlando a influência das médias e 

variâncias anteriores na atualização atual; tipicamente, adota se valores entre 0,9 e 

0,99 para equilibrar estabilidade e adaptabilidade das estimativas. 

Esses parâmetros adicionais aumentam a complexidade e deixam a rede 

computacionalmente mais cara. Além disso, junto com a FA ReLU aumenta a 

probabilidade do gradiente explodir (Yang, G. et al., 2019) Porém, a camada de 

normalização traz os seguintes benefícios (Prince, 2023)

 Propagação estável na fase forward: Se  tem um valor inicial de 0 e  recebe 

o valor inicial de 1, os pesos terão variância igual a 1. Essa característica é 

especialmente desejável nas RNP residuais, que são propensas ao gradiente 

explosivo. 

 Taxa de aprendizado maior: A superfície de perda das redes que possuem a 

camada de normalização torna-se mais suave e o gradiente muda de forma 

menos drástica. Isso permite o uso de uma taxa de aprendizado maior (Bjorck 

et al., 2018). 

 Regularização: Como a camada de normalização transforma os dados de 

entrada e esses dados são diferentes entre as bateladas, ela funciona como se 

fosse uma adição de ruído. Isto é, dado um subconjunto inicial do conjunto de 

dados os outros subconjuntos são como variações do subconjunto inicial, com 

a adição de um ruído. Dessa forma, aumenta-se a variabilidade com pequenas 

modificações aumentando a performance da rede. 

 

2.2 INICIALIZAÇÃO DOS PESOS 

 

Um dos passos para a construção das CNN é a escolha dos pesos iniciais. O 

processo de treinamento vai modificar esses pesos iniciais diversas vezes até que se 
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chegue ao melhor valor possível. Duch e Korczak (1998) apontam que o processo de 

treinamento não compensa uma inicialização de pesos ruim, implicando em um 

treinamento mais lento e com alta probabilidade de ficar preso em mínimos locais. Em 

outras palavras, uma boa inicialização faz com que as CNNs performem melhor e mais 

rápido (Narkhede et al., 2022; Yam; Chow, 2000). 

Três inicializações são descritas a seguir: Glorot (Glorot; Bengio, 2010), He 

(He et al., 2015b), e Narrow-normal (Krizhevsky et al., 2012). Essas inicializações são 

parte de um grupo chamado de variance-scaling-based initialization, em que o foco é 

conservar a magnitude dos pesos, isto é, manter a variância dos pesos perto de 1 

para cada camada, tentando evitar o problema do gradiente que explode ou 

desaparece. As inicializações de pesos são descritas na TABELA 2. 

A inicialização Glorot, representada pela expressão (20) e também conhecida 

como inicialização Xavier, foi proposta em 2010 para atingir uma convergência mais 

rápida da rede e também para que cada camada da rede tivesse a mesma variância. 

A distribuição uniforme gera os fatores de escala  e  que são relativos à camada 

anterior.  

 

TABELA 2 – INICIALIZAÇÃO DOS PESOS 

Inicialização Expressão 

Glorot   (20) 

He    (21) 

Narrow-normal    (22) 

FONTE: O autor (2025). 

LEGENDA:  são os pesos,  o resultante da multiplicação da dimensão dos filtros da camada (largura 

× altura × número de canais), e  é o resultante da multiplicação dos mapas de características da 

mesma camada (largura × altura × número de canais). 

 

A inicialização He foi desenvolvida para ser mais eficiente com as FAs ReLU 

e PReLU. Essa inicialização é baseada na distribuição normal, com os mesmos 

fatores de escala da inicialização Glorot (expressão (21)). Além disso, essa 

inicialização faz com que o desvio padrão seja perto do valor 1 e a média perto de 0, 

o que acelera o treinamento (Olimov et al., 2021). 

A última inicialização é a Narrow-normal representada pela expressão (22). A 

distribuição normal gera pesos com média igual a 0 e desvio padrão igual a 0,01. 
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2.3 TÉCNICAS DE PODA 

 

Zhang et al. (2019) classificam os métodos de aceleração das CNN em três 

grandes áreas: redução de redundância, exploração de hardware e, por último, 

aprimoramento do treinamento e velocidade de inferência. Para essa última, as 

pesquisas são relacionadas a algoritmos de otimização, como variantes do método do 

Gradiente Descendente (GD, do inglês, Gradient Descendent). A exploração de 

hardware busca inovações em implementação de GPUs, como o Tensor Processing 

Unit (TPU), um circuito integrado desenvolvido pela Google especificamente para 

aprendizagem de máquina. Por último, a redução de redundância utiliza técnicas de 

poda, compactação de redes ou direcionamento de dados de maneira mais eficiente.  

 

2.3.1 Definição de poda 

 

O cerne da técnica de poda é identificar os elementos redundantes ou menos 

úteis para a RNA, removendo o maior número deles com o menor impacto no 

desempenho. Nesse contexto, Qin et al. (2019) mostraram que existe redundância 

entre os filtros, os quais são semelhantes e possuem a mesma funcionalidade. 

Como resultado e redutor de redundância, as técnicas de poda reduzem os 

parâmetros das RNA, podendo chegar a uma redução acima de 90%, diminuindo a 

memória necessária para a execução do algoritmo e melhorando o desempenho 

computacional sem interferir na acurácia (Frankle; Carbin, 2019; LeCun et al., 1990). 

Deste modo, uma RNA inicializada com pesos aleatórios, quando podada, pode atingir 

qualquer alvo, demonstrando que a RNA podada também é um aproximador universal 

e não sofre prejuízos em sua capacidade de generalização (Malach et al., 2020). 

A equação (23) descreve a poda da rede: 

 

 (23) 

 

onde, procura-se  A variável é o conjunto de dados com os 

elementos .;  o dado de entrada com o seu respectivo rótulo ;  é a rede 

neural com o um conjunto de camadas  onde ,  e  
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representam o número de filtros, altura e comprimento do filtro na -ésima camada; 

 é a função perda, e  é a máscara binária que seleciona os elementos que são 

podados, sujeitos a maximização do número de elementos a serem podados.  

 

2.3.2 História das técnicas de poda 

 

A primeira técnica de poda foi proposta por Sietsma e Dow (1988); a ideia 

apresentada era eliminar conexões repetidas ou não relevantes. Então, LeCun et al. 

(1990) introduziram a técnica Optimal Brain Damage (OBD) e da mesma forma que o 

Optimal Brain Surgeon (OBS) (Hassibi, B.; Stork, 1992; Hassibi et al., 1993) definiram 

a poda como o ajuste de conexão para zero. Ao mesmo tempo, diversos critérios para 

a seleção desses elementos que seriam podados foram aparecendo, tais como: 

importância (Mozer; Michael; Smolensky, 1989; Mozer; Michael; Smolensky, 1989), 

magnitude (Janowsky, 1989) e sensibilidade (Chauvin, 1989; Jianchang Mao et al., 

1994; Karnin, 1990; Weigend et al., 1991). Além disso, diferentes mecanismos, 

também foram propostos, como um esquema de regeneração dos neurônios (Tresp 

et al. 1997), poda com um algoritmo genético (Whitley, 1990) e algoritmo iterativo 

(Murase et al., 1991). 

Embora outros trabalhos (Chung; Lee, 1992; Karnin, 1990; Stepniewski; 

Keane, 1997) também tenham proposto técnicas de poda, esses foram aplicados 

apenas às camadas TCs por causa da limitação computacional que os computadores 

tinham naquela época.  

O retorno do interesse nas técnicas de poda só ocorreu após o trabalho de 

Hinton et al. (2012). Agora, com computadores mais potentes, é possível a execução 

das técnicas de poda e ainda aplicá-las nas RNPs. Nessa mesma época, a técnica de 

poda mais conhecida, a dropout (Krizhevsky et al., 2012), começa a ser utilizada como 

uma técnica para melhorar a generalização e regularização da rede, isto é, para ajudar 

a reduzir o overfitting. Essa técnica inicialmente foi aplicada apenas na parte mais 

densa da rede, nas camadas TCs, e consiste na poda aleatória em  dos pesos.  

No entanto, no cenário atual, um problema gerado pelo aumento do tamanho 

da arquitetura foi a super parametrização. Alguns filtros têm a mesma funcionalidade 

para a rede (Qin et al., 2019), ou seja, as redes têm tantas camadas e pesos treináveis 

que muitos são irrelevantes no processo de aprendizado ou se tornam repetitivos. 

Choi et al. (2008) também apontam que o número excessivo de neurônios é o principal 
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fator para ficar preso em mínimos locais. Dessa forma, Reed (1993) afirma que a regra 

geral para a melhor generalização de uma RNA é escolher a menor arquitetura 

possível para cumprir a tarefa desejada. No entanto, determinar o número correto de 

camadas ou pesos em uma rede é um desafio complexo. Ishikawa (1996) tentou 

definir o número ideal de neurônios, e Hagiwara (1993) mostrou que é necessário 

encontrar um equilíbrio entre o número de neurônios, precisão e esforço 

computacional, pois reduzir os neurônios pode causar uma convergência mais lenta e 

ter mais neurônios não implica em maior precisão. 

Conforme discutido anteriormente, existem vários métodos de poda; porém, a 

técnica é aplicada de diversas formas. Essa variabilidade levanta questões sobre a 

técnica, como: Qual estrutura deve ser podada? Qual elemento devo podar? Quando 

é o momento de podar? Quais as formas de podar? Existe uma arquitetura ou conjunto 

de dados apropriado? A seguir, são definidas as características de funcionamento das 

técnicas de poda para responder estas perguntas. 

 

2.3.3 Características das técnicas de poda 

 

A seção anterior mostra uma visão geral do algoritmo de poda. Porém, a poda 

possui uma variedade em seu funcionamento, ou seja, a execução passo a passo 

muda dependendo do critério de escolha do elemento e do local onde é aplicado. 

Por meio de uma classificação proposta das técnicas de poda existentes, são 

analisados os elementos que compõem cada abordagem de poda. Assim, com base 

em quatro características, cada uma visando algum aspecto da técnica, as técnicas 

de poda foram classificadas, por meio de: critério (como selecionar os candidatos a 

podar), estrutura (como a poda afeta a arquitetura), dinâmica (como efetuar as podas) 

e escala (como encarar o conjunto de pesos). A FIGURA 16 ilustra a classificação 

proposta. 

O critério está relacionado com a forma que é feita a seleção de pesos e é 

separado em oito opções: 

 Comparação fixa – neste critério, um limiar  é estabelecido; se o peso for maior 

ou menor que o limite, a poda é realizada. Este tipo de critério também pode 

ser encontrado na literatura como data-free porque os elementos podados não 

dependem diretamente do conjunto de dados; 
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FIGURA 16 – CLASSIFICAÇÃO DAS TÉCNICAS DE PODA 

 
FONTE: O autor (2025). 

 

 Comparação aleatória - um valor aleatório é usado como limiar  para a seleção 

de elementos, ou seja, geram-se valores a partir de uma distribuição estatística 

ou outra técnica estatística; 

 Sensibilidade – o primeiro passo desse critério é uma pré-poda seguida pela 

avaliação da performance da rede. Esse processo estima se esses elementos 

podados geram alguma melhoria no desempenho da rede. A poda final é 

realizada com base nos elementos que afetam minimamente a precisão da 

rede em sua ausência. Esta técnica é uma poda dependente de dados, pois o 

critério precisa de alguma parte do conjunto de dados para verificar se a poda 

foi benéfica para a rede; 

 Ordenação – a principal característica é a classificação. É comum usar esse 

critério com o critério sensível, onde a influência dos elementos na rede é 

ordenada, eliminando aqueles com maior influência na perda. 

Consequentemente, esse critério de classificação pode gerar um limite para 

seleção de elementos de poda, mas, diferentemente do critério de comparação 

fixa, o critério de classificação não é estático. Dessa forma, é possível definir 

dinamicamente uma correspondência entre uma porcentagem ou um número 

de elementos podados, fornecendo melhor controle para a técnica; 
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 Híbrido – esta categoria inclui critérios como heurísticas novas ou aquelas já 

conhecidas da literatura, procedimentos com múltiplas etapas ou uma 

combinação dos critérios anteriores; 

 Norma – avalia os pesos da rede por alguma equação que usa a norma  com 

, ou uma combinação deles; 

 Gradiente – Este método modifica e usa o GD para impor a poda; ele usa 

diferentes penalizações, como a regularização ou alguma regra específica de 

atualização de peso; 

 Grafo – esta técnica aproveita as propriedades inerentes dos grafos para 

avaliar os elementos da rede, usando os elementos como parte dos critérios de 

escolha, como conectividade, centralidade e comprimento do caminho. 

 

A característica da estrutura é definida de duas maneiras, que correspondem 

às definições apresentadas na literatura: poda estruturada e poda não estruturada, 

conforme ilustrado na FIGURA 17. Essa característica diz respeito à existência de 

uma mudança na arquitetura da rede, ou seja, uma mudança no número de filtros ou 

canais da rede. 

A poda estruturada é feita no nível de grupos de pesos. A poda é realizada 

em uma linha ou coluna inteira de um filtro, em um canal inteiro ou até mesmo 

camadas. Sze et al. (2017) destacam que nesse tipo de poda o processamento de 

dados é fácil, pois reduz o custo necessário para sinalizar a localização dos pesos 

diferentes de zero, o que melhora a compressão de parâmetros, reduz o custo de 

armazenamento e a execução. Por outro lado, a desvantagem é a limitação dos graus 

de liberdade no processo de esparsificação, ou seja, a perda da elasticidade do 

aprendizado na rede. 

A poda não estruturada aumenta a esparsidade por uma escolha arbitrária 

dos pesos. Esse processo produz uma matriz mista com pesos intocados e pesos 

nulos, consequentemente produzindo um modelo não estruturado, o que leva à 

necessidade de lembrar os índices dos pesos iguais zero. Além disso, essa 

abordagem adiciona quantidades consideráveis de dados e processamento 

computacional por causa das estruturas de índice, induzindo um procedimento menos 

eficiente. Além disso, a literatura apresenta mais duas classificações: poda de filtro 

rígido (HFP, do inglês, hard filter pruning) e poda de filtro suave (SFP, do inglês, soft 
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filter pruning). Enquanto o HFP não atualiza os filtros de poda, o SFP permite que os 

filtros podados se recuperem do processo de poda, o que não afetaria a capacidade 

do modelo. Aqui essa característica de recuperação é encarada como um atributo 

definido pelo autor do critério de poda. 

 

FIGURA 17 – ESTRUTURA DA PODA 

 
FONTE: O autor (2025). 
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A dinâmica diz respeito a “Como podar?” e é dividida em duas categorias: 

poda única ou iterativa. Na poda iterativa (Algoritmo 1), a rede é podada e retreinada 

por rodadas, ou seja, uma rodada inclui o treinamento da rede no conjunto de dados 

e uma etapa de poda. O número de elementos totais podados cresce em cada rodada 

de poda. Consequentemente, deve-se determinar adequadamente a quantidade de 

rodadas de poda a serem realizadas, uma vez que a rede pode apresentar perda de 

performance quando se aumenta a esparsidade. De forma geral, a quantidade de 

rodadas é definida experimentalmente por limitações de tempo de execução, recursos 

computacionais ou pela especificidade da técnica empregada. Como resultado dessas 

escolhas, a rede chega a um nível de esparsidade desejado. A técnica iterativa usa a 

ideia de que uma baixa taxa de poda permite que a rede recupere e fortaleça os 

elementos restantes, explorando a ideia da elasticidade da rede, ou seja, que na 

ausência de alguns pesos os restantes se adaptam para compensar a falta dos deles. 

 
Algoritmo 1: Poda iterativa 

Entrada: Rede neural pré-treinada critério de poda  taxa de poda  (%) com , 

critério de parada . 

Enquanto não atingir o critério  faça: 
 Pode os parâmetros  do modelo baseado no critério de poda  com a taxa  

 

 Ajuste fino 

 

 Atualização de hiperparâmetros. 

Saida: Rede podada  

 

Na poda única (Algoritmo 2), apenas uma rodada de poda é realizada e pode 

ser seguida por ajuste fino; neste caso, uma grande parte da rede é podada de uma 

vez. O ajuste fino visa ajustar os pesos restantes da rede para compensar a ausência 

dos pesos podados.  

A escala das técnicas de poda pode ser dividida em local ou global. A poda 

global interpreta os pesos de todas as camadas como um único conjunto de pesos; 

após a etapa de poda, há uma assimetria no número de elementos podados em cada 

camada. Enquanto isso, a poda local lida com cada camada individualmente, e o 

critério de poda pode variar de acordo com cada camada. Além disso, é possível 
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escolher quais camadas serão podadas, deixando propositalmente algumas camadas 

fora do processo de poda. 

 

Algoritmo 2: Poda única 

Entrada: Rede neural pré-treinada critério de poda  taxa de poda (%) com 

Se satisfazer o critério  então: 

  

Pode o modelo com . 

 

Ajuste fino 

Saida: Rede podada  

 

Outro atributo pertinente às técnicas de poda é quando se deve podar. A poda 

antes do treinamento, realizada após a inicialização dos pesos, faz com que a rede 

atinja os mínimos locais, porém, tenha dificuldades para encontrar máscaras 

adequadas uma vez que a poda não é feita nos pesos finais, ou seja, existe uma perda 

na seleção de candidatos mais apropriados. Enquanto a poda após o treinamento 

pode não atingir os mínimos locais e são necessárias mais algumas épocas de 

treinamento para a rede chegue na sua performance máxima, o ajuste fino (fine-

tuning).  

 

2.3.4 Técnicas de poda na literatura 

 

A técnica de poda mais conhecida, ou que utiliza uma técnica que pode se 

chamar de poda, é a dropout, proposta por Krizhevsky et al. (2012). Ela é utilizada 

para melhorar a generalização e regularização da rede, isto é, para ajudar a reduzir o 

overfitting. Inicialmente, foi aplicada apenas nas camadas TCs e consiste na poda de 

forma aleatória em  dos pesos de camada alvo. De forma semelhante, Luo et al. 

(2020) propuseram a técnica random mask, onde é aplicada uma máscara aleatória 

nos mapas de características; embora essa técnica não diminua o número de 

parâmetros - uma vez que o número de parâmetros continua o mesmo – ela diminui o 

custo computacional e proporciona maior robustez enquanto mantém o nível de 

acurácia. De outra forma, Hu et al. (2016) propuseram a poda utilizando a 

porcentagem média de zeros na ativação (APoZ, do inglês, Activations Average 
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Percentage of Zeros), que mede a quantidade de zeros após a FA ReLU nos mapas 

de característica; porém, a técnica é dependente dessa FA em específico.  

Polyak e Wolf (2015) propuseram a poda de canais inteiros para obter uma 

rede mais veloz, uma vez que isso reduz drasticamente a quantidade de operações e 

conexões, caracterizando-se como uma poda estruturada. Da mesma forma, Li et al. 

(2016) utilizaram a poda de filtros junto com suas conexões e mapas de 

características, e Zhang et al. (2020) empregaram um módulo de atenção (PFAM, do 

inglês, Pruning Filter with Attention Mechanism), em que os filtros podados são 

aqueles que têm a menor correlação com o módulo proposto - diferente dos dois 

métodos anteriores, o filtro podado é reconstruído para as próximas épocas podendo 

ainda contribuir para a rede. 

Em relação à poda de comparação fixa, Han et al. (2015) apresentam uma 

seleção de pesos baseada em um limiar estabelecido, um múltiplo do desvio padrão 

dos pesos da camada, pesos abaixo desse limiar serão podados. Com o critério de 

sensibilidade, Lin et al. (2020) propuseram a poda dinâmica com feedback (DFP, do 

inglês, Dynamic Pruning with Feedback); essa poda possui uma alocação dinâmica 

dos padrões de esparsidade e incorpora o erro do feedback da etapa de avaliação 

dos candidatos em uma etapa do treinamento; dessa forma, o algoritmo avalia o 

modelo esparso e aplica correções no modelo denso para corrigir qualquer erro 

gerado pelo processo de poda. 

Para o critério de norma, Oliveira et al. (2024) propuseram uma técnica 

baseada na normal  e . A norma  é utilizado para evitar o overfitting, enquanto 

a norma  transforma os valores para perto de 0. Em outro trabalho, Ding et al. (2018), 

com o Auto-balanced Filter Pruning (AFP), os filtros são avaliados pela norma , 

descartando os redundantes. E para fortalecer os filtros ‘fortes’, uma norma  

personalizada foi adicionada como uma penalidade para filtros considerados ‘fracos’. 

No que diz respeito ao critério de gradiente, Zhang et al. (2023) apresentaram 

uma estrutura de poda de múltiplas granularidades (MGPF, do inglês, Multi-

Granularity Pruning Filter) que utiliza uma máscara suave treinável para podar 

diferentes níveis de estrutura, como a poda de peso, poda de canal e poda de filtro. O 

treinamento da máscara suave e dos parâmetros da rede é feito simultaneamente com 

a norma . 

Por fim, para os critérios que envolvem grafo, Shi et al. (2023) propuseram 

uma técnica menos suscetível aos dados de entrada, o método de poda baseado em 
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entropia de gráfico de von Neumann (VNGEP), que combina as informações intra e 

inter-canais da camada para identificar filtros que são menos informativos e mais 

substituíveis por outros filtros. Wang et al. (2021) apresentaram uma técnica de 

redução da redundância estrutural (SRR, do inglês, Structural Redundancy 

Reduction), utilizando grafos para medir o nível de redundância de cada camada de 

convolução e selecionando as mais redundantes; a redundância é calculada pelo 

número de cobertura e pela equação que utiliza o peso de probabilidade que 

equilibra o tamanho do espaço quociente (o número total de classes de equivalência) 

e o número de filtros da camada.  

 
2.3.5 Hipótese do bilhete premiado 

 

Com as técnicas de poda bem estabelecidas dentro das CNNs e com 

resultados promissores dos trabalhos anteriores, como o de Han et al. (2015), 

utilizando poda por magnitude dos pesos, Frankle e Carbin (2019) propuseram o 

bilhete premiado.  

A hipótese do bilhete premiado (Lth, do inglês, The Lottery ticket hypothesis) 

define que para uma rede iniciada aleatoriamente , existe pelo menos uma 

sub-rede  - o bilhete premiado (Lt, do inglês, lottery ticket) - de no 

mínimo igual acurácia e com ao menos o mesmo número de épocas de treinamentos 

realizados. 

Em outras palavras, uma rede iniciada aleatoriamente , quando 

otimizada com o gradiente descendente estocástico (SGD, do inglês, Stochastic 

Gradient descent) em um conjunto de dados, chega a uma perda na validação  em  

iterações com o teste de acurácia . A sub-rede , treinada isoladamente 

com o SGD e o mesmo conjunto de dados, onde  é a máscara binária sobre os 

parâmetros  do treinamento da rede , alcança a acurácia  e a perda na 

validação  em  iterações. Sendo a hipótese de que   em que (treinamento 

proporcional),  (acurácia proporcional) e  (menos parâmetros) 

(Frankle; Carbin, 2019). 

O algoritmo para encontrar o bilhete premiado é dado no quadro abaixo:  
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Em outras palavras, o algoritmo do bilhete premiado é uma poda iterativa 

onde, a cada rodada de poda, aqueles pesos que não foram podados retornam para 

o seu valor inicial  que é o seu valor gerado pela distribuição de inicialização antes 

da realização do treinamento. A máscara , que é matriz binária que controla quais 

pesos foram podados, inicia nula no primeiro passo do algoritmo e ao longo das 

rodadas de poda é atualizada, garantindo que o número de pesos podados ao longo 

das rodadas aumente e que o peso que já foi podado nas rodadas anteriores 

permaneça podado.  

Diferente dos outros trabalhos de poda, o trabalho de Frankle e Carbin (2019) 

mostrou um aspecto estrutural presente nas CNNs. Após encontrar o bilhete 

premiado, quando a mesma rede é aleatoriamente reiniciada, ela chega a um 

desempenho pior que a do bilhete encontrado com os pesos originais. Isto é, a 

estrutura sozinha não é suficiente para encontrar a rede ótima, mas, se a rede for 

inicializada corretamente é possível alcançar o bilhete premiado. Dessa forma, a 

estrutura e a inicialização dos pesos da rede estão intrinsicamente ligadas. 

 

2.4 TREINAMENTO 

 

2.4.1 Gradiente descendente estocástico 

 

O SGD é uma variação do GD. O SGD adiciona um fator estocástico a cada 

iteração do algoritmo escolhendo aleatoriamente um subconjunto  do conjunto de 

treinamento, a batelada, e computa o gradiente desse subgrupo. A regra de 

atualização é definida pela expressão (24): 

 

QUADRO 1 – ALGORITMO DO BILHETE PREMIADO 
1. Aleatoriamente inicializar a rede neural   inicializados por 

uma distribuição normal e  sendo uma máscara); 
2. Treinar a rede por  iterações, chegando aos parâmetros ; 
3. Podar  dos parâmetros em criando a máscara binária atualizada ; 
4. Reiniciar os parâmetros que não foram podados para seus valores originais , 

criando um ticket premiado ; 
5. Fazer  e repetir 2-4 até o nível de esparsidade desejado ser alcançado. 
 

Fonte: Adaptado de Frankle; Carbin (2019). 
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 (24) 

 

onde o subíndice  contém os índices do par entrada/resposta da batelada atual,  é 

a função perda do elemento ,  é a taxa de aprendizagem. 

Essas bateladas não se repetem, ou seja, bateladas diferentes terão imagens 

diferentes. Quando o algoritmo utiliza todas as bateladas disponíveis dentro do 

conjunto de dados isso é definido como uma época de treinamento. O tamanho da 

batelada, ou seja, a quantidade de imagens, pode variar de acordo com a capacidade 

computacional, tempo disponível para execução ou com alguma definição para o 

conjunto de dados específico. Quando a batelada tem o tamanho de todo o conjunto 

de treinamento o algoritmo volta a ser não estocástico, ou seja, o GD. 

Um ponto importante ao utilizar o SGD é que o resultado é inteiramente 

dependente do ponto inicial, apesar do algoritmo aumentar a performance do modelo 

ao longo das iterações o ponto de partida é crucial para o número de épocas e 

chegada ao mínimo global (Prince, 2023). 

Uma prática comum é utilizar o SGD com taxa de aprendizado variada ao longo 

das épocas. Isto é, se utiliza uma taxa maior no início do treinamento e a cada  

épocas essa taxa é reduzida. A ideia é que no começo do treinamento, com uma taxa 

de aprendizagem alta, o algoritmo consiga explorar diversas regiões, e nas épocas 

finais, em uma região mais favorável, ocorra um ajuste fino. 

A variação do SGD utilizado nesse trabalho foi o SGD com momento. Essa 

variação adiciona a direção do gradiente da iteração anterior na iteração atual. 

Matematicamente a atualização dos pesos pode ser descrita pelas expressões (25) e 

(26).  

  

 
 (25) 

  (26) 

 

onde,  é o momento e  é o grau de suavização ao longo do tempo. 
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2.4.2 Adaptive moment estimation 

 

Outro algoritmo de aprendizagem utilizado nesta tese foi o Adaptive moment 

estimation (ADAM). Esse algoritmo normaliza o gradiente de atualização evitando que 

grandes gradientes produzam grandes atualizações, o que poderia levar a solução 

para longe do mínimo local, ou que pequenos gradientes produzam atualizações 

insuficientes, o que implica ficar preso em um mínimo local. A regra de atualização é 

dada pelas equações (27), (28) e (29): 

 

  (27) 

 
 (28) 

 
 (29) 

 

onde,  é uma pequena constante para evitar a divisão por zero,  e  são o 

momento para as duas variáveis e pertencem ao intervalo . 

Um ponto negativo desse algoritmo é que ele pode ficar indo e voltando em 

torno do mínimo e só converge quando cai exatamente no mínimo global. Porém, ele 

é menos sensível ao valor da taxa de aprendizagem inicial e menos dependente do 

decaimento da taxa de aprendizagem ao longo das épocas de treinamento (Prince, 

2023). 

 

2.4.3 Early stopping 

 

A técnica de early stopping é utilizada para parar o treinamento do modelo de 

acordo com algum critério visando evitar o overfitting. Para realizar tal tarefa o conjunto 

de dados é dividido em três subconjuntos: o conjunto treinamento, validação e teste. 

Durante o processo de treinamento, o early stopping utiliza o conjunto de dados de 

validação de forma comparativa ao conjunto de dados de treinamento, avaliando o 

erro da rede, permitindo uma avaliação contínua do desempenho. Se o erro do 

conjunto de dados de treinamento tende a ficar menor enquanto o erro do conjunto de 
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dados da validação tende a aumentar, isso é um indício que a rede está em estado 

de overfitting, isto é, a rede está decorando o conjunto de dados de treinamento. Esse 

comportamento é altamente prejudicial, pois, ao invés do modelo generalizar os 

padrões dos dados, ele os decora, tornando o modelo incapaz de se adaptar a dados 

desconhecidos. 

 

2.4.4 Entropia cruzada categórica 

 

A função perda utilizada para calcular o erro da rede foi a entropia cruzada 

categórica (CCE, do inglês, categorical cross-entropy). Ela mede a proximidade entre 

a distribuição prevista e a distribuição verdadeira. A função é definida pela equação 

(30). 

 

 
 (30) 

 

onde,  representa a classe verdadeira em codificação one-hot, isto é, 1 para a 

classe verdadeira e 0 para as demais. O valor  é a probabilidade prevista pelo 

modelo para cada classe. O índice  refere-se aos exemplos do conjunto de dados, 

e  o índice para as classes existentes. 

 

2.5 CONSIDERAÇÕES 

 

De acordo com a revisão de literatura apresentada nesse capítulo, as RNPs 

são compostas de diferentes tipos de camadas e por muitas delas. Cada camada 

possui seus próprios hiperparâmetros e cada um deles influencia de uma forma 

específica a rede. Sobre a arquitetura, não existe um consenso na literatura da 

composição ideal de camadas a ser seguido. Por esses motivos a construção da rede, 

isto é, a definição de uma arquitetura com certa sucessão de camadas juntamente 

com seus hiperparâmetros, é complexa.  

Além disso, devido ao tamanho das redes, a quantidade de parâmetros que 

são utilizados chega aos milhões, por consequência, os algoritmos de otimização são 

necessários para a redução da dimensão dos pesos ou para empregar uma melhor 
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finalidade para eles. No sentido de redução da quantidade de pesos, foi apresentada 

uma série de trabalhos da literatura que envolvem diversos critérios de poda. Em 

especial, a hipótese do bilhete premiado que vincula a arquitetura da rede com seus 

pesos iniciais.  

Com essa fundamentação, no próximo capítulo, a metodologia proposta nesta 

tese é descrita junto com a proposta do algoritmo de poda iterativa. 
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3 MATERIAL E MÉTODOS  
 

Com base na revisão da literatura, foi proposto um algoritmo de poda iterativa 

que se encontra descrito no Capítulo 4. No entanto, para o desenvolvimento do 

mesmo, utilizou-se uma série de conceitos fundamentais e necessários para o 

treinamento e validação da proposta. Dessa forma, neste capítulo são descritos todos 

os materiais e métodos utilizados. 

 

3.1 HARDWARE E SOFTWARE 

 

Os experimentos desta tese foram executados em diferentes computadores 

de acordo com a necessidade e disponibilidade, foram eles: 

 Máquina com uma única placa de vídeo NVIDIA GeForce® RTX 2070 

SUPER (8 GB) GPU, processador Intel® core™ i7-9700K e 16 GB 

RAM; 

 Máquina com uma única placa de vídeo NVIDIA GeForce® RTX 4060 

(16 GB) GPU, processador Intel® core™ i7-9700K e 32 GB RAM; 

 Máquina com uma única placa de vídeo NVIDIA GeForce® RTX 3070 

(8 GB) GPU, processador AMD Ryzen® 9 5950X e 128 GB RAM; 

 Máquina com uma única placa de vídeo NVIDIA RTX A4000 (16 GB) 

GPU, processador Intel® core™ i7-12700KF e 128 GB RAM; 

 Máquina com uma única placa de vídeo NVIDIA RTX A5000 (24 GB) 

GPU, processador Intel® core™ i7-12700KF e 128 GB RAM. 

 

A linguagem de programação utilizada foi o Matlab para os experimentos com 

a Poda estocástica e a Camada Nula. Para o algoritmo Poda Estocástica com Camada 

Nula, a implementação foi realizada em linguagem Python, utilizando a biblioteca 

TensorFlow. 

 

3.2 CONJUNTO DE DADOS  

 

Os conjuntos de dados utilizados foram o Modified National Institute of 

Standards and Technology (MNIST), proposto por LeCun Yann et al. (1998), Canadian 
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Institute For Advanced Research (CIFAR-10), desenvolvido por Krizhevsky et al. 

(2009), Flower (Mamaev, 2021) e Fruit (Zhang, 2020). 

O conjunto de imagens MNIST é composto por dígitos escritos à mão, em 

preto e branco. Possui 60 mil exemplares para o treinamento da rede e 10 mil 

exemplares para o teste. As imagens são de dimensão 28x28x1 pixels divididos em 

classes que vão do número 0 até o 9, como mostra a FIGURA 18. 

 

FIGURA 18 – CONJUNTO DE DADOS MNIST 

 
FONTE: Lecun et al. (1998). 

 

 O conjunto de dados CIFAR-10 (FIGURA 19) é composto por imagens 

coloridas, divididas em 10 classes distintas de objetos variados. Também possui 60 

mil exemplares com tamanho de 32x32x3 pixels, divididos em 50 mil itens para 

treinamento e 10 mil para a classificação de teste.  

O conjunto de dados Flower (Mamaev, 2021) é composto por 5 classes de 

flores, com média de 800 fotos por classe. As imagens são de alta resolução de 

tamanho 320x240x3 pixels e não há uma separação prévia do conjunto de fotos para 

o treinamento e teste. O conjunto é ilustrado na FIGURA 20. 

O conjunto de dados Fruit possui 33 classes de frutas e 22495 imagens, que 

são divididas em 16854 para o treinamento e 5641 para o teste. As imagens são do 

tamanho 100x100x3 pixels e uma parte das classes é mostrado na FIGURA 21. 
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FIGURA 19 – CONJUNTO DE DADOS CIFAR-10 

 
FONTE: Krizhevsky; Hinton (2009). 

 

FIGURA 20 – CONJUNTO DE DADOS FLOWER 

FONTE: Adaptado de Mamaev (2021). 

 

  

FIGURA 21 – CONJUNTO DE DADOS FRUIT 

     
 

     
 

FONTE: Adaptado de Zhang (2020). 
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3.3 DATA AUGMENTATION 

 

Data augmentation é uma das técnicas fundamentais em visão computacional 

e vem sendo usada nos primeiros e principais artigos de classificação de imagem, 

como no artigo de reconhecimento de caracteres em documentos (Lecun et al., 1998). 

Essa técnica pode ser definida como o par ordenado  onde,  é a imagem de 

entrada,  é o rótulo respectivo e  é uma transformação (Geiping et al., 2022). Em 

outras palavras, essa técnica modifica as imagens originais e as transforma em 

imagens levemente alteradas.  

Como a técnica é muito versátil, é possível criar ou gerar qualquer tipo de 

modificação imaginável em uma determinada imagem. Neste trabalho, são utilizadas 

apenas 3 transformações - espelhamento, translação e corte aleatório (Zhong et al., 

2020) – as quais são descritas abaixo.  

 

 Espelhamento: Nessa transformação é possível espelhar a imagem 

tanto na vertical quanto na horizontal, como mostrado na FIGURA 22.  

 

FIGURA 22 – DATA AUGMENTATION (ESPELHAMENTO) 

 
FONTE: Adaptado de Kumar et al. (2024). 

 

 Translação: Essa operação movimenta a imagem verticalmente e 

horizontalmente, como mostra a FIGURA 23. 

  

FIGURA 23 – DATA AUGMENTATION (TRANSLAÇÃO) 

 
FONTE: Adaptado de Kumar et al. (2024). 
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 Corte aleatório: Essa técnica imita cortes, ocultando paralelepípedos 

de tamanho aleatório e de coloração diversa nas imagens. A FIGURA 

24 mostra exemplos da aplicação. 

 

FIGURA 24 – DATA AUGMENTATION (CORTE ALEATÓRIO) 

 
FONTE: Adaptado de Kumar et al. (2024). 

 

A escolha da transformação a ser aplicada deve levar em consideração o 

conjunto de dados e deve ser feita com cautela. Por exemplo, no conjunto de dados 

MNIST a transformação de espelhamento pode confundir o número 6 com o número 

9, ou ainda se a imagem do número 8 sofrer um deslocamento muito severo ele pode 

chegar a se assemelhar ao número 3. 

Outros pontos importantes que devem ser levados em consideração são: 

quantidade de transformações aplicadas, pois ao criar novas imagens, deve-se tomar 

o cuidado de não criar um viés no conjunto de dados (Shorten; Khoshgoftaar, 2019); 

o aumento do custo computacional, pois as transformações no conjunto de dados 

demanda processamento computacional, que é adicionado ao processamento da 

RNA. 

Porém, os benefícios da data augmentation podem ser listados, como: 

aumento da generalização do modelo, tornando-o mais invariante aos dados de 

entrada; redução do overfitting, pois torna as imagens mais diversas e evita que o 

modelo decore os padrões apresentados; e o aumento da acurácia, por tornar os 

padrões aprendidos mais robustos. 
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3.4 ARQUITETURAS 

 

3.4.1 CNN3 

 

As camadas de convolução da arquitetura CNN3 têm o tamanho de entrada 

definido de acordo com o conjunto de dados a ser utilizado. As camadas de 

convolução aumentam o número de filtros de acordo com a profundidade da camada 

(16, 32 e 128 filtros) e todas possuem stride igual a 1, a única camada que utiliza zero-

padding é a última camada de convolução. As camadas de convolução são seguidas 

por camadas de pooling médio, com exceção da última camada, que é seguida pela 

camada TC. As FAs estão localizadas após a primeira camada de pooling e após a 

camada TC. A última camada da rede é a de classificação Softmax. 

 

3.4.2 LeNet-5 

 

A rede LeNet-5 (LeCun et al., 1990) foi a primeira CNN utilizada em larga 

escala e originalmente foi proposta para o reconhecimento de dígitos escritos a mão. 

Além disso, introduziu as camadas de Pooling médio. Esta rede é composta por um 

total de 5 camadas, sendo 3 camadas de convolução e 2 camadas TC, como mostra 

a FIGURA 25.  

 
FIGURA 25 – ARQUITETURA LENET-5 

 

 
FONTE: Adaptado de Lecun et al. (1998). 

 

A entrada da LeNet-5 é uma imagem 32x32. A primeira camada de 

convolução (C1) possui 6 filtros, a camada de pooling (S2) possui 6 mapas de 

características, diminuindo as dimensões de 28x28 para 14x14. A terceira camada de 
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convolução (C3) possui 16 filtros e a quarta camada (S4) também possui 16 mapas 

de características, reduzindo as dimensões de 10x10 para 5x5. A quinta camada de 

convolução (C5) é representada como uma camada totalmente conectada pois a 

saída dos mapas de características são de tamanho 1x1. A sexta e a sétima camadas 

são totalmente conectadas. 

 

3.4.3 AlexNet 

 

A rede AlexNet foi de grande importância para as CNNs, pois a partir dela que 

as CNNs começam a ser usadas amplamente em diversos problemas de classificação 

de imagem. Além disso, foi a primeira a superar a classificação humana, assim como 

introduziu diversas otimizações nas CNNs, como o processamento de GPUs em 

paralelo (Alzubaidi et al., 2021).  

A sua arquitetura contém cinco camadas de convolução e três camadas TC. 

Os dados de entrada (224x224) passam pela primeira camada de convolução que 

possui 96 filtros de tamanho 11x11 com stride de 4. O resultado da primeira camada 

de convolução passa por uma normalização e uma camada de pooling, em seguida, 

passam para a segunda camada de convolução, que possui 256 filtros com stride de 

5. A terceira e quarta camada de convolução possuem 384 filtros com stride de 3. A 

quinta camada também possui stride de 3, porém com 256 filtros. As duas primeiras 

camadas TCs possuem 4096 neurônios e a última, com o número de neurônios igual 

ao número de classes do conjunto de dados utilizado. A rede AlexNet está ilustrada 

na FIGURA 26. 

 
FIGURA 26 – ARQUITETURA ALEXNET 

 
FONTE: Adaptado de Pinecone e Systems (2024). 
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3.4.4 VGG 

A arquitetura VGG (Visual Geometry Group), venceu as tarefas de 

identificação e classificação da competição ILSVRC 2014 e na época era uma das 

mais profundas que existia. Desenvolvida com filtros de tamanho 3x3 chegou a usar 

até 19 camadas. A FIGURA 27 ilustra a arquitetura da VGG16 e VGG19.  

De modo geral, a arquitetura VGG possui os dados de entrada com imagens 

de tamanho 224x224. A quantidade de filtros das camadas convolucionais aumenta 

de acordo com a profundidade, as duas primeiras possuem 64 filtros, a terceira e 

quarta possuem 128 filtros, a quinta até a oitava camada possuem 256 filtros e as 

demais têm 512 filtros. As FA são colocadas sempre após uma camada de convolução 

e TC. A última camada da arquitetura é a função Softmax. 

 
FIGURA 27 – ARQUITETURA VGG 

 
 FONTE : Adaptado de Simonyan e Zisserman (2014). 

LEGENDA: Coluna da esquerda (D) representa a arquitetura VGG-16 e a coluna da direita (E) 

representa a arquitetura VGG-19. 
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3.4.5 ResNet 

 

As redes residuais (Residual Network), ou apenas ResNet (He et al., 2015a), 

receberam destaque por ganharem o concurso ILSVRC-2015 chegando a uma taxa 

de erro de apenas 3,57% e, além disso, por permitirem a existência de modelos 

profundos mitigando o problema do desvanecimento do gradiente (Li et al., 2021). As 

ResNets podem ser cerca de 20 vezes mais profundas que a AlexNet e até mais que 

8 vezes para as redes VGG. Apesar de terem sido lançadas há 10 anos, elas 

continuam sendo utilizadas como base para muitas comparações de resultados em 

várias tarefas da visão computacional. 

As ResNets possuem esse nome pelo uso dos blocos residuais. Cada bloco 

residual possui uma ou mais camadas e tem um atalho de conexão (shortcut 

connection). De forma ilustrativa, a FIGURA 28(a) mostra a sequência de uma camada 

de convolução, seguido pela FA e outra camada de convolução. Após os dados 

passarem por essa sequência de camadas o resultado é somado com a entrada 

original da primeira camada – o atalho de conexão. Esse empilhamento com a soma 

dos valores de entrada é chamado de bloco residual. Os blocos residuais assumem 

diversas configurações na composição das suas camadas, porém, os blocos 

modernos geralmente são maiores e usam a camada de normalização, como mostra 

a FIGURA 28(b). 

Originalmente, a ResNet foi construída com 18, 34, 50, 101, 152 e 1202 

camadas. Porém, as mais usadas são as com 20, 56 e 110 camadas - A FIGURA 29 

ilustra a ResNet-20. Dessa forma, neste trabalho, as arquiteturas utilizadas foram as 

ResNet com 20, 56 e 110 camadas. O bloco residual utilizado foi o empilhamento de 

uma camada de convolução, seguido da FA, outra camada de convolução, terminando 

com uma camada de normalização. 
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FIGURA 28 – BLOCO RESIDUAL 

 
(a) 

(b) 
FONTE: Adaptado de (a) He et al. (2015a) e (b) Prince (2023). 

LEGENDA: BN: são as camadas de normalização; ReLU: função de ativação; Conv: camada de 

convolução. 

 

 
FIGURA 29 – ARQUITETURA RESNET-20 

 
FONTE: Adaptado de Chen et al. (2022). 

 

3.5 MÉTRICA DE AVALIAÇÃO 

 

3.5.1 Acurácia 

 

A métrica utilizada para avaliar o conjunto teste foi a precisão categórica, ou 

seja, a acurácia. Essa métrica cria duas variáveis, uma que conta o total de 

exemplares no conjunto e outra que conta a quantidade de elementos que o modelo 

previu corretamente. A operação efetuada é a divisão da quantidade prevista 

corretamente pelo total de exemplares do conjunto. 



66 
 

 

3.5.2 Esparsidade e operações em pontos flutuantes 

 

A esparsidade é uma das métricas presentes quando se avaliam algoritmos 

de poda. Ela mede a proporção de elementos podados em uma RNA. Ou seja, dada 

uma arquitetura com  elementos treináveis a esparsidade indica a quantidade de 

elementos que adquiriam o valor igual a 0 ao longo das iterações de poda. O cálculo 

realizado é o número de elementos podados dividido pelo total de parâmetros na rede, 

o resultado é um valor percentual. 

A outra métrica é o FLOP que avalia a quantidade de operações em pontos 

flutuantes realizadas pela RNA. Essa métrica é utilizada para comparação de 

eficiência computacional. O cálculo envolve contabilizar cada operação de 

multiplicação, soma, subtração ou divisão. 

Para as camadas de convolução os FLOPs são calculados como 

 

  (31) 

 

onde, , , e  são a altura, largura e número de filtros,  é o tamanho do kernel 

(se simétrico) e  são o número de filtros do mapa de característica (Molchanov et 

al., 2016). Já para a camada totalmente conectada o FLOP é calculado como: 

 

  (32) 

 

onde,  é o tamanho da entrada e  é o tamanho da saída (Molchanov et al., 2016). 

 

3.6 CONFIGURAÇÕES DE TREINAMENTO PARA O MÉTODO PROPOSTO 

 

As configurações de treinamento das CNNs - ou seja, a escolha dos 

hiperparâmetros de acordo com a arquitetura e os respectivos conjuntos de dados - 

foram estabelecidas pelos dados da literatura, garantido uma aderência metodológica 

e comparabilidade com publicações de referência. Dessa forma, os hiperparâmetros 

descritos abaixo foram escolhidos manualmente, por meio do processo de tentativas, 

avaliando em quais combinações se obteve o melhor o melhor desempenho. 

Para o treinamento das ResNets 20/56/110 foi utilizada uma batelada de 

tamanho 128, com 180 épocas de treinamento, com taxa de aprendizagem inicial de 
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0,1 com decaimento (multiplicação) de 0,1 nas épocas 100 e 150, SGD com 

momentum de 0.9 e entropia cruzada para função perda. De forma complementar, no 

conjunto de dados foram usadas as transformações de espelhamento, translação e 

corte aleatório. 

Para a arquitetura VGG-16 foi utilizada uma batelada de tamanho 128, com 

165 épocas de treinamento, com taxa de aprendizagem inicial de 0,1 e decaimento de 

0,00001 a cada 20 épocas, SGD com momentum de 0.9 e entropia cruzada categórica 

para função perda. De forma complementar, no conjunto de dados foram usadas as 

transformações de espelhamento e translação. 

Para a arquitetura LeNet-5 foi utilizada uma batelada de tamanho 128, com 

120 épocas de treinamento, com taxa de aprendizagem inicial de 0,0002, otimizador 

ADAM com  iguais a 0,9, 0,999 e 1e-7, respectivamente. O conjunto de dados 

foi utilizado no seu formato original sem data augmentation. 

Para as arquiteturas CNN3, AlexNet e VGG-19 foi utilizada uma batelada de 

tamanho 128, com 120 épocas de treinamento com early stopping de 3 épocas, com 

taxa de aprendizagem inicial de 0,0001, otimizador SGD com momentum de 0,8. Os 

conjuntos de dados utilizados foram fracionados dos conjuntos de dados originais. No 

conjunto de dados MNIST foram utilizados para o treinamento 18 mil exemplares 

distribuídos uniformemente entre as classes e para o conjunto de teste 3 mil 

exemplares. Para o conjunto de dados CIFAR-10, o treinamento utilizou 15 mil 

exemplares e para a teste 2500 exemplares, ambos divididos de forma equalitária 

entre as classes.  

As FAs usadas foram ELU para a arquitetura ResNet, ReLU para VGG-16 e 

Tanh para a LeNet-5. As arquiteturas CNN3, AlexNet e VGG-19 foram utilizadas com 

várias FAs como será mostrado no experimento no capítulo seguinte.  

Os hiperparâmetros número de filtros, stride e padding de cada camada de 

convolução das arquiteturas acima seguiram os modelos da literatura. 
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4 MÉTODO PROPOSTO 
 

4.1 PODA ITERATIVA COM CRITÉRIO ESTOCÁSTICO 

 

O método proposto nesta tese utiliza três conceitos: a magnitude dos pesos, 

o comportamento desses pesos e a aleatoriedade. 

 Conforme apresentado no trabalho de Frankle e Carbin (2019), no critério de 

magnitude, o corte é realizado a uma taxa  naqueles pesos que possuem a menor 

magnitude a cada rodada até que se chegue ao nível de esparsidade desejado. Dessa 

forma, o corte consiste em atribuir o valor zero para o peso que atendeu o critério de 

poda. 

Posteriormente, Zhou et al. (2019) mostraram que os pesos com menor 

magnitude tendem a reduzir ainda mais seus valores durante o processo de 

treinamento da rede, não exercendo influência no resultado, ou seja, aqueles valores 

que estão próximos de zero tendem a se tornar zero ao longo do treinamento da rede. 

E assim como a técnica dropout, que possui o fator de aleatoriedade em sua 

escolha de poda, o método proposto introduz a aleatoriedade em seu algoritmo 

iterativo para achar uma rede super esparsa. 

Dessa forma o critério proposto de poda, ou o critério gerador de máscaras 

para a rede, tem a seguinte configuração: para cada camada da rede e para cada 

peso dessas camadas são gerados valores aleatórios amortecidos , 

onde ,  e . Se  for maior que o peso ao qual é comparado 

, então o peso inicial  ( , onde  é gerado por He et al., 2015b) é podado 

( ); isto é, os pesos utilizados para a próxima rodada do algoritmo serão 

, onde  é a máscara binária gerada entre a comparação dos pesos  e 

. Assim,  é a rede esparsa procurada, ou o candidato ao bilhete premiado, 

gerado pela poda. A FIGURA 30 mostra o processo do critério de escolha da poda. 

O critério proposto, ao utilizar a distribuição normal para gerar os pesos 

aleatórios aproveitamos o seu comportamento natural, no qual existe maior frequência 

de valores em torno da média, assim tendo maior probabilidade de serem podados. 

Ou seja, os pesos podados tem menor magnitude. 

O algoritmo proposto, apesar de podar todas as camadas, é um algoritmo de 

poda local. De forma que, o parâmetro  é adicionado como forma reguladora da 
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velocidade de poda. Caso alguma camada sofra de estagnação nos cortes dos seus 

pesos, o valor de  pode ser ajustado, permitindo que o algoritmo continue podando 

ao longo das rodadas; ou de forma contrária, caso a camada seja podada de forma 

acelerada  serve para reduzir essa velocidade. Dessa forma, se necessário, é 

possível o ajuste personalizado para cada camada, uma vez que as camadas nas 

CNNs possuem quantidades variadas de pesos e impactam diretamente no resultado 

da rede. 

 

FIGURA 30 – MÉTODO DE PODA ESTOCÁSTICO 

 
FONTE: O autor (2025). 

 

O critério apresentado será referido como Poda Estocástica (PE). O algoritmo 

é descrito no QUADRO 2. 

 

 
 

QUADRO 2 – ALGORITMO DE PODA ITERATIVA COM CRITÉRIO ESTOCÁSTICO 
1. Iniciar a rede neural  aleatoriamente. ( ; 
2. Treinar a rede por  iterações, chegando aos parâmetros ; 
3. Para cada peso de cada filtro, criar um peso auxiliar , ; 
4. Comparar os pesos  e . Se , então  criando a máscara 

binária ; 
5. Reiniciar os parâmetros que não foram podados para seus valores originais , 

criando um bilhete premiado , onde ; 
6. Atualizar o amortecimento  se necessário; 
7. Repetir os passos 2 – 6, até chegar ao nível de esparsidade desejada. 
 

Fonte: O autor (2025). 
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Comparativamente, a utilização de um limiar para critério de corte é aplicado 

com sucesso em Frankle e Carbin (2019) e Han et al. (2015), porém, ambos os 

critérios não têm uma flexibilidade adaptativa. Enquanto Han et al. (2015) utiliza um 

múltiplo do desvio padrão como critério de poda para todas as camadas, Frankle e 

Carbin (2019) podam  dos menores valores absolutos. O método PE traz um 

critério de poda menos determinístico ao longo das iterações. Diferentemente da 

abordagem do bilhete premiado que remove uma porcentagem fixa dos pesos em 

todas as iterações do algoritmo, na PE a quantidade de pesos podados varia de 

acordo com o resultado da comparação feita entre os pesos da técnica. Além disso, 

existe um amortecimento  adaptável para cada camada possibilitando um controle 

refinado da taxa de poda. Ainda, a geração de pesos auxiliares, seguindo a 

distribuição normal, aumenta a probabilidade de poda de pesos próximos à média. 

Essa abordagem também incorpora a ideia de podar elementos que teriam valores 

absolutos similares, ou seja, aqueles pesos que não contribuem de forma significante 

para a rede. 

 

4.1.1 Resultados investigativos da poda iterativa com critério estocástico 

 

A seguir é analisado o comportamento do algoritmo de PE, para o experimento 

foi utilizada arquitetura CNN3 com as configurações definidas na Seção 3.6. Uma vez 

que o algoritmo proposto poda todas as camadas, o objetivo é examinar como o 

desempenho da rede é afetado ao alterar o local de poda. A análise é dividida em dois 

casos. O primeiro, quando a poda é aplicada em apenas uma camada específica – 

sinalizado como ‘Apenas na camada #’. O segundo, quando a poda é aplicada em 

toda a rede com exceção de uma única camada – sinalizada como ‘sem poda # 

camada’. Adicionalmente, a melhor performance ao longo das iterações é sinalizada 

com um “x”, acompanhada do valor numérico respectivo. 

Os valores de amortecimento  utilizados nos experimentos dos gráficos a 

seguir foram definidos empiricamente. Especificamente, atribuiu-se os valores de 0,8 

à primeira camada de convolução, para a segunda e terceira o valor  inicial foi de 

0,04 até a 20ª rodada e, após isso, 0,03. Para as camadas TC o valor  foi de 0,02 

em todas as rodadas. 

O GRÁFICO 1 mostra o comportamento da rede ao utilizar o critério PE em 

apenas uma camada de cada vez, o conjunto de dados empregado foi o MNIST. É 
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possível observar que a rede conseguiu chegar a uma acurácia maior quando a poda 

foi aplicada apenas na primeira camada de convolução; quando foi aplicada 

isoladamente nas outras camadas o comportamento das redes foi semelhante, de 

modo que chegaram a valores próximos na sua acurácia máxima e não tiveram grande 

aumento na acurácia durante as rodadas. 

 

GRÁFICO 1 – CRITÉRIO DE PODA EM UMA ÚNICA CAMADA – CONJUNTO DE DADOS MNIST 

 

FONTE: O autor (2025). 

 

O mesmo tipo de análise foi realizado para o conjunto de dados CIFAR-10, 

como mostra o GRÁFICO 2. O comportamento das redes entre si é semelhante em 

quase todos os casos, conseguindo aumentar a acurácia logo no início das rodadas 

do algoritmo. A exceção é na segunda camada de convolução, onde a rede ficou mais 

estável e só aumenta a acurácia nas últimas rodadas. A maior acurácia, entre as 

quatro camadas, foi atingida quando o método foi aplicado apenas na primeira 

camada de convolução. 
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GRÁFICO 2 – CRITÉRIO DE PODA EM UMA ÚNICA CAMADA – CONJUNTO DE DADOS CIFAR-10 

 

FONTE: O autor (2025). 

 

O resultado do desempenho do algoritmo da PE, quando é retirada a poda de 

apenas uma camada da rede, é exibido no GRÁFICO 3 para o conjunto de dados 

MNIST e no GRÁFICO 4 para o conjunto de dados CIFAR-10. 

Para os dois conjuntos de dados a rede atingiu uma taxa de acurácia menor 

quando não foi aplicada a técnica de poda na primeira camada de convolução. A rede 

se comportou de forma semelhante quando foi retirada a poda da Conv2 e Conv3, ou 

seja, houve o aumento da acurácia ao longo das rodadas do algoritmo. Esse 

comportamento é observado em ambos os conjuntos de dados.  

Na ausência da poda na camada TC para os dados MNIST, a rede não teve 

um aumento expressivo na acurácia, como é visto nas camadas Conv2 e Conv3, no 

final das rodadas a acurácia tende a ficar menor. De modo contrário, para o conjunto 

de dados CIFAR-10, a rede conseguiu aumentar a acurácia mesmo sem a poda na 

camada TC. 



73 
 

GRÁFICO 3 – CRITÉRIO DE PODA RETIRANDO UMA ÚNICA CAMADA – CONJUNTO DE DADOS 
MNIST 

 

FONTE: O autor (2025). 

 

GRÁFICO 4 – CRITÉRIO DE PODA RETIRANDO UMA ÚNICA CAMADA – CONJUNTO DE DADOS 
CIFAR-10 

 

FONTE: O autor (2025). 
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Como resultado dessa análise, é observável que a presença da poda na 

primeira camada de convolução tem um papel fundamental para o desempenho da 

rede. Essa poda faz com que a rede tenha um salto maior na acurácia durante as 

rodadas do algoritmo.  

 

4.2 CAMADA NULA 

 

Com o resultado do critério PE, observou-se que ao aumentar a esparsidade 

da primeira camada da rede pode-se gerar um impacto positivo na performance. Logo, 

para explorar essa característica foi proposto o método da Camada Nula (CN). 

 

4.2.1 Hipótese proposta  

O método de inicialização proposto é chamado de método da camada nula 

(CN). O método impõe que os pesos iniciais da primeira camada de convolução sejam 

nulos, ou seja, os pesos gerados para essa primeira camada serão iguais a zero e o 

viés da camada será igual a 1; os pesos iniciais das demais camadas devem seguir 

outro tipo de inicialização. 

A forma tradicional, de iniciar os pesos das camadas de convolução é a 

inicialização com um único tipo de distribuição ou procedimento, que é aplicado para 

todas as camadas. A ilustração de uma CNN com a inicialização comum e o método 

CN é mostrada na FIGURA 31. 

Essa hipótese fundamenta-se nas evidências do critério PE e, de modo 

análogo à regra de Hebb (1949), ao inicializar os pesos da primeira camada com valor 

igual a zero e viés igual a um, confere-se à rede um ponto de partida neutro, no qual 

não existe tendência prévia que possa privilegiar qualquer padrão de entrada em 

detrimento de outro. E ainda, a CN permite um refinamento adicional dos parâmetros 

iniciais, funcionando como um mecanismo de reforço das representações de 

características iniciais, de modo a reforçar a extração de padrões relevantes durante 

o processo de treinamento. Ademias, a inicialização dos pesos igual a zero e do viés 

com valor unitário garante ativações positivas com as FA, evitando a possível “morte” 

de neurônios e garantindo a não interrupção da propagação do gradiente na primeira 

camada. 
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FIGURA 31 – MÉTODO CAMADA NULA 

 
FONTE: O autor (2025). 

 

4.2.2 Resultados  

 

O resultado do experimento é exibido na TABELA 3. Os valores numéricos 

apresentados são a média aritmética entre 5 ensaios realizados com as mesmas 

especificações de treinamento, variando os pesos iniciais. A avaliação das redes foi 

realizada nos conjuntos de teste, e as configurações utilizadas para cada arquitetura 

correspondem às especificadas na Seção 3.6. 

A TABELA 3 mostra que para todos os testes o método CN obteve acurácia 

maior em 53,89% dos casos em relação ao treinamento regular. E, ainda, a diferença 

de acurácia quando o método tradicional é superior ao método CN, é em média 3,46% 

maior. De modo contrário, quando o método CN é superior ao método tradicional, em 

média atinge 7,90% a mais de acurácia. O empate dos dois métodos ocorreu apenas 

em 15,56% dos experimentos. 

Analisando os resultados do método em relação à FA (inicialização de peso, 

arquitetura e conjunto de dados não foram considerados), o melhor desempenho para 

a CN foi alcançado com a FA Tanh. Com essa FA, o método CN teve acurácia superior 

em 75% dos experimentos, o método tradicional obteve apenas 13,89% dos melhores 

resultados e o empate teve uma taxa de 11,11%. O método CN obteve um 
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desempenho superior para todas as FA. Exceto a FA ELU, onde ocorreu o empate 

entre os métodos comparados. Os dados são mostrados na TABELA 4. 

 

TABELA 3 – ACURÁCIA MÉDIA PARA OS TESTES DA CAMADA NULA  

FONTE: O autor (2025). 

   Tanh Tanh + 
CN 

CReLU CReLU 
+ CN 

ReLU ReLU + 
CN 

ELU ELU + 
CN 

LReLU LReLU + 
CN 

C
N

N
3 

M
ni

st
 

Glorot 0,7269 0,7994 0,6057 0,8071 0,4919 0,6735 0,6104 0,9195 0,8807 0,9146 

He 0,7104 0,8485 0,4432 0,8674 0,0980 0,8477 0,098 0,9203 0,7970 0,8952 

Narrow-normal 0,4641 0,6004 0,4395 0,4716 0,6903 0,6104 0,8439 0,8345 0,6656 0,6823 

C
ifa

r-1
0 

Glorot 0,2484 0,2813 0,2308 0,3471 0,1000 0,3639 0,2086 0,3766 0,1946 0,3667 

He 0,2335 0,2872 0,1243 0,2770 0,1000 0,2833 0,1000 0,3289 0,2469 0,2939 

Narrow-normal 0,2041 0,2085 0,1875 0,2145 0,2760 0,2641 0,3191 0,3030 0,3001 0,2731 

Fl
ow

er
 Glorot 0,4991 0,5074 0,1787 0,1833 0,1759 0,1759 0,1759 0,1898 0,0000 0,4593 

He 0,4602 0,4343 0,1898 0,1898 0,1759 0,1759 0,1759 0,1759 0,0000 0,0000 

Narrow-normal 0,4907 0,5019 0,2815 0,4315 0,1769 0,2611 0,2630 0,4028 0,4407 0,3926 

Fr
ui

t 

Glorot 0,9579 0,9755 0,6312 0,7253 0,1063 0,5175 0,0354 0,9807 0,3950 0,9995 

He 0,9353 0,9636 0,5015 0,4366 0,0297 0,0297 0,0297 0,0297 0,0000 0,0000 

Narrow-normal 0,8785 0,8811 0,6977 0,7092 0,7122 0,8307 0,9948 0,9945 0,9998 0,9995 

Al
ex

N
et

 

M
ni

st
 

Glorot 0,8653 0,8740 0,8849 0,8953 0,9432 0,9320 0,9543 0,9514 0,9408 0,9331 

He 0,8586 0,8748 0,9113 0,9170 0,8536 0,9419 0,9306 0,9560 0,8423 0,9417 

Narrow-normal 0,5005 0,5051 0,2045 0,2619 0,7072 0,3389 0,9082 0,8959 0,7393 0,4427 

C
ifa

r-1
0 

Glorot 0,3489 0,3695 0,3208 0,3183 0,3472 0,3244 0,4530 0,4226 0,3551 0,3198 

He 0,2480 0,3497 0,3378 0,3252 0,2693 0,2937 0,3926 0,3843 0,2813 0,3036 

Narrow-normal 0,1753 0,2318 0,1378 0,1730 0,1613 0,1286 0,3129 0,2906 0,1474 0,1633 

Fl
ow

er
 Glorot 0,5750 0,5972 0,5731 0,6176 0,6528 0,6556 0,7065 0,7056 0,6731 0,6759 

He 0,5815 0,5815 0,5500 0,5694 0,3426 0,5602 0,4324 0,6630 0,4565 0,5861 

Narrow-normal 0,3852 0,4204 0,2741 0,3065 0,4880 0,3574 0,6620 0,6111 0,5102 0,4102 

Fr
ui

t 

Glorot 0,9572 0,9600 0,9612 0,9696 1,0000 0,9995 1,0000 0,9995 1,0000 0,9995 

He 0,9867 0,9883 0,9879 0,9850 0,9919 0,9995 0,9988 1,0000 0,9960 1,0000 

Narrow-normal 0,0623 0,0989 0,0583 0,0585 0,0678 0,0735 0,9413 0,9191 0,2271 0,0585 

VG
G

19
 

 

M
ni

st
 

Glorot 0,9112 0,9093 0,16388 0,1177 0,9579 0,1300 0,9667 0,9573 0,9373 0,1364 

He 0,9387 0,9410 0,9423 0,9452 0,2432 0,9617 0,0421 0,9702 0,2587 0,9532 

Narrow-normal 0,1135 0,1135 0,1135 0,1135 0,1135 0,1135 0,1135 0,1135 0,1135 0,1135 

C
ifa

r-1
0 

Glorot 0,4035 0,4273 0,1586 0,1182 0,2972 0,1436 0,4926 0,4629 0,1666 0,1555 

He 0,4327 0,4312 0,3527 0,3498 0,1640 0,3410 0,2497 0,4490 0,2270 0,3311 

Narrow-normal 0,0991 0,1000 0,1000 0,1000 0,1000 0,1000 0,1003 0,1000 0,1000 0,1000 

Fl
ow

er
 Glorot 0,6101 0,6416 0,5120 0,2453 0,5046 0,2453 0,6722 0,6870 0,4796 0,2416 

He 0,6212 0,6379 0,1962 0,6074 0,2064 0,6324 0,0851 0,6500 0,0842 0,6185 

Narrow-normal 0,2453 0,2453 0,2453 0,2453 0,2453 0,2453 0,2453 0,2453 0,2453 0,2453 

Fr
ui

t 

Glorot 0,9980 0,9895 0,0801 0,0582 0,9976 0,0582 1,000 1,000 0,9973 0,0582 

He 1,000 0,9997 1,000 0,9997 0,8675 0,9997 0,9940 1,000 0,9422 0,9980 

Narrow-normal 0,0582 0,0582 0,0582 0,0582 0,0582 0,0582 0,0582 0,0582 0,0582 0,0582 
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TABELA 4 – CN (MÉTODO VS. FA). 
% Tanh CReLU ReLU ELU LReLU 

Normal 13,89 27,78 33,33 41,67 36,11 
CN 75,00 58,33 47,22 41,67 47,22 

Empate 11,11 13,89 19,44 16,67 16,67 
FONTE: O autor (2025). 

 

Da mesma forma, para a comparação dos métodos em relação à inicialização 

de peso, mostrados na TABELA 5, a inicialização que obteve os melhores resultados 

com o método CN foi a inicialização He, que obteve 71,67% dos melhores resultados; 

a inicialização Glorot conquistou 51,67% dos melhores resultados; e por último, a 

inicialização Narrow-normal foi melhor em 38,33% dos experimentos. O método CN 

foi superior ao método tradicional para todas as inicializações. 

 

TABELA 5 – CN (MÉTODO VS. INICIALIZAÇÃO DOS PESOS). 
% Glorot He Narrow-normal 

Normal 45,00 15,00 31,67 
CN 51,67 71,67 38,33 

Empate 3,33 13,33 30,00 
FONTE: O autor (2025). 

 

A TABELA 6 mostra a porcentagem obtida para cada método em comparação 

com o conjunto de dados (FA, arquitetura e inicialização de peso não foram 

consideradas). O método CN obteve a maior porcentagem de melhores resultados 

para todos os conjuntos de dados. 

 

TABELA 6 – CN (MÉTODO VS. CONJUNTO DE DADOS) 
% Mnist Cifar-10 Flower Fruit 

Normal 28,89 40,00 20,00 33,33 
CN 60,00 53,33 55,56 46,67 

Empate 11,11 6,67 24,44 20,00 
FONTE: O autor (2025). 

 

A última análise é o desempenho dos métodos em relação às arquiteturas 

(FA, conjuntos de dados e tipo de inicialização de peso não foram considerados). O 

método tradicional apresentou resultados melhores apenas para a arquitetura VGG19, 

conforme mostrado na TABELA 7. Dessa forma, pode-se inferir que, à medida que as 

CNNs se tornam mais profundas, há maior poder para extrair características das 

imagens, e o método CN perde seu desempenho.  
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TABELA 7 – CN (MÉTODO VS. ARQUITETURA) 

% CNN3 AlexNet VGG19 
Normal 16,67 40,00 35,00 

CN 70,00 58,33 33,33 
Empate 13,33 01,67 31,67 

FONTE: O autor (2025). 

 

Observou-se, também, que na arquitetura VGG19, quando utilizada a 

inicialização de pesos Narrow-normal, o modelo permaneceu estagnado sem 

conseguir realizar nenhum aprendizado ao longo das iterações de treinamento, 

independente dos hiperparâmetros (FA, método e conjunto de dados) utilizados — o 

que sugere uma sensibilidade às condições experimentais testadas. 

Dados adicionais, como o desvio padrão dos 5 ensaios realizados para os 

resultados médios da CN (TABELA 3), é mostrado no APÊNDICE 1 – RESULTADOS 

COMPLEMENTARES DA CAMADA NULA. Como resultado, a média do desvio 

padrão do método CN foi de 0,022, enquanto a média do método tradicional foi de 

0,041. O método CN obteve uma redução de 46,34% no desvio padrão médio, 

implicando em um método com menos variabilidade e maior estabilidade para o 

treinamento das redes. 

Os valores máximos e mínimos dos ensaios também é mostra no APÊNDICE 

1 – RESULTADOS COMPLEMENTARES DA CAMADA NULA. 

 

4.3 PODA ESTOCÁSTICA COM CAMADA NULA 

 

Com base nos resultados anteriores, isto é, os experimentos realizados com 

o critério PE e com o método CN, é proposto um ajuste para o método desenvolvido. 

É realizada a fusão da PE com a CN, que será chamada de Poda Estocástica com 

Camada Nula (PECN). O algoritmo segue o critério de seleção da PE e a inicialização 

dos pesos é realizada como na CN, o algoritmo PECN é detalhado no quadro abaixo. 

No algoritmo PECN, por meio de experimentação, valores distintos de  foram 

definidos ao longo das épocas de treinamento e conforme o tipo de camada. Essa 

diferenciação foi necessária pois o comportamento das camadas e a velocidade de 

poda variam entre si. Assim, a variação do valor  garante que a rede atinja uma 

proporção de poda uniforme ao longo das iterações e maximize o seu melhor 

desempenho. 
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Para o viés foi utilizado um valor  de 0,8 para todos os tipos de camada. Para 

as camadas TC o valor de  inicial foi de 0,007, aumentando para 0,027 entre as 

rodadas 10 e 19, e terminando com o valor de 0,01 para as demais rodadas. Para as 

camadas Conv, o  inicial foi de 0,02, aumentando para 0,04 entre as rodadas 10 a 

19, e depois disso 0,09. E para as arquiteturas as configurações utilizadas 

correspondem às especificadas na Seção 3.6.  

O resultado do algoritmo PECN e a comparação com o método da literatura é 

exposto no capítulo seguinte. 

  

QUADRO 3 – ALGORITMO PECN 
1. Aleatoriamente inicializar a rede neural  com ;  
2. Faça os pesos da primeira camada iguais a 0 e bias iguais a 1 (método CN); 
3. Treinar a rede por  iterações, chegando aos parâmetros ; 
4. Para cada peso de cada filtro, criar um peso auxiliar , ; 
5. Para todas as camadas menos a primeira, comparar os pesos  e .  

Se , então  criando a máscara binária ; 
6. Reiniciar os pesos da primeira camada e parâmetros das demais camadas que 

não foram podados para seus valores originais , criando uma rede esparsa 
, onde ; 

7. Atualizar o amortecimento  se necessário; 
8. Repetir os passos 3 – 7, até chegar ao nível de esparsidade desejada. 

 
Fonte: O autor (2025). 
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5 RESULTADOS E DISCUSSÃO 
 

Nesse capítulo é realizada uma análise dos resultados do algoritmo PECN. 

Os resultados apresentados utilizaram os conjuntos de dados MNIST e CIFAR-10, 

assim como as arquiteturas LeNet-5, VGG-16, ResNet-20/56/110. A escolha dos 

conjuntos de dados e arquiteturas baseou-se em um levantamento de 90 técnicas de 

poda presentes na literatura. Como isso, foram identificados os conjuntos de dados e 

arquiteturas mais utilizadas assim como a combinação mais frequente entre eles, 

conforme é ilustrado na FIGURA 32. 

 

FIGURA 32 – COMBINAÇÃO DE CONJUNTO DE DADOS E ARQUITETURA 

 
FONTE: O autor (2025). 

 

5.1 RESULTADOS 

 

A TABELA 8 apresenta o resultado comparativo entre a técnica proposta e os 

resultados da literatura com o conjunto de dados MNIST na arquitetura LeNet-5. 

Apesar do algoritmo PECN não ter atingido a maior acurácia, ele foi o único que 

apresentou um ganho na acurácia com o aumento da esparsidade. A quantidade de 

pesos podados apresentou um resultado competitivo com a literatura e a quantidade 

de FLOPs não apresentou vantagens. 
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TABELA 8 – RESULTADO COMPARATIVO LENET-5 / MNIST 

Referência Top-1 Acc Acc.↓% FLOPs↓% Par.↓% 
Han et al., 2015 99,23 - - - 
Guo et al., 2016 99,09 - - - 
Wu et al., 2019 99,26 - - 62,50 
Hu et al., 2016 99,30 - - - 

Ding et al., 2018 - 0,76 48,63 95,13 
G. Li et al., 2018 99,09 - - - 
Dong et al., 2017 98,34 - - - 

Srinivas et al., 2017 99,19 - - 95,84 
Singh et al., 2020 99,20 - 95,56 - 

Yu et al., 2018 - 0,02 - 50,00 
Lee et al., 2018 99,20 - - 99,00 

Zhang et al., 2018 99,20 - - - 
Geng; Niu, 2022 99,10 - 73,45 - 

Oliveira et al., 2024 99,03 - - - 
Shi et al., 2024 99,18 - 91,14 98,96 

Autor, 2025 98,82 +0,25 57,85 93,58 
FONTE: O autor (2025). 
LEGENDA: [Top-1 Acc.]: Porcentagem de classificação correta da rede; [Acc.↓%]: Denota o decréscimo 
(%) na acurácia da rede com a rede podada; [FLOPs↓%]: denota a redução (%) de FLOPs em relação 
a rede não podada; [Par.↓%] denota a redução (%) dos parâmetros em relação a rede não podada. 

 

Para o conjunto de dados CIFAR-10, o algoritmo PECN obteve resultados 

superiores em redução de FLOPs e parâmetros nas arquiteturas testadas, como 

mostram as TABELA 9, TABELA 10, TABELA 11 e TABELA 12. Além disso, para a 

arquitetura ResNet-56/110, mesmo o algoritmo não tendo aumentado a acurácia, foi 

obtida a maior acurácia entre os trabalhos comparados. De forma contrária, para a 

arquitetura VGG-16, apesar de obtida uma melhora no desempenho da rede, a 

acurácia final não ultrapassa o resultado da literatura. 

 

TABELA 9 – RESULTADO COMPARATIVO VGG-16 / CIFAR-10 

(continua) 

Referência Top-1 acc Acc↓% FLOPs↓% Param↓% 
Wu et al., 2019 93,13    

Zunino et al., 2021 92,73 - - - 
He et al., 2017 67,80 - - - 
Liu et al., 2019 87,66 - 70,47 - 

Singh et al., 2020 93,60 - 82,80 92,50 
Lin et al., 2020 93,43 - 53,50 82,90 

Ding et al., 2018 92,94 - 79,69 - 
Huang et al., 2020 93,98 - 48,50 - 

Li et al., 2016 93,40 - 34,20 64,00 
Lin et al., 2020 93,08 - 73.68 88,68 
Xu et al., 2021 93,83 - - - 
Lee et al., 2018 92,91 - - - 

Wang et al., 2020 87,13 - - - 
Wang; Zhang, 2023 94,20 0,24 51,00 82,20 
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TABELA 9 – RESULTADO COMPARATIVO VGG-16 / CIFAR-10 

(conclusão) 

Referência Top-1 acc Acc↓% FLOPs↓% Param↓% 
Hubens et al., 2022 87,48 - - - 

Geng; Niu, 2022 - 0,19 91,20 88,47 
Zhang et al., 2023 93,88 0,04 55,20 90,86 
Jiang et al., 2022 93,08 - 26,93 29,50 

Oliveira et al., 2024 - 0,70 - 93,20 
Zheng et al., 2024 93,48 0,35 63,50 - 

Shi et al., 2023 94,33 +0.37 58,10 81,60 
Huang et al., 2018 - 3,40 80,60 - 

Lin et al., 2020 93,87 - - - 
Yeom et al., 2021 93,42 - - - 
Suau et al., 2020 - +0,24 58,40 80,37 

Autor, 2025 93,52 +0,10 97,42 97,56 
FONTE: O autor (2025). 

 

TABELA 10 – RESULTADO COMPARATIVO RESNET-20 / CIFAR-10 

Referência Top-1 Acc Acc.↓% FLOPs↓% Par.↓% 
Huang et al., 2020 91,19 - 50,00 48,10 

Li et al., 2020 91,44 0,76 48,20 - 
He et al., 2019 90,62 1,58 - 54,00 
He et al., 2018 91,20 1,00 29,30 - 
Li et al., 2021 91,13 1,07 48,20 - 

Wang et al., 2021 92,48 0,21 45,80 - 
Ye et al., 2018 - 1,00 - 37,00 
Lin et al., 2020 88,01 - - 95,00 

Jiang et al., 2022 91,58 - 49,46 61,49 
Oliveira et al., 2024 - 1,00 - 80,00 
Zhang et al., 2023 91,05 1,25 54,38 - 
Tessier et al., 2022 89,07 6,50 - - 

Autor, 2025 92,43 0,68 96,00 96,69 
FONTE: O autor (2025). 

 

TABELA 11 – RESULTADO COMPARATIVO RESNET-56 / CIFAR-10 

(continua) 

Referência Top-1 Acc Acc.↓% FLOPs↓% Par.↓% 
Li et al., 2021 93,50 0,09 58,00 - 

Suau et al., 2020 - 0,65 38,43 40,03 
Chen et al., 2021 93,48 - 30,16 29,43 

Li et al., 2020 93,78 +0,19 47,00  

You et al., 2019 - 0,33 60,10 53,50 
Xu et al., 2020 - 0,16 54,60 53,90 

Singh et al., 2020 93,09 - 68,40 - 
Yu et al., 2018 - 0,03 43,61 42,60 
 Lin et al., 2020 93,52 - 29,30 16,80 
Ding et al., 2018 - 9,43 29,15 70,79 
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TABELA 11 – RESULTADO COMPARATIVO RESNET-56 / CIFAR-10 

(conclusão) 

Referência Top-1 Acc Acc.↓% FLOPs↓% Par.↓% 
Huang et al., 2020 93,17 - 51,20 59,30 

Lin et al., 2020 93,23 0,03 54,13 54,20 
He et al., 2019 93,49 0,10 52,60 - 
Li et al., 2016 93,06 - 27,60 13,70 
He et al., 2018 93,89 +0,30 14,70 - 

Ding et al., 2019 93,44 0,23 60,85 - 
Jiang et al., 2022 92,75 - 22,78 29,50 
Zheng et al., 2024 93,32 0,28 55,80 - 
Wang et al., 2021 93,75 0,37 53,80 - 

Lin et al., 2020 92,74 - - 95,00 
Shi et al., 2023 94,28 +1,02 28,00 22,30 

Zhang et al., 2023 93,73 0,11 54,49 - 
He, 2022 90,80 - - - 

Yamamoto; Maeno, 2020 93,58 - 54,80 53,70 
Autor, 2025 94,80 0,15 95,22 96,75 

FONTE: O autor (2025). 
 

TABELA 12 – RESULTADO COMPARATIVO RESNET-110 / CIFAR-10 

Referência Top-1 Acc Acc.↓% FLOPs↓% Par.↓% 
Li et al., 2021 93,77 0,09 46,70 - 

Chen et al., 2021 94,11 - 30,07 29,11 
Huang et al., 2020 93,77 - 53,30 67,20 

Li et al., 2020 93,96 +0,28 46,70 - 
Lin et al., 2020 93,58 +0,08 65,04 67,41 
He et al., 2019 93,85 +0,17 - 52,30 
He et al., 2018 93,93 +0,25 28,20 - 
He et al., 2020 93,37 0,31 40,80 - 
Yu et al., 2018 - 0,18 43,78 43,25 
Shi et al., 2023 94.57 +1,07 52,10 48,30 

Wang et al., 2021 94.11 0,01 61,60 - 
Zhang et al., 2023 94.20 0,16 64,00 - 
Ding et al., 2019 94.54 0,03 - 60,89 

Autor, 2025 95,17 0,39 94,32 94,61 
FONTE: O autor (2025). 
 

5.2 DISCUSSÃO 

 

5.2.1 Hiperparâmetros  

 

Como demonstrado ao longo do texto desta tese, as RNPs possuem diversos 

hiperparâmetros relacionados tanto ao treinamento quanto a arquitetura, o que torna 

o treinamento da rede muito complexo. De maneira ilustrativa, no experimento da CN 
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(TABELA 3), onde foi utilizada a mesma arquitetura e hiperparâmetros de treinamento, 

a arquitetura VGG19 com a inicialização de pesos Narrow-normal falhou em aprender 

qualquer padrão apresentado pelos dados, enquanto para as outras configurações 

testadas os hiperparâmetros permitiram que a rede aprendesse normalmente. 

Adicionalmente, existem os hiperparâmetros referentes à própria técnica de 

poda que também influenciam o desempenho da rede, como a taxa de poda inicial e 

a taxa de incremento para as próximas rodadas e o número de elementos 

selecionados.  

Por exemplo, se a quantidade de elementos que forem podados entre rodadas 

for excessiva há o risco de um peso essencial ser podado. Ou ainda, se a poda for 

muito agressiva e rápida a rede pode perder a sua melhor característica que é a 

generalização. Outra possibilidade, se o número de épocas de treinamento não for o 

suficiente, tais pesos cruciais ainda não atingiram os valores necessários para que 

eles não fossem podados no estágio de seleção da poda pois a rede não teve “tempo” 

o suficiente para explorar todo o espaço de solução existente.  

Neste sentido, a escolha de todos os hiperparâmetros torna-se uma chave 

fundamental para o sucesso de qualquer treinamento e técnica de poda.  

 

5.2.2 Recursos computacionais 

 

No treinamento das RNPs existe o gargalo que é a quantidade de memória 

necessária para a execução. Essa necessidade, que é elevada, surge devido à 

complexidade e dimensão dos modelos envolvidos, bem como da enorme quantidade 

de dados necessária para alimentar essas redes. 

Para o treinamento da rede a memória é utilizada para armazenar os 

parâmetros do modelo que podem conter milhões ou até mesmo bilhões de 

parâmetros. Isso se torna especialmente problemático para as CNNs que acumulam 

muitas camadas e aumentam o tamanho dos seus tensores proporcionalmente. 

Já para os conjuntos de dados, o número de elementos necessários no 

treinamento da rede é sempre o maior disponível; também exigindo uma quantidade 

significativa de memória para armazená-los e processá-los de forma eficiente durante 

o treinamento. Adicionalmente, há o processamento das imagens pela técnica data 

augmentation. 
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Esses fatores podem tornar o treinamento das RNPs impraticável em GPUs 

domésticas ou com memória limitada. Para exemplificar a demanda de memória a 

TABELA 13 e a TABELA 14 mostram a quantidade de memória teórica e prática 

necessária para executar algumas CNNs com alguns tamanhos de imagens que são 

comuns no campo da visão computacional. 

Somada a essa necessidade de GPUs com grande quantidade de memória, há 

a ‘impossibilidade’ de execução dessas redes nas CPUs devido a quantidade de 

tempo necessária para executar as redes. Isso se deve à forma como a CPU e a GPU 

processam os dados. Enquanto a CPU executa os cálculos de forma sequencial em 

seus poucos núcleos, a GPUs paraleliza o processamento em seus diversos 

mininúcleos, resultando em um processamento muito mais eficiente.  

 

TABELA 13 – USO TEÓRICO EM GB DE MEMÓRIA COM BATELADA DE 64 

Arquitetura Tamanho da imagem 
(28x28x1) (32x32x3) (224x224x3) (256x256x3) (1000x1000x3) 

Lenet-5 0,01 0,01 0,69 0,90 13,67 
AlexNet 0,13 x 0,33 0,40 4,92 
VGG-16 0,90 0,91 4,14 4,80 72,38 

ResNet-50 0,27 0,27 8,94 11,64 177,28 
ResNet-110 0,60 0,62 19,07 24,84 379,26 

DenseNet-201 0,43 0,45 17,83 23,27 364,07 
mobilenet_v2 0,12 0,12 5,21 6,80 104,03 
inception_v3 0,68 0,68 4,07 5,44 93,62 

Xception 2,01 0,26 8,76 10,87 168,39 
FONTE: O autor (2025). 

 

TABELA 14 – USO REAL EM GB DE MEMÓRIA COM BATELADA 64 

Arquitetura Tamanho da imagem 
 (28x28x1) (32x32x3) (224x224x3) (256x256x3) 

Lenet-5 0,40 0,38 2,27 4,27 
AlexNet 0,80 0,73 1,30 1,30 
VGG-16 4,27 4,27 14,45 14,14 

ResNet-50 8,27 8,27 14,14 14,14 
ResNet-110 8,27 12,27 14,16 - 

DenseNet-201 8,29 8,25 14,14 - 
mobilenet_v2 4,27 4,27 8,30 3,30 
inception_v3 8,27 8,27 8,27 8,27 

Xception 8,27 8,27 14,14 14,84 
FONTE: O autor (2025). 

 

Outro ponto a se considerar é a natureza do algoritmo de poda. Ou seja, para 

que a rede seja refinada o suficiente, são necessárias diversas rodadas de 

treinamento e poda. Se a execução de uma RNP com um conjunto de dados grande 

já exige uma quantidade considerável de memória, agora é adicionado o fator do 



86 
 

 

tempo necessário para a execução da técnica. Por exemplo, se para o treinamento da 

rede ResNet-110 são necessárias aproximadamente 8 horas (a depender da 

quantidade de épocas, batelada e conjunto de dados), em um algoritmo de poda onde 

são executados em torno de 30 rodadas de poda, são necessários 10 dias de 

execução para se alcançar ao resultado final da técnica. Adicionalmente, deve-se 

considerar qual o modelo de GPU é utilizado, uma vez que a velocidade de 

processamento de imagens por segundo é drasticamente diferente entre modelos 

disponíveis no mercado. 
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6 CONCLUSÕES 
 

As CNNs têm um papel fundamental na visão computacional, e essas redes 

têm se tornado cada vez maiores e mais complexas ao longo dos anos. Neste cenário, 

as técnicas de poda são um método para superar o número escalável de parâmetros 

e reduzir o esforço computacional. Essa tese forneceu uma base sólida para as CNNs 

e para as técnicas de poda, detalhando as suas características e a sua execução. 

Nesse sentido, os algoritmos de poda demonstram que uma arquitetura esparsa pode 

alcançar resultados equivalentes ou melhores em comparação com a mesma 

arquitetura não podada.  

Neste trabalho, foi apresentado um novo critério de seleção de pesos aplicado 

no algoritmo de poda iterativa, a PECN. Como resultado, o algoritmo conseguiu 

melhorar o desempenho em redes profundas como a ResNet-56 e, quando não houve 

melhora na acurácia, a perda foi de no máximo 0,68%. Além disso, atingiu-se uma 

taxa de esparsidade acima de 94% e redução de FLOPs superior a 57%. 

Em contrapartida, a limitação encontrada na execução foram os recursos 

computacionais disponíveis, como: a placa de vídeo disponível e sua respectiva 

memória dedicada, a quantidade de memória RAM no sistema operacional e o tempo 

de treinamento das RNPs e da técnica iterativa. Outro fator, inerente a todas as RNPs, 

são os hiperparâmetros de treinamento, que são fundamentais para que a rede 

chegue a um bom desempenho, como a escolha adequada da taxa de aprendizagem 

e o seu decaimento ao longo das épocas de treinamento e o algoritmo de 

aprendizagem. Adicionalmente, existem os hiperparâmetros da técnica de poda, que 

acrescentam mais uma camada de complexidade para a definição e execução da 

rede, onde, para o algoritmo PECN a taxa de amortecimento é um fator crucial para 

que a rede apresente alta acurácia com alta esparsidade. 

Por fim, por meio da classificação das técnicas de poda segundo seus 

mecanismos de funcionamento, esta tese contribuiu com a uma taxonomia esses 

métodos, permitindo a identificação das vantagens e limitações de cada abordagem. 

Além disso, foram apresentados avanços no desempenho em algumas CNNs 

melhorando o estado da arte. Esses resultados mostram que não é necessário 

aumentar a quantidade de parâmetros para obter um melhor desempenho, mas sim 

encontrar uma melhor forma de utilizá-los. 
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Para trabalhos futuros, pretende-se desenvolver a teoria e provar a 

convergência do método CN, assim como o da PECN. Além disso, buscar recursos 

computacionais para expandir ainda mais a aplicação do critério de poda proposto 

para arquiteturas mais profundas e complexas. Também, será investigada a sua 

eficácia em outros domínios da visão computacional, como a segmentação de 

imagens ou aplicações. Outra linha a ser explorada é a integração da técnica 

desenvolvida com outras técnicas de compressão de RNPs. E como ponto de 

melhoria do algoritmo, seria interessante automatizar a taxa de amortecimento  para 

que o a PECN necessite de menor intervenções do usuário. 
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APÊNDICE 1 – RESULTADOS COMPLEMENTARES DA CAMADA NULA 
 

As TABELA 15, TABELA 16 e TABELA 17 apresentam o desvio padrão dos 

resultados numéricos do método CN. Os resultados são de 5 ensaios realizados com 

as mesmas especificações de treinamento, variando os pesos iniciais. 

 

TABELA 15 – DESVIO PADRÃO PARA OS TESTES DA CAMADA NULA COM ARQUITETURA 
CNN3 

FONTE: O autor (2025). 

 

TABELA 16 - DESVIO PADRÃO PARA OS TESTES DA CAMADA NULA COM ARQUITETURA 
ALEXNET 

FONTE: O autor (2025). 

   Tanh Tanh + 
CN 

CReLU CReLU 
+ CN 

ReLU ReLU + 
CN 

ELU ELU + 
CN 

LReLU LReLU + 
CN 

C
N

N
3 

M
ni

st
 

Glorot 0,0171 0,0120 0,1043 0,0990 0,1894 0,1476 0,3567 0,0021 0,0375 0,0039 

He 0,0396 0,0089 0,2550 0,0446 0,0000 0,0678 0,0001 0,0132 0,0319 0,0349 

Narrow-normal 0,0428 0,0294 0,0907 0,0472 0,1162 0,1530 0,0038 0,0040 0,1608 0,1506 

C
ifa

r-1
0 

Glorot 0,0099 0,0062 0,0540 0,0159 0,0020 0,0158 0,0325 0,0045 0,0234 0,0117 

He 0,0112 0,0020 0,0339 0,0316 0,0000 0,0339 0,0000 0,0090 0,0040 0,0278 

Narrow-normal 0,0105 0,0087 0,0255 0,0113 0,0213 0,0225 0,0062 0,0061 0,0103 0,0157 

Fl
ow

er
 Glorot 0,0347 0,0133 0,0062 0,0166 0,0000 0,0000 0,0000 0,0241 0,0000 0,0534 

He 0,0290 0,0361 0,0311 0,0311 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 

Narrow-normal 0,0243 0,0211 0,1305 0,0538 0,0021 0,0623 0,0912 0,0727 0,0265 0,0558 

Fr
ui

t 

Glorot 0,0291 0,0170 0,2201 0,0975 0,1558 0,2049 0,0128 0,0294 0,5409 0,0007 

He 0,0355 0,0260 0,2447 0,2470 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 

Narrow-normal 0,0426 0,0331 0,0625 0,1290 0,0484 0,0952 0,0117 0,0122 0,0005 0,0007 

 Tanh Tanh + 
CN 

CReLU CReLU 
+ CN 

ReLU ReLU + 
CN 

ELU ELU + 
CN 

LReLU LReLU + 
CN 

Al
ex

N
et

 

M
ni

st
 

Glorot 0,0046 0,0062 0,0071 0,0070 0,0016 0,0015 0,0011 0,0027 0,0040 0,0050 

He 0,0056 0,0035 0,0035 0,0034 0,0141 0,0031 0,0189 0,0021 0,0799 0,0032 

Narrow-normal 0,0596 0,0746 0,0914 0,1094 0,0654 0,1510 0,0025 0,0034 0,0193 0,0687 

C
ifa

r-1
0 

Glorot 0,0052 0,0063 0,0108 0,0077 0,0076 0,0148 0,0106 0,0071 0,0116 0,0144 

He 0,0720 0,0047 0,0073 0,0099 0,0596 0,0126 0,0139 0,0116 0,0472 0,0072 

Narrow-normal 0,0210 0,0136 0,0230 0,0211 0,0218 0,0267 0,0056 0,0051 0,0349 0,0274 

Fl
ow

er
 Glorot 0,0259 0,0284 0,0259 0,0231 0,0157 0,0203 0,0201 0,0162 0,0198 0,0127 

He 0,0107 0,0193 0,0183 0,0314 0,0712 0,0135 0,1575 0,0200 0,1252 0,0374 

Narrow-normal 0,0120 0,0158 0,0608 0,0651 0,0294 0,0840 0,0118 0,0093 0,0259 0,0663 

Fr
ui

t 

Glorot 0,0082 0,0022 0,0065 0,0055 0,0000 0,0011 0,0000 0,0011 0,0000 0,0011 

He 0,0010 0,0016 0,0035 0,0034 0,0148 0,0007 0,0015 0,0000 0,0071 0,0000 

Narrow-normal 0,0071 0,0104 0,0000 0,0005 0,0131 0,0340 0,0052 0,0118 0,3427 0,0005 
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TABELA 17 - DESVIO PADRÃO PARA OS TESTES DA CAMADA NULA COM ARQUITETURA 
VGG19 

FONTE: O autor (2025). 

 

As TABELA 18, TABELA 19 e TABELA 20 apresentam os valores máximos 

(Max) e mínimos (Min) entre os 5 ensaios realizados para os testes do método CN. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 Tanh Tanh + 
CN 

CReLU CReLU 
+ CN 

ReLU ReLU + 
CN 

ELU ELU + 
CN 

LReLU LReLU + 
CN 

VG
G

19
 

 

M
ni

st
 

Glorot 0,0011 0,0007 0,0573 0,0081 0,0031 0,0326 0,0021 0,0024 0,0088 0,0582 

He 0,0024 0,0022 0,0028 0,0020 0,2203 0,0015 0,0580 0,0015 0,2664 0,0030 

Narrow-normal 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 

C
ifa

r-1
0 

Glorot 0,0072 0,0053 0,0365 0,0191 0,0089 0,0312 0,0031 0,0073 0,0618 0,0310 

He 0,0023 0,0095 0,0064 0,0152 0,0589 0,0101 0,1484 0,0075 0,0874 0,0223 

Narrow-normal 0,0024 0,0000 0,0000 0,0000 0,0000 0,0000 0,0007 0,0000 0,0000 0,0000 

Fl
ow

er
 Glorot 0,0151 0,0166 0,0149 0,0000 0,0369 0,0000 0,0095 0,0193 0,0406 0,0083 

He 0,0269 0,0140 0,1945 0,0180 0,2012 0,0219 0,1189 0,0555 0,1884 0,0149 

Narrow-normal 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 

Fr
ui

t 

Glorot 0,0018 0,0085 0,0321 0,0000 0,0017 0,0000 0,0000 0,0000 0,0030 0,0000 

He 0,0000 0,0005 0,0000 0,0005 0,2685 0,0005 0,0133 0,0000 0,0780 0,0036 

Narrow-normal 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000 
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