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RESUMO 
 

Foi desenvolvida uma base de dados com exames de angiotomografia 

computadorizada de tórax de pacientes com tromboembolismo pulmonar (TEP) 

agudo, com imagens obtidas dos arquivos de dados digitais (PACS), do Hospital de 

Clínicas (HC-UFPR) e da clínica Diagnóstico Avançado por Imagem (DAPI). Foram 

coletados 40 exames, 20 deles realizados com tomógrafo Toshiba Aquilion 64 no 

HC-UFPR e 20 no tomógrafo GE Revolution na clínica DAPI. Os exames foram 

preparados para utilização no desenvolvimento de programas de informática 

voltados ao diagnóstico de TEP, sendo os trombos marcados ao nível do pixel e do 

corte. Paralelamente foi desenvolvido pelo departamento de informática da UFPR 

um programa baseado em algoritmos de “machine learning” voltado para a pesquisa 

de TEP por meio de angiotomografias computadorizadas (TC) de tórax. Este foi 

desenvolvido e testado utilizando a base de dados criada e outras duas outras bases 

públicas de exames com TEP. 

 

Palavras-chave: Tromboembolismo pulmonar. Tomografia de tórax, Angiotomografia 

de tórax. Aprendizado de máquinas. Base de dados. Inteligência artificial. 

Aprendizado de máquinas.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

ABSTRACT 
 

We developed a database of chest computed angiotomography exams from 

patients with acute pulmonary thromboembolism (PE), with scans from the digital 

data files of “Hospital de Clínicas- Universidade Federal do Paraná (HC-UFPR) and 

“Clínica Diagnóstico Avançados por Imagem”(DAPI). We collected 40 exams, 20 

performed with Toshiba Aquilion 64 CT scanner at HC-UFPR and 20 with GE 

Revolution CT scanner at DAPI. The exams were prepared for the development of 

computer programs aimed at the diagnosis of PE, with thrombi being segmented at 

pixel and slice level.  At the same time, a computer program, based on “machine 

learning” algorithms, aimed at the research of PE in computed angiotomography of 

the chest was developed in partenership with the informatics department of UFPR. 

This program was developed and tested with the new database and two other public 

available PE databases. 

 

Keywords: Pulmonary embolism. Chest computed tomography. Chest computed 

angiotomography. Machine learning, Computer aided diagnostics. Database. Artificial 

intelligence. Deep learning. 
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1 INTRODUÇÃO  
 

O tromboembolismo pulmonar é uma condição potencialmente grave, de grande 

incidência e alta morbimortalidade. Dados dos EUA revelam uma incidência 

hospitalar de 200 a 300 mil casos de TEP por ano (WHITE, 2003). Estudos de 

autópsia demonstraram que a incidência é similar nos EUA e no Brasil (TERRA-

FILHO, 2010). A variabilidade da sintomatologia apresentada pelos pacientes é 

responsável pela grande dificuldade no reconhecimento desta doença (DALEN, 

2016). Mais de 90% das mortes devido ao TEP ocorrem em pacientes que não 

foram tratados devido à ausência de diagnóstico. Menos de 10% das mortes 

ocorrem entre os pacientes diagnosticados e tratados, indicando um potencial 

benefício na redução de mortalidade com a melhora da acurácia diagnóstica 

(DALEN, 2016).  

O diagnóstico é fundamental para o rápido manejo e definição do tratamento do 

paciente (ROY; MEYER, 2006). Atualmente, a angiotomografia computadorizada 

(angioTC) de tórax é o método de escolha para pesquisa de TEP 

(KONSTANTINIDES; TORBICKI; AGNELLI, 2014; REMY-JARDIN; PISTOLESI; 

GOODMAN, 2007).  

A interpretação deste exame exige alto grau de treinamento e diversos fatores 

podem levar a erros diagnósticos. Muitos destes são conhecidos e podem ser 

agrupados nas seguintes categorias: fatores relacionados ao paciente, fatores 

técnicos, fatores anatômicos e patologias (CONRAD et al., 2004). Entre os 

relacionados ao paciente incluem-se: artefatos de movimento respiratório, ruídos na 

imagem devido a variações morfológicas e composição corporal, presença de 

cateter na artéria pulmonar e artefato relacionado ao fluxo sanguíneo. Nos fatores 

técnicos incluem-se: janelamento inadequado, artefatos devido ao endurecimento de 

feixe, artefatos relacionados ao algoritmo de reconstrução pulmonar, artefatos de 

volume parcial e artefatos em escada nas reconstruções em outros planos. Em 

relação aos fatores anatômicos incluem-se: volumes parciais devido a linfonodos 

adjacentes a artérias, bifurcações vasculares podendo simular falhas de enchimento 

e falha na diferenciação de veias e artérias. Entre as patologias temos: rolhas de 

muco, edema perivascular, aumentos localizados da resistência vascular, trombose 

in situ, sarcoma primário da artéria pulmonar e embolia tumoral. 



 

 

Outras importantes causas de diagnósticos errôneos são as falhas do médico na 

leitura do exame (MAIZLIN et al., 2007). Com os avanços tecnológicos que 

possibilitaram a aquisição de maior número de cortes e reconstruções multiplanares, 

o número de imagens a serem analisadas pelo radiologista aumentou de maneira 

significativa, prolongando o tempo de leitura dos exames. O radiologista deve 

sistematicamente identificar e distinguir cada artéria e seus ramos das demais 

estruturas anatômicas, corte a corte, da área central até a periferia pulmonar, na 

busca de falhas de enchimento que correspondam a trombos intraluminais. A 

complexidade das imagens e o grande número de cortes e vasos a serem 

analisados aumentam a chance de ocorrência de erros devido a fadiga do 

examinador.  

Um programa computadorizado de auxílio diagnóstico (CAD) que ajude na 

redução dos erros diagnósticos é algo desejável e que pode levar a um melhor 

manejo dos pacientes e reduzir a mortalidade desta patologia. Diversas abordagens 

de CAD já foram propostas (QUADRO 1), contudo, ainda não se chegou a uma 

solução definitiva. Com os recentes avanços tecnológicos de hardware e software, 

surgiram diversas aplicações da inteligência artificial na radiologia (CHOY et al, 

2018; REMY-JARDIN et al., 2020). Observa-se uma propensão ao uso deste tipo de 

aplicação (QUADRO 1), em especial utilizando redes neurais artificiais, no 

desenvolvimento de programas para o diagnóstico de TEP. 

O desempenho deste tipo de programa é altamente dependente da base de 

dados utilizada para o treinamento. Esta deve ser uma amostra realista dos exames 

que o programa irá processar em uma aplicação clínica. A acurácia do programa 

tende a aumentar com a expansão da base de dados disponível para o treinamento 

(COLAK et al., 2021). 

Para utilização no desenvolvimento de programas de aprendizado 

supervisionado de máquinas, a base de dados deve receber marcações que 

indiquem a presença do trombo. Dois tipos diferentes de marcação foram utilizados 

nas três bases de dados públicas disponíveis, a marcação ao nível dos pixels, na 

qual todos os pixels do trombo são demarcados, e a marcação ao nível do corte e do 

exame, nas quais as imagens em que os trombos são visualizados recebem uma 

marcação, sem a delimitação do exato local do trombo. A marcação ao nível do pixel 

é mais versátil e pode ser convertida na marcação ao nível do corte e do exame, 

contudo, o oposto não é verdadeiro. 



 

 

Outra vantagem da anotação ao nível de pixel é permitir que o algoritmo 

preveja a região exata do TEP e verifique se esta foi a região utilizada pelo 

programa para gerar o diagnóstico. Isto é especialmente útil para avaliar programas 

destinados ao diagnóstico de TEP, uma vez que a alta taxa de falsos positivos é um 

desafio para diversos programas desenvolvidos. 

Atualmente existem duas bases de dados públicas de exames de angioTC de 

tórax com TEP com anotações ao nível dos pixels. Uma delas contendo 91 exames 

com TEP, realizados em tomógrafos SIEMENS (GONZÁLEZ, 2019) e outra 

contendo 35 exames, dos quais 33 têm TEP, e dois não têm TEP (falsos positivos) 

realizados com tomógrafos da PHILIPS e Neusoft Medical System Co (MASOUDI et 

al., 2018). As informações publicadas destas bases não detalham o processo de 

seleção dos exames e os critérios de inclusão e exclusão. 

 Outra base de dados disponível publicamente disponível, foi deenvolvida pela 

sociedade norte americana de radiologia para uma competição de desenvolvimento 

de programas de inteligência artificial para a detecção de TEP (COLAK el al., 2021).  

Os exames foram obtidos de hospitais das universidades de Stanford (Palo Alto, 

California), Unity Health Toronto (Toronto, Canada), Universidade Federal de São 

Paulo (São Paulo, Brasil), Alfred Health (Melbourne, Australia), and Koç University 

(Istanbul, Turquia), totalizando 12.195 pacientes. A marcação dos exames foi 

realizada ao nível do corte e do exame, sem a marcação ao nível dos pixels. 

Recentemente a revista Radiology, da Sociedade Norte América de Radiologia 

(RSNA), publicou um guia para produção de trabalhos com inteligência artificial 

(BLUEMKE et al., 2020). Este guia ressalta a importância de se utilizar exames 

realizados com aparelhos de diferentes fabricantes, devido a variabilidade das 

imagens. 

A obtenção de bases de dados é um desafio para pesquisadores da área, uma 

vez que é um processo demorado e requer a participação de radiologistas com 

experiência no reconhecimento desta patologia. 

Há uma escassez de bancos de dados públicos com uma amostra realista de 

exames que o programa processará em uma aplicação clínica real. Na prática 

médica, existe uma grande variabilidade entre das imagens de angioTC de tórax. 

Isso ocorre devido a fatores relacionados aos pacientes, como diferentes biótipos e 

comorbidades que podem obscurecer o TEP, e fatores técnicos, como aquisição de 



 

 

imagem em tempo inadequado após a infusão do meio de contraste ou com fluxo de 

infusão inadequado. 

Para suprir esta carência, desenvolvemos uma base de dados com uma amostra 

realista de casos de TEP anotados tanto ao nível de pixel quanto ao nível de 

imagem, tornando-o compatível com programas desenvolvidos utilizando as duas 

metodologias. Esta base de dados é composta por exames do arquivo digital 

(PACS) do HC-UFPR, realizados em um tomógrafo Toshiba Aquilion 64, e da clínica 

DAPI, realizados em um tomógrafo GE Revolution 128. 

A base foi primeiramente utilizada no desenvolvimento de um programa para 

o diagnóstico de TEP em parceria com o departamento de informática da 

Universidade Federal do Paraná (Olescki et al., 2022), e em breve será 

disponibilizada para que outros grupos de pesquisa possam utilizá-la.  

 
1.1 JUSTIFICATIVA 

 

O tromboembolismo pulmonar é uma doença de alta incidência e grande 

morbimortalidade. O diagnóstico é fundamental para o adequado manejo dos 

pacientes e diversos fatores podem levar a erros na interpretação das imagens. Um 

programa que auxilie o diagnóstico pode impactar na mortalidade dos pacientes.  

Existe uma grande tendência ao uso de algoritmos de inteligência artificial para 

esta tarefa. Estes algoritmos têm sua acurácia dependente da base de dados 

utilizada para o seu treinamento. A baixa disponibilidade de bases públicas com 

exames anotados para o desenvolvimento de programas é um desafio para 

pesquisadores da área. 

 

 

 

 

 

 

 

 

 



 

 

2 OBJETIVOS 
 

2.1 OBJETIVO PRINCIPAL 

 

Desenvolver uma base de dados contendo uma amostra realista de 

angiotomografias computadorizadas de tórax para utilização no desenvolvimento de 

programas de aprendizado supervisionado de máquinas. 

 

2.2 OBJETIVO SECUNDÁRIO 

 

Contribuir com o departamento de informática da UFPR para o desenvolvimento 

de um programa para o diagnóstico de TEP em angioTC de tórax. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

3. REVISÃO DA LITERATURA 
 
3.1 TROMBOEMBOLISMO VENOSO  

 
O tromboembolismo venoso é uma condição caracterizada pela formação 

inadequada de coágulos na circulação venosa. Este processo é regulado pela 

cascata da coagulação e pode ser desencadeado por alterações no fluxo sanguíneo 

(estase), alterações endoteliais e estados de hipercoagulabilidade (HUISMAN et 

al., 2018). O tromboembolismo venoso engloba a trombose venosa profunda, que 

ocorre na circulação sistêmica, e o tromboembolismo pulmonar. O tromboembolismo 

pulmonar ocorre quando um coágulo se desprende de uma veia sistêmica e se 

desloca para a circulação arterial pulmonar (BECKMAN et al., 2010) (FIGURA 1).  

FIGURA 1- MECANISMO DO TEP

FONTE: Adaptado de Huisman (2018). 

LEGENDA: Mecanismo do tromboembolismo pulmomar. Após se desprender da circulação venosa      
profunda o trombo se deslocada em direção ao coração com a circulação venosa e então é 
transportado para a circulação arterial pulmonar. 

No tromboembolismo pulmonar agudo, a mortalidade ocorre devido a disfunção 

ventricular direita que pode estar ou não associada a arritmias cardíacas, resultando 



 

 

em colapso vascular, fluxo arterial inadequado para os órgãos e óbito (HUISMAN et 

al., 2018). 

 

3.1.1 EPIDEMIOLOGIA DO TROMBOEMBOLISMO PULMONAR 

 
O tromboembolismo venoso, incluindo a trombose venosa profunda e o 

tromboembolismo pulmonar, é a terceira principal causa de mortalidade 

cardiovascular, sendo menos frequente apenas que infarto agudo do miocárdio e 

acidente vascular encefálico (RASKOB et al., 2014). A incidência populacional é 

estimada em 39-115 casos para 100 000 indivíduos por ano. Estima-se que ocorram 

até 300 000 mortes por ano nos Estados Unidos devido ao TEP (KONSTANTINIDES 

et al., 2020). 

 Estudos de autópsia demonstraram que a incidência do TEP é similar nos EUA 

e no Brasil (TERRA-FILHO, 2010). A variabilidade da sintomatologia apresentada 

pelos pacientes é responsável pela grande dificuldade no reconhecimento desta 

doença (DALEN, 2016). Mais de 90% das mortes devido ao TEP ocorrem em 

pacientes que não foram tratados devido à ausência de diagnóstico. Menos de 10% 

das mortes ocorrem entre os pacientes diagnosticados e tratados, indicando um 

potencial benefício na redução de mortalidade com a melhora da acurácia 

diagnóstica (DALEN, 2016). 
 

 3.1.2 DIAGNÓSTICO DO TROMBOEMBOLISMO PULMONAR 

 
A abordagem de pacientes com suspeita de TEP é iniciada com a avaliação 

da probabilidade pré-teste de apresentar esta patologia. Tradicionalmente esta 

avaliação é feita com os escores de risco de Genova revisado (TABELA 1) ou de 

Wells (TABELA 2). Pacientes classificados como de risco baixo e intermediário 

devem realizar a dosagem do D-dímero, que é um produto da degradação da fibrina 

(proteína presente nos coágulos). O teste do D-dímero é altamente sensível para o 

TEP, sendo um resultado negativo útil para exclusão desta condição. Contudo, 

diversas outras condições podem elevar o D-dímero, o que reduz a sua 

especificidade e leva a resultados falso positivos. Pacientes com o D-dímero 

positivo, assim como os classificados inicialmente como de alto risco pelos escores 



 

 

de Wells ou de Genebra modificado, devem realizar angioTC de tórax (HUISMAN et 

al., 2018). 

 

 

 

 

 

 

 

 

TABELA 1 – ESCORE DE GENEBRA MODIFICADO 

Itens Versão 
original 

Versão 
Simplificada 

TEP ou TVP prévio 3 1 

Frequência cardíaca: 75-94 b.p.m. 3 1 

Frequência cardíaca: ≥ 95 b.p.m. 5 2 

Cirurgia ou fratura no último mês 2 1 

Hemoptise 2 1 

Câncer ativo 2 1 

Edema unilateral da perna 3 1 

Dor unilateral da perna ou dor à palpação de 

trajeto venoso 

4 1 

Idade >65 anos 1 1 

Probabilidade clinica (3 níveis) 
Baixa 0 - 3 0 – 1 

Intermediária 4 – 10 2 – 4 

Alta ≥11 ≥5 

Probabilidade clinica (2 níveis) 
TEP – improvável 0 – 5 0 – 2 

TEP – provável ≥ 6 ≥3 
Fonte: O autor (2022).   

LENGENDA: Critério do escore de Genebra modificado para a classificação da probabilidade 
clínica de TEP. 



 

 

TABELA 2 – ESCORE DE WELLS 

Itens Pontos 
TVP ou TEP prévios 1,5 

Cirurgia recente ou Imobilização 1,5 

Sinais clínicos de TVP 3 

Diagnóstico alternativo menos provável que TEP 3 

Hemoptise 1 

Câncer 1 

Probabilidade clinica 

Baixa  0-1 

Intermediária 2-6 

Alta ≥7 
Fonte: O autor (2022).  

LENGENDA: Critério do escore de Wells para a classificação da probabilidade clínica de TEP. 

 

3.2 TOMOGRAFIA COMPUTADORIZADA 

 
A tomografia computadorizada é um método de imagem seccional baseado 

nos diferentes coeficientes de atenuação do feixe de raios X apresentados pelos 

tecidos da região examinada (HOUNSFIELD, 1973). O tomógrafo é composto pelo 

gantry associado a uma maca móvel, responsável pela aquisição dos dados, um 

computador, no qual é feita a reconstrução das imagens, e o monitor para 

visualização das imagens (FIGURA 2). 

 

 

 

 

 

 

 

 

 

 
 



 

 

FIGURA 2 – COMPONENTES DO TOMÓGRAFO 

 
FONTE: Adaptado de Seeram (2018). 

LENGENDA: O tomógrafo é composto pelo Gantry, onde está localizado o tubo de raio-X e os 
detectores de raio-X que irão adquirir os dados referentes a região estudada, o computador principal, 
que processa estes dados resultando em arquivos de imagem que serão visualizados através de 
monitores.

 

O gantry possui um tubo de raio X que emite um feixe em leque. Este feixe 

atravessa o paciente e incide sobre os receptores, que são organizados em 

diferentes linhas, sendo cada linha denominada de canal (FIGURA 3). O gantry 

realiza movimentos rotacionais, enquanto a maca com o paciente se move pelo seu 

interior, fazendo a varredura helicoidal da área de interesse.  

 

FIGURA 3 – TOMÓGRAFO MULTISLICE. 

 FONTE: Adaptado de Seeram (2018).  

LENGENDA: O tomógrafo multislice é composto por um tubo de raio-X que emite raios-X que irão 
passar através da região examinada e serão captados por detectores, organizados em fileiras,  que 
constituem os canais do tomógrafo.  



 

 

 

A partir dos dados de atenuação do feixe ao atravessar a região examinada, 

medida pela diferença entre as intensidades dos feixes emitido e captado pelo 

receptor, medida em diferentes ângulos, os algoritmos de reconstrução calculam o 

coeficiente de atenuação (μ) de cada voxel da estrutura estudada (SEERAM, 2018) 

(FIGURA 4). 

FIGURA 4 – FEIXE DE RAIO X 

 
FONTE:  Adaptado de Seeram (2018).  

LENGENDA: Ilustração do trajeto de um feixe de raio-X na região em estudo. O feixe emitido 
atravessa a região de estudo, que pode ser dividida em pequenos voxels. Cada voxel é responsável 
por parte da atenuação do feixe emitido. Oposto ao tubo de raio-X esta posicionado o detector, que 
irá captar o feixe resultante após ser atenuado na passagem pela região de estudo. 

 



 

 

Obtidos os coeficientes de atenuação de cada voxel do tecido estudado, estes 

são padronizados utilizando o coeficiente de atenuação da água, resultando no 

número tomográfico, também conhecido como “densidade tomográfica”, conforme a 

fórmula: 

 

Número tomográfico = (μ tecido - μ água) × K / μ água 

 

μ tecido: coeficiente de atenuação do tecido presente no voxel 

μ água: coeficiente de atenuação da água 

k:  escalar variável de acordo com o fabricante do aparelho (geralmente 

equivalente a 1000). 

A unidade de medida do número tomográfico é Hounsfield (H), em 

homenagem ao inventor da tomografia computadorizada. 

3.2.1 JANELAMENTO DE IMAGENS TOMOGRÁFICAS 
 
 
 Para visualização das imagens tomográficas, a matriz numérica contendo os 

valores em unidades Hounsfield, que representam as densidades tomográficas, 

devem ser representadas em diferentes tons de cinza (FIGURA 5). A este processo 

denominamos janelamento. De acordo com as estruturas que serão analisadas na 

imagem são definidas a amplitude da faixa de números tomográficos a ser 

representada em tons de cinza (amplitude da janela) e o número central desta faixa 

numérica (centro da janela). Estruturas que apresentam densidades tomográficas 

acima do limite superior da janela escolhida são representadas em branco, enquanto 

as que apresentam densidade tomográfica abaixo do limite inferior da janela 

escolhida são representadas em preto. 

 

 

 

 

 

 

 



 

 

 
FIGURA  5 – REPRESENTAÇÃO DOS NÚMEROS TOMOGRÁFICOS EM TONS DE CINZA.  

 

 
 

FONTE:  Adaptado de Seeram (2018).  

LENGENDA: Após o processamento dos dados obtidos, o arquivo de cada imagem é composto por 
uma matriz em que cada elemento representa o número tomográfico de cada pixel. Estes números 
são representados por diferentes tons de cinza nas imagens resultantes. 

 

3.2.2 ANGIOTOMOGRAFIA ARTERIAL PULMONAR 

 
A técnica da angioTC pulmonar tem como objetivo principal a obtenção de 

imagens com realce pelo meio de contraste da circulação arterial pulmonar (MORITZ 

et al., 2017) (FIGURA 6). Idealmente, busca-se a obtenção de imagens com as 

menores doses possíveis de contraste e de radiação. A fim de reduzir os artefatos 

relacionados a movimentos respiratórios, busca-se obter as imagens com a maior 

velocidade praticável sem prejudicar a qualidade das imagens. O tempo decorrido 

entre a injeção do meio de contraste e a opacificação da vascularização arterial 

pulmonar depende de características intrínsecas do paciente. Atualmente duas 

técnicas são utilizadas para a obtenção de imagens com o tempo adequado entre a 

injeção do contraste e a aquisição das imagens. A primeira consiste em monitorar a 

chegada do contraste através de um ROI posicionado no tronco da artéria pulmonar, 

sendo a aquisição das imagens iniciada quando o contraste atinge a circulação 



 

 

pulmonar. A segunda é a injeção prévia de um pequeno bolus de contraste, sendo 

avaliado o tempo necessário para que o contraste atinja a circulação pulmonar 

(MORITZ et al., 2017). 

 
FIGURA 6 - ANGIOTC DE TÓRAX REALIZADA COM TÉCNICA ADEQUADA 

 
Fonte: O autor (2020). 

LENGENDA: Imagem de angioTC de tórax obtida ao nível da bifurcação da artéria pulmonar com 
opacificação adequada da circulação arterial pulmonar. 
 

3.3 PROGRAMAS COMPUTADORIZADOS DE AUXÍLIO DIAGNÓSTICO DE TEP 

 

Um programa computadorizado de auxílio diagnóstico (CAD) que ajude na 

redução dos erros diagnósticos é algo desejável e que pode levar a um melhor 

manejo dos pacientes. Diversas abordagens de CAD já foram propostas (QUADRO 

1), contudo, ainda não se chegou a uma solução definitiva com sensibilidade e 

especificidade adequadas. Os avanços na informática, que permitiram a criação de 

programas utilizando técnicas de inteligência artificial, em especial utilizando redes 

neurais convolucionais com capacidade de análise de um grande volume de 

informações, levaram ao surgimento de uma nova geração de CAD.  



 

 

Na revisão da literatura realizada, observa-se forte tendência a utilização de 

técnicas de inteligência artificial (IA). Foram encontradas 42 publicações de 

trabalhos com programas para diagnóstico de TEP publicados entre 2002 e 2022. 

Entre estas publicações, 20 trazem informações que permitem concluir que foram 

utilizados algoritmos com algum tipo IA. Desde 2015, foram encontradas 17 

publicações, todas com programas que utilizam IA. 

PUBLICAÇÕES COM CAD PARA DIAGNÓSTICO DE TEP
Autores  Ano de publicação      Utiliza IA 

MASATUNI et al.   2002 
 

PICHON et al.   2004 
 

ZHOU et al.      2005 
 

MAIZLIN et al.    2007 
 

BUHMANN et al.     2007 
 

SCHOEPF et al.  2007 
 

LIANG, J., BI, J.   2007 
 

SEBBE    2007 
 

ENGELKE et al.   2008 
 

BOUMA   2008 
 

DAS et al.  2008 
 

WALSHAM et al.  2008 
 

BOUMA et al.    2009 
 

DINESH et al.   2009 Sim 
ZHOU et al.   2009 

 

WITTENBERG et al.  2010 
 

DEWAILLY et al.   2010 
 

LEE et al.    2011 
 

PARK et al.   2011 Sim 
BLACKMON et al.   2011 Sim 
WITTENBERG et al.    2011 

 

WITTENBERG et al.    2012 
 

KLIGERMAN et al.   2014 
 

ÖZKAN et al.    2014 
 

LAHIJI et al.    2014 
 

TAJBAKHSH et al.    2015 Sim 
OZKAN et al.    2017 Sim 
TAJBAKSH et al.   2019 Sim 
RAJAN et al.    2019 Sim 
YANG et al.    2019 Sim 
CANO-ESPINOSA et al.   2020 Sim 
HUANG et al.    2020 Sim 
YU et al.    2020 Sim 
HUANG et al.   2020 Sim 
LIU et al.    2020 Sim 



 

 

WEIKERT et al.   2020 Sim 
VAINIO et al.    2021 Sim 
LI et al.   2021 Sim 
LONG, K. et al.   2021 Sim 
HUHTANEN et al.  2022 Sim 
YADLAPALLI et al.  2022 Sim 
OLESCKI et al.   2022 Sim 

FONTE: O autor (2022). 
LENGENDA: Publicações de trabalhos com programas computacionais para o diagnóstico de TEP 
com o respectivo ano de publicação sendo sinalizado quais trabalhos apresentam algoritmos que 
utilizam IA. 
 

3.4 INTELIGÊNCIA ARTIFICIAL 

 

Inteligência artificial é uma subárea da ciência da computação que se dedica 

a criar programas para realizar tarefas que habitualmente requerem inteligência 

humana (CHARTRAND et al., 2017). O aprendizado de máquinas, por sua vez, é 

uma subárea da inteligência artificial que dá aos computadores a habilidade de 

aprender sem que sejam explicitamente programados (YAO et al., 2020) (FIGURA 

7). Este resultado é atingido por métodos que permitem a descoberta de padrões em 

um conjunto de dados e a utilização deste padrão descoberto para prever novos 

dados ou tomar decisões sob incerteza (MURPHY, 2012).  Diferentemente da 

programação tradicional, em que o programador define explicitamente as regras que 

serão executadas para chegar ao resultado pretendido, no aprendizado de máquinas 

as regras são abstraídas a partir dos dados apresentados.  

 

 

 

 

 

 

 

 

 

 

 

 



 

 

FIGURA  7 – CLASSIFICAÇÕES DE DIFERENTES ARQUITETURAS EM INTELIGÊNCIA 

ARTIFICIAL 

 
FONTE:  Adaptado de YAO et al (2020). 

LENGENDA: O aprendizado profundo é uma subárea do aprendizado de máquina, que por sua vez é 
uma subárea da inteligência artificial. 
 

Podemos distinguir duas classes dentro do aprendizado de máquinas, o 

aprendizado supervisionado e o aprendizado não supervisionado (LEE et al., 2017).  

No aprendizado supervisionado, os dados são marcados e busca-se que o programa 

extraia padrões destes dados que possibilitem previsões quando fornecidos novos 

dados. Já no aprendizado não supervisionado, os dados são apresentados sem 

qualquer marcação e o programa busca extrair algum padrão intrínseco aos dados. 

Dentre os diferentes algoritmos utilizados no aprendizado de máquinas, as 

redes neurais profundas têm ganho destaque. No campo da visão computacional as 

redes neurais convolucionais tem obtido resultados promissores. As redes neurais 

artificiais imitam o funcionamento do cérebro humano (YAO et al, 2020) (FIGURA 8). 

Elas são formadas por camadas neuronais conectadas (FIGURA 9), sendo que as 

conexões apresentam diferentes pesos. Os pesos são ajustados na etapa de 

treinamento da rede. Ao longo do treinamento da rede neural os pesos são 

reajustados, buscando reduzir a diferença entre o resultado obtido e o resultado 

esperado. A necessidade de ajuste dos pesos das interconexões da rede neural 

torna seu desempenho dependente do tamanho e da qualidade da base de dados 

disponível para o treinamento.  



 

 

 

FIGURA  8 – ANALOGIA ENTRE NEURÔNIOS E NEURÔNIOS ARTIFICAIS 

 
FONTE:  Adaptado de CHARTRAND et al (2017). 

LENGENDA: Analogia entre neurônio e suas sinapses e um neurônio artificial e sua rede. Assim 
como o neurônio recebe estímulo por seus dendritos e produz uma resposta que será enviada por 
seu axônio para um próximo neurônio, cada neurônio artificial é composto por um modelo de 
classificação simples, com uma saída a partir da soma de informações com diferentes pesos e de 
uma função de ativação. Múltiplas destas unidades associadas constituem uma rede neural artificial. 
Os pesos da rede são treinados através dos algoritmos de aprendizagem em que sinais de entrada e 
resultado esperado são apresentados de forma pareada, de forma análoga ao cérebro humano, que 
aprende a partir de estímulos externos.  

 

 

 

 

 



 

 

 

FIGURA  9 – REDE NEURAL COM 3 CAMADAS PROFUNDAS 

 
FONTE:  Adaptado LEE et al (2018). 

LENGENDA: Exemplo de rede neural profunda com três camadas ocultas completamente 
conectadas. Na camada de entrada são inseridos os dados a serem processados. Na camada de 
saída obtêm-se o resultado do processamento das informações. Neste exemplo temos três camadas 
profundas completamente conectadas com as demais camadas, ou seja, cada neurônio artificial 
recebe informações e envia informações para todos os neurônios artificiais da camada anterior e 
seguinte, respectivamente. 

 

3.5 MARCAÇÃO DE IMAGENS  

 

Existem diferentes formas de realizar a marcação das bases de dados para 

a utilização em programas de aprendizado supervisionado de máquinas.  A 

marcação é utilizada para ressaltar as características a serem reconhecidas pelo 

programa (BOESCHIMAGE, 2022) que deverá reconhecê-las em imagens não 

marcadas.  

A escolha da forma de marcação depende de diversos fatores, como o tipo 

de dado a ser marcado, a complexidade da tarefa que o programa irá executar e o 

resultado esperado do programa que utilizará a base de dados no seu 

desenvolvimento. 

Quanto ao grau de automatização, a marcação da base de dados pode ser 

realizada de forma manual, semiautomatizada ou automatizada (ZHANG, 2006). 



 

 

 O tipo de anotação utilizado depende, entre outros fatores, da tarefa a ser 

executada pelo programa. Programas que realizam a classificação de imagens, que 

consiste em verificar a presença de determinado elemento na imagem, demandam a 

marcação ao nível da imagem quanto a presença deste elemento. No caso 

específico do TEP, uma base nas quais os cortes contendo trombo são marcados, 

pode ser utilizada para o desenvolvimento de um programa que classifique novas 

imagens quanto a presença desta patologia, sem identificar o local onde o trombo é 

visualizado (BOESCHIMAGE, 2022). 

A segmentação semântica, também conhecida como segmentação ao nível 

do pixel, consiste na atribuição de uma classe para cada pixel da imagem 

(POKHREL, 2020). É mais complexa e permite definir a localização, o volume e o 

número de objetos de determinada classe nas imagens. 

No caso de imagens de angioTC de tórax, exitem duas bases de dados 

públicas disponíveis marcadas utilizando esta técnica. Os pixels que representam o 

trombo são marcados como pertencentes a classe “trombo presente” e os demais 

pixels como pertencentes a classe “trombo ausente”, representados respectivamente 

pelos números zero e 1 em uma matriz de dimensões semelhantes ao número de 

pixels na imagem. As bases de dados com este tipo de marcação permitem 

desenvolver programas que tenham como objetivo delimitar o trombo em exames 

novos.  

 

3.6 BASES DE DADOS PÚBLICAS DE TROMBOEMBOLISMO PULMONAR 

ANOTADAS AO NÍVEL DO PIXEL 

 
Os exames tabulados são necessários para treinar e testar programas 

computacionais de auxílio diagnóstico. Especialmente no caso dos programas com 

algoritmos de aprendizado de máquina, a acurácia diagnóstica tende a subir com o 

aumento do volume de imagens tabuladas disponíveis para o treinamento (PAIVA; 

PREVEDELLO, 2017).  
 Por ser um processo lento e dependente de médicos radiologistas com 

experiência no reconhecimento desta patologia, a obtenção de um grande banco de 

dados é um dos obstáculos encontrados por pesquisadores da área. Até o momento, 

existem apenas duas bases de dados públicas de tomografias de tórax com 



 

 

tromboembolia pulmonar tabuladas ao nível do pixel, uma com 91 (GONZÁLEZ, G. 

et al, 2020) e outra com 35 exames (MASOUDI, M. et al., 2018). 

Ambas as bases consistem em dois arquivos por paciente, um contendo o 

exame no formato digital (DICOM) e outro com o gabarito no qual os trombos estão 

marcados. Quando abertos em conjunto o gabarito se sobrepõe ao trombo 

permitindo a identificação destes.   

 A maior base disponível é composta por 91 exames de pacientes com 

tromboembolismo pulmonar realizados em seis hospitais de Madrid (GONZÁLEZ. et 

al, 2020). Todos os exames foram feitos em tomógrafos SIEMENS, modelo Somaton 

Sensation 40, com o tamanho dos pixels variando de 0,58 mm a 0,85 mm e 

espessura dos cortes entre 0,75 mm e 1,5 mm. Os exames foram tabulados de 

forma semiautomática pelo método STAPLE (GROOT; BIRLUTIU; HESKES, 2011). 

As informações publicadas desta base não divulgam os critérios de inclusão e 

exclusão, apenas salientam que exames com outras patologias pulmonares não 

foram excluídos.  

 A segunda base disponível é composta por 35 exames, sendo 33 com 

tromboembolismo pulmonar, também marcados com um método semiautomatizado 

(MASOUDI et al., 2018).  Os exames foram obtidos com o tomógrafo da 

PHILIPS, utilizando 120 kVp, colimação de 0.75 × 16 mm, com velocidade de 

rotação do gantry 0.75 segundos e pitch de 1,2. Assim como na primeira base de 

dados, o processo de seleção dos exames e os critérios de inclusão e exclusão não 

foram divulgados. Um destaque feito pelos autores desta base é a seleção de 

exames com êmbolos em vasos pulmonares periféricos, que é um ponto crítico para 

detecção dos programas de auxílio diagnóstico de TEP. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 



 

 

4 METODOLOGIA 
 

4.1 TOMÓGRAFOS 

 

As imagens do HC-UFPR foram obtidas com o tomógrafo da Toshiba 

Aquilion de 64 canais (FIGURA 10). Foi utilizado protocolo com 120 KVp, espessura 

de corte de 1,0 mm, gap de 8 mm, tempo de rotação do tubo de 0,5 s e pitch de 

1,485 e modulação da dose.  

Os exames da clínica DAPI foram realizados no tomógrafo da GE Revolution 

512 cortes (FIGURA 10). Foi utilizado protocolo com 120 KVp, espessura de corte 

de 0,625 mm, gap de 0,625 mm, tempo de rotação do tubo de 0,5 segundos, pitch 

de 0,9 e modulação de dose. 

 
                                                 FIGURA  10 – TOMÓGRAFOS 

         TOSHIBA AQUILION 64                                               GE REVOLUTION  

 
                             FONTE:  Adaptado de LEITÃO (2020).  

LENGENDA: Fotos dos dois equipamentos utilizados para realização dos exames. Do lado esquerdo 
o Toshiba Aquilion 64 do HC-UFPR. Do lado esquerdo o GE Revolution da clínica DAPI.  
 

4.2 PLANO PARA RECRUTAMENTO DOS PARTICIPANTES DA PESQUISA 

 

Os exames foram obtidos por busca retrospectiva nos arquivos digitais (PACS) 

do HC-UFPR e da clínica DAPI. Coletamos 20 exames com TEP agudo realizados 

no HC-UFPR no período de 05/11/2018 a 25/02/2019 e 20 exames com TEP agudo 



 

 

realizados na DAPI no período 09/11/2018 a 20/11/2019. O período de coleta dos 

exames foi definido de forma arbitrária para que se obtivessem 20 exames 

realizados com cada aparelho, sendo respeitado rigorosamente os critérios de 

inclusão e exclusão, sem qualquer critério omisso de seleção dos exames. Todos os 

exames incluídos foram revisados por um residente de radiologia do terceiro ano e 

por um radiologista com 32 anos de experiência em radiologia torácica.  

   

4.2.1 CRITÉRIOS DE INCLUSÃO 

 

Exames de angioTC de tórax de pacientes com TEP agudo.  

 

Disponibilidade do exame no arquivo digital do HC – UFPR e do DAPI. 

 

4.2.2 CRITÉRIOS DE EXCLUSÃO 

 

Exames com artefatos que prejudiquem a análise das imagens a ponto de 

impedir a sua interpretação. 

  

Exames que tenham tido parte ou todo o arquivo corrompido.  

 

Exames repetidos do mesmo paciente. Neste caso apenas o primeiro exame 

foi incluído. 

 

4.3 MARCAÇÃO DE EXAMES 

 

Após a revisão e confirmação da presença de TEP agudo por um radiologista 

torácico com 32 anos de experiência, os exames foram marcados de forma manual 

com o programa ITK-SNAP (YUSHKEVICH, 2006), sendo obtido um segundo 

arquivo para cada exame contendo uma máscara na qual os pixels correspondentes 

ao trombo estão marcados (FIGURA 11). Estas marcações foram realizadas por 

médicos residentes do terceiro ano de radiologia e revisadas por um radiologista 

habilitado com 1 ano de experiência. 

Baseado na máscara obtida, a segmentação ao nível da imagem foi gerada 

tabulando as imagens que continham o trombo. 



 

 

 

 

FIGURA  11 – EXAME COM E SEM A MARCAÇÃO DO TROMBO 

 

FONTE:  O autor (2020). 

LENGENDA:  Ilustração contendo duas imagens tomográficas. Do lado esquerdo o exame sem a 
marcação. Do lado direito o trombo marcado em vermelho. 
 

 Adicionalmente, todos os exames foram classificados quanto a localização 

dos trombos na vascularização pulmonar, sendo considerado a localização do 

trombo mais central. Também foram verificados os sinais tomográficos 

possivelmente relacionados a sobrecarga de câmaras cardíacas direitas e 

hipertensão pulmonar. Foram mensurados o diâmetro do tronco da artéria pulmonar 

(TAP), os diâmetros transversos dos ventrículos direito (VD) e esquerdo (VE), 

medidos entre as superfícies endocárdicas nos maiores eixos perpendiculares ao 

eixo longitudinal, sendo calculado a relação entre VD e VE. Os exames também 

foram classificados quanto a presença de refluxo de contraste para a veia cava 

inferior (VCI), sendo considerado como presente quando visualizado contraste na 

VCI ao nível das veias hepáticas, quanto a retificação e inversão da concavidade do 

septo interventricular. 

 
 
 
 
 
 
 
 
 
 



 

 

5  RESULTADOS 
 
5.1 BASE DE DADOS DESENVOLVIDA 

 

Artigo publicado na revista “nature scientific data” (novo qualis A1). 



 

 

 
 

 



 

 

 

 

 
 



 

 

 

 

 
 



 

 

 

 
 

 



 

 

 

 
 

 



 

 

 

 
 

 



 

 

 

 
 

 



 

 

 

 

 
 



 

 

5.2 PROGRAMA DESENVOLVIDO EM PARCERIA COM O DEPARTAMENTO 

DE INFORMÁTICA DA UFPR 

 

 O programa de informática desenvolvido utilizando a nova base de dados 

criada e as duas bases de dados públicas com exames marcados ao nível dos pixels 

foi o projeto de mestrado de Gabriel Olescki, pelo programa de pós-graduação do 

departamento de Informática da UFPR, com a orientação do Prof. Dr. Lucas Ferrari 

de Oliveira. O resultado do trabalho foi publicado na revista “Computer Methods in 

Biomechanics and Biomedical Engineering: Imaging & Visualization”, novo qualis A4 

(OLESCKI et al, 2022). 

 

 



 

 

 

 
 

 

 

 



 

 

 
 

 

 



 

 

 
 



 

 

 
 

 



 

 

 



 

 

 
 

 



 

 

 
 



 

 

 
 

 

 



 

 
 



 

 

 
 

 



 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

6 DISCUSSÃO 

 

 Na revisão da literatura realizada, encontramos apenas duas bases de dados 

publicas com exames de angioTC de tórax de pacientes com TEP. Uma delas 

derivada de uma competição de programas para o diagnóstico de TEP, denominada 

CAD-PE (GONZALES, 2020), contêm exames coletados em seis hospitais de Madrid 

e região. A outra, desenvolvida na Ferdowsi Universidade de Mashad, no Irã, 

denominada FUMPE, contêm exames de dois centros médicos (MASOUDI, M. et al., 

2018). Apesar de haver pontos em comum, notam-se algumas diferenças entre 

estas e a desenvolvida. 

 Na elaboração da base de dados buscamos trazer uma amostra realista dos 

exames feitos em um hospital terciário e em uma clínica de imagem. Para isto, 

fomos rigorosos com os critérios de inclusão e exclusão pré-estabelecidos e, após, 

definir de forma arbitrária a data inicial do período de coleta, que foi retrospectiva, 

selecionamos todos os exames sucessivos que se enquadraram nos critérios. A 

definição da metodologia buscou evitar ao máximo vieses de seleção.  As 

informações publicadas das demais bases de dados não detalham o processo de 

seleção dos exames.  As informações públicas apenas revelam que na base CAD- 

PE a coleta de exames também foi retrógrada e, na base FUMPE, foram priorizados 

exames com trombos periféricos. A justificativa dos autores para esta priorização é a 

maior dificuldade diagnóstica para os CADs oferecida por trombos nesta topografia.  

Quanto ao tamanho das bases de dados, a com maior número de exames é a 

CAD-PE, contendo 91 exames com TEP, totalizando 24.624 imagens, com as 

dimensões dos voxels variando entre 0.52 e 0.92 mm. A base FUMPE, contém 35 

exames, sendo 33 com TEP, totalizando 8.792 imagens, com as dimensões dos 

voxels entre 0.52 e 0.78 mm. A base de dados desenvolvida contém 40 exames com 

TEP, totalizando 14.463 imagens, com as dimensões dos voxels entre 0.57 e 1.0 

mm. Apesar do número de exames disponíveis nos arquivos digitais HC-UFPR e da 

clínica DAPI serem muito superior aos 40 utilizados, os limitantes do tamanho da 

base foram o tempo necessário para marcar cada exame e o cronograma do projeto. 

Somando as três bases, após a publicação da nova base, os desenvolvedores terão 

disponíveis 164 exames com marcação semântica, ao nível do pixel, para utilizar no 

desenvolvimento de novas soluções. 



 

 

Outro ponto complementar das bases é a variação dos aparelhos utilizados 

para obtenção as imagens.  Recentemente a revista Radiology, da Sociedade Norte 

América de Radiologia (RSNA), publicou um guia para produção de trabalhos com 

inteligência artificial (BLUEMKE et al., 2020), no qual é sugerido que os programas 

sejam desenvolvidos utilizando imagens de diferentes fabricantes. A CAD-PE 

contém exames realizados com tomógrafos SIEMENS Somaton Sensation, 40 

canais.  A FUMPE contém exames realizados com tomógrafos da PHILIPS e 

Neusoft Medical System Co., 16 canais. Buscando aumentar a variabilidade de 

exames disponíveis, a nova base de dados contém exames realizados em aparelhos 

diferentes das bases já publicadas, sendo 20 exames obtidos com o aparelho 

Toshiba Aquilion de 64 canais (HC-UFPR) e 20 no GE Revolution de 512 canais 

(clínica DAPI). 

 Quanto ao método de marcação de exames utilizado, as bases diferem.  As 

bases CAD-PE e FUMPE utilizaram métodos semiautomatizados para a marcação 

de exames. Na base CAD-PE, após a marcação semiautomatizada, a revisão dos 

exames foi manual. A base desenvolvida foi marcada com o método manual, por 

escolha dos responsáveis pela marcação.  Esta escolha pode ser vista como uma 

possível limitação, devido a eventual variação entre os marcadores. Buscando 

reduzir esta variabilidade, todos os exames foram marcados por médicos com igual 

grau de treinamento na radiologia e revisados por um único radiologista. 

 Ainda em relação à marcação dos exames, outro ponto de grande 

importância é o grau de conhecimento da equipe envolvida na marcação dos 

exames para o reconhecimento correto desta patologia, uma vez que, é esta 

habilidade que se busca reproduzir por um programa computacional. A base CAD-

PE, foi marcada por diferentes radiologistas, sendo os primeiros 40 exames 

marcados por radiologistas com pelo menos 15 anos de experiência e os demais 

exames marcados por um único radiologista habilitado, cuja experiência não foi 

divulgada. Na base FUMPE a marcação foi realizada por um radiologista com 5 anos 

de experiência em radiologia torácica e revisada por outro com 18 anos de 

experiência. Na nova base, todos os exames foram inicialmente avaliados por 

radiologistas certificados, com grau de experiência variável, e classificados como 

contendo TEP, que foi confirmado por um radiologista torácico com 32 anos de 

experiência. Após esta etapa, as marcações foram realizadas por médicos 

residentes do terceiro ano de sua formação e revisadas e realizadas eventuais 



 

 

correções por um único médico radiologista certificado, com um ano de experiência, 

visando padronizar as marcações.  A utilização de mais de um marcador, como 

realizado na CAD-PE e na nova base, pode gerar uma variação nos critérios de 

marcação, pelo potencial subjetividade de cada marcador. Na nova base, a revisão 

de todas as marcações por um único radiologista buscou reduzir esta variação. 

Assim como a base FUMPE, a nova base apresenta análises adicionais de 

alterações por imagem relacionadas a repercussões cardiovasculares do TEP que 

podem ter impacto no manejo clínico dos pacientes. 

 Quanto aos arquivos digitais referentes às marcações ao nível do pixel e aos 

exames, a nova base segue o mesmo formato das duas bases anteriores, com um 

arquivo correspondendo ao gabarito, em que os pixels representando o TEP foram 

marcados.  Esta escolha objetivou facilitar o uso conjunto da nova base e das duas 

outras bases públicas no programa desenvolvido pelo DINF- UFPR (OLESCKI et al, 

2022) e por demais grupos de pesquisa que venham a utilizá-la após sua 

publicação. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

7 CONCLUSÃO 

 

1- Com este projeto foi desenvolvida uma base de dados com uma amostra 

realista de exames de angiotomografia de tórax com as marcações 

necessárias para o desenvolvimento de programas de aprendizado de 

máquinas. 

2-  A base foi utilizada primeiramente no desenvolvimento de um programa 

computadorizado para o diagnóstico de TEP pelo DINF- UFPR e, em breve, 

será tornada pública para que outros grupos possam utilizá-la no 

desenvolvimento de seus projetos. 
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