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A gestão das cadeias de suprimento global dentro do escopo de manufatura tem se tornado cada vez mais
complexa e vunerável a paradas de entregas. Em tal ambiente, empresas devem mapear riscos em suas cadeias
de suprimento para que possam agir a tempo de impedir ou remediar essas interrupções. Essa vulnerabilidade
aumentou o interesse na Gestão de Riscos de Cadeias de Suprimento (GRCS) nos ambientes corporativo e
acadêmico. A GRCS visa entender as causas das interrupções, monitorá-las e tratá-las quando necessário. A
ferramenta de Aprendizagem de Máquina (AM) está se apresentando como um ótimo meio de facilitar as
interações com os novos dados das cadeias de suprimento. Esse artigo documenta a aplicação de Aprendizagem
de Máquina em conujnto com a biblioteca SHAP do Python como uma ferramenta de suporte para diversas
etapas do GRCS dentro de uma empresa de manufatura de alta tecnologia. Essa aplicação irá focar em prever
atrasos de entregas e desenvolver informação dos riscos relacionados.
Palavras-chave: GRCS, aprendizagem de máquina, Cadeia de Suprimento, SHAP

Supply Chain Management in global manufacturing has become more complex and vulnerable to interrup-
tions. In such environment, companies must be able to identify related risks before it is too late to address
or mitigate these interruptions. Because of such vunerability, the interest in Supply Chain Risk Management
(SCRM) has increased both in the academic and cooperative scenes. SCRM seeks to understand, track and
treat the cause of interruptions. Machine Learning has been presented as a great tool to facilitate interactions
with the new data in supply chains. This article documents the implementation of ML in junction with SHAP
python library as a tool to support various steps in SCRM inside a high techonology manufacturing company.
This implementation will predict delivery delays and develop information about the various risks related to
these delays.
Keywords: SCRM, Machine Learning, Supply-Chain, SHAP

1. Introdução

A Gestão de Cadeia de Suprimento (GCS), tem como
objetivo de manter as entregas com qualidade, den-
tro do tempo estabelecido e com custo mínimo. Para
gerencias os riscos de interrupções dessas entregas, a
subvertende conhecida como Gestão de Riscos de Ca-
deias de Suprimentos (GRCS), foi criada [1]. As grandes
perdas financeiras provindas desses atrasos e interrup-
ções geram grande interesse na sub-vertente. Em 2011,
Thun e Hoenig [2] já confirmavam que empresas de
manufatura deveriam se adaptar a incerteza e comple-
xidade de suas cadeias de suprimentos.

Mesmo dez anos depois, essa complexidade e incer-
teza é um desafio, Wieland e Durach [3] indicam que,
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no ambiente dinâmico da cadeia de suprimento, seus
vários agentes, inumeras conexões e caracteristicas
únicas desvalidam uma abordagem a partir de lista-
gem de riscos. Esse ambiente incerto incentivou o uso
de novos avanços tecnológicos e novas ferramentas.

Harju et al.[4] argumentam que a digitalização den-
tro do controle das cadeias de suprimentos, em con-
junto com tecnologias avançadas (como Big Data Analy-
tics e Inteligência Artificial (IA)) provêm uma visão ho-
lística que diminui a incerteza desses processos a partir
de melhor visualização de riscos e tomadas de decisões
com informação focada em dados. Uma dessas ferra-
mentas que tem se demonstrado efetiva é a aprendi-
zagem de máquinha (AM), que gerou grande interesse
na área depois de 2020 [5], com várias aplicações de
algoritimos de AM em diversos aspectos da GRCS.
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Kara et al.[6] argumentam que AM detém a capa-
cidade de transformar dados e métricas comuns em
informação e conhecimento novo para tomada de des-
cisões mais inteligêntes dentro da GRCS. AM também
pode trazer flexibilidade, melhor tempo de resposta,
confiabilidade e precisão em informações[7].

Considerando métricas como bases para estudos
de AM dentro de GRCS para desenvolvimento de in-
formação, É importante garantir que a mesma possa
ajudar na compreenção dos riscos relacionados às in-
terrupções. Esse artigo irá trabalhar com uma versão
de uma das métricas mais importantes para cadeias de
suprimentto, o On-Time Delivery (OTD), que normal-
mente funciona como um controle de confiabilidade
de entrega de fornecedores [8], porém em uma visão
do departamento de compras , irá se referir á confia-
bilidade de entregas do departamento para o setor de
manufatura..

A aplicaçao será efetuada em uma empresa de ma-
nufatura de alta tecnologia. A empresa em questão
trabalha por projetos B2B, com grandes impactos fi-
nanceiros relacionados a atrasos de entregas. Grande
parte de seus processos de industrialização são tercei-
rizados, aumentando a complexidade e e etapas de
controle necessárias. O escopo a ser trabalhados será
de suas entregas de 2023.

Esse trabalho irá monitorar o OTD do setor de com-
pras, considerando que reflete o risco de interrupção
da cadeia de suprimento. Adicionalmente, irá mapear
riscos que possam afetar a métrica, avaliando-os em
importância. Em questão de ferramentas, o trabnálho
irá utilizar testes de diferentes algoritmos de regressão,
sobreamostragem, e o uso da biblioteca SHAP. O pro-
cesso terá apoio de especialistas e gerência da área. Em
resumo, é possível dizer que os objetivos desse artigo
são:

• Aplicar AM dentro de GRCS sobre atrasos de en-
tregas, de forma que a empresa possa reagir an-
tes da disrupção.

• Extrair conhecimento que possa ser utilizado
dentro da GRCS, permitindo tomada de decisões
focadas em dados sobre riscos relacionaos aos
atrasos.

A estrutura do artigo será dividida em cinco partes.
A seção 2 irá realizar uma breve revisão bibliográfica
sobre aspectos principais da GRCS, como AM tem sido
utilizada dentro da GRCS e uma breve explicação da bi-
blioteca SHAP. A seção 3 irá explicar o planejamento da
aplicação de AM, englobando os testes de algoritimos

e o desenvolvimento da database. A quarta seção (4)
irá documentar os resultados das ações planejadas na
seção anterior, também como gráficos do SHAP e suas
interpretações iniciais. A quinta seção (5) irá discutir
esses resultados, incluindo como a empresa reagiu à
apresenteção das etapas anteriores. Por fim, o artigo
irá terminar com a conclusão, dificuldades e conside-
rações para estudos futuros.

2. Revisão Bibiográfica

2.1. Gestão de Risco de Supply Chain (GRCS)

O objetivo da GRCS é controlar os riscos de interrup-
ções. Ela deve ser capaz de analisar interrupções pas-
sadas para adiquirir conhecimento para próximas to-
madas de decisões [7]. Uma das visões mais comuns
de seu funcionamento pode ser visto na figura 1.

Figura 1: Sub-processos do Processo de GRCS, divididos em
identificação, avaliação, tratamento e monitoramento de ris-
cos relacionados a interrupções de entregas, adaptado de
Fan e Stevenson [9].

GRCS só será efetiva se os seus riscos forem identifi-
cados adequadamente [10]. O foco da primeira etapa
da GRCS é identificar o máximo de riscos possíveis que
possam gerar vunerabilidades para a cadeia de supri-
mentos [11]. Fan e Stevenson [9] afirmam que os ricsos
podem ser categorizados entre internos e externos, ou
seja, de dentro ou fora dos processos da empresa.

Segundo Fan e Stevenson [9] A avaliação de riscos
tem o objetivo de esclarecer os riscos mais importan-
tes para o GRCS. Esse objetivo é atigindo a partir da
análise de diferentes aspectos de cada risco, como pro-
babilidade, e dedetectabilidade, identificando quais
partes da cadeia de suprimento está mais vulnerável
[6].

A etapa de tratamento do risco procura selecionar
respostas adequadas aos riscos avaliados na etapa an-
terior. Dependendo dos fatores reconhecidos, as di-
ferentes estratégias podem ser escolhidas: mitigação,
aceitação, evitação, transferência e compartilhamento
[12]. Com recursos finitos, empresas devem escolher
as estratégias de forma eficiente [9], um exemplo pode
ser visto na figura 2.

Segundo Yang et al. [5], o controle ou monitoramento
de riscos tem a função de verificar e detectar eventos
prejudiciais na cadeia de suprimento a partir de métri-
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Figura 2: Guia para escolha de tratamento de risco a partir de
probabilidade e impacto, adaptado de Fan e Stevenson [9].

cas de controle contínuo. Chu et al. [13] afirmam que a
compreenção e monitoramento de riscos são os prin-
cipais fatores para melhorar o desempenho da GRCS.
Monitaração preventiva pode avisar gerentes de pos-
síveis interrupções antes que aconteçam, permitindo
tomadas de decisões eficazes [14].

2.2. Aprendizagem de Máquina (AM) em GRCS

O aumento do uso de AM dentro de GRCS teve como
foco em aumentar a gestão proativa dos riscos de in-
terrupçõs [1]. Segundo Yang et al. [5], a aplicação de
AM em GRCS em todas as suas etapas, porém grande
parte tende a focar em uma ou duas.

Steinberg et al. [15] utilizaram algoritimos de regres-
são para estudar dias de atraso para fornecedores de
usinagem na Alemanhã. Em seu estudo, indicou que
para conseguir tempos de resposta para gerência, é
possível manter uma boa predição utilizando apenas
dados do começo de processos de compra. Oliveira
et al. [16] realizaram um estudo de escopo parecido,
utilizando AM para prever tempo de processamento
de pedidos de itens farmaceuticos, um ambiente onde
as consequências de atrasos podem ser catastróficas.

Cavalcante et al. [8] utilizaram a combinação de si-
mulação e aprendizagem de máquina, utilizando K-
NN e Regressão Logistíca, com objetivo de verificar a
métrica de OTD de seus fornecedores para escolher os
que apresentaram menor chance de interrupções.

Além de aplicações, também ouve estudos empíri-
cos e estudos bibliográficos como: Gupta et al. [17]; e
Ganesh e Kalpana [1]. Ambos focaram em entender
como as novas ferramentas de data estão afetando o
ambiente de GRCS discutindo meios em que AM pode
ajudar na visibilidade de riscos dentro da cadeia de
suprimentos.

2.3. Biblioteca SHAP

Os autores Feng et al. [18] afirmam que apesar dos
diversos usos de Aprendizagem de Máquina, os seus
processamentos e resultados são vistos como saídas de
"caixa pretra", isso é, a maneira em que conseguimos
o resultado não pode ser totalmente entendido por
humanos. Os mesmos autores em seu trabalho expli-
cam como o pacote do python SHAP utiliza a teoria de
jogos de Shapley [19], que procura indicar como cada
jogador coletivamente alcança um resultado quando
tentam atingir um objetivo colaborativamente. O pa-
cote demonstra como diferentes características afetam
predições realizadas pelo modelo de AM, com valores
SHAP positivos e negativos indicando se o valor da ca-
racterísticas afetou posisitvamente ou negativamente
o valor da predição.

3. Planejamento da Aplicação

3.1. Etapas da Aplicação de AM em GRCS

A aplicação de AM irá dar suporte para GRCS, utili-
zando o conhecimento levantado em conjunto com
os experts do departamento, pois o conhecimento que
detém é essencial para a gestão de risco pro-ativa [1].

O trabalho será feito dentro do departamento de su-
primentos de uma industria de alta tecnologia, dentro
da métrica de OTD, que é calculada a partir da taxa
de itens entregues On-Time para o departamento de
manufatura sobre o total de entreguas, dentro do es-
copo de 2023. A empresa em questão liberou o uso
dessa base de dados com a condição de desconfigurar
as características e não mencionar o seu nome.

A primera etapa da aplicação será feita a partir de
uma discussão de experts de diferentes departamentos
relacionados a entrega. Nela, aspectos considerados
importantes para atraso / interrupção serão levanta-
dos. Esses fatores, quando possível, serão incluídos na
base de dados.

Com a adição dessas características às entregas, a
base de dados para processamento estará pronta. A
AM será aplicada com a optimização de algoritimos
de regressão, escolhendo o algoritimo com menor erro
sobre a variável resposta utilizando a função Gridsear-
chcv da biblioteca de python, scikit-learn, especifica-
damente, a raiz do erro médio quadrado.

A variável resposta escolhida será o atraso na neces-
sidade de entregas (ANE), calculada pela diferença em
dias entre a data de entrada na manufatura (DE) e a
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data de necessidade da entrega (DN). Ver a fórmula
abaixo.

AN E ≡ DE −DN (1)

A escolha de regressão sobre classificação foi feita a
partir da visão de Steinberg et al. [15], com a visiblidade
do número de dias é extremamente importante para
as industrias de manufatura, pois permitem medir o
impacto da interrupção e tratá-la de forma mais eficaz

Por fim, a biblioteca SHAP será utilizada para ana-
lisar como as características discutidas no primeiro
passo afetaram as predições realizadas no modelo es-
colhido no segundo passo. Isso irá permitir ver não
apenas os fatores mais importantes, mas como elas
afetaram as predições.

Em relação ao GRCS, O primeiro passo está relacio-
nado a identificação de riscos, com a possibilidade de
identificar riscos a partir das características levantadas.
O terceiro passo irá ajudar na availiação desses riscos,
indicando seus impactos nas interrupções. A etapa de
tratamento terá suporte indireto a partir dos resulta-
dos anteriores, já que tanto a identificação e avaliação
são essenciais para a escolha do melhor tratamento
[12] [9] [11].

Por fim, o algoritimo de regressão será utilizado para
controlar os impactos de atrasos de itens críticos, anali-
zando itens ainda em processo de produção, ajudando
o GRCS a identificar possíveis interrupções antes que
aconteçam.

3.2. Optimização dos Algoritimo de AM

Para garantir que tanto a previsão de atraso como o
comportamento das características não gerem deci-
sões exaltadas, é imperativo minizar o erro do algo-
ritimo escolhido. Isso será feito a partir de testes de
diversos algortimos de regressão, esses sendo: Gradi-
ent Boosting (GB); Floresta Aleatória (FA); Árvore de
Decisão (AD) ; Adaptive Boosting (AB); Árvore de De-
cisão Extrema (ADE); Máquina de Vetores de Suporte
(MVS) e Perceptron Multicamadas (MLP). Todos os al-
goritimos provém da biblioteca de python, scikit-learn.

Cada algoritimo será testado e optimizado utilizando
a função Gridsearchcv da mesma biblioteca, que irá en-
contrar hiperparâmetros que geram os menores erros
para cada algoritmo citado, o com menor erro sendo
escolhido para a regressão.

4. Resultados

4.1. Base de Dados

A reunião com experts levantou um total inicial de 35
características, incluíndo a variável resultado. Depois
de uma revisão das características, algumas foram in-
dicadas como enviesadas, marcadas no apêndice B.
Ambas poderiam ter seus valores mudados por causa
de atrasos, ou seja, são dependentes da variável resul-
tado. Como o foco do processo é analisar itens ainda
em aberto, manter essas características causaria viés
no modelo. Um novo atributo foi criado para subisti-
tuir uma das características, sendo igual ao primeiro
valor definido no sistema.

Para desconfigurar a base de dados, cada caracterís-
tica foi classificada dentro dos seguintes grupos: Atri-
butos (ATT), Processos (PROC), Falhas no Processo
(FALHA), Tempo de Resolução (PROC FALHA), catego-
rias (CAT) e Variável Resultado. Cada categoria teve o
respectivo número de características: 19; 8; 4; 2; 3; e a
própria variável resultado.

Processos são o tempo em dias para a realização de
processos estabelecidos. Tempo de Resolução são são
os dias para resoluções de falhas de qualidade, con-
siderando da identificação até fechamento de docu-
mentação do erro. Falhas são contagens de casos de
não conformidades dos processos. Todas foram sepa-
radas entre internas (Int) e externas (Ext), em relação
se o responsável pela característica é a empresa ou
seus fornecedores, podendo também ser de ambas as
partes ou nenhuma (indicado como -"no apêndice A).
Foram classificadas 15 características internas, oito ex-
ternas, quatro que podem com responsabilidades em
ambas as partes e oito que são independentes de in-
puts externos ou internos. Para a relação de grupos e
responsabilidade, ver apêndice A.

Foi utilizado OneHotEncoder para transformar as ca-
racterísticas categórias (CAT1,CAT2) em características
de valores binários. Com essa mudança, a base de da-
dos ficou com o total de 50 características.

4.2. Optimização e Escolhas de Algoritimos

Com a coleta, revisão e limpeza da base de dados,
prossegui-se com os testes de algorítimos. Durante
testes iniciais na base de dados, foi identificado certas
operações melhoravam o desempenho dos algoriti-
mos, sendo esses: a retirada de outliers da variável res-
posta e de variáveis com alta correlações. No apêndice
A está indicado quais características foram removidas.
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Modelo REMQ EMA R²
GB 32.03 20.84 85.06%

MPL 40.26 27.35 76.38%
AB 41.87 32.98 74.47%
FA 45.95 33.17 69.24%

MSV 49.59 33.94 64.24%
AD 52.19 36.91 60.32%

ADE 58.51 43.42 50.14%

Tabela 1: Resultados dos Algoritimos por Menor REMQ

Os resultados dos melhores modelos pode ser visto
na tabela 1, com raiz do erro médio quadrático (REMQ),
erro médio absoluto (EMA), e coeficiente de determi-
nação (R²). Os Hiperparâmetros utilizados para cada
modelo podem ser vistos no apêndice B. Os resultados
foram calculados a partir de Kfold repetido de 5 grupos
e 5 repetições.

A partir dos resultados da tabela 1, o algoritimo es-
colhido foi Gradient Boosting, apresentando uma dimi-
nuição de erro considerável em relação aos demais. O
valor, porém, não estava a par com outros estudos [15].
Em uma tentativa de melhorar a predição, realizou-se
um estudo sobre a distribuição dos erros. Pelo gráfico
3 de distribuição de erro foi possível identificar que os
maiores erros aconteciam quando ANE era maior que
100.

Figura 3: Distribuição de Erros

Essa análise foi a base para a proposta do uso de
SMOTE, categorizando a base de dados a partir das
seguintes categorias: ANE menor que -100; ANE entre
100 e o primeiro Quartil (-48); ANE entre o primeiro
e terceiro quartil (43); ANE entre o terceiro quartil e
100; e ANE maior que 100. Ao verificar como o erro se
comportava nessas categorias pela figura 4, foi possí-
vel identificar o grupo de ANE maior que 100 como o

maior detrator de erros, e se decidiu realizar as dife-
rentes sobreamostragem para diminuir o erro em suas
predições:

• O uso de SMOTE com estratégia de minoria para
o grupo de ANE>100.

• O uso de SMOTE sem estratégia de minoria.
• O uso da biblioteca smogn.

Figura 4: REMQ por Categoria

Infelizmente, nenhuma das sobreamostragens trou-
xeram melhoria nas predições dos itens acima de 100
dias de atraso, causando apenas maior erro na previsão.
Logo, utilizamos o modelo originalmente escolhido.

4.3. Gráficos SHAP

A partir do algoritimo selecionado, inciou-se a análise
de comportamento de características pela biblioteca
SHAP. Para entender a importância dos algorítimos
e seus comportamentos, dois gráficos da biblioteca
foram escolhidos: o de barra e o de beeswarm.

Lundeber [20] explica que o gráfico de barra pode ser
utilizado como indicador de importância das caracte-
rísticas, utilizando a média absoluta dos valores SHAP
calculados em todos os exemplos análisados. Na figura
5 temos o resultado de quais características tiveram
mais impacto na análise do modelo.

O gráfico mostra as 20 caracteristicas com maior im-
pacto, com as quatro primeiras características apresen-
tando uma importância consideravelmente maior que
as restantes, com suas médias absolutas dos valores
SHAP acima de 10.

Quanto ao gráfico de beeswarm, Lundeber [20] de-
fine que o objetivo do gráfico é demonstrar e documen-
tar como os valores das características contribuíram
para as previsões do modelo utilizado. Cada caracterís-
tica é colocada em uma linha, na qual cada previsão
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Figura 5: Gráfico SHAP de Barra

é representada por um ponto, as quais se acomulam
de forma vertical. O valor SHAP dessas instancias é
colocado de forma horizontal, enquanto o valor da ca-
racterística é representado pela cor, de azul a vermelho
de forma gradiente entre os menores e maiores valores
respectivamente.

Figura 6: Gráfico SHAP de beeswarm

O gráfico 6 permite entender como as caracteristicas
afetaram as predições do modelo escolhido. A ordem
vertical é relacionada à importância das características.
As três primeiras são positivamente relacionadas com
a predição do ANE, aumentando a predição do atraso

quando seu valores crescem. O contrário pode ser ob-
servado na quarta característica. Na sub-etapa de im-
pactos da análise na empresa 5.1, iremos ver como os
experts que definiram as características da primeira
etapa interpretaram esses resultados.

5. Discussão

A partir dos resultados apresentados, é possível dizer
que o primeiro objetivo foi alcançado. O algoritmo
conseguindo ter acurácia aceitável em suas predições
a partir de informações de pré-produção.

O algoritimo será aplicado em em processos que es-
tão começando ou para começar a sua produção no
fornecedor, com o foco de identificar atrasos e adian-
tamentos discrepantes. Isso irá permitir a gerência e
especialistas do departamento de compras a tomar
ações para mitigar ou evitar completamente interrup-
ções de entregas para a manufatura da empresa.

O uso de SMOTE, iniciado depois dos primeitos tes-
tes não gerou benefício o estudo, pois não aumentou
a qualidade do modelo, nem mesmo aos itens de alto
atraso.

A identificação da base de dados, em conjunto com
os gráficos da biblioteca SHAP gerou várias informa-
ções que podem ser analizadas como origens de riscos
de interrupções, porém para garantir que elas podem
ser utilizadas como fontes de tomadas de decisões,
uma apresentação dos gráficos e resultados dos algorit-
mos foi realizada com o mesmo grupo que participou
da primeira reunião desse artigo na sub-etapa 4.1. O
resultado pode ser visto na sub-etapa 5.1.

É importante adicionar que três das quatro das ca-
racterísticas mais importantes nas predições são todas
de responsabilidade interna, com a outras sendo de
responsabilidade compartilhada. Para essa predição,
os atrasos e antecipações acontecem principalmente
por escolhas de planejamento e gestão, ao invés de
desempenho de fornecedores.

5.1. Reações da Empresa

Com os resultados prontos e revisados, uma reunião
foi marcada para apresentar os resultados discutidos
nesse artigo. Ao apresentá-los para os experts do de-
partamento da cadeia de suprimentos, alguns pontos
foram levantados:

1. A alta importância de características de respon-
sabilidade interna condiz com a experência dos
experts.
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2. Existe grande valor para conseguir identificar
antecipações, a empresa irá ter um novo foco
em diminuir o uso de estoque evitando grandes
antecipações.

3. Dos quatro primeiros, três são problemas conhe-
cidos com controles existentes e ações para a
mitigações de seus riscos, gerando confiança na
ferramenta de predição por parte dos experts.

4. O quarto item (ATT8) foi um ponto de alta discus-
são, pois, apesar de colaboradores com grande
tempo de casa já suspeitarem que poderia estar
causando impacto, não havia análise de dados
concreta para suportar ações de tratamento.

5. Novas características, como ordem de entrega
de itens e cliente do projeto foram levantadas
como possívelmente substanciais para melhorar
a predição, e serão incluídas em modelos futu-
ros.

No final da reunião, o ponto principal de discussão
foi o item 4, pois os resultados dos gráficos SHAP, con-
firmando com dados uma suposição, permitiu o co-
meço de revisão desse atributo. O ATT8 se trata de uma
característica definida na formulação dos projetos, por
um departamento fora da cadeia de suprimentos, difi-
cultando o seu questionamento. Alguns colaboradores
já haviam levantado que esse atributo estava sendo cal-
culado erroneamente, causando atraso, porém não de-
tinham uma análise em dados para conseguir questio-
nar o outro departamento. No final da reunião chegou-
se à um consenso que se esse atributo estivesse sendo
calculado corretamente, o seu impacto não deveria ser
aparente.

Ter a informação com base de dados dos gráficos
SHAP aumentou a confiabilidade do modelo, permi-
tindo o departamento de compras ter confiança para
questionar a formulação da característica. Essa reu-
nião gerou ações de revisões desses valores para itens
futuros, mitigando a chance de afetar atrasos.

6. Conclusão

Atrasos e interrupções são uma grande preocupação
para empresas dentro do escopo manufatureiro. O
campo de gestão de riscos de cadeias de suprimentos
se desenvolveu para conseguir controlar e tratar esses
riscos. Infelizmente nos últimos anos o controle de da-
dos e informações se tornou complexo, dificultando
o processo da GRCS. Um dos meios levantados para
aliviar tal problema foi a aprendizagem de máquina,

com diversos estudos realizados em suas diferentes
etapas.

Com o uso do Gridsearch encontramos o melhor
algoritmo de regressão para o caso estudado, o Gradi-
ent Boosting. Focando em melhorar a acurácia para os
itens de maior atraso, tentamos utilizar sobreamostra-
gem sobre esse modelo, porém sem melhora nas pre-
visões. Para avaliar os riscos relacionados a entregas,
os gráficos SHAP foram apresentados para experts dos
departamentos com responsabilidades nas entrega de
itens.

Esse trabalho teve como seu primeiro objetivo con-
seguir prever atrasos de entregas para a necessidade
da manufatura de uma empresa de alta tecnologia,
de forma que quando aplicado para novos itens, se-
ria em uma etapa no começo ou antes da produção
no fornecedor, garantindo tempo de resposta para o
departamento tratar ou diminuir o impacto do atraso.

O segundo objetivo foi de trazer informação para to-
mada de decisão baseado em dados, inicialmente uma
barreira quando utilizando algoritimos de aprendiza-
gem de máquina, já que muitos não explicam como
calculam suas previsões. Para remediar esse obstáculo,
o uso da biblioteca SHAP foi realizado. Seus gráficos
permitiram uma visão mais clara e baseada em dados,
permitindo uma argumentação de alta confiabilidade
para um tratamento de risco de um processo fora do
departamento.

A empresa apresentou interesse em manter o algo-
ritimo para predições no futuro, com a condição de
atualizá-lo trimestralmente para garantir que ações
de tratamento de riscos tiveram efeito e verificar se o
ambiente para predições mudou.

Uma das dificuldades do artigo foi a mudança de
alta gerência e medidas durante o a produção do ar-
tigo, dificultando a reunião com os experts do departa-
mento. Esse algoritmo não está considerando informa-
ções fora do processo de cadeia de suprimentos, e se-
ria cego a grandes mudanças de ambiente econômico,
como COVID e Guerras, fatores que já influenciaram
a empresa no passado. Isso torna o modelo vunerável
a grandes erros em suas predições caso tais eventos
ocorram.
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A. Apêndice da Base de dados

Na tabela 2 está a separação das características ma-
peadas, com tipo de dados e responsabilidade. O tipo
de dado pode ser Inteiro (I), Real (R), Binário (B) ou
categórico (C), enquanto a responsabilidade pode ser
interna (Int), Externa (Ext), compartilhada (Int/Ext) e
independente (-).

Tabela 2: Mapeamentos das Características
Numeração Caract. Tipo de Dado Responsabilidade
Variável Resultado I -

ATT1 I Int
ATT2 I -
ATT3 R -
ATT6 I Int
ATT7 I -
ATT8 I Int

ATT9 (Retirada por Viés) I Int
ATT10 B Int
ATT11 I Ext
ATT12 I Int
ATT13 B Int

ATT14 (Retirada por Viés) I Int
ATT15 I Ext
ATT16 I Ext
ATT17 I -
ATT18 I -

ATT19 (Subistituiu ATT9) I Int
CAT1 C -
CAT2 C -
CAT3 B Int

FALHA1 I Ext
FALHA2 I Int
FALHA3 I Ext

FALHA4 (Retirada por Correlação) I Int/Ext
PROC1 (Retirada por Correlação) I Int

PROC2 I Int/Ext
PROC3 I Int
PROC4 I Ext
PROC5 I Ext
PROC6 I Ext
PROC7 I Int
PROC8 I Int/Ext

PROCFALHA1 I Int
PROCFALHA2 I Int/Ext
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B. Apêndice da Tabela de Hiperparâmetros

A tabela abaixo está indicando quais foram os parâme-
tros utilizados quando comparando os desempenhos
de cada algoritimo, escolhidos a partir de Gridsearch.
Hiperparâmetros não mencionados são iguais ao valo-
res padrões da função do scikit-learn.

Tabela 3: Mapeamentos das Características
Começo da Tabela

Algoritimo Hiperparâmetro Valor
AB estimator Decision Tree

learning_rate 0.2
loss linear

n_estimator 500
AB_ESTIMATOR ccp_alpha 500

max_depth 10
max_features 0.2

min_samples_leaf 7
min_samples_split 15

min_impurity_decrease 1
EDT bootstrap True

ccp_alpha 0.1
max_depth 10

max_features 0.3
min_samples_leaf 5
min_samples_split 10

warm_start True
DT bootstrap True

ccp_alpha 0.1
max_depth 10

max_features 0.3
min_samples_leaf 5
min_samples_split 10

warm_start True
MPL activation tanh

beta_1 0.5
beta_2 0.1
epsilon 1e-08

hidden_layer_sizes (500,)
max_iter 2200

warm_start True
RF bootstrap True

ccp_alpha 0.5
criterion friedman_mse

max_depth 10
max_features 0.3

min_impurity_decrease 0.5
min_samples_leaf 5
min_samples_split 10
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Continuação da Tabela
Algoritimo Hiperparâmetro Valor

n_estimators 2200
warm_start True

GB alpha 0.5
max_depth 10

max_features 0.9
min_impurity_decrease 0.1

min_samples_leaf 50
min_samples_split 100

n_estimators 2200
n_iter_no_change 500

subsample 0.8
warm_start True

SVM C 1000
gamma 0.01
kernel rbf

max_iter 10000
epsilon 2

Final da Tabela
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