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Este trabalho tem como objetivo classificar vagas de estacionamento como ocupadas ou vazias utilizando
redes neurais convolucionais. Inicialmente, utiliza-se modelos pré-treinados MobileNetV3 (Large e Small)
com a implementação PyTorch para obter os resultados. Diferentes conjuntos de imagens (PKlot e CNR-EXT)
foram analisados durante as fases de treinamento, teste e validação. Este estudo é uma extensão de análises
anteriores e utiliza uma abordagem que combina múltiplas redes leves. Os modelos foram treinados por 15
épocas e as imagens foram redimensionadas para padronização dos dados. O melhor modelo alcançou uma
acurácia global de 92,82% nos testes. Também foram testadas fusões de classificadores para as seis redes
analisadas. O classificador que considerou a média entre as seis redes alcançou uma acurácia de 94,7%.
Palavras-chave: Rede neural, classificação, estacionamento

This work aims to classify parking spaces as occupied or empty using convolutional neural networks.
Initially, pre-trained MobileNetV3 models (Large and Small) with the PyTorch implementation are used to
obtain the results. Different sets of images (PKlot and CNR-EXT) were analyzed during the training, testing,
and validation phases. This study is an extension of previous analyses and uses an approach that combines
multiple lightweight networks. The models were trained for 15 epochs and the images were resized for data
standardization. The best model achieved an overall accuracy of 92.82% in the tests. Classifier fusions for the
six analyzed networks were also tested. The classifier that considered the average among the six networks
achieved an accuracy of 94.7%.
Keywords: Neural network, classification, parking

1. Introdução

Detectar a disponibilidade de vagas de estaciona-
mento é crucial para a gestão eficiente do tráfego ur-
bano e o aprimoramento da experiência do usuário.
Embora sensores especializados tenham sido tradici-
onalmente empregados para essa finalidade, seu alto
custo muitas vezes limita sua implementação em larga
escala. Neste contexto, a utilização de câmeras de mo-
nitoramento, amplamente disponíveis e mais aces-
síveis, surge como uma alternativa promissora. Esta
abordagem não apenas reduz os custos, mas também
aproveita o poder das imagens para análise e tomada
de decisões [12].

Inspirado pela necessidade de explorar técnicas mais
acessíveis e eficazes, este estudo propõe a aplicação de
redes neurais convolucionais para a classificação de
vagas de estacionamento como ocupadas ou livres atra-

vés de imagens. Esta abordagem representa uma con-
tinuação em relação a estudos anteriores, incluindo
aqueles que empregaram métodos baseados em Sup-
port Vector Machines (SVM) [1]. A escolha de redes
neurais convolucionais se justifica pela sua capaci-
dade de aprender padrões complexos em dados visu-
ais, tornando-as ideais para tarefas de classificação de
imagem.

As redes neurais convolucionais são modelos inspira-
dos na organização visual do córtex cerebral e têm sido
amplamente utilizadas em tarefas de visão computaci-
onal, reconhecimento de padrões e processamento de
imagens. Elas funcionam extraindo características rele-
vantes das imagens por meio de camadas de convolu-
ção, seguidas por camadas de pooling para redução de
dimensionalidade e, finalmente, camadas totalmente
conectadas para classificação. A acurácia do modelo
é essencial e é avaliada através de conjuntos de dados
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de teste, garantindo que o modelo generalize bem para
novos dados e evitando o overfitting, ou seja, o ajuste
excessivo aos dados de validação que pode resultar em
baixa performance em dados não vistos. É também
importante considerar o viés do modelo, garantindo
que ele não favoreça determinadas classes devido a
desequilíbrios nos dados de treinamento [5].

Este trabalho busca responder a três perguntas de
pesquisa. 1- É possível identificar a ocupação de va-
gas de estacionamento por meio de imagens com um
custo reduzido? Utilizando câmeras de monitoramento
ao invés de sensores especializados, pretendemos ve-
rificar a viabilidade desta abordagem em termos de
custo e eficiência. 2- É possível alcançar altos índi-
ces de acerto na classificação das vagas de estaciona-
mento? Avaliaremos a precisão dos modelos treinados
para garantir que possam ser implementados com con-
fiabilidade em cenários reais. 3- Investigaremos se a
fusão de classificadores pode melhorar os resultados
obtidos, analisando se a combinação de diferentes mo-
delos de redes neurais pode resultar em uma melhor
acurácia na detecção de vagas ocupadas ou livres.

Figura 1: CNR Exemplo.

Figura 2: Pklot Exemplo.

Este artigo apresenta uma análise abrangente do pro-
cesso de detecção de vagas de estacionamento, desde
a coleta e preparação das imagens até o treinamento
e avaliação de modelos de redes neurais. Especifica-
mente, exploramos o de conjuntos de dados como o
PKlot 2 e o CNR-EXT 1, além do treinamento de redes
neurais MobileNetV3 (Large e Small) pré-treinadas. O
restante do trabalho foi dividido em duas sessões: Na
Seção 2, apresentaremos todos os materiais e méto-
dos utilizados, incluindo a estruturação do estudo e
a preparação dos dados, focando na avaliação da pre-
cisão dos modelos treinados e na análise da fusão de
classificadores; Na Seção 3, faremos a discussão dos
resultados obtidos, comparando as performances dos
diferentes modelos e avaliando a eficácia das fusões de
classificadores, respondendo se as redes neurais con-
volucionais são a melhor opção para esta tarefa. E por
fim apresentaremos a conclussão com a resposta ao
conjunto de perguntas que buscamos responder.

Ao abordar essas questões e estruturar o estudo desta
forma, esperamos fornecer uma visão clara e detalhada
da viabilidade e eficácia da fusão de redes neurais con-
volucionais leves para a detecção de vagas de estacio-
namento, contribuindo para soluções mais acessíveis
e precisas na gestão de tráfego urbano.

2. Materiais e métodos

A escolha de redes neurais convolucionais (CNNs)
[4] para este estudo se deu pelo seu robusto poder de
identificação e reconhecimento de padrões em ima-
gens. Especificamente, optamos pela MobileNet de-
vido à sua leveza e eficiência em comparação com ou-
tras redes mais complexas. A MobileNetV3 é uma rede
neural eficiente e leve, ideal para dispositivos móveis
e sistemas com recursos limitados. Ela utiliza convo-
luções profundos e separáveis, módulos de atenção
(Squeeze-and-Excitation) e técnicas de quantização
pós-treinamento para reduzir a complexidade com-
putacional e o consumo de memória. Disponível nas
variantes Large e Small, a MobileNetV3 oferece um ex-
celente equilíbrio entre precisão e desempenho, sendo
adequada para reconhecimento de imagem em tempo
real, como detecção de vagas de estacionamento, re-
conhecimento facial em smartphones e sistemas de
vigilância [12].

A sugestão para utilizar redes neurais partiu do ori-
entador deste trabalho, que participou do primeiro
estudo envolvendo o conjunto de dados PKlot 2. Este
antecedente forneceu uma base sólida e justificada
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para explorar novas técnicas, como as CNNs, neste
contexto. A referência completa deste estudo está com-
pletamento disponível para consulta [1] [2].

A base de dados PKLot utilizada em [1], [2], con-
tém 12,417 imagens de estacionamentos e aproximada-
mente 700.000 amostras rotuladas capturadas entre os
períodos de 09/2012 a 04/2013. Essas imagens foram
capturadas nos estacionamentos da UFPR (Universi-
dade Federal do Paraná), através dos andares 04 e 05 do
prédio administrativo, e no estacionamento da PUCPR.
Conforme podemos observar nas Figuras 3, 4 e 5, as
imagens mostram diferentes ângulos e condições de
iluminação.

Figura 3: UFPR04 Sol.

Figura 4: UFPR05 Nublado.

Figura 5: PUCPR Chuvoso.

Para garantir a inexistência de viéses, utilizamos um
protocolo cross-dataset, como descrito em [2]. Para tal,
além da base PKLot, foi utilizada a base CNRPark-EXT
para teste. O CNRPark-EXT 2, de Pisa na Itália, que já
estava disponível e foi utilizado em estudos semelhan-
tes para a identificação de vagas de estacionamento
[11] [10]. Ele contém 144.965 imagens segmentadas,
sendo 79.307 imagens rotuladas como ocupadas, e
65.658 como vazias, e possui um recorte de imagem
levemente diferente do PKlot.

Todas as imagens do PKlot foram recortadas para
focar nas vagas de estacionamento e posteriormente
segmentadas em categorias de ocupadas e vazias. Um
total de 98.174 imagens segmentadas foram geradas
a partir das capturas da UFPR04, 163.666 imagens da
UFPR05 e 406.158 imagens da PUCPR, conforme figura
6.

Figura 6: Exemplo vagas cortadas.

Figura 7: Bounding Box imagens PKlot

2.1. Protocolo experimental

Para padronização das imagens do PKLot, optamos
pelo redimensionamento a partir do cálculo do boun-
ding box, utilizando o pacote OpenCV [8] do Python,
conforme mostrado na 7. Isso nos possibilitou real-
mente treinar, validar e testar o modelo em dados com
estruturas parecidas.

O modelo escolhido, bem como suas análises, foram
todas realizadas utilizando o módulo PyTorch para re-
des neurais convolucionais [6].

Devido ao alto volume de processamento de dados,
optamos por treinar o modelo de forma igualitária por
15 épocas, salvando cada época para que fosse possível
escolher e voltar ao modelo que apresentasse o menor
loss para a base de validação escolhida naquele mo-
mento. Todas as imagens foram redimensionadas para
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224 x 224 e convertidas para tensores para que fosse
possível a utilização dos frameworks PyTorch.8.

Figura 8: Imagens convertidas para tensores

As redes pré-treinadas MobileNet V3 (Large e Small),
com fine-tuning, foram testadas com diversas combi-
nações de treino e validação, conforme mostrado em 9
, para identificarmos o modelo que nos traria a melhor
acurácia para a base de teste (CNRPark-EXT).

Tabela 1: Modelos

Escolhemos a rede MobileNetV3 pré-treinada para
esta finalidade devido à sua combinação ideal de efi-
ciência e desempenho. MobileNetV3 é projetada para
ser altamente eficiente em termos de computação,
tornando-a adequada para aplicações com recursos
limitados, como dispositivos móveis e sistemas em-
barcados. A arquitetura de MobileNetV3 10 utiliza téc-
nicas avançadas de compressão e otimização, como
squeeze-and-excitation modules e a busca neural au-
tomatizada, para melhorar a precisão sem aumentar
significativamente o custo computacional. Além disso,
por ser uma rede pré-treinada em um grande conjunto
de dados (como ImageNet), MobileNetV3 já possui um
bom entendimento de características visuais gerais,
permitindo que seja facilmente adaptada para tarefas
específicas, como a classificação de vagas de estacio-
namento. Essa adaptabilidade, combinada com sua
eficiência computacional, faz de MobileNetV3 uma es-
colha excelente para nossa aplicação, onde a precisão
e a rapidez são cruciais.

Figura 10: Estrutura MobileNetV3

É importante ressaltar que todos os modelos uti-
lizaram a função de perda CrossEntropyLoss, que é
adequada para tarefas de classificação, e o otimizador
SGD (Stochastic Gradient Descent) com uma taxa de
aprendizado de 0.001. A escolha do CrossEntropyLoss
se deve ao fato de que ele mede a diferença entre a
distribuição prevista pelo modelo e a verdadeira dis-
tribuição das classes, enquanto o SGD foi escolhido
por sua simplicidade e eficácia em encontrar mínimos
locais em grandes conjuntos de dados. Essas configu-
rações foram selecionadas para balancear a eficiência
computacional e a capacidade do modelo de conver-
gir para uma solução ótima dentro das restrições de
tempo e recursos disponíveis.

Além disso, para garantir que nossos classificadores
pudessem aproveitar ao máximo os dados de treina-
mento disponíveis, realizamos um pré-processamento
detalhado. Os classificadores foram pré-treinados no
conjunto de dados ImageNet e, em seguida, afinados
(fine-tuned) nos conjuntos de treinamento específicos
de nossa aplicação. A escolha de conjuntos de treina-
mento, teste e validação foi definida de forma que o
conjunto CNRPark-EXT fosse sempre usado para os
testes, enquanto foram criadas todas as combinações
possíveis entre treino e validação usando o conjunto
PKlot. Essa estratégia permitiu uma avaliação robusta
da capacidade do modelo de generalizar para novos
dados, maximizando a eficiência e a precisão dos re-
sultados obtidos.

Além das análises individuais dos modelos, também
exploramos a fusão de classificadores para melhorar a
acurácia final. Utilizamos três técnicas de fusão: média
(average), voto majoritário (majority voting) e máximo
(max). A fusão por média combina as previsões dos
diferentes modelos e calcula a média dos resultados
para decidir a classificação final. A fusão por voto ma-
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joritário considera a previsão mais frequente entre os
modelos, enquanto a fusão por máximo seleciona a
previsão com a maior confiança.

3. Resultados

Os resultados deste estudo oferecem uma análise
detalhada da eficácia da MobileNetV3 na classificação
de vagas de estacionamento, com foco nas métricas
de taxa de acurácia e perda (loss) durante a validação
do modelo. Nesta seção, apresentamos as taxas de acu-
rácia alcançadas nos diferentes conjuntos de dados,
destacando a capacidade do modelo de generalizar
para diferentes ambientes de estacionamento. Além
disso, discutimos a perda identificada durante o pro-
cesso de validação, fornecendo insights sobre a con-
vergência e estabilidade do modelo. Esses resultados
demonstram a viabilidade do modelo proposto para
aplicações práticas e sublinham seu potencial para ser
implementado em sistemas reais de monitoramento
de estacionamento.

Na Tabela 11, apresentamos os resultados dos seis di-
ferentes modelos utilizados para o teste. Cada um des-
ses modelos foi ajustado utilizando a técnica de fine-
tuning, onde todos os parâmetros da rede pré-treinada
foram congelados, exceto as camadas finais que foram
treinadas para a tarefa específica de classificação de va-
gas de estacionamento. Esta abordagem permite apro-
veitar os conhecimentos previamente adquiridos pela
rede em tarefas gerais de reconhecimento de imagens,
enquanto se especializa nas características específicas
do nosso conjunto de dados.

Tabela 2

Ao analisarmos os resultados, percebemos que o mo-
delo Small1 destacou-se como o mais eficaz, alcan-
çando a melhor acurácia para ambas as classes (ocu-
pado e vazio), mesmo que não tenha sido o modelo
com a menor perda (loss) durante a validação. Esse
resultado é significativo, pois a acurácia é uma métrica
crucial para avaliar a capacidade do modelo de fazer
previsões corretas em dados não vistos anteriormente.
A menor perda, embora importante, nem sempre se

traduz diretamente em melhor desempenho preditivo,
especialmente quando se lida com dados heterogê-
neos. Em 12, podemos visualizar um pouco mais sobre
o compartamento do modelo Small1 que resultou na
melhor acurácia ao longo do treinamento, e em 13 po-
demos verificar o a matriz de confusão desse teste.

Figura 12: Treinamento e validação Modelo 4.

Tabela 3

Os outros modelos Small também apresentaram acu-
rácias satisfatórias, demonstrando a robustez das redes
MobileNetV3 ajustadas com fine-tuning. No entanto,
uma observação importante foi a diferença de desem-
penho entre os modelos treinados exclusivamente com
dados da UFPR e aqueles que utilizaram uma combi-
nação de dados da UFPR e PUCPR. Os modelos trei-
nados apenas com dados da UFPR apresentaram uma
capacidade preditiva significativamente inferior. Essa
tendência já era esperada devido à menor diversidade
dos dados, que limita a capacidade do modelo de ge-
neralizar para novos cenários.

Por outro lado, os modelos que utilizaram dados
mesclados de ambas as bases (UFPR e PUCPR) se be-
neficiaram da maior heterogeneidade do conjunto de
dados, o que resultou em um desempenho preditivo
superior. Essa maior diversidade permite que o mo-
delo se ajuste a um conglomerado mais amplo de ca-
racterísticas, tornando-o mais robusto e capaz de lidar
com variações nas condições de iluminação, ângulos
de captura e outros fatores contextuais.
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Tabela 4: Fusões de classificadores

Após essa análise individual de cada um dos clas-
sificadores, testamos as três fusões (voto majoritário,
média e máximo). Todos apresentaram uma melhora
significativa em relação ao melhor modelo MobileNet,
que foi o Small1. Em 14, podemos ver a acurácia de
cada um desses três classificadores e como eles tive-
ram um ganho significativo, com a fusão por média
tendo a melhor acurácia de 94,70%, seguida do voto
majoritário, em que se utilizou a média para decidir
em caso de empate, com 94,68%. Este resultado indica
que a fusão de classificadores pode ser uma estraté-
gia eficaz para melhorar a acurácia na detecção de
vagas de estacionamento, visto que se aproxima e até
mesmo supera os resultados obtidos no estado da arte
de 93,7% disponíveis em [2].

Em resumo, os resultados destacam a importância
de utilizar conjuntos de dados diversificados para trei-
nar modelos de aprendizado profundo, especialmente
em aplicações práticas como a classificação de vagas
de estacionamento. A abordagem de fine-tuning apli-
cada às redes MobileNetV3 mostrou-se eficaz, e a aná-
lise comparativa dos modelos evidencia que a hetero-
geneidade dos dados é um fator crucial para melhorar
a capacidade preditiva e a generalização do modelo.

4. Conclusão

Com base nos resultados obtidos e discutidos, po-
demos responder às perguntas fundamentais propos-
tas no início deste estudo. Primeiramente, é possível
identificar a ocupação de vagas de estacionamento por
meio de imagens com um custo reduzido? De acordo
com nossos experimentos, sim. Utilizando imagens
capturadas por câmeras de monitoramento, demons-
tramos que é viável identificar a ocupação de vagas
de estacionamento, representando uma alternativa de
baixo custo em comparação com sensores especializa-
dos, proporcionando uma solução acessível e eficiente.
Em seguida, as redes MobileNetV3 são eficazes na clas-
sificação de vagas de estacionamento? As redes Mo-
bileNetV3, especialmente quando treinadas com fine-
tuning, mostraram-se altamente eficazes, alcançando
altos índices de acerto na classificação das vagas como
ocupadas ou livres. Esse resultado evidencia a eficiên-

cia dessa abordagem para essa tarefa específica. Além
disso, a fusão de classificadores melhora a precisão dos
modelos individuais? Sim, a fusão de classificadores
é uma estratégia eficaz para melhorar a precisão dos
modelos individuais. Métodos como voto majoritário,
média e máximo demonstraram melhorias significa-
tivas na acurácia, com a fusão por média alcançando
a melhor performance. Isso consolida a ideia de que
a combinação de diferentes modelos pode ser uma
abordagem robusta e confiável.

Em resumo, os resultados deste estudo reforçam a
importância e eficácia das redes neurais convolucio-
nais na gestão de vagas de estacionamento, oferecendo
uma solução prática e implementável para sistemas
de monitoramento em tempo real. Essas conclusões
têm implicações significativas não apenas para pes-
quisas futuras, mas também para aplicações práticas
em ambientes urbanos, contribuindo para uma gestão
mais eficiente do tráfego e uma melhor experiência do
usuário.
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