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Este trabalho tem como fundamento principal o estudo da evolução da quantidade de máquinas ligadas
em dois ambientes de Data as a Service (DaaS) a partir de tendências e melhoria nos data centers. Os dados
utilizados foram extraídos do Citrix, uma plataforma de gerenciamento de máquinas DaaS, para analisar a
quantidade de máquinas ativas hora a hora. Para a revisão dos dados, foi feita a aplicação do modelo de De-
composição Sazonal de médias via suavização exponencial para a captação de padrões de cada dia da semana.
O trabalho se encerrou com uma série de análises de resíduo que mostrou significativas autocorrelações e
foram necessários modelos mais complexos para a obtenção de uma previsão mais acurada. A conclusão a
que se chegou por meio do referido experimento foi a de que é, sim, possível melhorar a infraestrutura de
data centers ao entender melhor como as máquinas são utilizadas e aloca melhor os recursos, conseguindo
reduzir custos. Além disso, foram realizados testes de validação do modelo escolhido, incluindo AIC (Akaike
Information Criterion), BIC (Bayesian Information Criterion) e o teste de Ljung-Box, os quais evidenciaram a
presença de padrões não aleatórios nos resíduos, destacando a importância de incorporar a sazonalidade e
outros fatores temporais nos modelos preditivos.
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This work is primarily based on the study of the evolution of the number of active machines in two Data as
a Service (DaaS) environments, focusing on trends and improvements in data centers. The data used were
extracted from Citrix, a DaaS management platform, to analyze the number of active machines on an hourly
basis. For data review, the Seasonal Decomposition model using exponential smoothing was applied to capture
the patterns for each day of the week. The study concluded with a series of residual analyses that showed
significant autocorrelations, indicating that more complex models were necessary to achieve more accurate
predictions. The conclusion reached through this experiment was that it is indeed possible to improve data
center infrastructure by better understanding how the machines are used and by allocating resources more
efficiently, thereby reducing costs. Additionally, validation tests of the chosen model were conducted, including
AIC (Akaike Information Criterion), BIC (Bayesian Information Criterion), and the Ljung-Box test, which
revealed the presence of non-random patterns in the residuals, highlighting the importance of incorporating
seasonality and other temporal factors into predictive models.
Keywords: Time series, forecasting, DaaS, machines, data centers, Citrix

1. Introdução

O presente trabalho se destina a estudar a evolução
do número de máquinas conectadas em um ambiente
de Data as a Service (DaaS). Data as a Service (DaaS) é
um modelo de serviço baseado em nuvem que oferece
acesso sob demanda a recursos de armazenamento,
processamento e gerenciamento de computadores [1].
Ele permite que as organizações gerenciem e analisem
dados de forma eficiente, sem a necessidade de manter

sua própria infraestrutura de dados. Com este propó-
sito, obtivemos os dados do Citrix, que é um gerencia-
dor das máquinas virtuais, o que nos forneceu toda a
informação detalhada e respectiva evolução delas ao
longo do tempo.

Nos ambientes de DaaS, o conhecimento da utiliza-
ção das máquinas torna-se fundamental, a fim de as-
segurar o uso mais eficiente dos recursos disponíveis,
tornando assim a redução dos custos oportuna. Por
conseguinte, a quantidade de máquinas ligadas tem
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comportamento variável ao longo do dia e da semana,
o que é gerado por vários fatores como por exemplo os
horários do trabalho, picos de utilizações e manuten-
ção, entre outros. Para a apreensão da natureza desses
padrões foram utilizados os modelos de decomposi-
ção sazonal e alisamento exponencial, possibilitando
a identificação e a análise das componentes sazonais
diárias e semanais presentes nos dados.

Infelizmente na base de dados, por conta de algum
problema na coleta, teve alguns dados missing. Para
o tratamento dos dados missing, empregamos o valor
médio centrado na hora e no dia da semana, conside-
rado que a respectiva distribuição das amostras por
tempos refletia adequadamente as medianas calcu-
ladas. Desta forma, nas análises de séries temporais,
a utilização dos métodos de imputação dos missing
values varia devido à necessidade de manter a preser-
vação da estrutura temporal dos dados no sentido dos
preservar os modelos preditivos.

Foi realizada também a análise dos resíduos para a
avaliação da qualidade dos modelos ajustados, e foi
observada a existência de correlação estatisticamente
significativa entre os próprios resíduos, o que indicava
a necessidade de emprego dos modelos mais comple-
xos no sentido de captar a estrutura temporal dos res-
pectivos dados. Posteriormente, foram realizados os
testes de Ljung-Box, ao qual foi verificado a presença
dos padrões não aleatórios dos resíduos, e consequen-
temente a necessidade de considerar a sazonalidade
na escolha dos modelos preditivos a serem utilizados.

O trabalho foi dividido em três seções principais. Na
seção 2, discutimos brevemente os métodos de decom-
posição sazonal e alisamento exponencial, bem como
os modelos selecionados para o estudo. Na seção 3,
apresentamos o delineamento dos experimentos cri-
ados para o estudo e a descrição do processo de mo-
delagem e avaliação dos modelos. Por fim, na seção 4,
discutimos os resultados obtidos e suas implicações
para a otimização de data centers em ambientes DaaS.

Para identificar o melhor modelo, foi utilizado uma
abordagem sistemática que envolveu a análise de di-
ferentes modelos e a avaliação de seus resíduos. Os
modelos foram ajustados e validados utilizando a me-
todologia de validação cruzada, e os resíduos foram
analisados para detectar autocorrelações e padrões
não aleatórios. Os resultados dos testes de Ljung-Box
nos permitiram avaliar a adequação dos modelos e
determinar quais eram mais eficazes na captura da
estrutura temporal dos dados.

Através desta análise, buscamos fornecer insights va-
liosos para a otimização dos data centers, melhorando
a eficiência operacional e reduzindo custos. Este es-
tudo contribui para o entendimento dos padrões de
uso de máquinas em ambientes DaaS e oferece uma
base sólida para futuras pesquisas e aplicações práti-
cas.

2. Discussão

Neste estudo, apresentamos os resultados da aná-
lise de séries temporais dos dados da quantidade de
máquinas ligadas em um ambiente DaaS. Os dados
consistem em números inteiros que representam a
quantidade de máquinas ligadas para cada data e hora.
Os dados a serem analisados foram retirados do geren-
ciador da Citrix.

Para obter conclusões confiáveis, adotamos diferen-
tes abordagens de decomposição sazonal para cap-
turar tendências diárias e semanais. Foi utilizada a
média para substituir os dados ausentes, na qual foi
calculada em função da hora do dia e do dia da se-
mana, permitindo-nos imputar valores precisos em
conformidade com os padrões temporários. A análise
de resíduos mostrou a presença de autocorrelações
significativas, indicando que são necessários modelos
mais complexos para descrever adequadamente a es-
trutura temporal dos dados. Os testes de Ljung-Box
confirmaram que os fatores temporais não podem ser
negligenciados ao ajustar um modelo.

A análise de resíduos revelou a presença de autocor-
relações significativas, indicando que modelos mais
complexos podem ser necessários para capturar ade-
quadamente a estrutura temporal dos dados. Os testes
de Ljung-Box reforçaram a necessidade de considerar
fatores temporais ao ajustar os modelos.

Para concluir, poderíamos modelar adequadamente
as tendências mais importantes apesar das mudanças
de uso serem bastante complexas. No entanto, a auto-
correlação dos resíduos sugere que a modelagem da
série temporal poderia ser ainda mais precisa usando
um modelo que inclua algumas componentes não line-
ares ou tecnologias avançadas de ajuste de série tem-
poral. Ao mesmo tempo, o estudo atual fornece a base
para otimizar a operação de data centers em ambi-
entes DaaS, fornecendo uma série de recomendações
valiosas para um melhor recurso-alvo e operação de
centros de dados de nível intermediário. As áreas de
investigação futura podem incluir o ajuste de métodos
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mais avançados como redes neuronais ou aprendizado
profundo.

3. Materiais e métodos

A base de dados utilizada para o estudo foi extraída
do Citrix Manager,um componente crucial em ambi-
entes DaaS. O Citrix é uma plataforma que permite a
entrega segura de aplicações e desktops virtuais, pro-
porcionando aos usuários acesso remoto a suas má-
quinas virtuais [2], foi utilizando a API do Citrix para a
extração e Engenharia de Dados, cujos auxiliaram no
trabalho apresentado. Esta funcionalidade é essencial
para a gestão eficiente de recursos em data centers,
otimizando a utilização de máquinas e garantindo a
disponibilidade conforme a demanda dos usuários.

Para este estudo, foi realizada uma engenharia de
dados utilizando a API do Citrix, como mostrado na
pela Figura 1, permitindo a coleta precisa dos dados de
uso de máquinas virtuais ao longo do tempo. A API do
Citrix foi utilizada para extrair informações detalhadas
sobre o número de máquinas ligadas em diferentes
horários e dias da semana. Os dados coletados são
números inteiros que representam a quantidade de
máquinas ativas em cada ponto temporal, essenciais
para a análise de tendências e sazonalidades.

Figura 1: Fluxograma de extração dos dados.

Foi estruturada uma tabela em uma banco de dados
SQL com a coleta dos dados. Utilizando a linguagem
Python para coletar os dados foi feito um script para co-
letar os dados diariamente e salvando na tabela, como
mostra a figura 2.

Figura 2: Tabela da extração dos dados do Citrix.

A fim de salvar o detalhe do dado e tratar os pontos
faltantes, foi utilizada a média para preencher os pon-
tos faltantes através da hora do dia e dia da semana,
preservando esta imputação exata à capacidade do
modelo da tendência temporal original dos dados.

Os modelos que foram usados para essa análise in-
cluem técnicas de decomposição sazonal e alisamento
exponencial que ajudam a capturar os padrões diários
e semanais abaixo:

• Modelo stlm (Seasonal and Trend decomposi-
tion using Loess): Aplica decomposição de ten-
dência e sazonalidade usando Loess [3].

• Modelo ets (Exponential Smoothing State Space
Model): Utiliza alisamento exponencial para pre-
ver séries temporais com componentes de erro,
tendência e sazonalidade [3].

Utilizamos esses modelos para verificar a sazona-
lidade ao longo do tempo juntando os modelos de
predições abaixo:

• Modelo auto.arima (AutoRegressive Integrated
Moving Average): Ajusta automaticamente um
modelo ARIMA para capturar padrões e autocor-
relações em séries temporais [4] .

• TBATS: É uma modelagem de série temporal que
lida com múltiplas sazonalidades e transforma-
ções de Box-Cox, ARMA, tendência de nível, en-
tre outros [5].

Com base nesses modelos, foi possível analisar os
dados e capturar padrões e tendências anuais. Especi-
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ficamente, a abordagem de decomposição permitiu se-
parar os três componentes de tendência, sazonalidade
e ruído, enquanto o alisamento exponencial suavizou
as flutuações aleatórias dos dados.

A figura 3 mostra como se comporta a distribuição
nos diferentes DataCenter ao longo 5 meses. E na figura
4 mostra a evolução semanal de acesso às máquinas
por semana.

Figura 3: Distribuição da probabilidade predita via logit na
amostra de validação.

Figura 4: Medidas de validação

Para uma análise prévia dos DataCenter foi feito uma
análise de decomposição STL. As duas imagens, como
mostrado abaixo na figura 5, fornecem uma decompo-
sição STL (Seasonal-Trend decomposition using Loess)
das séries temporais referentes ao número de máqui-
nas ligadas em dois data centers, um em Curitiba e ou-
tro em São Paulo. A decomposição STL separa a série
temporal em três componentes principais: tendência
(trend), sazonalidade (seasonal) e resíduos (remain-
der), além dos dados originais (data).

Figura 5: Medidas de validação dissidentes

A decomposição STL para ambos os datacenters
mostram que, enquanto Curitiba tem uma tendência
mais clara e sazonalidades bem definida, São Paulo
é mais complexa para a tendência e sazonalidade, o
que pode indicar uma demanda mais dinâmica e pos-
sivelmente menos previsível, ou diferenças, talvez, na
natureza do trabalho que é processado em cada data
Center.

Além disso, foram realizados testes de Ljung-Box
para avaliar a presença de autocorrelação nos resíduos
dos modelos ajustados e feita uma Análise dos Resí-
duos para verificar o comportamento do modelo es-
colhido. Esses testes são cruciais para identificar se os
modelos capturam adequadamente a estrutura tempo-
ral dos dados ou se há necessidade de modelos mais
complexos. E para explicar os resultados dos modelos
utilizamos essas métricas:

• Erro Teste (MAE - Mean Absolute Error): Mede
a precisão do modelo, sendo a média dos va-
lores absolutos dos erros (diferença entre valor
observado e previsto). Valores menores indicam
melhor desempenho [6].

• AIC (Akaike Information Criterion): Critério de
informação usado para comparar a qualidade
dos modelos ajustados, penalizando modelos
com mais parâmetros. Valores menores indicam
modelos melhores [6].
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• BIC (Bayesian Information Criterion): Similar
ao AIC, mas com penalização mais forte para o
número de parâmetros. Valores menores tam-
bém indicam modelos melhores [6].

Por fim, para atingir os objetivos desejados utiliza-
mos a linguagem R como ferramenta de análise e os
pacotes forecast [7] , timetk [8], padr [9], e ggplot2, que
contam com a implementação dos algoritmos e avalia-
ções que foram necessárias para o estudo.

4. Resultados

A modelagem foi realizada utilizando diferentes mé-
todos de séries temporais, incluindo STLM (Seasonal
and Trend Decomposition using Loess), ETS (Exponen-
tial Smoothing State Space Model), auto.arima (Auto-
Regressive Integrated Moving Average) e TBATS. Cada
modelo foi avaliado com base em métricas como Erro
Médio Absoluto (MAE), Critério de Informação de Akaike
(AIC) e Critério de Informação Bayesiano (BIC), a fim
de selecionar o modelo com melhor desempenho.

Conforme os resultados apresentados na tabela 6, o
modelo STL aplicado às séries temporais com múlti-
plas sazonalidades (msts) foi identificado como me-
lhor modelo com o menor erro de teste (MAE) para o
data center de Curitiba. O modelo foi capaz de captu-
rar detalhes dos padrões sazonais complexos porque
o modelo é robusto e foi capaz de detectar a variabili-
dade dos dados de uso das máquinas virtuais. Assim
sendo, o modelo STL foi capaz de detectar a sazonali-
dade e tendência ao longo do tempo para um melhor
plano de infraestrutura de datacenter. A capacidade
do modelo de identificar padrões sazonais e prever
ações futuras da melhor maneira é muito significativa,
porque as demandas dos usuários são muito variáveis,
além do fato de que as demandas se alteram diaria-
mente e semanalmente.

Figura 6: Modelos testados com os testes repectivos

A análise dos resíduos realizada de acordo com as
figuras 7 e 8 mostra que, embora o modelo STLM te-
nha identificado de maneira robusta os padrões sazo-
nais, existem sinais de autocorrelação nos resíduos,
conforme demonstrado nos gráficos de autocorrela-
ção. Embora seja necessário melhorar os modelos para
infraestrutura de datacenter, a análise de Ljung-Box
mostrou que existem evidências de autocorrelação dos
resíduos para os dois locais estudados. No caso de Cu-
ritiba, o valor foi de 1056,8 com 336 graus de liberdade
e um erro de valor . Além disso, o teste complementar
Box-Ljung apresentou um valor de 24,38 com um grau
de liberdade. Assim, um erro de valor de maiores para
os dois testes indica a presença de autocorrelação nos
resíduos.

Figura 7: Análise de resíduos de Curitiba

Figura 8: Análise de resíduos de São Paulo

O teste de Ljung-Box, cujos resultados estão detalha-
dos na Figura 9, indicou a presença de autocorrelação
significativa nos resíduos para ambos os locais anali-
sados. Para Curitiba, o valor de Q* foi de 1056.8 com
336 graus de liberdade e um p-valor inferior a 2.2e-16,
indicando forte evidência de autocorrelação nos re-
síduos. Além disso, o teste complementar Box-Ljung
apresentou um valor de X-squared de 24.38 com 1 grau
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de liberdade e p-valor de 7.907e-07, confirmando a
necessidade de melhorias no modelo para este data
center.

Em São Paulo, o Ljung-Box mostrou um Q* de 381.06
com 48 graus de liberdade e p-valor também inferior a
2.2e-16. Contudo, o teste Box-Ljung para o primeiro lag
apresentou um X-squared de 0.066932 com p-valor de
0.7959, sugerindo que não há autocorrelação significa-
tiva para este lag específico. Isso implica que, embora
o modelo tenha capturado bem a estrutura dos dados,
ainda há espaço para ajustes, especialmente em Curi-
tiba, onde a autocorrelação residual é mais evidente.

Figura 9: Teste Ljug-box

A Figura 10 apresenta as previsões obtidas com o
modelo STLM e permite a comparação com os dados
reais. Embora o modelo pareça ter uma boa capaci-
dade de previsão, as diferenças entre as séries indicam
que a autocorrelação residual pode ser ainda reduzida,
e ajustes no modelo podem ser realizados.

Figura 10: Comparação: Real vs previsto modelo msts-stlm

Por fim, as Figuras 11 e 12 apresentam as previsões
para os próximos oito dias. A linha vermelha repre-
senta os valores reais, enquanto a linha azul indica
as previsões do modelo. A segunda figura oferece um
zoom na cauda da série temporal, facilitando a análise
das previsões mais recentes. Estes resultados sugerem
que, apesar do desempenho geral sólido, há oportuni-
dades para refinar ainda mais as previsões, especial-

mente no que diz respeito à precisão e à redução da
autocorrelação dos resíduos.

Em resumo, os modelos forneceram uma base só-
lida para fornecer previsões de clima em ambientes
DaaS. No entanto, as comparações com os dados reais
e previsões futuras indicam que ajustes específicos são
possíveis, a fim de melhorar as previsões e reduzir a au-
tocorrelação residual. Isso pode envolver a adoção de
modelos mais avançados ou ajustes específicos para
capturar a dinâmica total dos dados.

Figura 11: Modelo Escolhido

Figura 12: Modelo Escolhido - Zoom

5. Conclusão

Neste estudo, foram analisados os dados do uso de
máquinas virtuais em um ambiente DaaS, que foram
extraídos da API do Citrix para identificar padrões sa-
zonais e prever a demanda futura. Usamos diferen-
tes métodos da série do tempo, tal como STLM, ETS,
auto.arima, e TBATS e avaliamos cada modelo usando
MAE, AIC, BIC. Como resultado, o modelo de STLM
pela série do tempo com sazonalidade múltipla foi o
melhor em termos de erro de teste para o data cen-
ter de Curitiba — isso representa saber mais preciso
sobre o padrão sazonal e a tendência de longo prazo
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também é bastante bom quando se trata do planeja-
mento de recurso em data centers. No entanto, a aná-
lise dos resíduos e os testes de Ljung-Box mostraram
que há uma autocorrelação significativa nos resíduos,
especialmente em Curitiba. Embora o modelo seja o
melhor, os sinais significativos de autocorrelação suge-
rem que a modelagem e as previsões podem ser mais
bem ajustadas para resolver os padrões não modela-
dos completamente. Em São Paulo, a autocorrelação
é menos significativa, no entanto, as melhorias ainda
são possíveis. Em geral, os modelos que foram utiliza-
dos neste estudo fornecem bases fortes para a previ-
são da demanda em um ambiente DaaS. No entanto,
os resultados sugerem que há espaço para aprimora-
mento, tanto na escolha do modelo quanto no ajuste
de parâmetros para reduzir a autocorrelação residual e
melhorar as previsões. Além disso, estudos futuros po-
dem aplicar algoritmos de aprendizagem de máquina
mais avançado ou analisar um conjunto de dados dife-
rente para validar e, possivelmente, aprimorar nossas
descobertas.
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