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RESUMO
Neste trabalho, consideramos uma rede complexa discreta de sítios acoplados para simular
a propagação de uma doença em função dos parâmetros do modelo. Na rede, cada unidade
representativa do espaço é chamada de sítio, o qual pode ser interpretado como uma região
geográfica como, por exemplo, uma cidade. A dinâmica de cada sítio é governada por um
sistema de equações diferenciais, conhecido na literatura como modelo SIR (Suscetíveis-
Infectados-Removidos), que é acoplado de acordo com uma matriz de adjacência. Para
simular as diferentes conexões entre cidades, utilizamos uma rede de pequeno mundo
(small-world), do tipo Newman-Watts. Nesse tipo de rede, adicionamos conexões não-locais
de forma aleatória, seguindo uma probabilidade p. A partir disso, diferenciamos conexões
locais, restritas a vizinhos próximos, das conexões não-locais, que funcionam como atalhos
que possibilitam a interação entre sítios distantes. Após estabelecer o modelo de equações
para a rede de sítios acoplados, realizamos simulações numéricas por meio de um programa
desenvolvido na linguagem de programação Python, utilizando a rotina de integração
solve-ivp com o método de Runge-Kutta de quarta ordem. Para analisar a dispersão da
doença em função dos parâmetros do modelo, introduzimos dois quantificadores, a taxa de
avanço da doença e o tempo de extinção da epidemia. Caracterizamos a taxa de avanço
da doença como a razão da distância entre dois sítios da rede e o intervalo de tempo entre
dois máximos locais na curva de infectados (Imáx). Além disso, calculamos a média dessas
taxas para analisar a taxa de avanço da doença em toda a rede complexa. Definimos o
tempo de extinção da epidemia como o momento em que a rede atinge 95% da população
na categoria dos recuperados. Os resultados obtidos indicam que as conexões não-locais
levam a uma propagação mais rápida da epidemia, enquanto uma interação mais baixa
entre os sítios contribui para uma propagação mais lenta. Parâmetros como a taxa de
infecção e a quantidade de indivíduos suscetíveis influenciam a dispersão da epidemia,
enquanto a taxa de recuperação e a quantidade inicial de indivíduos infectados no sítio de
referência não apresentaram grande influência na evolução da doença na rede.

Palavras-chaves: Modelo SIR. Simulações numéricas. Redes complexas. Epidemia.



ABSTRACT
In this work, we considered a discrete complex network of coupled sites to simulate the
spread of a disease as a function of model parameters. In network, each spatial unit
is referred to as a site, which can be interpreted as a geographical region, such as a
city, for example. The dynamics of each site are governed by a system of differential
equations known in the literature as the SIR model (Susceptible-Infected-Removed), which
is coupled according to an adjacency matrix. To simulate the diverse connections between
cities, we used a Newman-Watts type of small-world network. In this type of network, we
introduce non-local connections randomly with a probability p. Therefore, we distinguish
local connections, confined to nearby neighbors, from non-local connections, which act
as shortcuts facilitating interaction between distant sites. After establishing the equation
model for the interconnected site network, we conducted numerical simulations using a
program developed in the Python programming language, using the solve-ivp integration
routine with the fourth-order Runge-Kutta method. To analyze the disease’s spread in
relation to the model parameters, we introduced two quantifiers, the advancement rate,
and the epidemic extinction time. We characterized the advancement rate as the ratio
of the distance between two sites in the network to the time interval between two local
maxima in the infected curve (Imax). Additionally, we calculated the average of these rates
to analyze the disease propagation rate across the entire complex network. We defined the
epidemic extinction time as the moment when the network reaches 95% of the population
in the recovered category. The results obtained indicate that non-local connections lead
to a faster spread of the epidemic, while a lower interaction among sites contributes to
a slower spread. Parameters such as the infection rate and the number of susceptible
individuals influence the epidemic’s spread, while the recovery rate and the initial number
of infected individuals in the reference site did not have a significant influence on the
disease’s evolution in the network.

Keywords: SIR Model. Numerical simulations. Complex networks. Epidemic.
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1 Introdução

Ao longo da história da humanidade, várias epidemias e pandemias, como a Febre
Amarela, Peste Bubônica, Gripe Espanhola, Influenza e COVID-19, afetaram diversas
populações de maneiras diferentes [1–6]. Algumas dessas doenças se propagam de indivíduo
para indivíduo, enquanto outras são transmitidas por agentes infecciosos [7]. No entanto,
a propagação de doenças também pode ocorrer por contato direto ou indireto, inalação de
ar contaminado, consumo de água ou alimentos contaminados, bem como por doenças
transmitidas verticalmente (da mãe para o filho através da placenta) [8].

Essa diversidade de modos de transmissão ressalta a complexidade das relações
entre as doenças e a humanidade, o que nos leva a refletir sobre como essas doenças se
dispersam espacialmente. Os processos de dispersão de uma doença estão relacionados a
uma estrutura geográfica e social das interações humanas [9–11], os quais podem ocorrer
devido a: difusão por expansão, no qual a doença se espalha de um lugar para outro;
difusão por relocação, onde a infecção migra para uma nova área, deixando seu local de
origem; e difusão por redes, em que a doença se propaga através de redes de transportes
viários e/ou aéreos.

Em resumo, os surtos epidêmicos estão intrinsecamente associados a uma complexa
interação de diversos fatores determinantes e condicionantes que englobam aspectos
ecológicos, econômicos, climáticos e comportamentais sociais [12–15]. Diante disso, é
importante destacar que, para além das consequências em termos de mortalidade, esses
surtos podem resultar em problemas sociais e econômicos, como o agravamento da fome e
o aumento do desemprego [16–19]. Desta forma, compreender e considerar os diferentes
fatores que influenciam a evolução de uma doença é essencial para prevenir e controlar a
sua disseminação [20].

Atualmente, os modelos epidemiológicos têm desempenhado um papel essencial
no entendimento e previsão da propagação de diversas doenças, como a malária, dengue,
Influenza, HIV, COVID-19, entre outras [8, 21–34]. Dentre os modelos mais simples, temos
o modelo SIR (Suscetível-Infectado-Removido), originalmente proposto por Kermack e
McKendrick [21]. Devido a sua importância para o campo da Epidemiologia, surgiram
ao longo dos anos diversas variantes do modelo apresentado por Kermack e McKendrick.
Como exemplo, mencionamos o modelo SIS (Suscetível-Infectado-Suscetível), que simula
doenças em que o indivíduo infectado não adquire imunidade após a sua recuperação [30].
Além disso, também podemos citar o modelo SIR(V)

1 desenvolvido por Esteva e Vargas
[22], o qual descreve as doenças transmitidas por vetores, como a dengue.
1 Para diferenciar o modelo SIR proposto por Esteva e Vargas [22], alteramos a abreviatura original ao

incluir um subíndice (V).
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No entanto, embora seja evidente que o mundo está se tornando cada vez mais
conectado, facilitado por viagens de longa distância que possibilitam a movimentação entre
diferentes regiões, os modelos epidemiológicos tradicionais não consideram a mobilidade
entre diferentes regiões [35]. Uma maneira de representar essa dinâmica é através da
incorporação de estruturas de redes, nas quais os nós podem ser interpretados como
cidades e as arestas como os meios de transporte entre elas.

Assim, podemos encontrar trabalhos na literatura que acoplaram uma estrutura de
rede em modelos epidemiológicos. Por exemplo, o modelo matemático desenvolvido em
[36] abordou a heterogeneidade em redes de contato de dinâmicas de infecção, avaliando
estratégias de controle, como triagem e rastreamento de contatos. Ainda, a modelagem
de contatos em redes ajudou a compreender a variabilidade nos surtos da Síndrome
Respiratória Aguda Grave (SARS) e avaliar a eficácia de medidas de saúde pública [37].
Um modelo probabilístico que combina dinâmicas locais de infecção estocástica com
transporte global em redes, incluindo tráfego de aviação civil, foi usado para prever a
disseminação geográfica de epidemias [38].

Além disso, os autores do trabalho [39] investigaram como as doenças se adaptam
às rotas de transmissão disponíveis entre indivíduos infectados e suscetíveis. Em uma
rede de sítios acoplados por meio de um acoplamento químico [34], foi verificado que
quanto maior for a mobilidade humana e quanto mais intensas forem as interações, maior
será a dispersão de uma epidemia. Adicionalmente, foi constatado que em uma rede de
pequeno mundo do tipo Watts-Strogatz, as epidemias se propagam a diferentes velocidades,
variando de acordo com a probabilidade de reconexão das conexões locais [40]. Além disso,
pesquisas igualmente importantes sobre a propagação de doenças em redes podem ser
encontradas nas referências [31–33, 41–56].

Tendo em vista a discussão apresentada, o objetivo deste trabalho consiste em
analisar numericamente a propagação de uma doença em uma rede de sítios acoplados,
em função dos parâmetros relacionados ao modelo da rede. Para atingir esse objetivo,
introduzimos uma rede complexa com um determinado número de sítios. Dessa forma,
representamos as conexões na rede acoplada como as interações entre os indivíduos
suscetíveis, infectados e removidos. A dinâmica de cada sítio é governada pelo modelo SIR,
enquanto a interação entre os sítios da rede ocorre por meio de uma matriz de adjacência.
Utilizamos uma estrutura conhecida como rede de pequeno mundo (small-world) do tipo
Newman-Watts, na qual uma grade regular de sítios conectados recebe uma quantidade de
atalhos escolhidos aleatoriamente, representando efeitos não-locais. Nesse sentido, podemos
interpretar que a grade regular estabelece conexões locais restritas a vizinhos próximos, ao
passo que as conexões não-locais possibilitam a interação entre sítios distantes.

Caracterizamos a propagação da doença ao longo da rede a partir de uma taxa
de avanço calculada com base no momento em que cada sítio atinge o número máximo
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de indivíduos infectados. Verificamos o tempo de extinção da epidemia, que mede quanto
tempo leva para que uma grande fração da população se recupere da doença. Por fim, os
parâmetros considerados para este estudo foram a probabilidade de adicionar conexões
não-locais, a intensidade das interações entre os sítios, os parâmetros das equações do
modelo SIR utilizado e o número inicial de indivíduos infectados em um sítio selecionado.

É importante destacar que os resultados encontrados neste trabalhado foram resu-
midos e publicados na revista Chaos, Solitons & Fractals [57]. Neste estudo, constatamos
que a introdução de conexões não-locais resulta em tempos de extinção mais curtos para
epidemias, indicando uma propagação mais rápida na população. Além disso, a intensi-
dade do acoplamento desempenha um papel fundamental na disseminação da epidemia,
uma vez que níveis menores de interação conduzem a tempos de extinção mais altos. Ao
analisarmos a taxa de infecção e o número inicial de indivíduos suscetíveis, verificamos
que esses fatores afetam significativamente a dispersão de doenças. Por outro lado, a taxa
de recuperação e o número inicial de indivíduos infectados no local de referência têm um
impacto relativamente menor na evolução da doença.

Os capítulos dessa dissertação estão organizados da seguinte forma. No Capítulo
2 será apresentado uma breve revisão sobre a dinâmica de dois modelos epidemiológicos
do tipo SIR, que são bem conhecidos na literatura: o primeiro é referente a doenças
transmitidas de pessoa para pessoa [8, 21]; enquanto o segundo descreve uma doença
transmitida através da interação entre humanos e vetores [22].

No Capítulo 3, apresentaremos o conceito de rede complexa e o modelo proposto
para a rede unidimensional de sítios acoplados. Também, serão expostas as equações
diferenciais que modelam a transmissão das doenças na rede ao longo do tempo. Além
disso, discutiremos a dinâmica da evolução temporal da doença na rede.

Os resultados deste trabalho encontram-se no Capítulo 4, no qual caracterizamos
a taxa de avanço da doença e o tempo de extinção da epidemia. Por fim, no Capítulo 5,
apresentaremos a conclusão e as considerações finais a respeito dos capítulos anteriores.
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2 Modelos epidemiológicos

Modelos epidemiológicos são modelos matemáticos utilizados para estudar a evolu-
ção de uma doença em uma população ao longo do tempo. Eles são fundamentais para
a previsão e controle de surtos epidêmicos, auxiliando na formulação de estratégias de
controle e na avaliação do impacto de medidas de saúde pública.

Um dos trabalhos importantes para a epidemiologia é creditado a Daniel Bernoulli,
que, por meados de 1760, conduziu uma pesquisa sobre a eficácia da técnica de variolação
no combate à varíola [30], estabelecendo assim as bases para a compreensão da dinâmica
de doenças infecciosas.

Posteriormente, em 1927, os autores Kermack e McKendric propuseram um modelo
compartimental, o modelo SIR (Suscetível-Infectado-Removido), que conta com um sistema
simples de equações diferenciais que buscam descrever de que forma ocorre a transmissão
de uma doença em uma população [8, 21]. Nesse estudo, a população é dividida em três
classes diferentes:

• Os suscetíveis (S), são os indivíduos saudáveis que podem contrair a doença a
partir do contato com um indivíduo infectado;

• Os infectados (I), são indivíduos que contraíram a doença e podem transmití-la
para os indivíduos suscetíveis;

• Os recuperados (R), são aqueles que não podem contrair a doença novamente, em
razão de terem se recuperado e adquirido imunidade ou morrido.

O modelo SIR se encontra dentre os modelos epidemiológicos mais simples, mas,
devido a sua importância para o campo da Epidemiologia, ele é uma estrutura fundamental
na compreensão das epidemias e serve como base para diferentes modelos, como: o modelo
SIS (Suscetível-Infectado-Suscetível), que simula doenças em que o indivíduo infectado
não adquire imunidade após a sua recuperação [30]; e o modelo SIR(V) desenvolvido pelos
autores Esteva e Vargas [22], que descreve as doenças transmitidas por vetores, como a
dengue.

Apesar de modelos compartimentais serem amplamente utilizados, é importante
destacar que eles apresentam algumas limitações, especialmente quando consideramos
aspectos mais complexos da dinâmica de doenças e suas interações com a sociedade.
Por exemplo, não sabemos qual é o papel dos indivíduos na evolução da doença, pois
os modelos compartimentais tratam a população como um todo e não consideram as
diferenças individuais entre as classes. Além disso, também não conseguimos observar
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a movimentação espacial desses indivíduos, visto que eles são igualmente distribuídos
espacialmente. Essa distribuição homogênea não reflete a realidade, pois as pessoas se
movem entre áreas geográficas e interagem em diferentes taxas, o que tem um impacto
significativo na doença [32, 53–56]. Adicionalmente, esses modelos presumem que todos os
indivíduos têm uma probabilidade igual de se encontrar e se infectar, o que não é verdade
em situações reais, onde a rede de contatos é complexa e influenciada por fatores sociais e
econômicos.

Uma forma de superar as limitações impostas pelos modelos em equações diferenciais
é utilizar modelos baseados no indivíduo (MBI), em que o indivíduo é a unidade básica do
sistema. O MBI é um sistema dinâmico discreto, no tempo e no espaço, no qual é possível
incluir as particularidades das populações e a influência delas na evolução da doença. Para
isso, podemos utilizar o que é conhecido na literatura como Autômato Celular (AC), uma
malha regular e uniforme, em que cada sítio (célula) está em um estado descrito por uma
variável discreta. O estado de cada sítio evolui a cada passo no tempo de acordo com um
conjunto de regras de transições baseadas no estado dos seus vizinhos [58].

Uma das limitações do AC é que ele utiliza uma grade regular de tamanho N × N ,
sendo que cada célula representa um único indivíduo. Essa abordagem pode dificultar a
análise da propagação de doenças em uma população grande, devido à complexidade de
lidar com as características de toda a população e a necessidade de uma grade relativamente
grande para representar de forma precisa todos os indivíduos.

O que podemos concluir desta discussão é que, embora os modelos epidemiológicos
sejam valiosos para proporcionar uma compreensão da disseminação de infecções, eles
são apenas simplificações do que realmente acontece na realidade. Portanto, a escolha
do modelo a ser utilizado deve ser feita de acordo com as necessidades dos problemas
a serem tratados. Como nesse trabalho iremos analisar a dispersão da doença em uma
rede complexa, utilizaremos um modelo compartimental simples para reduzir o número de
parâmetros associados ao modelo e compreender a influência da rede na propagação da
doença.

Desta forma, nas próximas seções apresentaremos a discussão de dois modelos
SIR, o primeiro é um modelo cuja transmissão da doença ocorre entre humanos, ou seja,
de pessoa para pessoa; enquanto o segundo tem um caráter mais complexo devido a
transmissão ser realizada através da interação entre humanos e vetores. Destacamos que
estes modelos são conhecidos na literatura e não foram idealizados nesse trabalho [21, 22].

2.1 Modelo SIR: interação entre pessoas
O modelo SIR, proposto por Kermack e McKendrick, busca descrever a transmissão

de uma doença em função do tempo, a partir da interação entre um pequeno grupo de
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indivíduos infectados e a população total [21, 24]. Neste modelo, a população hospedeira
NH é dividida em compartimentos, denotados por S(t), I(t) e R(t), que representam o
número de indivíduos suscetíveis, infectados e removidos1 [8], respectivamente. O número
de indivíduos pertencentes a cada classe varia com o tempo, refletindo a dinâmica da
propagação da doença. Essa dinâmica está ilustrada na Figura 1.

Figura 1 – Fluxograma do modelo SIR. As letras α e β representam as taxas de transição
entre as classes.

Ao analisar a Figura 1, observamos que a taxa de infecção, representada por β,
é responsável pela transmissão da doença de indivíduos infectados para suscetíveis. Por
outro lado, a taxa de recuperação, representada por α, indica a taxa com que os indivíduos
infectados se recuperam e são removidos da classe de infectados.

Deste modo, podemos compreender a evolução temporal do modelo SIR por meio
do seguinte sistema de equações:

dS

dt
= −βSI, (2.1)

dI

dt
= βSI − αI, (2.2)

dR

dt
= αI. (2.3)

Neste modelo, observamos que a evolução desse sistema começa com um número de
indivíduos infectados que contaminam os indivíduos suscetíveis com os quais estabelecem
contato, de modo que o número de indivíduos infectados aumenta até atingir um máximo.
Após isso, diminui à medida que os indivíduos se recuperam e entram na categoria de
removidos. Desta forma, a dinâmica termina quando a população infectada vai para zero.
Uma vez que a população total S + I + R é constante, suas taxas obedecem a:

S ′(t) + I ′(t) + R′(t) = 0, (2.4)

para qualquer instante de tempo t. Aqui a notação F ′(t) significa dF/dt.

Considerando as Eqs. (2.1)-(2.3), podemos analisar a formulação matemática do
problema epidemiológico a partir de condições iniciais tipicamente estabelecidas como

S(0) > 0, I(0) > 0 e R(0) = 0, (2.5)
1 Neste modelo não consideramos a morte dos indivíduos, desta forma, a classe dos removidos contém

apenas humanos recuperados.
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Uma questão fundamental na epidemiologia é determinar o comportamento da
doença com base nos valores dos parâmetros do modelo, como a taxa de infecção β, a taxa
de recuperação α, a população suscetível inicial S(0) e o número inicial de infectados I(0).

Desta forma, devemos identificar quais são os valores desses parâmetros que levam
ou não à um aumento significativo do número de pessoas infectadas em uma determinada
região, situação também conhecida como surto epidêmico. Dito isso, partindo de

dI

dt

∣∣∣∣∣
t=0

= I(0)[βS(0) − α]

⎧⎪⎨
⎪⎩

> 0

< 0
se S(0)

⎧⎪⎨
⎪⎩

> ρ

< ρ
, ρ = α

β
. (2.6)

Na Eq. (2.6), podemos observar que quando S(0) < ρ, a quantidade de indivíduos
infectados tende a zero à medida que t → ∞. Este comportamento ocorre devido à taxa de
indivíduos infectados se tornar negativa, o que impossibilita que a quantidade de infectados
aumente. Nesse caso, a doença não irá se espalhar e consequentemente não haverá uma
epidemia, ou seja, surtos epidêmicos em diversas regiões. No entanto, quando S(0) > ρ, a
população de indivíduos infectados irá aumentar, o que resultará em um cenário epidêmico.

Para uma melhor visualização, podemos analisar o comportamento qualitativo das
órbitas do modelo SIR, fazendo dI/dS verificamos que

dI

dS
= βSI − αI

−βSI
= −1 + α

βS
, (2.7)

integrando e reorganizando todos os termos, encontramos

I + S − ρln(S) = I(0) + S(0) − ρln[S(0)]. (2.8)

Assim, com base na Eq. (2.8), podemos traçar as trajetórias de I em relação a S

para avaliar o comportamento para diferentes conjuntos de condições iniciais, conforme
ilustrado na Figura 2. É importante ressaltar que todas as condições iniciais estabelecidas
estão de acordo com a Eq. (2.5).

Na Figura 2, todas as trajetórias começam na linha S + I = N e permanecem
dentro do triângulo, desde que 0 < S + I < N . Além disso, observamos que se o número
inicial de indivíduos suscetíveis for maior que um valor crítico Sc, isto é, se S(0) > Sc = ρ,
então ocorrerá uma epidemia (curvas na cor vermelha), enquanto se S(0) < Sc o contrário
ocorre (curvas na cor preta).

Em resumo, podemos definir um cenário favorável para uma epidemia quando há
um aumento na quantidade de indivíduos infectados em relação a uma quantidade inicial,
ou seja, I(t) > I(0) para algum t > 0. Como S(0) > ρ, naturalmente

α

βS(0) < 1. (2.9)
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Figura 2 – Plano de fase do modelo SIR para diferentes condições iniciais S(0) e I(0). As
curvas vermelhas representam os cenários que houveram epidemia, enquanto
as curvas em preto retratam os que não houveram.

Logo, as condições para a existência, ou não, de uma epidemia pode ser reescrita na forma
de R0 > 1, sendo

R0 = βS(0)
α

, (2.10)

sendo que R0 é conhecido como a taxa de reprodutibilidade basal de uma doença. Desta
forma, podemos interpretar que o parâmetro R0 indica o número médio de indivíduos
secundários infectados a partir de um único caso introduzido em uma população suscetível
[8, 59–61], onde:

• Quando R0 > 1, há a possibilidade de ocorrer uma epidemia. Nesse caso, basta a
existência de um único indivíduo infectado em uma população de suscetíveis para
desencadear a propagação da doença;

• Por outro lado, quando R0 < 1, as condições se tornam desfavoráveis para a dispersão
da doença.

Para verificar de que forma a evolução temporal do modelo SIR ocorre, serão
analisados para as Eqs. (2.1)-(2.3) os casos em que R0 < 1 e R0 > 1. Os valores para a
taxa de infecção e recuperação foram retirados de um estudo relacionado à Influenza A [8],
que são: β = 0.002342 dia−1 e α = 0.476 dia−1. Na Figura 3, verificamos a dinâmica de
uma população em um cenário não epidêmico (R0 = 0.98).
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(a) (b)

(c)

Figura 3 – Modelo SIR: Caso no qual não ocorre epidemia, tal que R0 < 1. (a) Indivíduos
suscetíveis em relação ao tempo; (b) Indivíduos infectados em relação ao tempo;
(c) Indivíduos removidos em relação ao tempo. Parâmetros utilizados: NH = 200,
S(0) = 199, I(0) = 1 e R0 = 0.98.

Embora observemos uma redução na população de indivíduos suscetíveis devido
ao contato com os infectados [Figura 3 (a)], o número de infectados permanece, ao longo
do tempo, abaixo do seu valor inicial I(0), o que caracteriza um cenário não epidêmico
[Figura 3 (b)]. Consequentemente, à medida que os indivíduos infectados se recuperam, a
população aumenta ao longo do tempo [Figura 3 (c)].

Na Figura 4, podemos observar a dinâmica de uma população em um cenário
epidêmico. Neste caso, a medida que a quantidade de humanos suscetíveis diminui o
número de infectados aumenta, ultrapassando o seu valor inicial I(0) [Figuras 4 (a) e (b)].
Assim que a quantidade de indivíduos infectados atinge o seu máximo, essa população
decai até zero. E, por consequência da recuperação da população de infectados, o número
de humanos removidos aumenta [Figura 4 (c)].

2.2 Modelo SIR(V): interação entre humanos e vetores
O modelo SIR(V) tem como objetivo descrever a dinâmica da transmissão de doenças

ao longo do tempo considerando a interação entre humanos e vetores. Neste contexto,
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(a) (b)

(c)

Figura 4 – Modelo SIR: Caso no qual ocorre epidemia, tal que R0 > 1. (a) Indivíduos
suscetíveis em relação ao tempo; (b) Indivíduos infectados em relação ao tempo;
(c) Indivíduos removidos em relação ao tempo. Parâmetros utilizados: NH = 500,
S(0) = 499, I(0) = 1 e R0 = 4.92.

apresentamos o modelo proposto por Esteva e Vargas [22] para descrever a propagação da
dengue, uma doença transmitida pela picada de indivíduos infectados da espécie Aedes
aegypti.

Neste modelo, a população de humanos NH é divida em três classes definidas como
S̄H , ĪH e R̄H , que representam o número de indivíduos suscetíveis, infectados e removidos.
Enquanto isso, a população de vetores NV é composta por vetores suscetíveis S̄V e vetores
infectados ĪV .

Podemos observar na Figura 5 a dinâmica deste modelo, em que os humanos
suscetíveis são infectados quando picados por vetores infectados ĪV , e, após algum dado
tempo, os humanos infectados migram para a classe dos removidos. As três classes de
humanos diminuem devido a uma taxa de mortalidade per capita μH , enquanto apenas os
indivíduos suscetíveis aumentam devido a uma taxa de natalidade per capita μH .

Além disso, na Figura 5, os vetores suscetíveis S̄V se tornam infectados ao entrar
em contato com os humanos infectados, e os vetores infectados ĪV permanecem infectados
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Figura 5 – O fluxograma do modelo SIR(V). As setas vermelham indicam as interações
entre classes, as transições entre elas são representadas por setas pretas, as
setas verdes indicam uma redução na população e as setas azuis mostram o
aumento na população.

até sua morte2. Ambas as classes de vetores diminuem devido a uma taxa de mortalidade
μV , ao passo que os vetores suscetíveis aumentam devido a uma taxa de recrutamento A

(maturação dos vetores).

A partir disto, podemos entender a evolução temporal do modelo SIR(V), que
analisa a interação entre humanos e vetores, por meio do seguinte sistema de equações:

dS̄H

dt
= μHNH − βHb

NH + m
S̄H ĪV − μH S̄H , (2.11)

dĪH

dt
= βHb

NH + m
S̄H ĪV − (μH + γH)ĪH , (2.12)

dR̄H

dt
= γH ĪH − μHR̄H , (2.13)

dS̄V

dt
= A − βV b

NH + m
S̄V ĪH − μV S̄V , (2.14)

dĪV

dt
= βV b

NH + m
S̄V ĪH − μV ĪV , (2.15)

em que βH é a probabilidade de transmissão da doença dos vetores para os humanos, βV

representa a probabilidade de que o vetor se infecte ao picar um hospedeiro infectado, γH

é a taxa de recuperação dos humanos, b é a taxa de picadas por unidade de tempo e m é
o número de outros possíveis hospedeiros.

É possível observar a partir das Eqs. (2.11)-(2.15), que a população dos humanos é
2 Não consideramos a recuperação dos vetores, pois, em média, a duração do ciclo de vida do Aedes

aegypti, é de 30 dias em condições favoráveis (oferta de alimento e temperatura) [62].
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constante, de forma que:
S̄ ′

H(t) + Ī ′
H(t) + R̄′

H(t) = 0. (2.16)

Adicionalmente, ao verificarmos a soma das Eqs. (2.14)-(2.15), notamos que a
população de vetores varia ao longo do tempo. Assim, temos:

N ′
V (t) = A − μV NV . (2.17)

Analisando a solução dessa equação diferencial, veremos que para tempos longos
(t → ∞), a população total de vetores pode ser considerada constante, de tal forma que:

NV → A

μV

. (2.18)

Com isso posto, conforme abordado no modelo SIR, um princípio fundamental da
epidemiologia consiste em determinar a evolução temporal da doença com base nos valores
dos parâmetros do modelo estudado. Para alcançar esse objetivo, é necessário encontrar
os pontos de equilíbrio do sistema das Eqs. (2.11)-(2.15) e a forma mais apropriada para
fazer isso é reescrever as equações em termos das frações das populações:

SH = S̄H

NH

, IH = ĪH

NH

, RH = R̄H

NH

, SV = S̄V

A/μV

e IV = ĪV

A/μV

. (2.19)

Desta forma, podemos determinar que: RH = 1 − SH − IH e SV = 1 − IV .
Adicionalmente, iremos reduzir a quantidade de equações diferenciais para descrever
a evolução temporal da interação entre as frações das populações de humanos e vetores.
Portanto, as equações que representam o modelo SIR(V) são dadas por:

S ′
H(t) = μH(1 − SH) − bβH

A/μV

NH + m
SHIV , (2.20)

I ′
H(t) = bβH

A/μV

NH + m
SHIV − (μH + γH)IH , (2.21)

I ′
V (t) = bβV

NH

NH + m
(1 − IV )IH − μV IV . (2.22)

Para estudar este problema epidemiológico, definimos a seguinte região de interesse
biológico Ω:

Ω = {(SH , IH , RH) : 0 ≤ IV ≤ 1, SH ≥ 0, IH ≥ 0, SH + IH ≤ 1}. (2.23)

Podemos encontrar os pontos de equilíbrio do sistema igualando o lado direito das
Eqs. (2.20) e (2.22) a zero. Em seguida, substituímos os resultados encontrados na Eq.
(2.21) para analisar o comportamento de IH para diferentes valores dos parâmetros do
modelo. Para o primeiro passo, temos que

SH = βIH + 1
(β + MR0)IH + 1 e IV = βIH

βIH + 1 , (2.24)
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em que

β = bβV NH

μV (NH + m) , M = γH + μH

μH

e R0 = b2βHβV NHA/μV

(NH + m)2μV (γH + μH) . (2.25)

Reorganizando os termos de forma que

R0(γH + μH) = βbβHA/μV

NH + m
. (2.26)

Substituindo as Eqs. (2.24) e (2.26) na Eq. (2.21), encontramos

−(β + MR0)I2
H + (R0 − 1)IH = 0. (2.27)

A Eq. (2.27) possui duas soluções: IH = 0 e IH = (R0 − 1)/(β + MR0). Desta
forma, encontramos os pontos de equilíbrio substituindo os valores de IH na Eq. (2.24):

P1 = (1, 0, 0), P2 = (S∗
H , I∗

H , I∗
V ), (2.28)

sendo que
S∗

H = β + M

β + MR0
, I∗

H = R0 − 1
β + MR0

, I∗
V = β(R0 − 1)

R0(β + M) . (2.29)

O ponto P1 representa o equilíbrio livre de doenças, o que sugere que a doença é
erradicada da rede. Enquanto isso, P2 representa o equilíbrio endêmico, em que a doença
pode se espalhar pela rede. Desta forma, ao examinar os valores de R0 em relação a I∗

H ,
podemos observar que, se R0 ≤ 1, somente o ponto de equilíbrio P1 está localizado na
região Ω, e, nesse caso, não ocorrerá uma epidemia. No entanto, se R0 > 1, o ponto de
equilíbrio endêmico P2 estará contido na região Ω, o que pode levar à ocorrência de uma
epidemia [22].

A partir disso, podemos determinar a taxa de reprodutibilidade basal da doença
como R0 =

√R0, conforme apresentado em [22]. Este parâmetro nos fornece uma estimativa
do número médio de indivíduos infectados secundários que resultam da introdução de um
único caso em uma população suscetível.

Para analisar de que modo ocorre a dinâmica da evolução temporal das Eqs.
(2.11)-(2.15), quando R0 < 1 e R0 > 1, apresentamos os resultados nas Figuras 6 e 7. É
importante destacar que estamos utilizando o conjunto de parâmetros proposto em [22],
que possui os seguintes valores: βV = 1, βH = 0.75, μH = 0.0000457 dia−1, μV = 0.25
dia−1, γH = 0.1428 dia−1, m = 0 e b = 0.5.

Na Figura 6, observamos que a partir de uma população total de humanos, em
um cenário não epidêmico, a curva que representa os humanos suscetíveis sofre apenas
uma leve redução a partir do seu valor inicial [Figura 6 (a)]. Isso ocorre devido ao fato de
que poucos humanos contraem a doença. Na Figura 6 (b), podemos notar que a curva da
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(a) (b)

(c) (d)

(e)

Figura 6 – Modelo SIR(V): Caso no qual não ocorre epidemia, tal que R0 < 1. (a) Humanos
suscetíveis em relação ao tempo; (b) Humanos infectados em relação ao tempo;
(c) Humanos removidos em relação ao tempo; (d) Vetores suscetíveis em relação
ao tempo; (e) Vetores infectados em relação ao tempo. Parâmetros utilizados:
NH = 10000 SH(0) = 9999, IH(0) = 1, RH(0) = 0, SV (0) = 4500, IV (0) = 0,
A = 420 e R0 = 0.94.

população de humanos infectados, em cada ponto no tempo, não ultrapassa o valor inicial
de IH(0) = 1. À medida que os humanos se recuperam ou morrem, o número de removidos
aumenta [Figura 6 (c)]. Também verificamos que o número de vetores suscetíveis diminui
até se estabilizar em um valor de A/μV = 420/0.25 = 1.680 [Figura 6 (d)], enquanto o
número de vetores infectados apresenta uma ligeira flutuação e, posteriormente, decresce
até chegar a zero [Figura 6 (e)].
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(a) (b)

(c) (d)

(e)

Figura 7 – Modelo SIR(V): Caso no qual ocorre epidemia, tal que R0 > 1. (a) Humanos
suscetíveis em relação ao tempo; (b) Humanos infectados em relação ao tempo;
(c) Humanos removidos em relação ao tempo; (d) Vetores suscetíveis em relação
ao tempo; (e) Vetores infectados em relação ao tempo. Parâmetros utilizados:
NH = 10000 SH(0) = 9999, IH(0) = 1, RH(0) = 0, SV (0) = 4500, IV (0) = 0,
A = 2500 e R0 = 2.29.

Na Figura 7, verificamos que em um cenário epidêmico, o número de humanos
suscetíveis decai consideravelmente a medida que o número de humanos infectados aumenta
[Figuras 7 (a) e (b)]. Além disso, é possível observar na Figura 7 (b) que após atingir
o valor máximo de humanos infectados, a sua curva diminui até aproximadamente zero.
Enquanto isso, o número de humanos removidos aumenta devido à morte e à recuperação
dos humanos infectados [Figura 7 (c)].

Por fim, constatamos que o número de vetores suscetíveis sofre uma flutuação em seu
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valor ao decorrer do tempo, entretanto, o mesmo estabiliza em A/μV = 2500/0.25 = 10000
[Figura 7 (d)]. Enquanto isto, após o número de vetores infectados atingir o seu máximo,
a curva de vetores infectados decai até aproximadamente zero [Figura 7 (e)].
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3 Fundamentos e estrutura da rede

As equações do modelo SIR apresentadas nas Eqs. (2.1)-(2.3), utilizadas para
descrever a dinâmica de propagação de doenças infecciosas, são estritamente aplicáveis
apenas em ambientes isolados, na qual a população total permanece constante, como
em uma comunidade fechada. Em geral, essas equações oferecem uma representação
simplificada da disseminação da doença, considerando apenas as interações dentro desse
ambiente específico. No entanto, ao avaliar um sistema composto por múltiplas comunidades
conectadas por meio de sistemas de transporte, como rodoviário e aéreo, a mobilidade de
indivíduos emerge como um fator de grande importância.

Através dessa mobilidade, os indivíduos infectados têm a capacidade de deixar seus
locais de origem e deslocar-se para outros, onde podem potencialmente transmitir a doença
aos indivíduos suscetíveis. Da mesma forma, aqueles suscetíveis à doença podem se infectar
ao se deslocar para locais já infectados. Recentemente, essa problemática tem recebido
grande atenção, devido à rápida propagação da COVID-19, facilitada pela extensa rede de
transporte que conecta cidades, países e continentes.

O estudo teórico da propagação espacial de epidemias pode ser realizado de várias
maneiras, baseando-se em realidades e cenários específicos de propagação da doença. Em
um artigo recente, Mugnaine e seus colaboradores investigaram a evolução espacial de
uma doença usando um modelo SEIR (Suscetível-Exposto-Infectado-Removido) baseado
em autômatos celulares estocásticos, nos quais a interação entre células adjacentes é
representada por um conjunto de regras de evolução [63].

Outra abordagem envolve a utilização de redes regulares (RG) para descrever a
propagação espacial de epidemias. Essas redes têm uma interação restrita apenas com
os vizinhos mais próximos, que podem ser de primeiros vizinhos, segundos e assim por
diante. Neste contexto, consideramos que os indivíduos estão principalmente associados
a comunidades localizadas espacialmente, as quais estão interligadas por estradas ou
outros meios de transporte usados para deslocamento entre as comunidades. Embora essa
suposição seja apropriada, exclusivamente, para o transporte terrestre, também é possível
incorporar o transporte aéreo ou marítimo, o que permite estabelecer conexões entre locais
geograficamente distantes por meio de uma estrutura de rede não-local, incluindo atalhos
que conectam as cidades mais distantes [33, 40, 47, 55, 64–74].

Nas próximas seções, vamos introduzir o conceito de redes complexas, bem como
exploraremos as conhecidas redes de pequeno mundo. Além disso, apresentaremos as
equações que descrevem o modelo de rede de sítios acoplados para o modelo SIR. Para
isso, consideraremos que cada sítio possui uma dinâmica local, cuja evolução no tempo é
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regida pelas Eqs. (2.1)-(2.3).

3.1 Redes complexas
Para estudar a dinâmica descrita pelas Eqs. (2.1)-(2.3) em um contexto de sítios

acoplados, utilizaremos redes complexas [40, 75]. A estrutura desse tipo de rede pode ser
representada por uma matriz de adjacência A, que indica quais sítios estão conectados
uns aos outros:

• Aij = 1, se i está conectado com j;

• Aij = 0, caso contrário.

Essas conexões podem ser unidirecionais, ou seja, se um determinado sítio i está
conectado ao sítio j, essa conexão não será recíproca. Por outro lado, nas conexões
bidirecionais, a reciprocidade ocorre. Também é possível atribuir pesos para que as ligações
apresentem intensidades maiores ou menores. Uma quantidade interessante de se analisar
em uma rede complexa é o número (grau) de conexões k associadas a cada nó em uma
rede de N nós, em que

ki =
N∑
j

Aij. (3.1)

No geral, existem diversos quantificadores para caracterizar a estrutura de redes,
mas estamos particularmente interessados em dois deles: o coeficiente de aglomeração,
também conhecido como coeficiente de clusterização C, e o caminho médio �. Definimos o
coeficiente de clusterização como a probabilidade de que dois sítios estejam conectados,
dado que eles compartilham uma conexão com um terceiro [46, 76], desta forma

Ci = 1
ki(ki − 1)

N∑
j,m

AijAjmAmi, (3.2)

sendo que Ci representa o coeficiente de aglomeração para cada sítio da rede e a somatória
é realizada sobre todos os pares de vizinhos j e m do sítio i.

A partir da Eq. (3.2), podemos calcular o coeficiente médio de aglomeração da
rede, representado como C̄ na Eq. (3.3), o qual fornece uma compreensão mais detalhada
da estrutura da rede.

C̄ = 1
N

N∑
i

Ci. (3.3)

Nas redes regulares, as quais predominam as conexões de vizinhos próximos, o
coeficiente de clusterização C̄ apresenta valores consideravelmente elevados [46]. Essa carac-
terística revela uma configuração altamente organizada, com muitos triângulos formados
por conexões entre vizinhos.
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Por outro lado, a distância média � (ou caminho médio) entre dois sítios na rede
representa a média das menores distâncias entre eles, considerando o número de ligações
necessárias para percorrer esse caminho. Em uma rede, esse valor pode ser calculado como
a média das distâncias mínimas entre todos os pares de sítios e é expresso da seguinte
forma [46, 76]

� = 1
N(N − 1)

N∑
i,j,i�=j

di,j, (3.4)

em que di,j representa a menor distância entre os sítios i e j.

É importante destacar que nas redes regulares o caminho médio � também é alto,
assim como o coeficiente de clusterização [46]. Isto indica que, em média, essa estrutura
requer um número significativo de conexões para se deslocar de um sítio para outro. Ou
seja, em redes regulares, o caminho entre quaisquer dois nós tende a ser relativamente
longo, o que reflete a organização local e regular da rede.

Em contrapartida, em redes aleatórias (como as do tipo Erdős-Rényi), tanto � quanto
C̄ são pequenos, isso acontece por conta das conexões serem atribuídas aleatoriamente aos
sítios de acordo com uma determinada probabilidade [46]. Em outras palavras, podemos
dizer que as redes aleatórias apresentam uma configuração menos organizada.

No entanto, o mundo real muitas vezes não se encaixa estritamente em nenhuma
dessas estruturas. É nesse contexto que as redes de pequeno mundo (small-world), umas
das configurações mais famosas em redes complexas, desempenham um papel fundamental.
Portanto, discutiremos algumas das suas propriedades na próxima subseção.

3.1.1 Redes de pequeno mundo

As redes de pequeno mundo têm sido amplamente utilizadas na literatura devido à
sua capacidade de simular uma variedade de cenários sociais, físicos e biológicos [33, 40, 64–
74, 77]. Essas redes se dividem em dois tipos diferentes, o modelo de Watts-Strogatz (WS)
e o modelo de Newman-Watts (NW) [75, 77–80].

Para criar uma rede do tipo WS, começamos com uma rede regular composta por N

sítios conectados aos seus vizinhos mais próximos e, em seguida, reconectamos as conexões
locais de forma aleatória em toda a rede, seguindo uma probabilidade p. Observamos este
processo na Figura 8, na qual, destacamos que quando p = 1.0, uma rede do tipo WS
tende para uma rede aleatória devido às reconexões.

No caso de uma rede do tipo NW, mantemos as conexões locais existentes e
adicionamos conexões não-locais de forma aleatória a partir de uma probabilidade de
adicionar conexões não-locais p (Ver Figura 9). Podemos observar na Figura 9 que, à
medida que p → 1, há um aumento significativo na conectividade da rede, devido à adição
de conexões não-locais.
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Figura 8 – Ilustração do processo de reconexão para uma rede de segundos vizinhos do
tipo Watts-Strogatz com N = 21. Adaptado de [75].

Devido à natureza das redes Newman-Watts, que não preservam o número total de
conexões, podemos expressar matematicamente a quantidade total de conexões na rede
por meio da seguinte equação:

η = σN + pN, (3.5)

em que η representa o número total de conexões na rede, σ é o número de vizinhos para
cada nó na rede, e a parcela pN representa a quantidade de novas conexões não-locais
inseridas na rede. Para ilustrar, apresentamos as matrizes de adjacência para as redes
regular, Watts-Strogatz e Newman-Watts:

ARG =

⎡
⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

0 1 0 0 0
1 0 1 0 0
0 1 0 1 0
0 0 1 0 1
0 0 0 1 0

⎤
⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦

, AWS =

⎡
⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

0 1 0 1 0
1 0 0 0 1
0 0 0 0 0
1 0 0 0 1
0 1 0 1 0

⎤
⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦

e ANW =

⎡
⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

0 1 0 1 0
1 0 1 1 0
0 1 0 1 0
0 1 1 0 1
0 1 0 1 0

⎤
⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦

. (3.6)

Na Eq. (3.6), podemos observar que para as três redes consideradas, a matriz de
adjacência correspondente possui uma diagonal principal preenchida com zeros (já que
um sítio não pode se conectar a si mesmo). No entanto, nas redes regulares, além da
diagonal principal com zeros, outras diagonais podem ser preenchidas com números um,
representando as conexões entre vizinhos.

No caso das redes WS, dado uma probabilidade p, as conexões entre vizinhos são
distribuídas aleatoriamente pelo restante da matriz. É importante destacar, que apesar das
reconexões que ocorrem nas redes WS, o número total de conexões permanece constante.
Enquanto isso, nas redes NW, as diagonais continuam iguais às redes regulares e os atalhos
são representados com números um que estão distribuídos aleatoriamente em outras partes
da matriz.
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Figura 9 – Ilustração de uma rede do tipo Newman-Watts com N = 21 e uma estrutura
local de segundos vizinhos.

Para uma melhor compreensão das propriedades das redes de pequeno mundo,
mostramos na Figura 10 o comportamento do coeficiente de clusterização e da distância
média na rede. É importante observar que para uma melhor visualização, normalizamos o
valor de C̄ e � por seus respectivos valores quando p → 0, o que nos leva à

C = C̄

C̄p→0
e L = �

�p→0
. (3.7)

Dessa forma, calculamos os coeficiente de clusterização e o caminho médio nor-
malizados para as redes do tipo Watts-Strogatz e Newman-Watts, conforme apresentado
na Figura 10. Neste caso, observamos que ambas as redes exibem um coeficiente de
clusterização notavelmente elevado em um intervalo específico de p. Isso ocorre devido à
sua estrutura regular, resultando em C � Caleatória. Além disso, a presença de atalhos
contribui para a manutenção de uma distância média comparativamente menor, ou seja,
L ∼ Laleatória.

Na mesma Figura 10, torna-se evidente que, à medida que p → 1.0, as características
típicas de uma rede de pequeno mundo deixam de ser observadas. No caso da rede
WS, observamos uma transição para um comportamento mais próximo do aleatório,
conforme o esperado (com valores baixos para C̄ e �). Embora não possamos identificar
um comportamento aleatório na rede NW, também não podemos observar um aumento
significativo em C̄. Portanto, podemos concluir que ela já não pode ser considerada uma
rede de pequeno mundo e, em vez disso, passa a se assemelhar a uma rede com muitas
conexões.

Este resultado nos leva a compreender as redes de pequeno mundo como uma estru-
tura que representa um ponto intermediário entre as redes regulares e as redes aleatórias,
que são caracterizadas por uma alta conectividade local e não-local, respectivamente [75].
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Figura 10 – Coeficientes de clusterização e de caminho médio normalizados para uma rede
de segundos vizinhos com N = 10000 sítios.

3.2 Modelo da rede de sítios acoplados
Neste trabalho, optamos por utilizar uma rede de pequeno mundo do tipo Newman-

Watts, a qual é apropriada para descrever dinâmicas sociais, como a propagação de
doenças [81, 82]. Essa escolha se deve ao fato de que essa configuração de rede promove a
comunicação e interação entre diversas comunidades, por meio de conexões locais, como as
malhas ferroviárias, e não-locais, como o transporte aéreo, fornecendo informações valiosas
para a compreensão de interações e fluxos complexos em sistemas do mundo real.

Portanto, consideramos um total de N = 1001 sítios acoplados, igualmente espa-
çados, em que cada sítio é rotulado por um índice j, de modo que j = 1, 2, 3, . . . , N . É
importante ressaltar que estabelecemos que o número de sítios sempre deve ser ímpar,
garantindo, assim, o mesmo número de sítios à esquerda e à direita de um sítio de referência.
Adicionalmente, a estrutura de conexões da rede é bidirecional, o que significa que os
indivíduos do sítio i podem transitar para o sítio j e vice-versa. Além disso, adotamos
condições de contorno periódicas na parte regular da rede, o que significa que o último
sítio da rede está conectado ao primeiro. A Figura 11 mostra um esquema simplificado da
rede.

Esse tipo de rede permite explorar a influência da estrutura na propagação da
doença, oferecendo uma maneira mais realista de analisar sistemas complexos. Pois, ao
considerar a configuração das interações entre os indivíduos, é possível compreender melhor
como essa estrutura afeta a propagação da doença.

Diante disso, ao utilizar a rede de pequeno mundo do tipo Newman-Watts em nosso
trabalho, podemos fazer a seguinte interpretação: cada sítio da rede representa uma cidade
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Figura 11 – Esquema representando uma rede de segundos vizinhos do tipo Newman-Watts
com N = 21 e p = 0.3.

ou município, e as interações entre os sítios ocorrem através da “emissão” e “absorção” dos
indivíduos. Assim, os indivíduos suscetíveis de uma determinada cidade podem interagir
com os infectados de outra cidade, permitindo que a doença se espalhe pela rede.

3.3 Equações da rede de sítios acoplados
No modelo de equações da rede, cada sítio é tratado como uma população governada

pelo modelo SIR e o acoplamento é dado pela matriz de conectividade A, que descreve
a arquitetura da rede de pequeno mundo. Para incorporar a interação entre esses sítios,
assumimos que uma fração de indivíduos de cada classe tem a capacidade de migrar para
outros lugares da rede. Assim, denotamos Sj(t), Ij(t) e Rj(t) como o número de indivíduos
suscetíveis, infectados e recuperados em um determinado sítio j, em um dado momento t,
e definimos o modelo da seguinte forma:

dSj

dt
= −βSj Ij − D

[
Sj − Bj

N∑
i=1

Aji Si

]
, (3.8)

dIj

dt
= βSj Ij − αIj − D

[
Ij − Bj

N∑
i=1

Aji Ii

]
, (3.9)

dRj

dt
= αIj − D

[
Rj − Bj

N∑
i=1

Aji Ri

]
, (3.10)

em que D caracteriza a intensidade do acoplamento em dias−1, Bj é um parâmetro de
normalização associado a cada sítio, e Aji é a matriz de conectividade. Se Aji = 1, então
i está conectado a j, e Aji = 0 caso contrário. Além disso, Aij = 0 se i = j, ou seja,
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autoconexões são desconsideradas. O parâmetro de normalização é dado por

Bj =
(

N∑
i

Aji

)−1

. (3.11)

Para entender a dinâmica do modelo de equações da rede, considere a Eq. (3.8) e
os indivíduos suscetíveis no sítio 501. A partir da Eq. (3.8), é válido afirmar que alguns dos
suscetíveis do sítio 501 migram para outros sítios, baseado em uma matriz de conectividade
que facilita a interação entre indivíduos de diferentes comunidades. Simultaneamente,
suscetíveis de outros sítios migram para o sítio 501, influenciados pela intensidade de
acoplamento D. Essa abordagem gera uma rede de interações entre diferentes comunidades.
O mesmo argumento pode ser estendido para as Eqs. (3.9) e (3.10).

Como mencionado, a soma das classes representa a população NH para cada sítio
da rede. Portanto, podemos verificar que a população total da rede é dada por

N∑
j=1

(Sj + Ij + Rj) = M, (3.12)

sendo que M representa a população total da rede. Além disso, podemos observar que
suas taxas obedecem

N∑
j=1

(S ′
j + I ′

j + R′
j) = Γ. (3.13)

Consequentemente, constatamos que

Γ = −D
N∑

j=1

[
Sj + Ij + Rj − Bj

N∑
i=1

Aji(Si + Ii + Ri)
]

= 0, (3.14)

o que indica que a população total da rede permanece constante em todos os instantes de
tempo. No entanto, é fundamental ressaltar que essa restrição limita o modelo de equações
utilizado, uma vez que a intensidade de acoplamento D, a taxa de infecção β e a taxa de
recuperação α idealmente deveriam variar entre os diferentes sítios da rede para criar um
cenário mais realista.

Apesar dessa necessidade, uma investigação deste modelo com muitos parâmetros
variáveis poderia tornar a avaliação dos resultados desafiadora, ou até inviável. Como
resultado, optamos por simplificar o modelo, a fim de permitir a análise de um maior
número de parâmetros nas fases iniciais.

3.4 Implementação numérica e métodos
Para a solução do sistema acoplado das Eqs. (3.8)-(3.10) foi desenvolvido um

programa em linguagem Python com a rotina de integração solve-ivp [83], utilizando o
método de Runge-Kutta de quarta ordem. Para todas as simulações o passo foi 0.01. Além
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disso, consideramos o total de N = 1001 sítios acoplados e para todas as simulações
inserimos indivíduos infectados apenas no sítio de referência, j = 501. No Quadro 1
dispomos o intervalo dos valores numéricos utilizados nas simulações.

Quadro 1 - Faixa de condições iniciais utilizadas
p D α β (10×−2) S(0) I501(0)

0.0 − 1.0 1 × 10−4 − 9 × 10−1 0.292 − 0.585 0.190 − 0.381 812 − 1626 1 − 700

Com a finalidade de analisar a dispersão da doença em uma rede complexa de sítios
acoplados em função dos parâmetros da rede (p e D) e das equações (α, β, S(0) e I501(0)),
introduzimos dois quantificadores: a taxa de avanço da doença e o tempo de extinção.

A taxa de avanço, mede a velocidade com que a doença se propaga na rede. A
Figura 12 ilustra três curvas de indivíduos infectados em três sítios diferentes, denominados
j − 1, j e j + 1. A distância entre dois sítios é dada por Δx e o intervalo de tempo em que
cada pico (Imax) ocorre é definido como Δt. É importante destacar que o tempo de pico é
o momento em que a curva de indivíduos infectados atinge seu valor máximo, enquanto o
intervalo de tempo entre picos refere-se ao tempo entre dois máximos em sítios diferentes.
Nesse contexto, a taxa de avanço é dada por T = |Δx|/Δt, sendo necessário o uso do
módulo para garantir valores positivos de T .

Como exemplo, considere o sítio j − 1 e o sítio central j. Nesse caso, a distância
é Δx = (j − 1) − j, o intervalo de tempo é Δt = (tj−1) − tj, e a taxa de avanço é
T = 1/(t(j−1) − tj). Analogamente, para o sítio j + 1, obtemos T = 1/(t(j+1) − tj).

Figura 12 – Ilustração do momento em que cada local na rede atinge o pico da curva de
infectados.

Com isso posto, podemos generalizar T para toda a rede. Para isso, consideramos
o sítio de referência j e seus vizinhos representados como j + n e j − n, com n =
1, 2, 3, . . . , (N − 1)/2 para uma rede com um número ímpar de N sítios. O sítio de
referência é aquele que inserimos indivíduos infectados. A distância Δx é definida como
Δx = |(j ± n) − j|. O intervalo de tempo (Δt) representa a diferença nos tempos de pico
entre os sítios j ± n e j. Consequentemente, definimos os tempos de pico da seguinte forma:
tj para o sítio j; t(j+n) para o sítio j + n; e t(j−n) para o sítio j − n. Portanto, expressamos
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a magnitude da taxa de avanço com a qual a doença atinge o sítio j ± n como:

Tj±n = |(j ± n) − j|
t(j±n) − tj

= | ± n|
t(j±n) − tj

. (3.15)

Com o objetivo de analisar o avanço da doença através da rede complexa, optamos
por calcular sua média por meio da seguinte equação

Tm = 1
nt

nt∑
i=1

Ti, (3.16)

em que Ti representa a taxa de avanço de cada sítio, enquanto nt representa o número de
sítios afetados pela epidemia, excluindo o sítio de referência. A média é calculada após a
doença ter atingido todos os sítios da rede, ou seja, obtemos todos os valores de Ti e, em
seguida, calculamos a média das taxas. Ao longo deste trabalho, iremos nos referir a taxa
definida pela Eq. (3.16), como taxa média de avanço da doença.

Conforme amplamente compreendido, durante a disseminação de uma doença
infecciosa em uma população, os indivíduos suscetíveis à infecção são afetados. Assim,
aqueles que contraem a doença e subsequentemente se recuperam são classificados como
indivíduos removidos. Com base nessa premissa, introduzimos o parâmetro denominado
como tempo de extinção da epidemia, que quantifica o momento em que a doença é
considerada extinta, indicando que a maioria da população se recuperou.

Nesse sentido, definimos o instante em que a doença é considerada extinta quando
95% da população total da rede seja encontrada na categoria de removidos. Na Figura
13, ilustramos como o número de indivíduos removidos na rede aumenta à medida que
os indivíduos infectados se recuperam, permitindo-nos estimar o tempo de extinção da
epidemia para uma população de 1001 sítios, cada um com NH = 1000 indivíduos.

Figura 13 – Ilustração do tempo de extinção da epidemia, em que as linhas tracejadas em
vermelho indicam quanto tempo levou para que 95% da população total da
rede se recuperasse da doença.
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É importante destacar que, do ponto de vista matemático, essa condição não
implica necessariamente na completa erradicação da doença. Em vez disso, isso indica a
ausência de um surto ativo com apenas poucas novas infecções ocorrendo. Em resumo,
o tempo de extinção da epidemia ocorre quando a maioria dos indivíduos infectados se
recupera da doença, levando a uma redução significativa na sua propagação.

Destacamos que para cada conjunto de parâmetros, executamos o programa 100
vezes para 0 < p ≤ 1. Os resultados apresentados correspondem à média dessas execuções.
Essa abordagem foi adotada devido à variação da matriz de adjacência A a cada execução,
o que proporciona resultados mais precisos. Além disso, para avaliar a variabilidade dos
resultados, incluímos barras de erro baseadas no desvio padrão calculado a partir da média
de 100 amostras. Por fim, enfatizamos que as legendas das curvas que contêm o valor da
intensidade de acoplamento D tiveram suas unidades suprimidas, as quais são dadas em
dia−1.
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4 Resultados e discussões

Neste capítulo, vamos abordar a dinâmica da disseminação de doenças em redes de
sítios acoplados. Contudo, antes de apresentarmos os resultados sobre como a doença se
espalha em função dos parâmetros da rede, discutiremos a evolução temporal da doença.
Para estudar a evolução temporal da doença na rede, iremos investigar a dinâmica da
população de humanos suscetíveis e infectados em cada sítio da rede ao longo do tempo,
considerando diferentes valores para a probabilidade de adicionar conexões não-locais p.

Na Figura 14, que indica a quantidade de humanos suscetíveis em cada sítio a partir
da escala de cores, podemos observar uma redução na população de humanos suscetíveis
ao longo do tempo devido à interação entre indivíduos nos diferentes sítios, mediada pela
matriz de adjacência A. Isso indica que, com apenas um indivíduo infectado no sítio
j = 501, a doença foi espalhada pela rede e o número de humanos infectados aumentou
nos demais sítios, conforme observado na Figura 15.

(a) (b)

(c) (d)

Figura 14 – Mapa de humanos suscetíveis em função do tempo para (a) p = 0.0; (b)
p = 0.1; (c) p = 0.4 e (d) p = 1.0. Consideramos D = 10−4 dia−1, NH = 1000,
β = 0.002342 dia−1 e α = 0.476 dia−1.
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Ainda, observamos na Figura 14 que a evolução temporal dos indivíduos suscetíveis
muda conforme adicionamos conexões não-locais p na rede de sítios acoplados. Nesse
contexto, a ausência de conexões não-locais resulta em uma menor propagação da doença
entre os sítios [Figura 14 (a)], quando comparada aos casos que p 	= 0.0 [Figuras 14 (b)-(d)].
Além disso, a partir da Figura 15 verificamos que o momento em que cada sítio da rede
apresenta indivíduos infectados varia, o que sugere que a doença se propaga na rede à
medida que o tempo avança.

(a) (b)

(c) (d)

Figura 15 – Mapa de humanos infectados em função do tempo para (a) p = 0.0; (b)
p = 0.1; (c) p = 0.4 e (d) p = 1.0. Consideramos D = 10−4 dia−1, NH = 1000,
β = 0.002342 dia−1 e α = 0.476 dia−1.

Além disso, podemos nos perguntar qual seria o impacto na dispersão da doença
através da rede, caso a movimentação entre os sítios fosse interrompida, ou seja, quando
D = 0. Neste caso, espera-se que apenas as curvas epidêmicas associadas aos sítios que
contém indivíduos infectados em t(0) sofram alterações. Em outras palavras, não haverão
indivíduos contaminados nas vizinhanças dos sítios com I(0) diferente de zero. Como
esperado, observamos na Figura 16, que apenas a curva epidêmica associada ao sítio j = 501
sofreu alteração, evidenciando que não houveram humanos infectados na vizinhança do
sítio 501. Desta forma, este comportamento pode ser compreendido como um isolamento
social dos indivíduos da rede.
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Figura 16 – A dispersão da doença para a rede do modelo SIR, para sítios selecionados: (a)
humanos suscetíveis em relação ao tempo e (b) humanos infectados em relação
ao tempo. Consideramos p = 1.0, D = 0 dia−1, NH = 1000, β = 0.002342
dia−1 e α = 0.476 dia−1.

4.1 Resultados em relação aos parâmetros da rede
Nesta subseção, apresentaremos os resultados numéricos para o tempo de extinção

da epidemia e a taxa média de avanço da doença em função dos parâmetros da rede, isto
é, a intensidade do acoplamento D e a probabilidade de adicionar conexões não-locais p.
Para isso, utilizaremos as condições iniciais estabelecidas no Quadro 1 e iremos fixar as
taxas de infecção β, de recuperação α, a população de indivíduos suscetíveis1 S(0) e a
quantidade inicial de indivíduos infectados no sítio de referência I501(0).

Na Figura 17, observamos uma mudança no tempo de extinção da epidemia ao
adicionar conexões não-locais, passando de uma rede com apenas conexões locais (p = 0.0)
para uma rede com conexões não-locais (0 < p ≤ 1). O painel (a) exibe o tempo de
extinção da epidemia em função de p, incluindo p = 0.0, enquanto o painel (b) mostra uma
ampliação do painel (a) considerando p > 0.0. Nossos resultados indicam que, para valores
elevados de p, a doença se extinguiu mais rapidamente, revelando um impacto significativo
na introdução de conexões não-locais para a dinâmica de propagação da doença.

Observando a Figura 18, que ilustra a taxa média de avanço da epidemia em função
da probabilidade p, notamos que a taxa cresce à medida que aumentamos os valores de p.
Isso indica que quanto maior for a probabilidade de adicionar conexões não-locais, maior é
a taxa média de avanço da epidemia. Além disso, é interessante notar que o erro associado
aos resultados numéricos se mantém semelhante para a maioria dos valores de p, exceto
quando p = 0.0. Essa diferença no erro para p = 0.0 é atribuída ao fato de que não há
adição de conexões não-locais, o que resulta em uma homogeneidade nos resultados.
1 Fixaremos NH , pois variar a população total implica em mudar a quantidade de suscetíveis na rede,

uma vez que no sítio de referência S(0) = NH − 1.
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Figura 17 – Tempo em que a epidemia foi extinta da rede em função de p para (a) p ≥ 0.0
e (b) p > 0.0. Consideramos NH = 1000, β = 0.002342 dia−1 e α = 0.476
dia−1.

Figura 18 – Taxa média de avanço da epidemia em função de p. Consideramos NH = 1000,
β = 0.002342 dia−1 e α = 0.476 dia−1.

Na Figura 19, mantivemos o parâmetro p fixo e variamos a intensidade do aco-
plamento D. Isso nos permitiu observar que o tempo de extinção da doença é reduzido
à medida que aumentamos a intensidade do acoplamento D entre os sítios da rede. Em
outras palavras, quanto mais intenso for o acoplamento, mais rapidamente a epidemia se
espalha pela rede.

A Figura 20 mostra que as taxas médias de avanço da epidemia são menores quando
as intensidades de interação D entre os sítios são baixas. Esse resultado complementa o
padrão observado na Figura 19, sugerindo que intensidades de interação reduzidas entre
os sítios não apenas levam a tempos de extinção mais longos, mas também contribuem
para uma dispersão mais lenta da doença na população.

Os resultados numéricos ilustrados nas Figuras 17 a 20 enfatizam a importância
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Figura 19 – Tempo em que a epidemia foi extinta da rede em função da intensidade de
acoplamento D. Consideramos NH = 1000, β = 0.002342 dia−1 e α = 0.476
dia−1.

Figura 20 – Taxa média de avanço da epidemia em função da intensidade de acoplamento
D. Consideramos NH = 1000, β = 0.002342 dia−1 e α = 0.476 dia−1.

da quantidade de conexões não-locais e da intensidade do acoplamento em contextos
epidêmicos mais realistas. Esses valores podem ser diretamente relacionados com situações
do mundo real, enfatizando sua função fundamental na propagação da doença.

Assim, podemos dizer que um valor elevado na probabilidade de introdução de
conexões não-locais p resulta em um aumento substancial na mobilidade da população,
impulsionado por fatores como migração, deslocamentos temporários ou permanentes de
indivíduos, entre outros. Essa maior mobilidade, por sua vez, naturalmente intensifica
a propagação da doença, uma vez que a doença encontra mais oportunidades para se
disseminar por meio das interações entre as pessoas. Nessas circunstâncias, os indivíduos
têm uma probabilidade maior de entrar em contato com portadores da doença ou locais
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onde a doença já está presente.

Por outro lado, um valor baixo de p indica que as regiões estão fracamente conec-
tadas ou que medidas de controle foram implementadas, como o fechamento de fronteiras
entre cidades ou países. Isso resulta em uma redução na mobilidade da população entre
diferentes comunidades, o que leva a uma propagação mais lenta da epidemia. A diminuição
da mobilidade pode contribuir para o controle ou até mesmo a extinção da doença, uma
vez que as oportunidades de contato entre indivíduos infectados e suscetíveis são substan-
cialmente reduzidas. Isso é semelhante aos cenários nos quais as medidas de contenção são
altamente eficazes, resultando em uma taxa de transmissão significativamente menor e
permitindo um controle mais eficaz da epidemia.

Enquanto isso, quando a intensidade de acoplamento D é alta, a doença tende a se
espalhar mais rapidamente na população. Isso está de acordo com o que frequentemente
observamos no mundo real, em que na ausência de medidas de controle, como o isolamento
social e a quarentena, as interações entre os indivíduos não são devidamente controladas,
o que permite que a doença se espalhe por meio do contato entre as pessoas em locais
lotados ou eventos sociais.

Por outro lado, para baixos valores de D, a propagação da epidemia ocorre de
forma mais lenta, o que aumenta a probabilidade de controle ou extinção da doença.
Esse cenário ocorre quando medidas de contenção eficazes são implementadas, resultando
em uma redução significativa na taxa de transmissão. É importante ressaltar que isso
não apenas diminui o número de casos infectados, mas também alivia a pressão sobre os
recursos de saúde, possibilitando um controle mais eficiente da epidemia.

Com base nestes resultados, torna-se evidente que a propagação da doença está
diretamente correlacionada a valores elevados da probabilidade de adicionar conexões
não-locais p e a intensidades de acoplamento mais elevadas D. Considerando que a maneira
como as pessoas se conectam e se deslocam desempenham um papel crucial na dinâmica
de uma epidemia, destacamos a necessidade de considerar a sua conectividade social e
mobilidade para o desenvolvimento de estratégias para o controle e prevenção de doenças.

4.2 Resultados em relação aos parâmetros das equações
Nesta subseção, investigamos o impacto da taxa de infecção β, da taxa de recupe-

ração α e do número inicial de indivíduos suscetíveis na rede na propagação da doença.
Para alcançar estes objetivos, mantemos p e D constantes e variamos separadamente cada
parâmetro que contribui para a taxa de reprodutibilidade basal R0, definida na Eq. (2.10).
Essa metodologia nos fornece meios para entender a dinâmica da epidemia e identificar
quais fatores influenciam, ou não, a evolução temporal de uma doença em uma rede de
sítios acoplados.
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Além disso, analisamos a influência da quantidade inicial de indivíduos infectados
no sítio de referência j = 501, em t = 0, denotada como I501(0). Compreender como as
mudanças nessa condição inicial afetam a propagação da doença pode enriquecer a nossa
análise e contribuir para uma concepção mais abrangente da dinâmica da epidemia.

A Figura 21 mostra o tempo de extinção da epidemia como função da taxa
de reprodutibilidade basal R0, considerando variações na taxa de infecção β, na taxa
de recuperação α e no número inicial de indivíduos suscetíveis na rede S(0). Assim,
constatamos que o aumento da taxa de infecção β leva a uma diminuição no tempo
de extinção da epidemia, indicando uma influência de β no tempo necessário para a
extinção da epidemia na rede. Resultados semelhantes foram obtidos ao variar o número de
indivíduos suscetíveis S(0). Além disso, ao fixar β e S(0) e variar apenas α, não verificamos
uma diferença significativa no tempo de extinção da epidemia dentro do intervalo analisado.

Figura 21 – Tempo em que a epidemia foi extinta da rede em função da taxa de reprodutibi-
lidade basal R0. Cada curva representa a variação de um parâmetro, enquanto
os outros dois eram mantidos fixos. Consideramos p = 0.1 e D = 10−4 dia−1.

Neste caso, poderíamos esperar que à medida que a taxa de recuperação α aumenta,
o tempo de extinção diminuirá, uma vez que os indivíduos irão passar para o compar-
timento de removidos mais rapidamente. No entanto, isso não é verdade no intervalo
analisado. Apesar disso, devemos destacar que o número de indivíduos suscetíveis na rede
muda à medida que o valor de α varia após a extinção da epidemia. Podemos ver este
comportamento na Figura 22, em que um valor mais alto de α, indicando que os indivíduos
se recuperam mais rapidamente da doença, resulta em menos infecções dentro da rede.
Consequentemente, isso leva a um maior número de indivíduos suscetíveis ao final da
epidemia.

Diante desta discussão, podemos falar que os valores examinados de α não impactam
consideravelmente o tempo de extinção da epidemia, o que sugere que a taxa de recuperação
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Figura 22 – Quantidade de indivíduos suscetíveis em cada sítio da rede no último instante
de tempo para (a) α = 0.585 com R0 = 4.00; (b) α = 0.492 com R0 = 4.92;
(c) α = 0.390 com R0 = 6.00 e (d) α = 0.334 com R0 = 7.00. Consideramos
NH = 1000, β = 0.002342 dia−1, p = 0.1 e D = 10−4 dia−1.

pode não ser um fator determinante na dinâmica temporal da epidemia em certas situações.
Em vez disso, fatores como a taxa de infecção, o número de indivíduos suscetíveis e a
estrutura da rede podem desempenhar papéis mais relevantes na propagação da doença.
Ressaltamos que a taxa de recuperação é, obviamente, crucial para a sobrevivência de
uma população, visto que um cenário de superlotação em hospitais pode resultar em mais
óbitos. No entanto, como os indivíduos não morrem no modelo utilizado, não podemos
analisar esse fenômeno.

Os resultados apresentados na Figura 23 apoiam as discussões anteriores, mostrando
que os parâmetros β e S(0) têm um impacto significativo tanto no tempo de extinção
da epidemia quanto na taxa média de avanço da epidemia. Também observamos que o
parâmetro α tem menos influência em comparação com os outros, pois sua variação está
dentro da faixa de flutuação dos resultados.

Ainda é pertinente questionar se os resultados obtidos para a dispersão da doença
em relação aos parâmetros β, α e S(0) são aplicáveis somente aos valores específicos
utilizados para a probabilidade de conexões não-locais p e à intensidade do acoplamento
entre as populações D nas Figuras 21 e 23. A partir deste questionamento, verificamos
na Figura 24, que a taxa de infecção β é um fator relevante na dispersão da doença,
para quaisquer valores de p e D. Pois, um aumento em β resulta em uma maior taxa de
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transmissão da doença, o que por sua vez, leva a uma propagação mais rápida da infecção.

Figura 23 – Taxa média de avanço da epidemia em função da taxa de reprodutibilidade
basal R0. Cada curva representa a variação de um parâmetro, enquanto os
outros dois eram mantidos fixos. Consideramos p = 0.1 e D = 10−4 dia−1.

Figura 24 – (a) Tempo de extinção e (c) taxa média de avanço com D = 10−4 dia−1; (b)
Tempo de extinção e (d) taxa média de avanço com p = 0.1. Consideramos
NH = 1000 e α = 0.476 dia−1.

De forma complementar, ao analisarmos a Figura 25, constatamos que a dispersão
da doença aumenta à medida que mais indivíduos suscetíveis S(0) estão presentes na rede
de equações, independente dos valores de p e D. Este resultado enfatiza a importância de
estratégias de intervenção destinadas a reduzir a quantidade de indivíduos suscetíveis no
início de um surto, destacando sua eficácia fundamental na contenção da disseminação da
doença.
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Figura 25 – (a) Tempo de extinção e (c) taxa média de avanço com D = 10−4 dia−1; (b)
Tempo de extinção e (d) taxa média de avanço com p = 0.1. Consideramos
β = 0.002342 dia−1 e α = 0.476 dia−1.

Enquanto isso, os resultados ilustrados na Figura 26 reforçam a discussão anterior,
uma vez que, para diferentes valores de p e D, a variação na faixa de valores analisados
para a taxa de recuperação α não exerce uma influência significativa na dispersão da
doença. Conforme evidenciado pelo tempo de extinção [Figuras 26 (a) e (b)] e pela taxa
média de avanço, que permanecem dentro das flutuações [Figuras 26 (c) e (d)].

Figura 26 – (a) Tempo de extinção e (c) taxa média de avanço com D = 10−4 dia−1; (b)
Tempo de extinção e (d) taxa média de avanço com p = 0.1. Consideramos
NH = 1000 e β = 0.002342 dia−1.

Na Figura 27, observamos que a quantidade inicial de indivíduos infectados I501(0)
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não tem uma influência relevante no tempo de extinção da epidemia. O resultado ini-
cialmente apresentado é surpreendente e contraintuitivo, pois poderíamos esperar que
um maior número inicial de indivíduos infectados no sítio de referência levaria a mais
indivíduos transmitidos para os sítios acoplados, resultando em um tempo potencialmente
mais curto para a extinção da epidemia. No entanto, uma interpretação alternativa desse
resultado revela que o aumento de I501(0) não tem impacto na dinâmica de transmissão,
devido à uma influência predominante na rede de outros parâmetros como, por exemplo, a
probabilidade de adicionar conexões não-locais p e a intensidade do acoplamento D.

Figura 27 – Tempo em que a epidemia foi extinta da rede em função de I501(0) para (a)
D = 10−4 dia−1 e (b) p = 0.1. Consideramos NH = 1000, β = 0.002342 dia−1

e α = 0.476 dia−1.

Os resultados apresentados na Figura 28 complementam o que observamos na
Figura 27. Dado que o tempo de extinção da epidemia permaneceu dentro das flutuações,
sugere-se que variações na quantidade inicial de indivíduos infectados no sítio de referência
j = 501 não devem alterar a taxa média de avanço da doença, como evidenciado.

A ausência de influência entre a quantidade inicial de infectados no sítio de referência
para o tempo de extinção de uma doença, quanto para a taxa média de avanço da
doença, sugere que outros aspectos da rede desempenham um papel mais predominante
na disseminação da doença. Esse resultado nos leva a refletir sobre a complexidade da
evolução temporal de doenças, indicando que essa dinâmica deve ser analisada a partir
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Figura 28 – Taxa média de avanço da epidemia em função de I501(0) para (a) D = 10−4

dia−1 e (b) p = 0.1. Consideramos NH = 1000, β = 0.002342 dia−1 e α = 0.476
dia−1.

da interação de diversos fatores que englobam a sociedade, como a estrutura de rede de
conexões até as características individuais da população.

Diante desse cenário, é fundamental adotar uma abordagem que leve em considera-
ção o contexto específico e as características particulares da doença em estudo. Isso se
revela essencial não apenas para uma modelagem precisa, mas também para o desenvolvi-
mento de estratégias eficazes no controle e na prevenção de epidemias. Pois, cada doença
apresenta características únicas, o que requer a adaptação de medidas e intervenções de
acordo com suas circunstâncias, proporcionando uma resposta mais direcionada diante da
complexa dinâmica das epidemias.

Por fim, torna-se evidente a importância de considerar diversos fatores aos projetar
estratégias eficazes para o controle e prevenção de epidemias. Interações locais e globais, as
características específicas de cada doença e a densidade populacional são exemplos desses
fatores. Os resultados obtidos neste capítulo, estão alinhados com a literatura consultada
[12, 15, 16, 20, 31, 32, 38, 39, 41, 42, 53, 54]. Citamos como exemplo o artigo [53], no qual,
por meio de um modelo de acoplamento estocástico, foi verificado que a mobilidade social
amplia a propagação de uma epidemia. Este resultado, embora fundamentado em outro
modelo, corrobora com o encontrado neste trabalho.
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5 Considerações finais

Neste trabalho, investigamos a propagação de uma doença em uma rede complexa
de sítios acoplados. Para alcançar esse objetivo, introduzimos dois quantificadores: a
taxa de propagação da doença e o tempo de extinção da epidemia. Essas métricas foram
avaliadas por meio de simulações numéricas para um modelo bem conhecido na literatura,
o modelo SIR.

No Capítulo 2, apresentamos uma revisão dos modelos epidemiológicos, com ênfase
no modelo SIR, descrito pelas Eqs. (2.1)-(2.3). Também exploramos o conceito de fator
de reprodutibilidade basal de uma doença R0, definido na Eq. (2.10), o qual pode ser
interpretado como o número médio de casos secundários que um único indivíduo infectado,
introduzido em uma população de suscetíveis, pode gerar. Desta forma, podemos identificar
uma condição favorável para a disseminação de uma doença quando R0 > 1 e uma condição
desfavorável caso R0 < 1.

A seguir, no Capítulo 3, introduzimos o conceito de redes de conexões e apresentamos
dois tipos de rede de pequeno mundo (small-world), o modelo de Watts-Strogatz e o modelo
de Newman-Watts. Neste trabalho, optamos por utilizar uma rede do tipo Newman-Watts
para conectar os sítios, na qual partimos de uma rede regular e adicionamos conexões não-
locais entre os sítios, a partir de uma probabilidade p. Ainda, apresentamos as equações que
descrevem a evolução no tempo e no espaço das populações para o modelo SIR. Durante
esta seção, conduzimos uma breve discussão sobre a disseminação da doença na rede e
observamos que a população total na rede permanece constante ao longo do tempo, como
previsto no modelo.

No Capítulo 4, propomos um modo de quantificar a taxa de avanço da doença, a
partir da razão entre dois sítios da rede e o intervalo de tempo entre dois máximos na
curva de infectados (Imáx). Com o objetivo de estudar a taxa de dispersão da doença em
função dos parâmetros do modelo, determinamos a taxa média de avanço da doença. Além
disso, definimos o momento em que a rede atinge 95% da população total na categoria de
removidos, como o tempo em que a doença é extinta da rede de sítios acoplados.

No que diz respeito aos resultados deste trabalho, observamos que os tempos de
extinção das epidemias são mais curtos quando adicionamos conexões não-locais (redes do
tipo Newman-Watts), em comparação com redes que possuem apenas acoplamento local
(redes regulares). Além disso, verificamos que a taxa média de propagação da epidemia
aumenta com valores mais altos da probabilidade de conexões não-locais p. Justificamos
esse comportamento devido ao aumento de indivíduos infectados transitando na rede, o
que resulta em mais pessoas infectadas ao longo do tempo [63, 81, 82]. Esses resultados
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destacam a interação entre a estrutura da rede e a conectividade na influência sobre a
evolução das epidemias [49, 50].

Em relação à influência da intensidade da interação na rede, constatamos que um
aumento na intensidade de acoplamento D está diretamente relacionado a uma diminuição
no tempo em que a doença é extinta da rede de sítios acoplados. Além disso, à medida
que as intensidades de interação entre os sítios diminuem, a taxa média de avanço da
epidemia também diminui, destacando o papel fundamental da intensidade da interação
na dinâmica da epidemia dentro da rede.

Ao considerar o impacto de parâmetros relacionados à equação, verificamos que o
aumento na taxa de infecção β leva a tempos de extinção mais curtos. Da mesma forma,
ao aumentarmos o número de indivíduos suscetíveis S(0) na rede, observamos valores mais
altos para a taxa média de avanço da epidemia. Por outro lado, a taxa de recuperação α e
a quantidade de indivíduos infectados no local de referência j = 501 em t = 0 mostraram
uma influência menos significativa na dispersão da doença dentro do intervalo de valores
analisados.

É importante destacar que os resultados encontrados neste trabalho foram resumidos
e publicados na revista Chaos, Solitons & Fractals [57]. Além disso, acreditamos que a
continuidade desta pesquisa proporcionará uma nova perspectiva sobre a evolução temporal
de doenças, possibilitando uma compreensão mais fidedigna dessa dinâmica em redes
complexas.

Para a continuidade deste trabalho, propomos incluir uma heterogeneidade espacial
na rede, considerando valores distinto para a intensidade de interações D entre os indivíduos
para determinados sítios da rede. Essa abordagem permitirá uma investigação mais realista
para a dispersão de doenças em diferentes regiões ou locais da rede, o que pode revelar ou
não padrões que podem não ser evidentes em uma abordagem homogênea.

Além disso, sugerimos considerar as diferentes características entre os indivíduos
de cada sítio, estabelecendo diferentes valores para as taxas de infecção β e recuperação α

em sítios selecionados. Com essa abordagem, será possível verificar como a dispersão da
doença ocorreria visto as possíveis respostas individuais à evolução da doença em cada
sítio, devido às particularidades da sua população.

Por fim, é fundamental explorar outros modelos epidemiológicos para compreender
melhor a disseminação da doença em uma rede complexa. Isso pode ser feito ao incluir
uma taxa de mortalidade para os indivíduos, ou até mesmo, definir um período para que
seja possível a reinfecção de uma pessoa recuperada da doença.
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