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Resumo—Este artigo apresenta uma análise do uso do FastText, 
uma tecnica de Machine Learning, para a categorizaçao de 
produtos de um e-commerce brasileiro do segmento de moda 
e esporte, mais especificamente a empresa Netshoes. O objetivo 
deste trabalho e avaliar a eficacia do FastText quando aplicado a 
um conjunto de dados privados fornecido pela empresa. Quatro 
combinacoes de recursos textuais foram testadas durante os 
treinamentos com a finalidade de achar o melhor conjunto de 
atributos para criacao do modelo de classificacao. Alem disso, 
testou-se a eficacia da segmentacão de textos maiores - como 
descricoes de produtos - onde os treinamentos foram realizados 
utilizando trechos do texto ao inves do texto completo. Os 
resultados obtidos indicam que o FastText, quando treinado com 
recursos relativos ao nome, descricao, marca, peso e dimensões 
do produto, alcancou o melhor desempenho. A segmentacao 
da descricao do produto nao mostrou melhorar os resultados, 
sugerindo que esta tecnica pode não ser a mais adequada para 
os dados analisados neste estudo.

Palavras-chave—Aprendizado de Maquina, categorizacão de 
produtos, e-commerce, FastText, segmentacao de texto, analise 
de dados, micro f1, macro f1.

Abstract—This article presents an analysis of the use of 
FastText, a Machine Learning technique, for the categorization 
of products of a Brazilian e-commerce in the fashion and sports 
segment, more specifically the company Netshoes. The aim of 
this work is to assess the efficacy of FastText when applied to 
a private dataset provided by the company. Four combinations 
of textual features were tested during the training process in 
order to find the best set of attributes for the creation of the 
classification model. In addition, the effectiveness of segmenting 
larger texts - such as product descriptions - was tested, where 
the training was carried out using excerpts from the text instead 
of the full text. The obtained results indicate that FastText, when 
trained with features related to the product’s name, description, 
brand, weight, and dimensions, achieved the best performance. 
The segmentation of the product description did not show 
improvement in the results, suggesting that this technique may 
not be the most suitable for the data analyzed in this study.

Index Terms—Machine Learning, product categorization, e- 
commerce, FastText, text segmentation, data analysis, micro f1, 
macro f1.

I. DESENVOLVIMENTO

Lojas de comercio eletrônico costumam oferecer um 
abrangente leque de produtos e servicos em suas plataformas. 
Esse portfólio tem crescido constantemente durante os ultimos 
anos impulsionado pela populariacao do uso de equipamentos 
eletrônicos, como smartphones [1], por uma maior aceitacao

de clientes no uso da tecnologia e pela pandemia de COVID-19 
que levou governos a impedir a locomocao física pelas cidades 
a fim de diminuir as taxas de contagio [2]. Segundo estudo 
da FGV1 [3], que analisou os resultados de 745 empresas de 
diferentes segmentos, o e-commerce brasileiro foi responsavel 
por 21,2% das vendas de varejo durante Junho de 2021, antes 
da pandemia de COVID 19, no entanto, o percentual era de 
9,2%.

Com portfolios de produtos cada vez maiores, a dificuldade 
em categorizar corretamente produtos cadastrados ganhou 
relevancia. Empresas de e-commerce como Magazine Luiza, 
Netshoes, Mercado Livre e a Amazon, costumam categorizar os 
produtos vendidos em suas plataformas utilizando taxonomias 
predefinidas e adequadas as suas estrategias de venda. Os 
dados utilizados neste artigo utilizam uma taxonomia de 
dois níveis: departamento e tipo de produto. A Figura 1 
demonstra a estrutura taxonômica utilizada.

Figure 1. Exemplo de arvore de taxonomia com 2 níveis

Empresas de comercio eletrônico utilizam a categorizacao 
de produtos para dispô -los de forma organizada e agrupada em 
suas plataformas virtuais, o que gera melhorias de usabilidade 
para usuaírios e cria a possibilidade de anaílises de dados, ateí 
entao nao possíveis, por parte de tomadores de decisao.

No entanto, a atividade de categorizacao de produtos ainda 
eí uma etapa executada por profissionais humanos em muitas 
empresas, o que gera demora na publicacao de produtos em 
suas plataformas de venda digital [4], e consequente perda de 
vendas.
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Abordagens baseadas em tecnologia, como algoritmos de 
aprendizagem de maquina e processamento de linguagem 
natural, estao se tornando cada vez mais relevantes para au
tomatizar o processo de categorizacao de produtos. A proposta 
deste artigo e testar a tecnica de aprendizagem de maquina 
FastText2 e avaliar o resultado de suas classificacoes apos seus 
respectivos treinamentos utilizando uma base de dados com 
informacoes de produtos fornecida pela Netshoes.

FastText, como estabelecido por Joulin et al. [5], e uma 
tecnica de classificacao textual baseada em dois princípios 
- o modelo Continuous Bag-of-Words (CBOW) [6] e a 
representacao de palavras por meio de n-gramas de caracteres, 
conhecida como Subword Information [7]. O conceito CBOW, 
tem como alicerce a previsao da palavra seguinte em um 
texto baseando-se na palavra atual. Para alcancar isso, uma 
rede neural e treinada, cuja camada de saída proporciona a 
distribuicao de probabilidade da próxima palavra.

Esta rede neural, contendo três camadas, e treinada com a 
ajuda de um vetor one-hot, que atua como entrada. O objetivo 
final eí otimizar o embedding das palavras, assegurando que 
palavras semanticamente similares estejam proximas umas das 
outras no espaco n-dimensional gerado.

Apos o treinamento dos embeddings, uma segunda rede 
neural eí configurada para inferir uma palavra com base em 
seu contexto. O input desta segunda rede e alimentado com 
os vetores das palavras de contexto e a camada de output 
representa a palavra inferida.

FastText tem sido uma ferramenta eficaz em diversas 
aplicacoes, incluindo a classificacao de produtos, conforme 
relatado por Yu et al. [8].

A. Descrição dos dados
A base de dados utilizada neste artigo contem 13.200.902 

registros, onde cada registro representa uma variante de um 
produto. No contexto deste artigo, o termo produto refere-se a 
um item específico que esta a venda, identificado por atributos 
como marca e modelo, por exemplo, o Tênis Asics modelo 
Gel Impression 11. O termo variante refere-se as variacoes de 
um produto, que podem incluir cor, sabor ou tamanho. Por 
exemplo, o mesmo modelo de tenis Asics pode ter variantes 
em cores como vermelho, azul e preto, e tamanhos como 38, 
39, 40, 41 e 42.

Os atributos disponíveis para cada registro sao descritos na 
tabela I.

A categoricao do produto e definida pelo conjunto de 
campos formado por department e productType.

B. Métodos
Neste artigo, foram exploradas duas estrateígias de arquite

tura, utilizando a biblioteca FastText, que serao chamadas de 
Arquitetura Singular e Arquitetura Segmentada.

• Arquitetura Singular: A primeira estrategia analisada 
centrou-se na classificacao de um rotulo formado pela 
concatenacao dos atributos department e productType.

2 https://fasttext.cc/

A motivacao por tras desta abordagem era averiguar a 
capacidade de um unico modelo classificar os produtos 
em dois níveis distintos.

• Arquitetura Segmentada: Foi construído um modelo 
primario para lidar com a classificacao do primeiro 
nível (departamento), e subsequentemente, modelos se- 
cundarios — um para cada departamento — destinados 
a classificar o segundo nível (tipo de produto).

Para cada uma dessas estrategias, foram selecionados quatro 
agrupamentos de texto para treinamento, buscando discernir 
qual conjunto traria maior contribuicao para a tarefa de 
classificacao. Os conjuntos englobam:

• Nome do produto e descricao completa;
• Nome e a primeira terça parte da descricao;
• Nome, descricao completa, marca, peso e volume;
• Nome, primeira terça parte da descricao, marca, peso e 

volume.
Para cada um desses agrupamentos de texto, foram con

duzidos testes com diversas configuracoes de hiperparametros 
no FastText. O objetivo central era localizar o conjunto de 
hiperparametros que culminasse no melhor desempenho para 
os modelos.

Apos a realizacao de todos os testes, o criterio que deter
minou a escolha do modelo de arquitetura, conjunto de texto 
e o conjunto de hiperparâmetros foi o desempenho na metrica 
Macro-Average F1 (macFl). A configuracao que alcancou o 
maior valor nesta metrica foi a selecionada para o treinamento 
do modelo final.

O processo metodologico aplicado a este estudo e descrito 
pelas etapas enumeradas:

1) Montagem da base de dados
2) Pré-processamento dos dados
3) Preparacao para treinamento
4) Treinamento
5) Predicoes
1) Montagem da base de dados
Para reduzir a quantidade de dados processados e aumentar 

a variabilidade nos dados de treinamento, foram considerados 
apenas os produtos neste trabalho, excluindo suas variacoes. 
Por exemplo, um produto com 5 variacoes de cor e 10 
variacoes de tamanho seria representado por 50 registros na 
base de dados, todos com informacoes identicas, como nome, 
descricao, medidas físicas e outras características referentes 
ao produto. Esta duplicidade nao so aumentaria o tempo 
de analise e processamento, como tambem comprometeria a 
qualidade do modelo gerado.

O atributo sku, presente na base de dados original, foi 
utilizado para a tarefa de extracao dos produtos. Gracas ao seu 
formato, XXX-XXXX-XXX-XX, e possível identificar produtos 
iguais e suas variantes. Os dois primeiros blocos do atributo 
sku sao suficientes para identificar a qual produto um registro 
se refere. Produtos iguais, desconsiderando suas variacoes, 
possuem a mesma sequencia de caracteres nos dois primeiros 
blocos do atributo sku. Deste modo, foi gerada uma nova base 
de dados composta por um unico registro para cada produto

https://fasttext.cc/


Table I
At r i b u t o s  d a  b a s e  d e  d a d o s  o r i g i n a l

com seus respectivos atributos. Nesta nova estrutura de dados, 
os atributos referentes a variante, como color, flavor, size, 
gender e priceInCents, foram desconsiderados.

Ademais, os atributos representantes das dimensões do pro
duto, depthInCm, widthInCm e heightInCm, presentes na base 
de dados original, foram transformados em um unico atributo, 
volume, na base de dados resultante. Esta transformacao foi 
realizada para simplificar a representacao dimensional dos pro
dutos e potencializar a eficacia do modelo de aprendizado de 
maquina. O volume foi calculado multiplicando as medidas de 
altura, largura e profundidade de cada produto. Este processo 
resultou em uma base de dados com menos redundancia, o 
que contribui para a eficiencia do modelo [9].

O atributo description foi segmentado em 3 novos 
atributos - desc_segmentation_1, desc_segmentation_2 e 
desc_segmentation_3, cada um contendo uma terça parte do 
seu conteudo original. O objetivo foi testar a abordagem citada 
por Eli Cortez et al [4], onde modelos treinados utilizando 
apenas as primeiras palavras da descricao sao mais efetivos 
que outros modelos gerados a partir da descricao integral.

Tambem foi adicionado o atributo department_productType

ao conjunto de dados. Este atributo e uma concatenacao 
dos atributos department e productType, separados por duas 
cerquilhas (##). Por exemplo, um produto do departamento 
Casual e tipo de produto Sapatênis tera como valor do 
atributo department_productType o texto Casual##Sapatrínis. 
Este novo atributo facilitara os treinamentos e geracao de 
metricas.

Por fim, foram removidos 31.877 registros por possuírem 
dados faltantes. A opcao por remove-los se deu por conta deste 
volume representar apenas 1,2% da base total.

O conjunto de dados resultante possui 2.672.918 produtos 
e esta descrita na tabela II.

2) Pre-processamento dos dados
Neste artigo, os seguintes passos de pré-processamento 

foram aplicados aos atributos name, description, 
brand, desc_segmentation_1, desc_segmentationJ2 e
desc_sementation_3:

• Tokenimção: A tokenização, tambem conhecida como 
segmentacao de palavras, quebra a sequencia de carac
teres em um texto localizando o limite de cada palavra, 
ou seja, os pontos onde uma palavra termina e outra



Table II
At r i b u t o s  d a  b a s e  d e  d a d o s  r e s u l t a n t e

comeca, e as extrai [10]. Para fins de linguística computa
cional, as palavras assim identificadas sao frequentemente 
chamadas de tokens [11].

• Conversão pãrã minUsculo: Todos os tokens foram 
convertidos para letras minuísculas. Isso garante que 
palavras iguais, mas com diferentes combinacoes de letras 
maiúsculas e minúsculas, sejam tratadas como a mesma 
palavra pelo modelo.

• Remoção de stopwords: Stopwords sao palavras que 
nao contem informacoes significativas e sao frequente
mente removidas do texto para melhorar a eficiência 
dos modelos de aprendizado de maquina [11]. Para esta 
tarefa foi utilizada a biblioteca NLTK (Natural Language 
Toolkit)3. Pelo fato de algumas marcas de produtos uti
lizarem palavras consideradas stopwords, como artigos e 
preposicoes, em seus nomes, essa etapa nao foi aplicada 
ao atributo brand.

• Remoção de nUmeros e pontuação: Utilizando ex- 
pressao regular, todos os numeros e pontuacoes presentes 
nos tokens foram removidos. Isso foi feito para que o 
modelo se concentre nas palavras e nao seja afetado por 
estes caracteres. Pelo fato de algumas marcas de produtos 
utilizarem pontuacoes em seus nomes, essa etapa nao foi 
aplicada ao atributo brand.

• Remoção de ãcentuãção: A acentuacao dos tokens foi 
removida utilizando a biblioteca Unidecode4. Isso garante 
que palavras escritas com e sem acentos sejam compreen
didas como iguais pelo modelo.

• Stemming dãs pãlãvrãs: Tambem em uso da biblioteca 
NLTK, os tokens de palavras inflexionadas ou derivadas 
foram reduzidos ao seus radicais. Foi utilizada a abor
dagem RSLP (Removedor de sufixos da Língua Por
tuguesa), proposta por Viviane Moreira orengo e Chris- 
tian Huyck [12]. Por exemplo, os tokens correndo e

3https://www.nltk.org/
4https://pypi.org/project/Unidecode/

correr passam a ser representados pelo token corr aptos 
a aplicacao desta tecnica.

Aptos os processos descritos de tokenizaçao e tratamento 
dos tokens gerados, os atributos resultantes destes processos 
foram combinados a fim de gerar novos atributos, cada qual 
representando uma combinacao de atributos a ser testada 
pelos processos de treinamento. As combinacoes feitas estao 
representadas na tabela III e foram adicionadas ao conjunto 
de dados da tabela resultante.

3) Preparacão para o treinamento
o  conjunto de dados utilizado neste artigo apresenta um 

notavel desbalanceamento entre as classes de nível 2, product- 
Type, como demonstrado na Figura 2. o  desbalanceamento 
de dados e um problema comum em tarefas de classificacao, 
podendo levar o modelo de aprendizado de maíquina a de
senvolver um vies em direcao as classes majoritarias, preju
dicando o desempenho nas classes minoritaírias. Para mitigar 
este problema, foi adotada a estrategia de subamostragem [13] 
na etapa de extracao dos dados para treinamento.

Primeiramente, foi calculada a frequencia de ocorrências 
de cada categoria no atributo departmentjroductType e 
em seguida, a mediana dessas frequencias. A mediana 
foi utilizada como um limiar para definir a quantidade 
maxima de ocorrências permitidas em cada classe de depart- 
ment_productType. Com este procedimento, as classes ma- 
joritarias foram subamostradas, resultando em um conjunto de 
dados mais equilibrado para o treinamento, conforme ilustrado 
na Figura 3.

O conjunto de dados extraído utilizando a tecnica de sub- 
amostragem resultou em 259.086 registros.

A divisao dos dados para treinamento e teste foi feita 
utilizando a teícnica holdout, que envolve a reserva de uma 
porçao dos dados para teste e a utilizacao do restante para 
treinamento [14]. Neste artigo, dividimos os dados em 80% 
para treinamento e 20% para teste, mantendo a proporçao das 
categorias em ambas as divisões para garantir uma distribuicao

https://www.nltk.org/
https://pypi.org/project/Unidecode/


Table III
No v o s  a t r i b u t o s  g e r a d o s  a  p a r t i r  d e  c o m b i n a ç õ e s  d e  f e a t u r e s  t e x t u a i s

Figure 2. Distribuição das classes de Nível 2 - Tipo de Produto - antes do 
balanceamento

Figure 3. Distribuiçao das classes de Nível 2 - Tipo de Produto - após 
balanceamento

representativa.
Devido ao desbalanceamento inicial dos dados, optou-se 

por utilizar metricas de avaliacao mais adequadas a essa 
situacao: a Macro-averaged F1 (MacF1) e a Micro-averaged 
F1 (MicF1) [15]. A metrica MacF1 e calculada a partir da 
media harmonica das pontuacoes F1 para cada classe, sem

considerar a proporçao entre elas, o que a torna sensível ao 
desempenho do modelo nas classes minoritárias. Por outro 
lado, a MicF1 e calculada a partir da media harmonica das 
precisoes e revocacoes totais, dando igual peso a todas as 
classes, independentemente de seu tamanho.

1 P R
MacF1 =  v E 2 • p r i  (1)

i =  1

onde:
• n  e o numero total de classes;
• P i e a precisao da classe;
• R i e a revocacao da classe;

P ■ R
MicF1 =  2 • P + R (2)

onde:
• P e a precisao media de todas as classes;
• R e a revocacao media de todas as classe;
4) Treinamento
Os hiperparâmetros testados durante a utilizacao do Fast- 

Text, com seus respectivos significados [16], sao:
• dim: Especifica a dimensionalidade dos vetores de 

palavras que serao aprendidos pelo modelo. Em termos 
simples, dim controla o nuí mero de variaíveis que o 
modelo utilizaraí para representar cada palavra. um  valor 
maior para dim pode capturar mais informacoes sobre 
cada palavra, mas tambeím pode tornar o modelo mais 
complexo e demorado para treinar.

• epoch: Determina o numero de vezes que o algoritmo 
percorre todo o conjunto de dados durante o treinamento. 
Cada epoch e uma iteracao completa pelos exemplos de 
treinamento. Um numero maior de epochs permite que 
o modelo aprenda os padrões nos dados mais profunda
mente, mas tambeím aumenta o risco de sobreajuste.

• wordNgram: Controla o numero de n-gramas de palavras 
que o modelo consideraraí durante o treinamento. um  n- 
grama e um conjunto contínuo de n palavras dentro de 
um dado texto. Por exemplo, em um 2-grama (bigrama), 
o modelo considera pares de palavras consecutivas. Isso 
pode ajudar o modelo a aprender relacoes contextuais 
entre palavras que estao proximas umas das outras.

• loss: Define a funcao de perda a ser minimizada durante o 
treinamento. A funcao de perda quantifica o quao distante 
estao as previsoes do modelo em relacao aos valores 
reais. A biblioteca FastText suporta varias funcoes de



perda, como ova (one-vs-all), ns (Negative Sampling), hs 
(Hierarchical Softmax) e softmax.

• minCount: Estipula o numero mínimo de vezes que uma 
palavra deve aparecer nos dados de treinamento para 
que seja considerada pelo modelo. Isso pode ser util 
para eliminar palavras raras que podem causar ruído nos 
dados.

• lr: Conhecido como taxa de aprendizado, este hiper- 
parametro controla a velocidade com que o modelo 
aprende. Uma taxa de aprendizado maior pode fazer com 
que o modelo aprenda mais râpido, mas tambem pode 
levar a um aprendizado instavel. Por outro lado, uma 
taxa de aprendizado baixa pode fazer com que o modelo 
aprenda devagar, mas de forma mais estavel.

• bucket: Determina o numero de buckets usados para 
armazenar hashes de n-gramas. Em FastText, um bucket e 
uma espeície de compartimento para armazenar n-gramas 
com hashes semelhantes, uma teícnica usada para lidar 
com a enorme quantidade de n-gramas unicos e para 
manter a computacao viavel. Quando se define um alto 
valor para o bucket, mais n-gramas podem ser armazena
dos, o que pode melhorar a qualidade do modelo, mas ao 
mesmo tempo, requisitar mais memória.

Desta forma, para cada um dos atributos textuais descritos 
na tabela IV, realizou-se uma busca em grid, usando-se uma 
combinacao destes hiperparametros. Os valores utilizados para 
cada hiperparametro sao os descritos na tabela V.

Table IV
At r i b u t o s  u t i l i z a d o s  n o  t r e i n a m e n t o  d e  m o d e l o s

Este processo, que busca o melhor conjunto de hiper- 
parâmetros para cada conjunto de texto representado pelos 
atributos testados, foi realizado para ambas as arquiteturas 
estudadas, a Arquitetura singular e a Arquitetura segmentada. 
Desta forma e possível definir a melhor estrategia de arquite
tura, o melhor corpo de texto e os melhores hiperparametros 
em termos de medida macro-average f1 (MacF1).

Este abrangente exercício de ajuste de hiperparametros 
ajudou a garantir que os modelos fossem treinados de maneira 
eficiente, gerando a melhor performance possível dada a 
complexidade e especificidades dos dados.

5) Predicoes
Considerando as predicoes feitas utilizando a base de testes 

para os dois modelos de arquitetura propostos, Singular e Seg
mentado, os melhores resultados considerando os 4 conjuntos 
de dados sao expostos nas tabelas VI e VII.

Table VI
ME t r i c a s  M i c r o  F1 e  Ma c r o  F1 d a  c a t e g o r i z a c A o  d e  p r o d u t o s  

u t i l i z a n d o  a  A r q u i t e t u r a  Si n g u l a r

Table VII
ME t r i c a s  M i c r o  F1 e  Ma c r o  F1 d a  c a t e g o r i z a c A o  d e  p r o d u t o s  

u t i l i z a n d o  a  A r q u i t e t u r a  Se g m e n t a d a

O conjunto 3 foi o conjunto que resultou no melhor 
valor para a metrica MacFl em ambas as arquiteturas, como 
mostrado na figura 4, por essa razao ele foi utilizado para 
treinamento do modelo final. Os hiperparametros responsaveis 
pelas melhores metricas MacFl sao os exibidos na tabela VIII.

Figure 4. Comparaçao da metrica MacF1 entre os conjuntos de texto para 
Arquiteturas Singular e Segmentada

C. Tecnologias
Para esta pesquisa foi utilizado um computador de uso 

pessoal Apple MacBook Pro Processador M1 de 8 nucleos 
a 2.3 GHz, 16 Gb de Ram e 512 Gb de armazenamento SSD.



Table VIII
Me l h o r e s  v a l o r e s  d e  h i p e r p a r A m e t r o s  p a r a  c a d a  a r q u i t e t u r a

As ferramentas e bibliotecas utilizadas foram:
• Python5 versao 3.9.12
• Anaconda Individual Edition6 versao 2021.11
• fastText1 versao 0.9.2
• Scikit-learn8 versao 1.0.2
• Pandas9 versao 1.4.2
• NumPy10 versao 1.21.5
• NLTK11 versao 3.1
• Unidecode12 versao 1.3.6

II. RESULTADOS E DISCUSSÕES

A partir dos modelos gerados, considerando o melhor 
conjunto de hiperparametros e o melhor conjunto de dados 
de treinamento para cada arquitetura, ao classificar todos os 
produtos da base de dados, obteve-se os resultados descritos 
na tabela IX.

Em comparacao entre os dois modelos arquiteturais tes
tados, o modelo de arquitetura segmentada obteve o melhor 
resultado ao classificar o Nível 2 do produto, conforme visto 
nas figuras 5 e 6.

Table IX
Co m p a r a c A o  d o s  r e s u l t a d o s  d a  c l a s s i f i c a c A o  t o t a l  d e  

PRODUTOS OBTIDOS COM MODELOS GERADOS PELAS ARQUITETURAS
Si n g u l a r  e  Se g m e n t a d a

A. Medida de qualidade dos modelos

A medida de qualidade dos modelos utilizada neste trabalho 
e a F1 nas suas variantes Micro-Average F1 (MicF1) e Macro- 
Average F1 (MacF1).

5https://www.python.org/
6https://www.anaconda.com/blog/anaconda-individual-edition-2021-11
I https://fasttext.cc/
8 https://scikit-learn.org
9 https://pandas.pydata.org/
10https://numpy.org/
II https://www.nltk.org/
12https://pypi.org/project/Unidecode/

Figure 5. Comparacao de métricas MicF1 apos teste final para Arquiteturas 
Singular e Segmentada

Figure 6. Comparação de métricas MacFl após teste final para Arquiteturas 
Singular e Segmentada

A partir destes dados e possível afirmar que o modelo 
de Arquitetura Segmentada obteve melhor desempenho, com 
MicF1 de 0.14 e MacF1 de 0.14.

Tambem e possível concluir que nao houve ganhos sig
nificativos nos modelos treinados com dados utilizando a 
segmentacao de textos grandes. Modelos treinados com a 
descricao completa obtiveram melhores resultados.

B. Discussões

Embora o resultado obtido durante a etapa de treinamento 
indique que a Arquitetura Segmentada e a melhor abordagem, 
levando em consideracao a metrica MacFl, o mesmo nao se 
provou ao submeter todos os produtos ao teste do modelo.

Ao analisar a figura 1, nota-se que a metrica MacFl 
pouco variou para a Arquitetura Segmentada entre a fase de 
treinamento e o teste final. Ja para a Arquitetura Singular, 
houve variacao superior a 30%, o que pode indicar um possível 
overfitting durante a fase de treinamento. Outra possibilidade e 
que algum aspecto particular dos dados de teste nao tenha sido 
adequadamente capturado pela Arquitetura Singular, afetando 
assim a sua capacidade de generalizacao.

https://www.python.org/
https://www.anaconda.com/blog/anaconda-individual-edition-2021-11
https://fasttext.cc/
https://scikit-learn.org
https://pandas.pydata.org/
https://numpy.org/
https://www.nltk.org/
https://pypi.org/project/Unidecode/


Figure 7. Comparaçao do desempenho alcançado pelas Arquiteturas Singular 
e Segmentada durante o treinamento e o teste final segundo métrica MacF1

III. Co n s i d e r a c o e s  F in a i s  e  Tr a b a l h o s  Fu t u r o s

O presente artigo explorou a capacidade da tecnologia 
FastText, desenvolvida pelo Facebook, em uma tarefa es
pecífica de classificacao de produtos. No entanto, e importante 
reconhecer que existem outras tecnologias disponíveis que 
podem ser utilizadas para essa mesma tarefa. Trabalhos futuros 
podem considerar a implementacao de diferentes metodos de 
aprendizado de maíquina e teícnicas de processamento de texto 
para comparar e contrastar os resultados obtidos neste artigo.

Apesar das expectativas, a tecnica de segmentacao da 
descricao do produto nao levou a um aumento nas metricas 
MicFl e MacFl do modelo em comparacao ao uso do texto 
descritivo integral. Trabalhos futuros podem explorar outras 
estrategias de segmentacao, inclusive a segmentacao de outros 
atributos alem da descricao, como por exemplo, o nome do 
produto.

Outra linha de testes possível e medir a eficiencia do 
FastText ao treinaí-lo com o texto original dos atributos, sem 
passar por etapas de pré-processamento como tokenizagâo, 
conversao para letras miniísculas, stemizacao, remocao de 
acentos, numeros e caracteres especiais. Mesmo que essa 
abordagem possa resultar em um processo de treinamento mais 
lento, a preservacao do texto integral pode oferecer ao modelo 
uma maior compreensao do contexto, o que potencialmente 
pode resultar em um desempenho mais efetivo. No entanto, 
esta e uma hipotese que precisa ser validada por meio de mais 
experimentacoes.

Alem disso, uma area de estudo que tambem pode ser 
explorada em futuras investigacões e a utilizacao das ima
gens dos produtos como fonte de informacao para a tarefa 
de classificacao. As imagens contem uma variedade de 
informacoes visuais que podem ser uteis para a identificacao 
do departamento e tipo do produto, complementando as 
informacoes textuais. O uso de tecnicas de aprendizado 
profundo, como redes neurais convolucionais, permitem a 
extracao de características visuais das imagens e, consequente
mente, sugerem melhorar a eficiencia da classificacao.
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