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Resumo—O turismo é uma área fundamental para o bem- 
estar das pessoas e economia de um munícipio. Sendo assim, e 
possível promover maior qualidade de vida para os cidadaos e 
melhorias em uma regiao com pontos turísticos. Desta forma, 
se faz necessaria uma analise sobre as experiencias de turistas. 
Neste contexto, existem trabalhos que analisam manualmente as 
experiencias turísticas atraves de questionarios ou comentarios, 
o que limita a quantidade de dados a ser analisada. Contudo, 
este trabalho apresenta um experimento de classificacao de 
experiencias de turistas em pontos turísticos do Parque Esta
dual do Jalapao (PEJ). Essa analise e feita atraves de algorit
mos de Inteligencia Artificial (IA) desenvolvidos em linguagem 
de programacao Python. Foram empregados os metodos para 
classificacao de textos: Gaussian Naive Bayes, Support Vector 
Machine (SVM) e Long Short Term Memory (LSTM) Bidirecional. 
Por fim, o modelo SVM obteve o melhor resultado dentre eles.

Index Terms—turismo, experiencia, comentarios, classificacao, 
Jalapao,

Abstract—Tourism is an essential area for the well-being of 
people and the economy of a city. So it’s possible to promote 
a better life quality for citizens and tourist programs in a city 
with tourist spots. To perform that promotion is necessary to 
analyze tourist experiences. In that context, there are works 
that analyze tourist experiences manually through questionnaires 
or comments, what limits the amount of data to be analyzed. 
However, this research presents a trial to classify experiences of 
tourists in tourist spots inside Jalapao State Park. That analysis 
was built in Artificial Intelligence (AI) algorithms developed by 
Python programming language. Methods for text classification 
were used: Gaussian Naive Bayes, Support Vector Machine 
(SVM) and Long Short Term Memory (LSTM) Bidirectional. 
Ultimately, the SVM model had the best result among them.

Index Terms—tourism, experience, comments, classification, 
Jalapao

I. DESENVOLVIMENTO

O turism o e um  fenôm eno social que e caracterizado pelo 
deslocam ento tem porario ate outro local, gerando com  isso, 
relacoes economicas, sociais e culturais [1].

A atividade de turism o e um segmento que expõe o pa
trim ônio natural e cultural com  o objetivo de despertar a 
consciencia am bientalista e prom over o bem -estar local [2]. 
D entro desse contexto, existe o conceito de ecoturismo, que 
e a  pratica turística em  am bientes naturais, com  o objetivo

de relacionar-se de form a mais próxim a com  o m eio natural 
e social [3]. Para essa pratica e necessário se deslocar para 
um  lugar que som a elementos paisagísticos e atrativos naturais 
que conectam  o turista ao local [3]. Dentre os pontos turísticos 
nacionais e internacionais que sao proem inentes para a pratica 
de ecoturismo, pode-se citar o Parque Estadual do Jalapao 
(PEJ) [4], situado ao leste do estado do Tocantins, reunindo 
ricos elementos naturais para o ecoturismo.

Segundo os autores Pine e G ilm ore [5], existem quatros 
domínios da experiencia turística, que podem  ser classificados 
da seguinte forma: entretenimento, educacao/aprendizagem , 
evasao/escapismo e estetica/contem placao. O dom ínio do en
tretenim ento diz respeito a um a experiencia recreativa; no 
dom ínio educacao/aprendizagem  encontram -se com entarios 
relacionados a geografia, clima, solo, fauna e flora do local; em 
relacao ao dom ínio do escapismo, diz-se sobre a experiencia 
na qual o turista se desconecta do habitual e cotidiano para 
um  estado de m editacao e relaxam ento; e por fim, o domínio 
de Estetica com preende a relacao de contem placao e deslum 
bram ento dos turistas com  as paisagens vistas.

No trabalho proposto por K aiser et al. [6] utiliza-se de 
com entarios escritos no endereco eletrônico TripAdvisor [7] 
para se determ inar m anualm ente a experiencia de turistas em 
pontos turísticos do PEJ.

N este trabalho, propoe-se a utilizacao de tecnicas de IA 
para classificacao de textos (quadrigramas) referentes a  esses 
com entarios. D entre os algoritmos/m etodos de classificacao 
mais populares utilizados para classificacao de textos, citados 
por Gurinder et al. [8], sao usados neste trabalho: Support 
Vector M achine  (SVM), Gaussian Naive Bayes e Redes Neu- 
rais Recorrentes (RNR) com  m em oria longeva de curto prazo, 
conhecida com o Long Short-Term M em ory  (LSTM).

O objetivo do trabalho e classificar os com entarios publicos 
sobre os pontos turísticos Cachoeira da Velha, Cachoeira da 
Formiga, Fervedouro, Dunas do Jalapao, Povoado de M um- 
buca e Serra do Espírito Santo, dentro dos quatros domínios 
de experiencia apresentados.

A classificacao autom atizada de texto tem  sido considerada 
vital para gerenciar e processar um a grande quantidade de
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documentos em formato digital que sao difundidos e estao em 
constante crescimento. Normalmente, a maioria dos dados para 
classificacao de generos sao coletados da web, atraves de gru
pos de notícias, boletins e notícias transmitidas ou impressas 
[9]. O objetivo da classificacao de texto e a categorizacao de 
documentos em um número fixo de categorias predetermina
das. Cada documento estara em uma unica, nenhuma ou várias 
categorias. Utilizando aprendizado de maquina, o principal 
objetivo e aprender classificadores atraves de instancias que 
realizam as atribuicoes de categoria automaticamente [9]. 
Muitos estudiosos estudaram a tecnologia de classificacao de 
texto usando dois meítodos principais, incluindo o aprendizado 
de maquina tradicional e o aprendizagem profundo, que e 
popular atualmente [10].

A. Descrição dos dados
Primeiramente, salienta-se que utilizou-se de uma base de 

dados advinda do trabalho apresentado por Kaiser et al. [6]. 
A base de dados utilizada foi extraída pelos autores atraves 
de uma tecnica de captura de dados da internet chamada Web 
Scraping. Os comentarios foram agrupados em quadrigramas 
[6].

Um quadrigrama eí um grupo de quatro palavras, que 
segundo Hyland [11] carrega maior significacao e pode ser 
encontrado com maior frequencia em um texto. Tal estrutura 
de palavras e uma peca fundamental para a aprendizagem de 
uma linguagem [11].

Na Tab. I sao mostrados quadrigramas de acordo com 
domínios de experiencias.

Tabela I
Qu a d r i g r a m a s  c l a s s i f i c a d o s  p o r  d o m ín i o  d e  e x p e r i ê n c i a

Domínios da 
experiência

Exemplo de quadri- 
grama

Ponto turístico

Educaçao/Aprendizado “amante natureza biodi Cachoeira da
versidade pais” Formiga

Educaçao/Aprendizado “muita pedra solta Serra do
areia” Espírito Santo

Educacao/Aprendizado “duna formada erosao Dunas do Ja-
serra” lapao

Entretenimento “artesanato feito capim Povoado de
dourado” Mumbuca

Entretenimento “Agua nao deixa afun- Fervedouro
dar”

Entretenimento “nao possível entrar Cachoeira da
agua” Velha

Estética/contemplacao “cachoeira maravilhosa Cachoeira da
agua azul” Formiga

Estetica/contemplacao “madrugada ver nascer serra do
sol” Espírito Santo

Estética/contemplacao “serra espirito santo Dunas do Ja-
fundo” lapao

Evasao/Escapismo “Nao da vontade sair” Fervedouro
Evasao/Escapismo “nao quer ir embora” Cachoeira da

Formiga
Evasao/Escapismo “agua sentir grandeza Cachoeira da

natureza” Velha

probabilísticos de Bayes, redes neurais e técnicas de hiper- 
plano multidimensional para estimar a probabilidade de um 
texto pertencer a uma classe [12].

A classificacao de texto com o auxílio de tecnicas de IA 
pode ser alcancada usando muitos algoritmos de aprendizado 
de maquina desenvolvidos para essas tarefas ao longo de vários 
anos [8]. Esses algoritmos provaram atingir altas precisoes em 
previsões e sao, portanto, altamente confiaveis [8].

Para realizar a classificacao dos domínios de experiencia 
foi necessario aplicar tecnicas de vetorizacao de texto. Como 
os dados de texto nao podem ser usados diretamente para 
o treinamento de parametros de um modelo de classificacao, 
eí necessaírio vetorizar os dados do texto original e tornaí-los 
numericos, e entao a operacao de extracao de características 
pode ser realizada [13].

Neste trabalho, o primeiro passo para a extracao de ca
racterísticas de texto e o processo chamado de tokenização. 
A tokenização, tambem conhecida como segmentacao de 
palavras, quebra a sequencia de caracteres em um texto, 
localizando o limite de cada palavra, ou seja, os pontos onde 
uma palavra termina e outra comeca. Para fins de linguística 
computacional, as palavras assim identificadas sao frequen
temente chamadas de tokens [14]. Ou seja, a tokenização e a 
transformacao de texto legível por humanos em tokens legíveis 
por maquina [15].

Dentre as tecnicas de vetorizacao de palavras existe o 
TF-IDF (Term Frequençy-Inverse Document Frequençy) [13]. 
O TF-IDF pode ser formulado pela multiplicacao entre a 
frequencia do termo e a frequencia inversa de documentos. 
A Frequencia do Termo (TF) e a medicao de quao frequente
mente um termo ocorre em um documento [16]. A Frequencia 
Inversa de Documentos (IDF) mede a importancia de um termo 
dentro de um conjunto de documentos [17].

Nas Eq. (1) e Eq. (2) sao mostradas a frequencia do termo 
e a frequencia inversa de documentos, respectivamente.

T F  =  F P D  
N P D

( l )

Onde FPD significa a frequencia do termo no documento e 
NPD e o numero de termos no documento.

N D
I D F  =  loge(1 +  N7DP } (2)

Onde ND significa o núm ero de docum entos e NDP e o 
núm ero de docum entos com  o termo.

O TF-IDF e expresso com o um  conjunto de pontuacoes. 
Essas pontuacoes sao calculadas m ultiplicando TF e IDF para 
termos específicos. Entao, a pontuacao de qualquer term o em 
qualquer docum ento pode ser representada pela Eq. (3) [18].

T F I D F  =  T F  I D F

B. Métodos
A maioria dos algoritmos de classificacao de texto usa um 

modelo de pacote de palavras em combinacao com modelos

(3)

Onde TF e a frequencia do termo e IDF e a frequencia 
Inversa de Documentos.

Na Tab. II sao mostrados valores TF-IDF de alguns quadri- 
gramas extraídos da base de dados.



Tabela II
Va l o r e s  d e  TF-IDF p a r a  c a d a  d o m í n i o  d e  e x p e r i ê n c i a  e

QUADRIGRAM A ESPECÍFICO

Apos o processo de tokenizaçao, tambem foi usado um 
conceito chamado Word Embedding para emprego do metodo 
Bi-LSTM. Os Word Embedding sao modelos matematicos que 
codificam relacoes de palavras dentro de um espaco vetorial 
atraves do processo de treinamento baseado em informacoes 
de coocorrencia entre palavras [19].

A sequencia de etapas usada neste trabalho para 
classificacao de quadrigramas e ilustrada na Fig. 1.

Figura 1. Etapas para classificacao de quadrigramas atraves de IA.

Este trabalho esta dividido em cinco etapas, que sao: 1) 
Coleta de dados; 2) Preparacao do treinamento; 3) Trei
namento; 4) Ajuste de Hiperparâmetros e 5) Predicao. Os

algoritmos desenvolvidos apresentaram modelos de predicao 
para classificacao de quadigramas de comentários de turistas 
no domínio de experiencia correspondente.

1) Coleta de dados: A coleta de dados foi feita a partir 
de uma base de dados oriunda do trabalho realizado 
pelos autores Kaiser et al. [6]. O pré-processamento 
necessario em classificacao de textos foi realizado por 
Kaiser et al. [6]. Os comentarios dos turistas foram 
extraídos da plataforma digital TripAdvisor [7], sem 
expor as identidades pessoais [6].
Os quadrigramas que ocorreram no mínimo 2 vezes 
foram reunidos atraves dos comentarios dos pontos 
turísticos Cachoeira da Velha, Cachoeira da Formiga, 
Fervedouro, Dunas do Jalapao, Povoado de Mumbuca e 
Serra do Espírito Santo, de acordo com as quantidades 
da Tab. III.

Tabela III
Qu a n t i d a d e  d e  q u a d r i g r a m a s  p o r  p o n t o  t u r í s t i c o

Ponto turístico NUmero de quadrigramas
Povoado de Mumbuca 172
Cachoeira da Velha 173
Dunas do Jalapao 184
Serra do Espírito Santo 183
Fervedouro 179
Cachoeira da Formiga 175

A base utilizada aqui entao totaliza 1.066 regis
tros de quadrigramas referentes aos comentaírios so
bre o PEJ, na seguinte ordem: Educacao/Aprendizagem 
(282 quadrigramas), Entretenimento (451 quadrigra
mas), Estetica/Contemplacao (274 quadrigramas) e 
Evasao/Escapismo (59 quadrigramas) [6], como mos
trado na Tab. IV. Salienta-se que os quadrigramas foram 
classificados manualmente pelos autores Kaiser et al. 
[6].

Tabela IV
Qu a n t i d a d e  d e  q u a d r i g r a m a s  p o r  d o m í n i o  d e  e x p e r i E n c i a

Domínios da experiencia Quadrigramas Porcentagem
Educaçao/Aprendizado 282 26,454%
Entretenimento 451 42,307%
Estetica/contemplacao 274 25,704%
Evasao 59 5,535%
TOTAL 1.066 100%

2) Preparação do treinamento: A preparacao para o trei
namento eí a etapa que consiste em escolher a melhor 
divisao entre os dados de treinamento e teste/validacao 
do modelo de classificacao. Como a base de dados e 
pequena a melhor escolha e usar a tecnica de validacao 
cruzada [20].
Neste trabalho, e usada a tecnica de validacao cruzada 
k-fold. Na tecnica de validacao cruzada k-fold, os dados 
sao divididos em k particoes iguais. O treinamento do 
modelo eí feito em k partes, exceptuando-se uma, e 
essa parte e usada para teste [20]. A escolha ideal para

Domínio de Quadrigrama Valor TF-IDF
experiencia
Educação/Aprendizado sorvete fruta cerrado tem 0.516395958135
Entretenimento visita trilha suspensa facil 0.492845919043
Evasão/Escapismo jalapao bruto todo repetem 0.476863555460
Estetica/Contemplação linda beleza lembra mini 0.461324794431



treinamento de um modelo e a validacao cruzada k-fold 
com grande valor de k, porem menor que o numero de 
instancias [20].
Como mostrado na Fig. 2, itera-se sucessivamente dentro 
do número de particoes predeterminado (k) do conjunto 
de teste sobre toda base de dados.

Figura 2. Ilustracao de tecnica de validacao cruzada k-fold [21].

Neste trabalho tambeím foi necessaírio o uso de uma 
tecnica de sobreamostragem de dados chamada SMOTE 
(Synthetic Minority Oversampling Technique). Segundo 
Nitesh V. Chawla [22], o SMOTE e uma popular tecnica 
de balanceamento de dados que gera dados sintetica
mente para a classe minoritaíria balancear os dados de 
treinamento. Como mostrado na Fig. 3, para cada amos
tra de classe minoritaria x i (triângulo laranja na Fig. 3), 
o SMOTE encontra os k-vizinhos mais proximos entre 
as outras amostras de classe minoritaíria, escolhendo 
aleatoriamente um Xi deles, e sua distancia de x i e 
multiplicada por um numero aleat(5rió ô G [0, 1]. A 
nova amostra resultante x ^círculo preto na Fig. 3) esta 
localizada entre x i e o vizinho selecionado x i [23].

a) Support Vector Machine (SVM)
O modelo SVM eí um dos algoritmos de Aprendi
zado de Maquina mais utilizados para classificacao 
de pequenos conjuntos de dados [11]. O objetivo 
do modelo eí construir um hiperplano entre as 
amostras utilizadas para o treinamento da rede 
[11]. Aleím disso, o modelo visa maximizar a 
margem entre os vetores de suporte; esses dados 
sao relevantes para descobrir o melhor separador, 
o hiperplano, encontrando o plano otimo entre as 
amostras de diferentes classes [11].
Para um problema com muí ltiplas classes usando 
SVM geralmente eí usada uma teícnica chamada 
One-Against-One, no qual sao construídos hiper- 
planos, onde cada hiperplano e construído pelas 
amostras de treinamento de duas classes escolhidas 
dentre multiplas classes [24].
Na Fig. 4 e mostrado um exemplo de divisao de 
multiplas classes por hiperplanos. Em ambos eixos 
do grafico encontram-se características distintas e 
cada ponto (valor de TF-IDF) eí segregado dentro 
de uma classe.

Figura 4. Exemplo de divisao de multiplas classes por hiperplanos [25].

b) Gaussian Naive Bayes
O modelo Gaussian Naive Bayes considera os 
pontos de dados com n características em que 
as características podem ser quaisquer dados de 
texto. Neste contexto de classificacao de texto, a 
probabilidade de um texto dado Y pertencer a uma 
classe X e calculado usando o Teorema de Bayes 
[26], de acordo com a Eq. (4).

Figura 3. Ilustracao da utilizacao da tecnica SMOTE [23].

3) Treinamento: Os modelos de classificacao de textos 
foram utilizados com uma biblioteca do Python chamada 
Scikit-Learn; ou um framework de IA (conjunto de 
codigos genericos) chamado TensorFlow, juntamente 
com a API (Application Programming Interface) Keras. 
Nesta API existem funcoes previamente construídas para 
o treinamento e teste de um modelo de classificacao. 
Os modelos de classificacao utilizados no trabalho foram 
o SVM, Gaussian Naive Bayes e Bi-LSTM, que sao 
descritos a seguir.

P (X  | Y ) =  P (X  | Y ) x P ( X )/ P ( Y ) (4)

Onde P(X | Y) denota a probabilidade de um 
evento X dado que um evento Y ocorreu; P(Y | X) 
denota a probabilidade de um evento Y dado que 
um evento X ocorreu, P(X) e a probabilidade de 
um evento X acontecer e P(Y) e a probabilidade de 
um evento Y acontece. Um condicional importante 
e que P(Y) nunca pode ser igual a zero [26].
A partir do Teorema de Bayes , aplicando-se a 
Regra da Cadeia para n eventos, tem-se a probabi
lidade conjunta para n eventos [27].



Em  n-gramas (neste trabalho usa-se quadrigram as) 
tem -se um a sequencia de palavras vista como 
w i ,w 2 , . . . ,w n , na qual pode ser form ulada como 
o produto de um a seírie de probabilidades condici
onais, de acordo com  a Eq. (5) [27].

p (w 1w 2...w n ) =  p (w i)  X P (w i | w2)

X p (w n  | w n -2 w n - i)

U m a abordagem  com um  para calcular as proba
bilidades P (X  | Y) e assum ir que para cada valor 
discreto possível Ck de y, a distribuiçao de cada x i  
contínuo e Gaussiano, e e definido por um a m edia 
^ k i  e desvio padrao aki específico para Xi e C k , 
de acordo com  a Eq. (6) [28]:

ry( I s~i \ 1 /  ( x i Pki)  1
P ( x i  | y  =  Ck) =  e x M  2 f (6)

akiW  2n  a ki J

c) Long Short-Term M em ory (LSTM)
O modelo LSTM  e um  tipo especial de Redes 
Neurais Recorrentes. As Redes Neurais Recorren
tes tem  ciclos de realim entacao em  sua arquitetura, 
perm itindo que as inform acoes sejam  m emorizadas 
por curtos term os [29]. A saída de um a RNR em  
um  estaígio depende da saída anterior e da entrada 
atual [29].
As Redes Neurais Recorrentes tem  m emórias de 
curto prazo, entao sua com putacao pode ser lenta, 
aleím dessas memoírias sofrerem  com  o problem a 
do gradiente de fuga [29].
Entretanto, os autores Hochreiter e Schmidhu- 
ber [30] desenvolveram um  modelo longevo de 
memoíria de curto prazo para resolver os proble
mas com  a estrutura RNR. Para superar esses 
problem as, redes neurais adicionais chamadas ga
tes sao introduzidas, que lidam  com  o fluxo de 
inform acoes na rede [29].
N a Fig. 5 e m ostrada a estrutura de um  modelo de 
rede neural LSTM , onde o bloco com  denom inacao 
X t  e o valor de base; H t - i  e o estado da camada 
escondida anterior; H t e o estado da cam ada es
condida atual; C t- i e o estado da celula anterior;
C t eí o estado da ceílula atual (dado de saída do 
modelo); os blocos em  cor am arelha sao funcoes 
de ativacao Tangente H iperbolica; os blocos na 
cor verm elha sao funcoes de ativacao Sigmoide; 
e os blocos de conexao, cuja cor e rosa, realizam  
operacoes matem aticas de adicao ou multiplicacao 
de valores [31].

Figura 5. Estrutura de um modelo LSTM [32].

Entretanto, neste trabalho fez-se necessaírio o uso 
do modelo de rede neural LSTM  Bidirecional. A 
rede neural B i-LSTM  eí com posta por unidades 
LSTM  que operam  em  ambas as direcoes para 
incorporar inform acoes de contexto passadas e 
futuras. O Bi-LSTM  pode aprender problem as de 
m odelagem  sequencial de dependencias de longo 
prazo e e am plam ente usado para classificacao 
de texto. Ao contraírio da rede LSTM , a rede 
Bi-LSTM  possui duas camadas paralelas que se 
propagam  em  duas direcoes com  passagens diretas 
e reversas para capturar dependencias em  dois 
contextos [33]. A estrutura da rede Bi-LSTM  e 
m ostrada na  Fig. 6

Figura 6. Estrutura de um modelo LSTM Bidirecional [34].

4) Ajuste de Hiperparâmetros: Em  geral, construir um  
modelo de aprendizado de maíquina ou aprendizado 
profundo eficaz eí um  processo com plexo e demorado 
que envolve a determ inacao de um  algoritm o apropriado 
e a obtencao de um a arquitetura de modelo ideal por 
ajuste de seus hiperparâm etros [35].
Neste trabalho eí usado um a teícnica para ajuste de hiper- 
parâm etros, cham ada G rid Search  ou Pesquisa em  Grade 
que eí um  dos meítodos mais usados para explorar o 
espaco de configuracao de hiperparâm etros. A pesquisa 
em  grade pode ser considerada um a busca ativa ou um  
metodo de forca bruta que avalia todas as com binacoes 
de hiperparâm etros dadas a grade de configuracoes. A 
pesquisa em  grade trabalha avaliando o produto cartesi
ano de um  conjunto finito de valores especificados pelo



usuário [35]. Os valores utilizados e resultados obtidos 
sao apresentados na Seçáo Resultados.

5) Predição'. Sao usadas funçoes das bibliotecas do Python  
para avaliaçao da precisao do modelo, nas quais exis
tem  m etricas de avaliaçao com o a matriz de confusao, 
valores de precisao, recall e F1-score do m odelo de 
classificacao em  dados de teste e validacao.
Com o a predicao e do tipo categorica com  multiplas 
classes, a matriz de confusao m ulticlasse e usada para 
avaliacao de cada modelo, com o m ostrado na Tab. V.

Tabela V
Matrix de confusão para múltiplas classes

Classe predita
Classe 1 Classe 2 Classe n

Cl
ass

e 
A

tu
al Classe 1 

Classe 2
Xii
X21

X12
X22

Xin
X2n

Classe n Xn1 Xn2 Xnn
Exemplo de matrix de confusao multiclasse [36].

O num ero total de falsos negativos (TFN) e falsos 
positivos (TFP) para cada classe i ou j  e calculado 
baseado nas Eq. (7) e Eq. (8) [36]. O num ero total de 
verdadeiros positivos e obtido pela Eq. (9) [36]. Onde i 
e j  representam  índices de classes distintas.

T F N i

T F  Pi
n

E
j= i ,j= i

n

(7)

(8)

j j (9)T T P all =  Y ] X
j= 1

Para com putar a Precisao (P) e Recall (R) para cada 
classe i ou j  [36], tem -se as Eq. (10) e Eq. (11).

Pi

R i =

T T P a
T T P a ll +  T F  Pi

T T P a ll

(10)

(11)T T P a ll +  T F N i

O utra m etrica a ser utilizada e o F1-score, que e a m edia 
harm ônica de precisao e recall, na qual pode ser expressa 
pela Eq. (12) [37].

F I  -score.; =  2 x Pi R i (12)
Pi +  R i

C. Tecnologias

Os algoritmos foram  desenvolvidos em um com putador 
pessoal com  processador Ryzen 9 5900 com  12 nUcleos e 
24 threads de processam ento em  um a frequencia m axim a de 
4,8 GHz em  cada nucleo, P laca de vídeo RTX 3080 com  10

GB de VRAM  GDDR6X e GPU (Graphical Processing Units) 
com  8.704 cuda cores e 272 tensor cores de processam ento 
em um a frequencia m axim a de 1,71 GHz em  cada nucleo e 
sistem a operacional Ubuntu 20.04.4 LTS. Foram  utilizadas as 
seguintes aplicacoes e bibliotecas:

• L inguagem  de program acao Python, versao 3.9;
• B iblioteca scikit-learn, versao 1.1.2;
• Framework de IA TensorFlow-GPU, versao 2.0;
• API Keras, versao 2.9.0.

O uso de GPUs tem  transform ado a m aneira na qual 
redes neurais tem  sido treinadas com  tecnicas de machine 
learning  e deep learning, atingindo entre 10 a 100 vezes 
mais desem penho se com paradas com  sistemas de com putacao 
convencionais, devido a com putacao paralela e a capacidade 
em realizar multiplas operacoes m atem aticas matriciais ao 
m esm o tempo, pois incluem  centenas/m ilhares de nucleos ou 
cores na arquitetura de hardware, enquanto que CPUs (Central 
Processing Units) sao otim izadas para baixas latencias e tem 
m elhor desem penho em  processam entos sequencias do que 
GPUs [38].

N este trabalho, de acordo com  as tecnologias de alto de
sempenho apresentadas, foram  usadas as quantidades de 12 
nucleos e 24 threads de processam ento da CPU, assim  como 
8.704 cuda cores e 272 tensor cores de processam ento da 
GPU, com  m axim a frequencia em  ambos os hardwares. Por
tanto, a configuracao de hardware usada para desenvolver as 
tecnicas de inteligencia artificial apresentadas neste trabalho, 
possibilitaram  a realizacao das tarefas em m enos tempo do 
que em  com putadores convencionais.

O Keras e um a biblioteca de rede neural (open-source) e 
codificacao em linguagem  de program acao Python  que pode 
ser executado na m aioria das APIs alto nível de TensorFlow, 
Theano  ou M icrosoft Cognitive Toolkit. O Keras foi desen
volvido para facilitar a im plem entacao usando redes neurais 
de aprendizado profundo com  um a abordagem  orientada ao 
usuário, m odular e extensível [39].

A biblioteca Keras com preende varias operacoes baseadas 
em redes neurais, incluindo tipos de camadas, funcoes de 
ativacao, otim izadores e ferramentas de hospedagem  que a 
tornam  adequeda para trabalhos com  imagens e m ineracao de 
texto. O Keras suporta convolucao, redes neurais persistentes 
e camadas de utilidades gerais suplementares (dropout, batch 
normalization, e polling) [39].

II. R es u l t a d o s  e  D is c u s s õ e s

A. M étricas para avaliação dos desem penhos dos m odelos de 
classificação com dados desbalanceados

Observou-se que a  base de dados utilizada contem  dados 
desbalanceados com o m ostrado na Fig. 7.



Figura 7. Quantidade de quadrigramas com base de dados desbalanceada 
(base de dados original).

Portanto, o resultado ideal e que os registros de quadri
gramas dentro de uma matriz de confusao se concentrem 
na diagonal principal, e que os registros de quadrigramas 
enquadrados dentro de um domínio de experiencia no eixo 
das ordenadas estejam tambem no eixo das abscissas.

O mapa de calor na matriz de confusao indica quao preciso 
o modelo de classificacao se apresenta. Quanto mais clara a 
tonalidade da cor do quadrante de um domínio de experiencia, 
mais quadrigramas foram preditos dentro do domínio correto, 
e consequentemente, quanto mais escuro, mais quadrigramas 
foram preditos dentro do domínio incorreto.

Usando o modelo de classificacao Gaussian Naive Bayes 
com a base de dados desbalanceada tem-se a matriz de 
confusao apresentada na Fig.8.

Na Fig. 7 observa-se que nos dados originais existem 282 
quadrigramas no domínio de Aprendizagem, 451 quadrigramas 
no domínio de Entretenimento, 274 quadrigramas no domínio 
de Estetica e 59 quadrigramas no domínio de Evasao.

De acordo com D. Makienko et al. [40], mostra-se que a 
qualidade dos modelos preditivos treinados em dados dese
quilibrados podem depender do grau de desequilíbrio e para 
algumas amostras o desequilíbrio pode afetar drasticamente a 
qualidade da classificacao.

Segundo S. Kotsiantis et al. [41], a relacao entre o tamanho 
do conjunto de treinamento e o desempenho de classificacao 
inadequado para conjuntos de dados desbalanceados pode ser 
que em pequenos conjuntos de dados desbalanceados a classe 
minoritária e mal representada por um numero excessivamente 
reduzido de exemplos que podem nao ser suficiente para a 
aprendizagem.

Tendo ciencia que a classificacao com dados desbalanceados 
pode ser drasticamente danosa, neste trabalho utiliza-se dos 
resultados da classificacao com dados desbalanceados mera
mente para fins de comparacao com resultados oriundos de 
teícnicas de tratamento de dados, observando-se as melhorias 
dessas tecnicas para cada modelo de classificacao.

Originalmente, distribuiu-se a base de dados entre treina
mento (67%) e teste (33%) em cada modelo de classificacao. 
Porem, observou-se a necessidade de distribuir os dados de 
teste usando a tecnica de validacao cruzada.

Para fins de comparacao, os resultados dos modelos de 
classificacao de texto estudados neste trabalho sao apresen
tados em forma de matriz de confusao com multiplas classes.

Na matriz de confusao sao apresentados os domínios da 
experiencia dividos em quadrigramas da base de dados e os 
que sao preditos pelos modelos de classificacao. De acordo 
com o plano cartesiano, no eixo das ordenadas sao apresen
tados os quadrigramas da base de dados em seus respectivos 
domínios de experiencia, e no eixo das abscissas sao mostrados 
os quadrigramas classificados de acordo com a predicao do 
modelo de classificacao.

Na Fig.8 observa-se que em 65 quadrigramas de Apren
dizagem, 41 foram classificados corretamente neste domínio, 
15 classificados erroneamente no domínio do Entretenimento, 
7 no domínio de Estetica e 2 no domínio de Evasao. Em 
185 quadrigramas de Entretenimento, 117 foram classificados 
corretamente neste domínio, 37 classificados erroneamente no 
domínio de Aprendizagem, 17 no domínio de Estetica e 14 no 
domínio de Evasao. Em 122 quadrigramas de Estetica, 85 fo
ram classificados corretamente neste domínio, 11 classificados 
erroneamente no domínio de Aprendizagem, 22 no domínio de 
Entretenimento e 4 no domínio de Evasao. Em 2 quadrigramas 
de Evasao, 2 foram classificados corretamente neste domínio.

Na Tab.VI sao mostrados os resultados de acordo com as 
metricas para avaliacao do desempenho do modelo Gaussian 
Naive Bayes, bem como cada domínio de experiencia. Nesta 
tabela sao mostrados os valores de precisao, recall e F1-score 
para cada domínio de experiencia.



Tabela VI
ME t r i c a s  PARA AVALIACAO d e  d e s e m p e n h o  d o  m o d e l o  d e  

CLASSIFICACAO GAUSSIAN NAIVE BAYES COM DADOS 
DESBALANCEADOS

Domínios da experiencia Precisão Recall F l-Score
Educaçao/Aprendizado óB% 4ó% SB%o
Entretenimento óB% 7ó% ó9%
Estética/Contemplaçao 70% 78% 74%
Evasao/Escapismo 100% 9% l7%
MEDIA 74% 52% 53%

Tabela VII
ME t r i c a s  p a r a  a v a l i a c A o  d e  d e s e m p e n h o  d o  m o d e l o  d e

CLASSIFICACAO SVM COM DADOS DESBALANCEADOS

Domínios da experiencia Precisão Recall F l-Score
Educaçao/Aprendizado 8S% 27% 4l%
Entretenimento 4ó% 9 B % ó2%
Estética/Contemplaçao S B % l2% l9%
Evasao/Escapismo 0% 0% 0%
MEDIA 46% 33% 30%

Observa-se que a precisao do modelo foi 74%, recall de 
52% e F1-score de 53%.

Usando o modelo de classificaçao SVM com a base de 
dados desbalanceada tem-se a matriz de confusao apresentada 
na Fig.9.

Observa-se que a precisao do modelo foi 46%, recall de 
33% e F1-score de 30%.

A rede neural Bi-LSTM foi construída com uma camada 
de Embedding que tem como entrada um vocabulario com 
50.000 palavras e comprimento de 1.066 unidades; uma ca
mada de Spatial Dropout 1D com 20%; uma camada LSTM 
bidirecional com 8 unidades (camadas ocultas), na qual tem 
uma funcao de ativacao Relu com 20% de Dropout e 20% 
de Recurrent Dropout; uma camada densa com 4 unidades 
e funcao de ativacao Softmax; por fim a rede neural usa o 
otimizador de modelo do tipo Adam. A Fig.10 ilustra como a 
arquitetura da rede neural Bi-LsTM foi construída.

Figura 9. Matriz de confusao com base de dados desbalanceada de treina
mento para modelo SVM.

Na Fig.9 observa-se que em 20 quadrigramas de Aprendi
zagem, 17 foram classificados corretamente neste domínio, 2 
classificados erroneamente no domínio do Entretenimento e 1 
no domínio de Estetica. Em 232 quadrigramas de Entreteni
mento, 107 foram classificados corretamente neste domínio, 
46 classificados erroneamente no domínio de Aprendizagem, 
59 no domínio de Estetica e 20 no domínio de Evasao. Em 15 
quadrigramas de Estetica, 8 foram classificados corretamente 
neste domínio, 6 classificados erroneamente no domínio do 
Entretenimento e 1 no domínio de Evasao. Nenhum quadri- 
grama no domínio de Evasao foi selecionado.

Na Tab.VII sao mostrados os resultados de acordo com as 
metricas para avaliacao do desempenho do modelo SVM, bem 
como cada domínio de experiencia. Nesta tabela sao mostrados 
os valores de precisao, recall e F1-Score para cada domínio 
de experiencia.

Figura 10. Arquitetura da rédé neural Bi-LSTM construída nesté trabalho.

Usando o modelo de classificacao Bi-LSTM com a base de 
dados desbalanceada tem-se a matriz de confusao apresentada 
na F ig .ll.



e m ostrado o resultado usando essa tecnica para o m odelo
Gaussian Naive Bayes.

Figura 11. Matriz de confusao com base de bados desbalanceada de 
treinamento para modelo Bi-LSTM.

N a Fig.11 observa-se que em  91 quadrigram as de A pren
dizagem, 59 foram  classificados corretam ente neste domínio, 
23 classificados erroneam ente no domínio do Entretenimento, 
7 no dom ínio de Estetica e 2 no dom ínio de Evasao. Em  
152 quadrigram as de Entretenim ento, 104 foram classificados 
corretam ente neste domínio, 33 classificados erroneam ente no 
dom ínio de Aprendizagem , 10 no domínio de Estetica e 5 
no dom ínio de Evasao. Em  96 quadrigram as de Estetica, 61 
foram  classificados corretam ente neste domínio, 15 classi
ficados erroneam ente no dom ínio de Aprendizagem , 14 no 
dom ínio de Entretenim ento e 6 no domínio de Evasao. Em  
13 quadrigram as de Evasao, 5 foram  classificados correta
m ente neste domínio, 2 classificados erroneam ente no domínio 
de Aprendizagem , 3 no dom ínio de Entretenim ento e 3 no 
dom ínio de Estetica.

N a Tab.VIII sao mostrados os resultados de acordo com 
as m etricas para avaliacao do desem penho do m odelo Bi- 
LSTM , bem  com o cada dom ínio de experiencia. N esta tabela 
sao mostrados os valores de precisao, recall e F1-Score para 
cada domínio de experiencia.

Tabela VIII
MEtricas PARA AVALIAÇÃO de desempenho do modelo de 

classificacão Bi-LSTM com dados desbalanceados

Domínios da experiência Precisão Recall F1-Score
Educacao/Aprendizado 54% 65% 59%
Entretenimento 72% 68% 70%
Estética/Contemplacao 75% 64% 69%
Evasao/Escapismo 28% 38% 32%
MEDIA 57% 59% 58%

Figura 12. Matriz de Confusao com base de dados balanceada usando 
validacao cruzada k-fold (k = 10) para modelo Gaussian Naive Bayes.

N a Fig.12 observa-se que em 147 quadrigram as de A pren
dizagem, 78 foram  classificados corretam ente neste domínio, 
48 classificados erroneam ente no domínio do Entretenimento, 
15 no dom ínio de Estetica e 6 no domínio de Evasao. Em  
655 quadrigram as de Entretenim ento, 362 foram  classificados 
corretam ente neste domínio, 171 classificados erroneam ente 
no dom ínio de Aprendizagem , 78 no domínio de Estetica e 
44 no domínio de Evasao. Em  263 quadrigram as de Estetica, 
181 foram  classificados corretam ente neste domínio, 33 clas
sificados erroneam ente no dom ínio de Aprendizagem , 41 no 
dom ínio de Entretenim ento e 8 no dom ínio de Evasao. Em  1 
quadrigram a de Evasao, 1 foi classificado corretam ente neste 
domínio.

N a Tab.IX sao mostrados os resultados de acordo com  as 
m etricas para avaliacao do desem penho do m odelo Gaussian  
N aive Bayes, bem  com o cada domínio de experiencia, com  
validacao cruzada K-Fold (k = 10) .

Tabela IX
M Etricas para avaliação  de desempenho do modelo de 

CLASSIFICAÇÃO GAUSSIAN NAIVE BAYES COM VALIDAÇÃO CRUZADA 
K-FOLD (K = 10)

Observa-se que a precisao do m odelo foi 57%, recall de 
59% e F1-score de 58%.

B. M etricas para avaliacao dos desempenhos dos m odelos de 
classificacão com dados desbalanceados e validacao cruzada 
k-fold

N esta secao foi usada a tecnica de validacao cruzada com  o 
num ero de 10 particoes (k = 10) na base de dados. N a Fig.12

Domínios da experiência Precisão Recall F1-Score
Educacao/Aprendizado 53% 28% 36%
Entretenimento 55% 80% 65%
Estetica/Contemplacao 69% 66% 67%
Evasao/Escapismo 100% 2% 3%
MEDIA 69% 58% 55%

Observa-se que a precisao do m odelo foi 69% , recall de 
58% e F1-score de 55%.

N a Fig.13 e m ostrado o resultado usando a tecnica de 
validacao cruzada com  o num ero de 10 particoes (k = 10) 
na base de dados para o m odelo SVM.



Figura 13. Matriz de Confusao com base de dados balanceada usando Figura 14. Matriz de Confusao com base de dados balanceada usando 
validaçao cruzada k-fold (k = 10) para modelo SVM. validaçao cruzada k-fold (k = 10) para modelo Bi-LSTM.

N a Fig.13 observa-se que em 234 quadrigram as de A pren
dizagem, 118 foram classificados corretam ente neste domínio, 
77 classificados erroneam ente no domínio do Entretenimento, 
32 no dom ínio de Estetica e 7 no domínio de Evasao. Em  
591 quadrigram as de Entretenim ento, 354 foram classificados 
corretam ente neste domínio, 143 classificados erroneam ente 
no domínio de Aprendizagem , 66 no domínio de Estetica e 
28 no domínio de Evasao. Em  191 quadrigram as de Estetica, 
174 foram  classificados corretam ente neste domínio, 19 clas
sificados erroneam ente no dom ínio de Aprendizagem , 18 no 
dom ínio de Entretenim ento e 7 no domínio de Evasao. Em  
23 quadrigram as de Evasao, 17 foram  classificados correta
m ente neste domínio, 2 classificados erroneam ente no domínio 
de Aprendizagem , 2 no dom ínio de Entretenim ento e 2 no 
dom ínio de Estetica.

N a Tab.X sao mostrados os resultados de acordo com  as 
metricas para avaliacao do desem penho do m odelo SVM, bem  
com o cada dom ínio de experiencia, com  validacao cruzada k- 
fo ld  (k = 10).

Tabela X
M etricas para avaliacao  de desempenho do modelo de 

CLASSIFICACAO SVM COM VALIDACAO CRUZADA K-FOLD (K = 10)

Domínios da experiência Precisão Recall F1-Score
Educacao/Aprendizado 50% 42% 46%
Entretenimento 60% 78% 68%
Estética/Contemplacao 80% 64% 71%
Evasao/Escapismo 74% 29% 41%
MEDIA 66% 53% 56%

Observa-se que a precisao do m odelo foi 66%, recall de 
53% e F1-score de 56%.

N a Fig.14 observa-se que em 282 quadrigram as de A pren
dizagem, 164 foram classificados corretam ente neste domínio, 
92 classificados erroneam ente no domínio do Entretenimento, 
24 no dom ínio de Estetica e 2 no domínio de Evasao. Em  
451 quadrigram as de Entretenim ento, 331 foram  classificados 
corretam ente neste domínio, 84 classificados erroneam ente no 
dom ínio de Aprendizagem , 28 no domínio de Estetica e 8 
no domínio de Evasao. Em  274 quadrigram as de Estetica, 
183 foram  classificados corretam ente neste domínio, 45 clas
sificados erroneam ente no dom ínio de Aprendizagem , 40 no 
dom ínio de Entretenim ento e 6 no domínio de Evasao. Em  59 
quadrigram as de Evasao, 16 foram  classificados corretam ente 
neste domínio, 11 classificados erroneam ente no dom ínio de 
Aprendizagem , 19 no domínio de Entretenim ento e 13 no 
dom ínio de Estetica.

N a Tab.XI sao mostrados os resultados de acordo com  as 
m etricas para avaliacao do desem penho do m odelo Bi-LSTM , 
bem  com o cada dom ínio de experiencia com  validacao cruzada 
k-fold  (k = 10).

Tabela XI
M etricas para avaliacAo de desempenho do modelo de 

classificacA o Bi-LSTM com validacAo cruzada K-FOLD (k = 10)

Domínios da experiência Precisão Recall F1-Score
Educacao/Aprendizado 54% 58% 56%
Entretenimento 69% 73% 71%
Estetica/Contemplacao 74% 67% 70%
Evasao/Escapismo 50% 27% 35%
MEDIA 62% 56% 58%

Observa-se que a precisao do m odelo foi 62% , recall de 
56% e F1-score de 58%.

C. M étricas para avaliacao dos desempenhos dos modelos 
de classificacao com dados balanceados, validação cruzada  
k-fold e ajuste de hiperparâmetros

Com o m ostrado na Tab.IV, ha um a m a distribuicao das 
classes apresentadas e necessita-se que as quantidades de 
quadrigram as dos domínios de experiencia de Aprendizagem ,



Estetica e Evasao sejam  equiparadas com  o domínio de Entre
tenimento. D essa forma, foi usada a teícnica de balanceam ento 
de classes com  SMOTE. O resultado da aplicacao da tecnica 
SMOTE e apresentado na Fig.15.

Figura lS. Quantidade de quadrigramas com base de dados balanceada.

N a F ig .lS  observa-se que existem em m édia 4S1 quadrigra
mas em  cada domínio de experiéncia depois da aplicaçáo de 
sobreamostragem.

Aplicando-se a teícnica SMOTE para balanceam ento de 
classes no m odelo de classificaçáo Gaussian Naive Bayes  tem- 
se a m atriz de confusáo apresentada na F ig .ló . N esta seçáo 
foi usada a técnica de validaçáo cruzada com  o num ero de 
SO partiçoes (k = SO) na base de dados para aum ento do 
desem penho dos m odelos de classificaçáo, pois de um  modo 
geral, quanto m aior o valor de k, m aior a precisáo na validaçáo 
cruzada [20].

A justando-se os hiperparâm etros para cada m étodo de 
classificacáo, foram usadas as faixas de valores de hiper- 
parám etros de acordo com  a Tab. XII. Os valores usados tém 
com o referéncia os trabalhos apresentados pelos autores E. 
Elgeldawi et al. [42], J. N. v. Rijn et al. [4B] e N. Luaran et 
al. [44]

Tabela XII
Tabela com faixas de valores de hiperparAmetros para cada 

mêtodo de classificacAo

Meítodo de 
classificacão

Parãmetro Min/Atributos Max Passo

Gaussian Naive 
Bayes

var_smothing lxlO-2 lxlO-15 xlO-1

SVM C O,l 1.000 xlO
Gamma l O.OOOl %1G
Kernel RBF -- --

Bi-LSTM Camadas
Ocultas

4 8 xl 2

Tamanho
batch

4 8 xl 2

Eí pocas lO lOO +4S
Dropout Rate O O.4 xlO1

No resultado da F ig .ló  foram utilizadas as técnicas SMOTE,

validacao cruzada k-Fold  (k = 50) e ajuste de hiperparâmetros 
com  o m odelo de classificacao Gaussian Naive Bayes.

Figura 16. Matriz de Confusao com base de dados balanceada usando 
SMOTE, validacao cruzada k-fold (k = 50) e ajuste de hiperparâmetros para 
modelo Gaussian Naive Bayes.

N a Fig.16 observa-se que em 530 quadrigram as de A pren
dizagem, 398 foram classificados corretam ente neste domínio, 
114 classificados erroneam ente no domínio do Entretenim ento 
e 18 no dom ínio de Estetica. Em  243 quadrigram as de Entrete
nimento, 207 foram  classificados corretam ente neste domínio, 
17 classificados erroneam ente no dom ínio de Aprendizagem  
e 19 no dom ínio de Estetica. Em  539 quadrigram as de 
Estetica, 406 foram  classificados corretam ente neste domínio, 
29 classificados erroneam ente no dom ínio de Aprendizagem  e 
104 no dom ínio de Entretenim ento. Em  492 quadrigram as de 
Evasao, 451 foram  classificados corretam ente neste domínio, 
7 classificados erroneam ente no dom ínio de Aprendizagem , 
26 no domínio de Entretenim ento e 8 no domínio de Estetica.

N a Tab.XIII sao m ostrados os resultados de acordo com  as 
m etricas para avaliacao do desem penho do m odelo Gaussian  
Naive Bayes, bem  com o cada domínio de experiencia, com  
SMOTE, validacao cruzada K-Fold  (k = 50) e e ajuste de 
hiperparametros.

Tabela XIII
M Etricas para avaliacao  de desempenho do modelo de 

CLASSIFICACAO GAUSSIAN NAIVE BAYES, VALIDACAO CRUZADA 
K-FOLD (K = 50) E AJUSTE DE HIPERPARÂMETROS

Domínios da experiencia Precisão Recall Fl-Score
Educaçáo/Apréndizado 7S% 88% 8l%
Entretenimento 8S% 4ó% ó0%
Estética/Contemplaçáo 7S% 9O% 82%
Evasáo/Escapismo 92% 100% 9ó%
MEDIA 82% 81% 80%

Observa-se que a precisao do m odelo foi 82%, recall de 
81% e F1-score de 80%. Sendo que, de acordo com  ajuste de 
hiperparametros obteu-se o valor de 0,0001 para o param etro
Smoothing.



Como m ostrado na Fig.17 foram  usadas as tecnicas 
SMOTE, validacao cruzada k-fold  (k = 50) e ajuste de hi
perparam etros com  o m odelo de classificacao SVM.

Figura 17. Matriz dé Confusao çom base dé dados balançeada usando 
SMOTE, validaçao çruzada k-fold (k = S0) é ajusté dé hiperparametros para 
modelo SVM.

N a Fig.17 observa-se que em 439 quadrigram as de Apren
dizagem, 370 foram  çlassifiçados çorretam ente neste domínio 
S8 çlassifiçados erroneam ente no domínio do Entretenim ento 
e 11 no dom ínio de Estétiça. Em  491 quadrigram as de Entrete
nimento, 373 foram çlassifiçados çorretam ente neste domínio, 
7S çlassifiçados erroneam ente no dom ínio de Aprendizagem  e 
43 no dom ínio de Estétiça. Em  422 quadrigram as de Estétiça, 
396 foram  çlassifiçados çorretam ente neste domínio, 6 çlassi
fiçados erroneam ente no domínio de Aprendizagem  e 20 no 
dom ínio de Entretenim ento. Em  4S2 quadrigram as de Evasao, 
4S1 foram çlassifiçados çorretam ente neste dom ínio e 1 no 
dom ínio de Estétiça.

N a Tab.XIV sao mostrados os resultados de açordo çom  as 
métriças para avaliaçao do desem penho do m odelo SVM, bem  
çom o çada domínio de experiénçia, çom  SMOTE, validaçao 
çruzada k-fold  (k = S0) e ajuste de hiperparametros.

Tabela XIV
M Etricas PARA AVALIACAO de desempenho do modelo de 

classificacao  SVM com SMOTE, validacAo cruzada K-FOLD (k = 
S0) E a ju s te  de hiperparAmetros

Domínios da experiencia Precisão Recall Fl-Score
Eduçaçao/Aprendizado 84% 82% 83%
Entretenimento 76% 83% 79%
Estétiça/Contémplaçao 94% 88% 91%
Evasao/Esçapismo 100% 100% 100%
MEDIA 88% 88% 88%

Observa-se que a precisao do m odelo foi 88%, recall de 
88% e F1-score de 88%. Sendo que, de acordo com  ajuste 
de hiperparametros obteu-se o valor de 10 para o parametro 
Penalidade (C), valor de 0,1 para o parâm etro Gamma e 
argumento Radial Basis Function (RBF) para o parametro 
Kernel.

N a confecção do m odelo de rede neural Bi-LSTM , 
nao foi possível usar a  tecnica de balanceam ento de 
classes denom inada SMOTE, porem  foi utilizada um a 
tecnica na qual realizou-se a sobream ostragem  dos domínios 
minotarios, que sao: dom ínio da Educacao/Aprendizado, 
Estetica/Contem placao e Evasao/Escapism o. Os dados exce
dentes do domínio m ajoritário (Entretenimento) foram subs
tituídos de m aneira ram dom ica por dados de domínios m i
notarios, ate que todos os domínios tivessem a m esm a quan
tidade de dados.

Com o m ostrado na Fig.18 foram  usadas as tecnicas de 
sobreamostragem, validacao cruzada k-fold  (k = 50) e ajuste 
de hiperparam etros com  o m odelo de classificacao Bi-LSTM .

Figura 18. Matriz dé Confusao çom base dé dados balançeada usando as 
téçniças dé sobreamostragém, validaçao çruzada k-fold (k = S0) é ajusté dé 
hiperparametros para o modélo Bi-LSTM.

N a Fig.18 observa-se que em 4S1 quadrigram as de A pren
dizagem, 406 foram çlassifiçados çorretam ente neste domínio, 
3S çlassifiçados erroneam ente no domínio do Entretenimento, 
8 no dom ínio de Estétiça e 2 no dom ínio de Evasao. Em  
4S1 quadrigram as de Entretenim ento, 314 foram  çlassifiçados 
çorretam ente neste domínio, 76 çlassifiçados erroneam ente no 
dom ínio de Aprendizagem , 40 no dom ínio de Estétiça e 21 
no domínio de Evasao. Em  4S1 quadrigram as de Estétiça, 
419 foram  çlassifiçados çorretam ente neste domínio, 13 çlas
sifiçados erroneam ente no dom ínio de Aprendizagem , 16 no 
dom ínio de Entretenim ento e 3 no dom ínio de Evasao. Em  4S1 
quadrigram as de Evasao, 370 foram  çlassifiçados çorretam ente 
neste domínio, 21 çlassifiçados erroneam ente no dom ínio de 
Aprendizagem , S3 no dom ínio de Entretenim ento e 7 no 
dom ínio de Estétiça.

N a Tab.XV sao m ostrados os resultados de açordo çom 
as m étriças para avaliaçao do desem penho do m odelo Bi- 
LSTM , bem  çom o çada dom ínio de experiénçia, çom  validaçao 
çruzada k-fold  (k = S0).

Observa-se que a preçisao do m odelo foi 84%, recall de 
84% e F l-score  de 84%. Sendo que, de açordo çom  ajuste 
de hiperparam etros obteu-se o valor de 20 époças, 20% de



Tabela XV
M étricas para avaliacAo de desempenho do modelo de 

classificacA o Bi-LSTM com SMOTE, validacAo cruzada K-FOLD 
(k = 50) é a ju s te  de hiperparAmétros

Domínios da experiência Precisão Recall F1-Score
Educação/Aprendizado 79% 90% 84%
Entretenimento 75% 70% 72%
Estetica/Contemplação 88% 93% 91%
Evasão/Escapismo 93% 82% 87%
MEDIA 84% 84% 84%

dropout, 8 unidades na cam ada LSTM  bidirecional, batch size 
ou tam anho de lote de 4 unidades.

D. D iscussões

A m etrica principal de desem penho de cada m odelo usada 
neste trabalho foi o F1-Score, usando com o parâm etros a 
precisao e o recall. Com parando-se a m edia de precisao, 
recall e o F1-Score para cada m odelo de classificacao com 
os m elhores resultados obtidos, tem -se o resultado m ostrado 
na tabela Tab. XVi.

Tabela XVi
Melhores resultados obtidos cada modelo de classificacao de

QUADRIGRAMAS DE ACORDO COM AS MÉTRICAS DE AVALIACAO 
PRECISAO, RECALL é F1-SCORE

Modelo de classificacão Precisão Recall F1-Score
Gaussian Naive Bayes 82% 81% 80%
SVM 88% 88% 88%
Bi-LSTM 84% 84% 84%

observa-se que o m elhor desempenho foi obtido pelo m o
delo com  redes neurais do tipo SVM  para classificacao de 
quadrigram as, com  F1-Score de 88%, se com parado com  os 
modelos de aprendizado Gaussian Naive Bayes e Bi-LSTM .

D e acordo com  os resultados obtidos nas Tab. XIII, Tab. 
XIV  e Tab. XV, observa-se que os m odelos apresentados 
obtiveram resultados semelhantes, poreím o m odelo Gaussian  
Naive Bayes teve o m enor desempenho.

D e acordo com  Yi Ying [45], o m odelo de rede neural 
SVM  tem  um a boa capacidade de generalizar características 
de alta dim ensao de espacos, nao exigindo-se a selecao de 
características.

Segundo T. Joachim s [46], em aprendizagem  de classifica
dores de texto, e preciso lidar com  muitas (mais de 10.000) 
características. Com o os m odelos SVM s usam protecao contra 
overfitting, esses nao dependem  necessariam ente do num ero 
de características, eles tem  o potencial para lidar com  esses 
grandes espacos de características.

D e acordo com  T. Joachim s [46], um  bom  classificador 
deve com binar muitas características e a selecao agressiva 
de características pode resultar em perda de informacoes, 
sendo assim  os m odelos SVM s tem  poucas características 
irrelevantes.

T. Joachim s [46] relata que os SVM s  sao adequados para 
problem as com  conceitos densos e instancias esparsas e que

a m aioria dos problem as de categorizaçao de texto sao line
arm ente esparsos. Contudo, a  ideia de SVMs e encontrar tais 
separadores lineares, polinom iais, RBF, etc.

Sendo assim, os argumentos apresentados por T. Joachim s 
[46] fornecem  evidencias teóricas de que os SVMs devem ter 
um  bom  desem penho para categorizacao de texto.

Entretanto, dentro do contexto de classificacao de texto com 
classificador Gaussian Naive Bayes, foi obtido um  desem pe
nho equiparavel com  o resultado do m odelo SVM.

Assim  sendo, segundo Anderson de Rezende Rocha [47], 
os classificadores Naive Bayes funcionaram  m uito bem  em 
muitas situacoes complexas do m undo real. U m a vantagem 
do classificador Naive Bayes e que ele requer apenas um a 
pequena quantidade de dados de treinam ento para estimar 
os param etros (medias e variancias das variaveis) necessarios 
para a classificacao. Outro fator sao as d is t r ib u é e s  de ca
racterísticas condicionais de classe, o que significa que cada 
distribuicao pode ser estim ada independentem ente com o um a 
distribuicao unidim ensional.

Entretanto, a poderosa capacidade do LSTM  de extrair 
inform acoes avancadas de texto desem penha um  papel im 
portante na classificacao de texto. O escopo de aplicacao de 
LSTM s tem  se expandido rapidam ente nos ultimos anos, e 
muitos pesquisadores propuseram  m uitas m aneiras de renovar 
LSTM s para m elhorar ainda mais a sua precisao [48].

Os m odelos LSTM  podem  capturar dependencias de longo 
prazo entre sequencias de palavras, portanto, sao mais usados 
para classificacao de texto [33].

A rede neural B i-LSTM  e com posta por unidades LSTM  
que operam  em ambas as direcoes para incorporar informacoes 
de contexto passadas e futuras. O Bi-LSTM  pode aprender 
dependencias de longo prazo sem reter inform acoes de con
texto duplicadas [49]. Portanto, tem  dem onstrado excelente 
desem penho para problem as de m odelagem  sequencial e e 
am plam ente utilizado para classificacao de textos [33].

Nas figuras Fig. 19 e Fig. 20 sao m ostrados os graficos 
de precisao e perda do m odelo Bi-LSTM  com  sobreamos- 
tragem, validacao cruzada K-FOLD  (k = 50) e ajuste de 
hiperparametros. N a Fig. 19 e observado que a precisao em 
treinam ento atinge quase 100% em  poucas epocas de treina
m ento, enquanto que no cenário de validacao (10% da base 
de dados) e obtido em torno de 60% de precisao. Verificando 
o grafico de perda na Fig. 20, observa-se que a perda no 
treinam ento do m odelo Bi-LSTM  e m enor que na validacao, 
tam bem  e possível observar que a partir de um  ponto específico 
a m edida que a perda no treinam ento dimunui, a  perda na 
validacao aum enta drasticamem te.



Figura 19. Grafico de precisao do modelo de classificaçao Bi-LSTM em 
funçao do número de epocas de treinamento do modelo de classificacao Bi- 
LSTM com sobreamostragem de dados, validacao cruzada K-FOLD (k = 50) 
e ajuste de hiperparâmetros.

Figura 20. Grafico de perda do modelo de classificacao Bi-LSTM em funcao 
do numero de epocas de treinamento do modelo de classificacao Bi-LSTM 
com sobreamostragem de dados, validacao cruzada K-FOLD (k = 50) e ajuste 
de hiperparâmetros.

De acordo com Xue Ying [50], esse comportamento se 
da por uma desaceleracao na velocidade de aprendizagem. 
Isso significa que a precisao dos algoritmos para de melhorar 
depois de algum ponto, ou ateí piora por causa do aprendizado 
de ruído.

Segundo Xue Ying [50], quando o modelo de rede neural 
nao generaliza bem a partir de dados observados para dados 
nao vistos, isso e chamado de overfitting. Devido a existencia 
de overfitting, o modelo funciona perfeitamente no conjunto 
de treinamento, enquanto se ajusta mal no conjunto de teste. 
Isso se deve ao modelo superajustado ter dificuldades em 
lidar com partes das informacoes no conjunto de teste, o que 
pode ser diferente do conjunto de treinamento. Por outro lado, 
modelos superajustados tendem a memorizar todos os dados, 
incluindo ruído inevitaível no conjunto de treinamento, em vez 
de aprender a disciplina escondida atras dos dados.

As causas desse fenômeno podem ser complicadas. Geral
mente, e possível categoriza-los em tres tipos: 1) Aprendizado 
de ruído no conjunto de treinamento; 2) Complexidade da

hipotese; e 3) Multiplos procedimentos de comparacao que 
sao onipresentes em algoritmos de inducao, bem como em 
outros algoritmos de inteligencia [50].

Para solucionar o problema de overfitting, o autor Xue 
Ying [50] lista algumas abordagens para lidar com esse 
problema, que sao: aplicacao de early-stopping, reducao do 
tamanho da rede neural, expansao dos dados de treinamento 
e regularizacao, em especial das características dos dados.

Os dados nao estão em equilíbrio no que tange a quantidade 
de dados por classe, necessitando-se da aplicacao de tecnicas 
para balanceamento entre as classes (domínios). Como nao foi 
possível aplicar a tecnica SMOTE para o modelo Bi-LSTM, 
optou-se pela sobreamostragem de dados minotarios da base, 
substituindo-os randomicamente na classe majoritaíria. Esse 
ponto certamente pode ser melhorado em trabalhos futuros, 
usando uma base de dados maior, com dados mais variados e 
devidamente balanceados entre as classes.

Como relatado por Xue Ying [50] a base de dados de treina
mento pode ser expandida ao ponto que algumas abordagens 
podem ser tomadas: 1) Adquirir mais dados de treinamento;
2) Adicionar algum ruído aleatorio ao conjunto de dados 
existente; 3) Recuperar alguns dados do conjunto de dados 
existente atraves de algum processamento; 4) Produzir alguns 
novos dados com base na distribuicao do conjunto de dados 
existentes.

Segundo Xue Ying [50], o modelo de rede neural pode 
ser reduzido, pois ruídos podem estar inseridos nos dados, 
reduzindo o modelo de rede neural consequentemente dimi- 
nuira os ruídos inseridos na rede, que consequentemente sao 
memorizados a medida que as camadas ocultas tratam os 
dados. Tambem e fundamental encontrar o melhor equilíbrio 
entre precisao e consistencia, observando a variancia e vieses 
dos dados de entrada.

De acordo com Xue Ying [50], e necessario a regularizacao 
entre o numero de características dos dados que realmente 
influenciam no desempenho do modelo e a diminuicao de 
caracterísiticas que tem menor impacto. Algumas solucoes 
para essa regularizacao sao citadas: 1) Selecionar apenas as 
características uteis e remover as características inuteis do 
modelo; 2) Minimizar os pesos das características que pouco 
influenciam na classificacao final.

Contudo, observou-se uma significante melhoria de desem
penho dos modelos Gaussian Naive Bayes, SVM e Bi-LSTM 
usando tecnicas de sobreamostragem de dados, validacao 
cruzada e ajuste de hiperpârâmetros.

E. Trabalhos futuros
Para trabalhos futuros, primeiramente, sugere-se coletar 

mais dados para treinamentos e testes dos modelos. Contudo, 
eí importante que a quantidade de dados por domínio de 
experiencia esteja balanceada, desta forma, suprimi-se vieses 
dentro dos dados.

Aprender com conjuntos de dados de tamanho limitado eí 
extremamente desafiador e, por esse motivo, em grande parte 
sem solucao. Poucos trabalhos tentaram abordar o problema 
da formacao de arquiteturas de aprendizado profundo com



um  pequeno nUmero de am ostras devido a dificuldade de 
generalizaçao para novas instancias [51].

N ao e um a boa pratica usar dados desbalanceados para 
treinam ento de modelos de redes neurais, porem  o treinamento 
dos m odelos de classificacao com  dados desbalanceados foram 
feitos para fins de com paracao com  outras tecnicas de in- 
teliencia artificial, avaliando-se as melhorias que essas tecnicas 
trazem  em  relacao ao desem penho de cada m odelo em termos 
de precisao. Observou-se um a grande m elhoria na precisao 
usando balanceam ento de dados para classificacao de textos 
com  inteligencia artificial. Entretanto, outras alternativas que 
podem  ser testadas e a  supressao dos dados m inoritários, como 
no domínio da Evasao, que tem baixa influencia na precisao 
de um  modelo, ou estabelecer um  lim ite de corte m ínim a 
nos dados para cada domínio de experiencia, dim inuindo a 
discrepancia dos dados em termos de quantidade.

Como visto neste trabalho, a  m edida que novos dados sao 
inseridos nos m odelos de redes neurais, a depender do m odelo 
de classificacao de texto, o desem penho aum enta, tendo em 
vista as meítricas apresentadas.

Outro fator que pode ser explorado e a validacao cruzada, 
pois aum entando o num ero de particoes, e possível observar 
o aum ento do desempenho, porem  o tempo para treinamento 
da rede neural aum enta consideravelmente.

O ajuste de hiperparam etros para cada m odelo tam bem  pode 
ser revisto, entretanto, cada m odelo tem  seus parametros, que 
podem  ser iniimeros. Portanto, e necessario utilizar um a gam a 
de param etros que sao, de fato, revelantes para cada modelo.

Por fim, sugere-se o uso de outros tipos de redes neurais que 
se adequem  m elhor a natureza da classificacao de quadrigra
mas, entre eles pode-se citar: CNN-LSTM, GRU (Gate Recur
rent Unit), B E R T (Bidirectional Encoder Representations from  
Transformers), CNN (Convolutional N eural Network), algumas 
delas listadas por Om er Koksal [29].
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