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RESUMO 
 

A cárie dentária é a segunda doença que mais acomete a saúde dos 
seres humanos e a detecção de suas lesões pode representar um desafio para 
os clínicos, especialmente em seus estágios iniciais. A alta variabilidade dos 
aspectos clínicos das lesões cariosas, a subjetividade dos índices utilizados para 
a sua classificação e as limitações nos exames complementares de diagnóstico 
são fatores que podem dificultar a detecção precoce da doença. Nesse contexto, 
algoritmos de inteligência artificial, como as Redes Neurais Convolucionais 
(CNNs) de aprendizado profundo podem desempenhar um importante auxílio na 
detecção das lesões cariosas, tornar as decisões clínicas mais rápidas e 
aumentar a assertividade dos tratamentos propostos. Neste trabalho, é 
investigada a eficiência de uma CNN para classificar padrões de higidez e de 
lesões iniciais de cárie dentárias, bem como a aplicabilidade das redes no auxílio 
ao diagnóstico da cárie dentária. Para isso, foram selecionados 2.481 dentes 
posteriores extraídos, sendo 2.459 permanentes e 22 decíduos, com diferentes 
estágios de lesões de cárie dentária, de acordo com o segundo código do 
Sistema Internacional de Detecção e Avaliação de Cárie (ICDAS). Após a 
avaliação clínica e a identificação, as superfícies oclusais dos dentes foram 
fotografadas com câmera digital profissional, a fim de obter dados para 
aprendizagem da CNN. A base de treinamento e validação da rede foi composta 
por 8.549 imagens de treinamento e 200 imagens de validação, totalizando 8.749 
imagens. Já a base de teste foi formada por 140 fotos, não utilizadas no 
treinamento, sendo 70 de dentes hígidos (ICDAS-0) e 70 de dentes com lesões 
iniciais de cárie dentária (ICDAS-2). A rede treinada (VGG-19) apresentou 0,879 
de acurácia, 0,827 de sensibilidade, 0,949 de precisão e F1-Score de 0,887. Para 
verificar o desempenho da VGG-19 no auxílio ao diagnóstico das lesões iniciais 
de cárie dentária, três examinadores (um aluno de graduação – AG, um 
cirurgião-dentista recém-graduado - CG e um especialista em odontopediatria - 
EO) realizaram o diagnóstico de cárie dentária, de maneira cega e independente, 
nas 140 fotografias da base teste (fase I). Em um segundo momento (fase II), os 
examinadores reavaliaram os mesmos dentes, dispondo dos resultados de 
detecção da CNN. Na fase I a acurácia dos examinadores foi de AG=0,543, 
CG=0,771 e EO=0,807, já na fase II foi de AG=0,679, CG=0,886 e EO=0,857. O 
número de acertos foi significativamente maior comparando as Fases I e II para 
todos os examinadores (Teste de McNemar, P<0,005). Com base nestes 
resultados, conclui-se que a VGG-19 apresenta bom desempenho tanto na 
detecção de padrões de higidez e de lesões cariosas iniciais em superfícies 
oclusais, quanto no auxílio ao diagnóstico de lesões iniciais de cárie dentária. 
 
Palavras-chave: cárie dentária; aprendizado profundo; rede neurais. tomada  

de decisão clínica. 

 

 

 
 



ABSTRACT 
 

Dental caries is the second disease that most affects the health of human 
beings, and the detection of it is lesions can represent a challenge for clinicians, 
especially in it is initial stages. The high variability of the clinical aspects of carious 
lesions, the subjectivity of the indices used for their classification, and the 
limitations in complementary diagnostic tests are factors that may hinder the early 
detection of the disease. In this context, artificial intelligence algorithms such as 
deep learning Convolutional Neural Networks (CNNs) may play an important role 
in the detection of carious lesions, to make clinical decisions faster and to 
increase the assertiveness of proposed treatments. In this work, the efficiency of 
a CNN to classify patterns of health and initial lesions of dental caries is 
investigated, as well as the applicability of networks in aiding the diagnosis of 
dental caries. For this, 2,481 extracted posterior teeth were selected, 2,459 
permanent and 22 deciduous, with different stages of dental caries lesions, 
according to the second code of the International System for Detection and 
Evaluation of Caries (ICDAS). After clinical evaluation and identification, the 
occlusal surfaces of the teeth were photographed with a professional digital 
camera to obtain data for CNN learning. The training and validation base of the 
network was composed of 8,549 training images and 200 validation images, 
totaling 8,749 images. The test base was formed by 140 photos not previously 
used, 70 of healthy teeth (ICDAS-0) and 70 of teeth with initial lesions of dental 
caries (ICDAS-2). The trained neural network (VGG-19) presented 0.879 of 
accuracy, 0.827 of sensitivity, 0.949 of precision and F1-Score of 0.887. To verify 
the performance of the VGG-19 in aiding the diagnosis of initial lesions of dental 
caries, three examiners (being an undergraduate student=AG, a newly graduated 
dental surgeon=CG and a specialist in Pediatric Dentistry=EO) performed the 
diagnosis of dental caries, blindly and independently, in the 140 photographs of 
the test base (phase I). In a second moment (phase II), the examiners reassessed 
the same teeth, having the CNN detection results available. In phase I, the 
examiners' accuracy was AG=0.543, CG=0.771 and EO=0.807, while in phase II 
it was AG=0.679, CG=0.886 and EO=0.857. The number of correct answers was 
significantly higher comparing Phases I and II for all examiners (McNemar Test, 
P<0.005). Based on these results, it is concluded that VGG-19 performs well both 
in the detection of health patterns and initial carious lesions on occlusal surfaces, 
and in aiding the diagnosis of initial dental caries lesions 
 

Key-words: dental caries; deep learning; neural networks, computer; clinical 

 decision-making. 
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1 INTRODUÇÃO 
 

A cárie dentária é a segunda doença que mais acomete a saúde dos 

seres humanos (GBD, 2018) e sua etiologia é multifatorial e dinâmica (LIMA, 

2007). O aparecimento das lesões cariosas é resultado de um desequilíbrio entre 

os processos de des e remineralização dos tecidos duros do dente (KIDD; 

FEJERSKOV, 2004), determinado pelo consumo frequente de alimentos 

contendo açúcar, associado à uma higiene bucal deficiente (LIMA, 2007). 

Fatores socioeconômicos e demográficos, como a desnutrição, a falta de acesso 

ao flúor, a baixa renda e a escolaridade familiar (KIRTHIGA et al., 2019; ZHOU 

et al., 2012); e biológicos, como a predisposição genética (OPAL et al., 2015), o 

alto índice de bactérias cariogênicas - como o Streptococcus mutans1 (SOUNAH; 

MADFA, 2020) - e a presença de defeitos de desenvolvimento de esmalte 

(COSTA et al., 2017), têm sido apontados como fatores moduladores do 

desenvolvimento da doença.  

Por não regredir espontaneamente e nem ser passível de cura por 

intervenções farmacológicas de curto prazo, as lesões cariosas podem trazer 

efeitos negativos na qualidade de vida dos indivíduos (GARCÍA-PÉREZ et al., 

2017; LACERDA et al., 2008; MOTA-VELOSO et al., 2016; ONORIOBE et al., 

2014; RAMOS-JORGE et al., 2014; SCARPELLI et al., 2013; SHEIHAM et al., 

2001), sendo o principal motivo da dor de origem dentária (BOEIRA et al., 2012; 

BRASIL, 2012; LACERDA et al., 2008). Além disso, como consequência da 

progressão da doença, pode ocorrer dificuldade mastigatória, diminuição do 

apetite, perda de peso, dificuldade para dormir (ARROW, 2013; BOEIRA et al., 

2012; GOUVÊA et al., 2018), alteração no comportamento, diminuição do 

rendimento escolar (KAEWKAMNERDPONG; KRISDAPONG, 2018), e 

absenteísmo no trabalho (GOUVÊA et al., 2018; LACERDA et al., 2008). 

Clinicamente, a cárie dentária pode apresentar lesões de diferentes 

aspectos, de acordo com seu estágio de desenvolvimento, e, portanto, 

demandar diferentes tipos de intervenções (OMS, 2013). As manchas brancas 

iniciais, consideradas lesões reversíveis, são passiveis de inativação através de 

Streptococcus mutans
Streptococcus



procedimentos não-invasivos de prevenção (PITTS et al., 2019). As cavidades, 

por outro lado, como há perda de estrutura dentária, requerem procedimentos 

operatórios de média à alta complexidade, dependendo da profundidade da 

lesão. Neste sentido, somados à importância do diagnóstico da carie dentária 

frente a sua alta prevalência e o seu impacto na saúde e no bem-estar dos 

indivíduos, a detecção precoce e o estabelecimento do correto estágio da lesão 

tornam-se fundamentais para a elaboração de um plano de tratamento mais 

adequado e conservador (MACHIULSKIENE et al., 2019). 

O principal método diagnóstico utilizado para a detecção de lesões 

cariosas é o exame visual, realizado em consultório sob luz artificial e com auxílio 

de sonda exploradora de ponta romba (OMS, 2013). Além de ser um método 

confiável, não-invasivo, de custo acessível e de rápida execução, esse exame 

permite a detecção de lesões em seus estágios iniciais (GOMES et al., 2015; 

MARINHO; PEREIRA, 1998). Ademais, diferente de outros métodos de 

diagnóstico, o exame visual permite a avaliação da atividade, profundidade e do 

potencial de retenção das lesões cariosas (MACHIULSKIENE et al., 2020). Para 

preservar a sensibilidade e o alto grau de especificidade desse método, alguns 

sistemas têm sido desenvolvidos, a fim de diminuir a influência da experiência 

do clínico durante a sua execução (CLOVIS et al., 2012; MANSKI; PARKER, 

2010). O índice do Sistema Internacional de Detecção e Avaliação de Cárie 

(ICDAS), proposto por Ismail (ISMAIL et al., 2007) tem sido amplamente 

utilizado, pois possibilita a avaliação das superfícies dentárias hígidas e 

cariadas, diferenciando as lesões cariosas desde seus estágios iniciais até os 

mais graves, já que abrange diversos aspectos clínicos e proporciona uma visão 

completa da real situação do dente. Ademais, a literatura demonstra que o 

ICDAS possui uma precisão diagnóstica equiparável ao exame histológico para 

detecção de cáries oclusais (ALLA; MESSIRY, 2020; CARVALHO et al., 2018).  

Apesar dos benefícios da sistematização do exame clínico através de 

critérios bem estabelecidos, a acurácia do índice ICDAS depende diretamente 

da expertise do clínico e da realização de treinamentos prévios (ISMAIL et al., 

2007). Para diminuir a interferência da subjetividade do clínico durante a 

realização do exame visual, alguns métodos diagnósticos auxiliares são 

amplamente utilizados na detecção da cárie dentária (SOARES et al., 2012). Há 

algumas décadas, a Odontologia lança mão das radiografias, das tomografias, 



da transiluminação e do exame histológico como exames complementares 

(GOMEZ, 2015). Contudo, esses métodos apresentam importantes limitações 

inerentes à sua aplicabilidade clínica, visto seus custos, seus processos e sua 

baixa efetividade na detecção de lesões cariosas nos estágios mais iniciais 

(FOROS et al., 2021). As radiografias e as tomografias, por exemplo, apesar de 

serem métodos auxiliares comuns da prática clínica, demandam uma 

aparelhagem específica e, portanto, requerem investimento financeiro 

expressivo do clínico. Esses métodos apresentam alta sensibilidade na detecção 

de lesão de cárie dentinária, porém não são eficazes no auxílio ao diagnóstico 

de manchas brancas e cavidades superficiais, pois possuem baixa sensibilidade 

para a detecção de lesões iniciais em esmalte (FOROS et al., 2021). Além disso, 

quando se trata da detecção de lesões cariosas oclusais, o exame radiográfico 

torna-se muitas vezes ineficiente em razão das sobreposições das cúspides 

(DAYO et al., 2021). Por outro lado, a transiluminação com radiação 

infravermelho mostra bons resultados em lesões cariosas oclusais, entretanto 

não apresenta mais benefícios que os métodos visual ou radiográfico, tornando 

o investimento para sua utilização, muitas vezes, injustificável para o clínico 

(LUSSI et al. 1999).  

O diagnóstico precoce requer procedimentos capazes de detectar as 

primeiras alterações no conteúdo mineral do dente de forma objetiva e simples, 

permitindo a quantificação e o acompanhamento das lesões ao longo do 

tratamento.  Neste cenário, nota-se que nos últimos anos houve um crescente 

interesse da comunidade científica odontológica pelo desenvolvimento de 

algoritmos de inteligência artificial (IA) de aprendizado profundo, como as Redes 

Neurais Convolucionais (CNN), para auxiliar o clínico na detecção de lesões 

cariosas, desde os seus estágios mais iniciais (HWANG et al., 2019; LITJENS et 

al., 2017; MOHAMMAD-RAHIMI et al., 2022; SCHWENDICKE et al., 2019; SHAN 

et al., 2021). Os algoritmos de aprendizado profundo são treináveis e mostram-

se capazes de detectar padrões e classificar alterações, de maneira autônoma, 

através da extração de informações de uma imagem, como a forma, a iluminação 

e a distribuição de cor (SCHMIDHUBER, 2015). 

Diferentes imagens odontológicas podem ser utilizadas para a 

aprendizagem das CNNs, como as radiografias (KARIMIAN et al., 2019; LEE et 

al., 2018) e as imagens de transiluminação infravermelha (CASALEGNO et al., 



2019; SCWENDICKE et al., 2019), porém são as fotografias odontológicas 

aquelas que se aproximam mais do exame visual, considerado o melhor método 

diagnóstico de lesões cariosas iniciais (BOTTENBERG et al., 2016). Entretanto, 

a avaliação do desempenho de CNNs treinadas a partir de fotografias 

odontológicas para detecção da cárie dentária ainda é incipiente na Odontologia 

(MOHAMMAD-RAHIMI et al., 2022), sendo que, ao nosso conhecimento, apenas 

oito estudos abordaram esse tema (ASKAR et al., 2021; DING et al., 2021; 

KÜHNISCH et al., 2021; LI et al., 2021; PARK et al., 2022; RASHID et al., 2022; 

ZANG et al., 2022; ZHANG et al., 2020) e somente dois avaliaram o desempenho 

das redes na detecção de lesões cariosas iniciais (KÜHNISCH et al., 2021; LI et 

al., 2021). Apesar do interesse dos pesquisadores pela detecção automática da 

cárie dentária, nenhum dos estudos realizados avaliou a utilização do 

aprendizado profundo como método auxiliar no diagnóstico da doença, uma vez 

que não avaliaram o desempenho de examinadores com diferentes níveis de 

experiência clínica antes e após os resultados da rede.  Neste sentido, a 

eficiência das CNN na Odontologia deve ser mais explorada, através de 

amostras de dados mais robustas e com o treinamento de uma rede capaz de 

detectar as lesões cariosas iniciais, antes que a aprendizagem profunda possa 

representar um papel prático mais importante na elaboração de recomendações 

diagnósticas. 

Após o exposto, o presente trabalho propõe explorar a utilização do 

aprendizado profundo na classificação de padrões de higidez e na detecção de 

lesões cariosas iniciais tendo como base fotografias oclusais de dentes 

extraídos, bem como verificar o desempenho da rede como método de auxílio 

ao diagnóstico. Estes resultados permitirão aprimorar a utilização da IA na 

Odontologia possibilitando a sua aplicabilidade no auxílio ao diagnóstico de 

lesões iniciais cariosas e aumentar a assertividade do clínico. 

 

 

 

 

 

 

 



2 OBJETIVOS 
 
2.1 OBJETIVO GERAL 

 

Avaliar o desempenho de um algoritmo de aprendizado profundo na 

classificação e detecção de padrões de higidez e de lesões iniciais de cárie 

dentária, por meio do desenvolvimento e da utilização de uma base de imagens 

composta por fotografias oclusais de dentes extraídos. Buscando verificar a 

aplicabilidade do aprendizado profundo como método auxiliar no diagnóstico 

precoce de cárie dentária. 

 

2.2 OBJETIVOS ESPECÍFICOS 

 

 Criar uma base de imagens de fotografias oclusais com dentes extraídos 

classificados pelo índice do Sistema Internacional de Detecção e 

Avaliação de Cárie (ICDAS); 

 Analisar o comportamento da técnica de transferência de aprendizagem 

em uma CNN para classificar blocos de imagens de fotografias oclusais 

de dentes extraídos; 

 Analisar o desempenho da CNN aplicada ao contexto de detecção e 

classificação de fotografias dentárias; 

 Treinar e testar a CNN para a detecção e classificação automática dos 

padrões dentários de higidez e de lesões iniciais de cárie dentária em 

fotografias oclusais de dentes extraídos; 

 Avaliar o desempenho de uma CNN como método de auxílio ao 

diagnóstico na detecção de lesões cariosas iniciais. 

 

 

 

 

 

 

 



3 REVISÃO DE LITERATURA 
 

3.1 INTELIGÊNCIA ARTIFICIAL 

 

A IA é um subcampo da ciência da computação que tem como objetivo 

desenvolver algoritmos que tornem computadores capazes de detectar padrões 

de informações em dados e, por fim, converter essas informações em ações 

inteligentes (HAUGELAND, 1985). Apesar de ser um assunto extremamente 

atual (LITJENS et al., 2017), a temática de IA não é recente. Durante a Segunda 

Guerra Mundial, em 1943, Warren McCulloch e Walter Pitts apresentaram o 

conceito de redes neurais artificiais (RNA) (MCCULLOCH; PITTS, 1943) e, em 

1957, Frank Rosenblatt lançou a primeira RNA treinada para reconhecimento de 

padrões, intitulada de “Perceptron” (ROSENBLATT, 1958).  

Uma RNA é um algoritmo de IA, inspirado no cérebro dos seres 

humanos, composta por neurônios artificiais constituídos basicamente pelos 

seus pesos, bias e função de ativação2 (ROSENBLATT, 1958). Os neurônios 

artificiais são conectados entre si e organizados em sequência de modo que 

extraem informações de um dado bruto de entrada, reconhecem padrões 

contidos nele e produzem, cada um, uma sequência de ativações de valor real 

(SCHMIDHUBER, 2015). Estes dados vindos das ativações dos neurônios são 

repassados, ponderados e transformados a outros neurônios de acordo com a 

função utilizada pela rede (FIGURA 1). Este processo se repete até que a RNA 

esteja treinada e promova um sinal de saída e um neurônio de saída seja ativado, 

emitindo uma resposta e funcionando como um classificador binário linear 

(SCHMIDHUBER, 2015). Esse método de treinamento da rede utiliza 

conhecimentos empíricos comumente representados por um conjunto de 

exemplos rotulados, ou seja, exemplos de dados de entrada com marcações, 

associados com a respectiva saída esperada (LECUN et al., 2015).  

 

 
bias 

 



FIGURA 1 - MODELO DOS NEURÔNIOS UTILIZADOS NA RNA. 

FONTE: O AUTOR (2021), ADAPTADO DE HAYKIN (2001). 
 

Em 1959, o termo machine learning 3(ML) foi utilizado pela primeira vez, 

descrevendo uma rede capaz de processar informações, planejar e aprender de 

maneira autônoma, ou seja, sem que a máquina fosse treinada diretamente para 

essa função. Contudo, só após o advento da Internet, em meados dos anos 90, 

o desenvolvimento da IA foi acelerado. Em 1997, houve o primeiro grande feito 

da IA, quando uma máquina, utilizando um algoritmo de RNA, derrotou um 

homem em um jogo de xadrez. O enxadrista Garry Kasparov, campeão mundial, 

foi derrotado pelo computador Deep Blue, da International Business Machines 

Corporation (IBM). A máquina foi capaz de analisar possibilidades, prever os 

movimentos do adversário e, de maneira autônoma, tomar as melhores 

decisões.  

Nas décadas seguintes, a IA foi amplamente desenvolvida, em diversas 

áreas do conhecimento, a fim de aprimorar a performance das RNAs e tornar 

estes algoritmos cada vez mais aplicáveis no dia a dia das pessoas.  

 

3.2 APRENDIZADO PROFUNDO 

 

Em meados dos anos 2000, surge o conceito “deep learning” (DL), em 

português “aprendizado profundo”, para descrever o aprendizado dos algoritmos 

capazes de encontrar valores mais precisos na fase de treinamento da rede e, 

consequentemente, com melhor desempenho. O aprendizado profundo é um 

aprimoramento do próprio ML, uma vez que utilizam modelos capazes de extrair 

as características automaticamente e mais rapidamente (SCHMIDHUBER, 

2015).  



Diferente dos métodos de RNA tradicionais que pré-definiam descritores 

de características para representar dados de um problema, a aprendizagem 

profunda busca descobrir uma estrutura intrínseca em grandes quantidades de 

dados. Essa técnica utiliza algoritmos de aprendizagem multinível, em várias 

camadas de processamento, os quais transformam os dados de entrada brutos 

em um nível mais abstrato. Dessa forma, é possível representar os dados em 

múltiplos níveis de abstração, trazendo grandes avanços na resolução de 

problemas que a inteligência artificial não alcançou por muitos anos. 

(SCHMIDHUBER, 2015). 

Neste cenário, as técnicas de DL vêm sendo utilizadas em diversas 

áreas do conhecimento, por meio da extração e classificação de muitas 

informações oriundas de dados, como textos, sons e imagens. No 

automobilismo, as RNAs vêm sendo desenvolvidas com a finalidade da criação 

de carros autônomos, a fim de diminuir acidentes provenientes das falhas 

humanas. Na robótica, houve a criação de robôs assistentes, como os 

aspiradores de pó inteligentes e as caixas de som com reconhecimento vocal, 

capazes de responder perguntas e ativar outros eletrodomésticos, integrando 

digitalmente uma residência e otimizando o dia a dia das pessoas. Na área do 

reconhecimento visual, várias ferramentas foram desenvolvidas para tomar 

decisões através da extração de características e da classificação de padrões 

em imagens (SHAPIRO; STOCKMAN, 2000). Exemplo desta tecnologia são as 

câmeras digitais que podem realizar reconhecimento de face e algoritmos mais 

complexos que podem identificar outras estruturas e alterações do corpo 

humano (PRINCE, 2012).  

 

3.2.1 REDES NEURAIS CONVOLUCIONAIS 

 

Na área da saúde, o aprendizado profundo vem sendo introduzido no 

domínio da análise de imagens médicas e odontológicas, principalmente por 

meio do uso das Redes Neurais Convolucionais (CNN). A utilização das redes 

tem apresentado resultados promissores em várias aplicações, uma vez que, por 

meio do treinamento, as CNN podem detectar situações de normalidade e 

predizer situações de anormalidade de estruturas do corpo com exatidão e, 

consequentemente, auxiliar no diagnóstico precoce de doenças (HWANG et al., 



2019; LITJENS et al., 2017). Deng e Yu, entre vários conceitos propostos, 

definem as CNN como uma classe de técnicas de autoaprendizado profundo que 

exploram múltiplas camadas de processamento de informação não-linear para 

extração e transformação, para análise de padrões e classificação (DENG; YU, 

2013).  

As CNNs são projetadas para processar dados que vêm na forma de 

múltiplas matrizes, e são tipicamente treinadas de ponta a ponta de maneira 

supervisionada. Na FIGURA 2, estão representados os dois grandes estágios de 

uma CNN: a extração de características e a classificação. A camada de extração 

obtém características (Cor: camadas de cores vermelho, verde e azul - RGB; 

Forma: bordas, profundidade, altura e largura) que são genéricas até um 

determinado ponto e que são úteis para uma tarefa destino. Além disso, nesta 

camada, é possível extrair características independentemente da orientação 

rotacional de formas bidimensionais (2-D), pela arquitetura das camadas 

convolucionais. Em um segundo estágio, as camadas de classificação utilizam 

as características locais extraídas e armazenadas em vetores para executar a 

classificação da entrada da rede após a aplicação de um algoritmo de 

aprendizagem de máquina. O objetivo do procedimento de aprendizado é 

encontrar conjuntos de matrizes que extraiam boas características 

discriminativas para serem usadas na classificação de imagens (LITJENS et al., 

2017; ROSENBLATT, 1958; LECUN et al., 1998; LECUN et al., 2015). Dessa 

forma, a CNN é usada para extrair uma nova representação do conjunto de 

dados de destino, semelhante ao uso de um extrator de características para uma 

determinada entrada, o qual, obtém uma representação vetorial para cada 

amostra. 

 
FIGURA 2 - ESTÁGIOS DE UMA REDE CONVOLUCIONAL SIMPLIFICADA.

 
FONTE: O AUTOR (2021) ADAPTADA DE PEEMEN et al. (2011). 



A maior força das CNN está nas camadas de neurônios convolucionais, 

explorando a ideia de que estruturas semelhantes ocorrem em diferentes locais 

de uma mesma imagem (LECUN et al., 2015). A arquitetura dentro de uma CNN 

típica aplicada a imagem de um cão é apresentada na FIGURA 3. Como visto, a 

CNN é estruturada em uma série de estágios e na ilustração podem ser 

observados os primeiros estágios compostos pelas camadas convolucionais e 

de agregação (LECUN et al., 2015). Nos próximos itens serão descritas as 

características das camadas de convoluções e agregação. 
 

FIGURA 3 - DENTRO DE UMA REDE CONVOLUCIONAL 

 
FONTE: LECUN et al. (2015). 

 
3.2.1.1 Convoluções 

 

A CNN é composta pelas camadas de convoluções e o processo de 

convolução consiste em um conjunto de filtros treinados para reconhecer 

automaticamente as características da camada de entrada. O principal papel da 

convolução é extrair características preservando a relação espacial entre os 

pixels e aprendendo características da imagem. A convolução envolve a 

aplicação de um filtro, semelhante à uma matriz, que “desliza” sobre toda a 

imagem, gerando uma nova imagem como resultado. Os filtros definem uma 

pequena área, por exemplo, uma área de 3 x 3 ou 5 x 5 pixels e a aplicação 

desses filtros resulta em mapas de características, gerando as camadas de 

convoluções (LECUN et al., 2015) (FIGURA 4). 

 

 

 



FIGURA 4 - CONVOLUÇÃO EM UMA IMAGEM DE ENTRADA COM UM FILTRO 5x5. 

.  

FONTE: O AUTOR (2021) ADAPTADO DE LEE et al. (2014) 

 

Os pesos das camadas convolucionais são compartilhados entre os 

neurônios, levando os filtros a aprenderem padrões frequentes que ocorrem em 

qualquer parte da imagem. Dessa forma, as convoluções fazem com que a 

resposta de um neurônio individual aos estímulos dentro de seu campo receptivo 

possa ser aproximada matematicamente (LECUN et al., 2015).  O neurônio bias 

aumenta os graus de liberdade permitindo uma melhor adaptação da rede neural 

ao conhecimento que está sendo aprendido. A função ReLU é uma das mais 

utilizadas e é uma operação aplicada a cada pixel que substitui todos os valores 

de pixels negativos do mapa de características por zero, determinando um limiar 

em zero. Essa operação tem por objetivo introduzir a não-linearidade na CNN 

pois a maioria dos problemas reais trata-se de dados não lineares (LITJENS et 

al., 2017). 

 

3.2.1.2 Agregação 

 

As camadas de agregação adicionam robustez ao modelo, gerando um 

modelo invariante que aprende características da imagem independente da sua 

localização na imagem. 

O processo de agregação diminui a dimensionalidade de um mapa de 

características mantendo as informações mais importantes. De forma resumida, 

este processo consiste em deslizar uma janela quadrada de determinada 

dimensão (stride) sobre a imagem, de forma que não ocorra sobreposição das 



regiões (pooling). A FIGURA 5 mostra um exemplo de operação Max Pooling em 

um mapa de características.  

 
FIGURA 5 - OPERAÇÃO MAX POOLING. 

 
FONTE: O AUTOR (2021) ADAPTADA DE LI (2015). 

 

3.2.1.3 VGG-19 

 

A CNN VGG-19 foi proposta por Karen Simonyan e Andrew Zisserman 

em 2014 (SIMONYAN; ZISSERMAN, 2015) e pode ser empregada não só na 

classificação e tarefas de localização do ILSVRC4, mas também em conjuntos 

de dados de reconhecimento de imagens, mesmo utilizando pipelines5 relativa-

mente simples (SIMONYAN; ZISSERMAN, 2015). A entrada da rede recebe um 

tamanho fixo de imagem colorida (RGB) de 224x224, ou seja, formando uma 

matriz da forma (224,224,3). É feito um pré-processamento de subtração do va-

lor RBG médio calculado no conjunto de treinamento de cada pixel (SIMONYAN; 

ZISSERMAN, 2015). O processo inclui camadas de convolução com filtros de 

tamanhos 3x3 ou 1x1 e passo de convolução de 1 pixel, permitindo cobrir toda a 

região da imagem. A operação de max pooling é executada em uma janela de 

2x2 pixels, com passo 2 (SIMONYAN; ZISSERMAN, 2015). Esta operação visa 

reduzir a dimensionalidade das imagens mantendo informações relevantes. Ao 

final, a rede implementa três camadas totalmente conectadas, sendo as duas 

primeiras com tamanho de 4096 e a última de 1000, seguido da camada de soft-

max (SIMONYAN; ZISSERMAN, 2015). A Figura 6 apresenta a configuração de 

[s.d.]
pipeline



diferentes modelos da VGG, na qual a coluna “D” representa a VGG-16, que 

possui 138 milhões de parâmetros, enquanto a coluna “E” representa a VGG-19, 

com 144 milhões de parâmetros. Nessa figura, as camadas ReLU não são mos-

tradas por questão de brevidade (SIMONYAN; ZISSERMAN, 2015). 

 
FIGURA 6 – ARQUITETURA DE VARIAÇÕES DO MODELO VGG 

FONTE: SIMONYAN e ZISSERMAN (2015, p.3). 

 

3.2.2 MÉTRICAS DE AVALIAÇÃO DA APRENDIZAGEM 

 

Toda a aprendizagem da CNN é supervisionada, a fim de viabilizar a 

construção de um modelo de saídas esperadas e permitir a transferência de 

aprendizagem, possibilitando a generalização da atividade da rede. Ou seja, de 

modo que a rede consiga extrair e classificar informações a partir de qualquer 

dado de entrada sem que a CNN seja totalmente modificada para uma nova 

função (LU et al., 2015).  

Para atingir o aprendizado, uma CNN precisa passar por um processo 

de treinamento com atribuição de valores em muitos dados, que é uma tentativa 

de encontrar o comportamento desejado da rede (SCHMIDHUBER, 2015). Esse 



processo é feito nas camadas intermediárias da CNN por meio da atualização 

dos parâmetros de cada neurônio em função do erro calculado na camada de 

saída. Basicamente, após calcular o avanço na rede, a partir de um padrão 

apresentado à camada de entrada, a saída obtida é comparada com a saída 

desejada para um padrão particular. Assim, quando a saída não é correta, o erro 

é calculado e propagado da camada de saída até a camada de entrada, e as 

conexões das camadas internas se modificam conforme o erro é retro 

propagado, denominado de backpropagation (SCHMIDHUBER, 2015; LITJENS 

et al., 2017).   

Após o treinamento, a CNN passa por um processo de teste, a fim de 

garantir que o desempenho da rede seja satisfatório. O desempenho do 

algoritmo está relacionado com sua capacidade de recuperar e classificar as 

informações corretamente, assim como desconsiderar as informações erradas. 

O desempenho do algoritmo de reconhecimento de padrões é representado pela 

matriz de confusão. A matriz de confusão apresenta as predições realizadas por 

um classificador, onde em sua diagonal principal estão armazenados os acertos 

do classificador, enquanto nas demais posições estão as confusões ocorridas 

(VISA et al., 2011). A TABELA 1 ilustra a matriz de confusão de duas classes. 

 
TABELA 1 - MATRIZ DE CONFUSÃO GENÉRICA DE DUAS CLASSES.  

 Preditivo Positivo Preditivo Negativo 

Valor verdadeiro VP FN 

Valor Falso FP VN 
FONTE: VISA et al. (2011). 
 

Na matriz de confusão de n classes, é possível classificar os dados em 

quatro indicadores: 

a. Verdadeiro Positivo (VP): representa a proporção de casos positivos 

que foram corretamente identificados; 

b. Falso Negativo (FN): A taxa FN é a proporção de positivos os casos 

que foram incorretamente classificados como negativos; 

c. Falso Positivo (FP): A taxa de falsos positivos (FP) é a proporção 

de casos negativos que foram incorretamente classificados como 

positivo; 



d. Verdadeiro Negativo (VN): A taxa VN é definida como a proporção 

de casos negativos que foram classificadas corretamente. 

A partir da matriz de confusão e seus indicadores, o modelo pode ser 

avaliado pela sua acurácia, precisão (especificidade), sensibilidade (recall) e F1-

score.  

Precisão é o cálculo dos acertos das predições de uma classe, no caso 

para as predições negativas, está relacionada a proporção de instâncias 

classificadas corretamente como negativas (VN) dentre o total de instâncias 

classificadas como negativas (VN+FP). A exemplo do diagnóstico de uma 

doença em uma população, a precisão refere-se à capacidade do teste em 

identificar os indivíduos que não têm a doença investigada quando, de fato, ela 

não está presente. Ou seja, do resultado ser negativo nos pacientes que 

realmente não têm a doença. apresentada pela Equação 1. 

   
 

Recall, ou sensibilidade, relaciona a proporção de instâncias 

classificadas corretamente como positivas (VP), frente todas as instâncias 

realmente positivas (VP+FN).  A exemplo do diagnóstico de uma doença em uma 

população, a sensibilidade refere-se à capacidade do teste em detectar a doença 

que está sendo investigada quando ela está de fato presente. Ou seja, do 

resultado ser positivo nos pacientes que realmente têm a doença. A Equação 2 

define a relação da métrica recall. 

   
 

A acurácia consiste na habilidade que o modelo possui de predizer 

corretamente os resultados classificados como negativos e positivos frente ao 

total de classes (VISA et al., 2011). Sendo assim, a acurácia refere-se à 

proporção de acertos de um teste diagnóstico. A métrica acurácia é definida pela 

Equação 3. 

    

 

O F1-score é uma média harmônica entre a precisão (especificidade) e 

o recall (sensibilidade). A média harmônica, geralmente, é descrita como mais 

(1) 

(2) 

(3) 



adequada para proporções do que a média aritmética tradicional. A fórmula 

usada para F1-score é descrita na Equação 4. 

   

 

3.3 USO DO APRENDIZADO PROFUNDO NA ODONTOLOGIA 

 

Uma revisão publicada por Hwang, mostrou que as aplicações da 

aprendizagem profunda na Odontologia são um tópico de crescente interesse 

pela comunidade científica (HWANG et al., 2019). Uma vez que, o 

desenvolvimento de algoritmos que aprendem através da interpretação 

automática de dados brutos, em particular as CNN, parecem uma metodologia 

promissora para a análise de imagens odontológicas e com grande potencial 

para auxílio ao diagnóstico dos clínicos (SCHWENDICKE et al., 2020). 

Nos últimos anos, vários autores abordaram a utilização de CNNs para 

a detecção de alterações e doenças que acometem a saúde bucal dos indivíduos 

(HWANG et al., 2019; KHANAGAR et al., 2020; MOHAMMAD-RAHIMI et al., 

2022). Estudos avaliaram o desempenho das redes frente a identificação de 

diversos desfechos odontológicos, como saúde gengival e periodontal, 

características da arcada dentária, presença de osteoporose e localização de 

pontos de anatômicos craniofaciais (KHANAGAR et al., 2020; HWANG et al., 

2019), contudo a maioria estão relacionados a desfechos especificamente 

dentários, como os defeitos de desenvolvimento do esmalte, os problemas 

endodônticos e, principalmente, a cárie dentária (MOHAMMAD-RAHIMI et al., 

2022; SCHWENDICKE et al., 2019). 

 

3.4 A CÁRIE DENTÁRIA E A IMPORTÂNCIA DA SUA DETECÇÃO POR 

MÉTODOS AUTOMÁTIZADOS 

 

A prevenção e o controle da cárie dentária são um desafio para a saúde 

pública por se tratar de uma doença multifatorial dinâmica, fortemente associada 

ao comportamento dos indivíduos, e de complexo diagnóstico, já que pode 

apresentar diferentes aspectos clínicos (LEE et al., 2014; PERES et al., 2019). 

Em crianças, a prevalência mundial da cárie dentária na dentição decídua é de 

(4) 
 



46,2% e de 53,8% na permanente (KAZEMINIA et al., 2020). No Brasil, o último 

levantamento epidemiológico em saúde bucal mostrou que 53,7% das crianças 

aos 5 anos de idade apresentaram pelo menos um dente decíduo com uma ou 

mais superfícies cariadas (cavitada ou não-cavitada) ou perdidas devido à cárie 

(BRASIL, 2012). Já, aos 12 anos, 56,5% das crianças brasileiras apresentam a 

mesma condição nos dentes permanentes (BRASIL, 2012). No que se refere aos 

adultos, de 15 a 19, 35 a 44 e 65 a 74 anos, os percentuais foram 86,1%, 91,1% 

e 91,2%, respectivamente (BRASIL, 2012).  

A cárie dentária é proveniente de eventos metabólicos que ocorrem no 

biofilme dental e gera, como sequela, lesões desmineralizadas nos tecidos duros 

do dente (KIDD; FEJERSKOV, 2004) que se não controladas/tratadas, podem 

trazer prejuízos à saúde e à qualidade de vida dos indivíduos (GARCÍA-PÉREZ 

et al., 2017; LACERDA et al., 2008; MOTA-VELOSO et al., 2016; ONORIOBE et 

al., 2014; RAMOS-JORGE et al., 2014; SCARPELLI et al., 2013; SHEIHAM et 

al., 2001). Inicialmente, a cárie dentária se manifesta clinicamente por meio de 

manchas brancas que são consideradas lesões cariosas reversíveis, já que são 

passíveis de paralização/inativação por meio de procedimentos não-invasivos. 

Se ativas, apresentam-se opacas e rugosas e o tratamento acontece através da 

fluorterapia, com a aplicação de vernizes e géis fluoretados na superfície do 

dente (PITTS et al., 2019). Quando não há o controle da doença nos sinais 

iniciais e, portanto, ocorre a progressão das lesões, surgem as descontinuidades 

do esmalte e as cavitações. Nestes estágios, as lesões tornam-se irreversíveis 

e procedimentos que restabeleçam a forma, a estética e a função do dente 

afetado se fazem necessários (PITTS et al., 2019; SLAYTON, 2015). Cavidades 

rasas, envolvendo apenas o esmalte ou a porção mais externa da dentina, 

podem ser controladas por tratamentos mais simples, como aplicação de 

selantes ou restaurações superficiais. Já as cavidades médias e profundas, com 

relação próxima ou direta com a polpa dentária, e as extensas, com grande perda 

de estrutura coronária, dependendo da sintomatologia, podem demandar 

restaurações mais complexas, próteses dentárias, terapias endodônticas ou, até 

mesmo, a exodontia do dente com cárie dentária (MACHIULSKIENE et al., 

2020). 

 Neste cenário, nota-se a importância da correta detecção do estágio das 

lesões cariosas, sobretudo os mais iniciais, para que haja o controle precoce da 



doença e o estabelecimento de planos de tratamento mais simples, assertivos e 

conservadores, através da realização de procedimentos minimamente invasivos 

(PETERS; MCLEAN, 2001). Os tratamentos de intervenção mínima salientam 

uma filosofia de controle de cárie dentária através de procedimentos de 

prevenção e da remoção parcial dos tecidos cariados, visando a máxima 

preservação da estrutura dental sadia (ERICSON et al., 2003; IMPARATO et al., 

2010; LIMA, 2007). Tratamentos restauradores extensos podem ser agressivos, 

principalmente para crianças, uma vez que, apesar de todo o avanço 

tecnológico, atualmente nenhum material restaurador substitui em condições de 

igualdade a estrutura dental natural, e que todas as restaurações sofrem um 

envelhecimento no ambiente oral (PETERS; MCLEAN, 2001). Desta forma, ao 

realizar procedimentos mais conservadores, a partir da detecção da cárie 

dentária ainda nos primeiros sinais, evita-se tratamentos restauradores mais 

extensos, que acabariam demandando retratamentos restauradores cada vez 

mais complexos, custosos e dispendiosos e, consequentemente, culminariam na 

perda do dente (ERICSON et al., 2003). 

Para auxiliar os clínicos na detecção das lesões cariosas iniciais durante 

o exame visual, considerado melhor método diagnóstico (MARINHO; PEREIRA, 

1998), vários sistemas têm sido propostos. Os mais comumente utilizados são o 

índice de dentes cariados, perdidos e obturados (CPO-D e ceo-d para dentes 

permanentes e decíduos, respectivamente), preconizado pela Organização 

Mundial da Saúde (WHO, 2013), e o índice do Sistema Internacional de 

Detecção e Avaliação de Cárie (ICDAS), proposto por ISMAIL (ISMAIL et al., 

2007). O CPO-D/ceo-d avalia o número de dentes com histórico de cárie até o 

momento do exame, porém não considera as diferentes características clínicas 

das superfícies afetadas pela doença (WHO, 2013), ou seja, não traz todas as 

informações necessárias para a elaboração de um plano de tratamento em 

consonância com os estágios das lesões cariosas. O ICDAS, por outro lado, 

mensura as lesões em seus diferentes estágios abrangendo todos os seus 

aspectos clínicos (gravidade, coloração e extensão), proporcionando uma visão 

completa da real situação do dente. Ainda, a literatura demonstra que a 

realização do exame visual por meio do ICDAS implica em uma precisão 

diagnóstico equiparável aos resultados do exame histológico na detecção de 

cáries oclusais, mesmo quando o exame é realizado por meio de fotografias 



dentárias (BOTTENBERG et al., 2016; CARVALHO et al., 2018). Contudo, 

apesar da eficácia comprovada do ICDAS, a sensibilidade e a especificidade 

desse sistema na detecção de cárie dentária podem variar de 70 a 85% na 

dentição decídua e de 80 a 90% na permanente dependendo de treinamento e 

calibração prévios do clínico (ISMAIL et al., 2007). Portanto, a reprodutibilidade 

do sistema e, consequentemente, a eficiência no diagnóstico da cárie dentária 

tornam-se, muitas vezes, subjetivas, pois dependem do aprendizado de cada 

examinador, que por sua vez é influenciado por diversos fatores inerentes da 

realidade de cada indivíduo (DINIZ et al., 2010; RODRIGUES et al., 2013). 

Neste sentido, diversos exames complementares vêm sendo utilizados 

para auxiliar os clínicos na detecção de cárie dentária, como as radiografias, as 

tomografias, a transiluminação e o exame histológico (GOMEZ, 2015). Contudo 

esses métodos apresentam limitações, principalmente na detecção de lesões 

cariosas nos estágios mais iniciais (FOROS et al., 2021). Desta forma, nos 

últimos anos, nota-se uma demanda pela criação de métodos automatizados, 

como as CNN que, por meio do aprendizado profundo, possam auxiliar os 

clínicos na detecção rápida e assertiva da cárie dentária, logo nos primeiros 

sinais, sem acarretar custos ao plano de tratamento (MOHAMMAD-RAHIMI et 

al., 2022). 

Ao nosso conhecimento, a detecção de lesões cariosas pelas redes de 

aprendizado profundo foi avaliada em 18 estudos através de diferentes tipos de 

dados, como as radiografias (BAYRAKDAR et al., 2022; CANTU et al., 2020; 

LEE et al., 2018; LEE et al., 2021; LI et al., 2021; LIAN et al., 2021; RASHID et 

al., 2022; SCHWENDICKE et al., 2022), as tomografias (KARIMIAN et al., 2019), 

imagens de transluminação infravermelha (CASALEGNO et al., 2019; 

SCHWENDICKE; SAMEK; KROIS, 2020) e fotografias (ASKAR et al., 2021; 

DING et al., 2021; KÜHNISCH et al., 2021; LI et al., 2021; PARK et al., 2022; 

RASHID et al., 2022; ZANG et al., 2022; ZHANG et al., 2020). As fotografias são 

o tipo dado mais interessante para a aprendizagem de redes para detecção e 

classificação de padrões de higidez e de lesões cariosas iniciais, uma vez que 

são as imagens mais semelhantes ao exame visual (BOTTENBERG et al., 2016).  

Dos oito estudos que realizaram o treinamento e o teste da rede através 

de fotografias odontológicas (ASKAR et al., 2021; DING et al., 2021; KÜHNISCH 

et al., 2021; LI et al., 2021; PARK et al., 2022; RASHID et al., 2022; ZANG et al., 



2022; ZHANG et al., 2020), apenas dois avaliaram a aprendizagem da CNN na 

detecção de lesões cariosas iniciais (KÜHNISCH et al., 2021; LI et al., 2021). 

Kuhnisch et al., utilizaram 1.100 fotografias intrabucais de caninos, pré-molares 

e molares, previamente avaliados pelo ICDAS, para aprendizagem da 

MobileNetV2, obtendo 85,2% de acurácia na detecção de lesões cariosas iniciais 

(não-cavitadas) (KÜHNISCH et al., 2021). Corroborando com o bom 

desempenho das CNN na detecção da cárie dentária nos estágios iniciais, Li et 

al. utilizaram 712 fotografias intrabucais e obtiveram valores de sensibilidade e 

de especificidade de 95,8% e 99%, respectivamente (LI et al., 2021). Quatro 

outros estudos que também avaliaram o desempenho das CNN na detecção de 

cárie dentária não consideraram os diferentes estágios das lesões cariosas, uma 

vez que não distinguiram lesões iniciais das lesões cavitadas (DING et al., 2021; 

RASHID et al., 2022; ZANG et al., 2022; ZHANG et al., 2020). Rashid et al. 

avaliaram o potencial da M-RCNN na detecção e delimitação espacial de lesões 

cariosas e como resultado a rede apresentou sensibilidade de 92,1% e 

especificidade de 89,1% (RASHID et al., 2022), enquanto Zang et al. verificaram 

o desempenho da DeepLabv3+ nas mesmas tarefas, obtendo acurácia de 0,99 

(ZANG et al., 2022). Ding e Zhang et al. investigaram a atuação das redes na 

classificação de ausência ou presença de cárie dentária, desconsiderando sua 

gravidade, obtendo F1-score de 0,60-0,62 (DING et al., 2021) e sensibilidade e 

especificidade de 68,7% e 81,9% (ZHANG et al., 2020), respectivamente. A 

capacidade das CNNs na detecção de lesões envolvendo somente a dentina, foi 

avaliada por Park et al. As redes realizaram treinamento e teste em uma base 

de 2.348 fotografias intrabucais com dentes índices 4, 5 ou 6, segundo o ICDAS, 

e apresentarem acurácia de 0,81 (PARK et al., 2022). Por fim, o estudo realizado 

por Askar utilizou 434 fotografias intrabucais de 51 pacientes para avaliar o 

desempenho de uma CNN no diagnóstico diferencial entre manchas de defeitos 

de desenvolvimento de esmalte e manchas iniciais de cárie e, portanto, não 

investigou a capacidade da rede na detecção de cárie frente a possibilidade de 

higidez (ASKAR et al, 2021). Os autores concluíram que a SqueezeNet 

apresentou desempenho satisfatório na detecção de manchas brancas, 

principalmente as de DDE, com acurácia de 0,81 (TABELA 2).   

Todos os estudos apontaram o uso das CNN na detecção de cárie dentária 

como promissor e como uma importante ferramenta de auxílio ao diagnóstico 



dos clínicos (ASKAR et al., 2021; DING et al., 2021; KÜHNISCH et al., 2021; LI 

et al., 2021; PARK et al., 2022; RASHID et al., 2022; ZANG et al., 2022; ZHANG 

et al., 2020). Contudo, nenhum deles avaliou a utilização de CNN como método 

auxiliar no diagnóstico de cárie dentária, uma vez que não abordaram o 

desempenho de cirurgiões-dentistas ou graduandos de Odontologia antes e 

depois dos resultados da rede. Nesse sentido, a utilização de algoritmos de 

aprendizado profundo para a detecção de lesões cariosas iniciais pode reduzir 

as subjetividades do diagnóstico entre diferentes examinadores, tornando as 

decisões clínicas mais rápidas e assertivas.  
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4 METODOLOGIA  

 

4.1 ASPECTOS ÉTICOS 

 

Previamente à execução, este projeto foi submetido e aprovado pelo 

Comitê de Ética em Pesquisa em Seres Humanos do Setor de Ciências da Saúde 

da Universidade Federal do Paraná (UFPR) (CAAE 25001219.5.0000.0102) 

(ANEXO 1 e ANEXO 2). Além disso, este estudo segue as diretrizes do 

Standards for Reporting of Diagnostic Accuracy Studies6 (STARD) (ANEXO 3) e 

o Checklist for Artificial Intelligence in Medical Imaging7 (CLAIM) (ANEXO 4).  

 

4.2 AMOSTRA 

 

Foram avaliados todos os dentes posteriores extraídos, decíduos e 

permanentes, pertencentes aos Bancos de Dentes Humanos (BDH) vinculados 

ao Curso de Odontologia da UFPR (ANEXO 5) e ao Setor de Ciências Biológicas 

da Saúde da Universidade Estadual de Ponta Grossa (UEPG) (ANEXO 6). 

Foram excluídos aqueles que apresentavam manchamentos extrínsecos ou 

intrínsecos não-cariosos, ou tinham procedimentos restauradores, como 

selantes, restaurações e próteses, e endodônticos, como abertura coronária e 

material obturador aparente.  Dentes com defeitos de desenvolvimento de 

esmalte foram incluídos, desde que não houvesse perda de estrutura dentária 

suficiente para prejudicar o exame clínico da cárie. Foram selecionados para o 

estudo 2.481 dentes (BDH-UFPR: 2.311; BDH-UEPG: 170), sendo 2.459 

permanentes e 22 decíduos, com diferentes estágios de lesões de cárie dentária.  

Após serem doados aos BDH, todos os dentes extraídos avaliados neste 

estudo foram submetidos a etapas de desinfecção, seleção, esterilização, 

limpeza mecânica com auxílio de água, escova e sabão e estocagem.  No BDH-

UFPR os dentes foram estocados e disponibilizados à seco, enquanto no BDH-

UEPG em água destilada. No entanto, para a avaliação das lesões cariosas, 

todos os dentes encontravam-se na mesma condição, ou seja, completamente 

secos.



4.3 EXAME CLÍNICO 

 

Todos os dentes extraídos foram identificados por um número (ID) e 

fixados em uma base de cera para a avaliação das superfícies oclusais, 

garantindo que os dentes permaneçam utilizáveis após a realização do presente 

estudo (FIGURA 7). O exame clínico foi realizado sob luz artificial, com o auxílio 

de lanterna de LED, acoplada à cabeça do examinador, e sonda exploradora de 

ponta romba, conforme preconizado pela Organização Mundial da Saúde (WHO, 

2013). Os dentes extraídos fornecidos em meio aquoso pelo BDH-UEPG foram 

secos com gaze, antes serem examinados. 
 

FIGURA 7 – IDENTIFICAÇÃO E FIXAÇÃO DE UM DENTE EXTRAÍDO 

 
FONTE: O AUTOR (2021). 

 

Para a detecção das lesões de cárie dentária, foi utilizado o segundo 

código do índice do Sistema Internacional de Detecção e Avaliação de Cárie 

(ICDAS) (ISMAIL et al., 2007) que registra a higidez ou a severidade da cárie de 

uma superfície dentária, variando de 0 a 6: 0 - Nenhuma ou sutil alteração na 

translucidez do esmalte após secagem de 5s; 1 - Opacidade dificilmente visível 

na superfície úmida, mas notável após secagem; 2 - Opacidade visível sem 

secagem; 3 - Cavitação localizada em esmalte opaco ou pigmentado, sem 

dentina visível; 4 - Sombreamento da dentina subjacente, com ou sem 



rompimento de esmalte; 5 - Cavitação em esmalte opaco ou pigmentado com 

exposição da dentina subjacente; 6 - Cavitação em esmalte opaco ou 

pigmentado com exposição da dentina subjacente, envolvendo mais da metade 

da superfície (ANEXO 7). Neste estudo, os códigos “1” foram agrupados aos 

dentes de código “2” devido às limitações da detecção em superfícies úmidas 

em dentes extraídos. A classificação dos diferentes estágios dos dentes 

extraídos está representada na FIGURA 8.  

O exame clínico foi realizado por três examinadores calibrados, sendo a 

classificação final do índice averiguada por um quarto examinador (examinador 

de referência). Os dados foram tabulados no software SPSS (versão 20.0 IBM, 

Brasil).  

 
FIGURA 8 – ASPECTOS CLÍNICOS DE SUPERFÍCIES DENTÁRIAS CLASSIFICADAS PELO 

SEGUNDO CÓDIGO DO ÍNDICE ICDAS: A – ICDAS=0; B – ICDAS=1/2; C – ICDAS=3; D – 

ICDAS=4; E – ICDAS=5; F – ICDAS=6. 

 
FONTE: O AUTOR (2022). 

 

4.4 CALIBRAÇÃO DOS EXAMINADORES 

 

Previamente à coleta, três examinadores foram calibrados, por meio de 

etapas teóricas e práticas. A calibração foi composta por três etapas que 

incluíram atividades teóricas, exercício de calibração e análise estatística. Todo 



o processo foi guiado por um examinador de referência (doutor em 

Odontopediatria e experiente em estudos epidemiológicos), tendo duração de 

duas semanas.  

a) Primeira etapa: teórica, com oito horas de duração. Consistiu na 

apresentação dos critérios dos índices ICDAS (ISMAIL et al., 2007); 

b) Segunda etapa: calibração propriamente dita. Nesta etapa, foram 

examinadas 45 fotografias odontológicas, por cada examinador e pelo 

examinador padrão, a fim de avaliar a reprodutibilidade intra e 

interexaminadores; 

c) terceira etapa: Análise dos resultados. Nesta etapa, todos os 

examinadores obtiveram valores Kappa ponderado de concordância 

intraexaminadores (>95% e K≥0,8892) e interexaminadores(>95% e K≥0,8133), 

consideradas concordâncias ótimas (LANDIS; KOCH, 1977). 

 

4.5 FOTOGRAFIAS ODONTOLÓGICAS 

 

Após o exame clínico, uma cirurgiã-dentista treinada realizou fotografias 

odontológicas das faces oclusais dos dentes extraídos para a construção da 

base de dados para o treinamento e o teste da CNN. As fotos foram obtidas pela 

câmera profissional Canon EOS Rebel T61®, com flash Canon Macro Ring Lite 

MR-14ex® e lente macro Ultrasonic®. A padronização das imagens foi realizada 

por meio da configuração da câmera em: velocidade do obturador de 1/100, 

abertura do diafragma em f22 e ISO em 100. Para compensar a diferença 

amostral segundo os estágios do ICDAS e para simular possíveis variações de 

visualização clínica do dente, a fotografa realizou múltiplas tomadas de um 

mesmo dente, variando a angulação e distância focal. As fotografias foram 

disponibilizadas em alta resolução no formato JPG (Joint Photographics Experts 

Group) com tamanho de 6000x4000 pixels e com uma resolução 

vertical/horizontal de 72 dpi. 

Foram confeccionadas 5.560 fotografias oclusais de dentes extraídos 

para compor a base de imagens. De acordo com o critério de avaliação de cárie 

(ICDAS), foram obtidas 701 fotos do índice “0” (ICDAS-0); 1.147 fotos dos 

índices “1”/“2” (ICDAS-2); 1.616 fotos do índice “3” (ICDAS-3); 319 fotos do 



índice “4” (ICDAS-4); 1.012 fotos do índice “5” (ICDAS-5) e 765 fotos do índice 

“6” (ICDAS-6) (Tabela 3).  

 

4.6 BASE DE IMAGENS E PRÉ-PROCESSAMENTO 

 

As fotografias oclusais de dentes extraídos (imagens originais) passaram 

por processos prévios, antes de compor a base de imagens que foi utilizada para 

aprendizagem da CNN. Primeiramente, as fotografias foram rotuladas, por três 

avaliadores treinados, no software Label Image Regions da biblioteca Scikit-

image, desenvolvido em Python, e salvas em formato Pascal/VOC (YU, 2013) 

(FIGURA  9, 10, 11, 12, 13 e 14). Após a rotulação, os dentes foram recortados 

das imagens e os blocos de imagens resultantes compuseram a base de 

imagens inicial (TABELA 3), incluindo apenas a superfície oclusal do dente 

extraído, removendo o fundo das imagens originais e possíveis ruídos8 que 

poderiam dificultar o aprendizado da rede (FIGURA 15).  

 
TABELA 3 - NÚMERO DE IMAGENS ORIGINAIS (FOTOGRAFIAIS OCLUSAIS DE DENTES 

EXTRAÍDOS) NA BASE INICIAL E NÚMERO DE IMAGENS NA BASE FINAL, APÓS O PRÉ-

PROCESSAMENTO. 

Índice 
ICDAS 

Base de imagens 
inicial (n, %) 

Base de imagens 
finala (n, %) 

0 701 12,61 4.713 18,20 

2 1.147 20,63 4.176 16,13 

3 1.616 29,06 4.399 16,99 

4 319 5,74 3.996 15,44 

5 1.012 18,20 4.306 16,63 

6 765 13,76 4.299 16,61 
Total de 
imagens 5.560 100,00 25.889 100,00 

a- Após a realização de data augmentation. 

 

 
 



 
 

FIGURA 9 – EXEMPLO DE ROTULAÇÃO DO DENTE EXTRAÍDO HÍGIDO NO LABEL IMAGE. 

 
FONTE: O AUTOR (2021). 

 

FIGURA 10 – EXEMPLO DE ROTULAÇÃO DO DENTE EXTRAÍDO COM LESÃO CARIOSA 
ÍNDICE 2 (ICDAS) NO LABEL IMAGE. 

 
FONTE: O AUTOR (2021). 

 
FIGURA 11 – EXEMPLO DE ROTULAÇÃO DO DENTE EXTRAÍDO COM LESÃO CARIOSA 

ÍNDICE 3 (ICDAS) NO LABEL IMAGE. 

 
FONTE: O AUTOR (2021). 

 

 



FIGURA 12 – EXEMPLO DE ROTULAÇÃO DO DENTE EXTRAÍDO COM LESÃO CARIOSA 
ÍNDICE 4 (ICDAS) NO LABEL IMAGE. 

 
FONTE: O AUTOR (2021). 

 
FIGURA 13 – EXEMPLO DE ROTULAÇÃO DO DENTE EXTRAÍDO COM LESÃO CARIOSA 

ÍNDICE 5 (ICDAS) NO LABEL IMAGE. 

 
FONTE: O AUTOR (2021). 

FIGURA 14 – EXEMPLO DE ROTULAÇÃO DO DENTE EXTRAÍDO COM LESÃO CARIOSA 
ÍNDICE 6 (ICDAS) NO LABEL IMAGE. 

 
FONTE: O AUTOR (2021). 

 
 



FIGURA 15 – EXEMPLO DO PROCESSO DE RECORTE DAS IMAGENS DE DENTES 
EXTRAÍDOS NA BASE DE DADOS PORTELLA et al. (2023): A: dente ICDAS-0; B: dente 

ICDAS-2; C: dente ICDAS-3; D: dente ICDAS-4; E: dente ICDAS-5; F: dente ICDAS-6. 

 
  
 

Em um segundo momento, as imagens foram divididas em base de 

treinamento (treinamento propriamente dito e validação) e base de testes para 

permitir que o algoritmo alcance boa capacidade de generalização, evitando, 

assim, o overfitting9. Além disso, as imagens de treinamento passaram também 

por um processo de data augmentation10. Esta técnica, exemplificada na 

FIGURA 16, aplica transformações e gera amostras aleatórias a partir das 

imagens originais, gerando dados sintéticos, aumentando a quantidade de dados 

e permitindo o balanceamento da base para a melhor aprendizagem da CNN 

(KRIZHEVSKY et al., 2012).  

data augmentation

 



 

FIGURA 16 – EXEMPLO DA CRIAÇÃO DE DADOS SINTÉTICOS NA BASE DE 

DADOS PORTELLA et al. (2023): (a) AMOSTRA ORIGINAL; (b) AMOSTRAS SINTÉTICAS.  

 
FONTE: O AUTOR (2021). 

 
Ao final, a base de imagens foi composta por 4.713 imagens de dentes 

ICDAS-0; 4.176 ICDAS-2; 4.399 ICDAS-3; 3.996 ICDAS-4; 4.306 ICDAS-5 e 

4.299 ICDAS-6 (TABELA 3).  

 

 

4.7 TREINAMENTO E TESTE DA VGG-19 

 

 Para aprendizagem da CNN VGG-19, foram selecionadas as 8.889 

imagens dos dentes índices ICDAS-0 e ICDAS-2, divididas nas bases de 

treinamento e de testes da rede, buscando o bom desempenho do algoritmo na 

detecção de padrões de higidez e lesões iniciais de cárie dentária (TABELA 4). 

 
TABELA 4 - NÚMERO DE IMAGENS UTILIZADAS PARA A APRENDIZAGEM PROFUNDA DA 

VGG-19 NAS BASES DE TREINAMENTO E DE TESTES. 

Índice ICDAS Base de treinamento Base de 
testes Total bases Treinamento Validação Total 

0 4.543 100 4.643 70 4.713 
2 4.006 100 4.106 70 4.176 

Total  8.549 200 8.749 140 8.889 
 

 A base de treinamento foi composta por 8.749 imagens da superfície 

oclusal dos dentes extraídos. O treinamento ocorreu com uma parte da base 

(8.549 imagens) e a cada interação a VGG-19 foi testada na base de validação 

(200 imagens).  

Após o término do treinamento da VGG-19, o desempenho da rede foi 

testado na base de testes. Esta base foi composta por 140 imagens de dentes 

índices “0” (n=70) e “2” (n=70), desconhecidas do classificador treinado. Os 



resultados obtidos pela VGG-19 nesta etapa foram comparados ao examinador 

de referência para obtenção das métricas de desempenho de aprendizagem da 

rede (acurácia, sensibilidade, especificidade e F1-score).  

Ainda na etapa de teste, para averiguar a aplicabilidade clínica da CNN, 

foi investigado o potencial da rede no auxílio ao diagnóstico de lesões iniciais de 

cárie dentária. Na primeira fase (Fase I), as imagens da base de testes foram 

avaliadas por três examinadores: um graduando de Odontologia, um cirurgião-

dentista recém-formado e um especialista em Odontopediatria. Cada 

participante avaliou as fotografias oclusais de maneira individual e cega 

atribuindo índices ICDAS “0” ou “2” a cada dente avaliado, registrando os códigos 

em uma tabela online na plataforma Google Sheets. Em um segundo momento 

(Fase II), foram fornecidos aos examinadores os resultados do classificador 

treinado para a reavaliação das fotografias com auxílio dos resultados da VGG-

19. Nesta segunda fase, cada examinador pôde decidir se manteria ou alteraria 

os índices ICDAS atribuídos em cada um dos dentes durante a fase I. As 

métricas de desempenho dos participantes foram avaliadas nas fases I e II e a 

diferença de acertos entre as fases foi analisada estatisticamente, através do 

teste Mc Nemar, com o auxílio do programa STATA versão 12.0 (StataCorp LP, 

College Station, Estados Unidos). O nível de significância adotado para todas as 

análises foi de 5%. 
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RESUMO 

 

Objetivo: Investigar o desempenho de uma rede neural convolucional (CNN) na 

detecção e classificação de padrões de higidez e de lesões cariosas iniciais em 

superfícies oclusais de dentes extraídos, bem como a aplicabilidade desse 

algoritimo de aprendizado profundo no auxílio ao diagnóstico da cárie dentária. 

Métodos: Foram selecionados 2.481 dentes posteriores (2.459 permanentes e 

22 decíduos) com diferentes estágios de lesões de cárie, segundo o Sistema 

Internacional de Detecção e Avaliação de Cárie (ICDAS). Após a avaliação 

clínica e identificação, as superfícies oclusais ICDAS 0 e 2 foram fotografadas 

usando uma câmera digital profissional. Para verificar o desempenho da VGG-

19 no auxílio ao diagnóstico de lesões de cárie, três examinadores (um aluno de 

graduação – AG, um cirurgião-dentista recém-graduado - CG e um especialista 

em odontopediatria - EO) avaliaram as imagens da base de testes (Fase I). Na 

Fase II, os examinadores reavaliaram as mesmas imagens, tendo os resultados 

do algoritmo disponíveis. Resultados: 8.749 imagens compuseram a base de 

treinamento e 140 imagens a base de testes. A VGG-19 alcançou acurácia de 

0,879, sensibilidade de 0,827, precisão de 0,949 e F1-score de 0,887.  Na fase 

I, a acurácia de AG, CG e EO foi de 0,543, 0,771 e 0,807, enquanto na fase II foi 

de 0,679, 0,886 e 0,857, respectivamente. O número acertos foi 

significativamente maior na Fase II para todos os examinadores (teste de 

McNemar; P<0,05). Conclusões: A VGG-19 demonstrou desempenho 

satisfatório na detecção e na classificação de lesões iniciais de cárie dentária, 

bem como no auxílio ao diagnóstico. 

Significância clínica: A detecção  automática de lesões cariosas iniciais por 

meio de algoritmos de aprendizado profundo é um importante método de auxílio 

ao diagnóstico precoce da doença, uma vez que reduz as subjetividades do 

diagnóstico entre diferentes examinadores, tornando as decisões clínicas mais 

rápidas e assertivas.  

 

Palavras-chave: Aprendizado Profundo. Cárie Dentária. Rede Neurais. Tomada 

de Decisão Clínica. 

 

 



INTRODUÇÃO 

 

A cárie dentária é a segunda doença que mais acomete a saúde dos 

seres humanos [1] e sua etiologia é multifatorial e dinâmica [2]. O aparecimento 

das lesões cariosas é resultado de um desequilíbrio entre os processos de des 

e remineralização dos tecidos duros do dente, determinado pelo consumo 

frequente de alimentos contendo açúcar, associado à uma higiene bucal 

deficiente [3]. Por não regredir espontaneamente e nem ser passível de cura por 

intervenções farmacológicas de curto prazo, as lesões cariosas podem trazer 

efeitos negativos na qualidade de vida dos indivíduos [4-10], sendo o principal 

motivo da dor de origem [5,11,12].  

Clinicamente, o diagnóstico da cárie dentária pode representar um 

desafio para os clínicos, uma vez que suas lesões apresentam diferentes 

aspectos de acordo com seu estágio de desenvolvimento, e, portanto, 

demandam diferentes tipos de intervenções [13]. As lesões iniciais, chamadas 

de manchas brancas, são consideradas lesões reversíveis, pois são passiveis 

de inativação através de procedimentos não-invasivos, por meio de fluorterapia 

associada ao controle da ingestão de açúcar na dieta [14]. As cavidades, por 

outro lado, por apresentarem perda de estrutura dentária, demandam 

procedimentos operatórios de média à alta complexidade, dependendo da 

profundidade e da gravidade da lesão [15].  

 Neste cenário, é imprescindível o reconhecimento e a detecção dos 

diferentes estágios das lesões cariosas, sobretudo os mais iniciais, para que haja 

o controle precoce da doença e o estabelecimento de planos de tratamento com 

procedimentos minimamente invasivos [16], proporcionando a máxima 

preservação de estruturas dentais sadias [3, 17]. Ainda, a detecção de lesões 

cariosas em seus estágios iniciais proporciona tratamentos mais conservadores 

e menos dispendiosos, evitando-se, assim, o ciclo de tratamentos repetitivos e 

complexos que podem resultar na perda do dente [17]. 

O principal método diagnóstico utilizado para a detecção de lesões 

cariosas é o exame visual, realizado em consultório sob luz artificial e com auxílio 

de sonda exploradora de ponta romba [13]. Além de ser um método confiável, 

não-invasivo, de custo acessível e de rápida execução, este exame permite a 

detecção de estágios iniciais de lesões cariosas [18]. Ademais, diferente de 



outros métodos de diagnóstico, o exame visual permite a avaliação da atividade, 

profundidade e do potencial de retenção das lesões cariosas [15]. Para preservar 

a sensibilidade e o alto grau de especificidade desse método, alguns sistemas 

de detecção têm sido desenvolvidos, a fim de diminuir a influência da experiência 

do clínico durante a sua execução [19,20]. O índice do Sistema Internacional de 

Detecção e Avaliação de Cárie (ICDAS), proposto por Ismail [21] vem sendo 

muito utilizado, pois possibilita a mensuração das superfícies dentárias hígidas 

e cariadas, desde as lesões em seus estágios iniciais, já que abrange diversos 

aspectos clínicos e proporciona uma visão completa da real situação do dente. 

Ademais, a literatura demonstra que o ICDAS possui uma precisão diagnóstica 

equiparável ao exame histológico para a detecção de lesões cariosas na 

superfície [22, 23]. No entanto, a acurácia do ICDAS depende diretamente da 

expertise do clínico e da realização de treinamentos prévios [21]. 

Neste sentido, diversos exames complementares são utilizados para 

auxiliar os clínicos na detecção de cárie dentária, como as radiografias, as 

tomografias, a transiluminação e o exame histológico [22]. Contudo esses 

métodos apresentam importantes limitações inerentes à sua aplicabilidade 

clínica e à sua efetividade variável na detecção de lesões cariosas, 

principalmente nos seus estágios mais iniciais [25].  Desta forma, nos últimos 

anos, nota-se uma demanda pela criação de métodos automatizados, como as 

redes neurais convolucionais (CNNs) que, por meio do aprendizado profundo, 

possam auxiliar os clínicos na detecção da cárie dentária, logo nos primeiros 

sinais [26-29].  

As CNNs são algoritmos treináveis e mostram-se capazes de detectar 

padrões e classificar alterações, de maneira autônoma, por meio da extração de 

informações de uma imagem, como a forma, a iluminação e a distribuição de cor 

[30]. Diversas imagens odontológicas podem ser utilizadas para a aprendizagem 

das CNNs, como as radiografias  [31,32] e as imagens de transiluminação 

infravermelha [33,34], porém são as fotografias intrabucais aquelas que se 

aproximam mais do exame visual, considerado o melhor método diagnóstico de 

lesões cariosas iniciais [35-42].  

A avaliação do desempenho de CNNs treinadas a partir de fotografias 

odontológicas para a detecção da cárie dentária ainda é incipiente na 

Odontologia, sendo que, ao nosso conhecimento, apenas oito estudos 



abordaram esse tema [35-42] e somente dois avaliaram o desempenho das 

redes na detecção de lesões iniciais [37,38]. Ademais, apesar do interesse 

crescente de pesquisadores pela detecção automática de lesões cariosas, 

nenhum dos estudos testou a utilização de CNN como método auxiliar no 

diagnóstico de cárie dentária por examinadores com diferentes níveis de 

experiência clínica. Neste sentido, a eficiência das CNN na Odontologia deve ser 

mais explorada, a partir do treinamento de uma rede capaz de detectar as lesões 

cariosas iniciais e auxiliar os clínicos. 

Após o exposto, o presente trabalho propõe avaliar a aplicabilidade de 

CNN na detecção e classificação de padrões de higidez e de lesões cariosas 

iniciais utilizando fotografias oclusais de dentes extraídos, bem como verificar o 

desempenho da rede como método de auxílio ao diagnóstico.  

 

METODOLOGIA 

 

Aspectos éticos 

Previamente à execução, este projeto foi submetido e aprovado pelo 

Comitê de Ética em Pesquisa em Seres Humanos do Setor de Ciências da Saúde 

da Universidade Federal do Paraná (UFPR) (CAAE 25001219.5.0000.0102). 

Este estudo segue as diretrizes do Standards for Reporting of Diagnostic 

Accuracy Studies (STARD) e o Checklist for Artificial Intelligence in Medical 

Imaging (CLAIM).  

 

Amostra 

Foram avaliados todos os dentes posteriores extraídos, decíduos e 

permanentes, pertencentes aos Bancos de Dentes Humanos (BDH) vinculados 

ao Curso de Odontologia da UFPR e ao Setor de Ciências Biológicas da Saúde 

da Universidade Estadual de Ponta Grossa (UEPG). Os dentes do BDH-UFPR 

são estocados à seco, enquanto os do BDH-UEPG em água destilada. Foram 

excluídos aqueles que apresentavam manchamentos extrínsecos ou intrínsecos 

não-cariosos, ou com procedimentos restauradores, como selantes, 

restaurações e próteses, ou endodônticos, como abertura coronária e material 

obturador aparente. Dentes com defeitos de desenvolvimento de esmalte foram 

incluídos, desde que não houvesse perda de estrutura dentária suficiente para 



prejudicar o exame clínico da cárie. Foram selecionados para o estudo 2.481 

dentes (BDH-UFPR: 2.311; BDH-UEPG: 170), sendo 2.459 permanentes e 22 

decíduos, com diferentes estágios de lesões de cárie dentária.  

 

Exame clínico 

O exame clínico dos dentes extraídos foi realizado sob luz artificial, com 

o auxílio de lanterna de LED, acoplada à cabeça do avaliador, e sonda 

exploradora de ponta romba (WHO, 2013). Os dentes armazenados em meio 

aquosos foram secos previamente ao exame clínico. Todos os dentes foram 

identificados por um número (ID) e avaliados quanto a presença de lesões de 

cárie dentária, utilizando o segundo código do critério do Sistema Internacional 

de Detecção e Avaliação de Cárie (ICDAS) [21].  A superfície oclusal de cada 

dente avaliado recebeu um escore ICDAS, podendo variar de 0 a 6: 0 - Nenhuma 

ou sutil alteração na translucidez do esmalte após secagem de 5s; 1 - Opacidade 

dificilmente visível na superfície úmida, mas notável após secagem; 2 - 

Opacidade visível sem secagem; 3 - Cavitação localizada em esmalte opaco ou 

pigmentado, sem dentina visível; 4 - Sombreamento da dentina subjacente, com 

ou sem rompimento de esmalte; 5 - Cavitação em esmalte opaco ou pigmentado 

com exposição da dentina subjacente; 6 - Cavitação em esmalte opaco ou 

pigmentado com exposição da dentina subjacente, envolvendo mais da metade 

da superfície [21]. Neste estudo, os escores “1” foram agrupados aos dentes de 

escore “2” devido às limitações da detecção em superfícies úmidas em dentes 

extraídos. O exame clínico foi realizado por três avaliadores previamente 

calibrados, por meio de etapas teóricas e práticas, obtendo resultados 

satisfatórios para todos os aspectos clínicos avaliados: Kappa ponderado de 

concordância intra-examinadores (>95% e K≥0,8892) e 

interexaminadores(>95% e K≥0,8133), consideradas concordâncias ótimas [43]. 

A classificação final do índice averiguada por um quarto avaliador (examinador 

de referência). Os dados foram tabulados no software SPSS (versão 20.0 IBM, 

Brasil). 

 

Bases de imagens 

Após o exame clínico, foram selecionados os dentes extraídos com 

escore “0” (ICDAS-0) e com escore “2” (ICDAS-2), a fim de treinar a VGG-19 



para a detecção de lesões iniciais de cárie dentária. As superfícies oclusais dos 

dentes selecionados foram fotografadas por uma avaliadora treinada com a 

câmera profissional Canos EOS Rebel T61®, com flash Canon Macro Ring Lite 

MR-14ex® e lente macro Ultrasonic®. A padronização das imagens foi realizada 

por meio da configuração da câmera em: velocidade do obturador de 1/100, 

abertura do diafragma em f22 e ISO em 100. Para simular possíveis variações 

de visualização clínica do dente, foram realizadas diversas tomadas de um 

mesmo dente, variando a angulação e distância focal. As fotografias foram 

disponibilizadas em alta resolução no formato JPG (Joint Photographics Experts 

Group) com tamanho de 6000x4000 pixels e com uma resolução 

vertical/horizontal de 72 dpi. 

As fotografias oclusais dos dentes extraídos passaram por processos 

prévios, antes de compor a base de imagens que foi utilizada para aprendizagem 

da CNN. Primeiramente, as fotografias foram rotuladas, por três avaliadores 

treinados, no software Label Image Regions da biblioteca Scikit-image, 

desenvolvido em Python [44], e salvas em formato Pascal/VOC. Após a 

rotulação, os dentes foram recortados das imagens e os blocos de imagens 

resultantes incluíram apenas a superfície oclusal do dente extraído, removendo 

o fundo das imagens originais. A Figura 1 mostra exemplos de fotografias de 

dentes ICDAS-0 e ICDAS-2 rotuladas e, então, recortados.  

 

Modelo de aprendizado profundo 

O algoritmo utilizado na presente pesquisa foi a CNN VGG-19, proposta 

por Karen Simonyan e Andrew Zisserman [45]. Esse modelo pode ser 

empregado para detecção, classificação e localização de objetos em conjuntos 

de dados de imagens. Os dados de entrada da rede recebem um pré-

processamento de subtração do valor RBG médio calculado no conjunto de 

treinamento, de cada pixel [45]. O processo inclui camadas de convolução com 

filtros de tamanhos 3x3 ou 1x1 e passo de convolução de 1 pixel, permitindo 

cobrir toda a noção da imagem. A operação de max-pooling é executada em uma 

janela de 2x2 pixels, com passo 2 [45].  

 

 

 



Treinamento e teste da VGG-19 

As imagens foram divididas nas bases de treinamento e de testes para 

permitir que o algoritmo alcance boa capacidade de generalização. A VGG19 

utilizada tem como entrada imagens coloridas de 256x256, formando uma matriz 

de (256,256,3), o parâmetro de taxa de aprendizado (learning rate) utilizado foi 

10-6 (0,000001), foi utilizada a técnica de transfer learning com os pesos da rede 

pré-treinados e 50 épocas de treinamento. A parte de classificação da rede foi 

alterada, as três últimas camadas densas com os tamanhos 4096, 4096 e 1000 

foram retiradas e seis camadas, com tamanhos 1000, 800, 400, 200, 100 e 2, 

foram inseridas. A última camada com tamanho 2 é a que classifica em ICDAS-

0 ou ICDAS-2. No treinamento, foi utilizado a técnica de data augmentation e 

todas as imagens do treino sofreram alterações (rotação, flip horizontal e vertical, 

cisalhamento e inserção de ruído gaussiano) para a criação de novas imagens 

sintéticas. Ainda nessa etapa, a cada interação a VGG-19 foi testada em uma 

sub-base chamada de validação.  

Após o término do treinamento, o classificador foi testado na base de 

teste e os resultados obtidos pela rede foram comparados ao examinador de 

referência, a fim de se obter as métricas de desempenho da VGG-19: acurácia, 

sensibilidade, especificidade e F1-score. 

Ainda durante os testes, objetivando verificar a aplicabilidade clínica da 

CNN, foi investigado o potencial da rede no auxílio ao diagnóstico de lesões 

iniciais de cárie dentária. Na primeira fase (Fase I), as imagens da base de teste 

foram avaliadas por três examinadores: um aluno de graduação (AG), um 

cirurgião-dentista recém-graduado (CG) e um especialista em Odontopediatria 

(EO). Cada examinador avaliou as fotografias oclusais de maneira individual e 

cega atribuindo escores ICDAS “0” ou “2” a cada dente avaliado, registrando os 

códigos em uma tabela online na plataforma Google Sheets. Em segundo 

momento (Fase II), foram fornecidos aos examinadores os resultados do 

classificador para que eles pudessem reavaliar as fotografias com auxílio da 

CNN. Nesta segunda fase, cada examinador pode decidir se manteria ou 

alteraria os escores ICDAS atribuídos em cada um dos dentes na fase I. As 

métricas de desempenho dos participantes foram obtidas nas fases I e II e a 

diferença de acertos entre as fases foi analisada estatisticamente, através do 

teste Mc Nemar, com o auxílio do programa STATA versão 12.0 (StataCorp LP, 



College Station, Estados Unidos). O nível de significância adotado para todas as 

análises foi de 5%.  

 

RESULTADOS 

 

Características da base de dados 

Foram confeccionadas 1.778 fotografias oclusais dos dentes extraídos. 

Após a aplicação da técnica de data augmentation nas imagens do treinamento, 

a base de treino  foi composta por 8.749 imagens, sendo 8.549 foram reservadas 

para o treinamento propriamente dito e 200 para a validação. A base de 

validação e teste não passaram pela técnica de data augmentation e foram 

separadas de forma que nenhuma delas estivesse na base de treinamento. Após 

o término da etapa treinamento, o classificador foi testado na base de testes, 

composta por 140 imagens de dentes ICDAS-0 (n=70) e ICDAS-2 (n=70). Ao 

todo 8.889 imagens compuseram a base de dados utilizada para aprendizagem 

e teste da rede (Tabela1). 

 

Métricas de desempenho da VGG-19 

Na base de testes, a rede apresentou 0,879 de acurácia, 0,827 de 

sensibilidade, precisão de 0,949 e F1-score de 0,887 na detecção de padrões de 

higidez e de lesões iniciais nas 140 imagens de dentes extraídos (Tabela 2). 

 

Auxílio ao diagnóstico 

Na fase I, os examinadores AG, CG e EO obtiveram, respectivamente, 

76, 108 e 113 acertos e na fase II 95, 124 e 120. O número de acertos foi 

significativamente maior comparando as Fases I e II para todos os participantes 

(p<0,05). Em relação à acurácia, os participantes apresentaram valores de 

AG=0,543, CG=0,771 e EO=0,807, já na fase II foi de AG=0,679, CG=0,886 e 

EO=0,857. Em relação a sensibilidade e a especificidade, respectivamente, os 

participantes apresentaram na Fase I AG=0,54 e 0,54; CG=0,88 e 0,65; EO=0,96 

e 0,66, enquanto na fase II os valores obtidos foram de AG= 0,76 e 0,88; CG=1,0 

e 0,77; EO=0,97 e 0,74. O F1-score foi de 0,54, 0,68 e 0,74 na primeira fase e 

0,68, 0,87 e 0,83 na fase II para AG, CG e EO, respectivamente (Tabela 3). 

 



DISCUSSÃO 

 
A cárie dentária é uma doença altamente prevalente [1] e a sua detecção 

em seus estágios iniciais pode ser desafiador para o clínico [46]. O diagnóstico 

precoce permite o estabelecimento de um tratamento mais adequado, 

preservando ao máximo a estrutura dental sadia e, consequentemente, evitando 

a evolução das lesões que poderia resultar em tratamentos restauradores mais 

complexos ou, até mesmo, na extração dentária [17]. Portanto, o 

desenvolvimento e a comprovação da aplicabilidade de algoritmos de 

aprendizado profundo como auxílio ao diagnóstico de cárie dentária nos estágios 

iniciais, a partir de fotografias oclusais, são fundamentais para auxiliar o clínico 

a tornar suas decisões e o seu plano de tratamento mais assertivos. Ademais, a 

utilização de CNN pode tornar o exame clínico mais simples e rápido, além de 

reduzir as subjetividades do exame visual, inerentes à expertise e ao 

desempenho do examinador, proporcionando maior segurança ao paciente.  

O algoritmo treinado VGG-19 apresentou bom desempenho na detecção 

de lesões cariosas iniciais em fotografias oclusais de dentes extraídos, visto que 

alcançou métricas satisfatórias na etapa de testes (0,879 de acurácia, 0,827 de 

sensibilidade, precisão de 0,949 e F1-score de 0,887). Esses resultados 

sugerem que a rede obteve um alto número de acertos, conseguindo identificar, 

de maneira satisfatória, os padrões de lesões iniciais de cárie dentária em dentes 

com a superfície oclusal realmente cariada (sensibilidade) e de maneira 

altamente assertiva os padrões de higidez em dentes realmente hígidos 

(especificidade). Apenas dois estudos avaliaram o desempenho de CNNs na 

detecção de lesões iniciais em fotografias odontológicas e obtiveram resultados 

semelhantes [37, 38]. Kuhnisch et al., utilizaram 1.100 fotografias intrabucais de 

caninos, pré-molares e molares, previamente avaliadas pelo ICDAS, para 

aprendizagem da MobileNetV2, obtendo 85,2% de acurácia na detecção de 

lesões cariosas iniciais (não-cavitadas) [37].  Corroborando o bom desempenho 

das CNN na detecção da cárie dentária nos estágios iniciais, Li et al. Utilizando 

712 fotografias intrabucais, obtiveram valores de sensibilidade e de 

especificidade de 95,8% e 99%, respectivamente. No entanto, esses autores 

relataram qual índice foi utilizado para a sistematização do exame visual [38]. 

Dentre os sistemas disponíveis, o ICDAS, utilizado na presente pesquisa, 



mostra-se mais eficiente para a detecção das lesões cariosas iniciais, pois 

abrange diversos aspectos clínicos, desde os primeiros sinais, e possui uma 

precisão diagnóstica equiparável ao exame histológico para a detecção de 

lesões na superfície oclusal [22,23]. Os estudos prévios que utilizaram 

fotografias odontológicas para a detecção de lesões de cárie dentária não 

distinguiram os diferentes estágios das lesões cariosas [36,39-42] ou 

investigaram o desempenho da rede na diferenciação entre lesões iniciais de 

cárie e opacidades provenientes de defeitos de desenvolvimento de esmalte 

[35]. 

Apesar da detecção da cárie dentária ser um desfecho já explorado no 

desenvolvimento de CNNs, a maioria dos estudos realizados utilizou como base 

de dados de imagens radiografias odontológicas [25,47]. Entretanto, esse exame 

complementar não é capaz de detectar lesões iniciais de cárie em superfícies 

oclusais dentárias, devido a perda mineral incipiente dessas lesões e a 

sobreposição do esmalte das cúspides vestibulares e linguais sobre a região de 

fissuras oclusais [25,37]. Por outro lado, as fotografias, como dado de entrada 

das redes, representam ótimo custo-benefício, já que além de serem o tipo de 

imagem que mais se assemelha ao exame visual, são de fácil obtenção, uma 

vez que podem ser capturadas por diferentes recursos incluindo smartphone, 

câmera digital, câmera profissional ou câmera intraoral. Vale ressaltar que esta 

é uma das primeiras pesquisas a utilizar as fotografias odontológicas no 

processo de aprendizagem profunda de uma CNN para a detecção de lesões 

iniciais de cárie dentária, além de utilizar como dispositivo fotográfico uma 

câmera profissional que permite o registro de fotografias oclusais de excelente 

qualidade, colaborando para a visualização de lesões cariosas mais brandas. 

Ainda que as imagens utilizadas nesta pesquisa são decorrentes de 

dentes extraídos, todas as fotografias foram submetidas a pré-processamentos 

que resultaram em imagens semelhantes àquelas utilizadas pelos autores que 

realizaram a aprendizagem profunda com fotografias intrabucais, como o recorte 

do dente e a eliminação de ruídos na imagem, permitindo que o algoritmo foque 

apenas na região de interesse [35-42]. Além disso, as fotografias foram 

realizadas com diferentes angulações e distâncias do dente, simulando as 

situações reais de uma tomada fotográfica em boca, permitindo que mais 

imagens e visões das lesões cariosas fossem treinadas pela VGG-19. 



A literatura sugere fortemente que o uso de métodos automatizados na 

Odontologia é promissor e possui grande potencial para o auxílio ao diagnóstico 

de cárie dentária [26,34,39,42]. Entretanto, ao nosso conhecimento, nenhum dos 

estudos que investigaram o uso de CNN na detecção de lesões cariosas a partir 

de fotografias intrabucais, avaliou o desempenho desses algoritmos de 

aprendizado profundo como método auxiliar ao diagnóstico de cárie dentária, 

uma vez que não abordaram o desempenho de examinadores antes e após os 

resultados da rede. Nesse sentido, a presente pesquisa é o primeiro estudo a 

apresentar este resultado e observou um bom desempenho de uma CNN no 

auxílio ao diagnóstico de lesões cariosas iniciais em fotografias oclusais, uma 

vez que examinadores com diferentes níveis de experiência clínica melhoraram 

significativamente suas performances após terem acesso aos resultados de 

classificação da rede. É importante ressaltar que a acurácia dos avaliadores 

permaneceu inferior àquela obtida pelo algoritmo em todas as fases de testes.  

Os resultados obtidos na presente pesquisa apresentam limitações, uma 

vez que os dentes extraídos utilizados para a confecção das imagens foram 

submetidos a etapas prévias de desinfecção e estocagem que podem modificar 

o aspecto clínico desses dentes em relação ao momento que ainda estavam em 

boca. Além disso, foram excluídos os dentes que apresentavam manchamentos 

extrínsecos ou intrínsecos não-cariosos ou que tinham procedimentos 

restauradores ou endodônticos. Desta maneira, o bom desempenho da VGG-19, 

verificado neste estudo, deve servir como resultado preliminar para impulsionar 

a realização de novas pesquisas com fotografias intrabucais que apresentem 

dentes com diferentes situações clínicas, permitindo assim uma maior 

aplicabilidade das redes de aprendizado profundo na prática clínica 

odontológica.  

 

CONCLUSÃO 

 

A rede de aprendizado profundo VGG-19 apresentou bom desempenho 

na detecção de padrões de higidez e de lesões cariosas iniciais a partir de 

fotografias de superfícies oclusais de dentes extraídos, além de proporcionar 

auxílio ao diagnóstico de lesões iniciais de cárie dentária.  
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TABELAS 

 

Tabela 1. Distribuição das fotografias oclusais dos dentes extraídos nas bases 

de dados de treinamento/validação e teste da CNN, segundo o critério ICDAS. 

Índice 
ICDAS 

Base de treinamento Base de 
testes Total bases 

Treinamento Validação Total 
0 4.543 100 4.643 70 4.713 
2 4.006 100 4.106 70 4.176 

Total  8.549 200 8.749 140 8.889 
ICDAS= Sistema Internacional de Detecção e Avaliação de Cárie 

Tabela 2. Métricas da VGG-19 para detecção de lesões iniciais de cárie dentária.  

Parâmetro  

Acurácia 0,879 

Sensibilidade 0,827 

Especificidade 0,949 

F1-score 0,887 



Tabela 3. Desempenho dos participantes na detecção de lesões iniciais de cárie 

dentária antes e após terem acesso aos resultados da CNN. 

 Aluno de 

graduação 

Recém-graduado 

em Odontologia 

Especialista em 

Odontopediatria 

Métrica Fase I Fase II Fase I Fase II Fase I Fase II 

Acertos 76 95 108 124 113 120 

p* 0,001 0,005 0,003 

Acurácia 0,543 0,679 0,771 0,886 0,807 0,857 

Sensibilidade 0,54 0,76 0,88 1,0 0,96 0,97 

Especidade 0,54 0,60 0,65 0,77 0,66 0,74 

F1-Score 0,54 0,68 0,74 0,87 0,78 0,83 

*Teste de McNemar 

Resultados significantes destacados em negrito 

 

FIGURAS 

 
 

Figura 1. Fotografias oclusais de dentes extraídos rotuladas e imagens obtidas 

após o recorte. A: dente ICDAS-0; B: dente ICDAS-2.  

 



6 CONSIDERAÇÕES FINAIS 
 

Nos últimos anos, estudos envolvendo o desenvolvimento de algoritmos 

de aprendizado profundo para a detecção e a classificação de alterações e 

doenças que acometem a saúde bucal têm sido propostos. Dentre eles, a cárie 

dentária é o tópico dominante nas investigações em razão de sua alta 

prevalência, seu impacto na saúde e no bem-estar dos indivíduos e seu 

complexo e subjetivo diagnóstico clínico. A detecção precoce das lesões 

cariosas, logo nos primeiros sinais clínicos, é fundamental para o 

estabelecimento de um tratamento mais adequado, preservando ao máximo a 

estrutura dental sadia e, consequentemente, evitando a evolução das lesões que 

poderia resultar em tratamentos mais complexos ou, até mesmo, na perda do 

dente afetado. 

Portanto, o desenvolvimento de métodos auxiliares automatizados para 

serem utilizados durante o exame clínico é fundamental para tornar as decisões 

clínicas mais rápidas e assertivas, beneficiando tanto o clínico como o paciente, 

já que aumenta a segurança dos planos de tratamento propostos. Nesse sentido, 

a presente pesquisa demonstrou um bom desempenho da rede VGG-19 na 

detecção de lesões cariosas e no auxílio ao diagnóstico de lesões cariosas nos 

estágios mais iniciais, a partir de fotografias de superfícies oclusais dentárias.  

O bom desempenho da VGG-19, verificado neste estudo, deve servir 

como resultado preliminar para impulsionar a realização de novas pesquisas 

com fotografias intrabucais que apresentem dentes com diferentes situações 

clínicas, permitindo assim uma maior aplicabilidade das redes de aprendizado 

profundo na prática clínica odontológica. Além disso, em estudos futuros, a 

utilização de CNN deve ser explorada também como método de ensino 

odontológico, uma vez que sua utilização pode colaborar para o treinamento da 

detecção de lesões cariosas oclusais nos seus estágios iniciais. 
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ANEXO 1 - PARECER DO COMITÊ DE ÉTICA

 



 



 



 



 
 
 
 
 



 
ANEXO 2 - PARECER DO COMITÊ DE ÉTICA (EMENDA) 

 
 



 

 
 
 
 



 

 
 
 



 



 



 

 

 

 
 
 
 



ANEXO 3 – STANDARDS FOR REPORTING OF DIAGNOSTIC ACCURACY 
STUDIES (STARD) 

  
 
 



ANEXO 4 - CHECKLIST FOR ARTIFICIAL INTELLIGENCE IN MEDICAL 
IMAGING (CLAIM) 

  
 
 



ANEXO 5 - DECLARAÇÃO DE CONCORDÂNCIA DE SERVIÇOS 
ENVOLVIDOS BDH - UFPR 

 
 
 



ANEXO 6 – DECLARAÇÃO DE CONCORDÂNCIA DE SERVIÇOS 
ENVOLVIDOS BDH – UEPG 

 
 
 



ANEXO 7 – CRITÉRIO DO ÍNDICE DO SISTEMA INTERNACIONAL DE 
DETECÇÃO E AVALIAÇÃO DE CÁRIE (ICDAS) 

 

Primeiro código (condição restauradora) 
Código Descrição 

0 Superfície não selada e não restaurada 

1 Selante parcial 

2 Selante completo 

3 Restauração com cor semelhante ao dente 

4 Restauração com amálgama 

5 Coroa de aço 

6 Coroa ou faceta de porcelana, ouro ou metalocerâmica 

7 Restauração fraturada ou perdido 

8 Restauração provisória 

Segundo código (severidade da cárie) 
Código Descrição 

0 
Nenhuma ou sutil alteração na translucidez do esmalte após 

secagem de 5s 

1 
Opacidade dificilmente visível na superfície úmida, mas notável 

após secagem 

2 Opacidade visível sem secagem 

3 
Cavitação localizada em esmalte opaco ou pigmentado, sem 

dentina visível 

4 
Sombreamento da dentina subjacente, com ou sem rompimento 

de esmalte 

5 
Cavitação em esmalte opaco ou pigmentado com exposição da 

dentina subjacente 

6 
Cavitação em esmalte opaco ou pigmentado com exposição da 

dentina subjacente, envolvendo mais da metade da superfície 

 Nota: Segundo Ismail et al., 2007. 
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List: Number the references (numbers in square brackets) in the list in the order in which 
they appear in the text. 
Examples: 
Reference to a journal publication: 
[1] J. van der Geer, J.A.J. Hanraads, R.A. Lupton, The art of writing a scientific article, 
J. Sci. Commun. 163 (2010) 51–59. https://doi.org/10.1016/j.Sc.2010.00372. 
Reference to a journal publication with an article number: 
[2] J. van der Geer, J.A.J. Hanraads, R.A. Lupton, 2018. The art of writing a scientific 
article. Heliyon. 19, e00205. https://doi.org/10.1016/j.heliyon.2018.e00205. 
Reference to a book: 
[3] W. Strunk Jr., E.B. White, The Elements of Style, fourth ed., Longman, New York, 
2000. 
Reference to a chapter in an edited book: 
[4] G.R. Mettam, L.B. Adams, How to prepare an electronic version of your article, in: 
B.S. Jones, R.Z. Smith (Eds.), Introduction to the Electronic Age, E-Publishing Inc., New 
York, 2009, pp. 281–304. 
Reference to a website: 
[5] Cancer Research UK, Cancer statistics reports for the UK. 
http://www.cancerresearchuk.org/aboutcancer/statistics/cancerstatsreport/, 2003 
(accessed 13 March 2003). 
Reference to a dataset: 
[dataset] [6] M. Oguro, S. Imahiro, S. Saito, T. Nakashizuka, Mortality data for Japanese 
oak wilt disease and surrounding forest compositions, Mendeley Data, v1, 2015. 
https://doi.org/10.17632/xwj98nb39r.1. 
Reference to software: 
[7] E. Coon, M. Berndt, A. Jan, D. Svyatsky, A. Atchley, E. Kikinzon, D. Harp, G. 
Manzini, E. Shelef, K. Lipnikov, R. Garimella, C. Xu, D. Moulton, S. Karra, S. Painter, 
E. Jafarov, S. Molins, Advanced Terrestrial Simulator (ATS) v0.88 (Version 0.88), 
Zenodo, March 25, 2020. https://doi.org/10.5281/zenodo.3727209. 
 
Journal abbreviations source 
Journal names should be abbreviated according to the List of Title Word Abbreviations. 
 
Data visualization 
Include interactive data visualizations in your publication and let your readers interact 
and engage more closely with your research. Follow the instructions here to find out 
about available data visualization options and how to include them with your article. 



 
Supplementary material 
Supplementary material such as applications, images and sound clips, can be published 
with your article to enhance it. Submitted supplementary items are published exactly as 
they are received (Excel or PowerPoint files will appear as such online). Please submit 
your material together with the article and supply a concise, descriptive caption for each 
supplementary file. If you wish to make changes to supplementary material during any 
stage of the process, please make sure to provide an updated file. Do not annotate any 
corrections on a previous version. Please switch off the 'Track Changes' option in 
Microsoft Office files as these will appear in the published version. 
 
Research data 
This journal encourages and enables you to share data that supports your research 
publication where appropriate, and enables you to interlink the data with your published 
articles. Research data refers to the results of observations or experimentation that 
validate research findings. To facilitate reproducibility and data reuse, this journal also 
encourages you to share your software, code, models, algorithms, protocols, methods and 
other useful materials related to the project. 
Below are a number of ways in which you can associate data with your article or make a 
statement about the availability of your data when submitting your manuscript. If you are 
sharing data in one of these ways, you are encouraged to cite the data in your manuscript 
and reference list. Please refer to the "References" section for more information about 
data citation. For more information on depositing, sharing and using research data and 
other relevant research materials, visit the research data page. 
 
Data linking 
If you have made your research data available in a data repository, you can link your 
article directly to the dataset. Elsevier collaborates with a number of repositories to link 
articles on ScienceDirect with relevant repositories, giving readers access to underlying 
data that gives them a better understanding of the research described. 
There are different ways to link your datasets to your article. When available, you can 
directly link your dataset to your article by providing the relevant information in the 
submission system. For more information, visit the database linking page. 
For supported data repositories a repository banner will automatically appear next to your 
published article on ScienceDirect. 
In addition, you can link to relevant data or entities through identifiers within the text of 
your manuscript, using the following format: Database: xxxx (e.g., TAIR: AT1G01020; 
CCDC: 734053; PDB: 1XFN). 
 
Data statement 
To foster transparency, we encourage you to state the availability of your data in your 
submission. This may be a requirement of your funding body or institution. If your data 
is unavailable to access or unsuitable to post, you will have the opportunity to indicate 
why during the submission process, for example by stating that the research data is 
confidential. The statement will appear with your published article on ScienceDirect. For 
more information, visit the Data Statement page. 
 
Online proof correction 
To ensure a fast publication process of the article, we kindly ask authors to provide us 
with their proof corrections within two days. Corresponding authors will receive an e-



mail with a link to our online proofing system, allowing annotation and correction of 
proofs online. The environment is similar to MS Word: in addition to editing text, you 
can also comment on figures/tables and answer questions from the Copy Editor. Web-
based proofing provides a faster and less error-prone process by allowing you to directly 
type your corrections, eliminating the potential introduction of errors. 
If preferred, you can still choose to annotate and upload your edits on the PDF version. 
All instructions for proofing will be given in the e-mail we send to authors, including 
alternative methods to the online version and PDF. 
We will do everything possible to get your article published quickly and accurately. 
Please use this proof only for checking the typesetting, editing, completeness and 
correctness of the text, tables and figures. Significant changes to the article as accepted 
for publication will only be considered at this stage with permission from the Editor. It is 
important to ensure that all corrections are sent back to us in one communication. Please 
check carefully before replying, as inclusion of any subsequent corrections cannot be 
guaranteed. Proofreading is solely your responsibility. 
 
Offprints 
The corresponding author will, at no cost, receive a customized Share Link providing 50 
days free access to the final published version of the article on ScienceDirect. The Share 
Link can be used for sharing the article via any communication channel, including email 
and social media. For an extra charge, paper offprints can be ordered via the offprint order 
form which is sent once the article is accepted for publication. Both corresponding and 
co-authors may order offprints at any time via Elsevier's Author Services. Corresponding 
authors who have published their article gold open access do not receive a Share Link as 
their final published version of the article is available open access on ScienceDirect and 
can be shared through the article DOI link. 
 
The decision of the Editor-in-Chief is final in relation to all manuscript submissions. 


