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RESUMO

A geada é um fendmeno baseado no ponto de congelamento do orvalho, o qual pode ocorrer mesmo
em temperaturas positivas porque a temperatura do solo pode variar cinco graus Celsius a menos do
que a temperatura ambiente local. Algumas regides sofrem grandes perdas em produgdo agricola,
principalmente no sul do Brasil e Uruguai, onde a ocorréncia da “geada negra” pode atingir as
células das plantas e destruir a sua membrana endoplasmatica. O objetivo desta dissertagdo €
desenvolver uma rede neural recorrente dirigida dinamicamente para gerar condi¢des de prever a
ocorréncia deste fendmeno e identificar e classificar os padrdes de ocorréncia, garantindo condigdes
para uma implementacio futura do modelo em um sistema autOmato para controlar
automaticamente prote¢des por aspersdo de dgua em macieiras. O trabalho foi todo desenvolvido

aplicando-se o pacote de redes neurais do Matlab e depois verificado a sua eficiéncia.

Palavras-chaves: predi¢io de geada, redes recorrentes dirigidas dinamicamente, rede recorrente

simples de Elman.
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ABSTRACT

The frost is a phenomenon based in dew freezing which occurs even in positive temperatures
because the soil’s temperature may acquire a temperature shift over 5 Celsius degrees in
comparison with the surroundings. Some regions suffer great damage, mainly the southern part of
Brazil and Uruguay, where the “black frost” reaches out the plants’ tissues destroying their tissues’
membranes. The aim of this work is to develop a recurrent neural network dynamically directed to
forecast this phenomenon, identifies and classifies its patterns, guarantying future implementation
in an automate system to control automatically protections to spill water onto apple trees to be
protected. All the tasks were developed using Matlab’s neural network toolbox and afterwards it

was verified its certainty.

Keywords: Frost prediction, recurrent networks dynamically directed, Elman’s simple recurrent

network.
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1. INTRODUCAO
1.1 . PROBLEMA EM FOCO

A cada ano o superavit da balanga comercial brasileira vem provando a importancia da
agricultura no equilibrio da balanga comercial. Ndo podemos fugir do fato que apesar do progresso
na area industrial, somos um pais eminentemente agricola e temos que explorar estes recursos de
maneira inteligente e com baixos custos.

A agroindastria vem provando, em conjunto com pesquisas governamentais, que novos
métodos de plantio, tecnologia em equipamentos e melhoria no cruzamento de novos cultivares sdo
necessarios para quebras sucessivas de recorde de produgao.

No entanto, ainda existem elementos que nido se pode controlar, tais como certas condigdes
climaticas adversas que podem provocar grandes perdas de produg@o.

Um destes fendmenos climaticos é a geada. De acordo com o INPE/CPTEC', “geada” é a
formagdo de uma camada de cristais de gelo na superficie ou na folhagem exposta devido a queda
de temperatura da superficie abaixo de 0 °C. A principal causa da formagio de geada € a advecgdo
de massa de ar polar. Dependendo da intensidade e da extensdo da geada, o fendmeno pode causar
sérios danos a agricultura, queimando e ressecando a folhagem das plantas, especialmente das
hortaligas.

De acordo com a mesma fonte, existem dois tipos de geada:

e Geada “branca” (mais comum) : congela a parte superficial da cultura;
o Geada “negra”: congela a parte interna da cultura;
E as regides do Brasil mais afetadas pelo fendmeno séo:
1. Regido Sul
2. Mato Grosso do Sul
3. Oeste e sul do Estado de Sao Paulo
4. Regido da Serra da Mantiqueira (norte de SP e sul de MG)
S. E, ocasionalmente, no sul de Goias e Tridngulo Mineiro

Por outro lado, existem métodos de protegdo que podem amenizar as perdas causadas pela
geada. De acordo com o CEPAGRI/UNICAMP? o melhor método de protegio direta, caso se
concretize a queda de 1 °C/horas € através de irrigagdo (aspersdo, alagamento, regador etc.), com
inicio apos a comprovagdo da queda da temperatura até nivel letal. Métodos de prote¢do praticas

tais como cobrir as mudas ou plantas com jornal, sacos de papel ou plasticos também s3o eficientes.

! Informagdes fornecidas pelo INPE/CPTEC no ano de 1999.
“ Informagdes fornecidas pelo CEPAGRI/UNICAMP no periodo de Agosto de 1999.
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A queima de pneus para fazer fumaga em noite de geada ndo tem eficiéncia alguma na protegdo das

plantas. A fumaga n3o tem o poder de impedir a perda de calor pelas folhas. A produgdo de neblina
(goticulas de agua) é uma forma eficiente de defesa.

Baseado nestas informagdes, um sistema autdmato que monitora as variaveis pertinentes a
ocorréncia da geada, tais como: temperatura minima no dia, temperatura maxima no dia, umidade
relativa do ar, velocidade do vento, insolagdo no solo, etc poderia gerar parametros de controle que
acionariam sprinklers (chuveiros de aspersdo) para aspergir uma névoa de agua protegendo as
plantas antes do fendmeno ocorrer. Contudo, como criar um modelo que empregue tais variaveis €

determine o momento exato do acionamento do equipamento de prote¢io?

1.2. OBJETIVO

O objetivo deste trabalho é através dos dados fornecidos pelo Instituto Tecnologico SIMEPAR
(Estagdo n° 02651043, Palmas, P.R.) realizar estudos de um modelo para previsdo da formagio de
geada empregando redes neurais.

Através de levantamento de dados realizados nos ultimos vinte anos pela estagdo de Palmas,
regido sul do Parana e produtora de magas, consistindo de quatro varidveis basicas monitoradas, a
saber, temperatura minima no dia, temperatura maxima no dia, umidade relativa do ar e velocidade
do vento, primeiro se fara uma verificagdo das informag¢Ges que poderdo ser aplicadas para o
treinamento e validagdo do modelo a ser analisado, depois se fard a verificagdo se a amostra
multivariada apresenta um comportamento de distribui¢do normal.

Depois destas verificagbes preliminares, um pré-processamento dos dados se faz necessario
para que se torne uma amostra padronizada, com média nula e desvio-padréo unitario, em capitulo
posterior se demonstrara a justificativa para este tratamento das variaveis de entrada no sistema.

Testes serdo executados com o auxilio da “caixa de ferramentas” de redes neurais presente no
Matlab 6.0. Com o mesmo pacote sera mensurado o tempo de treinamento, a convergéncia para o
erro minimo definido, a quantidade de épocas de treinamento necessarias para se atingir o alvo.

A partir destes dados, serdo feitos comparagdes estatisticas entre as diversas arquiteturas
sugeridas e escolhida a que demonstrou melhor desempenho diante dos pardmetros expostos acima.
Far-se-4 uma simulagdo com dados fornecidos pelo SIMEPAR para se verificar a eficiéncia de

resposta da rede.



1.3 . ESTRUTURA DA DISSERTACAO

O capitulo 2 da dissertagdo apresenta as justificativas cientificas para se realizar um trabalho de
prote¢do contra a geada, apresentando primeiro uma teoria basica de botanica e principios de
termodindmica que explicam o comportamento do fendmeno. Também se apresenta a condigio
climatica para a identificagdo das variaveis pertinentes a criagdo do modelo.

O capitulo 3 demonstra um resumo teérico sobre redes neurais, funcionamento basico, tipos de
arquiteturas e as aplicagdes mais utilizadas para cada modelo. Também se apresentam as
justificativas para se realizar o pré-processamento dos dados de treinamento e uma explanacgio
sucinta sobre o algoritmo de aprendizagem.

No capitulo 4 apresentam-se as explanagdes de todos calculos realizados, tabelas com resumo
das comparagdes entre as diversas arquiteturas empregadas, com auxilio dos anexos que apresentam
na integra os relatorios gerados pelo pacote do Matlab e de graficos de desempenho. A conclusdo
define o modelo escolhido, seu comportamento e eficiéncia, além de proposta de melhorias
sugeridas para a continuagio deste trabalho.

No capitulo 5 apresentam-se as conclusdes e sugestdes para melhorias.
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substdncia qualquer, o que caracteriza uma nucleag@o heterogénea. A nucleagdo homogénea ocorre

somente em temperaturas muito baixas, em contraste, em climas umidos, a nucleagdo heterogénea
ocorre mais facilmente em temperaturas menos baixas.

A quantidade de agua pura necessaria para gerar um nucleo estavel de gelo através de
nucleagio homogénea ¢ alta: 2,3 x 10*'? kg em -10 °C (Franks, 1985). Esta quantidade decai
conforme a temperatura reduz, mas continua alta em -30 °C (3,8 x 10'' kg). A quantidade vai
diminuindo até atingir a temperatura limite de -38,5 °C onde qualquer volume de agua congela
(Franks, 1985).

Contudo, existem substdncias na natureza que podem agir como nucleadores heterogéneos tais
como:

a) bactérias de nucleagdo ativa (INA — ice nucleation-active);

b) outras moléculas biologicas e estruturas;

¢) residuos organicos e inorganicos.

Os nucleadores se encontram tanto extrinsecamente na superficie da planta ou, em alguns
casos, internamente na planta (intrinsecamente). Para entrar em agdo, um nucleador heterogéneo em
potencial deve entrar em contato com agua. Conseqiientemente, se a superficie da planta estiver
seca, os nucleadores estardo inativos. Contudo, durante uma geada em muitos climas, a umidade se
condensa na superficie da planta o que efetiva a oportunidade dos nucleadores heterogéneos
presentes serem ativados.

Existem plantas que possuem nucleadores que ndo contém bactérias como no caso da espécie
Afro-alpina que se baseia em polissacarideos que provocam o congelamento acima de -4 °C
(Griffith e Antikienen, 1996). Na figura 2.2 verifica-se através de fotografia por infravermelho
durante um congelamento controlado em uma camera fria (Atherton, Pearce e Fuller, resultados ndo
publicados e métodos descritos por Pearce e Fuller, 2001) a nucleag@o se espalhando através das
folhas ja que o congelamento trata-se de um efeito exotérmico e que pode ser detectado por

infravermelho.
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8
A principio, isto ndo se torna um estorvo se as medigdes destas caracteristicas do solo em

estudo sejam feitas ao longo do ano, mas existe um outro fator crucial que complica este método,
que tipo de sensoriamento se emprega para detectar que a noite esta estrelada, ja que este fendmeno
esta diretamente atrelado a esta condigdo?

A seguir, nesta dissertag@o, apresentamos uma proposta de nivel mais pratico para resolvermos
a questdo de previsdo da geada, no momento vamos analisar outros fatores importantes para

justificar a aplicagdo pratica na agricultura desta previsao.

2.3 . CONDICOES CLIMATICAS NO PLANTIO DE MACIEIRAS

O plantio de macieiras depende de condi¢bes climaticas bastante especiais devido as
caracteristicas da planta. As macieiras possuem uma produg¢io maior de frutos e com uma qualidade
superior quando se desenvolvem em um clima relativamente frio. Contudo, isto gera um dilema,
enquanto o fruto maduro precisa de condigées de frio para se desenvolver e produzir uma maior
quantidade de frutose, o mesmo frio pode propiciar as condi¢gdes necessarias e suficientes para
produzir a geada que pode queimar as flores e os frutos novos.

Corroborando a acima exposta, basta verificar no mapa do Parana que a regido mais propicia
para a produgdo de magas, a cidade de Palmas, corresponde ao ponto mais frio e a regido de maior
incidéncia de geada no estado.

O objetivo desta dissertagdo é propor uma forma de se criar um sistema de protegéo das
macieiras automatizado empregando-se microcontroladores e aplicando-se redes neurais para se
modelar o algoritmo de controle de sprinklers para aspersdo de agua sobre os pomares.

O questionamento €: como a aspersdo de agua ndo provoca o fendmeno da geada sobre os
pomares? A resposta esta no equilibrio térmico obtido, enquanto que com a umidade presente no ar
ocorre a nucleagdo heterogénea porque certos componentes extrinsecos € intrinsecos nas plantas
acabam "atraindo" estas moléculas de agua, cristalizando o meio aquoso das células e que ao se
aquecer para se evaporar, provoca a expansdo da célula e o rompimento da membrana celular, € o
efeito chamado popularmente de "queima da planta". Ja a aspersdo de agua provoca a saturagio € o
congelamento da agua que ocorre externamente na planta, formando uma camada que se mantém a
0 °C, diferente da nucleagdo que ocorre em valores negativos, quando ocorre o aquecimento natural
com o nascer do sol a temperatura se mantém em 0 °C até se transformar toda a camada de gelo em
agua e passa a se elevar lentamente até atingir a temperatura ambiente.

Com este método, protege-se a planta da incidéncia de cristais de gelo formado em
temperaturas negativas por se formar um involucro de temperatura superior € que ndo afeta as

células da planta.
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3. REDES NEURAIS
3.1. INTRODUCAO

As redes neurais tém experimentado uma explosdo de interesses através dos ultimos anos, sua
aplicagdo abrange uma grande area de atividades tais como finangas, medicina, engenharia,
geologia e fisica. De fato, em qualquer area que existam problemas de predigéo, classificagéo ou
controle, se pode empregar redes neurais. Este sucesso ¢ atribuido a diversos fatores chaves:

e Poder de Resolugdo. As redes neurais sdo técnicas bastante sofisticadas de modelamento
capazes de modelar fungGes extremamente complexas. Em particular, as redes neurais sdo
ndo-lineares. Por muitos anos o modelamento linear tém contribuido na matoria das
técnicas de modelagem, porque tais modelos possuem excelentes estratégias de
otimizagio. Contudo, aonde nio for possivel a aproximagio linear (no qual se enquadra a
maioria dos casos na pratica) tais modelos n3o levam a bons resultados. As redes neurais
colocam também em prova a maldi¢do da dimensionalidade a qual frustra qualquer
tentativa de se linearizar qualquer fungio n3o-linear com um grande nimero de variaveis
(geralmente se empregando multiplicadores de Lagrange).

e  Facil Utilizagao. As redes neurais aprendem por exemplo. O usuario de redes neurais
reune dados representativos e entdo realiza algoritmos de treinamento para o aprendizado
automatico da estrutura de dados. Embora o usuario necessite ter algum conhecimento
heuristico de como selecionar e preparar os dados, em como selecionar uma rede neural
apropriada, € como interpretar os resultados, o nivel de conhecimento do usuario
necessario para se aplicar com sucesso a rede neural ¢ inferior a0 empregado em métodos
estatisticos tradicionais.

As redes neurais também sdo intuitivas por se basearem no modelo basico dos sistemas neurais

biologicos.
3.2. AINSPIRACAO BIOLOGICA

As redes neurais foram desenvolvidas a partir da pesquisa em Inteligéncia Artificial que,
especificamente, pretende imitar os sistemas neurais biologicos na capacidade de aprendizado e na
tolerancia as faltas ao se criar um modelo do sistema basico do cérebro (Patterson, 1996). Os
principais grupos de pesquisa em Inteligéncia Artificial nas décadas de 60 a 80 ;;roduziram
Sistemas Especialistas. Estes sistemas sdo baseados em modelos de alto nivel no processamento do

raciocinio (especificamente, o conceito de que o raciocinio € construido a partir da manipulagio de
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simbolos). Contudo, verificou-se que tais sistemas falham em capturar certos aspectos da

inteligéncia humana. De acordo com algumas referéncias isto ocorre por causa da falha em se imitar
a camada infertor do cérebro ja que para se reproduzir a inteligéncia seria necessario construir
sistemas com uma arquitetura similar.

O cérebro é composto principalmente de um grande nimero de neurdnios (aproximadamente
10.000.000.000) que se conectam de maneira massiva (com uma média de centenas de
interconexdes por neurdnio, embora esta cifra possa variar amplamente). Cada neurénio é uma
célula especializada que pode propagar sinais eletroquimicos. O neurdnio possui uma estrutura de
entrada de dados (os dendritos), um corpo celular e uma estrutura ramificada de saida (o axonio).
Os axonios de uma célula se conectam aos dendritos de outras células através de uma stnapse.
Quando um neuré6nio é ativado, ele dispara um sinal eletroquimico através do axénio. Este sinal
cruza as sinapses para outros neurénios, o qual por sua vez podem disparar seus proprios sinais. Um
neurdnio s6 dispara se o sinal total recebido no corpo celular através dos dendritos exceder um certo
valor (limite de disparo).

A poténcia do sinal recebido por um neurdnio (e portanto a sua chance de disparar) depende da
eficacia das sinapses. Cada sinapse contém uma barreira que permite a quimica neuro-transmissora
transmitir um sinal através desta barreira. Um dos mais importantes pesquisadores em sistemas
neurologicos (Donald Hebb) postulou que a aprendizagem consiste principalmente em se alterar a
“poténcia” das conexdes sinapticas. Por exemplo, no experimento classico de condicionamento de
Pavlov, aonde o sino € tocado antes da refeicdo ao se dar a comida para um cdo, o cdo aprende
rapidamente a associar o sino com o ato de comer. As conexdes sindpticas entre a parte apropriada
do cortex cerebral e as glandulas salivares sdo fortalecidos, de maneira que o cortex € estimulado
pelo som do sino a fazer com que o c@o salive.

Desta forma, através de um grande numero de unidades de processamento extremamente
simples, cada um realizando uma soma ponderada de suas entradas, e entdo disparando um sinal
binario se um valor de entrada total exceder certo valor, o cérebro manipula tarefas extremamente

complexas.
3.3 . MODELO ARTIFICIAL BASICO

Para se capturar a esséncia de um sistema neural biolégico se define um neurdnio artificial

conforme a seguir:

e Recebe um nimero de entradas (tanto de dados originais ou da saida de outros neurdnios em
uma rede neural). Cada entrada vem através de uma conexdo que possui uma poténcia (ou
peso); estes pesos correspondem a eficacia da sinapse em um neurdnio biolégico. Cada

11
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neur6nio também possui um valor limite unitario. A soma ponderada das entradas ¢

formada, e o limite subtraido, para compor a ativagdo do neurénio também conhecido como
Potencial P6s-Sinaptico ou PSP (“Post-Synaptic Potential”) do neurdnio.

e O sinal de ativagio € passado através de uma fungdo de ativagdo também conhecido como

uma fungio de transferéncia para produzir a saida do neurénio.

Se for empregado a fungdo de ativagdo degrau unitario entdo o neurdnio atua da mesma forma
que o neurdnio biologico descrito anteriormente ( subtraindo o limite da soma ponderada e
comparando com zero o que € equivalente a se comparar a soma ponderada ao limite). Atualmente,
a fungio degrau unitario é raramente empregada em rede de neurOnios artificiais, conforme sera
discutido em breve. Note que o peso pode ser negativo, no que implica que a sinapse possui um
efeito inibitério em vez de um efeito excitatério no neurénio: neurdnios inibitérios também sdo
encontrados no cérebro.

Como os neurdnios devem ser conectados juntos? Se a rede deve ser util para qualquer
utiliza¢do, deve haver entradas que carregam os valores de variaveis de interesse do mundo exterior
e saidas que formam predi¢des, ou sinais de controle. As entradas e as saidas correspondem aos
nervos sensores € motores tais como aquelas vindas dos olhos e que comandam as mios. Contudo,
pode haver também neurdnios escondidos que exercem tarefas internas na rede.

A solugdo chave é realimentagio ou feedback (Haykin, 2001). Uma rede simples possui uma
estrutura de retroalimentagdo ou feedback: os sinais fluem através das entradas, se encaminha pelas
unidades escondidas e alcangam as unidades de saida. Tal estrutura possui comportamento estavel.
Contudo, se a rede for recorrente (contém conexdes entre as saidas e 0s neuronios anteriores ou seja
sdo realimentados) pode se tornar instavel e possuir uma dindmica muito complexa. Redes
recorrentes sdo de grande interesse para pesquisadores em redes neurais, no entanto tém sido as
estruturas do tipo feedback que se tém provado tutil em solucionar certos problemas reais.

Mostramos a seguir uma rede feedforward tipica. Os neurdnios sdo dispostos em uma topologia
em camadas distinta. A camada de entrada ndo é composta de neurOnios: estas unidades
simplesmente servem para introduzir os valores das variaveis de entrada. Os neurdnios das camadas
escondidas e de saida sdo todos conectados com todas as unidades da camada precedente.
Novamente, € possivel se definir redes que sdo conectadas parcialmente com algumas unidades da
camada precedente, mas para muitas aplicagdes € melhor se empregar redes com conexdes

completas.

12
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Figura 3.1 Diagrama mostrando conexdes (sinapses) entre 0s neurdnios

Fonte: StatSoft’s Electronic Book Homepage

Quando a rede for executada, os valores das variaveis de entrada sdo aplicadas nas unidades de
entrada, e entdo as unidades das camadas escondidas e de saida sdo progressivamente executadas.
Cada uma dessas unidades calcula o seu valor de ativagdo por pegar a soma ponderada das saidas
das unidades da camada precedente e subtrair o limite. O valor da ativagdo é passado através da
fungdo de ativagdo para produzir a saida do neurénio.

Quando a rede inteira for executada, as saidas da camada de saida atuam como a saida da rede

inteira.

3.4 . EMPREGANDO UMA REDE NEURAL

O tipo de problema possivel de ser solucionado por uma rede neural se define pela maneira de
trabalho e pela maneira de treinamento. As redes neurais trabalham a partir de variaveis de entrada
fornecidas como alimentagdo de dados e produzindo algumas variaveis de saida. Elas entdo podem
ser utilizadas quando se tem informagdes conhecidas e se deseja inferir informagGes desconhecidas

(Patterson,1996; Fausett,1994). Alguns exemplos sdo:

Predi¢do em Bolsa de Valores.

Sabe-se os pregos das agGes na semana passada e o indice atual; quer se saber quais serdo os

valores das agdes no mercado amanha.

Controle.

Quer se saber se o rob6 deve virar para esquerda, para a direita ou seguir em frente de modo a

atingir um alvo; conhece-se o ambiente que a cdmera do robo esta observando no momento.

13
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Um requisito importante para o emprego de uma rede neural € saber se existe uma relagdo entre
as entradas propostas e as saidas desconhecidas. Contudo, esta relagdo pode ser ruidosa, ou seja,
possuir outros fatores que ndo pertengam ao conjunto de entradas, que influenciam o
comportamento das saidas ou até existir algum elemento de comportamento puramente aleatorio.

De forma geral, quando se emprega uma rede neural ndo se sabe a equagdo entre as entradas e
as saidas — se soubesse se modelaria diretamente. Qutro fator importante nas redes neurais € que a
mesma aprende a relagdo que existe entre as entradas e as saidas através de aprendizagem. Existem
dois tipos de aprendizagem ou treinamento empregados em redes neurais, os supervisionados e ndo
supervisionados, do qual treinamento supervisionado € o mais comum e sera discutido na proxima
secao.

Em aprendizado supervisionado o usuario da rede agrupa um conjunto de dados de
treinamento. Os dados de treinamento contém exemplos de entradas com suas saidas
correspondentes, e a rede aprende a inferir a relagdo entre as duas. Os dados de treinamento sdo
coletados geralmente de registros historicos. Nos exemplos acima, pode-se incluir os valores de
acOes de mercado e os indices obtidos; registros anteriores de empréstimos bem sucedidos,
incluindo-se questionarios € um registro se o cliente foi anteriormente um bom pagador ou n3o;
posi¢des de robd padrao e suas reagdes corretas.

A rede neural é entdo treinada utilizando-se um dos algoritmos de aprendizagem
supervisionada do qual o melhor exemplo € o back propagation, desenvolvido por (Rumelhart et.
al., 1986), o que emprega os dados para ajustar os pesos da rede e suas polarizagdes de modo a
minimizar os erros nas predigdes no conjunto de treinamento. Se a rede for treinada
apropriadamente, aprendeu-se a modelar a fungdo desconhecida que relaciona as variaveis de
entrada as variaveis de saida, e pode subseqiientemente realizar predigdes onde a saida for

desconhecida.

3.5. COLETANDO INFORMACOES PARA A REDE NEURAL

As redes neurais processam dados numéricos em uma faixa limitada. Pode ser problematico se
o dado for de valor fora da faixa usual de trabalho, se for um dado perdido ou um dado ndo
numérico. Porém, existem métodos para se lidar com tais problemas. Dados numéricos sio
escalonados em uma faixa de valores apropriados para a rede e valores perdidos podem ser
substituidos ao se empregar valores médios (ou outro tipo de estatistica) da variavel em relagido aos
casos de treinamento disponiveis (Bishop, 1995).

Manipular dados ndo numéricos ¢ muito dificil. O tipo mais comum de dados ndo numéricos
consiste de variaveis de valores nominais tais como género = {macho, fémea}. Variaveis de valores
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nominais podem ser representados numericamente. Contudo, as redes neurais nio se comportam

bem com variaveis nominais as quais possuem uma grande variedade de valores possiveis.

Por exemplo, considere uma rede sendo treinada para estimar o valor de propriedades
residenciais. Os precos das casas dependem criticamente da area de uma cidade nas quais estdo
localizadas. Uma cidade em particular deve ser subdividida em dezenas de localizagbes e entdo se
torna natural o emprego de uma variavel nominal representando tais localizagdes. Infelizmente,
pode ser dificil treinar uma rede neural diante de tais circunstancias e a aproxima¢io mais provavel
para se realizar tal tarefa é se criar pesos baseados em conhecimento de especialistas da area para
cada localidade.

Outros tipos de dados ndo numéricos podem ser convertidos para a forma numérica ou
descartados. Datas e tempos, se forem importantes, serdo convertidas para valores ajustados a partir
de uma data/tempo especifico. Valores monetarios sdo facilmente convertidos. Campos de texto tais
como nomes podem ndo ser facilmente manipulado e deveriam ser descartados.

O tamanho da amostra para se treinar as redes neurais geram freqiientemente dificuldades.
Existem alguns recursos heuristicos que relacionam o numero de valores necessarios para o
tamanho da rede, sendo o mais simples aquele em que a quantidade de valores deveria ser dez vezes
os nameros das conexdes da rede. Na verdade, 0 numero necessario esta também relacionado com a
complexidade desconhecida da fungdo embutida que cada rede precisa modelar. Conforme se
aumenta o nimero de variaveis aumenta-se o nimero de valores de forma nio linear, de modo que
mesmo com um nimero pequeno de variaveis, um grande nimero de valores sera empregado.

Para a maioria dos problemas praticos, o0 nimero de valores necessarios sera de centenas ou
milhares. Para problemas mais complexos serdo necessarios mais valores, mas seria raro problemas
com um numero menor do que uma centena. Se seus dados forem mais esparsos do que isto, ndo
possui informag@o suficiente para treinar a rede, a melhor solugéo seria ajustar um modelo linear.

Muitos problemas praticos sofrem com dados ndo confidveis: algumas variaveis podem se
corromper com ruido ou valores perdidos. Apesar das redes neurais serem tolerantes a ruido, existe
um limite para esta tolerdncia: se ocorrer o aparecimento de alguns outliers bem distante da faixa de
valores normais podera ocorrer um desvio no treinamento. A melhor solug@o seria identificar tais

outliers e remové-los.

3.6 . PRE E POS PROCESSAMENTO

Todas as redes neurais pegam entradas numéricas e produzem saidas numéricas. A fungédo de
transferéncia de um neurdnio € tipicamente escolhida de maneira a se aceitar entradas de qualquer
escala e produzir saida em uma faixa estritamente limitada. Embora a entrada possa ser de qualquer
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de multiplos estados sdo mais dificeis de serem manipuladas. Poderiam ser representadas se

empregando um valor numérico (exemplo: Céo = 0, Papagaio = 1, Gato =2) mas isto implicaria em
um ordenamento falso de valores nominais — neste caso, o papagaio estaria de certa forma no meio
do caminho entre Cées e Gatos. Uma forma melhor de se representar seria a codificagdo no formato
de um de N que € empregar um numero de variaveis numéricas para representar a variavel nominal
simples. O nimero de variaveis numéricas iguala o nimero de valores possiveis; uma das N
variaveis € fixada, enquanto as outras sdo zeradas (exemplo: Cao = {1,0,0}, Papagaio = {0,1,0},
Gato = {0,0,1}). Infelizmente, uma varidvel nominal com um grande nimero de estados podera
exigir um numero proibitivo de varidveis numéricas de codificagio um de N, aumentando o
tamanho da rede neural e tornando dificil o seu treinamento. Em tais casos se torna mais viavel
empregar a representacdo através de um indice numérico simples.

Problemas de predi¢do podem ser divididos em duas categorias principais: classificagdo e
regressao.

Em classificagdo, o objetivo é determinar a que classe distinta certo dado de entrada pertence.
Exemplos incluiriam aceitagdo de permissio de crédito bancario (sem risco, com risco), detec¢do
de tumor canceroso (tumor, limpo), reconhecimento de assinatura (falso, verdadeiro). A forma mais
comum de classificagdo se baseia em tarefas de dois estados, embora possam surgir tarefas com
multiplos estados de classificagdo.

Em regressdo, o objetivo ¢ predizer o valor geralmente de uma variavel continua: valor de uma
agdo no mercado, o consumo de combustivel de um carro, lucros para o proximo ano. Neste caso, a
saida necessaria sera um valor numérico variavel.

As redes neurais podem geralmente executar tarefas tanto de regressdo ou classificagio,
embora seja mais comum executar cada tipo de tarefa distintamente. Na maioria dos casos, embora
a rede possua uma variavel de saida, no caso de problemas de classificagdo de valores de multiplos

estados, podera existir diversos neurdnios de saida.

3.7 . PERCEPTRONS MULTICAMADA (MLP)

Esta ¢ talvez a arquitetura mais popular de redes em uso hoje em dia, proposta originalmente
por Rumelhart ¢ McClelland (1986) e discutida exaustivamente em livros sobre redes neurais
(exemplo: Bishop, 1995). Este € o tipo de rede discutida brevemente em se¢des anteriores: as
células executam uma soma ponderada com uma polarizagdo e passa este nivel de ativagdo para
uma fungdo de transferéncia que produz sua saida e as células s@o dispostas em uma topologia de
camadas de transmissdo continua ou ‘“feedforward”. Desta maneira a rede possui uma
interpretagdo simples na forma de um modelo de entrada e saida com pesos e polarizagdes que
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definem os parametros livres do modelo. Tais redes podem modelar fun¢des de complexidade

arbitraria e o namero de células em cada camada, determinando a complexidade da fun¢do. Artigos
importantes sobre desenvolvimento de redes MLP incluem especificagdes de nimero de camadas
escondidas e o nimero de neurdnios (células) nestas camadas. (veja Haykin, 2001; Bishop, 1995).
O numero de entradas e saidas é definido pelo problema em particular, havendo uma certa
incerteza sobre o numero preciso de entradas a serem utilizado, um ponto a ser discutido
posteriormente. Contudo, para o momento, assume-se que as variaveis de entrada sdo
intuitivamente selecionadas e sdo todas significativas. O numero de camadas escondidas e
neurdnios necessarios toma-se como um bom ponto de partida se empregar uma camada escondida,
com o numero de neurdnios igual a metade da soma do numero de entradas com o nimero de

saidas.

3.8 . TREINANDO PERCEPTRONS MULTICAMADA

Uma vez escolhida o nimero de camadas, o nimero de neurénios em cada camada, os pesos e
as polariza¢Ges empregadas pela rede devem ser ajustados de modo a minimizar o erro de predigdo
pela rede. Esta € a tarefa dos algoritmos de treinamento. Os valores historicos coletado
automaticamente ajustardo os pesos e polarizagdes de maneira a minimizar o erro. Este processo
equivale a ajustar o modelo representado pela rede aos dados de treinamento disponiveis. O erro de
uma configura¢do em particular da rede podera ser determinado por se empregar todos os dados de
treinamento com a rede, comparando as saidas geradas com os valores de saida desejados. As
diferengas sdo combinadas através de uma fungdo de erro para definir o erro da rede. A fungio de
erro mais comum € o somatorio de erro quadratico onde os erros individuais de cada neurénio sdo
elevados ao quadrado e somados.

Um conceito util é o emprego da superficie de erro. Cada um dos N pesos e polarizagGes de
uma rede, que s3ao os parametros livres do modelo, sdo empregados como um espago dimensional.
A dimensdio N+/ é o erro da rede. Para qualquer configuragio possivel dos pesos, o erro é
representado graficamente em uma dimensdo N+ /, formando uma superficie de erro. O objetivo do
treinamento da rede € encontrar o ponto de minimo na superficie multidimensional.

Em um modelo linear usando a fungio de somatério de erro quadratico, a superficie de erro ¢
uma parabola, o que significa que ¢ uma parabola com um unico ponto de minimo global. Desta
forma ¢ facil se encontrar o valor minimo.

Mas as superficies de erro das redes neurais sd3o mais complexas, além de apresentarem valores

indesejaveis conhecidos como minimo local, que sdo os menores valores de um determinado trecho
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da superficie, contudo ainda acima de um valor de minimo global apresentam ainda pontos de sela,

plateaus e ravinas estreitas.

Dependendo do método pode ndo ser possivel analiticamente se determinar aonde se encontra
um minimo global de uma superficie de erro e, portanto, o treinamento da rede neural é
essencialmente uma explorag@o da superficie de erro. A partir de uma configuragio aleatoria inicial
de pesos e polarizagdes (exemplo: um ponto qualquer na superficie de erro, os algoritmos de erro
buscam de forma incremental por um minimo global. E feito tipicamente por se calcular o gradiente
(rampa) da superficie de erro no ponto atual e entdo empregando esta informagio se fazer um
movimento do tipo downhill (montanha abaixo). Eventualmente, o algoritmo para em um ponto

inferior, o qual pode ser um minimo local, mas que se espera tratar de um minimo global.
3.9. O ALGORITMO BACK-PROPAGATION

O algoritmo de treinamento mais conhecido é o back-propagation (veja Patterson, 1996;
Haykin, 2001; Fausett, 1994). Os algoritmos modernos de segunda ordem tais como o conjugate
gradient descent e o Levenberg-Marquardt (veja Bishop, 1995; Shepherd, 1997) sdo rapidos para
muitos problemas, mas o back-propagation ainda possui vantagens em certas circunstancias, além
de ser o algoritmo mais facil de se entender. Existem também modificagGes heuristicas do algoritmo
back-propagation que trabalham bem com alguns problemas, tais como o quick propagation
(Fahlman, 1988) e o Delta-Bar-Delta (Jacobs, 1988).

No back-propagation, o vetor de gradiente da superficie de erro € calculado. Este vetor aponta
a linha de maior inclinagdo do ponto corrente, de modo que ao se mover ao longo desta distancia,
diminui-se o erro. Uma seqiiéncia de tais movimentos, desalecerando conforme se aproxima da
parte inferior, 0 que eventualmente podera ser um valor de minimo. A dificuldade é sobre decidir
sobre a magnitude dos passos a serem feitos.

Passos de grande magnitude podem realizar uma convergéncia mais rapida, mas pode também
ultrapassar a solugio se a superficie de erro for excéntrica, indo na diregdo errada. Um exemplo
classico disto em treinamento de rede neural é aonde o algoritmo progride lentamente através de
uma descida, de um vale estreito, de um vale largo, balangando de um lado para o outro. Em
contraste, passos curtos podem se direcionar para a dire¢do correta, mas também requerem um
grande numero de iteragdes. Na pratica, o tamanho do passo € proporcional a rampa, de modo que o
algoritmo atinja um minimo, para uma constante especial: a taxa de aprendizagem. O ajuste correto
da taxa de aprendizagem depende da aplicag@o e é tipicamente escolhido por experimenté); também

pode ser variavel com o tempo, se tornando menor conforme o algoritmo progride.
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O algoritmo também € modificado pela inclusio de um termo de momento: que encoraja

movimentos em uma dire¢do fixa, de modo que se varios passos forem tomados na mesma diregio,
o algoritmo acelera, o que gera a habilidade de algumas vezes escapar de um minimo local e
também se mover rapidamente através de plateaus.

O algoritmo entdo progride interativamente através de épocas. Em cada época, os valores de
treinamento sdo submetidos a rede, e os valores alvos e as saidas atuais comparadas e os erros
calculados. Este erro, junto com o gradiente da superficie de erro, é usado para se ajustar os pesos e,
entdo, o processo se repete. A configuragdo inicial da rede ¢ aleatoria, e o treinamento para quando
um certo numero de épocas € atingido, ou quando o erro alcanga um nivel aceitavel, ou quando o
erro para de melhorar seus resultados. Pode se definir quais das condi¢bes de parada for melhor

para se empregar.
3.10 . SOBRE APRENDIZADO E GENERALIZACAO

O problema principal do aprendizado exposto € que ndo se minimiza realmente o erro em que
estamos interessados — que é o erro da rede quando submetido por novos valores. Em outras
palavras, a propriedade mais desejavel de uma rede € sua habilidade em generalizar para novos
casos. Na realidade, a rede € treinada para minimizar o erro com os valores de treinamento € como ¢
dificil de se conseguir um conjunto grande de valores para treinamento, ndo ¢ a mesma coisa que se
minimizar o erro de uma superficie de erro “real”.

A manifestagdo mais importante desta distingdo é o problema de aprendizado excessivo. E mais
facil se demonstrar este conceito empregando uma curva de ajuste polinomial do que uma rede
neural, mas o conceito € precisamente 0 mesmo.

Um polindmio € uma equagdo com termos contendo somente constantes e grau de variaveis.

Por exemplo:

y=2x+3

y=3x* +4x+1

Polindmios diferentes possuem formatos diferentes, com graus polinomiais maiores e portanto
maior numero de termos e possuem formas mais excéntricas. Dado um conjunto de dados, deseja-se
ajustar uma curva polinomial para se explicar os dados. Os dados sdo geralmente ruidosos, portanto
ndo se espera que o melhor modelo passe exatamente por todos os pontos. Um polindmio de ordem

menor pode ndo ser suficientemente flexivel para se ajustar a todos os pontos, aonde um polinémio
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Sua confiabilidade como um guia independente para o comportamento do modelo sera

comprometido — com experimentos suficientes, deve-se esperar ter “sorte” de que a rede se
comporte bem no conjunto de verificagdo. Para se adicionar confianga no comportamento final do
modelo, € pratica normal, ao menos onde o volume de dados de treinamento permitem, reservar um
tergo dos valores — o conjunto de teste. O modelo final é testado com os dados do conjunto de teste,
para garantir que os resultados na verificagdo e no treinamento sejam reais, € ndo artefatos do
processo de treinamento. E claro que para se concretizar esta tarefa apropriadamente, o conjunto de
testes deve ser utilizado apenas uma vez — se for usado para ajustar e interagir com o processo de
treinamento, se tornara efetivamente dados de verificagdo!

Resumindo-se, o desenvolvimento de uma rede, uma vez que as variaveis de entrada sdo

selecionadas, segue-se os seguintes estagios:

e Selecione uma configurag@o inicial, tipicamente, com uma camada escondida de neurdnios
com metade da soma das entradas e saidas.

e Iterativamente, conduza um numero de experimentos com cada configurag@o, retendo a
melhor rede encontrada em termos de erro de verificagdo. Um nimero de experimentos sdo
necessarios com cada configuragdo para se evitar ser enganado quando se treina para
localizar um minimo local.

e Em cada experimento, se ocorrer subaprendizado, a rede ndo atinge um nivel de
comportamento aceitavel, tente adicionar mais neurdnios para a(s) camada(s) escondida(s).
Se ndo for util, tente adicionar uma camada escondida extra.

e Se sobre aprendizado ocorrer, quando o erro de verificagdo comegar a subir, tente remover

alguns neurénios escondidos, e possivelmente alguma camada.

3.11 . SELECAO DE DADOS

Todos os estagios acima dependem da seguinte conclusdo: especificamente, o treinamento, a
verificagdo e os dados de teste devem ser representativos do modelo em questdo e, os trés
conjuntos devem ter uma representatividade independente. Se os dados de treinamento ndo forem
representativos, entdo o valor do modelo estard comprometido. Desde o inicio € importante se

definir os tipos de problemas que podem corromper um conjunto de treinamento:
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O Futuro Nio é o Passado.

Os dados de treinamento sdo tipicamente historicos. Se as circunstincias mudarem,
relacionamentos que existiam no passado podem ndo persistir no futuro, e o modelo obtido a partir

dos dados passados ndo sera capaz de boas previsdes.
Toda Eventualidade Deve Ser Coberta.

Uma rede neural s6 pode aprender casos que estdo presentes no conjunto de dados, ndo se pode

esperar que a rede faga uma decisdo correta quando se deparar com um caso nio previsto.
A Rede Aprende os Padrdes Mais Faceis.

Uma ilustragio classica, possivelmente apocrifa, é o do projeto de visdo desenvolvida para
automaticamente reconhecer tanques. Uma rede que é treinada com centenas de fotos incluindo
tanques € uma centena sem tanques, alcanga 100% de precisdo. Mas quando testada com dados
novos se apresenta ineficaz. A razdo? As fotos com os tanques foram tiradas no escuro, em dias
chuvosos; as fotos sem tanques em dias ensolarados. A rede aprende a distinguir o método trivial
de diferengcas em intensidade luminosa maxima. Para funcionar a rede deveria ser treinada
incluindo-se todas as condi¢des climaticas e de luz em que se espera que trabalhe — sem mencionar

todos os tipos de terreno, angulos de disparo, distancias, etc.
Conjunto de Dados Néo Balanceados.

Desde que uma rede minimiza o erro sobre o conjunto de dados, as propor¢des dos tipos de
dados de um conjunto sdo criticas. Uma rede treinada com 900 valores bons e 100 valores ruins
sera polarizada em suas decisdes pelos casos bons, conforme o algoritmo diminui 0 seu erro geral,
o qual sera fortemente influenciado pelos casos bons. Se a representagdo de casos bons e ruins for
diferente na populagio real, as decisdes da rede serdo equivocadas. Um bom exemplo seria o
diagnoéstico de doenga. Talvez 90% dos pacientes rotineiramente testados estdo livres da doenga.
Uma rede € treinada com dados disponiveis com uma proporgdo de 90/10. Entdo € empregada no
diagnoéstico em pacientes que reclamam de problemas especificos, onde a probabilidade de estar
com a doenga € de 50/50. A rede agira com cautela e falhara no reconhecimento da doenc;a em
pacientes doentes. Em contraste, se for treinada com os dados dos reclamantes e entdo, testado nos
dados de rotina, podera aumentar um numero significativo de falsos positivos. Em tais
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tendem a considerar apenas uma camada escondida, com duas camadas alguns problemas

ocasionais e com trés praticamente desconhecido.

Uma quest@o chave em classificagdo é como interpretar os pontos "proximos" do declive. A
pratica padrdo € se adotar alguns niveis de confianga, limites de aceitagdo e rejei¢do, os quais
devem ser excedidos antes que o neurdnio seja excitado para realizar uma decisdo. Por exemplo, se
limites de aceitagdo de 0.95 e de rejeigido de 0.05 forem usados, uma saida com nivel que exceda
0.95 sera ativada, abaixo de 0.05 sera zerada, e entre tais valores sera classificada como indecisa.

Uma interpretagdo mais usual € se tratar as saidas como probabilidades. Neste caso, a rede da
mais informagdo do que simplesmente uma decisdo: o qual habilitara que a saida da rede neural
seja interpretada como probabilidades, o que significa que a rede aprende efetivamente a modelar a
fun¢d@o de densidade de probabilidade da classe. Contudo, a interpretagdo probabilistica somente é
valida sob certas afirmagdes sobre a distribui¢do dos dados, especificamente, se for gerada pela
familia de distribui¢des exponenciais; veja Bishop, (1995). Uma decisdo de classificagdo deve
ainda ser feita, mas uma interpretagido probabilistica permite um conceito mais formal da tomada

de decisdo de "custo minimo" envolvida.

3.13 . OUTROS ALGORITMOS DE TREINAMENTO DE UMA MLP

Anteriormente nesta segdo, discutiu-se como o algoritmo de back-propagation realiza a
descida de gradiente na superficie de erro. Falando mais claramente, calcula-se a dire¢do do maior
declive de descida na superficie, entdo se desloca na superficie uma distancia proporcional a taxa
de aprendizagem e ao declive, usando um momento quando se mantém uma dire¢do consistente.
Como analogia, se comporta como um canguru vendado pulando na diregdo mais o6bvia.
Atualmente, a descida é calculada indepedentemente na superficie de erro para cada valor de
treinamento, e de forma aleatéria, mas trata-se apenas de uma boa aproximag¢ido para a descida na
superficie de erro. Qutros algoritmos de treinamento para MLP trabalham de forma diferente, mas
todos empregam uma estratégia desenvolvida para caminhar em diregio a um minimo o mais
rapido possivel.

Outras técnicas mais sofisticadas para fungdes ndo lineares de otimizagdo estdo se
empregando. Entre estas podemos mencionar o conjugate gradient descent e o Levenberg-
Marquardt (Bishop, 1995; Shepherd, 1997), os quais sdo formas bem sucedidas de dois tipos de
algoritmo: busca em linha e regido de confianga.

O algoritmo de busca em linha trabalha da seguinte forma: pega uma dire¢do sensivel para se
movimentar na superficie multidimensional. Entdo projeta uma linha nesta diregdo, localiza o
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minimo nesta linha, sendo relativamente trivial se localizar um minimo em uma linha por se

empregar um algoritmo no formato de bisecgdo, e repete. O que é uma "dire¢do sensivel” neste
contexto? Uma escolha dbvia seria a dire¢do da maior inclinagdo descendente, a mesma direcio
que foi escolhida pelo back-propagation. Na verdade, esta escolha intuitivamente 6bvia prova-se
ser um pouco pobre. Ao se minimizar em uma dire¢do, a proxima linha descendente podera
"estragar" a minimizagdo concernente a dire¢do inicial, mesmo em uma superficie simples como
uma parabola onde um grande nimero de buscas em linhas serd necessario. Uma melhor opgédo €
selecionar um conjugado ou diregdes que ndo interferem — por isso chamado conjugate gradient
descent (Bishop, 1995).

A idéia aqui € que, uma vez que o algoritmo minimizou em uma diregdo particular, a segunda
derivada naquela dire¢do deveria se manter em zero. As diregdes conjugadas s3o selecionadas para
manter esta segunda derivada em zero na presungdo de que a superficie € parabdlica, de outra
maneira, "uma superficie bem lisa". Se esta condi¢io persistir, as N épocas serdo suficientes para se
alcangar um minimo. Na realidade, em uma superficie de erro complexa os conjugados se
deterioram, mas o algoritmo ainda requer menos épocas do que o back propagation, e também
converge para um minimo melhor para se estabilizar, o back propagation deve trabalhar com uma
taxa de aprendizagem extremamente baixa.

A regido de confianga trabalha conforme a seguir: em vez de seguir uma dire¢do de busca,
assume-se que a superficie ¢ de formato simples tal que o minimo pode ser localizado e pular
diretamente para ele — se a escolha for verdadeira. Tente o modelo e veja quio bom o ponto
sugerido é. O modelo tipicamente assume que a superficie possui um formato bem comportado
(por exemplo: uma parabola), o qual sera verdadeiro se estiver suficientemente proximo de um
minimo. De outro forma, a escolha podera ser grosseira € o0 modelo escolher pontos inapropriados
para se movimentar. O modelo somente é confiavel dentro de uma regido do ponto corrente, € 0
tamanho da regido é desconhecido. Portanto, escolha novos pontos para testar o comprometimento
entre o valor sugerido pelo modelo e o sugerido pelo salto do gradiente padrdo. Se o novo ponto for
bom, move-se para 14, e fortalece a atuagdo do modelo em selecionar um novo ponto; se for ruim,
ndo mova, e fortalega o passo do algoritmo de gradient descent (descida de gradiente) para
selecionar um novo ponto e fazé-lo com passos menores. O Levenberg-Marquardt utiliza um
modelo que assume que a fungdo é localmente linear, e portanto possui uma superficie de erro
parabdlica.

O Levenberg-Marquardt (Levenberg, 1944; Marquardt, 1963; Bishop, 1995) € tipicamente o
algoritmo de treinamento mais rapido, embora possua algumas limitagdes irﬁponantes,
especificamente: s6 pode ser empregado em redes com uma nica saida, somente pode ser utilizado
em conjunto com a fungdo de soma de erro quadratico e precisa uma quantidade de memoria

28



29

proporcional a W (onde W é o niimero de pesos de uma rede; tornando-se impraticavel para redes
grandes). O Conjugate gradient descent ¢ bom e ndo sofre com tantas restrigdes.

O algoritmo back propagation ainda pode ser util, ndo que venha a garantir uma solugio rapida
e precisa. Ainda ¢ uma boa escolha se o conjunto de dados € relativamente grande e possuem
bastantes dados redundantes. Os ajustes de erro caso a caso do algoritmo back propagation
significa que a redundancia de dados nd3o causa prejuizo, por exemplo, se dobrar o tamanho do
conjunto de dados ao se replicar cada caso, cada época levara duas vezes mais o tempo
convencional, mas tera o mesmo efeito de duas épocas antigas, portanto ndo ha perdas. Em
contraste, o algoritmo Levenberg-Marquardt realiza calculos empregando o conjunto inteiro de
dados, aumentando-se o nimero de casos podera desacelerar cada época significativamente,
contudo ndo melhora necessariamente o comportamento desta época, fora casos em que os dados
sdo redundantes; se os dados sdo esparsos, entdo a adigdo de dados fara com que cada época
methore. O back propagation é igualmente bom se o conjunto de dados for muito pequeno, porque
existe informag@o insuficiente para se realizar uma solugio refinada e apropriada, outro algoritmo
mais avangado pode alcangar um erro de treinamento menor, mas o erro de verificagdo podera nio
melhorar no mesmo modo.

Existem também duas variagoes do back propagation ( o quick propagation, Fahlman, 1988 e
0 Delta-bar-Delta, Jacobs, 1988) que foram desenvolvidas para lidar com algumas das limitagdes
desta técnica. Em muitos casos, ndo sio significativamente melhores do que o back propagation, e
algumas vezes elas s3o piores, com comportamento relativo e dependente da aplicagdo. Estes dois

algoritmos também requerem mais parametros do que os demais ja expostos anteriormente.

3.14 . CLASSIFICACAO EM REDES NEURAIS

Em problemas de classificagdo, o proposito da rede € designar cada valor para uma das classes,
ou de forma mais generalizada, estimar a probabilidade de ser membro de uma determinada classe.

Os valores nominais sdo normalmente representados em redes se empregando uma das duas
técnicas, a primeira disponivel apenas para valores dicotomicos; estas técnicas sdo: estado binéario, /
de N. Em uma representagdo binaria, um unico n6 corresponde a variavel e um valor de 0 ¢
interpretado como um dos estados ¢ um valor de 1 para o outro. Em codificagdo de / de N, um
neurdnio € alocado para cada estado, com a representagido do nivel 1 em um dos neurdnios € o0 0 em
outro.

As variaveis de entrada sido facilmente convertidas se empregando um dos métodos expostos
acima, tanto durante o treinamento quanto durante a execugdo. As saidas alvo para os neurénios
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correspondente as variaveis nominais sdo facilmente determinadas durante o treinamento. Contudo,

necessita-se mais esfor¢o para se determinar a classe de saida designada pela rede durante a
execucao.

Os neurdnios de saida contém valores continuos entre 0 e¢ 1. De maneira a definir
definitivamente uma classe para as saidas, a rede deve decidir se as saidas se encontram
relativamente proximas a 0 e 1. Se ndo estiverem, a classe é definida como “indecisa”.

As redes neurais empregam um nivel de confianga, com limiares de aceitagio e rejei¢do, para
decidir como se interpretar as saidas de rede. Estes limiares podem ser ajustados para fazer com que
a rede seja mais ou menos sensivel na designagdo de classificagdo. A interpretagio difere de forma

indelével entre a representagdo dicotomica e a de / de N:
Dicotdomica.

Se a saida do neurdnio estiver acima do limiar de aceitagdo, escolhe-se a classe do tipo 1. Se a
saida estiver abaixo do limiar de rejeigdo, a classe O é designada. Se a saida estiver entre os dois

limiares, a classe € definida como indecisa.

UmdeN.

Uma classe € selecionada se a saida correspondente estiver acima do limiar de aceitagio E
todas as saidas dos outros neurdnios de saida estiverem abaixo do nivel de rejeigdo. Se esta
condig@o ndo for satisfeita, a classe é designada como indecisa.

Existe uma peculiaridade quando se lida com codificagdo / de N. Em primeira analise, pode-se
esperar que o melhor valor de limiar de aceitagdo e rejei¢do seja de 0,5. Na verdade, no caso de 1 de
N isto ndo ocorre e sim no caso de rede dicotdmica. Geralmente pode se ajustar o limiar de
aceitagdo abaixo do de rejeicdo e a rede passa a ter, por exemplo, limiar de aceitagdo de O e de
rejei¢do de 1. Este ajuste paradoxal implica em que o neurdnio com o valor de ativagdo maior indica
o tipo de classe, independente do valor dos demais (neurdnios competitivos). Isto ocorre porque o
algoritmo de designagdo de uma classe atua da seguinte forma:

e  Selecione o neurénio com a maior saida. Se o neurénio possuir uma saida maior ou igual

ao limiar de aceitagdo, e todas as demais saidas possuirem valores menores do que o
limiar de rejei¢do, designe a classe representada por esta unidade.

Com um limiar de aceitagdo de 0, o neur6nio campedo sera certamente aceito € com-um limiar
de rejei¢do de 1, nenhuma das saidas dos demais neurdnios serdo desconsideradas, de modo que o
algoritmo se reduz a simplesmente eleger como valor de saida a do neur6nio que ganhou com o
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maior valor. Em contraste, se ambos os limiares forem ajustados para 0,5, a rede pode retornar

como resposta uma indecis@o, se o nivel de ativagdo do neurdnio ganhador estiver abaixo de 0,5 ou
qualquer um dos demais estiverem com o valor acima de 0,5.

Embora tais conceitos dependam um pouco de se fazer experimentos com estes limiares, os
mesmos permitem que se estabelecam algumas condi¢gdes importantes. Por exemplo, se
escolhermos um nivel de aceitagdo de 0,3 e de rejeigdo de 0,7 conclui-se que: “selecione a classe
com o neurdnio vitorioso no caso de seu nivel de saida for pelo menos de 0,3 e que nenhuma das
outras saidas possuam valores de ativagdo maior do que 0,7, em outras palavras, o ganhador devera
apresentar um certo nivel de ativagdo significativo enquanto os perdedores nio devem interferir
para se atingir uma decisio.

Na discussdo posterior se assume que uma classificagdo “positiva” ¢ indicada por um valor
proximo de 1 e uma classificagio “negativa” por um valor proximo de 0. Isto se torna verdadeiro se
empregarmos a fungdo de ativagdo de saida logistica e se torna conveniente com uma faixa de
probabilidades excursionando entre 0 e 1. Contudo, em algumas circunstancias pode ser
conveniente se empregar outras faixas de ajuste. Também, algumas vezes a ordem pode ser reversa,
com valores de saidas menores indicando positividade.

Primeiro, a faixa dos valores correspondem ao valor minimo de média e ao valor maximo de
desvio padrdo armazenados para cada variavel. Com uma fungio de ativagdo de saida logistica os
valores padroes de O e 1 sdo excelentes. Alguns autores recomendam o emprego de uma fungio de
ativagdo do tipo tangente hiperbolica, o qual possui uma faixa de sinal de -1 a +1. O desempenho do
treinamento € melhorado porque esta fungdo, diferente da fungdo logistica, é simétrica. Desta
maneira, ao se alterar os valores de média minima e de desvio padrio maximo a rede

automaticamente ira interpretar as classes corretamente.

3.15 . FOLHA DE DADOS DE CLASSIFICACAO

Quando os limiares de aceitagido / rejeigdo forem selecionados e se acertar a habilidade de
classificagdo da rede, o indicador mais importante é a Folha de Dados de Classificagdo. Ela mostra
quantos valores foram corretamente classificados, incorretamente classificados ou sem
classificagio. Também revela os valores que pertenciam a uma determinada classe e foram
designadas para outra. Todos estes valores s3o levantados independentemente para os conjuntos de

treinamento, validag@o e teste.
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3.16 . PREDICAO EM SERIES TEMPORAIS EM REDES NEURAIS

Em problemas de séries temporais o objetivo € conseguir predizer os valores seguintes de uma
variavel que se modifica com o tempo, empregando-se valores passados do mesmo e/ou outras
variaveis (Bishop, 1995).

Tipicamente as variaveis preditas sdo continuas, de modo que as séries temporais sdo um tipo
especial de regressdo.

E muito usual se predizer os proximos valores de uma série temporal a partir de um nimero
fixo de valores anteriores, observando-se um lapso de tempo a frente. Quando o préximo valor em
uma série € gerado, valores futuros sdo estimados por se alimentar a rede com os novos valores
junto com valores anteriores, 0 que chamamos de projegdo de série temporal.

Em redes neurais pode se empregar qualquer tipo de rede para predigdo em uma série temporal,
contudo, o tipo de rede deve ser compativel com o tipo de problema, se é de regressio ou
classificagdo. A rede € configurada para a predigdo de uma série temporal se ajustando os
parametros de passo e visualizagdo prévia. O parametro de passo indica o nimero de valores de
entrada que se deve alimentar e o parametro de visualizagdo prévia quio distante a predigdo deve
ser feita. A rede pode ter qualquer nimero de variaveis de entrada e saida. Contudo, muito comum €
a utilizag@o de uma variavel Gnica o qual € tanto entrada, levando-se em conta a visualizagio prévia,
como saida. Configurar-se uma rede para utilizagdo em série temporal altera a maneira de como os
dados sdo pré-processados, por exemplo, ¢ desenvolvido a partir de um numero de valores
seqiienciais, mais do que um Unico caso, mas a execu¢do da rede e o treinamento procede da mesma
forma que qualquer outro problema.

O conjunto de treinamento para série temporal, portanto, possui uma unica variavel e é do tipo
entrada/saida, por exemplo, que € empregada tanto para a entrada como para a saida da rede.

O conceito mais dificil em redes neurais empregando séries temporais de se lidar € a
interpretacdo do treinamento, verificagdo, teste e valores ignorados. Para conjunto de dados
padrdes, cada valor € independente, e a compreensdo destas informagdes fica clara. Contudo, em
uma rede com série temporal cada padrdo de entradas e saidas € na realidade gerado a partir de um
namero de casos, determinado pelos parimetros de passo e visualizagdo prévia. Existem duas
consequéncias disto:

O tipo do padrdo é determinado pelo tipo de informagdo de saida. Por exemplo, em um
conjunto de dados contendo alguns casos, os dois primeiros sao ignorados e o terceiro testado, com
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passo = 2 e visualizagdo prévia = 1, o primeiro padrdo empregado € do tipo teste e, gera suas
entradas a partir dos dois primeiros casos e sua saida do terceiro. Entdo, os dois primeiros valores
sdo utilizados no conjunto de teste embora tenham sido marcados como ignorados. Além do mais,
cada valor dado pode ser usado para trés tipos de padrdo, e estes podem ser qualquer um entre
treinamento, verificacio e teste. Em certo sentido, os dados se “diluem entre” treinamento,
verificag@o e teste. Para se isolar os trés conjuntos integralmente, se constréi blocos contiguos de
treinamento, verificacdo e teste, separados por um numero apropriado de valores ignorados.

Os primeiros poucos valores somente podem ser utilizados como entradas para padrdes.
Quando se seleciona dados para uso em uma série temporal, o nimero do valor selecionado ¢
sempre um valor de saida. Os primeiros poucos valores ndo podem ser selecionados, ja que
necessitaria de valores adiantados antes do comego do conjunto de dados, e eles sdo

automaticamente marcados como ignorados.

3.17 VANTAGENS DE SE EMPREGAR UMA REDE NEURAL RECORRENTE

As redes neurais de transmiss3o continua ou feedforward sio empregadas com sucesso para
resolver problemas que computam fungdes estaticas, por exemplo, fungdes cuja saida depende do
valor da variavel de entrada atual e que ignora valores anteriores. Contudo, no mundo real e nesta
aplicacdo especifica que se estd propondo costuma se deparar com situagdes que ndo podem ser
resolvidas com fungGes estaticas porque a fungdo calculada se modifica a cada entrada de variavel
recebida.

Um exemplo usual deste tipo de arquitetura de rede é a construgio de um autdmato
deterministico finito que necessita de memorizag@o de valores de entrada anteriores para definir o
resultado de sua saida em relagdo ao valor corrente, que pode gerar valores distintos de saida para o
mesmo valor corrente dependendo dos valores passados acumulados.

E importante salientar que a arquitetura feedforward em que os valores de entrada anteriores
ndo influenciam o processamento de entradas futuras pode sofrer modificagbes para processar
valores passados. Introduzindo-se conexdes de realimentagio na rede far-se-a com que os valores de
entrada passados retornem para a camada de entrada e afetem o processamento de entradas futuras.

Esta classe de redes neurais que contém conexdes de realimentagdo sdo chamadas de Redes
Neurais Recorrentes (ou em inglés Recurrent Neural Networks — RNN). A topologia deste tipo de
rede € bastante flexivel, qualquer n6 pode ser realimentado para qualquer outro e inclusive para si
proprio. Os unicos requisitos rigidos para este tipo de rede s@o as entradas € as saidas que devem ser
bem definidas.
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Alguns problemas solucionados com redes recorrentes que se pode citar sdo: controle de

articulagdes de robds (Hormnby et al., 2001); inferéncia gramatical em linguagem (Elman, 1990),
identificacdo de presenga de uma pessoa em uma determinada regido vigiada por cameras de
seguranga através de uma rede de Elman treinada para identificar caracteristicas de movimentagéo
biolégica, como: o caminhar, correr ou saltitar (Giese, 2000); controle preditivo n3o linear de

sistema de nivel (Paulo Gil et al., 1999)

3.18 . ARQUITETURA DE UMA REDE DE ELMAN

A arquitetura da rede de Elman ou também denominada Rede Recorrente Simples (Elman,
1990) € representada na figura a seguir. Cada elipse na figura representa um conjunto de pontos de
conexdo. As conexdes recorrentes nesta rede (em linha pontilhada) sdo processadas da seguinte
forma: a cada intervalo de tempo t os neurdnios da camada escondida recebem dados dos nos de
entrada, os valores computados pelos neurdnios sdo memorizados na camada de contexto (a elipse
na parte inferior direita), cada unidade de contexto esta conectada aos neurOnios da camada
escondida. A presenca desta realimentagdo implica que as saidas dos neurdnios no tempo t podem
influenciar a resposta dos neurénios ocultos no tempo t+1. As unidades de contexto sdo conectadas

com os neurdnios da camada oculta num relacionamento de um para todos.

Figura 3.7 Representagido esquematica de uma rede de Elman

camada escondida, zit)

Entrada, <t
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4 . MATERIAL E METODO

4.1 . COLETA DE DADOS

Os dados consistem em quatro variaveis climaticas fornecidas pela estagio meteorologica n°
02651043 pertencente ao JAPAR (Instituto Agricola do Parand) situado no municipio de Palmas,
P R, na regido sul do estado, a uma latitude de 26,216° sul e longitude de 51,083° oeste, altitude de
1035 m.

As quatro variaveis consistem em temperatura minima no dia (° C), temperatura maxima no dia

(° C), umidade relativa do ar (%) e velocidade do vento (m/s).

4.1.1 . Filtragem Dos Dados

Os dados fornecidos passaram por uma filtragem, porque houve periodos em que a estagéo teve
problemas com o sistema de sensoriamento. Além disso, somente nos altimos 4 anos, (de Abril de
1998 até Dezembro de 2001) € que se passou a realizar a medigao de velocidade do vento.

A matriz de pontos obtida apods a filtragem ficou com a dimens3o de 4 variaveis com 1249

observagdes.

4.1.2 . Teste De Normalidade Dos Dados

Para realizar o teste de normalidade dos dados, utilizamos o teste com a distribui¢do qui-
quadrado, procedendo da seguinte maneira:

a) Calculo da média de p = 4 variaveis e n = 1249 observagoes.

X, =[11,7931 18,3656 77,0107 2,6624]

Portanto obtém-se os seguintes valores médios a partir da matriz acima:

X,, =11,7931 (valor médio da temperatura minima)
X,, =18,3656 (valor médio da temperatura maxima)
X,; =77,0107 (valor médio da umidade relativa)
X,.a =2,6624  (valor médio da velocidade do vento)
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4.1.3 . Normalizagdo Das Variaveis (Z1, Z2,7Z3 E Z4)

De acordo com a teoria no capitulo 4.5 (Heuristicas para melhorar o desempenho do algoritmo
de retropropagagdo), recomenda-se no item 5 a “normalizagdo das variaveis de entrada” para
acelerar aprendizagem dos pesos sinapticos para que venham a convergir rapidamente para o valor-
alvo dentro do erro definido. Esta normalizagdo impede que ocorra a saturagdo das saidas dos
neurdnios ocultos em sua fung@o de ativagio decorrentes de variaveis que possuem diferentes faixas
de trabalho e que ndo correspondem ao valor tipico destas fungdes (0,1) e, como o processamento
das sinapses ocorre simultaneamente em paralelo, isto também agrava a ocorréncia de saturagio e
ndo convergéncia do algoritmo de aprendizagem.

As recomendagdes para a normalizagdo (LeCun, 1993) das entradas é que o conteudo de
treinamento tenha valor médio em zero, que as variaveis sejam descorrelacionadas e que o desvio-
padrdo de todas as variaveis empregadas seja unitario.

Nesta fase, aplicaremos apenas duas das trés recomendag¢des expostas anteriormente, a saber,
média em zero e desvio-padrdo unitario que é comumente conhecido como padronizagio de

variaveis e facilmente aplicado pela seguinte formula:

o (x — f)

o

onde: (4.2)
X = valor médio

o = desvio - padrao

1° Passo: obtengido do valor médio das quatro variaveis, que ja foi calculado para o teste de

normalidade dos dados.

X, =[11,7931 18,3656 77,0107 2,6624]

2° Passo: aproveita-se também o calculo da matriz de covariancia do teste de normalidade. A
diagonal desta matriz corresponde ao valor das varidncias das quatro variaveis que se pretende
normalizar, portanto, se extrair a raiz quadrada da diagonal desta matriz obtém-se um vetor de

desvio-padrao:
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21,281 19,036 4,0356  -0,19468
19,036 39,587  -0,049973 -0,278
40356 -0,049973 59252  -0,2223

-0.19468 -0,278  -02223  0,44555

E o vetor resultante é:

4,6131
6,2918
7,6975
0,6675

Obtém-se, a partir deste vetor, os seguintes valores de desvio-padrao:

o, =4,6131 (desvio - padrdo da temperatura minima)

o, =6,2918 (desvio - padrdo da temperatura maxima)
o, =7,6975 (desvio - padrdo da umidade relativa)

o, =0,6675 (desvio - padrdo da velocidade do vento)

3° Passo: com os valores médios e os valores de desvio-padrdo se efetua a padronizagido das
quatro variaveis para que tenha valor médio igual a zero e desvio-padrdo unitario aplicando-se a

formula (4.2). Néo serdo tabulados os valores porque compde uma matriz 4 x 1249.

4.1.4 . Verificando A Correlagdo Entre As Variaveis

-

Agora se efetua uma verificagdo de correlagio entre as variaveis para se determinar a influéncia
entre as mesmas.
O coeficiente de correlagio de Pearson mede a associagdo linear entre duas varidveis € ndo

depende das unidades de engenharia de cada variavel. O coeficiente de correlagdo para as variaveis

i e j s3o definidos como:

n
s é(xﬁ—fixx@—fj)

y

r = = parai =12,....nej=12,....n (4.3)

Cosoys, \/Z(xk, -%) \/Z(x"] %)

k=1
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A matriz de correlagdo obtida com a defini¢do acima é:

1 r, n, i

Fy 1 7y, Von
R=|r, r, 1 r, (4.49)

Lrnl rn2 rn3 1 _

A matriz de correlagido R consiste de » linhas e n colunas, portanto uma matriz quadrada e, que
também € simétrica, ou seja, 7, =7, .

O coeficiente de correlagdo da amostra é uma versdo padronizada da covaridncia da amostra,
onde o produto das raizes quadradas das varidncias da amostra cria a padronizagdo. Embora os
sinais da correlagdo e da covaridncia sejam os mesmos, a correlagio se torna mais facil de se
interpretar porque a sua magnitude é limitada. Fazendo-se um sumario, o coeficiente de correlagédo »
possui as seguintes propriedades:

1. O valor de 7 varia de -1 a +1.

2. O valor de r mede a for¢a da associa¢do linear. Se r =0, isto implica uma falta de
associagdo linear entre as variaveis. Por outro lado, o sinal de r indica a dire¢do da associagdo:
r <0 implica uma tendéncia de um valor do par ser maior em sua média enquanto o outro é menor
em sua média; e » > 0 implica uma tendéncia para um valor do par aumentar a0 mesmo tempo que
o outro valor aumenta e também ambos diminuirem seus valores simultaneamente.

Com isto, obtém-se a matriz:

1 0,6559 01136 -0,0632

1 -0,0010 -0,0662
R= 4.5)
1 —0,0433
1

Na interpretag@o dos valores da matriz R temos:

4.1.4.1 . Correlagio entre temperatura minima e temperatura maxima (X; € Xz):

X,, =X, =0,6559, o que indica uma correlagdo positiva média entre a temperatura minima do

ar e a temperatura maxima do ar. (4.5.1)
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Por isso, em vez de se adotar a descorrelagio entre estas duas variaveis, € preferivel se realizar
um teste de eliminagdo de uma das variaveis e ver o comprometimento da resposta da rede sem esta
informacg@o. Este teste serd o proximo passo de execugio.

Entre as variaveis temperatura minima e umidade relativa (x; e x3) existe também uma
correlagdo positiva, sO que fraca, podendo se desprezar a descorrelagio. Também ¢€ interessante
perceber que, levando-se em conta fendmenos termodinidmicos, realmente a diminui¢io da
temperatura minima pode acarretar uma maior condensag¢io e concentragdo da umidade relativa do
ar. O que vale salientar ¢ que este comportamento pode ter uma correlagio maior ou menor
dependendo da regido e altitude do local em estudo.

Entre as variaveis temperatura minima e velocidade do vento (x; e x4) ndo existe correlagdo
significativa, pode se trabalhar diretamente com estas variaveis.

Entre as variaveis temperatura maxima e umidade relativa (x, e x3) ndo existe correlagdo, pode
se trabalhar diretamente com estas variaveis.

Entre as variaveis temperatura maxima e velocidade do vento (x; e x4) existe uma correlagdo
negativa fraca que ndo justifica a necessidade de se fazer uma descorrelagdo. E interessante, no
entanto, perceber que um aumento na velocidade do vento pode acarretar em uma pequena
diminuig¢do na temperatura do local.

Entre as variaveis umidade relativa e velocidade do vento (x3 e x4) existe uma correlagdo
negativa fraca desprezando-se a necessidade de se fazer uma descorrelagdo. Observa-se, no entanto,
que um aumento na velocidade do vento pode ocasionar uma diminui¢do da umidade relativa do

local.

4.1.5 . Teste de eliminagio de variavel

Para se descartar uma ou mais variaveis independentes que podem contribuir pouco para a
identificagdo de padrdes da rede, se usa o critério de descarte de variaveis redundantes adotado na
Analise de Componentes Principais (Mardia et al., 1982) que segue os pardmetros a seguir:

e Determine os autovalores e autovetores da matriz de correlagdo das variaveis independentes.

e Considere o autovetor correspondente ao menor autovalor (valor absoluto), descarte ai, a

variavel cujo coeficiente no autovetor for o maior (valor absoluto). E claro que o autovetor
com menor autovalor é o menos importante no conjunto.

e O numero de variaveis descartadas deve ser igual ao nimero de autovalores menores ou

iguais a 0,70.

Da lista abaixo se identifica qual (is) variavel (is) podera (80) ser descartada (s):
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X) = temperatura minima do ar

X, = temperatura maxima do ar
x3 = umidade relativa do ar

x4 = velocidade do vento

A partir da matriz de correlagdo ja exposta anteriormente, se gera os autovalores e autovetores:

A 4, A A4
103341 09615 10253 16791

I 2 g, e, e, |
x, 07065 -0,6970 -0,1223 -0,0102
x, 00813 -0,0391 06281 0,7729
x, 00687 01937 -0,7582 06188
x, —06997 -0,6893 -0,1250 0,1403 |

Observa-se que o menor valor absoluto em autovalores que seja menor que 0,7 € 0 4, e se
olhando para a coluna da matriz de autovetores correspondente ao autovalor 4, se identifica o
maior valor absoluto correspondendo a variavel x;.

Portanto, a variavel que sera eliminada do conjunto sera x; que corresponde ao valor de
temperatura minima. Isto veio a coincidir com as conclusdes anteriormente mencionadas de ndo
haver necessidade na pratica de se mensurar os limites superiores e inferiores de temperatura em um
determinado intervalo de tempo, basta se medir somente a variavel temperatura.

Reduz-se com isto as variaveis para:

X2 = temperatura do ar (ndo se chamarad mais temperatura maxima do ar, pois sera valor de
medigio continua)
x3 = umidade relativa do ar

x4 = velocidade do vento
4.1.6 . Teste de separagdo e classificagdo de duas populagées
Este teste pretende verificar se a amostra obtida consegue em termos de classificagdo uma boa

separagdo entre duas populagdes distintas que sd@o alvos desta dissertagdo, a saber: uma classe

denominada m; onde ocorre geada e uma classe m; onde ndo ocorre geada.
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O objetivo ¢ verificar se a amostra possui um erro de classificagdo baixo o que indica uma boa

separagao entre as duas popula¢des em estudo, ndo havendo a necessidade de se efetuar métodos de
analise discriminante que possam gerar uma melhor separagio dos dados observados.
E empregado o Método de Lachenbruch (Lachenbruch e Mickey, 1968) que é realizado através
do seguinte algoritmo:
1. Inicia-se com o grupo 7; de observagdes. Retira-se uma observagdo deste grupo e realiza-se
uma fungio de classificagido baseada nas »n;-1 e n, observagdes.
2. Classifica-se a observagdo suprimida empregando-se a fungdo de classificagdo construida no
passo 1.
3. Repete-se os passos 1 e 2 até que todas as observagdes do grupo m; sejam classificadas.
Registra-se nf” ) como o numero de observagdes classificadas erradas neste grupo.

4. Repete-se os passos 1 a 3 até que todas as observagdes do grupo m; sejam classificadas.

Registra-se ngH ) como o nimero de observagdes classificadas erradas neste grupo.

Estima-se as probabilidades de erro de classificagdo f’(le) e 13(1|2) de acordo com as

formulacdes:

n](H )

P21)==—

(H)
n,

(4.6)

P(1]2)=

n,

O estimador de erro total de classificagdo sera:

. (H) | ,(H)
E= notnm 4.7)

n +n,

Este método € feito computacionalmente empregando-se como fungio de classificagdo:

F=(F-%) S;hiais ¥ 4.8)

Os resultados obtidos ap0s se realizar o método s@o:
Classificagdo de geada quando ndao houve = 8,57% (amostra com n; = 70)
Classificagdo de clima normal quando houve geada = 3,31% (amostra com n; = 1 179)

Erro Total de classificagdo = 3,6%
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Os dados do Simepar apresentam uma boa separagdo para classificagdo e o mesmo tipo de teste

¢ utilizado para se determinar o erro de classificagdo de cada teste de rede que for aprovado.

4.2 . METODOLOGIA DOS TESTES DE ARQUITETURA DE REDES

Para comprovagio do que se estudou na revisdo de literatura, se efetuou trés tipos de testes com
as arquiteturas escolhidas, a saber:

e teste das arquiteturas com 4 variaveis ndo padronizadas (X;, X, X3 e X4)
e teste das arquiteturas com 4 variaveis padronizadas (Z,, Z,, Z3 € Z4)
e teste das arquiteturas com 3 variaveis padronizadas (Z,, Z3 € Zs)

O objetivo destes testes € comprovar a necessidade de um pré-processamento da amostra para
que se obtenha uma boa convergéncia na aprendizagem da rede. Para tanto, se padronizou alguns
parametros para a realizagido de todos os testes. Os pardmetros séo:

e os valores dos pesos sinapticos e das polarizagdes sdo escolhidos de valores aleatorios
gerados pelo algoritmo de inicializagdo da rede neural,

e 0 modo de treinamento escolhido ¢ por lote;

e o numero de iteragdes € fixado em no maximo de 100 épocas, que foi determinado através
de testes preliminares com as arquiteturas escolhidas;

® o tempo maximo para tentativa de convergéncia é de 12 minutos, que também foi
determinado a partir de testes preliminares;

e afungdo de desempenho empregada é a soma dos erros quadrados e ¢ fixado em 0,02

e a quantidade de testes a serem realizados é de 20 por cada arquitetura exposta a seguir.

As arquiteturas escolhidas sdo as seguintes:
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