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o microrganismo produtor da enzima em questão, b) o
meio de cultivo e c) os parâmetros de fermentação [3].

Os microrganismos mais utilizados são bactérias ou
fungos. Eles podem produzir de forma nativa a enzima
desejada, ou ainda ser um organismo geneticamente
modificado (OGM) para ser capaz de produzir a en-
zima desejada. E as exigências destes microrganismos
são responsáveis por determinar os outros fatores ne-
cessários para a produção de enzimas. O segundo fator
determinante, o meio de cultivo, é o alimento para o
crescimento do microrganismo e produção das enzi-
mas, mas também pode servir como indutor para a
produção de uma quantidade maior dos produtos de
interesse da fermentação.

Por sua vez, os parâmetros de fermentação são um
conjunto de características que ajudam a dar as con-
dições necessárias para o crescimento dos microrga-
nismos e produção das enzimas, como o pH do meio,
temperatura, pressão, quantidade de ar injetado, agita-
ção, químicos adicionados e outras condições exigidas
pelo microrganismo. A otimização deste conjunto de
parâmetros consiste no maior desafio industrial para
o escalonamento da produção de enzimas.

Com isso, no contexto de indústrias de biotecnolo-
gia produtoras de enzimas, boa parte da otimização da
produção e dos parâmetros de fermentação são basi-
camente da ordem de controle de produção, onde se
tem o objetivo de maximizar certos alvos, como a pro-
dutividade, e minimizar outros, como por exemplo o
uso de água ou energia. No controle diário dos parâme-
tros envolvidos é possível encontrar empiricamente a
melhor combinação de todas as variáveis envolvidas, e
geralmente é desta forma que os parâmetros são otimi-
zados, com base na experiência e conhecimento das
pessoas responsáveis que trabalham há anos com o
mesmo processo.

Essa abordagem lembra a ideia de aprendizado de
máquinas supervisionado e esta semelhança é um
forte indicativo de que essas técnicas podem ser em-
pregadas nesse tipo de indústria para otimização dos
processos. Portanto, ao analisar uma quantidade con-
siderável de dados históricos é possível que os algorit-
mos identifiquem relações complexas entre os diferen-
tes parâmetros e identificar pontos ótimos de operação
[6, 7].

Modelos de otimização de processos baseados em
aprendizado de máquina podem fornecer um cená-
rio da produtividade, com seus picos e vales represen-
tando alta e baixa produção. Os algoritmos de otimi-
zação multidimensional (contando com os diversos

parâmetros que influenciam o processo) se movimen-
tam nesse contexto procurando o pico mais alto que
represente a maior produtividade possível [11]. Desta
forma, os algoritmos são capazes de fornecer recomen-
dações sobre como atingir melhor esse pico, ou seja,
quais variáveis de controle ajustar e para que interva-
los de controle as ajustar [8, 9, 10].

Idealmente a otimização de processos por meio de
aprendizado de máquina passa por três etapas: a) iden-
tificação de um algoritmo que seja capaz de predizer
bem seu processo, seja a produtividade, o consumo de
insumos ou a qualidade do produto final; b) a otimi-
zação dos diferentes parâmetros do processo pode ser
feita com o o algoritmo identificado; c) as recomenda-
ções recebidas pelo algoritmo escolhido podem redefi-
nir os parâmetros de processo para efetiva otimização
[12].

O presente trabalho se propõe a identificar o melhor
algoritmo para a classificação de bateladas possivel-
mente boas ou não na produção de um tipo de produto
contendo enzimas produzido por uma indústria de bi-
otecnologia instalada em Araucária PR.

2. Materiais e Métodos

2.1. Programas e pacotes utilizados

A linguagem de programação Python foi utilizada para
manipular os dados e implementar os modelos estu-
dados. Dentro desta linguagem os pacotes de mani-
pulação de dados, cálculos, vizualizacao de dados e
aprendizado de maquinas scikit learn, seaborn, pan-
das, matplotlib, pandas e numpy foram utilizados [13,
14, 15, 16].

2.2. Fonte dos dados

Os dados obtidos são fundamentalmente compostos
pelos parâmetros que são monitorados por sensores
que atuam em tanques de fermentação, e também por
dados inseridos no sistema SAP de monitoramento
de controle de qualidade da empresa em questão. To-
dos os dados foram gerados durante diferentes lotes
de produção de produtos enzimáticos proveniente de
fermentação microbiana.

Esses dados são contínuos ao longo da fermenta-
ção, e relativos ao seu lote de produção e ao tempo de
fermentação. Além destes dados contínuos ao longo
da fermentação, também foram coletados os dados
relativos a cada lote para (a) rendimento e (b) produ-
tividade. Esses atributos são a resposta aos atributos
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do processo e podem ser classificados diretamente em
classes de qualidade do produto gerado.

Os dados correspondentes ao período de janeiro de
2016 a março de 2019, foram resgatados do banco de
dados da empresa produtora de enzimas. O software
que, registra, gerencia, faz a comunicação com a in-
terface do SAP utilizado pelo laboratório de controle
de qualidade e extrai os dados diretamente para um
arquivo de “xlms” ou “cvs” é o PiSystem da Osysoft [17].

2.3. Seleção e limpeza dos dados

Para fins de simplificação foram escolhidos somente
os lotes de fabricação de somente um tipo de produto.
A razão desta escolha é que os parâmetros podem ter
influências diferentes para cada produto, assim como
sua faixa de trabalho vai ser diferenciada. Desta forma
o modelo poderia ficar prejudicado pelas diferentes
soluções possíveis. Com isso, o universo de amostras
para este único tipo de produto foi reduzido a 225 lotes.

Como as variaveis resposta para cada lote são pontu-
ais e não contínuas como os parâmetros monitorados,
um resumo para cada lote foi feito dos parâmetros.
Neste resumo, os valores dos parâmetros com vazão
de entrada de componentes e ar inseridos no tanque
de fermentação foram integrados para cada lote, assim
como foi feita uma média dos parâmetros controla-
dos, como temperatura, pH e potência de agitação.
Com isso restaram 24 parâmetros de controle e apon-
tamento para cada lote. O que significa que o modelo
teria que lidar com um problema de alta dimensionali-
dade e com poucas amostras coletadas.

Para iniciar a análise exploratória destes dados, foi
assegurado que nenhuma das características tivesse
uma porcentagem muito alta de dados faltantes, as-
sim como que todos os dados que devam ser tratados
como números do tipo “float” estivessem neste for-
mato. Após isso, as informações que fossem de classe,
como turno ou tanque utilizado foram transformadas
em características de números inteiros para melhor
manipulação dos dados.

2.4. Análise exploratória dos dados

Para conhecer melhor os dados obtidos sobre os 225 lo-
tes de fermentação para a produção de enzimas, algu-
mas análises iniciais foram empregadas. Inicialmente,
a porcentagem de dados faltantes foi calculada para to-
dos parâmetros para a produção de enzimas e somente
um apresentou 23,6

Figura 1: a) Gráficos de dispersão para todas as variáveis en-
volvidas no processo de fabricação de enzimas e b) para a
variável resposta ’Rendimento’.

Observando a distribuição dos dados, alguns pontos
se destacaram por estarem muito distantes do resto
da distribuição (Figura1a e 1b). A anormalidade destes
dados muitas vezes não condiz também com uma pos-
sibilidade real dentro de uma fermentação, como por
exemplo lotes em que o rendimento final de enzima
era igual a zero, ou a dosagem de algum químico su-
perior em muitas ordens de grandeza em um lote em
relação a todos os outros.

2.5. Remoção de outliers

Para a remoção destes pontos anormais seguirem um
padrão e não serem arbitrários, foram removidas as
linhas contendo somente os dados que estivessem
muito abaixo ou muito acima da distribuição de cada
variável. Para isso definimos que seriam removidos os
dados que, em uma distribuição dos dados, estivessem
três vezes a distância interquartil abaixo do primeiro
quartil, ou três vezes a distância interquartil acima do
terceiro quartil.

Removendo os pontos anormais para a variável res-
posta (Rendimento), e outras três variáveis (‘Dosagem
total de reagente A’, ‘Dosagem total de reagente B’ e
‘Tempo de fermentação’), os dados ficaram distribuí-
dos como demonstrado na Figura 2.

2.6. Seleção de variáveis

Com a base de dados limitada, e uma dimensão grande
de variáveis (24 variáveis ao todo), foi necessária reali-
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Figura 2: Gráficos de distribuição de dados para as variáveis
que tiveram pontos anormais removidos.

zar uma pré-seleção das variáveis. Foram removidas as
variáveis que tivessem uma grande colinearidade com
outras variáveis que não a resposta. Removendo va-
riáveis colineares estamos removendo a redundância
que pode ser acrescentada ao modelo e melhorando a
capacidade de generalização do modelo.

Uma métrica simples foi utilizada para remover as
variáveis com coeficiente de correlação superior à 0,6.
Com essa estratégia restaram 22 variáveis para descri-
ção do modelo.

Como a ideia central desta análise é relacionar os
parâmetros de fermentação com a qualidade da pro-
dução por meio do rendimento obtido, neste ponto
a variável “Qualidade” foi criada, onde foi atribuído
o valor de “0” para todos os lotes que obtiveram um
rendimento inferior ao primeiro quartil de distribuição
da variável “Rendimento”, e para todos os outros lotes
foi atribuído o valor de “1”.

2.7. Normalização dos dados

A normalização é necessária pois cada parâmetro de-
terminante para o modelo é medido em unicades e
escalas de grandeza diferentes. Com essa técnica é pos-
sível deixar todas as características de um modelo em
uma mesma escala numérica. Embora métodos como
Regressão Linear e Random Forest não necessitem de
uma normalização, como desejamos uma comparação
entre diferentes modelos, a normalização foi necessá-
ria.

Neste estudo o MinMaxScaler do pacote Scikit-Learn
foi utilizado para deixar todos os parâmetros em um
intervalo entre 0 e 1, certificando-se de que os dados
sejam divididos entre treinamento e teste antes da nor-
malização.

2.8. Modelos empregados

Foram avaliados seis modelos usualmente aplicados
em aprendizado de máquinas e disponibilizados na bi-
blioteca do Scikit-Learn: ‘método linear clássico (LDA)’,
‘support vector machine’, ‘indução de árvore de deci-
são classificatória’, ‘método de k-vizinhos’, ‘random
forest’ e ‘gradient boosting’.

3. Resultados

3.1. Correlação entre variáveis e alvo

Para identificar a correlação entre as variáveis de pro-
cesso selecionadas e o rendimento alvo foi utilizado
o coeficiente de correlação de Pearson, que mede a
força de correlação linear de cada variável com o alvo
resposta. Este coeficiente também evidencia o sentido
desta correlação, se é positivo ou negativo. Lembrando
que essa correlação medida é linear, então as variá-
veis podem ainda ter uma correlação não-linear com o
rendimento alvo.

Pela correlação de Pearson, o “Tempo de fermenta-
ção” e a “Dosagem total do químico B” foram apon-
tados como os fatores que mais influenciam positiva-
mente o rendimento (Figura3). Enquanto o “Peso do
fermentador” e a “Potência de agitação” são os fatores
que influenciam mais negativamente o rendimento.

3.2. Avaliação dos modelos e otimização

Em uma primeira etapa, a performance de base dos
modelos foi avaliada sem realizar um tunning dos pa-
râmetros de cada modelo. A métrica escolhida para
avaliar os modelos foi o erro quadrático médio.

O modelo com melhor desempenho para a classifica-
ção dos lotes com boa ou má qualidade de rendimento
de produção de enzimas, foi o ‘Random Forest’, com
erro quadrático médio de 0,2037.

Considerando que o modelo de “Random forest”
teve o melhor desempenho na avaliação inicial, seus
parâmetros de trabalho foram otimizados, com uma
busca randômica pelos melhores hiperparâmetros para
este problema de classificação. Com a otimização dos
parâmetros utilizados o modelo alcançou a acurácia
de 85,19
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Figura 3: Coeficiente de correlação linear de Pearson para as
variáveis a serem empregadas no modelo

Figura 4: Comparação de modelos de aprendizado de má-
quina com base no erro quadrático médio (MSE).

O modelo melhor modelo de Random Forest encon-
trado pelo grid aleatório utiliza de "booststrap"para
gerar as árvores, com no máximo 1400 árvores, cada
árvore com profundidade de no máximo 110, número
mínimo de amostras para criar um nó de 10 e com
o critério de gini para criação de nós em cada árvore
(Figura4).

A importância das variáveis empregadas no modelo
de Random forest foi calculada e está apresentada na
Figura 5. Essas importâncias reforçam mais uma vez a
análise pelo coeficiente de Pearson, tendo o “Tempo
de fermentação”, assim como a “Dosagem total do quí-
mico B” como variáveis com maior influência na quali-
dade de produção deste tipo de enzima.

Figura 5: Índice da importância das variáveis empregadas no
modelo de ’Random Forest’ para classificação de lotes de
produção de enzima.

4. Conclusões

A avaliação dos dados de fermentação para produção
de enzimas evidenciou que os fatores mais importan-
tes para a obtenção de uma produção boa são a maxi-
mização do tempo de fermentação, e a maior dosagem
de químico B. O primeiro fator pode indicar que a fer-
mentação em alguns casos é interrompida antes de
alcançar o pico de produtividade. Além disso, batela-
das menores (com menor peso final do fermentador) e
com menor agitação também contribuem para melhor
produção da enzima de interesse. Esta indicação de
menor agitação pode ser resultado de sensibilidade
do microrganismo em questão à taxas altas de cisalha-
mento.

Uma das árvores extraídas do modelo de Random Fo-
rest otimizado, na Figura 6, exemplifica essas influên-
cias dos principais parâmetros identificados para uma
boa produção de enzimas.
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Figura 6: Árvore extraída do modelo de Random Forest otimi-
zado para a seleção de parâmetros de fermentação e produ-
ção de determinada enzima.
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