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RESUMO
Na indústria busca-se obter o melhor desempenho para as mais variadas aplicações, 

utilizando-se na maior parte dos casos sintonia fina para controladores PID (Proporcional-Integral- 
Derivativo) clássico. Entretanto, o uso de métodos de sintonia fina não extraem de fato o melhor 
comportamento do sistema em casos mais complexos, como em sistemas não-lineares, ou com 
múltiplas entradas e múltiplas saídas (do inglês Multiple Input and Multiple Output, MIMO), 
sendo possível a melhora desse desempenho por meio de técnicas mais avançadas. Além disso, 
o PID possui ainda variantes com diferentes estruturas e capazes de realizar um controle com 
mais capacidade de adaptação a depender das condições de cada aplicação. Algumas variantes 
do PID são o PID fracionário (do inglês Fractional Order PID, FOPID), baseado em cálculo 
fracionário, e o PID adaptativo (do inglês Adaptive PID, APID), com capacidade de adaptação 
em tempo real. O problema de se otimizar uma configuração de controlador PID pode ser 
abordado por meta-heurísticas, técnicas de otimização baseadas em múltiplos agentes evoluindo 
ao longo de várias iterações. Nesse contexto diversos trabalhos já foram feitos, e predominam o 
uso do algoritmo genético (do inglês Genetic Algorithm, GA) e da otimização por enxame de 
partículas (do inglês Particle Swarm Optimization, PSO). Há uma lacuna referente ao uso de 
meta-heurísticas mais recentemente desenvolvidas para a sintonia de controladores PID dos três 
tipos mencionados. O objetivo desse trabalho é o de se avaliar o uso de 3 tipos de controladores 
PID quando sintonizados por 5 meta-heurísticas: GA, PSO, otimização de gavião asa-de-telha (do 
inglês Harris Hawks Optimization, HHO), algoritmo de predadores marítimos (do inglês Marine 
Predators Algorithm, MPA), e otimização da arraia (do inglês Manta Ray Optimization, MRO). 
Os três sistemas (processos) utilizados nos testes para avaliar o desempenho das metaheurísticas 
de otimização e sistemas de controle em malha fechada foram: a coluna de destilação de Wood e 
Berry, a coluna de destilação de Ogunnaike e Ray, e o sistema de pulverização de moinho de 
bolas (do inglês Ball Mill Pulverizing System, BMPS). Para cada uma das configurações feitas, 
foram executadas 50 rodadas dos algoritmos tendo como função objetivo a integral do tempo 
multiplicado ao erro ao quadrado (do inglês Integral of T ime Multiply squared Error, ITSE), 
com o objetivo de se analisar estatisticamente os resultados obtidos. Ao final desse processo, 
ficou evidente que as técnicas são eficientes no geral, e ao se avaliar os desempenhos e fazer 
uma classificação (baseada em menor valor de ITSE) em cada estudo de caso, gerou-se ao final 
uma classificação geral somando as classificações anteriores: MPA em primeiro, GA e HHO em 
segundo, PSO em terceiro e MRO em quarto. Com relação aos tipos de controlador, o FOPID 
foi o mais eficiente, a não ser na aplicação com maior número de parâmetros, enquanto que o 
APID teve bom desempenho, mas foi mais inconsistente, devido à sua natureza de tempo-real. O 
PID clássico foi inferior às outras variantes em todas as aplicações, com exceção da coluna de 
Ogunnaike e Ray (OR).

Palavras-chave: Controlador proporcional-integral-derivativo, Otimização, Múltiplas entradas 
e múltiplas saídas, meta-heurísticas de otimização.



ABSTRACT
The industry seeks to obtain the best performance for the most varied applications, using in 
most cases fine tuning for classical Proportional-Integral-Derivative (PID) controllers. However, 
the use of fine-tuning methods do not actually extract the best behavior from the system in 
more complex cases, such as in non-linear systems, or with multiple inputs and multiple outputs 
(MIMO), being possible to improve this performance through more advanced techniques. In 
addition, the PID also has variants with different structures and capable of performing a control 
with more adaptability depending on the conditions of each application. Some variants of PID 
are Fractional Order PID (FOPID), which is based on fractional calculation, and Adaptive PID 
(APID), with real-time adaptability. The problem of optimizing a PID controller configuration 
can be addressed by metaheuristics, optimization techniques based on multiple agents evolving 
over several iterations. In this context, several works have already been done, and the use of the 
genetic algorithm (GA) and the Particle Swarm Optimization (PSO) predominates. There is a 
gap regarding the use of more recently developed metaheuristics for tuning PID controllers of the 
3 types mentioned. The objective of this work is to evaluate the use of 3 types of PID controllers 
when tuned by 5 metaheuristics: GA, PSO, Harris Hawks Optimization (HHO), Marine Predators 
Algorithm (MPA), and Manta Ray Foraging Optimization (MRFO). The 3 systems (processes) 
used in the tests to evaluate the performance of the optimization metaheuristics and closed-loop 
control systems were: the Wood and Berry distillation column, the Ogunnaike and Ray distillation 
column, and the Ball Mill Pulverizing System (BMPS). For each of the configurations, 50 rounds 
of the algorithms were performed by having the time integral multiplied by the squared error 
(ITSE) as the objective function, in order to statistically analyze the results obtained. At the end 
of this process, it became evident that the techniques are efficient in general, and after evaluating 
their performances and making a classification (based on lower ITSE values) in each case study, 
a final general classification was generated by adding the previous classifications: MPA first, GA 
and HHO second, PSO third, and MRO fourth. Regarding controller types, FOPID was the most 
efficient, except in the application with the highest number of parameters, while APID performed 
well, but was more inconsistent, due to its real-time nature. The classical PID was inferior to the 
other variants in all applications with the excpetion of the column of Ogunnaike and Ray (OR).

Keywords: Proportional-Integral-Derivative Controller, Optimization, Multiple Input and 
Multiple Output, Optimization Metaheuristics.
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Capítulo 1 

Introdução

No desenvolvimento de sistemas de controle, há uma busca natural por projetos de 
controlador que satisfaçam as necessidades de operação. Segundo An et al. (2018), devido à sua 
simplicidade, funcionalidade, e ampla aplicabilidade, o controlador PID (Proporcional-Integral- 
Derivativo) é o mais utilizado na indústria. Os controladores PID possuem variantes que podem 
se adequar melhor a determinadas funções, como adaptação do controlador em tempo real, 
estabilidade e capacidade de se antecipar às mudanças no sistema sendo controlado, simplicidade 
de manuseio, entre outros. Logo há diferentes tipos de procedimentos com complexidades 
diferentes. Entre as variantes do controlador PID há o controlador PID adaptativo (do inglês 
Adaptive PID, APID), o qual possui algum componente de adaptação de parâmetros de controle 
em tempo-real, o controlador PID de ordem fracionária (do inglês Fractional Order PID, FOPID), 
o qual possui componentes integral e derivativa de ordem não inteira, e também o controlador 
PID preditivo, que busca adaptar a arquitetura de um controlador preditivo baseado em modelo 
(do inglês Model Predictive Controller, MPC) para tornar o controle mais eficiente. Em todas 
essas possibilidades, é necessário definir parâmetros para o controle, ainda que esses parâmetros 
sejam apenas iniciais em alguns designs. Logo é essencial encontrar parâmetros de controle 
que gerem respostas do sistema com erro nulo em regime permanente, rápido tempo de subida, 
rápida estabilização, mínima variância do sinal de controle, a depender de qual é a necessidade da 
aplicação. O resposta do processo pode ainda ser avaliada por meio de métricas de desempenho 
como por exemplo a integral do erro absoluto (do inglês Integral ofAbsolute Error, IAE), integral 
do erro ao quadrado (do inglês Integral ofSquared Error, ISE), integral do tempo multiplicado ao 
erro absoluto (do inglês Integral ofTime Multiply Absolute Error, ITAE), e a integral do tempo 
multiplicado ao erro ao quadrado (do inglês Integral ofTime Multiply Squared Error, ITSE).

A sintonia de parâmetros de controle é uma área com intensa pesquisa focada em 
diferentes aplicações, tais como em sistemas robóticos (Mandava e Vundavilli (2020)), hidráulicos 
(Wang et al. (2017)), sistemas de nível de tanque (Lakshmanaprabu et al. (2017)), hidroelétricos 
(Altinoz et al. (2020)). Algumas técnicas clássicas são a sintonia de Ziegler e Nichols (1942), a 
sintonia por relé, de Hang e Àstrom (1988), e a sintonia de Cohen (1953). Essas técnicas clássicas 
por vezes nos retornam resultados satisfatórios em aplicações mais simples, mas falham quando 
há uma necessidade de maior eficiência em sistemas mais complexos, com não-linearidades e/ou 
com múltiplas entradas e múltiplas saídas (do inglês Multiple Input and Multiple Output, MIMO). 
Logo é necessário buscar técnicas que sejam capazes de encontrar soluções suficientemente 
capazes de manter processos mais complexos nesse comportamento desejado. Para isso é possível 
buscar procedimentos no campo da otimização.

Otimizar significa encontrar a melhor solução para um determinado problema, a partir 
de um conjunto de soluções possíveis. O campo da otimização busca agrupar os melhores
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mecanismos de busca que possibilitem alcançar esse objetivo. Um desses mecanismos de busca é a 
busca por heurísticas. Heurísticas são técnicas baseadas em experiências. Elas buscam solucionar 
o problema por meio de senso comum, intuição, “chutes” que sigam um padrão aceitável de 
busca de soluções, sem que necessariamente se encontre uma solução suficientemente em tempo 
aceitável. Utilizando-se dessa questão, é possível encontrar heurísticas de nível mais elevado, as 
quais buscam se utilizar de heurísticas de nível menor para encontrar soluções superiores para 
um mesmo problema. Essas heurísticas de maior nível são chamadas meta-heurísticas, e utilizam 
múltiplos agentes para formar um sistema de soluções que evoluem durante várias iterações por 
meio de equações matemáticas e um conjunto de regras (Hussain et al. (2019)). Esse tipo de 
técnica pode ser usada então na sintonia de controladores PID, devido à sua capacidade de prover 
soluções matematicamente capazes em aceitável tempo computacional.

1.1 Motivação
O PID é ainda o tipo de controlador mais utilizado atualmente na indústria (Borase 

et al. (2021)), sendo de fácil implementação e entendimento. Na realidade atual os controladores 
PID usados nesse contexto possuem sintonias de má qualidade, ou até mesmo não possuem 
sintonia (Hagglund (2019)), acarretando em perda ou lentidão de produção. Essas razões trazem 
motivação de se trabalhar com esse tipo de controlador devido à sua relevância ainda hoje.

No contexto de indústria 4.0, no qual há uma transformação da lógica da engenharia 
rumo ao próximo passo do desenvolvimento tecnológico (Muhuri et al. (2019)), é então necessário 
buscar alternativas de sintonia que se encaixem no problema e que visem alcançar o padrão 
desejado. Com isso, o campo da otimização acaba por ser uma área de profundo interesse para 
contribuição e aprendizado. O estudo das técnicas meta-heurísticas particularmente chama a 
atenção por serem fáceis de entender e aplicar.

No contexto acadêmico de uso de meta-heurísticas para sintonia de PID em processos 
multivariáveis a maior parte dos trabalhos se utilizam de algoritmos meta-heurísticos mais 
antigos. Há uma lacuna no que diz respeito ao uso de técnicas mais novas para a realização dessa 
sintonia. A motivação desse trabalho deriva então do desejo de se contribuir com o estudo da 
sintonia de controladores PID em aplicações multivariáveis, com foco no uso de meta-heurísticas 
mais novas.

1.2 Objetivos
O objetivo geral desta dissertação é comparar numericamente o desempenho de 5 

meta-heurísticas na sintonia de 3 tipos de controladores PID para controle de 3 processos MIMO 
diferentes, sendo 2 meta-heurísticas mais antigas e outras 3 mais novas.

Os objetivos específicos são:

• Avaliar o desempenho dos controladores PID em cada processo MIMO controlado e 
definir qual controlador PID foi melhor em cada processo.

• Fazer uma classificação geral de desempenho de cada meta-heurística levando em conta 
todos os casos estudados.

• Verificar qual meta-heurística obteve as menores medidas de função objetivo no geral.

• Concluir qual tipo de PID alcançou o maior número de melhores sintonias (isto é, menor 
valor de função objetivo).
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• Comparar as sintonias das 2 meta-heurísticas mais antigas com as 3 mais novas, e 
concluir se há diferença significativa de desempenho entre elas.

1.3 Estrutura da dissertação
A estrutura do restante dessa dissertação é organizada da seguinte forma: o capítulo 

2 apresenta definições de otimização e de estrutura de problema de otimização, assim como 
as meta-heurísticas trabalhadas nesta dissertação. O capítulo 3 descreve o controlador PID e 
as variantes de ordem fracionária e adaptativa. O capítulo 4 expõe trabalhos relacionados à 
sintonia de controladores PID para o controle de processos MIMO, assim como destaca alguns 
trabalhos para cada tipo de controlador. O capítulo 5 exibe os processos estudados e os resultados 
obtidos pelas sintonias feitas por cada meta-heurística e tipo de controlador. O capítulo 6 faz as 
conclusões a que se pode chegar sobre os resultados obtidos e sua ligação com os objetivos.
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Capítulo 2 

Otimização

Du et al. (2016) definem otimização como “o processo de procurar pela solução ótima”, 
enquanto que Rao (2019) define como “o ato de obter o melhor resultado sob dadas circunstâncias”. 
Otimização num processo prático é então o ato de se encontrar a configuração que retorne o 
melhor desempenho para esse processo. Na engenharia durante vários processos da produção é 
necessário decidir quais decisões administrativas, tecnológicas e organizacionais serão utilizadas, 
visando minimizar o custo, o tempo, o esforço e consumo de recursos dos agentes que participam 
do processo, sejam eles humanos ou máquinas, ou ainda maximizar os ganhos da operação. É 
então notório que a área de otimização é importante para a engenharia, e a subárea de sistemas 
de controle se beneficia do uso de técnicas de otimização que adéquem a resposta do sistema ao 
comportamento desejado.

2.1 Definição de problema de otimização
Um problema de otimização é definido matematicamente como:

Encontrar X = x 1,x 2 ,...,x n tal que f  (X ) = min( f  (X)) (2.1)

onde X  é denominado vetor solução ou vetor de design, e f  é a função objetivo, responsável por 
avaliar o quão boa é a solução representada por X. As variáveis Xi, com i = 1,2,...,n são chamadas 
de variáveis de decisão, e representam os parâmetros variáveis que caracterizam uma solução. O 
vetor solução é sujeito a limitações de igualdade e desigualdade, definidas respectivamente como

l j (X ) < 0, j  = 1, 2 , m
, \  (2.2) 

gj(X ) = 0 , j  = 1,2, ...,p

A Figura 2.1 apresenta um exemplo simples de função objetivo para um problema de 
vetor solução X com apenas um parâmetro.

2.2 Meta-heurísticas
Heurística é uma palavra de origem grega que significa “encontrar” ou “descobrir” 

(Simon (2013)), além de ser o termo usado para se referir a técnicas de descoberta baseadas em 
“chutes”, ou senso comum. “Meta” significa “além” (Rao (2019)). Partindo disso, meta-heurísticas 
são heurísticas mais bem desenvolvidas, com um poder maior, de um nível superior.
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Figura 2.1: Função objetivo para um problema com valor ótimo em (0,0).

A complexidade dos problemas do mundo real tornam extremamente difícil para que 
métodos tradicionais de otimização os abordem, (Wang et al. (2015)). Meta-heurísticas são uma 
alternativa que pode dar soluções satisfatórias para problemas de otimização num tempo razoável. 
Elas podem ter várias inspirações mas se baseiam em processos evolutivos ou inteligência de 
enxame, apesar de alguns autores considerarem inteligência de enxame um subconjunto de 
algoritmos evolutivos (Simon (2013)).

Desde os anos 80 meta-heurísticas têm sido objeto de grandes estudos na área de 
otimização, tendo vários métodos desenvolvidos durante esse tempo. Segundo Boussard et al.
(2013) o considerável desenvolvimento de meta-heurísticas pode ser explicado pelo incremento 
significante no poder de processamento de computadores, e o desenvolvimento de arquiteturas 
massivamente paralelas. O desenvolvimento acelerado de meta-heurísticas nos últimos anos faz 
então necessário avaliar o desempenho de métodos mais novos em comparação com métodos 
mais comumente utilizados, como a otimização por enxame de partículas (do inglês Particle 
Swarm Optimization, PSO) e o algoritmo genético (do inglês Genetic Algorithm, GA). A seguir 
são apresentados os princípios evolutivo e inteligência de enxame, bastante presentes em meta- 
heurísticas, em seguida são mostradas alguns exemplos de meta-heurísticas e suas respectivas 
inspirações. As meta-heurísticas utilizadas nos experimentos realizados por esse trabalho vêm 
em seguida, e a última seção apresenta o teorema No Free Lunch.
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2.2.1 Algoritmos evolutivos (ou evolucionários)
Na natureza, entidades biológicas se transformam por meio de processos evolutivos. A 

noção de evolução é baseada na ideia darwiniana da seleção natural (Wald (2002)), na qual se 
desenvolve o pensamento de que indivíduos mais adaptados sobrevivem aos processos evolutivos, 
enquanto que os menos adaptados perecem. Aprendizagem seria nesse contexto a capacidade 
de um indivíduo de melhorar sua adaptação ao ambiente no qual está inserido por meio da 
experiência que adquire.

Algoritmos evolutivos se utilizam dessa noção de evolução darwiniana e aprendizagem 
presente na natureza por meio de um processo bem estruturado de busca estocástica composto 
por gerações e população de indivíduos. As interações dos indivíduos entre si e com o próprio 
processo evolutivo simulado permite então que os indivíduos progridam e melhorem a si mesmos, 
ao combinar aprendizagem e evolução numa estratégia lamarckiana (Ross (2019)) ou no efeito de 
Baldwin (Whitley et al. (1994)). A aprendizagem consiste então em sintonizar o arranjo genético 
de cada indivíduo, enquanto que a evolução consiste em performar um processo de seleção na 
população visando “filtrar” aqueles indivíduos menos adaptados. O exemplo mais conhecido de 
algoritmo evolutivo é o GA (Holland (1962)).

2.2.2 Inteligência de enxame
Inteligência de enxame consiste no conjunto de comportamentos coletivos de enxames 

existentes na natureza, como em formigas, abelhas ou peixes, e que governam a dinâmica desses 
seres (Holland et al. (1992)). Essa capacidade faz com que simples interações individuais entre 
agentes nessas populações levem à emergência de comportamento global, ainda que não haja 
uma estrutura de controle centralizada (Du et al. (2016)), de forma que muitas atividades desses 
insetos sejam auto-organizadas.

Esses comportamentos coletivos podem ser (Banks et al. (2009)):

• Cooperação natural e comportamento de grupo;

• Estratégias de busca;

• Estratégias de comunicação.

Seguindo esses princípios os algoritmos baseados em inteligência de enxame possuem 
inicialmente uma população (enxame) de soluções espalhada pelo universo de busca, com cada 
solução possuindo uma posição e uma velocidade. As soluções se baseiam na comunicação com 
as outras para atualizar suas posições a cada iteração, seguindo então uma combinação de 3 
fatores simples (Rao (2019)):

• Coesão - Permanecer juntas;

• Separação - Não se aproximarem demais;

• Alinhamento - Seguir a direção geral do grupo.

Métodos baseados em inteligência de enxame consistem então em “traduzir” o compor
tamento coletivo presente em diversas espécies na natureza em algoritmos de otimização para 
variadas aplicações, e se diferenciam de algoritmos evolutivos pois tendem a ser mais cooperativos 
enquanto que algoritmos evolutivos são mais competitivos (Du et al. (2016)). Alguns exemplos 
de algoritmos baseados em inteligência de enxame são a otimização por colônia de formigas (do
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inglês Ant Colony Optimization, ACO) (Dorigo et al. (1996)), a colônia de abelhas artificial (do 
inglês Artificial Bee Colony, ABC) (Karaboga e Basturk (2007)) e o PSO (Kennedy e Eberhart 
(1995)).

2.2.3 Exemplos de meta-heurísticas
Meta-heurísticas podem ter diversas origens, sendo as mais comuns advindas da 

inteligência de enxame e de processos evolutivos. A seguir são apresentados exemplos com 
diferentes fontes de inspiração, com um diagrama ilustrando suas inspirações na Figura 2.2.

Meta-heurísticas inspiradas em processos evolutivos

Alguns exemplos de meta-heurísticas inspiradas em processos evolutivos como o GA são 
os algoritmos baseados em estratégias evolutivas (do inglês Evolution Strategy, ES) (Rechenberg 
(1973)), programação evolucionária (do inglês Evolutionary Programming, EP) (Fogel (1998)), 
programação genética (do inglês Genetic Programming, GP) (Koza e Koza (1992)), e DE (Storn 
e Price (1997)).

Meta-heurísticas inspiradas em inteligência de enxame

Entre as meta-heurísticas baseadas em inteligência de enxame além do ACO, ABC e 
PSO estão:

• O algoritmo de forrageamento de bactérias (do inglês Bacteria Foraging Algorithm, 
BFA) (Liu e Passino (2002));

• O algoritmo do vaga-lume (do inglês Firefly Algorithm, FA) (Yang (2009));

• O algoritmo do morcego (do inglês Bat Algorithm, BA) (Yang (2010));

• A otimização de aranha social (do inglês Social Spider Optimization, SSO) (Cuevas 
et al. (2013));

• A otimização de enxame de peixes (do inglês Fish Swarm Optimization, FSO) (Li et al. 
(2004));

• A busca do cuco (do inglês Cuckoo Search, CS) (Yang e Deb (2009));

• O algoritmo de busca do corvo (do inglês Crow Search ALgorithm, CSA) (Askarzadeh 
(2016));

• O otimizador do lobo cinza (do inglês Grey Wolf Optimizer, GWO) (Mirjalili et al. 
(2014));

• A otimização de rebanho de elefantes (do inglês Elephant Herding Optimization, EHO) 
(Wang et al. (2015));

• O algoritmo de busca de esquilo (do inglês Squirrel Search Algorithm, SSA) (Jain et al. 
(2019));

• A otimização do gafanhoto (do inglês Grasshopper Optimization, GO).
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Meta-heurísticas inspiradas em fenômenos físicos ou químicos

Meta-heurísticas também podem ser fundamentadas em ciências como química e física. 
Algumas técnicas são:

• O algoritmo de busca gravitational (do inglês Gravitational Search algorithm, GSA) 
(Rashedi et al. (2009)) e a otimização de força central (do inglês Central Force 
Optimization, CFO) (Formato (2007)), baseados nas leis de Newton;

• O algoritmo semelhante ao eletromagnetismo (do inglês Electromagnetism-Like A l
gorithm, ELA) (Birbil e Fang (2003)) e o algoritmo de otimização magnética (do 
inglês Magnetic Optimization Algorithm, MOA) (Akbarzadeh Totonchi et al. (2008)), 
de inspiração em leis eletromagnéticas;

• A busca de transferência de calor (do inglês Heat Transfer Search, HTS) (Cuevas et al.
(2014)) e a otimização de molécula de gás cinético (do inglês Kinetic Gas Molecule 
Optimization, KGMO) (Patel e Savsani (2015)), ambos de inspiração em princípios 
termo-energéticos;

• O algoritmo inteligente de queda d’água (do inglês Intelligent Water Drops ALgorithm, 
IWDA) (Shah-Hosseini (2009)) e o algoritmo do ciclo da água (do inglês Water Cycle 
Algorithm, WCA) (Eskandar et al. (2012)), inspirados em fenômenos naturais;

• O algoritmo de Big Bang e Big Crunch (do inglês Big Bang Big Crunch Algorithm, 
BBBCA) (Erol e Eksin (2006)) e a otimização baseada em nuvem (do inglês Cloud-Based 
Optimization, CBO) (Yan e Hao (2013)), de inspiração cosmológica.

Meta-heurísticas inspiradas por comportamento social humano

Algumas meta-heurísticas inspiradas por comportamento social humano são:

• A busca de harmonia (do inglês Harmony Search, HS) (Geem et al. (2001));

• A otimização de cabo-de-guerra (do inglês Tug-of-War Optimization, TWO) (Kaveh e 
Zolghadr (2016));

• OTLBO (Rao et al. (2011)).

• O algoritmo competitivo imperialista (do inglês Imperialist Competitive Algorithm, 
ICA) (Atashpaz-Gargari e Lucas (2007));

• O algoritmo de jogo de futebol (do inglês Football Game Algorithm, FGA).

2.3 Algoritmo Genético
Pensado originalmente por Holland (1962), o GA é um algoritmo evolucionário inspirado 

pela teoria da evolução natural (Wald (2002)). O algoritmo genético inicia com uma população 
de soluções (ou cromossomos) iniciais, e no loop geral do algoritmo as submete em 3 fases: 
seleção, crossover, e mutação.

Na seleção são escolhidos 2 pares de cromossomos para exercerem a reprodução, 
baseado em seu valor de fitness. A fase de crossover é responsável por gerar novos cromossomos
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Figura 2.2: Alguns exemplos de meta-heurísticas e suas inspirações, segundo Molina et al. 
(2020).

a partir dos “pais” por meio de alguma estratégia. Por exemplo, os novos cromossomos podem 
ter a primeira metade de seus genes igual a do primeiro “pai” e a segunda metade igual à do 
segundo. Nesse trabalho os “filhos” foram gerados cruzando a metade superior da população 
com a metade inferior, de forma que para cada gene, uma fração aleatória do gene do primeiro 
pai some com seu complemento no segundo pai. Para manter a diversidade na população e evitar 
convergência rápida demais, a fase de mutação modifica 1 ou mais genes das soluções geradas na 
fase de crossover. O algoritmo se repete por um número de gerações até o critério de terminação 
ser alcançado. O algoritmo genético utilizado neste trabalho está descrito no Algoritmo 1.

Algoritmo 1 Pseudocódigo do GA
Entradas: O tamanho de população N  e o número máximo de iterações T 
Saídas: A posição da melhor solução e seu valor de fitness 
Inicializar a posição atual Xi(i = 1,2,..., N ) de cada cromossomo 
Avaliar seu valor fitness
enquanto (condição de parada não alcançada) faça

Seleção: Escolher as N /2 melhores soluções e definí-las como os “pais”
Crossover: Sejam Xi e Xj 2 cromossomos “pais”. Seus 2 cromossomos “filhos” X^ 1 e X^2
são gerados por: X^ 1 = r • Xi + (1 -  r)• Xj e X^2 = r • Xj + ( 1 -  r )• Xi
Mutação:
para Cada cromossomo X  gerado faça

Alterar um gene aleatório seu com um novo valor, também aleatório 
fim para
Substituir os N /2 piores indivíduos da população pelos novos N /2 gerados 
Avaliar as soluções da população e encontrar seu valor fitness 

fim enquanto
retornar X  com o menor fitness
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2.4 Otimização por enxame de partículas
O PSO foi originalmente desenvolvido por Kennedy e Eberhart (1995) motivado 

pelo comportamento coletivo de aglomerações de peixes e pássaros, sendo um algoritmo de 
inteligência de enxame baseado em população. A versão do PSO utilizada neste trabalho foi 
tirada do livro de Sun et al. (2016) e está ilustrada no algoritmo 2, onde c1 e c2 têm valor 2, e ri e 
Ri são números aleatórios numa distribuição uniforme gerados no intervalo [0,1].

Algoritmo 2 Pseudocódigo do PSO
Entradas: O tamanho de população N  e o número máximo de iterações T 
Saídas: A posição da melhor solução e seu valor de fitness
Inicializar a posição atual Xi(i = 1,2, ...,N ), velocidade Vi, e melhor posição Pi de cada 
partícula
Avaliar seu valor fitness e encontrar a melhor posição global G 
enquanto (condição de parada não alcançada) faça 

para (cada partícula Xi) faça
V) = V/ + C1 • ri • (Pi -  Xi) + C2 • Ri • (G -  Xi) 
se Vi > Vmax então 

Vi = Vmax 
fim se
se Vi < - Vmax então 

Vi = - Vmax 
fim se 
Xi = Xi + V  

fim para
Avaliar o valor fitness de Xi, isso é, f  (Xi) 
se f  (Xi) < f  (Pi) então 

Pi = Xi 
f  (Pt) = f  (Xt) 

fim se 
Atualizar G 

fim enquanto 
retornar G

2.5 Otimização do Gavião-Asa-de-Telha
A Otimização do Gavião-Asa-de-Telha (do inglês Harris Hawks Optimization, HHO) se 

baseia como o próprio nome diz no comportamento de caça que gaviões asa-de-telha (Heidari 
et al. (2019)), presentes na fauna estadunidense e brasileira.

Esses gaviões possuem uma estratégia chamada “pulo surpresa” na qual os gaviões 
unidos cercam sua presa por diferentes direções e ângulos com o intuito de cansar, encurralar e 
finalmente capturá-la (Bednarz (1988)), quando a energia da presa está baixa.

O algoritmo é dividido nas fases de exploração global e local. Além disso cada gavião 
pode transicionar entre as duas fases, a depender da energia da presa, modelada como

(2.3)
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Figura 2.3: Gavião asa-de-telha (Heidari et al. (2019)).

onde E0 éa  energia inicial da energia, definida como

Eo = 2rand -  1, (2.4)

onde rand retorna um número aleatório em uma distribuição uniforme gerado no intervalo [0,1].

2.5.1 Fase de exploração global
Na primeira fase, de exploração global, considera-se que os gaviões têm de se empoleirar 

em árvores para procurar sua presa. Com isso, dois casos são considerados, o primeiro quando o 
gavião baseia sua posição baseado nas posições de outros gaviões do grupo e de uma possível 
presa, chamada de coelho, e modelada como o gavião de menor valor de função fitness, e um 
segundo caso quando o gavião se empoleira em árvores aleatórias. Logo na fase de exploração 
global a posição do gavião é atualizada como

X (t + 1) = i ^ ran^( )̂ ri 1 ̂ rand ) 2r2X (t)| q > °.5 (2 5)
( ) = 1 (Xrabblt(t) -  Xm(t)) -  T3(LB + T4(UB -  LB)) q <  0.5 ’

onde Xrand é um gavião aleatório na população, Xrabbit é a posição do coelho, LB (do inglês 
Lower Bound) e UB (do inglês Upper bound) são os limites inferior e superior dos valores das 
variáveis, r 1, r2, r3 e r4 são números aleatórios na distribuição uniforme gerados no intervalo 
[0,1], e Xm é a posição média da população.

2.5.2 Fase de exploração local
Na fase de exploração local a estratégia de “pulo surpresa” é empregada, sendo dividida 

em 4 possíveis ações dependendo de dois fatores: a chance r da presa escapar e a energia E da 
presa. As 4 ações são: Sitiar suavemente, sitiar agressivamente, sitiar suavemente com mergulhos 
rápidos e sitiar agressivamente com mergulhos rápidos.
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Sitiar suavemente

Quando r > 0.5 e |E | > 0.5 a presa ainda tem energia e tenta escapar, mas falha. Os
gaviões então suavemente a cercam para exaurí-la de energia e realizar o “pulo surpresa”. A
movimentação do gavião é modelada como

X (t + 1) = AA(t) -  E |JXrabbit(í) -  X (í)|, (2.6)

onde

A X (í) = Xrabbit (t ) - X  (t), (2.7)

J = 2(1 -  r5) , (2.8)

e r5 é um número aleatório em uma distribuição uniforme gerado no intervalo [0,1].

Sitiar agressivamente

Quando r > 0.5e |E | < 0.5 a presa está exausta demais para escapar, então os gaviões 
performam movimentos agressivos em torno dela, como na Figura 2.4. A posição do gavião é 
modificada então como

X (t + 1) = Xrabbit (t ) - E  | A X (t )|. (2.9)

Xrabbit

Figura 2.4: O processo de sitiar agressivamente (Heidari et al. (2019)).

Sitiar suavemente com mergulhos rápidos

Quando |E | > 0.5 mas r < 0.5 a presa tem energia suficiente para escapar então os 
gaviões executam uma série de mergulhos suaves com o intuito de fazer a presa cansar. O HHO 
considera que os gaviões conseguem avaliar qual o melhor movimento possível a se fazer a cada 
instante, e nesse caso o gavião avalia dois possíveis movimentos. O primeiro é

Y = Xrabbit(t) -  E |JXrabbit(t) -  X (t)|, (2.10)

e caso Y possua valor de fitness menor que a da posição anterior o gavião se movimenta segundo 
Y .
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Em seguida o gavião checa se o segundo movimento é melhor que seu último movimento, 
e em caso afirmativo o executa. O segundo movimento é modelado como

Z = Y + S x  LF (D ), (2.11)

no qual S é um vetor aleatório de dimensões 1 x D , D é o número de variáveis de decisão, e LF 
é a função de voo de Lévy, usada para modelar os movimentos em zigue-zague da presa, então 
definida como

FF(x) = 0.01 x
u x  a  

~  ’ 
jvF

(2.12)

com

<r
l Y (1 + yS) x sin ( ) \  * 

\ r (^ ) x  yS x 2(^ \
(2.13)

onde u e v são valores aleatórios em uma distribuição uniforme gerados no intervalo [0,1], e yS é 
uma constante especificada em 1.5. Portanto a posição do gavião é atualizada como

X (t + 1) =
se F(Y) < F (X (t))

Z, se F (Z) < F (X (t))

Na imagem 2.5 a ação de sitiar suavemente com mergulhos rápidos está ilustrada.

(2.14)

Figura 2.5: O processo de sitiar suavemente com mergulhos rápidos (Heidari et al. (2019)).

Sitiar agressivamente com mergulhos rápidos

Os gaviões sitiam agressivamente com mergulhos rápidos quando a presa não possui 
energia suficiente para escapar, com o intenção de cercá-la e finalmente apanhá-la. Para tanto,
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o procedimento é semelhante à ação de sitiar suavemente com mergulhos rápidos. Os dois 
movimentos Y e Z  são modificados para

Y = Xrabbit (t) -  E | JXrabbit (t) -  Xm (t)| (2.15)

e

Z = Y + S x  LF(D ), (2.16)

e a nova posição do gavião é gerada como na Equação 2.14. Esse tipo de ação está
exposta na Figura 2.6.

Figura 2.6: O processo de sitiar agressivamente com mergulhos rápidos (Heidari et al. (2019)).

O pseudocódigo do HHO está ilustrado no Algoritmo 3.
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Algoritmo 3 Pseudocódigo do HHO
Entradas: O tamanho de população N  e o número máximo de iterações T 
Saídas: A posição da presa e seu valor de fitness 
Inicializar a população Xi(i = 1,2, ...,N) 
enquanto (condição de parada não alcançada) faça 

Calcular os valores de fitness dos gaviões 
Salvar Xrabbit como a posição da presa (melhor posição) 
para (cada gavião Xi) faça

Atualizar a energia inicial E0 e J  
Atualizar E usando a Equação 2.3 
se (|E | > 1) então 

Atualizar posição de gavião por meio da Equação2.5 
else se (|E | < 1) então 

se (r > 0 .5e E > 0.5) então
Atualizar gavião por meio da Equação 2.6 

else se (r > 0 .5e E < 0.5) então
Atualizar gavião por meio da Equação 2.9 

else se (r < 0 .5e E > 0.5) então 
Atualizar gavião por meio das Equações 2.10, 2.11, e 2.14 

else se (r < 0 .5e E < 0.5) então 
Atualizar gavião por meio das Equações 2.15, 2.16, e 2.14 

fim se 
fim se 

fim para 
fim enquanto 
retornar Xrabbit
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2.6 Algoritmo de Predadores Marítimos
O Algoritmo de Predadores Marítimos (do inglês Marine Predators Algorithm, MPA) 

é inspirado pelo movimento de criaturas marítimas, baseado em voo de Lévy e movimento 
Browniano (Faramarzi et al. (2020)).

2.6.1 Divisão de fases
O algoritmo é dividido em 3 fases, nas quais o movimento dos predadores variam, e cada 

fase corresponde a 1/3 do número de iterações do algoritmo. A primeira fase é o equivalente a 
uma fase de exploração global, a segunda de transição para exploração local, e a última uma fase 
de exploração local. As fases estão expostas na Figura 2.7.

Figura 2.7: As fases do MPA, adaptado do trabalho de Faramarzi et al. (2020).

2.6.2 Caracterização do algoritmo
A população inicial do algoritmo é gerada aleatoriamente por meio de

Xi — Xmin + f  and( Xmax " Xmin), (2.17)

onde rand é um número gerado no intervalo [0,1], Xmin é o vetor de valores mínimos possíveis e 
Xmax é o vetor de valores máximos possíveis.

Após gerar a população inicial e avaliá-la, é necessário definir o vetor Elite, correspon
dente à melhor solução, aquela que representa o melhor predador. Para tal, replica-se a melhor 
solução n vezes, sendo n o tamanho da população:

Elite =

Xí,1 X .X1,2 . •. X !,d
XX2,1 X .X2,2 . •• Xíd

X 1 1 X 12 . . .  X 1 dn,1 n,2 n,d

(2.18)
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Após definir a Elite, Considera-se então a população como um vetor chamado Prey, 
sobre o qual os predadores atualizam suas posições:

Prey

* 1,1 * 1,2 • ■ • X U
* 2,1 * 2,2 • • • x 2,d
*3,1 *3,2 • •• X34

Xn,1 Xn,2 • • • Xn,d

(2.19)

Posteriormente, o algoritmo entra em seu loop principal, o qual é dividido nas 3 fases 
comentadas anteriormente.

Fase 1

Na fase 1 as presas se movimentam de forma Browniana. Nessa etapa predadores 
se movem na mesma velocidade que presas. Como inicialmente a distribuição dos agentes é 
uniforme e a distância entre presa e predador é grande, o movimento Browniano serve como 
artifício para explorar o espaço de busca. Se o fitness de uma presa for melhor que a do predador 
(solução de melhor fitness), essa se torna predador, levando ao processo de forrageamento de 
predador e presas, iniciando assim a fase 2.

Nessa fase, cada solução no vetor Prey se movimenta por meio da seguinte equação:

Preyi = Preyi + P • R 8  stepsizei, (2.20)

onde

stepsize i = Rb  8  (Elitei -  Rb  8  Prey i), (2.21)

Rb é um vetor de números aleatórios numa distribuição uniforme, representando o movimento 
Browniano, P tem o valor fixo de 0.5, e R é um vetor de números aleatórios uniformes gerados 
no intervalo [0,1].

Fase 2

A fase 2 é a transição entre exploração global e local, na qual ambos predador e presa 
procuram por comida. Predadores procuram por comida num movimento Browniano, enquanto 
que presas se movimentam por meio de voo de Lévy. Dessa maneira presas podem procurar 
localmente de forma eficiente ao mesmo tempo que podem buscar em outra vizinhança caso não 
obtenham sucesso na vizinhança atual. Nesse estágio presa e predador se aproximam um do outro 
devido ao deslocamento com tamanho reduzido. Os efeitos de dispositivos de agglomeração de 
peixes (do inglês fish aggregating devices, FADs), assim como o movimento por voo de Lévy 
ajudam o algoritmo a não cair em mínimos locais.

Por ser uma etapa de transição, a fase 2 separa a população em duas, uma que se 
movimenta segundo o voo de Lévy (presas) e outra que se movimenta segundo o movimento 
Browniano (predadores). Com isso, para a primeira metade da população, correspondente às 
presas, seu deslocamento é definido por

Preyi = Preyi + P • R 8  stepsizei, (2.22)
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onde

stepsizei = R l  8  (Elitei -  R l  8  Preyi), (2.23)

R l  é um vetor de números aleatórios baseados na distribuição de Lévy, representando o movimento
por voo de Lévy.

O movimento da segunda metade da população, referente aos predadores, é descrito por 

Preyi = Elitei + P • CF 8  stepsizei, (2.24)

onde

stepsizei = Rb  8 (Rb  8  Elitei -  Preyi), (2.25)

CF = 1 -  M lÍer- 1 ’ (2'26)\ Max i te r .

iter é a iteração atual e M a x jte r  é o número máximo de iterações.

Fase 3

Na terceira e última fase, o método muda para exploração local, então os predadores 
modificam seu movimento de Browniano para voo de Lévy, com o intuito de procurar uma 
vizinhança de forma mais eficiente.

Como agora predadores se movem mais rápido que presas, esses se movem segundo a 
estratégia de voo de Lévy. Portanto seu deslocamento passa a ser

Preyi = Elitei + P • CF 8  stepsizei, (2.27)

onde

stepsizei = Rl 8  (Rl 8  Elitei -  Preyi), (2.28)

e logo a multiplicação de Rl pela Elite simula o movimento do predador em Lévy enquanto ao 
adicionar o passo ao vetor Prey ajuda no movimento das presas.

2.6.3 Dispositivos de aglomeração de peixes
O método se baseia não apenas nos movimentos de Lévy e Browniano, mas também 

nos efeitos de “formação de redemoinho” e de FADs, os quais estão, segundo Filmalter et al. 
(2011), em proximidade imediata de tubarões em mais de 80% do tempo desses predadores. Nos 
outros 20% do tempo, os predadores tomam pulos de distância maior par encontrar um ambiente 
com outra distribuição de presas. FADs são considerados então mínimos locais que prendem 
pontos do espaço de busca. O efeito dos FADs na população de soluções é feito como a seguir:

(Preyi + CF[Xmin + R 8  (Xmax -  ^ min) \̂ 8  U se r < FADs 
Preyi = 1 , (2.29)

(Preyi + [i7̂ D 5,( 1 -  r )+ r ] (Preyr1 -  Preyr2) se r > FADs
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onde FADs tem o valor de 0.2, U é um vetor binário construído a partir da geração de um vetor 
aleatório de distribuição uniforme gerado no intervalo [0,1] e mudando o valor para 0 se esse 
valor for menor que 0.2 e para 1 se o valor for maior que 0.2. r é um número aleatório com 
distribuição uniforme gerado no intervalo [0,1], e r 1 er2  são índices aleatórios de soluções na 
população.

O pseudocódigo para o MPA está exposto no algoritmo 4.

Algoritmo 4 Pseudocódigo do MPA
Entradas: O tamanho de população N  e o número máximo de iterações Max_iter 
Saídas: A melhor solução e seu valor de fitness 
Inicializar a população Xi(i — 1,2, ...,N) 
enquanto (condição de parada não alcançada) faça

Calcular o fitness da nova população e construir a matrix Elite 
se (iter < M a x jte r )  (Fase 1) então

Atualizar o vetor Prey a partir da Equação 2.20. 
else se (M ax_iter/3 < iter < 2 • M ax_iter/3) (Fase 2) então 

para (Primeira metade da população) faça
Atualizar primeira metade de Prey a partir da Equação 2.22 

fim para
para (Segunda metade da população) faça

Atualizar segunda metade de Prey a partir da Equação 2.24 
fim para

else se (iter > 2 • M ax_iter/3) (Fase 3) então 
Atualizar o vetor Prey a partir da Equação 2.27

fim se
Salvar a nova população com os indivíduos mais eficientes 
Aplicar o efeito dos FADs segundo a Equação 2.29. 

fim enquanto
retornar X  com menor fitness

2.7 Otimização da Arraia
A Otimização da Arraia (do inglês Manta Ray Optimization, MRO) é uma técnica de 

otimização bio-inspirada em arraias, animais representados na Figura 2.8. Mais especificamente, 
a técnica é inspirada em 3 estratégias únicas de forrageamento de arraias: forrageamento em 
cadeia, forrageamento em ciclone, e forrageamento por cambalhota (Zhao et al. (2020)).

2.7.1 Procedimento do algoritmo
Após definir os parâmetros iniciais (tamanho de população e número de gerações), 

gera-se a população inicial dentro dos limites inferior e superior de valores para as variáveis 
de decisão. O loop principal do algoritmo, dividido em 3 fases (forrageamento em cadeia, 
em ciclone, e por cambalhota), começa com o forrageamento em ciclone e finaliza com o 
forrageamento por cambalhota.
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Figura 2.8: Uma arraia (Getty Images, 2022).

Forrageamento em cadeia

A primeira estratégia de forrageamento do algoritmo é a estratégia em cadeia. Essa 
estratégia acontece quando um grupo de arraias formam uma linha, e as arraias machos se aderem 
nas costas das arraias fêmeas, sincronizando as batidas de suas barbatanas peitorais com a de sua 
respectiva fêmea. Dessa maneira, o plâncton não apanhado por arraias anteriormente é recolhido 
pelas arraias seguintes. Esse comportamento cooperativo, ilustrado na Figura 2.9, permite a esses 
seres coletar a maior quantidade de de plâncton em suas brânquias e melhorar suas recompensas 
de comida (Zhao et al. (2020)).

Figura 2.9: Forrageamento em cadeia, segundo Zhao et al. (2020).

Arraias buscam posições as quais possuam a maior quantidade de plâncton possível. 
No algoritmo, esse comportamento é simulado por meio da Equação 2.30.

x f  (t + 1) =

Onde

X f (t )+ r  
X d (t )+ r

(Xfest (t ) - X f  (t)) + a -(X,  
(Xf_l ( t ) - X f  (t))+  «  -(X,

d
best
d
best

(t ) - x f  (t )) 
(t) -  x f  (t))

i = 1 
i = 2,

alpha  = 2 • r • ^Ilog(r)I,

■, N
(2.30)

(2.31)

X f  (t) é a posição da variável de decisão d , da arraia de número i, no tempo t . A variável r é 
um vetor aleatório uniforme gerado no intervalo [0,1], a é um coeficiente de peso, X fest (t) é a
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posição com maior concentração de plâncton, ou seja, o indivíduo na população de arraias que 
retorna o melhor valor de fitness, e N  é o número de variáveis de decisão.

Forrageamento em ciclone

Quando um enxame de arraias encontra um amontoado de plâncton, elas formam uma 
corrente e nadam em direção ao alvo por uma espiral, ao mesmo tempo que cada arraia segue 
a que está em sua frente na corrente. A Figura 2.10 demonstra esse movimento realizado por 
arraias num espaço bidimensional.

Figura 2.10: Forrageamento em ciclone, segundo Zhao et al. (2020).

O modelo matemático de tal comportamento pode ser estendido para n dimensões, e 
com isso a posição de cada arraia é calculada no algoritmo como

Xd (t + 1) 

onde

lXL , (* ) + r (Xbest (t) -  Xf  (t)) + P • X e s t  «  -  Xt «)) i = 1
\Xdest(o+'• (Xd 1 (o -Xd(0) + p • (Xí est(o -Xd«) i —2, ,N

(2.32)

r T-f+1
2 e 1 T sin2^ r (2.33)

onde p  é um coeficiente de peso, T é o número máximo de iterações e r 1 é um número aleatório 
uniforme gerado no intervalo [0,1].

O comportamento em ciclone das arraias com a melhor posição como referência permite 
ao algoritmo uma boa exploração local na área local de maior concentração de plâncton. Esse 
comportamento pode ainda ser usado para melhorar o fator de exploração global por meio da 
atribuição de uma posição aleatória no espaço de busca como referência para um indivíduo na
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população. Dessa forma é garantido à técnica a capacidade de de exercer uma busca global 
eficiente, e isso é feito por meio da Equação 2.34.

X f (t+  1)

onde

X d d( t ) + r - ( X d d— v rand( t ) - X f  (t))+ /}• (Xfrand( ) ( rand( ) i ( )) ^ ( rand
X  d d d d

rand(t) + r  • ( X I , ( t ) - X d (t))+ (3 • (Xtrand

( t ) - X d  (t)) i =  1 
( t) -  Xd (t)) i = 2 , ., N  

(2.34)

Xrand = LBd + r • (UBd -  LBd) (2.35)

é a posição aleatória no espaço de busca selecionada a fim de globalizar a busca da população de 
arraias, e LBd e UBd são os limites de valores inferior e superior para a dimensão d das variáveis 
de decisão.

Forrageamento por cambalhota

Nessa estratégia a posição da comida é como um pivô, para o qual as arraias se 
aproximam e se afastam fazendo uma cambalhota para uma nova posição. Logo toda atualização 
de posição é feita em torno da melhor posição até então encontrada. O modelo matemático para 
tal movimento é

Xd (I + 1) = Xd ( t )+S-  ( í-2 • Xjdest -  <-3 • Xd (t)), (2.36)

onde = 2 é o fator de cambalhota que decide o intervalo de cambalhota das arraias e 2 e 3 são 
dois números aleatórios de distribuição uniforme gerado no intervalo [0,1].

Com esse movimento definido, é possível para cada indivíduo na população se mover 
para qualquer posição entre a posição atual e a posição simétrica com relação à melhor solução 
encontrada até então. Conforme a distância entre os indivíduos e a melhor posição diminui, a 
perturbação na posição atual também se reduz. Todos os indivíduos se aproximam gradualmente 
da solução ótima, e portanto o intervalo de cambalhota se reduz à medida que o número de 
gerações se aproxima de seu máximo. Isso é apresentado na Figura 2.11.

Figura 2.11: Forrageamento por cambalhota, segundo Zhao et al. (2020).

O procedimento para implementação do MRO pode ser visto no algoritmo 5.
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Algoritmo 5 Pseudocódigo do MRO
Entradas: O tamanho de população N  e o número máximo de iterações T 
Saídas: A melhor solução e seu valor de fitness 
Inicializar a população Xi (i — 1,2, ...,N ) e calcular seu valor de fitness 
enquanto (condição de parada não alcançada) faça 

para (i — 1 ...N ) faça 
se (rand < 0.5) então 

// Forrageamento em ciclone 
se (t/T  < rand) então

Modificar a posição da arraia segundo a Equação 2.34
else

Modificar a posição da arraia segundo a Equação 2.32
fim se 

else
// Forrageamento em cadeia
Modificar a posição da arraia segundo a Equação 2.30

fim se
Computar o fitness do indivíduo Xi 
se ( f  (Xi(t + 1)) < f ( X best)) então

Xbest — Xi (t + 1)
fim se 

fim para
para (i — 1...N) faça 

// Forrageamento por cambalhota
Modificar a posição da arraia segundo a Equação 2.36 
Computar o fitness do indivíduo Xi 
se (f  (Xi(t + 1)) < f  (Xbest))  então

Xbest — Xi (t + 1)
fim se 

fim para 
fim enquanto 
retornar Xbest
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2.8 Teorema No Free Lunch
O teorema No Free Lunch (Wolpert et al. (1995)) afirma que não há método ou algoritmo 

de busca que seja universalmente superior em encontrar soluções ótimas para todo o conjunto de 
funções possíveis. Ou seja, todos os algoritmos de busca alcançam a mesma performance numa 
enumeração aleatória, quando avaliados no conjunto de todas as funções de custo possíveis.

Contudo esse teorema se baseia na performance média para resolver todos os problemas 
existentes, não levando em consideração que ao se desenvolver uma solução para determinado 
problema costuma-se ter algum conhecimento sobre ele, e a avaliação de função de custo do 
quão boa é a solução se baseia nesse conhecimento a priori sobre o problema. Logo soluções 
específicas são geradas para aplicações específicas, as quais são portanto superiores a soluções 
não trabalhadas dentro desse contexto.

2.9 Comentários sobre o capítulo
Nesse capítulo foram apresentadas a definição de otimização, a estrutura de um problema 

de otimização, o que são meta-heurísticas e como elas podem resolver problemas, suas principais 
aspirações em processos evolutivos e inteligência de enxame, assim como exemplos de meta- 
heurísticas com outras inspirações como fenômenos físicos e comportamento social humano. 
As 5 meta-heurísticas usadas para as sintonias dos controladores foram detalhadas. Por fim, 
o teorema No Free Lunch, o qual determina não existir método superior que retorne a melhor 
solução em todos os casos foi apresentado.
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Capítulo 3 

Controle PID

Segundo Àstrom et al. (2006), o controlador PID é uma simples implementação da 
realimentação numa malha de controle. Ele tem a capacidade de eliminar erros de regime 
permanente por meio de sua componente integral e de antecipar o futuro por meio da componente 
derivativa. Além disso, em controle de processos, mais de 95% das malhas de controle são do 
tipo PID, em sua maioria do tipo PI (Proporcional-Integrativo). Essa dominância do controlador 
PID se deve à sua simplicidade, clara funcionalidade, aplicabilidade e facilidade de uso, segundo 
Iruthayarajan e Baskar (2009).

Os controladores PID possuem variantes que podem se adequar melhor a determinadas 
funções, como adaptação do controlador em tempo real, estabilidade e capacidade de se antecipar 
às mudanças no sistema sendo controlado, simplicidade de manuseio, entre outros. Logo 
há diferentes tipos de procedimentos com complexidades diferentes. Entre as variantes do 
controlador PID há o controlador APID, o qual possui algum componente de adaptação de 
parâmetros de controle em tempo-real, o controlador FOPID, o qual possui componentes integral 
e derivativa de ordem menor que um, e também o controlador PID preditivo, que busca adaptar a 
arquitetura de um controlador preditivo baseado em modelo MPC para tornar o controle mais 
eficiente.

Neste capítulo são apresentadas as variantes do PID trabalhadas nessa dissertação. A 
estrutura do PID clássico e suas ações de controle são explicadas, e em seguida são apresentadas 
as variantes fracionária e adaptativa.

3.1 Controlador PID clássico
O controlador PID do tipo clássico possui 3 ações de controle. A proporcional, a 

integral e a derivativa. Na malha de controle, o controlador se utiliza do erro proveniente da 
realimentação e por meio de ganhos proporcional, integral e derivativo o controlador gera uma 
ação de controle que é a soma das 3 ações. As ações de controle são apresentadas à frente.

3.1.1 Ação de controle proporcional
A ação de controle proporcional do controlador PID tem a forma da equação

u(t) = Kp • e(t), (3.1)
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onde KP é o ganho proporcional e e(t) é o erro no instante t. Essa ação permite que a resposta do 
sistema seja mais rápida e diminua o erro em regime permanente, mas não o anule. Assim, sua 
função de transferência é então

K (s) — — KP, (3.2)E (s)

com U(s) e E(s) sendo o sinal de controle e o erro no domínio da frequência, e s sendo a 
frequência.

3.1.2 Ação de controle Integral
A ação de controle integral possui como equação

u (t) = Ki • f  e (t)dt, (3.3)
Jo

onde Ki é o ganho integral. Essa ação se baseia em utilizar o “acúmulo” de erro passado para
fazer com que a resposta ao sistema se aproxime do setpoint, e possui a utilidade de reduzir a 0 o
erro em regime permanente. Entretanto a componente integral também possui a desvantagem de 
aumentar o overshoot da resposta do sistema.

A função de transferência dessa componente é portanto

'  (■) = W ) = T -  ' «

3.1.3 Ação de controle derivativa
A ação de controle derivativa utiliza a derivada do erro no tempo e sua equação é

u(t) — Kd • ^ , (3.5)
dt

Onde Kd é o ganho derivativo. A ação de controle derivativa visa melhorar a resposta transitória 
do sistema, isso é, diminuir seu tempo de subida, tempo de acomodação, e o overshoot da resposta. 
Contudo a ação derivativa pode gerar ruídos indesejáveis na resposta em regime permanente. 

Sua representação na frequência é

K (s) — — Kd • s- (3.6)E (s)

3.1.4 Estrutura do PID
A ação de controle do PID clássico é então a soma das ações de controle de suas 

componentes proporcional, integral e derivativa. Sua estrutura é como na equação a seguir:

u(t) — KP + K í • í  e(t)dt + Kd • d^ . (3.7)
J 0 dt

Para manipulação no domínio da frequência, a equação acima leva à função de 
transferência

K(s) — KP + —  + Kd • s, (3.8)
s
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a qual representa as dinâmicas do PID na malha com realimentação. Isso pode ser bem observado 
na figura 3.1, a qual demonstra o papel do PID em uma malha fechada. R e f  é a referência do 
processo.

Figura 3.1: Estrutura do controlador PID.

3.1.5 Forma multivariável do controlador PID
Para sistemas MIMO com dimensões n por n, é necessário desenvolver uma matriz de 

controle com mais de um controlador. A depender se a estrutura é centralizada ou não, a matriz 
n por n do controlador pode possuir todos os elementos não-nulos, no caso centralizado, ou 
apenas a diagonal principal com elementos não-nulos, no caso descentralizado. Neste trabalho foi 
utilizada a estrutura descentralizada do controlador PID MIMO. Para chegar a ela, considera-se 
primeiramente um sistema MIMO n por n com função de transferência

G ( s) =
G11 ( s) . . .  G \n ( s)

Gní ( S) . . .  Gnn ( s)
(3.9)

Para esse sistema generalizado, o controlador PID MIMO descentralizado deve ter como 
matriz de controle

K ( s)
K 1 1 (s) . . .  0

(3.10)
0 . . .  Knn(s)

onde cada Ku é como na equação 3.8, ou seja

Ka (s) = KPi + ^  + KDi • í. (3.11)

3.2 Controlador PID de ordem Fracionária
O conceito de controladores FOPID remete ao trabalho de Podlubny (1994), no qual 

a estrutura de um controlador PID é alcançada por meio de definição de Caputo de derivada
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fracionária. O FOPID é uma generalização do PID clássico, por meio da aplicação de cálculo 
de ordem fracionária. Desde sua origem, controladores FOPID têm sido usados em aplicações 
variadas, como no controle de manipuladores robóticos (Silva et al. (2004), Sharma et al. (2015)), 
reguladores automáticos de voltagem (Karimi-Ghartemani et al. (2007)), sistemas de tanque 
(Lakshmanaprabu et al. (2017)), sistemas de carregamento hidráulico (Wang et al. (2018)), entre 
outros (Liu et al. (2015), Djari et al. (2013), Bhookya e Jatoth (2020a)).

Segundo Kumar et al. (2018) o advento do uso do FOPID se deve à sua grande 
adaptabilidade, conquistas de robustez, operação realizável e depuração conveniente. Contudo, 
devido ao seu maior número de parâmetros, o FOPID é um controlador com sintonia mais 
complexa quando comparado ao PID clássico (Shah e Agashe (2016)).

A seguir a derivação do controlador FOPID por meio do cálculo de ordem fracionária é 
demonstrada segundo a definição de derivada fracionária de Caputo.

3.2.1 Cálculo de ordem fracionária
Segundo Cafagna (2007), Gottfried Wilhelm von Leibniz é considerado o pai do cálculo 

de ordem fracionária, devido a uma troca de mensagens por cartas de 1695, na qual ao ser 
perguntado por Guillaume de l’Hôpital acerca da possibilidade de derivadas de ordem não inteira, 
particularmente de ordem igual a 1/2, Leibniz respondeu: “Segue que ela será igual a x^fdxTx, 
um paradoxo aparente, do qual um dia consequências úteis serão tiradas”.

Cálculo de ordem fracionária ganhou ímpeto nas últimas décadas e se tornou frequente 
em sistemas de controle preciso (Kumar et al. (2018)). Consiste na generalização das ordens de 
diferenciação e integração no operador de ordem fracionária aD f , onde a  é a ordem fracionária 
e a e t  são os terminais superior e inferior da operação.

A definição do operador geral de derivação de Caputo para a ordem a  de uma função 
f(t) é (Valério e Da Costa (2012))

onde r  é a função gama.
A transformada de Laplace do operador derivativo seguindo essa definição é

3.2.2 Estrutura do PID de ordem fracionária
A partir das definições passadas é possível então generalizar a equação 3.8 para o 

caso onde as ordens derivativa e integrativa do controlador sejam não-inteiras. A equação de 
transferência que representa a ação de controle de um FOPID é definida por

(3.12)

saF (s),
L [0 D at f  (t)] = F (S),

saF ( s ) - £ M -1 „a-k- 1  T\k 
k=0 A D

se a  = 0 . (3.13)
D k f ( 0 ) , se a  e R"

se a  e IR

sA

onde A é a ordem de integração e p  é a ordem de derivação.

C(s) = KP + - 4  + Kd • sp,c A (3.14)
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Essa generalização provê um universo de possibilidades matematicamente maior do que 
aquele do PID clássico, isso torna o controlador mais adaptável e poderoso. Isso pode ser visto 
na figura 3.2, a qual apresenta representa a diferença de região de atuação entre o PID clássico e 
o FOPID.

X  X
Figura 3.2: Região de um PID clássico (esquerda) e de um FOPID (direita). Os pontos pretos na 
esquerda indicam a região de atuação do PID clássico, e a hachura na direita indica que toda a 
região é atuada pelo FOPID.

Por possuir 5 parâmetros de controle (Kp,Kj,Kd ,A,p) e não 3, como no PID clássico, a 
sintonia do FOPID se torna mais complexa, exigindo que o processo de otimização seja capaz de 
lidar com esse aumento, especialmente considerando a aplicação de FOPIDs em sistemas MIMO, 
que demandam mais de um controlador. Neste trabalho, os FOPIDs encontrados possuem ordens 
de integração e derivação no intervalo entre 0 e 1.

3.2.3 FOPID no Simulink
Neste trabalho, o FOPID foi implementado no Simulink com um intervalo de frequência 

[wb,wh] — [0.001,1000] e ordem de aproximação 5, por meio da toolbox desenvolvida por 
Tepljakov et al. (2011).

3.3 Controlador PID adaptativo
Os tipos de controle PID tratados nas seções anteriores se baseiam na ideia de que há um 

certo conhecimento das dinâmicas do processo a ser controlado, ainda que esse conhecimento não 
seja traduzido em um modelo matemático bem definido. Entretanto, há instâncias de problemas 
a dinâmica do processo é complexa, ou não há modelo matemático algum para ela, ou mesmo a
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dinâmica do sistemas pode ser variante. O controle para esses tipos de problema demandam o 
uso de técnicas de identificação visando um entendimento melhor do processo controlado (Sastry 
et al. (1990)). Logo o controle adaptativo é um tipo de controle que se utiliza de um processo de 
identificação do sistema por meio dos sinais de entrada e saída para então ajustar os parâmetros 
do controle em tempo-real.

Referência

Figura 3.3: Esquema de um controlador adaptativo.

Entre as técnicas para controladores APID mais conhecidas estão o controlador APID 
indireto de Ziegler e Nichols (1942), o controlador APID indireto de Camacho et al. (1992) e o 
controlador APID direto de Yuan (1985).

3.3.1 PID adaptativo por meta-heurística
Os controladores APID ajustados por meta-heurísticas tem por base gerar inicialmente 

uma população aleatória de soluções, e a cada instante de tempo avaliar qual a melhor solução 
naquele instante e aplicá-la ao sistema. Costuma-se utilizar como função de fitness no algoritmo 
alguma combinação entre os valores atuais de erro e sua derivada, como no trabalho de Goud e 
Swarnkar (2019), o qual consiste numa comparação entre o algoritmo genético, a colônia de 
abelhas artificial e a otimização por enxame de partículas para a sintonia de um APID para o 
controle de um reator de tanque agitado contínuo.

Figura 3.4: Estrutura de APID por meta-heurística.

Na figura 3.4, R e Y são a referência e a saída, respectivamente, e e u são o erro e o sinal 
de controle. KP, e KD são os ganhos proporcional, integral e derivativo do controlador APID 
a serem sintonizados pela meta-heurística de otimização.
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3.4 Comentários sobre o capítulo
Os 3 tipos de PID usados no controle dos processos nessa dissertação foram apresentados. 

O PID clássico, tendo apenas as 3 ações de controle (proporcional, integral, e derivativa), o de 
ordem fracionária, tendo 2 parâmetros a mais (ordens de derivação e integração), assim como o 
adaptativo, com seus ganhos sendo atualizados a cada instante de tempo.
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Capítulo 4 

Trabalhos relacionados

Uma revisão da literatura nos temas da dissertação foi realizada por meio da consulta 
aos periódicos da CAPES (Coordenação de Aperfeiçoamento de Pessoal de Nível Superior). A 
busca foi feita tendo como termo chave: “MIMO” AND  “PID” AND “Optimization". A pesquisa 
retornou 1255 resultados, em sua ampla maioria artigos, e a distribuição de documentos está na 
Tabela 4.1.

Tabela 4.1: Distribuição de tipos de documentos

Tipo de documento Contagem Porcentagem

Artigos 1202 98,28
Atas de congresso 17 1,39
Resenhas 3 0,24
Recursos textuais 1 0,08

Quanto às bases dos resultados encontrados, os resultados foram divididos em 20 bases, 
com sua distribuição do número de artigos na Tabela 4.2. A Directory ofOpen Journals retornou 
o maior número de resultados, responsável por quase 30% dos documentos.
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Tabela 4.2: Distribuição de publicações por base de dados

Base de dados Contagem Porcentagem (%)

Directory of Open Access Journals (DOAJ) 624 29,74
ROAD: Directory of Open Access Scholarly Resources 447 21,31
Computers & Applied Sciences Complete 205 9,77
Academic Search Premier 174 8,29
Wiley-Blackwell Full Collection 2013 157 7,48
Freedom Collection Journals 113 5,39
Sage premier Journal collection 95 4,53
SAGE Premier 2007 93 4,43
IEEE Electronic Library (IEL) Journals 54 2,57
Medline Complete 32 1,53
Emerald Journals 19 0,91
Single Journals 16 0,76
arXiv.org 16 0,76
Latindex 13 0,62
Project Euclid Prime 12 0,57
Taylor & Francis Open Access 8 0,38
SciELO Brazil 7 0,33
American Chemical Society Legacy Archives 5 0,24
ACS Publications 5 0,24
IRDB:Institutional Repositories DataBase 3 0,14
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O número de publicações por ano está exposto na Figura 4.1, na qual é possível averiguar 
que o número de publicações nesse tema teve um aumento considerável na última década, com 
1118 artigos desde 2011, um número superior aos 137 trabalhos publicados até 2010. O ano de 
maior número de publicações é 2020, com 164 artigos.
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Figura 4.1: Número de publicações por ano

A fim de se catalogar trabalhos que inspirassem mais esta dissertação, chegou-se a 93 
artigos depois de um processo de seleção. Dos artigos encontrados 55 envolveram o PID clássico 
e suas variantes, 16 envolveram APIDs, 11 FOPIDs, 5 PIDs fuzzy (do inglês Fuzzy PID, FPID), 1 
PID fuzzy de ordem fracionária (do inglês Fractional Order Fuzzy PID, FOFPID), 3 sobre PIDs 
Hto, 1 PID com controle por modelo interno (do inglês Internal Model Control PID, IMCPID) 
e 1 sobre uma implementação de PID utilizando MPC, como ilustrado na Figura 4.2. Esses 
trabalhos estão detalhados nas Tabelas A.1, A.2, e A.3, presentes no Apêndice A.
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60

Figura 4.2: Número de publicações por tipo de PID

Na Tabela 4.3 estão expostas as técnicas de sintonia usadas nos 93 artigos encontrados, 
assim como o número de vezes que determinada técnica apareceu nos artigos. É possível ver que 
GA e PSO são as técnicas que mais aparecem. Nas seções seguintes serão mencionados trabalhos 
com algumas dessas sintonias feitas para os 3 tipos de controlador trabalhados nesta dissertação.
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Tabela 4.3: Técnicas de otimização encontradas em trabalhos relacionados

Técnica de Otimização Ocorrências

PSO 19
GA 18
Redes neurais 6
Desigualdade de matriz linear (do inglês Linear Matrix Inequality, LMI) 6
Método próprio 6
CS 4
Regulador Quadrático Linear (do inglês Linear Quadratic Regulator, LQR) 4
Descida de gradiente 2
Aproximação Estocástica de Perturbação simultânea 2
(do inglês Simultaneous Perturbation Stochastic Approximation, SPSA)
Vetor de ganhos relativo dinâmico 2
(do inglês Dynamic Relative Gain Array, DRGA)
TLBO 2
Levenberg-Marquardt 2
Dados da resposta em frequência finita 2
(do inglês Finite Frequency Response Data, FFRD)
ES 2
DE 2
Método de Ziegler e Nichols (1942) 2
Análise de resposta ao degrau monotônica e subamortecida 1
Controle por modelo deslizante (do inglês Sliding Mode Control, SMC) 1
Sistema classificador extendido (do inglês Extended Classifier System, XCS)
Otimização de erva invasiva caótica modificada
(do inglês Modified Chaotic Invasive Weed optimization, MCIWO)
Método de Nelder e Mead (1965)
Método de Àstrom e Hagglund (1995)
GO
MPC
Índice quadrático de Lyapunov
Controle de matriz dinâmica (do inglês Dynamic Matrix Control, DMC)
Sintonia de módulo de log grande (do inglês Big Log Modulus Tuning, BLT)
Soma de quadrados
Recozimento simulado (do inglês Simulated Annealing, SA)
IMC
Multi-loop simultâneo (do inglês Simultaneous Multi-Loop, SML)
Método singular de perturbação (do inglês Singularly Perturbation Method, SPM)
Controle funcional preditivo em espaço de estados
(do inglês State-Space Predictive Functional Control, SSPFC)
Otimização da fisiologia da árvore (do inglês Tree Physiology Optimization, TPO) 
Cruzamento binário simulado (do inglês Simulated Binary Crossover, SBX)
GSA
FA
ACO
Lógica fuzzy
Processo de aprendizagem por enxame (do inglês Swarm Learning Process, SLP)
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4.1 Trabalhos envolvendo PID clássico
Foram encontrados em maior número PIDs clássicos com técnicas de sintonia para 

casos com processos MIMO na última década (2011 a 2020), com 45 artigos. 8 artigos foram 
encontrados na década de 2000 que se encaixassem na pesquisa, e apenas 2 artigos na década de 
90. A técnica mais utilizada foi o uso de meta-heurísticas, com 27 artigos. Também foram usadas 
técnicas como redes neurais artificiais, LMI, LQR, otimização convexa, SLP, o método de Ziegler 
e Nichols (1942), SA, SML, SPSA e FFRD. As aplicações mais frequentes entre os artigos são 
aplicações em colunas de destilação, manipuladores robóticos, controle de velocidade, consumo 
e conversão de energia, sistemas de tanques, aeronaves, reatores de polimerização, e turbinas de 
caldeiras. Entre os artigos publicados que mais se destacam estão uma comparação da estratégia 
de evolução com adaptação de matriz de covariância (do inglês Covariance Matrix Adaptation 
Evolution Strategy, CMAES) e de uma otimização por enxame de partículas modificada (do 
inglês Modified Particle Swarm Optimization, MPSO) com outros algoritmos evolucionários na 
sintonia de um PID para controle da coluna de destilação de Wood e Berry (1973) (do inglês 
Wood and Berry destillation column, WB), por Iruthayarajan e Baskar (2009), e o uso da TPO 
para a mesma coluna por Halim e Ismail (2017). Além de uma comparação entre a evolução 
diferencial (do inglês Differential Evolution, DE), o GA, e o PSO no controle de suspensões de 
veículos eletro-hidráulicos, por Dangor et al. (2014).

A estrutura de um controlador PID está exposta na Figura 4.3, onde E(s) é o erro, Kp é 
o ganho proporcional, Ti o ganho integrativo, Td o ganho derivativo, e s representa o domínio na 
frequência.

Figura 4.3: Estrutura de um controlador PID clássico. Figura adaptada. Original por Dwi et al. 
(2017).
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4.2 Trabalhos envolvendo PID adaptativo
A sintonia de controladores PID adaptativos começou no final dos anos 2000, com 

a combinação de estruturas de controle adaptadas para as aplicações (como o SMC) e meta- 
heurísticas, assim como técnicas como o método de Nelder e Mead (1965), redes neurais 
artificiais, DRGA, XCS. Aplicações em robótica são as mais frequentes, com algumas aplicações 
em suspensão de carros, cilindros hidráulicos, transmissão mecânica automática, sistemas de 
nível líquido, helicóptero, pêndulo invertido, um sistema de levitação magnética, e um oscilador 
Duffing-Holmes. Lengare et al. (2008) desenvolveram dois algoritmos para a sintonia de 
controladores PID em sistemas MIMO, um baseado na resposta ao degrau monotônica e outro 
na subamortecida, se utilizando também de um agendamento de ganho para variar o valor do 
ganho proporcional do PID, ajustando assim a resposta quando há uma mudança nos parâmetros 
do processo. Nas aplicações com meta-heurísticas 3 trabalhos se destacaram: O primeiro, por 
Mahmoodabadi et al. (2017b), envolveu o uso de um GA multiobjetivo para a sintonia de um PID 
supervisionado por um SMC num sistema de nível de tanque. O segundo trabalho consiste no 
uso de um algoritmo de otimização híbrido (uma combinação entre o PSO e o GA desenvolvido 
por Wang et al. (2017) para um cilindro hidráulico, enquanto que o terceiro trabalho utilizou a 
MCIWO para o treinamento de uma rede neural que modifica os ganhos do PID para a dinâmica 
de um robô bípede.

Na Figura 4.4, Odi é a trajetória desejada, ei é o erro, upwí é a ação de controle do 
APID, usmcí é a ação de controle do modo deslizante, Ui é a soma das duas ações de controle, e 
0i é a trajetória de saída.

Figura 4.4: Controle de robô por PID com modo deslizante, modelado por Taherkhorsandi et al. 
(2015). Figura adaptada.

4.3 Trabalhos envolvendo PID de ordem fracionária
Trabalhos com PID de ordem fracionária para sistemas com múltiplas entradas e 

múltiplas saídas tiveram seu primeiro trabalho proposto por Silva et al. (2004), numa aplicação 
para o controle de um robô de 6 pernas. Naquela ocasião, a sintonia foi feita de forma experimental, 
por tentativa e erro. Na última década aplicações em sistemas com atraso de ordem fracionária,
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manipuladores robóticos, sistemas de carregamento hidráulico, modelo de estação hidroelétrica, 
e um Sistema de alimentação de ar para célula de combustível de membrana de troca de prótons 
foram desenvolvidos. Assim como nos trabalhos para PIDs de estrutura clássica e adaptativos, 
sintonia por meta-heurísticas foi a técnica mais utilizada. Entretanto também houveram usos 
de LQR, ALgoritmo de transformada inversa de Laplace numérica (do inglês Numeric Inverse 
Laplace Transform Optimization, INVLAP), redes neurais artificiais, e algoritmo de Astrom e 
Hagglund (1995). O trabalho que mais se mostrou próximo ao escopo deste trabalho consistiu no 
uso do TLBO para a sintonia de um FOPID para a WB, e foi realizado por Bhookya e Jatoth 
(2020a).

A estrutura de um FOPID se define pelos ganhos proporcional (Kp), integral (Ki) e 
derivativo (Kd), bem como as ordens de integração (Ã) e derivação (u). Isso pode ser observado 
na Figura 4.5, onde e(t) é o erro, e t é o tempo.

Figura 4.5: Estrutura de FOPID, adaptada da descrição feita por Bhookya e Jatoth (2020a).

4.4 Trabalhos envolvendo outras variantes do PID
As 5 aplicações de FPID encontradas se iniciam no trabalho de Ko e Wu (2008), que 

utilizaram o PSO para a sintonia das funções de pertinência, o número de regras Fuzzy e os 
ganhos do PID para o controle de um sistema MIMO de um experimento de gangorra. Savran 
(2013) utilizou o algoritmo de otimização denominado Levenberg-Marquardt para a sintonia do 
FPID para dois modelos matemáticos MIMO. O algoritmo de TLBO foi usado por Khooban 
et al. (2013) na sintonia de controladores FPID tipo-2 para o rastreamento da trajetória de robôs 
não-holonômicos. Gil et al. (2014) sintonizaram os ganhos de um FPID para o controle de um 
sistema de três tanques, e Wu et al. (2020) utilizaram o PSO para a sintonia de dois controladores 
FPID em tempo real, para o controle de fluxo e temperatura de um sistema de controle de 
ambiente de cabine de uma aeronave. Uma estrutura de FPID está descrita na Figura 4.6, onde 
d/dt é a derivação no tempo e u é a ação de controle.
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Figura 4.6: Estrutura de FPID, baseada no trabalho de Ko e Wu (2008).

Algumas outras aplicações de PIDs incluem: O PSO na sintonia de um controlador PID 
Hro no controle de um sistema de aeronave de combate F18/Harv, por Zamani et al. (2009). O 
trabalho de Ou et al. (2014), na sintonia dos parâmetros de um controlador PID Hro por meio do 
teorema de Hermite-Biehler, encontrando o conjunto tridimensional dos ganhos pela intersecção 
das regiões de PID Hro nos subsistemas decompostos. O uso do CS para a sintonia dos ganhos 
de controladores FOFPID no controle de um manipulador robótico rígido de dois links planares, 
proposto por Sharma et al. (2014). Um IMCPID para controle de sistemas de vibração para 
asas, sintonizado por uma nova variante do PSO, a nova otimização por enxame de partículas 
de Luus-Jaakola cinza (do inglês Grey New Luus-Jaakola PSO, GNPSO). E por fim o projeto 
de um controlador PID baseado em MPC, por meio da fusão dos dois controladores, o PID 
implementado num controlador lógico programável (CLP) e o MPC em um sistema SCADA 
como o controlador de nível mais alto, proposto por Aboelhassan et al. (2020).

4.5 Comentários sobre o capítulo
Esse capítulo descreveu a revisão feita sobre as técnicas de otimização encontradas para 

a sintonia de controladores PID para processos MIMO. A busca retornou que nessa área, entre 
as diversas técnicas de otimização utilizadas, as meta-heurísticas são as que ocorrem em maior 
incidência, com uma maior prevalência de GA e PSO utilizadas para esse tipo de sintonia. A 
incidência de meta-heurísticas na área de otimização de controladores PID cresceu na última 
década e tem cada vez mais produzido trabalhos em novas aplicações. Com relação aos tipos 
de controlador PID, o PID clássico é o tipo de controlador mais frequentemente sintonizado, 
seguido por APID e FOPID.
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Capítulo 5 

Análise de Resultados

Os resultados são apresentados nas seções a seguir, onde em cada seção o processo 
MIMO em estudo é explicado, e em seguida são apresentados os resultados para cada tipo de 
PID na sequência: clássico, FOPID, e APID. Para cada caso são apresentadas tabela de valores 
de função objetivo e tabela de valores de melhores PID, assim como resposta do sistema e ações 
de controle.

Os algoritmos foram implementados no Matlab R2019a, enquanto que os sistemas 
foram implementados no Simulink 9.3 com o solver Ode45. As simulações foram executadas 
em 3 computadores diferentes, com as especificações da Tabela 5.1, onde a unidade central de 
processamento (do inglês Central Processing Unit, CPU) e a memória RAM (do inglês Random 
Acess Memory) são detalhados.

Tabela 5.1: Especificações de máquina.

Computador CPU Memória RAM

1 Intel(R) Core(TM) i7-7700HQ CPU @ 2.80GHz 2.81 GHz 8 GB
2 Intel(R) Core(TM) i5-1035G1 CPU @ 1.00GHz 1.19 GHz 8 GB
3 Intel(R) Core(TM) i5-9300H CPU @ 2.40GHz 2.40 GHz 8 GB

Cada algoritmo foi executado tendo tamanho de população 50 e número de gerações 
100. O tempo de simulação para avaliação de função foi de 100 segundos, com 0.1 segundo de 
tempo de amostragem. A função objetivo utilizada foi a soma dos valores de ITSE nas respostas 
do processo, definida como

Fobj (X) = £  í T(Yr(t) -  Y (O)2dt, (5.1)
i=1j0

onde X  é a solução avaliada, n o número de saídas no processo, t o tempo atual, T o tempo final 
(100 segundos), Yr o valor desejado para a resposta em regime permanente, e Y a resposta ao 
degrau.

Para Haver uma melhor avaliação do desempenho de cada técnica, os algoritmos foram 
executados 50 vezes, e ao fim disso foram calculados os valores mínimo, máximo, médio, 
mediana, e o desvio padrão da função objetivo ao longo das 50 rodadas.

Os resultados para o PID clássico foram encontrados levando em consideração os 
seguintes espaços de busca para os ganhos: [-1,1] para a WB e [-5,5] para a OR, seguindo o
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trabalho de Iruthayarajan e Baskar (2010), e [0,5] para o BMPS, seguindo o trabalho de Menhas 
et al. (2012).

Os resultados para o FOPID encontrados a seguir foram feitos tendo como espaço de 
busca das ordens de integração e derivação [0,1], os intervalos de valores para ganhos dos PIDs 
das duas colunas de destilação foram os mesmos do PID clássico, enquanto que o do BMPS foi 
[0,50] , esse último seguindo o trabalho de Lúcio et al. (2021b).

Os resultados encontrados para o APID se basearam no mesmo espaço de busca de 
parâmetros de controle que o PID clássico.

5.1 Coluna de Wood e Berry
A WB é um modelo de coluna de destilação binária utilizado em processos químicos 

para controle a separação de componentes presentes numa mistura líquida. A coluna possui a 
estrutura mostrada na Figura 5.1.

Figura 5.1: Diagrama esquemático da WB, como descrito por Wood e Berry (1973).

O sistema é um sistema com 2 entradas e saídas, sendo a primeira saída o fluxo de 
líquido não vaporizado no processo de fervura (ou produto inferior), e a segunda saída é o 
líquido condensado que é removido do sistema, conhecido como produto destilado (ou produto
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superior). No sistema em malha fechada as duas entradas são o fluxo de produtos superior e 
inferior desejados. Seu modelo matemático é descrito em transformada de Laplace por

G (s) =
12,8e-s
1+16,

6,6e - 7 s

1+10,9s

-18,9e 
1+21 ̂

-19,4e-3s
1+14,4̂

(5.2)

5.1.1 PID clássico
O desempenho de cada meta-heurística medido pelo ITSE pode ser verificado na tabela 

5.2. Com relação ao valor mínimo de ITSE encontrado ao longo das 50 rodadas, o MPA obteve o 
melhor resultado, com o MRO tendo o pior. A classificação das técnicas ficou então, da ordem 
do melhor para o pior: MPA, GA, HHO, PSO, e MRO.

Tabela 5.2: Desempenho do controle para o PID clássico (WB).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

MPA 1° 13,70 16,41 14,08 13,72 0,66
GA 2° 14,53 21,33 17,92 18,62 2,05
HHO 3° 16,23 201,36 33,85 28,32 27,29
PSO 4° 17,90 39,76 25,54 24,50 5,02
MRO 5° 19,32 37,07 101,08 47,90 99,45

Os valores dos ganhos dos melhores PID encontrados pelas técnicas de otimização nas 
50 rodadas podem ser vistos na Tabela 5.3, enquanto que as respostas do sistema a eles estão 
na Figura 5.2. Por elas é possível inferir que o desempenho superior de cada meta-heurística 
veio com uma curva mais ruidosa quando comparado com o desempenho inferior de outra. 
Particularmente o MRO, mesmo tendo o pior desempenho, apresentou curvas mais suaves.

Tabela 5.3: Parâmetros dos melhores PID encontrados (WB).

Meta-heurística Kp1 Kt 1 Kd1 Kp2 Kl 2 Kd2
MPA 0,26 0,003 0,25 -0,26 -0,01 -0,55
GA 0,23 0,005 0,16 -0,24 -0,01 -0,46
HHO 0,24 0,002 -0,06 -0,19 -0,01 -0,53
PSO 0,33 0,03 0,16 -0,24 -0,001 -0,54
MRO 0,09 0,003 -0,13 -0,23 -0,009 -0,25



57

(a) Primeira saída.

(b) Segunda saída.

Figura 5.2: Comparação do controlador PID para as saídas do sistema de WB.

5.1.2 FOPID
Os valores de ITSE encontrados para os controladores FOPID estão na Tabela 5.4. 

Os valores mínimos encontrados em todas as meta-heurísticas foram menores que os seus 
correspondentes no controlador PID da subseção 5.1.1, sendo que MPA e GA foram as técnicas 
que mais melhoraram com relação ao seus desempenhos no PID clássico.
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Tabela 5.4: Desempenho do controle para o FOPID (WB).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

MPA 1° 8,82 23,28 13,30 12,79 3,13
GA 2° 9,43 31,81 13,38 12,71 3,26
PSO 3° 14,29 110,76 29,90 20,08 25,83
HHO 4° 15.09 149,28 60,59 47,26 37,94
MRO 5° 18,96 158,16 105,37 99,66 42,14

Os parâmetros dos FOPID gerados pelas 50 rodadas estão na Tabela 5.5, enquanto que 
as 2 saídas estão presentes na Figura 5.3. O comportamento das curvas para cada técnica de 
otimização foi bem semelhante. Na segunda saída, o MPA conseguiu subir rápido sem que 
houvesse um overshoot grande, o que fez diferença no cálculo do ITSE para essa configuração de 
controlador. Algo a ser observado é que apesar de os resultados numéricos terem sido melhores 
no FOPID, o comportamento da saída foi menos suave, com as curvas de saída oscilando mais 
que no PID clássico.

Tabela 5.5: Parâmetros dos melhores FOPID encontrados (WB).

Meta-heurística Kp1 Kn Kd1 Ã1 M1 Kp2 Kl 2 Kd2 4-2 M2
MPA -1 0,89 0,80 0,22 0,63 -0,09 -0,01 -0,43 1 0,76
GA -0,02 0,22 0,38 0,32 0,97 -0,0004 -0,02 -0,45 0,89 0,56
PSO 0,20 0,06 0,46 0 1 -0,09 -0,03 -0,38 1 0,84
HHO -0,25 0,25 0,15 0,19 0,47 0,03 -0,08 -0,46 0,64 0.53
MRO -0,99 0,22 1 0,35 0,24 1 -0,41 -1,61 0,35 0,20
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(a) Primeira saída.

(b) Segunda saída.

Figura 5.3: Comparação do controlador FOPID para as saídas do sistema de WB.

5.1.3 APID
A sintonia do APID para a WB está na tabela 5.6. O melhor algoritmo para essa sintonia 

foi o PSO, seguido de perto pelo HHO. No geral a sintonia feita pelas meta-heurísticas foi boa, 
com a exceção do MPA, que apesar de seu ótimo desempenho nos outros tipos de controladores 
não foi bem no APID. Se analisar também as medições estatísticas dos valores de erro, verifica-se 
que as meta-heurísticas mais utilizadas nessa área (GA e PSO) obtiveram os valores mais baixos, 
sendo mais robustas.
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Tabela 5.6: Desempenho do controle para o APID (WB).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

PSO 1° 7,46 456,42 45,57 21,25 87,69
HHO 2° 12,43 1,9e+05 4,9e+03 134,32 2,7e+04
GA 3° 38,94 979,74 187,69 143,35 160,05
MRO 4° 243,56 1,1e+03 563,71 610,51 287,27
MPA 5° 2,8e+24 1,8e+42 6e+40 5,7e+31 3e+41

Na Figura 5.4 as 2 saídas para 4 das 5 meta-heurísticas usadas estão expostas. Devido ao 
seu desempenho inferior às restantes, o qual não convergiu, o MPA não foi colocado na ilustração 
para não reduzir a qualidade da imagem (procedimento realizado em todas as imagens do APID). 
O comportamento ruidoso já era esperado por parte do controlador APID, afinal seus valores 
de controle são gerados iterativamente. Contudo o PSO e o HHO, as técnicas de sintonia mais 
bem avaliadas, conseguiram obter curvas menos ruidosas, o que é melhor para o funcionamento 
do controlador. O PSO foi superior aos outros devido à sua capacidade de subir rapidamente a 
resposta do sistema sem que isso levasse a um grande overshoot e sem que ela oscilasse demais.
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(a) Primeira saída.

(b) Segunda saída.

Figura 5.4: Comparação do controlador APID para as saídas do sistema de WB.

5.2 Coluna de Ogunnaike e Ray
A coluna de Ogunnaike et al. (1983) (do inglês Ogunnaike and Ray distillation column, 

OR) é uma coluna de destilação binária utilizada num sistema de etanol-água, exposta na Figura 
5.5. Nela, A é a alimentação, B é o pré-aquecimento, C e E são controles de concentração, D éo 
controle de nível, F  é o controle de temperatura, G indica o controle de saída de produto inferior, 
P é um sensor de pressão, d1 é a taxa de fluxo de alimentação (m3/s), d2 é a temperatura de 
alimentação (°C), u1 é a taxa de refluxo (m3/s), u2 é a taxa de fluxo de produto lateral (m3/s), e 
u3 éa  pressão de fluxo da caldeira (kPa).
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Bobina de vapor

Figura 5.5: Diagrama esquemático da OR, como descrito por Ogunnaike et al. (1983).

O modelo possui 3 entradas e saídas, sendo que a primeira saída (_yi) corresponde à 
fração molar de etanol superior, a segunda (_y2) à fração molar de etanol de fluxo lateral, e a 
terceira saída (y3) correspondente à temperatura em graus Celsius da bandeja número 19 da 
coluna, que coincide com a composição inferior. Assim, o modelo possui forma matemática 
retratada por

G ( s)

0,66e
6,7,5+1

l.lle-6,55
3,25,5+1

-0,61e-3,55
8,64,5+1
-2,36e- 

5,5+ 1

-0,0049e-5
9,06s+1

-0,012e-1’25 
7,09̂ + 1

-34,68e-9’25 46,2e-9’45 0,87(11,61s+1)e-5
8,15̂ +1 10,9.5+1 (3,89í+1)(18,8j+1)

(5.3)

5.2.1 PID clássico
Na tabela 5.7 os valores estatísticos para o sistema de OR são apresentados, mostrando 

que a tendência de desempenho superior por parte do MPA e inferior do MRO se mantiveram na 
sintonia do controlador, e a classificação entre meta-heurísticas ficou como na sintonia da WB.
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Tabela 5.7: Desempenho do controle para o PID clássico (OR).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

MPA 1° 40,38 50,80 41,77 40,84 2,05
GA 2° 41,64 85,77 51,34 47,82 9,14
HHO 3° 42,26 322,25 73,21 60,89 44,89
PSO 4° 44,76 570,83 114,11 73,49 102,95
MRO 5° 53,11 1582,7 472,43 332,03 486,12

Os melhores PIDs encontrados na sintonia feita pelas diferentes técnicas têm seus 
valores de ganho mostrados na Tabela 5.8. As respostas ao degrau das 3 saídas do sistema estão 
presentes na Figura 5.6. Na primeira e segunda saídas a resposta ao degrau oscila bastante, com 
o MPA sendo capaz de chegar mais rapidamente no setpoint, mesmo na segunda saída, quando 
seu overshoot é maior. Na terceira e última saída, que possui uma tendência de decair abaixo de 0 
com amplitude elevada, o MPA conseguiu decair menos em comparação com as outras técnicas, 
ao mesmo tempo que subiu mais rapidamente (ainda que com overshoot e oscilação maiores).

Tabela 5.8: Parâmetros dos melhores PID encontrados (OR).

Meta-heurística Kp1 Kn Kd 1 Kp2 Ki2 Kd2 Kp3 Kl 3 Kd3
MPA 0,92 0,45 1,43 -1,25 -0,15 -1,54 3,64 1,47 4,35
GA 0,72 0,39 1,21 -1,17 -0,19 -1,47 3,26 1,51 3,98
HHO 0,79 0,44 1,33 -1,25 -0,18 -1,42 3,40 0,52 0,80
PSO 0,69 0,36 0,85 -1,10 -0,17 -1,44 4,73 0,10 2,06
MRO 0,64 0,37 0,21 -1,26 -0,21 -0,92 3,75 0,40 -0,99
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(a) Primeira saída.

Tempo (segundos)

(b) Segunda saída.

Tempo (segundos)

(c) Terceira saída.

Figura 5.6: Comparação do controlador PID para as saídas do sistema de OR.
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5.2.2 FOPID
No controle da OR, o controlador FOPID não obteve resultados satisfatórios, com todos 

os melhores controladores tendo sua resposta indo para infinito. Esse péssimo desempenho nesse 
processo se deveu ao fato de o algoritmo ter de lidar com muitas variáveis de decisão, o que 
dificultou tremendamente sua convergência para um bom resultado. Com isso, o FOPID foi 
inferior ao PID clássico para o controle desse processo, como pode ser visto pelos altíssimos 
valores de ITSE da Tabela 5.9, onde ’Inf’ remete a um valor infinito.

Tabela 5.9: Desempenho do controle para o FOPID (OR).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

MPA 1° 2249,5 2,0e+09 2,0e+08 2,6e+04 6,0e+08
GA 2° 22180 1,8e+156 3,6e+154 3,0e+10 Inf
HHO 3° 46234 2,3e+23 4,6e+21 3,1e+05 3,2e+22
MRO 4° 55357 2,2e+11 4,5e+09 1,2e+06 3,2e+10
PSO 5° 576220 Inf Inf 3,4e+155 Inf

Os parâmetros encontrados para os FOPID na OR estão na Tabela 5.8. OS algoritmos 
não conseguiram convergir em nenhum momento diante da enorme quantidade de parâmetros, o 
que acabou fazendo com que o processo ficasse instável.
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5.2.3 APID
Pela tabela 5.11 pode-se ver que o GA foi a meta-heurística que teve o melhor resultado, 

enquanto que MRO e principalmente MPA foram inferiores. As medidas estatísticas apontam 
que apesar de ter ficado em 3° lugar, o HHO foi o que obteve o melhor desempenho se levar em 
consideração as medidas gerais como a média e a mediana, e não apenas o melhor resultado ao 
longo das 50 rodadas. Isso quer dizer que o HHO tem mais chances de retornar um valor de 
ITSE menor que técnicas como o GA e o PSO, que apresentaram um mínimo menor.

Tabela 5.11: Desempenho do controle para o APID (OR).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

GA 1° 623,57 2,7e+14 5,8e+12 5,9e+07 3,8e+13
PSO 2° 1,05e+03 3,95e+20 9,9e+18 1,7e+11 5,6e+19
HHO 3° 2,2e+03 9,4e+03 7,5e+03 8,8e+03 2,2e+03
MRO 4° 1,1e+04 1,6e+04 1,3e+04 1,3e+04 854
MPA 5° 5,9e+25 1,4e+43 2,8e+41 2,1e+35 1,9e+42

A Figura 5.7 mostra como o GA obteve um resultado superior às outras meta-heurísticas. 
O HHO foi mais rápido mas teve um overshoot alto na segunda saída e demasiada oscilação na 
terceira, enquanto que o PSO não subiu tão rápido e teve overshoot um overshoot maior que o 
GA, e portanto o GA foi o mais balanceado, obtendo assim o menor ITSE.
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(a) Primeira saída.

(b) Segunda saída.

Tempo (segundos)

(c) Terceira saída.

Figura 5.7: Comparação do controlador APID para as saídas do sistema de OR.
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5.3 Sistema de Pulverização por Moinho de Bolas
O Sistema de Pulverização por Moinho de Bolas (do inglês Ball Mill Pulverizing System, 

BMPS) foi exposto por Menhas et al. (2012), sendo um sistema utilizado para pulverizar carvão 
em usinas termelétricas a carvão. Outras utilidades desse tipo de processo com outros modelos 
são na pulverização de alumínio (Ramezani e Neitzert (2012)) ou ferro (Munoz et al. (2007)), 
por exemplo.

O sistema é MIMO 2 x 2, e as saídas correspondem à temperatura de saída T e à pressão 
negativa de entrada P do processo. Dessa forma as duas entradas do sistema em malha aberta 
são a abertura de ar quente para controlar T , e a abertura de ar reciclado para controlar P. O 
modelo matemático é descrito por

G ( s)
Gi i (s) G 12 ( s) 3,5 -0,14

= (80̂ +1)3 (60.S+1)2

G 21(s) G 22 ( s) -2 -0,18
(8̂ +1)2 10,5+1

(5.4)

que não é um processo dominante diagonalmente, e portanto para reduzir o impacto da interação 
entre os processos é colocado um desacoplador de regime permanente (Menhas et al. (2012)), 
dado por

D ( 5) = G-1 (0) =
D 11 D 12 0,1978 -0,1538

D 21 D 22 -2,1978 -3,8462
(5.5)

O esquema feito no Simulink para executar as simulações foi o da Figura 5.8, onde 
T0 e P0 são os setpoints para temperatura e pressão respectivamente, eT e eP são os erros de 
temperatura e pressão, uT e uP são os sinais de controle dos PIDs 1e2,  T e P são as saídas do 
sistema (temperatura e pressão), e r e f  e Y são os valores de referência e saída agrupados para 
cálculo de função fitness.

Figura 5.8: Esquema no Simulink do BMPS.
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5.3.1 PID clássico
Os resultados para o BMPS está na Tabela 5.12. O desempenho foi bem semelhante, 

e os algoritmos alcançaram o mínimo global dentro das limitações de valores impostas, com 
o MPA obtendo o melhor resultado e o GA o pior. GA e PSO ficaram em 4° e 5° lugares, mas 
nessa configuração de controlador e processo os resultados foram próximos, o que não torna 
essas técnicas quantitativamente menos eficientes. A colocação final foi escolhida com base não 
apenas no mínimo, mas levando em consideração as medidas estatísticas.

Tabela 5.12: Desempenho do controle para o PID clássico (BMPS).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

MPA 1° 871,10 871,19 871,11 871,10 0,01
HHO 2° 871,10 873,97 872,36 871,98 0,81
MRO 3° 871,10 896,60 873,46 873,24 3,50
PSO 4° 871,10 956,14 874,58 871,12 16,82
GA 5° 871,73 1052,7 890,29 877,87 34,43

Os valores de parâmetro dos melhores controladores encontrados pelas meta-heurísticas 
estão na Tabela 5.13. Como o apresentado na tabela é o melhor controlador encontrado, os 
resultados acabaram sendo iguais para 4 das 5 técnicas de otimização que foram capazes de 
encontrar o mínimo local (dentro das limitações de valores impostas). A Figura 5.9 explicita bem 
isso, onde é possível ver que as curvas do GA foram separadas das curvas das outras 4 técnicas, 
que apresentaram o mesmo comportamento.

Tabela 5.13: Parâmetros dos melhores PID encontrados (BMPS).

Meta-heurística Kp1 Kn Kd  1 Kp2 Ki2 Kd  2
MPA 5 0,04 0 5 5 0
HHO 5 0,04 0 5 5 0
MRO 5 0,04 0 5 5 0
PSO 5 0,04 0 5 5 0
GA 4,99 0,04 0,19 4,99 4,76 0,48
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(a) Primeira saída.

(b) Segunda saída.

Figura 5.9: Comparação do controlador PID para as saídas do sistema de BMPS.

5.3.2 FOPID
O desempenho da sintonia do controlador FOPID foi bom por parte de todos os 5 

algoritmos testados, e o ITSE das melhores soluções foi semelhante em cada algoritmo, com o 
MPA obtendo a posição de melhor meta-heurística. O MPA foi não só a técnica de otimização 
que retornou o menor ITSE, como também teve os menores valores estatísticos, e suas soluções 
ao longo das 50 rodadas foram bem próximas, sendo evidenciado pelo seu desvio padrão abaixo 
de 1.
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Tabela 5.14: Desempenho do controle para o FOPID (BMPS).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

MPA 1° 304,56 304,67 304,59 304,59 0,03
MRO 2° 304,64 705,79 377,22 306,48 150,78
HHO 3° 304,65 525,58 323,95 305,54 60,13
GA 4° 319,96 341,48 328,13 328,32 6,13
PSO 5° 322,45 424,70 362,02 355,82 24,45

Os valores de controlador FOPID que retornaram os valores de ITSE da tabela 5.14 
estão na tabela 5.15. Os valores evidenciam que para essa aplicação, valores nulos de KP1 e 
KI1 com valores máximos de KD1, KP2, KI2, KD2 retornam o melhor desempenho, quando 
combinados com Ã1 e Ã2 máximos e baixos p 1 e p 2.

Tabela 5.15: Parâmetros dos melhores FOPID encontrados (BMPS).

Meta-heurística KP1 Kt 1 Kd1 À1 ß1 KP2 Kl 2 Kd2 4-2 ß2
MPA 3e-05 0 50 1 0,37 49,99 50 49,99 0,99 0,003
MRO 0.001 0 50 0 0,37 50 50 0 1 0
HHO 0,0005 0 50 1 0,37 29,07 49,78 16,18 1 0,12
GA 1,13 1,37 49,93 0,02 0,43 42,92 44,33 26,03 0,89 0,45
PSO 0.001 0 46,22 0 0,35 0.001 28,56 11,25 1 0

Na Figura 5.10 está exposta as respostas do sistema a degraus unitários. Na primeira 
saída as curvas têm o comportamento parecido, possuindo overshoot próximo aos 75 segundos, 
mas sem conseguir alcançar o setpoint desejado de 1. Já na segunda saída as curvas alcançam o 
setpoint em pouco tempo, antes até mesmo de 1 segundo. É possível verificar como o MPA de 
fato obteve o melhor resultado quando comparado às outras técnicas de otimização.

Quando comparamos as curvas da Figura 5.10 com aquelas da Figura 5.9, pode-se 
perceber o quanto o FOPID acelerou a resposta do BMPS em relação ao PID clássico, além de 
diminuir o overshoot na segunda saída. Esses fatores evidenciam um desempenho superior do 
FOPID em relação ao PID clássico.
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(a) Primeira saída.

(b) Segunda saída.

Figura 5.10: Comparação do controlador FOPID para as saídas do sistema de BMPS.

5.3.3 APID
Para esse sistema, PSO, HHO, e MRO obtiveram resultados próximos numericamente, 

com o PSO obtendo o menor ITSE, além de medidas estatísticas melhores, juntamente ao HHO. 
Os baixos valores de ITSE para as meta-heurísticas (com exceção do MPA) demonstram uma 
facilidade maior de se encontrar uma sintonia satisfatória para o APID no BMPS, ao comparar 
seus resultados aos dos outros sistemas. Isso pode ser observado na tabela 5.16.
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Tabela 5.16: Desempenho do controle para o APID (BMPS).

Meta-heurística Colocação Mínimo Máximo Média Mediana Desvio padrão

PSO 1° 517,36 744,67 571,98 538,69 61,27
HHO 2° 518,32 768,98 562,75 539,41 60,72
MRO 3° 519,89 1036.7 623,05 665,94 110,82
GA 4° 555,04 777,15 626,15 619,64 48,85
MPA 5° 3,1e+04 2,6e+06 7,1e+05 4,8e+05 6,3e+05

A boa sintonia das meta-heurísticas está na Figura 5.11, a qual expõe que o comporta
mento das curvas foi semelhante, com o HHO tendo o maior overshoot, o MRO a curva menos 
oscilatória, e o PSO obtendo uma resposta mais próxima do setpoint mais rápido que os outros 
(por volta dos 20 segundos), o que lhe conferiu um ITSE mais baixo.
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(a) Primeira saída.

(b) Segunda saída.

Figura 5.11: Comparação do controlador APID para as saídas do sistema de BMPS.

5.4 Comparação

5.4.1 Entre meta-heurísticas
Para comparar o desempenho das técnicas de otimização utilizadas no trabalho, adotou- 

se o seguinte critério: as meta-heurísticas receberam pontos de acordo com sua colocação em 
cada par de sintonia sistema-controlador. Com isso se recebe 1 ponto para um 1° lugar e 5 para 
um 5° lugar. Assim a técnica de otimização melhor no geral é aquela com menos pontos.
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Tabela 5.17: Classificação das meta-heurísticas em cada estudo de caso

Processo Controlador GA PSO HHO MPA MRO

WB PID 2° 4° 3° 1° 5°
WB FOPID 2° 3° 4° 1° 5°
WB APID 3° 1° 2° 5° 4°
OR PID 2° 4° 3° 1° 5°
OR FOPID 2° 5° 3° 1° 4°
OR APID 1° 2° 3° 5° 4°
BMPS PID 5° 4° 2° 1° 3°
BMPS FOPID 4° 5° 3° 1° 2°
BMPS APID 4° 1° 2° 5° 3°

Tabela 5.18: Desempenho geral de meta-heurísticas.

Meta-heurística Colocação geral N° de pontos

MPA 1° 21
GA 2° 25
HHO 2° 25
PSO 3° 29
MRO 4° 35

Na tabela 5.17 vê-se que o MPA possuiu os melhores desempenhos gerais, mesmo 
levando em consideração que ele teve o pior desempenho no APID, tendo obtido a 5° colocação 
nos 3 sistemas. Isso demonstra que o MPA teve dificuldades em convergir para um resultado 
coerente quando precisou fazer a sintonia em tempo-real, mas no cenário mais simples (PID e 
FOPID) obteve a maior consistência, sendo o melhor otimizador nos 6 cenários de sintonia.

O GA e o PSO, sendo as técnicas mais usadas na área de sintonia de controladores PID, 
obtiveram resultados bons, tendo terminado na 2° e 4° colocações. O fato de serem técnicas mais 
usuais não implicou que seriam menos eficientes na sintonia do que técnicas mais recentemente 
desenvolvidas.

Com relação ao HHO e ao MRO, pode-se inferir que o MRO é uma meta-heurística que 
no cenário estruturado nesse trabalho não é capaz de obter os melhores resultados em sintonia de 
controladores PID dos 3 tipos usados, enquanto que o HHO teve os resultados mais medianos, 
não obtendo o 1° nem o 5° lugar em nenhum dos 15 cenários de sintonia estudados, mesmo 
mantendo um desempenho que o coloque no 2° lugar.

5.4.2 Entre controladores
Nessa subseção é feita uma comparação rápida entre o desempenho dos controladores 

PID dos 3 tipos trabalhados com relação aos menores valores de ITSE encontrados para cada um 
dos 3 processos estudados. Na tabela 5.19 pode-se observar que cada tipo de PID foi melhor 
para 1 processo diferente. O PID otimizou melhor o sistema de OR, o FOPID foi melhor para o 
BMPS, enquanto que o APID foi o melhor para a WB.
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Tabela 5.19: Mínimo ITSE dos tipos de controlador.

Controlador WB OR BMPS

PID 13,7 40,38 (MPA) 871,10
FOPID 8,82 2249,5 304,56 (MPA)
APID 7,46 (PSO) 623,57 517,36

Para fazer uma comparação entre qual tipo de PID retorna o melhor desempenho para 
cada meta-heurística, a tabela 5.20 foi gerada. Para a WB o FOPID foi o melhor controlador 
em 3 das 5 meta-heurísticas, com o APID vindo logo depois com 2. Na OR o PID clássico foi 
o melhor controlador para todas as meta-heurísticas, isso se deve ao fato de que esse processo 
possui o maior número de parâmetros, o que torna mais fácil a sintonia a partir de um controlador 
mais estável como o PID clássico. Para o BMPS o FOPID foi o melhor em todas, e dessa forma 
o FOPID foi o melhor controlador em 8 dos 15 casos, mostrando a força do cálculo fracionário.

Tabela 5.20: Melhor controlador para cada sintonia de meta-heurística.

Meta-heurística WB OR BMPS

MPA 8,82 (FOPID) 40,38 (PID) 304,56 (FOPID)
GA 9,43 (FOPID) 41,64 (PID) 319,96 (FOPID)
HHO 12,43 (APID) 42,26 (PID) 304,65 (FOPID)
PSO 7,46 (APID) 44,76 (PID) 322,44 (FOPID)
MRO 13,18 (FOPID) 53,11 (PID) 304,63 (FOPID)

5.5 Comentários sobre o capítulo
Nesse capítulo os 3 processos a serem controlados foram apresentados, e em seguida as 

sintonias feitas por cada meta-heurística para cada tipo de controlador (PID clássico, FOPID, 
e APID) foram demonstradas numericamente através dos valores de função objetivo (ITSE) 
alcançados ao longo das 50 rodadas de simulação.

A partir disso, foi possível verificar quais técnicas de otimização se saíram melhor, 
formando uma classificação geral implicando o MPA como a técnica de melhor sintonia. Ainda 
foi possível saber qual controlador foi melhor em cada processo, assim como saber que o 
FOPID obteve o maior número de sintonias ótimas levando em conta todos os controladores e 
meta-heurísticas.
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Capítulo 6 

Conclusão

Nesse trabalho realizou-se um estudo de aplicação de meta-heurísticas na sintonia de 
controladores PID de 3 variantes diferentes: a variante clássica, a variante de ordem fracionária 
(FOPID), e a variante adaptativa (APID). Para esse processo de otimização utilizou-se 5 meta- 
heurísticas diferentes: GA, PSO, HHO, MPA, e MRO. As 2 primeiras sendo as 2 técnicas mais 
usadas na área de sintonia de controlador PID por meta-heurística, enquanto que as outras 3 
são mais novas. O objetivo do trabalho então foi o de avaliar se o uso das meta-heurísticas 
estudadas seria satisfatório na sintonia ao se usar de função objetivo o ITSE, e além disso se as 
3 meta-heurísticas mais recentemente desenvolvidas seriam mais eficientes do que as 2 mais 
usadas.

Foram usados 3 processos para testar a eficiência dos 5 algoritmos na sintonia dos tipos 
de controlador PID: a WB, a OR, e o BMPS. Para cada uso de algoritmo em cada processo 
(totalizando 15 cenários para cada tipo de controlador) foram comparados os valores de ITSE 
das sintonias entre as meta-heurísticas usadas e atribuídas posições sobre quais foram melhores.

Ao final desse processo chegou-se às seguintes conclusões quanto aos tipos de con
troladores: no PID clássico, todas as sintonias foram satisfatórias, obtendo valores razoáveis. 
No FOPID as sintonias para a WB e para o BMPS foram boas, mas a sintonia para a OR se 
mostrou numericamente complicada devido ao alto número de parâmetros a serem otimizados (15 
parâmetros). No APID o MPA, que havia sido o melhor otimizador nos outros tipos de controlador, 
se mostrou completamente ineficiente, não conseguindo obter resultados que convergissem para 
um comportamento adequado por parte do controlador. Já os outros 4 otimizadores foram bem 
sucedidos na sintonia ao se obterem valores de ITSE e curvas de resposta coerentes. Além disso, 
observou-se que o APID otimizou melhor a WB, o PID clássico otimizou melhor a OR, e o 
FOPID otimizou melhor o BMPS.

Considerou-se que o FOPID foi o melhor controlador no geral, já que ele retornou 
a maior frequência de sintonias boas em cada meta-heurística, enquanto que o PID clássico 
se mostrou mais efetivo na sintonia com alto número de parâmetros, ao se atingir um melhor 
desempenho na resposta da OR. O APID obteve resultados satisfatórios, contudo devido à sua 
natureza iterativa, ele acaba sendo inconsistente a depender do sistema a ser sintonizado.

Com relação à comparação entre meta-heurísticas, averiguou-se que o MPA foi a meta- 
heurística mais bem avaliada por esse trabalho, e GA e HHO ficaram tecnicamente empatados no 
2° lugar pelo critério especificado na subseção 5.4.1. Elas são seguidas por PSO e MRO, nessa 
ordem. O excepcional desempenho do MPA no PID clássico e no FOPID demonstra que essa é 
uma técnica eficiente nesses tipos de sintonia, em detrimento de sua fraca capacidade na sintonia 
do APID. O MRO não obteve bons resultados e não conseguiu ser o melhor sintonizador em 
nenhum cenário do estudo, enquanto que o HHO se manteve mediano, sendo mais constante às
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mudanças de cenário na aplicações usadas. Quanto ao GA e ao PSO, o fato de serem técnicas 
mais usadas na área de sintonia para PID não influenciou positiva nem negativamente na sintonia 
feita nesse trabalho, e seus resultados foram satisfatórios no geral.

Esse trabalho gerou publicações importantes como uma comparação entre 4 variantes 
do HHO: Cultural, com matriz de covariância, com mecânica quântica, e oposicional, na sintonia 
de controladores PID clássicos para o controle do BMPS (Lúcio et al. (2021a)), trabalho enviado 
para o Congresso Internacional de Engenharia Mecânica (COBEM). Bem como uma publicação 
para o Congresso Brasileiro de Inteligência Computacional (CBIC) sobre uma comparação entre 
variantes quântica e oposicional do MPA na sintonia do BMPS (Lúcio et al. (2021b)).

A pesquisa sobre meta-heurísticas na sintonia de controladores pode seguir algumas 
possíveis direções. É possível expandir o número de meta-heurísticas usadas na análise 
comparativa, por meio também de modificações como a adição de aprendizagem por oposição 
(Xu et al. (2014a)) e de mecânicas quânticas (Sun et al. (2016)). Outra possibilidade é fazer a 
sintonia de outros tipos de controlador como MPC ou LQR, e ver como o desempenho deles 
varia para alguma determinada aplicação. Processos com outras dinâmicas podem ser usados 
para se entender como as técnicas de otimização reagem a diferentes situações.
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