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Resumo

O processo de produção de etanol utilizando cana-de-açúcar como matéria-prima conta com diferentes 
etapas, tais como moagem da cana, tratamento do caldo, tratamento ácido do levedo, fermentação e destilação. 
Embora diferentes variáveis como contaminação bacteriana, floculação e viabilidade sejam conhecidas como 
prejudiciais à resposta de teor alcoólico, durante o processo fermentativo, são poucos os estudos relativos à 
associação dessas variáveis particularmente utilizando observações de uma usina de cana. As atuais ferramentas 
de controle de qualidade são incapazes de enfrentar a complexidade e as relações intrínsecas de variáveis deste 
processo, provendo valor limitado para tomada de decisão durante a safra. Assim sendo, o presente trabalho se 
propõe a utilizar regressão linear multivariada e árvores de regressão como abordagens para identificação das 
variáveis que influenciem negativamente a produção de teor alcoólico como primeiro passo para uma ferramenta 
que auxilie a tomada de decisão do setor.
Palavras-chave: usina de cana-de-açúcar, teor alcoólico, regressão linear multivariada, árvore de regressão

Abstract
The process of producing ethanol from sugarcane has different stages, from sugar cane milling, broth 

treatment, yeast acid treatment, fermentation and distillation. Although different variables such as bacterial 
contamination, flocculation and viability are known to be detrimental to the alcoholic response, during the 
fermentation process, studies related to the association of the different variables and this response using 
observations from a sugarcane mill are unknown in the literature. Current quality control tools are unable to cope 
with the complexity and intrinsic relationships of variables in this process, providing limited value for decision 
making during the harvest. Thus, the present work proposes to use multivariate linear regression and partition 
trees as approaches to identify the variables that negatively influence the production of alcohol content as a first 
step to a tool that assists decision making in the sector.
Keywords: sugarcane mill, alcohol content, multivariate regression model, partition tree

1. Introdução

A produção brasileira de cana-de-açúcar na safra 
2016/2017 foi de 652 milhões de toneladas, resultando em 
39 mil toneladas de açúcar e 27 mil m3 de etanol [1]. Com 
o aquecimento do setor pelas políticas do Renovabio, a 
safra de 2017-2018 foi majoritariamente voltada a 
produção de etanol. Tais políticas envolvem garantir o 
papel estratégico dos biocombustíveis apresentando três 
objetivos que incluem: cumprir os compromissos firmados 
no Acordo de Paris, incentivar a expansão dos 
biocombustíveis com foco na regularidade do
abastecimento e garantir/ampliar a previsibilidade [2]. 
Uma usina de cana-de-açúcar típica é composta pelos 
processos de: recepção e preparo da cana e extração do 
caldo. O caldo é enviado para um sistema de tratamento, 
onde suas impurezas são removidas para fornecer material 
adequado para as etapas subsequentes. O caldo tratado 
segue para a etapa de cristalização do açúcar sendo o 
açúcar cristalizado centrifugado e lavado. A lavagem do 
açúcar gera um resíduo chamado melaço, que é utilizado

na etapa de fermentação, onde ocorre adição de levedo. 
Após cada etapa de fermentação, o vinho obtido é levado 
para a destilação objetivando obtenção do etanol, enquanto 
o levedo sofre um processo de tratamento ácido para 
retornar ao sistema [3]. O processo de produção de etanol 
vem sendo amplamente estudado ao longo dos anos por 
meio de modelos fenomenológicos da etapa de fermentação
[4]. Esses modelos são capazes de representar com boa 
precisão as variações das concentrações de células, 
substrato e etanol ao longo da fermentação, porém, não 
contemplam outras variáveis como contaminação 
bacteriana, floculação e viabilidade, que conhecidamente 
impactam nos resultados de teor alcoólico. As atuais 
ferramentas de controle de qualidade são incapazes de 
enfrentar a complexidade e as relações intrínsecas de 
variáveis deste processo, provendo valor limitado para 
tomada de decisão durante a safra. Portanto, faz-se 
necessário a utilização de outros modelos que possam 
contemplar a influência dessas variáveis no teor alcoólico 
fermentativo. Assim sendo, o presente projeto se propõe a 
investigar as variáveis associadas à produção de etanol de 
uma usina de cana-de-açúcar nas safras de 2016 e
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2017, identificando as principais variáveis relacionadas à 
perda de teor alcoólico durante o processo fermentativo. A 
estratégia utilizada para estabelecer quais as variáveis de 
interesse foram regressão linear multivariada e árvore de 
regressão. P o rn ão se  tratar d e u m trabalho queobjetiva 
gerar uma ferramenta preditiva, apenas descrever o presente 
conjunto de dados a avaliação independente do conjunto de 
dados não foi contemplada.

2. Métodos Multivariados

2.1. Regressão linear múltipla

A regressão linear múltipla é uma extensão da regressão 
linear simples, em que um conjunto de variáveis 
independentes são utilizadas para explicar a resposta. O 
modelo linear geral multivariado é dado por:

Y  = X  ß +  E
(nxm) (nxk+1) (k+lxm ) (nxm) , (1)

Em que Y é a  matriz de n casos de m variáveis resposta; X 
é um modelo matricial com colunas para k + 1  regressores, 
tipicamente incluindo uma coluna inicial de ls  para 
constante da regressão; ß é uma matriz de coeficientes de 
regressão, uma coluna para cada variável explicativa; e E é  
a matriz de erros. A presunção de um modelo linear 
multivariado se preocupa com o comportamento dos erros: 
seja Ei’ a representação da iésima linha de E. Então 
Ei’ ~  Nm(0,E), em que E é uma matriz não singular de 
erro- covariância, constante por meio dos casos; e i’ e e  i’, 
são independentes para i * i ’; e X é fixado ou 
independente de
E. O estimador de máxima verossimilhança de B no 
modelo linear multivariado é equivalente a equação dos 
mínimos quadrados para cada resposta individualizada:

A

B  = (X’X)-1X ’y  , (2)

A condição de existência de (X’X) 1 é que as colunas de X  
sejam linearmente independentes, ou seja, que nenhuma 
coluna de X  seja combinação linear das demais. Na análise 
de variância em regressão linear múltipla, a variação total 
(corrigida pela média) é novamente decomposta em dois 
componentes (variação explicada pela regressão e variação 
residual), tal que:

SQTotal = SQReg +  SQRes , (3)

Usando notação matricial, as somas de quadrados ficam 
definidas por:

SQRes = y 'y  -  ß 'X 'y  , (4)

SQReg= ß ' X y -  ( I i n=iy)2/ n ,(5)

SQTotah y y -  (I in=i yi)2/ n ,(6)

Podemos testar a significância do modelo ajustado com 
base no seguinte par de hipóteses:

H 0 -.p i= p 2  = ... = pk = 0;

H l  : fij * 0 para pelo menos em um j.

Sob a hipótese nula (não significância do modelo) a 
estatística F  segue distribuição F-Snedecor, com p - l e n  
-  p  graus de liberdade. Em que n é o  tamanho da amostra e 
p = k  + 1  o número de parâmetros do modelo. Assim, 
fixado um nível de significância a, a HO deve ser rejeitada 
se o valor da estatística F  for maior que o quantil 1 -  a  da 
distribuição Fp~l,n~p. O coeficiente de determinação, que 
expressa a proporção da variabilidade original dos dados 
explicada pelo modelo de regressão, fica definido por:

R2 = 1 -SQRes/SQTotal = SQReg/SQTotal , (7)

Uma propriedade de R2 que o tom a pouco apropriado para 
a comparação dos ajustes de diferentes modelos é que ele 
nunca decresce à medida que incluímos novas variáveis ao 
modelo. Como alternativa ao Apodemos considerar o 
F 2ajustado, definido por:

R2Aj = 1 -  SQRes/(n -  p)/SQTotal/(n -  1) , (8)

Como SQTotal/(n~ 1) é fixo, então R2Aj somente 
aumentará se houver redução do quadrado médio de 
resíduos. Diferentemente de R 2, F^Aj penaliza a inclusão 
de variáveis não importantes no modelo, permitindo 
comparar adequadamente modelos com diferentes 
complexidades (números de variáveis) [5].

2.2. Arvores de Decisão

Diferentes técnicas podem ser utilizadas para criar 
modelos que relacionam "entradas" (variáveis 
independentes) a uma "saída" (variável dependente). Entre 
as diferentes técnicas deve-se levar em consideração a 
capacidade de modelagem e a facilidade em interpretar o 
modelo criado. Arvores de decisão são estruturas do tipo 
árvore em que a bifurcação é representada por testes 
lógicos. No geral, os algoritmos de indução de árvores de 
decisão usam aproximações para quantificar a pureza, 
como o índice Gini e a entropia em tarefas de 
classificação, ou desvio padrão para tarefas de regressão. 
Assim, para um determinado conjunto de dados, o 
algoritmo varre todas as variáveis de entrada buscando 
maximizar a pureza da variável de saída em cada partição.
O objetivo é realizar a partição da resposta entre grupos 
homogêneos, mas também fazer com que a árvore tenha 
um tamanho relativamente pequeno. Na representação de



árvore, o nó inicial representa todas as amostras do conjunto 
de dados utilizado para treinamento. Cada nó subsequente 
representa uma divisão do conjunto de dados com base em 
um teste lógico, até que seja atingido um critério de parada 
criando nós denominados "folhas". Para uma variável 
dependente numérica, a partição é definida por valores 
menores que e maiores que algum valor escolhido. Para cada 
"folha" da árvore, a predição do modelo é feita considerando 
a "saída" das amostras que foram alocadas na folha. Uma 
árvore de decisão é facilmente interpretável quando possui 
poucas "folhas" ou pouca profundidade (número de divisões 
até atingir uma "folha"). O tamanho da árvore é igual ao 
tamanho dos grupos finais. A partição é continuada até uma 
grande árvore ser construída, a qual é podada (pruned) até o 
tamanho desejado. Uma das formas recomendadas para a 
poda é por meio da escolha do número de nós que apresenta 
o menor erro de validação cruzada [6, 7, 8].

3. Ajuste dos modelos

3.1. Descrição do Conjunto de Dados

Os dados utilizados no estudo correspondem à uma série 
histórica da produção diária de etanol a partir de cana-de- 
açúcar em uma destilaria autônoma durante duas safras 
(Abril a Novembro de 2016 e 2017) perfazendo um total 
de 462 observações para o total das 50 variáveis 
registradas. As variáveis foram organizadas de acordo com 
as etapas do processo descritos a seguir: moagem, 
tratamento do caldo, tratamento ácido, fermentação e 
destilação (Tabela 1). A primeira etapa incluiu variáveis 
relacionadas a caracterização da matéria-prima e segunda 
incluiu a caracterização do mosto. Outras duas variáveis 
foram adicionadas sendo elas teor alcoólico calculado e 
delta. A primeira corresponde a uma relação, indicada pela 
Equação 9, entre o teor de açúcar redutor total no mosto 
(art mosto) em massa de mosto (m/m); o fator de 
conversão de açúcar em etanol (0,511 g/mL); a densidade 
de álcool (0,789 g/mL); o volume do mosto aqui descrito 
como volume de doma subtraído do volume de cuba; o 
volume de doma; e um fator de correção. Já a segunda 
corresponde à subtração de teor alcoólico calculado e o 
teor alcoólico real. A variável volume de cuba só foi 
observada para a safra de 2017, portanto o modelo gerado 
para o delta refletirá somente as informações obtidas em 
2017.

Teor alcoólico calculado (v/v) =
ART* (0,511/0,789)*(V. dorna-V. cuba)/V.dorna + 5 , (9)

Etapa
do Variáveis de processo

Procès
so

Moend 
a e

caracterização 
da matéria- 

prima

moagem (ton/h), 
art entrada
(kg/ton), atr mp, 
impureza mineral mp, 
impureza vegetal mp, 
ph caldo pcts,

dextrana mp,

Caracterização do 
mosto

art mosto, 
sólidos 
mosto, ph 
mosto,
temperatura mosto

Tratamento
Acido

teor
creme, ph 
fermento,
tempo de tratamento ácido 
(h), acidez fermento, 
ácido sulfúrico (litros), 
ácido sulfúrico (kg/m3 
et), vazão mosto (m3/h) 
dispersante (litros), 
dióxido de cloro 
(litros), dispersante (g/ 
m3 et),
dióxido de cloro (g/m3 et)

Fermentação

teor alcoólico,
arrt vinho
centrifugado,
glicerol v.c.
volume de cuba
volume de doma,
bast/ml final,
floculação ferm,
viabilidade final,
temperatura máxima vinho bruto,
tempo de alimentação (h),
tempo espera centrifugação
(h), tempo de fermentação
(h), antiespumante (litros),
antiespumante (g/m3 et),
% etanol recuperado em 
relação etanol total produzido, 
rendimento fermentativo, 
rendimento fermentativo art

Destilação

etanol
100%,
etanol
total,
condutividade
hidratado,
condutividade anidro, 
rendimento destilação
rendimento geral da 

Tabela 1. Apresentação das variáveis disponíveis no 
conjunto de dados.

3.2 Tratamento Preliminar dos Dados

A etapa de tratamento preliminar dos dados incluiu a 
padronização dos nomes das variáveis além de remoção de



caracteres especiais presentes no conjunto de dados. Nesta 
etapa e nas demais foi utilizada linguagem R [9], Para o 
processamento dos dados foram utilizadas as bibliotecas 
stringi [10] e stringr [11].

3.3 Análise Exploratória e Remoção de Outliers

Os dados foram distribuídos em histogramas para 
verificação de possíveis outliers (Figura 1). As variáveis 
relacionadas à concentração de açúcar (ART de entrada, 
atr mp e ART do mosto) e ao pH (pH do caldo PCTS e pH 
do mosto) apresentaram valores extremos menores que ou 
equivalentes a 0, tendo sido considerados outliers, valores 
impossíveis de se observar em uma usina de cana. Os 
dados também foram divididos em quartis, de modo que 
foram verificados os valores mínimos de cada variável e 
outros outliers foram identificados sendo estes substituídos 
porNAs de acordo com regra da Tabela 2. Pontos mínimos 
e máximos extremos não foram removidos do conjunto de 
dados, tendo em vista o interesse em descrevê-los por meio 
dos modelos aqui investigados. O pacote dplyr foi 
utilizado nesta etapa [12].

Variáveis Filtradas Filtros
Impureza Mineral da
Matéria- Prima; Impureza
Vegetal da Matéria-Prima;
Dextrana da Matéria-
Prima;
pH do Caldo
PCTS; ATR
Matéria-Prima;
ART Mosto;
pH do
Mosto; Menor ou Igual a
Acidez 0
Final; Teor
do Creme;
Glicerol do Vinho
Centrifugado; ART de
Entrada (kg/ton);
Temperatura do Mosto;
Acido Sulfúrico (L);
Rendimento Fermentativo;
Rendimento Fermentativo
ART; Rendimento
Destilação; Rendimento
Geral da Destilaria;
Condutividade Etanol
Anidro; Condutividade
Etanol
Hidratado;
Bastonete/mL Menor ou Igual a

10
Temperatura Máxima Vinho Menor ou Igual a
Bruto 15
Dióxido de Cloro ÍLi Menor ou Igual a 1

Tabela 2. Filtros usados para remoção de potenciais 
outliers. Os outliers foram substituídos por NAs.

Após a remoção dos outliers, os dados foram distribuídos 
em séries temporais (Figura 2), bem como em gráficos que 
apresentavam as variáveis de interesse (teor alcoólico real 
e delta) frente às outras variáveis processuais para

verificação inicial de relações diretas ou indiretas entre as 
variáveis (Figura 3). A análise preliminar mostrou 
principalmente que variáveis relacionadas à concentração 
de açúcar (ART entrada, atr mp e ART mosto) seguem um 
padrão de distribuição similar ao do teor alcoólico ao longo 
das duas safras. Isto pode ser justificado pelo fato do açúcar 
redutor apresentar uma relação estequiométrica com a 
concentração de etanol, sendo diretamente representado por 
um fator de conversão de 0,511 [13]. As variáveis resposta 
(teor alcoólico e delta) foram distribuídas em um gráfico de 
pontos frente às diferentes variáveis de processo. Para a 
variável teor alcoólico fica claro que, além das previamente 
citadas, as variáveis glicerol, impureza mineral, impureza 
vegetal, moagem, pH do fermento e tempo de alimentação 
apresentaram aparente correlação linear com a variável 
resposta (Figura 4). O gráfico da diferença entre teor 
alcoólico calculado e real (delta) ao longo das safras (Figura 
5), indica que as maiores variações na resposta podem ser 
verificadas no início e no fim da safra, possivelmente sendo 
relacionadas a épocas de maior precipitação (mm), que se 
dão nos período de março a maio e setembro a novembro. 
Além disso, o início da safra é caracterizado por falta de 
estabilidade operacional incluindo paradas no processo e 
alta variabilidade na resposta de teor alcoólico.

3.3.1 Matriz de Correlação Linear

Foram realizados testes de correlação linear entre as 
variáveis de interesse (art mosto, teor alcoólico e delta) e 
suas potenciais variáveis explicativas por meio da 
biblioteca corrplot [14]. O objetivo principal foi auxiliar 
na seleção das variáveis que seriam utilizadas na geração 
dos modelos multivariados. As variáveis que apresentaram 
correlação linear significativa (a = 0,25) foram incluídas 
na matriz de correlação, cuja representação da intensidade 
da correlação é dada por uma escala de cores onde azul 
indica uma correlação positiva e vermelho uma correlação 
negativa. A significância estabelecida foi acima da faixa 
comum (0,05- 0,1) para que as variáveis explicativas não 
fossem eliminadas no processo automático de seleção. As 
principais correlações observadas foram as das variáveis 
ART mosto, teor alcoólico e delta (Figura 6). Com base no 
gráfico de correlação pode-se verificar que todas as 
variáveis explicativas (moenda/caracterização da matéria- 
prima e caracterização do mosto) da variável ART do 
mosto apresentaram correlação linear significativa, embora 
somente moagem (ton/h), açúcar total da matéria-prima 
(atr mp) e impurezas (mineral e vegetal) tenham 
apresentado correlação moderada (r = 0,5 a 0,6). Assim 
como para art do mosto, as potenciais variáveis 
explicativas do teor alcoólico (moenda/caracterização da 
matéria-prima, caracterização do mosto, tratamento ácido e 
fermentação) também apresentaram correlação linearmente 
significativa, excetuando-se dióxido de cloro e tempo de 
fermentação. Dentre as primeiras, as variáveis que 
apresentaram correlação linear moderada (r = 0,5 a 0,6) 
foram acidez final, moagem (ton/h), atr mp, art do mosto, 
impureza mineral e vegetal, pH do fermento e vazão do 
mosto. A correlação foi negativa para as impurezas e pH 
do fermento, sendo positiva para as variáveis restantes. Por 
fim, observou-se a variável delta, para a qual verificaram- 
se as seguintes correlações significativas: ácido sulfúrico, 
acidez final, glicerol do vinho centrifugado, vazão do 
mosto, antiespumante, dispersante, tempo de tratamento 
ácido, açúcar residual total do vinho, viabilidade,



temperatura máxima do vinho bruto, dióxido de cloro, 
teor de levedo, tempo de alimentação e de fermentação, 
bastonete/mL, impureza mineral e vegetal, floculação, pH

3.4 Modelos de Regressão Linear Multivariada -  ART 
do mosto, Teor alcoólico observado e Delta

Inicialmente, as variáveis foram padronizadas de acordo 
com método min-max (Equação 2). A variável 
bastonete/mL foi também aplicada uma transformação 
logarítmica.

Valor Normalizado (i) = (Valor Observado -  Valor Min 
Observado)/(Valor Max Observado -  Valor Min 
Observado) , (10)

Utilizando as variáveis padronizadas, foram gerados três 
modelos para o açúcar redutor total (ART) no mosto, para 
o teor alcoólico observado e para o delta (teor alcoólico 
calculado -  real). As variáveis significativas para o açúcar 
no mosto compunham o modelo de teor alcoólico em uma 
estratégia sequencial. O procedimento de seleção de 
variáveis foi realizado de forma iterativa, adicionando e 
removendo variáveis, com base em um critério de seleção 
por meio do método stepwise. Os critérios de seleção de 
variáveis utilizados foram o índice de akaike (AIC), bem 
como o p-valor (a = 0,05), sendo utilizada a biblioteca 
olsrr [15]. Neste caso o nível de significância utilizado foi 
menor do que o utilizado no método de correlação linear, 
pois neste último objetivou-se selecionar variáveis de 
maneira não tão restritiva, neste caso pretende-se 
identificar por método automatizado as variáveis mais 
relevantes. O método VIF (Variance Inflation Fator) 
também foi utilizado para testar a multicolinearidade das 
variáveis por meio do pacote car [16]. Em caso de 
multicolinearidade severa, eliminaram-se as variáveis 
explicativas altamente correlacionadas (VIF > 10). A 
linearidade das respostas frente a cada variável explicativa 
foi verificada por meio de distribuições marginais de 
resíduos de Pearson.

3.4.1 Modelo de ART do Mosto

Para explicar a resposta de % (m/m) de açúcar total 
presente no mosto, foi gerado um modelo com base nas 
variáveis presentes nas etapas de moagem e caracterização 
do mosto sendo estas selecionadas utilizando o método 
stepwise (moagem (ton/h), pH do caldo pcts, sólidos do 
mosto, dextrana da mp, atr da mp, impureza mineral da 
mp, ph do mosto, temperatura do mosto). O modelo final 
apresentava Moagem de cana (ton/h), açúcar total da 
matéria-prima, impureza mineral da matéria-prima, sólidos 
do mosto e temperatura do mosto (Figura 7) como 
variáveis explicativas da resposta ART do mosto. A 
significância estatística do modelo testada por meio do 
teste F indicou que o modelo é significativo (a = 0,05). O 
ajuste do modelo aos dados também foi expresso pelo 
coeficiente de determinaçÜ ajustado, R 2 , o qual foi de 
0,716. Este valor

do fermento. No entanto, todas apresentaram correlação 
fraca (r < 0,5).

indica que 71,6% das variações na resposta açúcar redutor 
total (art) do mosto são explicadas pelo modelo. Em meio 
às variáveis explicativas, o efeito positivo da variável
moagem pode ser explicado pois quanto mais rápido a
cana é limpa, lavada e processada na moenda, menos 
tempo ela fica na presença de contaminantes que podem 
resultar na redução da concentração de açúcares no caldo 
da cana. Os principais micro-organismos que causam a 
degradação da cana, uma vez cortada, são as bactérias
produtoras de ácido láctico, sendo estimadas perdas diárias 
de sacarose da ordem de 4,75% [17]. De forma oposta, o 
aumento do teor de impurezas minerais interfere na 
qualidade do produto além de causar desgastes em 
equipamentos. O aumento da terra na cana contribui para a 
diminuição do açúcar principalmente durante a lavagem da 
cana e no processamento da torta de filtro. As impurezas 
minerais estão diretamente ligadas à perda de sacarose
durante o tratamento do caldo e favorecem o aumento da 
produção de torta de filtro (resíduo) por tonelada de cana 
processada. Além disso, a terra carreia microrganismos 
que prejudicam a fermentação tais como leveduras 
selvagens as quais causam sérios prejuízos relacionados a 
sua baixa eficiência fermentativa/geração de floculação nas 
domas culminando no aumento do gasto de insumos [18].
Outra variável significativa que apresentou estimador 
negativo foi a temperatura do mosto. O controle de 
temperatura na usina envolve gastos energéticos e de água.
No entanto o aumento da temperatura do mosto pode 
impactar negativamente a concentração de açúcar na cana, 
conforme indicado no modelo. Esse efeito pode estar 
associado a contaminação microbiana do mosto dado que 
temperaturas em tomo de
~35-40°C favorecem proliferação de contaminantes como 
bactérias lácticas [19], presentes no processo, culminando 
em redução do açúcar no caldo. A análise de resíduos não 
indicou padrões sistemáticos, confirmando a relação linear 
e adequação do modelo à resposta de art do mosto (Figura 
10).

3.4.2 Modelo de Teor Alcoólico

O modelo do teor alcoólico presente no vinho bruto foi 
gerado com base nas variáveis originadas do modelo para 
o açúcar redutor do mosto, e aquelas presentes nas etapas 
de fermentação e de tratamento da levedura. Apesar de 
apresentar correlação linear moderada e significativa, 
vazão do mosto não será considerada como variável 
explicativa do modelo de teor alcoólico tendo em vista que 
só foi registrada no período de 2017. As vinte e duas 
variáveis investigadas foram moagem (ton/h), sólidos do 
mosto, açúcar total da matéria-prima, impureza mineral da 
matéria- prima, temperatura do mosto, acidez final, teor do 
creme, bastonete/ mL, viabilidade final, floculação do 
fermento, glicerol no vinho centrifugado, pH do fermento, 
ácido sulfúrico (L), teor de levedo, temperatura máxima do 
vinho bruto, tempo de tratamento ácido (h), tempo de 
alimentação (h), tempo de espera para centrifugação (h), 
açúcar residual do vinho centrifugado, volume de doma, 
dióxido de cloro (L), antiespumante (L) e dispersante (L).
O método stepwise foi utilizado para seleção das variáveis, 
sendo as seguintes



selecionadas: açúcar total da matéria-prima, impureza 
mineral da matéria-prima, acidez final, floculação, glicerol, 
pH do fermento, teor de levedo, temperatura máxima do 
vinho bruto e tempo de tratamento ácido. A significância 
estatística do modelo testada por meio do teste F indicou que 
o modelo é significativo (a = 0,05). O ajuste do modelo 
também foi expresso pelo coeficiente de determinação 
ajustado, R 2 ^  qual foi de 0,717. Este valor indica que 
71,7% das variações na resposta açúcar redutor total (art) do 
mosto são explicadas pelas variáveis componentes do 
modelo escolhido (Figura 8). Dentre as variáveis 
significativas, acidez final, floculação, glicerol, pH do 
fermento, teor de levedo, temperatura máxima do vinho 
bruto e tempo de tratamento ácido devem ser destacadas, 
visto que as relações entre impureza mineral e açúcar da 
matéria prima frente ao seus impactos no processo já foram 
previamente explicadas nos tópicos 3.3 e 3.4.1. O estudo de 
como cada um desses principais fatores influencia o 
resultado de teor alcoólico é importante para o entendimento 
dos mecanismos relacionados à eficiência da levedura em 
produzir etanol. Segundo Atala [20], os principais fatores 
que limitam a produtividade das leveduras, responsáveis 
pela fermentação alcoólica deste processo são: a)
Temperatura; b) Acidez (pH); c) Nutrientes; d) 
Concentração de Etanol; e) Agentes tóxicos; 

f) Pressão osmótica e; g) Contaminação microbiana [21]. 
Conforme observado, acidez final e glicerol apresentam 
estimadores positivos, sendo associados ao aumento da 
resposta de etanol dado o seu próprio incremento. Os 
mecanismos que justificam estas respostas estão 
relacionados ao estresse celular por vias diferentes. 
Enquanto o primeiro é associado a estresse pela presença 
de ácidos orgânicos que são produzidos por bactérias 
contaminantes, o segundo é associado ao estresse 
osmótico. A presença de glicerol é associada a dois 
fatores: ao crescimento celular e estresse osmótico. Em 
meio hipertônico, por exemplo em alta concentração de 
açúcares a levedura se encontrará em condição de estresse 
osmótico, e desenvolverá uma rápida resposta molecular 
para reparar danos e proteger suas estruturas celulares dos 
efeitos de estresse. Nesta condição, a célula rapidamente 
começa a perder água e sintetiza trealose e glicerol para se 
proteger a célula da desidratação e proteger as estruturas 
celulares do efeito dos efeitos da condição de estresse [22]. 
Como estes processos são catabólicos, ou seja, exigem 
gasto energético para ocorrerem, existe concomitante 
produção de etanol. Da mesma maneira a variável acidez 
final está associada a níveis de ácidos orgânicos ao fim da 
fermentação tais como acético, láctico, pirúvico e 
succínico [23]. Além de serem produzidos pela própria 
levedura (p.e. ácido acético) outro fator ligado a níveis 
elevados de ácidos orgânicos ao fim da fermentação 
remete à contaminação por bactérias ácido- lácticas, 
produtoras de ácido láctico e ácido acético. Um dos 
mecanismos de estresse por ácidos orgânicos remete a 
capacidade destes atravessarem a membrana celular da 
levedura, chegando ao citosol da célula, reduzindo o pH, e 
podendo aumentar a atividade de H+-ATPase na membrana 
celular (“bomba de prótons”), promulgando a geração de 
ATP (energia) que mais uma vez culmina na produção de 
etanol [24]. A temperatura máxima do vinho bruto também 
apresentou um estimador positivo para resposta de etanol 
podendo ser associada ao fato das leveduras possuírem

temperatura ótima para incrementar a taxa de conversão do 
açúcar em etanol, no entanto outro mecanismo de estresse 
pode estar associado a essa resposta, uma vez que o 
choque térmico pode causar um pico inicial de atividade 
metabólica e resultar em maiores concentrações de etanol
[25]. E válido ressaltar que embora estresse promova 
geração de etanol, a levedura não consegue permanecer 
por ciclos fermentativos sequenciais com níveis de estresse 
elevados, muitas vezes perdendo viabilidade resultando em 
morte celular. Os tempos de alimentação, tratamento ácido 
e espera para centrifugação correspondem ao tempo total 
de fermentação. Embora hoje muitas usinas adotem um 
diagrama de ocupação que indica a sequência de ocupação 
das domas de fermentação e das cubas de tratamento 
ácido, com tempos associados a cada uma das etapas de 
tratamento ácido, alimentação de mosto, fermentação e 
espera para a centrifugação, estes tempos podem variar 
conforme o funcionamento da usina. Por exemplo, uma 
fermentação pode demorar mais tempo caso a centrífuga 
esteja parada ou sobrecarregada. No entanto, como o 
tratamento ácido não é seletivo para o seu alvo, quando a 
duração deste é excessiva, a levedura que é capaz de 
manter sua homeostase de forma quase independente dos 
valores de pH do tratamento ácido (2,0 a 3.2) podem sofrer 
danos e perda de viabilidade neste processo [22]. Isto 
culmina na necessidade de manutenção celular e 
decorrente gasto de carbono em massa celular, e não 
etanol. De forma oposta vemos o incremento do pH do 
fermento como negativamente influente para a resposta de 
produção de etanol. Isto pode estar associado a elevados 
índices de contaminação presentes na fermentação pois 
quando o pH não alcança o alvo de 2,0 a 3,2, o controle 
bacteriano e de leveduras selvagens não é efetuado de 
forma eficiente [26]. O teor de levedo está relacionado à 
proporção de levedura no vinho bruto. A causa pode estar 
associada à maior proporção de levedo tratado/mosto no 
início da fermentação e/ou ainda à maior crescimento da 
levedura durante a fermentação. Entretanto qualquer uma 
das alternativas culmina em mais açúcares convertidos em 
crescimento ou manutenção celular e consequente redução 
no teor alcoólico. Embora a análise de resíduos tenha 
indicado comportamento similar ao quadrático para 
algumas variáveis, verificou-se que estes padrões eram 
provocados por variáveis extremas, não culminando em 
necessidade de exploração de diferentes ordens das 
variáveis aqui presentes (Figura 11).

3.4.3 Modelo do Teor Alcoólico Real -  Calculado (Delta)

Para explicar a resposta de teor alcoólico real -  calculado 
(delta) foi gerado um modelo utilizando as variáveis 
presentes nas etapas de moagem, caracterização do mosto, 
fermentação e tratamento ácido selecionadas com base na 
matriz de correlação. As variáveis incluídas na etapa de 
seleção foram: ph do fermento, acidez final, ácido 
sulfúrico (L), glicerol do vinho centrifugado, 
antiespumante (L), dispersante (L), açúcar redutor do 
vinho centrifugado, viabilidade final, temperatura máxima 
do vinho bruto, tempo de alimentação (h), tempo de 
tratamento ácido (h), impureza mineral e vegetal da 
matéria-prima, teor levedo, dióxido de cloro (L), bastonete/ 
mL e floculação. O modelo final apresentava somente as 
variáveis acidez final e temperatura máxima do vinho 
bruto como variáveis



explicativas da resposta. A significância estatística do 
modelo testada por meio do teste F indicou que o modelo é 
significativo (a = 0,05), no entanto o coeficiente de 
determinação ajustado, R 2̂  foi de 0,15. Este valor indicou 
que 15% das variações na resposta são explicadas pelo 
modelo (Figura 9). A baixa capacidade explicativa do 
modelo pode indicar que as variáveis utilizadas para 
calcular o etanol teórico (teor alcoólico calculado) não 
foram suficientes para representar esta variável. Por 
exemplo a variável densidade do mosto era necessária para 
um cálculo mais preciso, no entanto ela mesma não se 
encontrava nas observações cedidas pela usina. Também 
deve-se lembrar que art do mosto, volume de cuba e doma 
são provenientes de medições de processo, as quais podem 
apresentar falhas relativas à mensuração. Por fim, o 
número de registros de volume de cuba restringia-se à 
safra de 2017, culminando em menor número de 
observações. No entanto duas variáveis foram 
significativas para este modelo, sendo elas acidez final e 
temperatura máxima do vinho centrifugado. Ambas foram 
também significativas para o modelo de teor alcoólico real, 
indicando que o delta reduz no incremento destas duas 
variáveis.

3.5 Arvore de Decisão

Análises exploratórias e modelos estatísticos comumente 
falham em encontrar padrões significativos em dados 
complexos, pois relações entre variáveis podem não ser 
lineares e envolver interações de alta ordem [7]. Tendo por 
objetivo utilizar outra metodologia que considere 
interações entre as diferentes variáveis com efeito nas 
respostas, a árvore de regressão foi utilizada. A poda foi 
efetuada por meio da escolha do número de nós que 
apresentasse o menor erro de validação cruzada 
disponibilizado pela biblioteca rpart que foi utilizada para 
este fim [27]. A biblioteca rpart.plot [28] também foi 
utilizada.

3.5.1 Arvore de Decisão do ART do mosto

Na figura 13 consta a árvore obtida com o conjunto de 
variáveis utilizadas no tópico 3.4.1 (modelo de art do 
mosto). A árvore gerada é consistente com o modelo linear 
multivariado gerado (Figura 7), em que se verifica a 
presença de moagem, impureza mineral, atr mp e sólidos 
do mosto como variáveis explicativas do % art do mosto.
O erro relativo de validação cruzada é de 29,43%, 
percebendo- se que a árvore gerada é suficientemente 
representativa de divisões naturais do conjunto de dados.
Na raiz da árvore temos a variável moagem como principal 
determinante da concentração de açúcar no mosto. Vê-se 
que valores de moagem menores do que 12000 ton de 
cana/h resultaram em um percentual de açúcar no mosto <_
9%. No ramo ao lado esquerdo da árvore, nota-se que a 
variável impureza mineral foi associada a menores 
percentuais de açúcar no mosto quando sua concentração 
na matéria-prima é >_ 25%. Já nos ramos do lado direito, 
tem-se as variáveis açúcar na matéria-prima e sólidos do 
mosto como definidoras da concentração de açúcar no 
mosto, enquanto nota-se que a variação na concentração de 
açúcar na matéria prima < 141 kg/ton gerou uma

quantidade de açúcar no mosto desde 16 a 17%, ao passo 
que maiores presenças de açúcar com teores de sólidos 
inferiores a 0,15% geraram 17% teor de açúcar no mosto.

3.5.2 Arvore de Decisão do Teor Alcoólico

Apesar de apresentar algumas variáveis extras para 
descrição do teor alcoólico, a árvore gerada (Figura 14) foi 
consistente com o modelo linear multivariado gerado 
(Figura 8). Neste caso, o erro relativo de validação cruzada 
foi de 22,17%, entendendo-se que a árvore gerada foi 
suficientemente representativa de divisões naturais do 
conjunto de dados. Na árvore verifica-se a presença das 
variáveis acidez final, arrt do vinho centrifugado, atr mp, 
impureza mineral, atr mp, moagem ton/h, pH do fermento 
e tempo de tratamento ácido. Na raiz da árvore temos a 
variável acidez final, indicando que valores de ácido 
>1,2% resultaram em maiores teores alcoólicos. No ramo 
ao lado esquerdo da árvore, nota-se a variável arrt do vinho 
centrifugado seguida de uma nova partição em que se vê a 
variável impureza mineral. Embora estas duas variáveis 
não sejam aparentemente relacionadas, a medição do 
açúcar residual do vinho (Brix) por meio de refratômetros 
não é restrita a medição de açúcares, mas também de 
sujidades presentes no mosto que por sua vez podem ser 
provenientes das impurezas minerais. Nota-se que na 
presença de impurezas minerais >_19%, o valor de teor 
alcoólico assumiu 4%. Os ramos a direita apresentam um 
nó inicial em que atrmp < 141 particiona-se e podem ser 
notados dois padrões de homogeneidade entre as variáveis.
O ramo à esquerda de atrmp, apresenta partições contendo 
as variáveis moagem e impurezas minerais que são 
associadas geralmente a paradas da usina devido a chuvas, 
sendo de ocorrência comum ao início ou fim da safra. O 
ramo à direita apresenta variáveis associadas ao tratamento 
ácido incluindo o tempo do tratamento e pH do levedo 
tratado. Vê-se que quando o tempo de tratamento ácido era 
< 2.3 (h), então o teor alcoólico assumia valores de 10% 
caso a moagem fosse >_16000 (ton/h). Caso o valor do 
tempo de tratamento ácido fosse >2,3 (h), então uma nova 
partição era gerada com o pH do fermento, verificando-se 
que um pH acima de 2,8 resultava em etanol ao redor de 
7,9%.

3.5.3 Arvore de Decisão do Delta

A árvore representativa da resposta de delta apresentou 
apenas duas variáveis após a poda: arrt vinho centrifugado 
e tempo de tratamento ácido. As variáveis aqui presentes 
não apresentam similaridade a com o modelo gerado 
anteriormente. O erro relativo de validação cruzada é de 
68,38%, percebendo-se que a árvore gerada não representa 
bem os dados apresentados. A interpretação da árvore 
também não apresenta lógica frente ao que seria esperado, 
por exemplo, a presença de tempos de tratamento ácido 
maiores do que 2,5 (h) deveriam gerar deltas maiores, e 
não menores, o mesmo vale para arrt do vinho 
centrifugado em que valores maiores de açúcar residual da 
fermentação deveriam gerar deltas maiores, e não o oposto 
(Figura 15).



4 . Conclusão

Apesar das abordagens diferentes entre si, podemos 
perceber que ambas explicaram os dados com base em 
variáveis comuns para as respostas de art do mosto e teor 
alcoólico. No entanto, em term os de aplicação, o uso de 
árvores de regressão provê informação mais intuitiva e 
fácil de ser interpretada. E interessante notar que para 
preservação das concentrações iniciais de açúcar no mosto 
o nível de impurezas minerais na cana deveria ter sido 
reduzido. Apesar da colheita mecanizada ter gerado um 
salto tecnológico para a área agrícola, sabe-se que esta 
provocou o aumento de impurezas minerais na matéria- 
prima. Na colheita manual, os níveis de impurezas d e2  a 
5% eram típicos, enquanto que em colheita mecânica estes 
índices variam de 5 a 8%, podendo atingir índices de 10 a 
20% em condições adversas [29]. Embora este trabalho 
não tenha tido objetivo preditivo, pode-se inferir que 
melhorias na área agrícola teriam beneficiado a qualidade 
do produto enviado para a etapa de fermentação. Outras 
variáveis de destaque são tempo de tratamento ácido e pH 
do fermento, ambas se referem a etapa de tratamento do 
levedo. Conforme verificado nas análises, tempos de 
tratamento ácido elevados foram prejudiciais às respostas 
de teor alcoólico, sendo válido conceber que a redução do 
tempo de tratamento ácido, < 2,3 (h), teria provido maiores 
respostas de etanol. Para as duas abordagens multivariadas 
utilizadas, este trabalho ainda indica que o tempo de espera 
de centrifugação não apresentou impacto na resposta de 
teor alcoólico, portanto o operador poderia ter optado por 
um tempo de espera maior a manter o levedo por mais 
tempo no tratamento ácido. Ainda sobre o tópico de 
tratamento ácido, embora garantir que o pH ideal seja 
atingido na etapa de tratamento ácido (indicado como 2,6 
com o presente conjunto de dados) possa implicar em 
gastos maiores do consumível ácido sulfúrico, um balanço 
deve ser feito entre o etanol que deixa de ser produzido e o 
uso deste consumível. Por fim embora as variáveis 
temperatura do mosto e da fermentação não tenham 
aparecido nas árvores geradas, deveria ter sido considerada 
a necessidade de manter o processo controlado de forma a, 
respectivamente, evitar contaminação microbiana no 
mosto e manter a levedura em condições ótimas para 
conversão de açúcares em etanol. Embora note-se que a 
árvore gerada para variável delta não tenha convergido 
com o modelo, não sendo uma boa estratégia para 
representar esta variável, os outros modelos para açúcar 
total do mosto e teor alcoólico apresentaram uniformidades 
com as árvores geradas em suas respostas, indicando que 
os mesmos podem ser utilizados como complementares 
para explicar o comportamento dos dados apresentados.
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Apêndice

Figura 1. Histograma de frequência das diferentes variáveis do processo de produção de etanol a partir de cana-de-açúcar.

Figura 2. Séries temporais das diferentes variáveis do processo de produção de etanol a partir de cana-de-açúcar após aplicação 
de filtros.
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Figura 3. Gráficos do teor alcoólico do vinho bruto frente as diferentes variáveis do processo de produção de etanol.

Figura 4. Gráficos do teor alcoólico real -  calculado (delta) frente as diferentes variáveis do processo de produção de etanol.
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Figura 5. Teor alcoólico calculado -  real ao longo das duas safras.

Figura 6. Matriz de correlação entre as diferentes variáveis do processo de produção de etanol a partir de cana-de-açúcar em 
que a escala gradual de cores denota a intensidade da correlação sendo azul positiva e vermelho negativa.



M o d e l Sum m ary

R G .8 4 S RMSE 0 .0 7 1
R -5 q u a re d 0 .7 1 9 C o e f .  V a r 9. 576
A d j .  R -S q u a re d 0 .7 1 6 MSE 0 .0 0 5
p re d  R - s q u a re d 0 .7 0 5 MAE 0 . 047

RM SE: R o o t  M ean  S q u a r e  E r r o r  
m s e : Mean s q u a r e  E r r o r  
MAE: M ean  A b s o lu t e  E r r o r

ANOVA

Sum o f  
S q u a re s DF M ean  S q u a re F s i g .

R e g r e s s io n 5, 861 5 1 .1 7 2 2 3 1 .1 6 9 0 .0 0 0 0
R e s i  d u a l 2. 287 45 1 0 .0 0 5
T o t a l 8. 148 4 5 6

p a ra m e te r  E s t im a t e s

m ode l B e t a S td .  E r r o r S td .  B e t a t sig 1 ow er u p p e r

( i n t e r c e p t ) 0 . 394 0 .0 2 7 1 4 . 333 0 .0 0 0 0 . 340 0 .4 4 8
a trm p 0 . 330 0 .0 2 0 0 .4 7 7 1 6 . 922 0 .0 0 0 0 . 292 0 . 369

m oagem tonh 0 . 314 0 .0 1 9 0 .4 8 2 1 6 . 574 0 .0 0 0 0 . 277 0 . 351
1m pu re za m i n e ra lm p - 0 .1 3 5 0 .0 2 6 - 0 .1 5 8 - 5 .  159 0 .0 0 0 - 0 .1 8 6 - 0 . 084

s o l i d o s m os to - 0 .1 4 4 0 .0 2 8 - 0 .1 3 5 - 5 .1 6 0 0 .0 0 0 - 0 . 1 9 9 - 0 . 0 8 9
te m p e r a tu r a m o s t o - 0 .0 9 0 0 .0 4 3 - 0 .0 5 5 - 2 .1 2 4 0 .0 3 4 - 0 .1 7 4 - 0 . 0 0 7

S t e p w is e  S e l e c t i o n  Sum m ary

s t e p V a r i a b le
A d d e d /

Rem oved R -S q u a re
A d j . 

R - 5 q u a re c (p ) A IC RMSE

1 a trm p a d d i t i  on 0 .  385 0 .  384 5 3 4 .7870 - 7 5 9 . 7556 0 .1 0 4 9
2 m oagem tonh a d d i t i  on 0 .6 8 3 0 .6 8 1 5 8 .7 7 5 0 - 1 0 6 0 .0 6 0 2 0 .0 7 5 5
3 i  m p u re z a m in e r a !  mp a d d i t i  on 0 .7 0 0 0 . 698 3 3 . 6180 - 1 0 8 3 .0 7 8 6 0 .0 7 3 5
4 s o l i  d o sm o s to a d d i t i  on 0 . 717 0 .7 1 4 8 . 5130 -1 1 0 7 ,4 9 3 5 0 .0 7 1 5
5 te m p e r a tu r a m o s t o a d d i t i  on 0 .7 1 9 0 .7 1 6 6 .0 0 0 0 -1 1 1 0 , 0436 0 .0 7 1 2

Figura 7. Sumário do modelo, teste de ANOVA, estimativa dos parâmetros e sumarização da seleção de variáveis por meio do 
método AIC para o modelo do açúcar redutor total (art) do mosto referente aos dados da safra de 2016-2017.

Model Summary

R 0 . 850 RMSE 0 .0 7 4
R -S q u a re d 0 . 722 C o e f .  V a r 1 0 .1 7 1
A d j.  R -S qu a re d 0 . 717 M5E 0 .0 0 5
P re d  R -S qu a re d 0 .6 9 2 MAE 0 .0 5 3

rm se : R o o t Mean s q u a re  E r r o r  
m s e : wean square Error 
m a e : Mean Absolute Error

ANOVA

Sum o f  
S q u a re s DF Mean S q ua re F s ig .

R e g re s s io n 6 .1 9 8 9 0 . 689 12 5 . 535 0 .0 0 0 0
R e s id u a l 2. 381 434 0 .0 0 5
t o t a l 8. 578 443

Parameter Estimates

model B e t a S td .  E r r o r S td .  B e t a t S ig lo w e r upper

( in t e r c e p t ) 0 .4 5 6 0 .0 4 6 9. 873 0 .0 0 0 0 . 365 0 . 547
im p u re za m in e ra lm p -0 .2 5 9 0 .0 2 9 - 0 .2 8 6 -8 .9 9 1 0 .0 0 0 - 0 . 316 -0 .2 0 3

a trm p 0 .2 9 7 0 .0 2 3 0. 395 1 2 .984 0 .0 0 0 0 .2 5 2 0 . 341
a c id e z f i  n a l 0. 065 0 .0 2 8 0. 072 2. 290 0 .0 2 2 0 . 009 0 . 120

te m p o tra ta m e n to a c i doh -0 .1 1 6 0 .0 0 9 -0 .4 0 2 - 1 3 . 614 0 .0 0 0 - 0 .1 3 3 - 0 . 100
t e m p e r a tu ram ax im a v in h o b ru to 0. 242 0 .0 4 0 0 .1 7 3 5. 991 0 .0 0 0 0 .1 6 2 0 . 321

p h f e rm en to -0 .1 3 4 0 .0 2 2 -0 .1 9 9 - 6 . O i l 0 .0 0 0 -0 .1 7 8 - 0 . 090
g l i  c e r o l v c 0 .1 7 4 0 .0 3 9 0 .1 5 5 4 . 515 0 .0 0 0 0 . 098 0 . 250
t e o r le v e d o -0 .1 1 4 0 .0 5 1 -0 .0 6 3 - 2 . 242 0 .0 2  5 - 0 . 214 - 0 . 014

f lo c u l a c a o f erm -0 .0 9 7 0 .0 4 8 -0 .0 5 2 -2 .0 3 1 0 .0 4 3 - 0 .1 9 1 -0 .0 0 3

s te p w is e s e le c t i o n  !summary

S te p V a r i a b l e
A d ded /

Removed R -S q u a re
A d j.

R -S q u a re c ( p ) AIC RMSE

1 i m pu re zam in e ra lm p a d d it i o n 0 . 367 0. 365 8 1 0 .0390 -6 4 2 .0 4 3 9 0 . 1199
2 a trm p a d d it i o n 0 . 510 0. 508 5 2 5 .5060 -7 5 8 .0 8 0 1 0 .1 0 5 6
3 a c id e z f i  n a l a d d it i o n 0 . 577 0. 574 3 9 4 .3380 -8 2 1 .0 3 1 8 0 .0 9 8 3
4 te m p o t ra t a m e n to a c idoh a d d it i o n 0 .6 3 7 0. 634 2 5 4 .0780 -8 7 6 .1 0 7 0 0 . 0907
5 te m p e ra tu ra m a x im a v in h o b ru to a d d it i o n 0 .6 7 3 0. 669 1 5 6 .5010 -9 4 0 .6 9 0 3 0 .0 8 3 5
6 p h fe rm e n to a d d it i o n 0 .7 1 1 0 .7 0  7 90 .4540 -9 9 3 .2 9 6 2 0 .0 7 8 7
7 g l i c e r o l v c a d d it i o n 0 . 717 0. 712 3 9 .0640 -1 0 3 4 .5 3 3 8 0. 0 746
8 t e o r le v e d o a d d it i o n 0 . 720 0. 715 3 6 .1780 -1 0 3 7 .2 0 3 0 0. 0743
9 f l o c u l a c ao fe rm a d d it i o n 0 . 722 0. 717 3 3 .8260 -1 0 3 9 .4 0 3 8 0. 0741

Figura 8. Sumário do modelo, teste de ANOVA, estimativa dos parâmetros e sumarização da seleção de variáveis por meio do 
método AIC para o modelo do teor alcoólico referente aos dados da safra de 2016-2017.



M o d e l Sum m ary

R 0 .3 9 6 RMSE 0 .0 9 4
R - s q u a re d 0 .1 5 7 c o e f . v a r 2 8 . 664
A d j .  R - s q u a re d 0 .1 5 0 MSE 0 .0 0 9
p re d  R - s q u a re d 0 .0 8 2 MAE 0 .0 6 2

RMSE: R o o t  M ean S q u a r e  E r r o r  
M 5E : M ean  S q u a re  E r r o r  
MAE: M ean  A b s o lu t e  E r r o r

ANOVA

sum  o f  
s q u a r e s DF M ean  s q u a r e F s i g .

R e g r e s s i  on O. 390 2 0 . 195 2 1 .9 2 1 0 . 0000
R e s i  d u a l 2 .0 9 9 236 0 . 0 09
T o t a l 2 .4 8 9 238

p a ra m e te r  E s t im a t e s

m ode l s e t a s t d .  E r r o r std . B e t a  t s i g lo w e r u p p e r

( I n t e r c e p t )
t e m p e r a tu r a m a x im a v in h o b r i i t o

a c i d e z f i n a l

0 . 548 
- 0 . 3 1 0  
- 0 .1 5 2

0 .0 3 4
0 .0 5 8
0 .0 3 9

1 6 .1 1 9  
- 0 . 3 2 0  - 5 .3 4 7  
- 0 . 2 3 1  - 3 .8 5 6

0 .0 0 0
0 .0 0 0
0 .0 0 0

0 .4 8 1
- 0 .4 2 4
- 0 .2 2 9

0 . 615 
- 0 . 196  
- 0 . 074

s t e p w is e  s e l e c t i o n  sum m ary

S te p  V a r i a b le
A d d e d /  

Rem oved R
A d j .

- S q u a r e  R -S q u a re c ( p ) A IC RMSE

1  te m p e r a tu r a m a x im a v in h o b r u to
2 a c i d e z f i n a l

a d d i t i o n
a d d i t i o n

0 .1 0 3  0 .1 0 0  
0 .1 5 7  0 .1 5 0

2 1 1 . 5840  
1 8 7 .4 2 0 0

-4 3 5 .  2438  
- 4 4  5. 3714

0 .0 9 6 9
0 .0 9 4 3

Figura 9. Sumário do modelo, teste de ANOVA, estimativa dos parâmetros e sumarização da seleção de variáveis por meio do 
método AIC para o modelo do delta do teor alcoólico (calculado -  real) para referente aos dados da safra de 2017.

Figura 10. Resíduos marginais da resposta de ART do mosto frente as diferentes variáveis explicativas e do modelo normaliza 
dos.



Figura 11. Resíduos marginais da resposta de teor alcoólico frente as diferentes variáveis explicativas e do modelo 
normalizados.

Figura 12. Resíduos marginais da resposta de delta (teor álcoolico calculado -  real) frente as diferentes variáveis explicativas e 
do modelo normalizados.



Figura 13. Árvore de decisão para a resposta de açúcar redutor do mosto (art do mosto).

Figura 14. Árvore de decisão para a resposta de teor alcoólico do vinho bruto.



Figura 15. Árvore de decisão para a resposta de teor alcoólico calculado -  real (delta)


