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Resumo

O desenvolvimento de estratégias para retenção de cli
entes se tornou uma prática comum entre companhias 
de diversos segmentos, uma vez que relacionamentos de 
longo prazo com clientes estão associados à sobrevivên
cia econômica e ao sucesso das empresas. Portanto, com 
o objetivo de antever clientes propensos a abandonar o 
relacionamento com uma startup brasileira, fenômeno 
conhecido como churn, este artigo apresenta um mo
delo preditivo que possibilita a classificação de churn 
e permite a interpretação dos motivos que impactam 
o desfecho. Após um extensivo processo de data wran
gling, aplicou-se a regressão logística fazendo uso de 
validação cruzada K-fold e do algortimo stepwise para 
seleção de covariáveis. O modelo final, composto por 
14 covariáveis, passou por uma análise de diagnóstico 
por meio dos resíduos quantilicos aleatorizados e teve o 
poder preditivo avaliado através da curva ROC, matriz 
de confusão e de métricas de avaliação. Em todas as 
etapas do estudo o modelo foi considerado adequado 
para o negócio e, além de exibir um bom poder pre- 
ditivo, demonstrou-se capaz de fornecer insights para 
ações de marketing personalizadas e otimizadas com 
foco na retenção dos clientes propensos a dar churn. 
Palavras-chave: Churn, Retenção de clientes, CRM, Re
gressão logística, Stepwise.

Abstract

Developing strategies fo r  customer retention became a com
mon practice among companies from  different segments, since 
long-term relationships with customers are associated to the 
economic survival and success o f  companies. Therefore, with 
the goal o f  predicting the customer churn o f a Brazilian star
tup, this article presents a predictive model that classifies 
the customer churn and allows interpreting the reasons that 
impact the outcome. After an extensive data wrangling pro
cess, the logistic regression was applied using K-fold cross
validation and the stepwise algorithm fo r  covariate selection. 
The final model, composed by 14 covariates, has undergone 
a diagnostic analysis through randomized quantile residuals

1Aluno do programa de Especialização em Data Science & Big 
Data, acsjunior@ufpr.br.

2Professor do Departamento de Estatística - DEST/UFPR, walmes@ 
ufpr.br .

and its prediction power was evaluated by the ROC curve, 
confusion matrix and evaluating metrics. The model was con
sidered appropriate fo r  the business in all stages o f  the study 
and not only proved to have a good prediction power, but also 
demonstrated to be capable o f providing insights for  executing 
optimized and customized marketing actions focusing on the 
retention o f customers likely to churn.
Keywrods: Customer churn, Customer retention, CRM, Lo
gistic regression, Stepwise.

1 Introduçãos

A importância do relacionamento de longo prazo entre 
cliente e empresa é um assunto vastamente discutido 
na literatura. Devido aos efeitos do aprendizado e à re
dução dos custos de manutenção, atender um cliente se 
torna menos dispendioso a cada ano adicional de rela
cionamento [1]. Por conta do aumento dos custos para 
atração de novos clientes em um mercado competitivo e 
a potencial redução dos custos associados aos relaciona
mentos de longo prazo, a retenção de clientes se torna 
essencial para a sobrevivência econômica e o sucesso 
das empresas do setor de serviços [2]. De acordo com 
Gallo [3], dependendo do estudo e do segmento no qual 
a empresa está inserida, o custo para adquirir um novo 
cliente pode ser de cinco a vinte e cinco vezes superior 
ao da manutenção de um cliente já existente.

O desenvolvimento de estratégias para retenção de 
clientes se tornou uma prática comum entre companhias 
de diversos segmentos, e em consequência, antever os 
clientes propensos a abandonar o relacionamento com 
a empresa, fenômeno conhecido como churn, se tornou 
um anseio constante. Em um momento de generaliza
dos esforços na direção da cultura orientada a dados, os 
modelos preditivos para detecção de churn, predominan
temente utilizados por grandes companhias no setor de 
telecomunicações, se tornaram ferramentas populares 
nas empresas, independentemente da magnitude e da 
área de atuação.

A literatura comprova que a modelagem preditiva 
para detecção de churn é um tema bastante explorado e 
que possibilita inúmeras maneiras de desfecho: Botelho 
e Tostes [4] ajustaram um modelo de regressão logística 
para predizer a probabilidade de churn em uma grande 
empresa de varejo; Vafeiadis et al. [5] tiveram sucesso, 
entre os métodos comparados, na classificação de churn
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através do SVM (kernel polinomial) com AdaBoost em 
uma empresa de telecomunicações; Baseados nos dados 
de avaliações online de clientes, Kumar e Yadav [6] pro
puseram um modelo preditivo para detecção de churn 
baseado em regras, através de redes neurais artificiais e 
teoria dos conjuntos aproximados.

Com base nos dados disponibilizados pelo Olist, star
tup brasileira que tem como principal produto uma pla
taforma digital para conectar vendedores de diversos 
segmentos aos grandes marketplaces, a proposta deste 
artigo é apresentar um modelo preditivo que possibilite 
não só a classificação de vendedores propensos a abando
nar o relacionamento com a empresa, mas que também 
permita a interpretação dos motivos que possivelmente 
estejam impactando o desfecho. Diante da variedade 
de técnicas disponíveis e das particularidades de cada 
modelo de negócio, a escolha do algoritmo adequado 
se torna uma etapa crucial do processo de modelagem. 
Portanto, tendo como referência a abordagem de Silva 
Júnior, Almeida e Santos [7], que utilizaram uma mode
lagem híbrida multicritério considerando múltiplos de- 
cisores para a escolha de um modelo preditivo de churn, 
o algoritmo escolhido para desenvolver o classificador 
proposto foi a regressão logística.

2 Materiais e métodos

2.1 Estruturação do conjunto de dados

Os dados utilizados neste trabalho referem-se a clien
tes do Olist e foram disponibilizados anonimizados e 
com variáveis quantitativas padronizadas com média 
0 e desvio padrão 1. Considerando que estes clientes 
contrataram uma plataforma digital que possibilita a 
venda de produtos nos principais marketplaces, neste 
trabalho eles serão chamados de vendedores. Devido às 
características da arquitetura do banco de dados e às par
ticularidades do negócio da companhia, houve a neces
sidade de realizar um longo processo de data wrangling. 
Este processo inicia-se por um diagnóstico preliminar 
dos dados, ou seja, se estão no formato adequado, se 
respondem as perguntas que motivaram a análise e o 
que é necessário para colocá-los no formato ideal. Em 
seguida avalia-se a ocorrência de dados faltantes, valo
res inconsistentes e duplicatas e, por fim, realiza-se um 
processo de limpeza e transformação, de modo a se obter 
um conjunto de dados adequado para o estudo [8].

2.1.1 Definição da variável resposta e covariáveis de 
desempenho

Inicialmente foram definidos como churn (Y =  1) os 
vendedores que estiveram inativos por 30 dias corridos 
desde a data da última atividade e permaneceram no 
mesmo estado em definitivo, considerando como ativi
dade o acesso à plataforma digital ou a ocorrência de 
uma venda online. Em seguida, em função da data de 
corte estabelecida conforme a tabela 1, foram mantidos 
no conjunto de dados somente os vendedores com pelo

Tabela 1: Definição da data de corte

Vendedor Data de corte

Definido como churn Última atividade
Em atividade normal Realização da análise

Tabela 2: Interpretação das métricas de desempenho

Valor Desempenho

G,5 Mantido
> G,5 Aumentado
< G,5 Reduzido

menos 90 dias de histórico. O período de 90 dias, fi
nalizado na data de corte, foi dividido igualmente em 
dois subperíodos, onde foram calculadas métricas como 
faturamento, ticket médio, quantidade de produtos pu
blicados, quantidade de pedidos cancelados, número de 
dias em atividade e etc., em cada cada um dos subpe- 
ríodos. Em seguida, através da equação V 2 / (V1 +  V2), 
foi calculado o desempenho do vendedor em função de 
diversas métricas, sendo V 1 e V2 os valores calculados 
para cada subperíodo.

As métricas desempenho, dada a natureza da equa
ção de origem, possuem o comportamento explicado 
pela tabela 2 . Ao término desta etapa foi obtido um con
junto de dados composto pela variável resposta (churn) 
e, como covariáveis, 9 métricas de desempenho, onde 
cada observação representa um vendedor.

2.1.2 Adição de outras covariáveis

Foram adicionadas covariáveis qualitativas que repre
sentam o estágio do vendedor, o plano contratado e a 
região de origem, bem como covariáveis quantitativas 
como o faturamento total, total de produtos publicados, 
quantidade total de pedidos e etc., resultando em um 
conjunto de dados com 23 covariáveis.

2.1.3 Criação de covariáveis binárias

Dada a necessidade de analisar o comportamento da 
variável resposta em função de uma covariável quali
tativa com n categorias, deve-se criar n — 1 covariáveis 
binárias (dummies), que assumem valores iguais a 0 ou 
1, ficando por conta do pesquisador decidir qual das ca
tegorias será a referência (dummy = 0) [9]. Portanto, as 
covariáveis qualitativas adicionadas foram transforma
das em binárias, resultando em um conjunto de dados 
composto por 32 variáveis e 11.131 observações.

2.2 Modelo de regressão logística

O objetivo da regressão logística é o estudo da proba
bilidade de ocorrência de um evento de interesse (Y ), 
apresentado na forma dicotômica (Y =  1 se o evento 
de interesse ocorrer; Y =  0, caso contrário), em função
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de um vetor de covariáveis (X 1, ..., X n). Sua definição 
ocorre através da equação

ln
1 — n i

— (80 +  p 1 X i1 +  ... +  8  pXip (1)

em que pj (j — 0 , 1, 2 ,..., p) representa os parâmetros 
a serem estimados, sendo 80 o intercepto e os demais, 
parâmetros de cada covariável. E o subscrito i representa 
cada observação da amostra (i — 1,2 ,..., n) [9].

A equação (1) modela a log-chance de ocorrência do 
evento de interesse, portanto, para obter uma expressão 
para a probabilidade de ocorrência do evento é necessá
rio isolar matematicamente n , resultando na equação

1 +  e-(p 0 +p1 Xi1+...+p pXip)
(2)

l — n  (1 -  n i)
i—1

1 Yi (3)

para a etapa de avaliação do poder preditivo do modelo, 
ao passo que a amostra maior foi utilizada para o ajuste 
de dois modelos por valição cruzada K-fold com 5 folds 
[11], a partir de todas as covariáveis disponíveis. Um de
les, denominado modelo completo, foi ajustado da maneira 
tradicional, ao passo que o segundo modelo, denomi
nado modelo restrito, teve o ajuste realizado através do 
algoritmo stepwise.

3 Resultados e discussões

3.1 Teste da razão da verossimilhança

Por meio do teste da razão da verossimilhança (TRV), 
representado através da equação

A estimação dos parâmetros 8 j é realizada por má
xima verossimilhança, método que consiste em encon
trar os parâmetros que maximizam a função de verossi
milhança representada através da equação

TRV — 2(log Lcompleto log Lrestrito), (5)

entretanto, matematicamente é mais conveniente tra
balhar com o logaritmo da função de verossimilhança, 
conhecido como função de log-verossimilhança [9, 4], 
representado através da equação

n
log L =  E  [y i l n ( n ) +  (1 -  Yi) ln(1 -  n )]. (4)

i=1

2.3 Ajuste do modelo e seleção de covariá- 
veis

A comparação entre dois modelos de regressão logística 
pode ser realizada através do Critério de Informação de 
Akaike (AIC), definido por —2 log L +  2p, em que log L 
é a log-verossimilhança maximizada e 2 p é o termo de 
penalização, sendo p o número de parâmetros do mo
delo, devendo-se selecionar o modelo que apresentar o 
menor valor de AIC. Entretanto, avaliar todas a combina
ções possíveis pode ser computacionalmente invivável, 
mesmo para um número moderado de covariáveis. Por
tanto, para ajudar a encontrar o melhor modelo com 
o menor número de covariáveis possível foi utilizado 
o algoritmo stepwise [10]. Por padrão o stepwise utiliza 
a minimização do AIC como critério para seleção das 
covariáveis, porém, neste estudo optou-se por alterar 
o múltiplo de penalização do AIC de 2 para 3,841459, 
que corresponde ao valor do quantil da distribuição do 
X2 com 1 grau de liberdade e 5% de significância, per
mitindo assim que fosse considerado o p-valor = 0,05 
como valor crítico para a seleção das covariáveis em 
cada iteração do algoritmo.

O conjunto de dados foi separado aleatoriamente em 
duas partes, garantindo a proporção aproximada de 
47,3% de ocorrência de churn (Y =  1) em ambas as amos
tras. A amostra menor, com 25% dos dados, foi separada

é possível verificar a qualidade do ajuste do modelo com
pleto, ajustado com j  covariáveis, em comparação com o 
modelo restrito, ajustado com j  — k  covariáveis, sendo k 
o número de covariáveis removidas do ajuste. Quando 
a estatística do TRV é inferior ao valor da distribuição 
do X2 com k  graus de liberdade e 5% de significância, 
não rejeita-se a hipótese nula, ou seja, constata-se que a 
remoção de k  covariáveis não afeta a qualidade do ajuste 
do modelo [9] .

Ao realizar o TRV foi constatado que a remoção das 
17 covariáveis através do algoritmo stepwise não alterou 
a qualidade do ajuste, uma vez que a estatística do teste 
foi inferior ao valor da distribuição do X2 com 17 graus 
de liberdade e 5% de significância. Portanto, optou-se 
pelo modelo restrito para a continuidade do estudo, uma 
vez que este possui complexidade inferior com relação 
ao modelo completo, sem perda de qualidade. A tabela 3 
exibe as 14 covariáveis selecionadas para o modelo.

3.2 Análise de diagnóstico

Com a intenção de generalizar o método de análise 
dos resíduos da regressão linear para todos os mode
los lineares generalizados, Dunn e Smyth [12] propuse
ram os resíduos quantílicos aleatorizados, definidos por 
ri =  $>—1(Ui), em que $ —1 é a inversa da função de distri
buição acumulada da normal padrão e u  =  F(yp  , ^), 
com distribuição uniforme entre 0 e 1, é calculado com 
base na distribuição acumulada do modelo proposto. 
Caso o modelo logístico esteja bem ajustado, espera-se 
que os resíduos quantílicos aleatorizados se apresentem 
normalmente distribuídos e com variância constante [13]. 
A análise da qualidade do ajuste, através dos resíduos, 
foi realizada de forma gráfica. Ao comparar os resíduos 
com os valores ajustados (Figura 1) é possível observar 
que estes apresentam variabilidade aproximadamente 
constante e estão centrados predominantemente em 0, 
entre -2 e 2. No gráfico quantil-quantil [14] (Figura 2 ) 
nota-se que os resíduos estão, de forma razoável, ade
rentes à distribuição normal. Portanto, nesta etapa foi 
concluído que o modelo não apresentou violação dos 
pressupostos.

1

n

5
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Tabela 3: Covariáveis utilizadas pelo modelo

Covariável Descrição Suporte

Métricas de desempenho
X2 Desempenho do número de pedidos cancelados ou suspensos no período [0,1]
X4 Desempenho da média de dias de atraso (postagens) no período [0,1]
X5 Desempenho da média de dias de atraso (entregas) no período [0,1]
X6 Desempenho do faturamento no período [0,1]
X9 Desempenho do ticket médio no período [0,1]

Qualitativas
X11 Necessita de dias adicionais para postagem {0 ,1 }
X13 Está no estágio I {0 ,1 }
X14 Está no estágio R {0 ,1 }
X20 Localizado na região Sudeste {0 ,1 }

Quantitativas
X22 Valor total do faturamento R +
X27 Número total de produtos publicados N
X29 Número de dias desde a contratação até a primeira venda N
X30 Número de dias desde a contratação até estar pronto para operar N
X31 Número de dias em atividade no período N

o3
~a

<u
ai

- 4

-1 0 - 5  0
Valores ajustados

Quantis teóricos

Figura 2: Gráfico quantil-quantil

3.3 Análise e interpretação das estimativas 
dos parâmetros

A tabela 4 apresenta as estimativas dos parâmetros do 
modelo para cada covariável utilizada. Através da esta
tística z de Wald, definida pela equação

) '
(6)

Figura 1: Gráficos dos resíduos versus valores ajustados

em que f j  é a estimativa de um particular parâmetro 
f  j do modelo e e p ( f  j ) é o seu erro padrão, é possível 
obter a significância estatística de cada estimativa. Cal
culadas as estatísticas z de Wald, através da distribuição 
normal padrão a um determinado nível de significância 
obtemos os respectivos valores críticos e verificamos se 
estes rejeitam ou não a hipótese nula do teste z de Wald 
(Ho : f  j =  0) [9] . Em outras palavras, o p-valor do teste 
z de Wald indica a probabilidade de f  ser tão ou mais 
extremo que |ẑ . |.

Através da tabela 4 observa-se que todas as estimati
vas apresentaram significância ao nível de 5%, não sendo 
necessária qualquer intervenção adicional no modelo fi
nal obtido a partir do algoritmo stepwise.

Através da equação

1 -  ni
=  eb°+bi Xii+...+p pXip (7)

obtida a partir da equação (1), é possível modelar a 
chance de ocorrência do evento de interesse para uma 
particular observação e, em consequência, avaliar o 
quanto a chance de ocorrência do evento de interesse 
se altera em média, em função de uma particular esti
mativa. Adicionalmente podemos dizer que o aumento 
de k  unidades em uma particular covariável, mantidas 
as demais condições constantes, multiplica a chance de
ocorrência do evento de interesse por ekf}i , em que f  j 
representa a estimativa do parâmetro desta particular 
covariável [9].

4

2

z0

5

6
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Tabela 4: Estimativas dos parâmetros do modelo

Covariável Estimativa Erro padrão Wald P-valor

Intercepto 1.5513 0.1316 11.7902 0.0000
X2 0.3693 0.0387 9.5437 0.0000
X4 -0.3558 0.0444 -8.0085 0.0000
X5 -0.2567 0.0487 -5.2749 0.0000
X6 -0.8296 0.1052 -7.8829 0.0000

X9 0.4532 0.1006 4.5028 0.0000
X11 -0.3950 0.0697 -5.6703 0.0000
X13 -2.6981 0.1237 -21.8040 0.0000
X14 -2.2880 0.1246 -18.3608 0.0000
X20 0.1598 0.0628 2.5453 0.0109

X22 -0.1925 0.0629 -3.0595 0.0022
X27 -0.1717 0.0748 -2.2949 0.0217
X29 -0.4516 0.0321 -14.0894 0.0000
X30 0.4201 0.0457 9.1935 0.0000
X31 -1.6460 0.0863 -19.0675 0.0000

As tabelas 5 e 6 representam as estimativas dos parâ
metros do modelo e estão ordenadas decrescentemente 
em função da variação absoluta da chance de ocorrên
cia de churn. Suas interpretações podem ser realizadas 
da seguinte forma, começando pela tabela 5 : a chance 
de churn fica multiplicada por e-1,6460 =  o, 1928 para 1 
unidade a mais na covariável X31, mantidas as demais 
condições constantes. Em outras palavras, o acréscimo 
de 1 unidade na covariável X31 impacta na redução da 
chance de churn em 81%, fixadas as demais covariáveis. 
Como as covariáveis quantitativas foram padronizadas 
com média 0 e desvio padrão 1, é importante ressal
tar que 1 unidade na covariável X31 não representa 1 
dia de atividade, assim sendo, neste estudo a melhor 
forma de interpretar as estimativas dos parâmetros das 
covariáveis quantitativas é assimilando que estimativas 
menores que zero reduzem em média a chance de churn, 
mediante ao aumento do valor de suas respectivas co- 
variáveis, ao passo que a estimativa maior que zero au
menta em média a chance de churn, à medida que o 
valor de sua respectiva covariável também aumenta, 
fixadas as demais covariáveis. Quanto às covariáveis 
qualitativas, também representadas na tabela 5, pode
mos interpretá-las conforme o exemplo: a chance de 
churn para os vendedores que estão no estágio I (X13) 
é 93% menor com relação aos vendedores que não es
tão no mesmo estágio, mantidas as demais condições 
constantes. Por fim, com relação às covariáveis de de
sempenho (tabela 6), dadas as suas suas características 
representadas na tabela 2 , suas interpretações podem 
ser realizadas de acordo com o exemplo: a chance de 
churn de um vendedor que melhorou o seu desempenho 
nos subperíodos avaliados com relação ao faturamento 
(X6 > 0 ,5), é em média mais de 34% menor, fixadas 
as demais covariáveis. Em contrapartida, a chance de 
churn de um vendedor que piorou o seu desempenho 
nos subperídos avaliados com relação ao faturamento 
(X6 <  0 ,5), é também menor em média, entretanto, em 
um valor percentual inferior a 34.

Nesta etapa foi constatado que o aumento do número

Tabela 5: Chances de ocorrência de churn para covariá- 
veis quantitativas e qualitativas

Covariável Estimativa Chance Variação (%)

X13 -2.6981 0.0673 -93
X14 -2.2880 0.1015 -90
X31 -1.6460 0.1928 -81
X30 0.4201 1.5221 52
X29 -0.4516 0.6366 -36

X11 -0.3950 0.6737 -33
X22 -0.1925 0.8249 -18
X20 0.1598 1.1733 17
X27 -0.1717 0.8422 -16

Tabela 6: Chances de ocorrência de churn para covariá- 
veis de desempenho

Covariável Estimativa Chance (0,5) Variação (%)

X6 -0.8296 0.6605 -34
X9 0.4532 1.2543 25
X2 0.3693 1.2028 20
X4 -0.3558 0.8370 -16
X5 -0.2567 0.8795 -12

de dias em atividade no perído (X31), estar tanto no 
estágio I (X13) como no estágio R (X14) e a melhora do 
desempenho quanto ao faturamento (X6), são os fatores 
que mais impactam a redução da chance de churn.

3.4 Avaliação do poder preditivo do modelo

Para possibilitar a avaliação do poder preditivo do mo
delo na amostra de validação, é necessário antes definir 
o valor de cutoff, ou seja, um ponto de corte de modo 
que as observações com probabilidade de ocorrência de 
churn superior ao cutoff sejam classificadas como churn 
(Y =  1) e, caso contrário, classificadas como não churn 
(Y =  0). A escolha do cutoff foi realizada através da 
análise das curvas de sensibilidade e especificidade em 
função dos valores de cutoff, e da curva ROC (Receiver

—  S ens ib ilidade  —  E specific idade

Cutoff

Figura 3: Curvas de sensibilidade e especificidade
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Tabela 7: Matriz de confusão

1 -  Especificidade

Figura 4: Curva ROC

Operating Characteristic), gráfico que apresenta a variação 
da sensibilidade em função de (1 - especificidade), que 
mostra o comportamento do trade o ff  entre a sensibili
dade e a especificidade em função da alteração do cutoff 
[9]. Atrávés do cálculo da área sob a curva ROC (AUC - 
Area Under the Curve) é possível avaliar a eficiênca global 
do modelo, sendo AUC =  1 o  melhor valor possível. O 
modelo em estudo apresentou AUC =  0,8894, o que 
indica uma boa eficiência global. Analisadas as curvas 
de sensibilidade e especificidade (Figura 3) e a curva 
ROC (Figura 4), e considerando os requisitos do negócio, 
optou-se por um valor de cutoff que garantisse o equilí
brio entre sensibilidade e especificidade. Portanto, para 
continuidade do estudo foram consideradas como churn 
(Y=1) as observações com probabilidade de ocorrência 
de churn superior a 0,55.

Definido o valor de cutoff, através do cruzamento dos 
valores preditos pelo modelo e os valores observados, foi 
construída a matriz de confusão (tabela 7), que apresenta 
em sua diagonal principal o número de classificações 
corretas e, na diagonal secundária, o número de classifi
cações incorretas. A partir da matriz de confusão foram 
calculadas as seguintes métricas de avaliação: sensibili
dade (taxa de classificação correta entre as observações 
com a ocorrência de churn), especificidade (taxa de classi
ficação correta entre as observações sem a ocorrência de 
churn) e acurácia (taxa global de classificações corretas), 
representadas pelas equações

S
VP

VP +  FN '

VN

A

VN +  FP  

VN +  VP
VN +  VP +  FN  +  FP'

(8)

(9)

(l0)

Observado

Predito Q l

respectivamente.
Com a sensibilidade de 0,8l64, especificidade de 

0 ,8 l l l  e acurácia de 0,8l36 (com invervalo de confiança 
de Q,7986 a Q,8279), o poder preditivo do modelo foi 
considerado adequado para o negócio.

0 Verdadeiro negativo (VN) Falso negativo (FN)
1 Falso positivo (FP) Verdadeiro positivo (VP)

4 Conclusões

Através deste trabalho pretendeu-se construir um mo
delo para classificação de churn interpretável e com po
der preditivo adequado para o negócio. Entre as diversas 
técnicas disponíveis, a regressão logística foi escolhida 
por ser altamente confiável, por possibilitar a interpreta
ção direta das estimativas dos parâmetros e por oferecer 
uma resposta na escala de probabilidade, permitindo 
aos decisores não só identificar os vendedores propen
sos a abandonar o relacionamento com a empresa, mas 
também ordená-los em função da probabilidade da ocor
rência do churn .

Por meio dos resultados apresentados, pôde-se cons
tatar que o modelo proposto é capaz de atender a ne
cessidade do negócio, uma vez que além do bom poder 
preditivo apresentado, oferece insights para ações de 
marketing personalizadas e otimizadas com foco na re
tenção dos vendedores propensos dar churn.

Por fim, a abordagem utilizada na definição da variá
vel resposta e na criação de métricas para avaliação de 
desempenho demonstrou-se eficaz no processo de mode
lagem, portanto, espera-se que este trabalho seja capaz 
de apoiar estudos futuros em condições semelhantes.
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