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Resumo

A chuva é um fenômeno relevante para a sociedade e
sua modelagem é essencial para áreas como a agronomia
e a gestão de risco de desastres. Contudo, as caracterís-
ticas particulares e não Gaussianas dos conjuntos de
dados horários de precipitação - excesso de zeros e as-
simetria à direita - limitam a utilização de abordagens
pautadas na distribuição normal. Sob estes aspectos,
testa-se neste trabalho uma variação da família Tweedie
(Compound-Poisson com 1 < p < 2) na descrição proba-
bilística da chuva considerando quatro limiares críticos.
Isto é realizado por meio do ajuste de Modelos Aditivos
Generalizados (GAMs), que vêm demonstrando aplicabi-
lidades em estudos ambientais. Foram utilizados dados
de uma estação meteorológica em Morretes - PR com
dez anos de registros. A estes dados foram adicionadas
novos atributos síntese com destaque para estações do
ano, eventos de chuva agrupados e lags das variáveis
originais. Utilizando o critério de Akaike foram realiza-
dos testes com diversos parâmetros de suavização e com
variáveis identificadas previamente como mais correla-
cionadas à chuva. O melhor modelo ajustado descreve
cerca de 45% do comportamento da precipitação. O fluxo
de trabalho apresenta aplicabilidade nas áreas de inte-
resse, porém os modelos necessitam de testes com mais
variáveis, amostras e parametrizações para terem seu
potencial confirmado, em especial no que diz respeito
à predição. Espera-se que o prosseguimento de testes
neste âmbito possa contribuir com o melhor aproveita-
mento dos dados horários de precipitação publicamente
disponíveis no Brasil.
Palavras-chave: "precipitação horária, família Tweedie,
Modelos Aditivos Generalizados, Compound-Poisson".

Abstract

Rainfall is an important phenomenon and its modeling is
essential for sectors such as agriculture and disaster risk ma-
nagement. However, hourly precipitation data behaves in a
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non-Gaussian way, characterized by zero inflation and skew-
ness to the right. In order to address this anomalies, in this
article we analyse the adoption of Compound-Poisson (1 < p <
2) variation of the Tweedie family to describe the probability of
exceedance of four rainfall thresholds. This was achieved th-
rough adjusting Generalized Additive Models (GAMs), which
has successfully been used in several environmental studies.
The analysed data set consists of a ten year sequence of hourly
registers from a meteorological station in Morretes (State of
Paraná - Brazil). Further attributes were added to the data set
including: season descriptions, grouped rainfall events and
lagged versions of the original variables. Akaike’s criteria was
applied to compare the effects of both the variables more corre-
lated with rainfall and of different smoothing parameters. The
better adjusted model describes approximately 45% of rainfall
variation. The workflow shows applicability to the interested
sectors, but the models require further testing in order to con-
firm its potential, especially with regards to prediction. It is
expected that the pursuance of tests in this field will contribute
to expand the usage of publicly available hourly rainfall data
in Brazil.
Keywords: "hourly rainfall data, Tweedie family, Generali-
zed Additive Models, Compound-Poisson".

1 Introdução
A precipitação é relevante em diversos processos am-
bientais e varia espacial e temporalmente de forma di-
nâmica. Apesar de existirem métodos mais avançados
para o monitoramento desta variável, os dados pontuais
de postos pluviométricos seguem sendo a fonte mais
popular de informações de pluviosidade no Brasil. Isto
ocorre porque são disponibilizados abertamente pelo
Instituto Nacional de Meteorologia, pela Agência Nacio-
nal de Águas e por agências regionais, o que torna viável
a utilização desta informação por setores acadêmicos e
de gestão pública menos especializados em relação à
meteorologia.

Apesar de utilizados por cientistas e sociedade, os
registros das estações meteorológicas ainda são suba-
proveitados, em especial aqueles de resolução horária.
Ainda é muito popular a utilização de métodos como a
desagregação de dados diários para estudos de fenôme-
nos subdiários [1]. Isto ocorre também pela distribuição
espacial das estações. Há um tradeoff de potencialida-
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des entre as estações automáticas e as convencionais.
As primeiras dispõem de melhor resolução temporal
com registros a cada hora ou alguns minutos, a despeito
de contarem com menor série histórica. E as últimas
são mais antigas - eventualmente remontando ao sé-
culo XIX - e apesar de terem leitura manual apenas uma
ou duas vezes ao dia, são melhor distribuídas pelo ter-
ritório. Mesmo com a expansão da rede brasileira de
monitorameto hidrometeorológico nos últimos 20 anos
[2, 3], as séries de dados oriundas de estações automáti-
cas permanecem pouco exploradas do ponto de vista da
modelagem probabilística, mesmo que já contemplem
períodos maiores a partir dos quais se pode inferir mais
seguramente acerca de comportamentos, tendências e
correlações entre os dados observados.

Portanto, os dados horários têm um potencial infor-
mativo que precisa ser avaliado especialmente sob dois
aspectos de interesse geral: as relações entre as variá-
veis na escala subdiária e a probabilidade de ocorrên-
cia de eventos de magnitudes específicas nesse recorte
de tempo. A frequência horária de registro e análise é
importante considerando que alguns tipos de eventos
extremos de grande impacto para a sociedade tendem
a ocorrer ou ter estopins que os dados diários não são
capazes de discretizar. Isto é relevante, por exemplo
para estudos que buscam a interpretação da recorrên-
cia eventos extremos de chuva e de outros processos
hidrológicos influenciados por ela.

Além do debate acadêmico, atividades associadas à
gestão de risco de desastres e obras de engenharia tam-
bém podem se beneficiar de cenários criados a partir dos
dados horários, âmbitos nos quais ainda é muito comum
a utilização de dados diários, apesar da imprecisão asso-
ciada. A modelagem pode contribuir neste sentido, po-
rém ainda apresenta desafios. Os dados horários de pre-
cipitação não se enquadram na "normalidade"assumida
pelas abordagens estatísticas básicas. Dessa forma, o ob-
jetivo deste trabalho é avaliar o uso de modelos aditivos
generalizados sob a premissa de que a distribuição da
chuva como variável resposta é uma distribuição da fa-
mília tweedie. O presente trabalho analisa estes modelos
em relação ao entendimento de relações entre as variá-
veis monitoradas e na previsão probabilística de eventos
de chuva. Constam na literatura algumas abordagens
próximas envolvendo dados de precipitação, com bons
resultados [4, 5, 6, 7]. Porém, dados de resolução horária
permanecem inexplorados sob esta perspectiva, o que
foi buscado neste trabalho.

Este artigo está segmentado de maneira que esta intro-
dução abordou o contexto do trabalho, suas motivações
e objetivos, assim como os problemas de pesquisa. Na
sequência, a revisão bibliografica ilustra aspectos teóri-
cos das abordagens estatísticas na hidrologia e ciências
correlatas, dos modelos lineares generalizados e da famí-
lia tweedie de distribuições. A seção de métodos traz o
conjunto de dados que foi utilizado, a linguagem de pro-
gramação, o ambiente de desenvolvimento do trabalho
e os pacotes utilizados desde a limpeza e organização
dos datasets até a construção dos modelos. A sessão

de resultados traz os produtos gerados neste trabalho,
e a conclusão traz as reflexões feitas sobre a qualidade
destes produtos, a aplicabilidade do método utilizado,
as limitações e as demandas de continuidade da investi-
gação.

2 Revisão Bibliográfica
As dificuldades e custos na obtenção de dados suficien-
tes para a descrição dos fenômenos hidrometeorológicos
fazem com que esta área da ciência utilize técnicas esta-
tísticas em âmbitos diversos [8]. Parte fundamental do
ciclo hidrológico, a chuva é um fenômeno em que inter-
ferem fatores físicos de circulação da atmosfera desde
a escala local até a global. Instrumentos mais avança-
dos de monitoramento da precipitação são os sensores
remotos embarcados em satélites e modelos globais de
circulação atmosférica, que fornecem dados quantita-
tivos e espacializados. Entretanto, no Brasil os dados
mais utilizados no estudo da precipitação em âmbito
interdisciplinar são os dados pontuais oriundos de esta-
ções meteorológicas ou postos pluviométricos. A chuva
é monitorada pela captação do volume precipitado em
determinado período de tempo, informação que é arma-
zenada em um datalogger e geralmente é apresentada
em milímetros por hora. Enquanto fenômeno, a chuva é
considerada como parcialmente determinística e parci-
almente aleatória. Entretanto, diante da complexidade
e da dificuldade do monitoramento de todos os fatores
intervenientes, é recorrente tratá-la como uma variável
totalmente aleatória, quando apresenta-se na forma de
dado [9].

Os dados de precipitação consistem de valores reais
iguais ou acima de 0.0; e de valores ausentes - no caso
de falhas nas estações. As séries de precipitação tendem
a ser infladas de zeros em virtude dos recorrentes pas-
sos de tempo em que a chuva não ocorre. Além disso,
tendem a apresentar assimetria à direita, com a maior
parte dos dados correspondendo a valores próximos de
zero e um, e com a presença de eventuais valores ex-
tremos. No caso das séries de precipitação horária esta
característica é ainda mais forte do que em dados regis-
trados em frequência diária. Estes aspectos implicam
na não-normalidade das séries pluviométricas e tornam
inaplicáveis as distribuições de probabilidade mais co-
muns como a normal. Nesse sentido, utilizam-se diver-
sas distribuições teóricas que auxiliam na identificação
da probabilidade de eventos de determinada magnitude.
Este tipo de estudo é utilizado amplamente em obras de
engenharia, em sistemas de alertas, dentre outras apli-
cações na gestão de recursos hídricos [8]. Ainda assim,
sua modelagem adequada é um tema de discussão re-
corrente, com constantes mudanças de paradigma no
âmbito científico, nem sempre acompanhadas por suas
aplicações práticas [10].

Devido ao desafio apresentado pelas particularidades
dos dados horários de precipitação, a família Tweedie
apresenta-se como uma possível alternativa para descri-
ção de seu comportamento. Esta família de distribuições
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pertence à classe dos modelos de dispersão exponencial
sintetizada por Jorgensen [11] em menção ao trabalho de
Tweedie [12]. Ela é caracterizada por um parâmetro de
dispersão (φ) e um parâmetro de potência (p). Sendo Y
uma variável aleatória com distribuição Tweedie tem-se
que E(Y) = μ e variância Var(Y) = φμp.

Cada valor do parâmetro de potência p nesta famí-
lia corresponde a um modelo específico. Por exemplo,
p = 1 corresponde à distribuição de Poisson; p = 2 cor-
responde à distribuição Gama e p = 3 corresponde a
distribuição Normal Inversa. Neste contexto, o modelo
Compound Poisson obtido quando p está entre 1 e 2 é o de
melhor ajuste a dados com grande quantidade de zeros
e valores contínuos positivos [4]. A função de densidade
da família Tweedie é descrita pela seguinte equação:

f (y; θ; φ) = a(y, φ) exp
{

1
φ (yθ − k(θ))

}
, (1)

em que μ = E(Y) = K′(θ) é a esperança da distribuição,
(φ) > 0 é o parâmetro de dispersão, (θ) é o parâmetro
canônico e k(θ) representa a função cumulante.

Para valores contínuos e positivos com excesso de
zeros, a probabilidade de observar um evento igual a
zero é dada por:

Pr(Y = 0) = exp(−λ) = exp
{
− μ2−p

φ(2 − p)

}
. (2)

Conforme Bonat e Kokonendji (2017) [7], a estimativa
dos parâmetros da Tweedie a partir de métodos usuais
como o da máxima verossimilhança é dificultada por
uma série de restrições, inclusive computacionais. Con-
tudo, apontam também para a adequação do método
da quasi-verossimilhança nesta tarefa. Com base nisto,
alguns pacotes computacionais recentes já dispõem de
maneiras orimizadas de contornar este problema.

Modelos de regressão simples e modelos polinomiais
não permitem o estabelecimento de distribuições alterna-
tivas para a variável resposta, o que impõe uma restrição
em sua aplicação aos dados de chuva com o uso da Twe-
edie. Além disso, não contemplam as relações não linea-
res entre variáveis monitoradas em estações pluviométri-
cas. Já modelos baseados em aprendizagem de máquina
tem boas perspectivas de sucesso na modelagem de pre-
cipitação, contudo, não possibilitam explicações claras
da análise de relações entre os parâmetros e tampouco
permitem o cálculo de probabilidades. A incerteza é um
tema muito caro à hidrologia porque modelos determi-
nísticos dificilmente explicam as complexas relações do
ciclo hidrológico sem alguma estimação ou extrapolação.
Nas últimas décadas quaisquer fenômenos analisados e
sobretudo preditos devem ser abordados na hidrologia
com clareza acerca das incertezas envolvidas, para o que
o cálculo de probabilidades é indispensável [13, 14].

Diante destes fatores, os Modelos Aditivos Genera-
lizados (GAMs) apresentam-se como opção adaptável
para ajuste de um modelo a estes dados, considerando
a já estabelecida definição da família Tweedie como dis-
tribuição da variável resposta (precipitação). Conforme

Wood (2020)[15], os modelos aditivos generalizados têm
apresentado capacidade de representação da complexi-
dade de algumas relações, sem perda de interpretabi-
lidade. Definidos por Hastie e Tibshirani em 1986[16],
os GAMs oferecem uma maneira flexível para a identi-
ficação de efeitos não lineares substituindo o preditor
linear comum presente nos GLMs por uma soma de fun-
ções suaves. A partir de uma analogia, Wood[17] define
um GAM como "um glm em que o preditor depende
linearmente de funções de suavização das variáveis pre-
ditoras". A equação dos preditores lineares nos GAMs é
então alterada para a seguinte forma:

η = s0 +
p

∑
j=1

sj(Xj), (3)

em que η é o preditor linear; Xj são os valores de j cova-
riáveis e sj(Xj) representam funções suaves das covariá-
veis.

As funções suavizadoras são compostas por somas
de funções bases que se assemelham à forma do ajuste
polinomial. A complexidade do modelo é então ameni-
zada através de termos adicionais de penalização para
porções da série de dados que são definidas pelo usuário
ou por otimização ("knots"). A forma mais comum de
aplicação desta suavização é por meio de splines. Isto
torna os GAMs flexíveis, além de incrementarem seu po-
der de generalização/predição.Esta flexibilidade é um
fator que vem induzindo a popularidade destes modelos
em diversos âmbitos da ciência, com destaque para aná-
lises das complexas relações entre variáveis ambientais
[17, 18, 19].

3 Materiais e Métodos

Estão resumidas neste parágrafo as tarefas envolvidas
na tentativa de uso dos GAMs para a identificação de
relação entre as variáveis monitoradas e a chuva, bem
como para a estimativa de probabilidades de eventos.
Primeiramente os dados foram adquiridos e formatados
para viabilizar o uso dos modelos. Depois, foram criadas
variáveis adicionais a partir dos dados existentes. Fo-
ram estudadas as importâncias dos atributos originais e
dos atributos criados do dataset. Então ajustou-se mode-
los com as variáveis identificadas como mais relevantes.
Dois modelos com melhor desempenho foram selecio-
nados. Foram definidos limiares de precipitação para
estudo das suas probabilidades de excedência a cada
passo de tempo. Estas probabilidades foram estimadas a
partir das predições realizadas pelos modelos. Estas pro-
babilidades foram comparadas às observações efetivas
na base de treino. Todas as operações envolvidas neste
trabalho foram realizadas por meio da linguagem R e de
pacotes associados. O fluxograma na Figura 1 descreve
resumidamente estas tarefas.

5



Especialização em Data Science e Big Data · UFPR dsbd.leg.ufpr.br

Figura 1: Fluxograma metodológico, com destaque em
vermelho para o estado atual do trabalho

Variável Unidade
Precipitação mm/h

Pressão Atmosférica hPa
Temperatura ºC

Radiação Global KJ/m2

Umidade Relativa do Ar %
Direção do Vento º

Velocidade do Vento m/s

Tabela 1: Variáveis contidas no conjunto de dados origi-
nal (INMET, 2019)

3.1 O conjunto de dados
Os dados analisados pertencem a uma série horária de
registros meteorológicos da estação Morretes A873 lo-
calizada no município homônimo no Paraná e operada
pelo INMET - Instituto Nacional de Meteorologia. A
série original era composta por dois arquivos de formato
".xls", com dias apresentados verticalmente e horas hori-
zontalmente, com blocos de intervalos de 24 horas para
cada variável. Cada bloco foi disposto lado a lado nas
colunas. Os registros da série abrangem o período entre
12 de março de 2008 às 21 horas e 31/12/2019 às 20 ho-
ras. As variáveis registradas e as unidades de medida
correspondetes estão dispostas na Tabela 1.

A Figura 2 demonstra os dados da série para a variá-
vel precipitação como forma de exemplo do conjunto
disponível.
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Figura 2: Serie Completa de Precipitação Horária

O manejo inicial dos dados implicou na transformação
para o formato "tripa", voltada à análise de variações no
tempo. Isto demandou a pivotação, o ajuste de datas
do formato UTC para GMT-3 e a união de conjuntos de

Variáveis criadas Unidade
Acumulado de Precipitação mm

Data de início e fim datetime
Intensidade máxima no evento mm/h

Duração horas
Eventos singularizados -

Estação do Ano -
Lags Pressão 1-5, 10, 15 e 30 horas hPa
Lags Chuva 1-5, 10, 15 e 30 horas mm

Lags Radiação 1-5, 10, 15 e 30 horas kJ/m2

Lags Umidade 1-5, 10, 15 e 30 horas %
Lags Temperatura 1-5, 10, 15 e 30 horas ºC

Lags Velocidade do Vento 1-5, 10, 15 e 30 horas m/s

Tabela 2: Variáveis criadas adicionalmente no conjunto
de dados original (INMET, 2019)

variáveis originalmente separados. Foram encontradas
falhas de monitoramento (dados ausentes), porém, sem
a presença de outliers. Na sequência foram programadas
funções para criação de novas variáveis como: o valor
acumulado desde o primeiro passo de tempo em que a
chuva superou 0,2 mm - o que permitiu a singularização
dos eventos de precipitação; o período entre o início e
o fim da chuva; a codificação dos eventos de chuva, as
estações do ano conforme as datas e os lags para cada
variável.

Dessa forma, o primeiro conjunto de dados passou a
contar adicionalmente com as variáveis descritas na Ta-
bela 2. Ao final, o conjunto de dados dispunha de 103340
observações de registros horários e 64 covariáveis.

3.2 Análise de correlações
Os resultados das análises exploratórias mais relevantes
estão dispostos nos gráficos a seguir. Eles indicam sobre-
tudo as tendências sazonais da variável central. Para a
estação meteorológica analisada, o verão apresenta-se
como um período de maior pluviosidade acumulada e
intensidade e o inverno como um período de precipita-
ções menos intensas porém mais duradouras, como é
característico da região.
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Figura 3: Boxplots de ilustração das frequências da va-
riáveis Precipitação acumulada (mm) e Duração (mm)

Já a hora de ocorrência apresenta uma tendência de
chuvas mais intensas a partir da tarde sobretudo no
verão, conforme indica a Figura 4). Estas informações
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são relevantes para a posterior definição de variáveis a
serem consideradas no modelo.
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Figura 4: Distribuição da variável precipitação horária
nas 4 estações. (Chuva (mm) vs. Hora do dia de 0 a 23.)

Um dos correlogramas obtidos pode ser observado
na Figura 5. Ele demonstra não haver forte correlação
entre as variáveis primárias registradas pela estação e os
valores de precipitação observados.
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Figura 5: Correlações entre as variáveis do conjunto de
dados observados

Para além das correlações entre variáveis intrínseca-
mente associadas como valores máximos, mínimos e
médios de umidade, pressão ou temperatura, por exem-
plo, a única variável que apresentou correlações entorno
de 0,50 foi a variável "estação do ano"em relação a aspec-
tos como umidade e pressão. Para a variável de maior
interesse - a chuva - correlações expressivas não foram
observadas, exceto no caso dos valores de chuva acumu-
lada e de defasagem de chuva.

Também foi criado um correlograma com todas as
defasagens de tempo criadas (lags), conforme exibe-se
na Tabela 3. Por limitação de espaço aparecem na tabela
apenas as desafasagens das 3 primeiras horas.

Acum Estacao LagP1 LagP2
Chuva 0.46 -0.1 -0.05 -0.05
Acum 1 -0.11 -0.06 -0.06

LagTemp2 LagTemp3 LagVelo1 LagVelo2
Chuva -0.04 -0.03 -0.04 -0.04
Acum -0.1 -0.1 -0.09 -0.09

LagC2 LagC3 LagC5 LagC15
Chuva 0.63 0.43 0.18 0.05
Acum 0.55 0.56 0.53 0.36

LagU2 LagU3 LagRad3 LagC1
Chuva 0.17 0.15 -0.07 0.82
Acum 0.25 0.25 -0.13 0.51

LagVelo3 LagC1 LagP3 LagTemp1
Chuva -0.03 0.82 -0.05 -0.05
Acum -0.09 0.51 -0.06 -0.1

LagC30 LagU1 LagRad1 LagRad2
Chuva 0.03 0.19 -0.09 -0.08
Acum 0.11 0.25 -0.11 -0.12

Tabela 3: Correlações entre as variáveis do conjunto de
dados de lag (deslocamento no tempo)

Os correlogramas subsidiaram a eleição de algumas
variáveis mais importantes, dentre as originais e do novo
dataset, para o ajuste e o teste dos primeiros modelos
aditivos generalizados em caráter de experimentação.

3.3 Modelos empregados
Para a construção dos modelos utilizou-se o pacote mgcv

[20]. Este pacote dispõe de diversas possibilidades de
aplicações dos GAMs, com destaque para a implemen-
tação de algoritmos capazes de estimar alguns parâme-
tros por otimização, dentre eles o grau de suavização
(lambda). Esta possibilidade trazida representou grande
avanço para o uso dos GAMs, e é mais comumente rea-
lizada por meio de métodos como a validação cruzada
generalizada (GCV), e as máximas verossimilhanças co-
mum (ML) e restrita (REML). Outra potencialidade do
pacote é a variedade de distribuições possíveis de serem
assinaladas à variável resposta, dentre as quais cons-
tam versões da família Tweedie. Ainda, ele viabiliza
também a escolha do parâmetro p por otimização para
1 < p < 2, condição adequada para os dados de chuva.
Dessa forma, foram testados ajustes dos GAMs para vá-
rias combinações entre as covariáveis originais e criadas
e a variável resposta - a chuva horária. A função de
ligação selecionada foi a logaritmica. O parâmetro p é
estimado simultâneamente com a definição da restrição
entre 1.01 e 1.99.

As funções de suavização foram variadas também
para fins de teste, eventualmente considerando parâme-
tros de ciclicidade ou repetição como agrupamentos dos
nós de cálculo (parâmetro "by"da suavização).

Inicialmente foram criados 50 modelos com apenas
uma variável explicativa para o estabelecimento de um
critério de exclusão das variáveis. O método de esti-
mação escolhido foi o de máxima verossimilhança res-
trita (REML), que apresenta-se na literatura como menos
propenso a estimações errôneas induzidas por mínimos
locais [20]. A comparação entre os modelos foi reali-
zada por meio do critério de Akaike (AIC) [21] para
cada grupo de variáveis, começando pelas categóricas,
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para as quais não foram assinaladas suavizações. A Fi-
gura 6 demonstra os principais resultados desta etapa
para as variáveis não contínuas e menos associadas a
parâmetros físicos.
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Figura 6: Análise da importância das variáveis categóri-
cas pelo critério de Akaike

Posteriormente foram criados modelos com os parâ-
metros físicos de maneira individualizada, e conforme
se demonstraram importantes na explicação da chuva,
foram considerados candidatos de presença no modelo
final. As comparações realizadas pelo método AIC com
os parâmetros físicos podem ser conferidas na Figura 7.
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Figura 7: Análise da importância das variáveis físicas
pelo critério de Akaike

Então foram testados modelos com mescla entre as
variáveis por adição gradativa das mesmas. Dentre estes
últimos modelos, mais elaborados, foram selecionados
dois mediante o critério AIC.

A base de dados foi separada em período pré e pós
2019. Os modelos foram ajustados com base no período
entre 2008 e 2018. A base de testes (ano de 2019) foi
separada por meses e dias, para acompanhamento da
capacidade preditiva em um período de tempo relevante
para a gestão pública e que possibilitasse melhor visuali-
zação dos resultados.

A partir do ajuste dos dois modelos de melhor dese-
penho foram feitas as predicões em relação à chuva para
cada passo de tempo. Foram escolhidos quatro limiares

de chuva para estimativa da probabilidade de excedên-
cia conforme a família tweedie. Os limiares escolhidos
foram 5, 10, 20 e 40 milímetros. Para cada passo de
tempo obteve-se um o valor da probabilidade de exce-
dência desse limiar. Para o estabelecimento de cenários
probabilisticos foi utilizado o pacote tweedie [22]. Foram
criados então datasets com o resultado das predições, os
valores reais obtidos por monitoramento em 2019 e as
probabilidades de excedência para os 4 limiares estabe-
lecidos conforme a tweedie.

4 Resultados e Discussões
As análises exploratórias não apontaram correlação ex-
pressiva entre as variáveis observadas ou derivadas na
estação Morretes A873. A Tabela 3 referente aos lags tam-
bém demonstra que as correlações das variáveis defasa-
das reduzem conforme se regride no tempo confirmando
um aspecto esperado de que valores registrados em um
momento tendem a estar mais relacionados aos registros
ocorridos em passos de tempo mais próximos. Uma exce-
ção é a radiação que está relacionada à incidência de sol,
podendo ter maior correlação com dados do dia anterior
do que de horas contíguas se as mesmas corresponde-
rem à noite. Ainda que baixas, as maiores correlações
indicaram que além da própria precipitação, a radiação,
a umidade, a estação do ano e o evento de chuva indivi-
dualizado consistem nos atributos com maior potencial
de explicação do comportamento da precipitação nesta
série. A partir disso, algumas variáveis foram prioriza-
das na composição dos modelos, assumindo também
os aspectos físicos da precipitação e as interações não
lineares entre elas, possívelmente captadas por meio
da modelagem com GAMs. Dentre as variáveis que se
revelaram muito pouco importantes na variação da res-
posta nos modelos suavizados, constam a pressão e a
velocidade do vento, que foram pouco ou não conside-
radas nos modelos finais. Fatores como a hora do dia
e a estação do ano apresentaram relevância em relação
aos volumes precipitados e a duração das chuvas, con-
forme os boxplots apresentados anteriormente 73. Além
disso, estes fatores não físicos e discretos apresentaram
importância conjunta quando modelados e analisados
pelo AIC 6, por isso foram mantidos nos modelos como
preditores lineares. Outras variáveis demonstraram ter
influência expressiva sobre os resultados dos modelos
testados, como é o caso da radiação e de seus lags, e dos
legs de precipitação. Estas constatações nortearam as
escolhas das variáveis para os modelos finais. A Tabela
4 apresenta os valores do AIC para os melhores mode-
los de cada variável individualmente segundo seu Lag
(quando aplicável).

A Figura 8 ilustra a relação entre desempenho e graus
de liberdade para alguns dos modelos analisados, e per-
mite a comparação entre modelos simples e compos-
tos. Os modelos nomeados com nomes de atributos (e.g.
Chuva, Radiação, Pressão) representam modelos que
utilizaram apenas uma variável para predição. Os mo-
delos com nomes de siglas, são composições. Os mode-
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Modelo AIC
Radiacao1 49649.14

Chuva Lag 1 88592,78
Temperatura Lag 1 9497565

Radiação Lag 1 49649,14
Umidade Lag 1 94849,14
Pressão Lag 5 94862,06

Velocidade do Vento 115273,5

Tabela 4: Lags com os GAMS de melhores AICs dentre
as variáveis analisadas em relação a seus grupos

Modelo DF AIC
R42Evento 106.24 25304.18

R42CC 94.21 36138.39

Tabela 5: Dois melhores modelos e suas composições de
variáveis

los que consideraram somente uma variável tem maior
valor de AIC e menos graus de liberdade, concetrando-
se no canto superior esquerdo do gráfico. Os modelos
com mais variáveis têm mais graus de liberdade, acom-
panhado em geral de melhor desempenho - no canto
inferior direito. Aqueles que utilizaram o custoso me-
canismo de "By"como fator juntamente na suavização,
apresentam também bons AIC, mas aumentam exage-
ramente os graus de liberdade, assim como o tempo de
processamento, que excedeu 2 horas em alguns casos.
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Figura 8: Modelos mesclados - critério de Akaike

Observa-se que modelos de melhor desempenho apre-
sentam resultados parecidos para o AIC. Dentre estes
modelos, foram escolhidos dois para a predição e para
estimativa das probabilidades conforme os limiares es-
colhidos. A Tabela ?? traz informações para os dois
modelos - R42CC, mais focado nos lags de Chuva e na
Radiação; e R42Evento que é similar, porém considera
maior heterogeneidade de variáveis com a inclusão de
temperatura e pressão e, principalmente, da categoria
Evento, que separa os eventos de precipitação. A coluna
"DF"corresponde aos valores de graus de liberdade.

Os modelos finais escolhidos correspondem aos mo-
delos 9 e 10 do gráfico 8. Os quadros a seguir constém
informações resumo sobre os modelos escolhidos, com a

descrição dos parâmetros utilizados.

Figura 9: Resumo do modelo R42Evento

Figura 10: Resumo do modelo R42CC

Observa-se a partir das tabelas que o modelo
R42Evento explica aproximadamente 45,1% da varia-
ção da precipitação horária neste conjunto de dados, e
com relação ao mesmo quesito, o modelo R42CC explica
aproximidamente 41,1% da variação da chuva.

Foram preditos os valores de precipitação conforme
os dois modelos, R42CC e R42Evento e posteriormente
foram obtidas as probabilidades de excedência dos 4
limiares propostos, para cada hora. O resíduo médio
da predição em relação ao dados observado foi de 0.255
para o modelo R42Evento e de -0.262 para o modelo
R42CC. Apesar disso, observou-se em relação aos valo-
res extremos uma tendência de subestimação do modelo
R42Evento com o máximo predito constando como 1.98
mm e uma tendência de superestimação pelo modelo
R42CC, que considera mais variáveis associadas à chuva.
O máximo valor de precipitação horária estimada por
esse modelo é de 82 mm, o que não é factivel.
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5 Conclusão

A utilização de modelos aditivos generalizados assu-
mindo a distribuição Tweedie Compound Poisson para
o entendimento do comportamento de chuvas horárias
demonstrou-se útil para compreender algumas relações
entre as variáveis. Contudo, necessita de mais testes e
parametrizações para ter sua aplicabilidade confirmada,
mesmo com relação o conjunto de dados utilizado. De-
vem ser testadas outras variáveis monitoradas e outros
exemplos de estação em contextos geográficos distin-
tos com a construção de datasets com mais parâmetos
que suportem aspectos físicos do fenômeno. Da mesma
forma, devem ser consideradas séries com menos falhas
de registro.

Com relação à parametrização, também é pertinente
buscar novas formas de avaliar os efeitos dos parâme-
tros, explorando as possibilidades dadas pelo GAMs
da forma como são aplicados nos pacotes utilizados.
Dentre as vantagens do tipo de modelo aplicado para a
modelagem da chuva, destaca-se a de identificação de
importantes relações não lineares entre múltiplos fatores
quando considerados conjuntamente, com as respectivas
suavizações, o que justificou ao menos parte da variação
da precipitação. Como exemplo, observou-se especial
importância da covariável radiação para a ocorrência
e o volume das chuvas, o que guarda relação com a
cobertura de nuvens que se forma no céu durante os
episódios de precipitação. A dependência da radiação
consiste também em uma das fragilidades dos modelos
propostos, já que este dado não é observável à noite,
fato que enviesou a construção destes modelos iniciais.
Como alternativas para a solução desta questão figuram
a utilização de outras variáveis e a via computacional,
com a aplicação de distintos modelos a cada período.

Com relação aos cenários probabilísticos criados a par-
tir da família tweedie, os mesmos se provaram factíveis
do ponto de vista de sua construção e da implementa-
ção, pensando em sistemas de alerta e outros sistemas
informativos úteis para a sociedade. Elas são consisten-
tes ao representar a menor probabilidade dos eventos
mais severos, em relação aos menos severos, tal como
se distribui a variável chuva. Entretanto, dependem da
qualidade da predição do GAM para ganharem consis-
tência, e serem avaliados adequadamente. Dessa ma-
neira, este estudo deve ter continuidade para assegurar
a aplicabilidade dos métodos utilizados.
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