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RESUMO

As não idealidades de moduladores em fase e em quadratura (IQ) podem
deteriorar significativamente a linearidade em transmissores sem fio. Neste contexto,
os procedimentos de linearização não devem apenas compensar as distorções do
amplificador de potência (PA), mas também neutralizar as não linearidades do modula-
dor. Para obter uma compensação total, diversas configurações já foram relatadas na
literatura e uma das técnicas mais difundidas é a adição de pré-distorsores em banda
base. Portanto, é essencial escolher o melhor modelo para realizar a modelagem do
sistema, seja essa direta ou inversa, visto que seus parâmetros influenciam na acurácia
da saída desejada e na complexidade da técnica. A contribuição deste trabalho contém
um novo modelo para a modelagem direta do conjunto PA e modulador, assim como a
proposta da generalização da técnica de Dynamic Deviation (GDD), aplicada para a
modelagem do mesmo conjunto. Para a modelagem direta, o modelo sugerido, baseado
em série de Volterra, propõe um novo truncamento, que permite controlar a influência
do complexo conjugado oriundo do modulador, podendo ser reduzido em diferentes
casos: um modelo polinomial genérico, um modelo que elimina os termos não úteis
para o PA e um modelo que leva em consideração uma abordagem de pequenos
sinais para os desequilíbrios do modulador. A variação desse truncamento permite
alterar a quantidade de coeficientes do modelo, diminuindo a sua complexidade. A
outra proposta desse estudo é a introdução de uma nova técnica, capaz de melhorar o
compromisso entre precisão e complexidade de qualquer modelo. A generalização de
Dynamic Deviation consiste em adicionar ao modelo M + 1 novos truncamentos, onde
cada um desses novos termos controla a quantidade de amostras passadas de uma
certa profundidade. Assim, é possível retirar elementos de pouca influência e simplificar
o modelo. Para a validação das propostas, em um primeiro momento, foram feitas
simulações em quatro cenários diferentes no software Matlab, com um mesmo sinal
de entrada LTE OFDMA. Os primeiros três cenários foram utilizados para a verificação
do modelo sugerido, testando-o em uma modelagem direta para um sistema estático,
para um sistema dinâmico e para a modelagem inversa. Assim, foi averiguado que o
novo modelo consegue diminuir a quantidade de coeficientes levemente, ao trabalhar
na modelagem direta, sendo em um sistema com ou sem memória. Já para a modela-
gem inversa, modelos da literatura continuam sendo mais vantajosos ao se considerar
a complexidade em modelagem. Por fim, um último cenário foi considerado para a
apuração de GDD. Nele, foram comparados dois modelos, sendo esses o modelo
proposto com e sem a aplicação de GDD. Ao variar os parâmetros de ordem polinomial,
profundidade de memória e truncamentos, verificou-se que de fato há uma redução
em complexidade. A imposição de GDD no modelo fez com que fosse possível atingir
um NMSE de aproximadamente -47 dB com apenas 10 coeficientes, quantidade 50%
menor em comparação ao modelo sem GDD.

Palavras-chave: Modelagem comportamental. Amplificador de potência. Modulador em
fase e quadratura. Série de Volterra. Dynamic Deviation.



ABSTRACT

The nonlinearities in in-phase/quadrature (IQ) modulators can significantly
degrade the linearity of wireless transmitters. In these circumstances, the linearization
procedures not only have to compensate for the power amplifier (PA) distortions, but
also for the modulator imbalances. In order to achieve a full compensation, different
configurations already have been reported in the literature. Moreover, one of the most
prevailing techniques is the implementation of baseband digital predistorters. Therefore,
it is crucial to choose the best behavior model to portrait the system, whether be for a
direct or inverse modeling approach, as its parameters affect on the outcome accuracy
and on the technique complexity. The contribution in this research lies in a new behavior
model for joint power amplifier and IQ modulator impairments modeling, as well as
the proposal of a generalized Dynamic Deviation (GDD) technique. In the context of
modeling, the new Volterra series based model proposes a novel truncation parameter,
which allows control over the complex conjugate terms from the modulator. In this
case, the model can be reduced to three different states: a generic polynomial model, a
model that eliminates non useful terms, and a model that takes in consideration a small
signals approach for the modulator’s imbalances. This parameter variation permits an
adjustment on the quantity of the model’s coefficients and results in a decrease on its
complexity. The other proposal of this study is the introduction of a new technique, which
is capable of improving any model’s complexity. The generalization of Dynamic Deviation
consists in the implementation of new M + 1 truncation parameters, where each one
of these terms controls the quantity of past samples in a specific memory depth. As a
result, it is possible to withdraw terms that generate less influence, simplifying the model.
To validate the proposals, simulations on Matlab were made following four scenarios,
with the same LTE OFDMA input signal. The first three scenarios were applied to verify
the proposed model, testing it in the direct and inverse modeling approaches, for static
and dynamic systems. Therefore, it was concluded that the new model was able to
slightly decrease the number of coefficients, in the direct modeling approach, whether in
a system with or without memory. However, for the inverse modeling scenario, models
found in literature continue to be more beneficial in the field of complexity. Lastly, a
last scenario was considered in the interest of investigating GDD. In this case, two
models were compared: the proposed model with and without GDD. When varying the
polynomial order, memory depth and truncation parameters, it was established that,
in fact, there is a reduction in complexity. The GDD implementation made possible to
achieve a NMSE of approximate -47 dB with only 10 coefficients. Which is 50% less
than the model without GDD.

Keywords: Behavior modeling. Power amplifier. In-phase and quadrature modulator.
Volterra Series. Dynamic Deviation.
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1 INTRODUÇÃO

1.1 MOTIVAÇÃO E JUSTIFICATIVA

Ao longo dos anos, com a adição de novos protocolos de interface de rádio,
como o WCDMA (Wideband Code Division Multiple Access) e o LTE (Long Term
Evolution), foi possível aumentar a capacidade de transmissão de dados em redes
de transmissão sem fio. A adoção desses padrões foi motivada, principalmente, pela
recorrente demanda de fluxo de dados para satisfazer a alta quantidade de novos
usuários e fornecer suporte aos serviços e conteúdos multimídia. Entretanto, como
diferentes usuários dividem o mesmo meio físico de transmissão, é necessário garantir
uma qualidade de serviço satisfatória, juntamente com a maximização da capacidade
de utilização do meio (KAKLAMANI; GKONIS, 2011). Com o intuito de cumprir esses
requisitos, provedores de dados costumam buscar uma certa linearidade para o sinal
transmitido, uma vez que qualquer distorção na amplitude ou na fase pode levar à
intermodulação que, além de causar a degradação da qualidade do sinal, pode causar
interferência entre canais adjacentes (RAYCHAUDHURI; MANDAYAM, 2012). Como,
na prática, um desempenho ideal não é alcançável, alguns dispositivos na cadeia de
transmissão, como o modulador em fase e quadratura (IQ) e o amplificador de potência,
possuem um comportamento indesejável que induz a não-linearidade, demandando
uma intervenção (YOUNES; GHANNOUCHI, 2013).

Atuando na amplificação do sinal, o PA apresenta o maior consumo de ener-
gia entre os componentes da rede, o que significa uma alta demanda por eficiência
(CRIPPS, 2006). Entretanto, ao buscar um nível de eficiência elevado, o PA acaba
atuando em sua região de saturação, comprimindo o sinal e causando desequilíbrios
na envoltória de saída. Diferentes métodos de linearização podem ser empregados
para alcançar um comportamento ótimo e, ao mesmo tempo, mantê-lo em um nível de
operação de alta eficiência, sendo a utilização de pré-distorsores em banda base um
dos mais difundidos. Essa abordagem considera o PA como uma caixa preta, sem a
necessidade de conhecer as características físicas do dispositivo (KENINGTON, 2000
e PEDRO; MAAS, 2005). Com os sinais de entrada e saída, equações polinomiais de
coeficientes complexos, como a série de Volterra, modelam o amplificador, obtendo
um pré-distorsor (DPD) com propriedades inversas às do componente (BENEDETTO;
BIGLIERI; DAFFARRA, 1979). Situado no estágio final de conversão, o modulador IQ é
outro fator passível a causar distorções, devido aos offsets entre as componentes em
fase e quadratura (CAVERS, 1997). Essas podem ser compensadas em banda base
por uma combinação linear entre as informações da envoltória e seu conjugado.

Aplicando uma abordagem conjunta, as não-linearidades do PA e do modulador
podem ser analisadas por um único modelo, necessitando de um polinômio conjunto
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para modelar ambos comportamentos. Entretanto, componentes passivos do circuito,
como indutores e capacitores, e implicações da temperatura podem causar efeitos
dinâmicos no PA, fazendo com que um modelo mais fiel leve em conta, não somente, a
entrada instantânea do PA, mas a influência de amostras passadas (BONFIM; LIMA,
2016). Uma técnica já difundida na literatura para modelagem de sistemas com efeitos
de memória é a série de Volterra (BENEDETTO; BIGLIERI; DAFFARRA, 1979). Diver-
sas pesquisas, com o objetivo de diminuir a complexidade computacional dos modelos,
já foram realizadas com a implementação de expressões polinomiais e séries de Vol-
terra para a modelagem conjunta (GHANNOUCHI; YOUNES; RAWAT, 2013)(ANTTILA;
HäNDEL; VALKAMA, 2010)(ZHAN; QIN; CAI;, 2011). Porém, novos métodos podem
ser implementados para diminuir a quantidade de termos nos polinômios, garantindo
uma mesma extensão de modelagem.

1.2 OBJETIVOS

1.2.1 Objetivo geral

O objetivo deste trabalho consiste em implementar, em Matlab, diferentes
modelos matemáticos aptos a prever, com baixo custo computacional e com alta
fidelidade, os comportamentos de moduladores IQ e amplificadores de potência em
transmissores de banda única. Esses novos métodos baseiam-se em polinômios e na
série de Volterra e visam modelar o conjunto PA e modulador IQ de forma simultânea,
ou seja, com um único modelo matemático.

1.2.2 Objetivos específicos

Mais precisamente, neste trabalho, os objetivos específicos serão:

• Estudar modelos da literatura que levem em consideração a compensação
conjunta do amplificador de potência e modulador IQ.

• Apresentar um modelo para modelagem direta do conjunto PA e modulador
IQ, com um novo truncamento, capaz de controlar a modelagem do complexo
conjugado oriundo do modulador.

• Propor a generalização da técnica de Dynamic Deviation, descrita em Zhu,
Pedro e Brazil (2006). Podendo ser aplicada em qualquer modelo, a nova
técnica possui o intuito de distinguir a influência de cada amostra passada e
diminuir ainda mais a quantidade de coeficientes.

• Comparar as contribuições apresentadas com trabalhos anteriormente realiza-
dos em pesquisas acadêmicas e os modelos encontrados na literatura.
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1.3 ORGANIZAÇÃO DO TRABALHO

Este trabalho está dividido na seguinte forma. No Capítulo 2, será apresentado
o embasamento teórico utilizado para o estudo, com os princípios básicos de funciona-
mento do amplificador de potência e modulador IQ de um transmissor; o Capítulo 3
relata os diferentes modelos e métodos de identificação de parâmetros encontrados na
literatura para a modelagem do sistema. Os métodos propostos deste trabalho serão
apresentados no quarto capítulo. No Capítulo 5, está exposta a metodologia para a
obtenção dos resultados, que serão apresentados no Capítulo 6. Por fim, no Capítulo
7, serão expostas as conclusões e as possibilidades de trabalhos futuros.
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2 FUNDAMENTAÇÃO TEÓRICA

No atual capítulo, serão expostos alguns dos princípios fundamentais acerca
de amplificadores de potência (PA) e moduladores em fase (I) e quadratura (Q) em
um sistema de rádio frequência (RF). Em seguida, os conceitos elementares de pré-
distorção e modelagem do comportamento desses componentes em banda-base são
apresentados.

2.1 AMPLIFICADORES DE POTÊNCIA DE RÁDIO FREQUÊNCIA

Os amplificadores de potência são dispositivos analógicos de extrema impor-
tância em sistemas de transmissão sem fio. Além de ser o último elemento da cadeia,
como mostra a Figura 1, é o que consome a maior quantidade de energia, já que
necessita prover, ao sinal, potência suficiente para ser transmitido pela antena e para
percorrer o trajeto no meio, a fim de atingir o receptor e ser demodulado (CRIPPS,
2006).

Figura 1: Diagrama em blocos de um transmissor básico em comunicações digitais

Fonte: O autor (2021).

Para realizar essa função, o amplificador de potência depende de um circuito
ativo para transformar a energia de sua fonte contínua (CC) em energia em corrente
alternada (CA) na sua saída (CRIPPS, 2006), conforme mostra a Figura 2 e acompa-
nhando o seguinte balanceamento de potência:

PCC + Pin − Pdissipada = Pout, (2.1)

com PCC representando a potência CC fornecida pela fonte, Pin a potência do sinal de
entrada, Pdissipada a potência dissipada para o meio e Pout indicando a potência do sinal
de saída.

Além do circuito ativo, composto, principalmente de transistores, o amplificador
de potência depende de circuitos de polarização CC e de circuitos de casamento de im-
pedância de entrada e saída para sua total capacidade de funcionamento. Tipicamente,
circuitos de casamento de impedâncias de um PA são compostos por componentes
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Figura 2: Balanceamento de potências de um PA

Fonte: Modificado de Bonfim (2016).

passivos adicionais entre a fonte e a carga e são utilizados para a transferência de
potência, entretanto, há casos onde podem fornecer máxima linearidade ao PA. Já o
circuito de polarização, influencia no modo de operação do transistor do circuito ativo, o
que altera significamente a eficiência e linearidade do amplificador. Dependendo da
configuração do circuito de polarização, o dispositivo pode ser classificado nas classes
A, AB, B e C (HYUNCHUL, 2003).

2.1.1 Compromisso entre linearidade e eficiência no PA

A Figura 3 apresenta um diagrama de blocos tradicional para um amplificador
de potência RF, onde x representa a entrada e y a saída do PA. Em um funcionamento
ideal, a potência de saída y se relaciona com a potência da entrada x através de uma
constante de ganho A, representando um comportamento linear descrito por

A =
Pout

Pin

. (2.2)

Figura 3: Diagrama de bloco de um PA

Fonte: Modificado de HYUNCHUL (2003).

Essa linearidade é essencial para operação em RF, pois grande parte da
potência transmitida pela estação base é restringida a uma certa largura de banda,
também chamada de canal (BRAITHWAITE, 2011). No entanto, ao elevar a potência
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de saída na busca de uma melhor eficiência no PA, o sistema começa a entrar em
uma região de saturação, devido às propriedades físicas dos componentes, geralmente
causada pelo fato da saída instantânea do amplificador ser limitada pelo circuito de
polarização (CRIPPS, 2006; POZAR, 2005). Portanto, a função de transferência de
um amplificador de potência pode ser dividida em duas principais regiões de operação:
uma linear e outra de compressão (HYUNCHUL, 2003). Para quantificar o alcance da
linearidade do PA, define-se o ponto de compressão de 1 dB como o ponto em que
a saída se reduz em 1 dB da sua característica linear ideal, podendo ser definido em
função da potência de entrada (IP1dB) ou de saída (OP1dB), conforme apontado na
Figura 4.

Figura 4: Definição do ponto de compressão de 1 dB em um PA não linear

.
Fonte: Modificado de Pozar (2005).

Na região linear, como o nome sugere, a curva se caracteriza pela linearidade
e pela operação de níveis baixos de potência de entrada. No entanto, novas tecnologias
de sistemas de comunicação não permitem o uso do amplificador em tal região, já
que são altamente reguladas por necessitarem aliar as taxas de transmissão de dados
e limitações na banda com a ampla variedade de usuários. Isto constitui um novo
problema, uma vez que a operação em potências mais elevadas, apesar de mais
eficiente, sugere uma forte compressão no ganho do PA e uma distorção no sinal. A
relação de compromisso entre eficiência energética e linearidade é exposta na Figura
5, onde η é rendimento do dispositivo e é representado por

η =
Pout

PCC

, (2.3)

com POUT simbolizando a potência de saída fornecida pelo amplificador e PCC a
potência CC aplicada pela fonte (PEDRO; CARVALHO, 2003).
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Figura 5: Curva típica de rendimento e potência de um PA

Fonte: Modificado de Silva (2014).

A operação em região de compressão, portanto, causa uma grande adversidade
no sistema, já que gera novos componentes no espectro de frequência e extrapola
os limites da largura de banda designada, envolvendo bandas de canais adjacentes.
Esses novos componentes podem ser classificados em harmônicas, que são funções
polinomiais derivadas da frequência de portadora, ou em produtos de intermodulação,
polinômios decorrentes da modulação digital localizados na proximidade da portadora.
Enquanto as componentes harmônicas podem ser facilmente removidas através de
filtros passa-banda com centro na portadora do sinal, a intermodulação propõe uma
abordagem mais complexa, uma vez que componentes podem ser geradas muito
próximas da frequência da portadora, podendo ser incorporadas na banda passante do
filtro (BASSAM; HELAOUI; GHANNOUCHI, 2011)(BRAITHWAITE, 2011). A Figura 6
exibe o exemplo da saída de um PA atuando em região de saturação, em função da
frequência. Nota-se que há o alargamento da banda decorrente das componentes de
intermodulação.

Figura 6: Esquema do espectro de frequência de um PA atuando em saturação

Fonte: Modificado de Silva (2014).
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2.1.2 Efeitos de memória no amplificador de potência

Outro ponto que deve ser levado em questão ao se analisar o comportamento
de um PA é a característica de retenção de memória do dispositivo. Esse conceito
descreve a capacidade na qual a saída, em um determinado instante, tem de depender
de amostras passadas. Isto é, considerando um sistema sem memória, a saída do
instante atual unicamente resulta dos dados do mesmo instante do sinal de entrada.
Em contrapartida, em uma situação com a presença de memória, a saída atual procede
tanto de entradas do instante atual, quanto de instantes antecedentes. Os efeitos de
memória são fontes adicionais de não linearidades no PA e ocorrem, em parte, como
consequência da habilidade de certos componentes em reter energia, como indutores e
capacitores. Distúrbios pela temperatura, principalmente no circuito ativo, e constantes
de tempo nos circuitos de polarização e casamento de impedância também contribuem
para o acúmulo de energia (HYUNCHUL, 2003).

Os efeitos dinâmicos de memória tendem a ser mais perceptíveis em sinais com
uma maior largura de banda, assim como aqueles de mais de uma portadora. Como é
o caso de amplificadores Doherty, que são bastante distribuídos em estações bases por
sua alta eficiência, mas que possuem efeitos dinâmicos acentuados (BRAITHWAITE,
2011).

Como exemplo, a Figura 7 apresenta como a saída de um PA é alterada na
presença de memória. Percebe-se que, além da compressão no ganho do amplifica-
dor, a memória gera um espalhamento na curva, afastando o PA ainda mais de seu
comportamento ideal.

Figura 7: Saída de um PA com diferentes profundidades de memória

Fonte: O autor (2021).



21

2.2 MODULADORES E DEMODULADORES IQ

Os moduladores e demoduladores IQ também podem fazer parte de uma
transmissão sem fio, visto que convertem a frequência do sinal sem estágios interme-
diários (IF). Isso simplifica o segmento de conversão do sinal, pois é possível realizar a
mudança de banda-base para RF, e por consequência, de RF para banda-base, sem a
adição de novos blocos, diminuindo o custo de implementação do sistema, bem como
a área do circuito e consumo de potência.

Situado no estágio final de conversão, o comportamento do modulador consiste
em alterar a frequência do sinal, através de um misturador e oscilador, mantendo
as características, como amplitude e fase, as mais próximas possíveis das originais.
Para isso, as componentes em fase (I) e quadratura (Q) do sinal são sucedidas de
osciladores com uma diferença de fase exata de 90º e de igual amplitude, com dois
caminhos idênticos no circuito, como mostra a Figura 8. Porém, em um modulador
ou demodulador real, a implementação do oscilador é exata apenas até determinado
ponto, podendo ser afetada por offsets no ganho ou na fase, causando diferenças
entre as partes em fase e quadratura e, consequentemente, introduzindo adicionais
componentes de intermodulação na resposta em frequência do sistema (CAVERS,
1997)(ANTTILA; ZOU; VALKAMA, 2011). Portanto, o desequilíbrio entre os elementos
I/Q no transmissor ou receptor podem facilmente alterar o desempenho final do sistema
de transmissão e prejudicar as medidas de desempenho como a taxa de erro por bit
(Bit Error Rate - BER).

Figura 8: Esquemático de um transmissor e receptor com modulador IQ ideal
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Fonte: Modificado de Anttila, Zou e Valkama (2011).

Com a finalidade de mitigar essas divergências no sinal, é preciso compreender
como as variações em ângulo e amplitude se apresentam no sistema. Desse modo, a
Figura 9 apresenta a estrutura de um modulador não ideal.
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Figura 9: Esquemático de um transmissor e receptor com modulador IQ real
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Fonte: O autor (2019).

O modulador recebe uma entrada complexa y(n)=yi(n)+jyq(n) (em MHz) e gera
um sinal portador real e modulado s(n) (GHz), visto em

s(n) = �{y(n)[cos (2πfct)− (1 + α)j sin (2πfct+ φ)]}. (2.4)

Os desequilíbrios de fase (φ) e amplitude (α), que resultam da não linearidade
da operação, são mostrados na portadora em (2.4) e na Figura 9, assim como a sua
frequência fc e o sinal s(n), que é então processado pelo PA. Em um demodulador
ideal, para analisar o sinal original em banda-base, s(n) passa por duas multiplicações
separadas, uma por cos (2πfct) e outra por − sin (2πfct) para demodular as partes
paralelas de yi(n) e yq(n). As operações são seguidas por um filtro passa-baixas (LPF)
para remover as harmônicas não desejadas, que resultaram das multiplicações. Como
resultado, a envoltória complexa de entrada y(n) é relacionada com a saída z(n) por

z(n) = yi(n) + (α + 1)[cos (φ)j − sin (φ)]yq(n). (2.5)

2.3 PRÉ-DISTORÇÃO E MODELAGEM COMPORTAMENTAL

Com o propósito de linearizar as não idealidades decorrentes do PA e do
modulador IQ, apresentadas nas seções anteriores, estudos de procedimentos de
linearização são bastante difundidos na literatura, como as técnicas de Feedfoward
e Feedback (CRIPPS, 2006)(BRAITHWAITE, 2011)(MONTORO; GILABERT, 2011).
Entre essas abordagens, a pré-distorção é um dos métodos mais habituais e pode ser
empregada em dois modos: em banda-base ou em rádio frequência. Quando apresen-
tada em RF, a aplicação de um bloco de pré-distorção é mais difícil de ser realizada em
comparação a sua contraparte em banda-base, consequência da exigência de circuitos
analógicos e modelos matemáticos complexos. Portanto, um pré-distorsor em sua
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forma digital em banda-base é o modo mais vantajoso, já que possibilita uma largura
de banda coerente com a demanda, permite o uso de diferentes algoritmos para a
correção do sinal (GUPTA et al., 2006) e ainda pode ser aplicado para a compensação
tanto das distorções do amplificador, quanto do modulador IQ.

A pré-distorção digital vale-se do princípio de se realizar modificações à am-
plitude e fase do sinal antes de introduzi-lo ao dispositivo, de forma que a correção
para um mesmo padrão de sinal fique armazenada. Isto é, colocar em cascata com o
dispositivo (em banda-base) um compensador, Figura 10, propositalmente não linear,
que tenha comportamento oposto ao observado. Sendo assim, a entrada é distorcida
de um modo em que a não linearidade é compensada após a cascata completa do
sistema.

Figura 10: Diagrama de blocos para as possíveis configurações de DPD
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Fonte: O autor (2019).

A Figura 11 apresenta a curva de transferência de um PA, de seu pré-distorsor e
da cascata pré-distorsor seguido do PA. Nota-se que o comportamento do pré-distorsor,
em vermelho, é integralmente inverso ao do amplificador, em azul. E por fim, a saída,
em verde, expressa a característica linear da saída compensada.

Os pré-distorsores podem ser obtidos pela modelagem inversa do amplificador
de potência ou modulador IQ, ou seja, através de um modelo computacional que simule
o desempenho inverso do dispositivo. Há duas formas principais para se modelar os
componentes do sistema RF, a modelagem física e a comportamental (BENEDETTO;
BIGLIERI, 1999). Na física, são analisados os componentes eletrônicos, ao nível de
circuito, e princípios físicos que os constituem, fazendo o uso de modelos não-lineares
do circuito ativo e componentes passivos para relacionar as tensões e correntes dos
terminais. O resultado é uma análise com alta exatidão, mas com a desvantagem de
uma alta complexidade no momento de realização dos cálculos do modelo. Já em uma
modelagem comportamental, também conhecida como empírica, apenas os dados
de entrada e saída do sistema são considerados, gerando um processamento bem
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Figura 11: Curva de transferência normalizada do PA, pré-distorsor e da cascata

Fonte: O autor (2019).

menos complexo e mais eficiente. No entanto, devido ao ajuste do modelo, essa técnica
limita-se a sinais de entrada com uma mesma compatibilidade. Ou seja, o modelo é
restringido ao uso de sinais com uma mesma classe de excitação, como WCDMA e
LTE.

2.4 MODELAGEM COMPORTAMENTAL

Além da modelagem inversa, aplicada em pré-distorção, a modelagem com-
portamental pode ser empregada na sua forma direta. Considerando a concepção
de um PA, por exemplo, é possível realizar uma simulação em nível de sistema, ao
invés de uma em nível de circuito, reduzindo o tempo necessário para a obtenção dos
resultados e refinamento do dispositivo. Para ambas finalidades, a modelagem compor-
tamental trata o dispositivo como uma caixa preta e, geralmente, utiliza-se de modelos
matemáticos ou de estruturas de look-up tables (LUT) para representar, com alta acurá-
cia, o comportamento estudado (ISAKSSON; WISELL; RONNOW, 2006a)(GILABERT;
MONTORO, 2011). A Figura 12 exemplifica o esquemático para a modelagem com-
portamental, onde um mesmo sinal complexo de entrada é atribuído tanto para o
dispositivo, neste caso um PA, quanto para o modelo a ser utilizado (G[.]). Para ajustar
os coeficientes do modelo, procura-se minimizar o módulo do sinal de erro computado
da diferença entre o sinal de saída de cada bloco (erro(n) = ymedido(n)− yestimado(n)).

2.4.1 Estruturas para a extração da modelagem inversa

A utilização de modelos comportamentais é uma prática comum na área, pois
também permite a pré-distorção através de um mapeamento do funcionamento inverso
do dispositivo. Dentre esse escopo de modelagem inversa, distintas estratégias para
identificação dos parâmetros do pré-distorsor são encontradas na literatura, como os
esquemas de aprendizagem direta e indireta (ZHU, 2011).
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Figura 12: Diagrama de blocos para a obtenção da modelagem comportamental do PA

Fonte: O autor (2019).

No esquema de aprendizagem direta, demonstrado na Figura 13, inicialmente
estima-se o modelo do dispositivo (G[.]) através dos dados de entrada e saída. Caso o
modelo escolhido for linear em seus coeficientes, métodos de identificação, como o mé-
todo dos mínimos quadrados (Least Square - (LS)), representados pela seta pontilhada,
são utilizados para determinar os melhores parâmetros possíveis (MATHEWS; SICU-
RANZA, 2000). Então, a função do pré-distorsor é adquirida diretamente da inversa do
modelo encontrado (H[.] = G−1[.]). Esse tipo de identificação não é recomendado para
sistemas que sofram com os efeitos dinâmicos de memória, uma vez que é complicado
encontrar a inversa exata do modelo, além de ocorrer a possibilidade de manifestação
de erros no ajuste (KENNINGTON, 2000). Portanto, é mais recomendado o uso da
aprendizagem direta em sistemas sem memória de fácil identificação de inversa, que
comumente fazem a aplicação de LUTs e estruturas polinomiais.

Figura 13: Estrutura de aprendizagem direta

Fonte: Modificado de Zhu (2011).

A estratégia de identificação indireta, por outro lado, é largamente aplicada em
sistemas com memória, pois origina-se da hipótese de que um modelo de pós-distorsor
de ordem p é idêntico a seu pré-distorsor de mesma ordem. Tal suposição pode ser
feita uma vez que as não linearidades introduzidas após determinada ordem p são
normalmente desconsideradas em sistemas de transmissão reais. Assim, o modelo
utilizado como pós-distorsor pode ter seus parâmetros copiados e utilizados em uma
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versão de pré-distorção (ZHU, 2011). A Figura 14 apresenta um esquemático em blocos
comum para esta aplicação. Para a extração do pós-distorsor, a entrada e saída do
dispositivo são invertidas na estimação do modelo, e os coeficientes são reproduzidos
no pré-distorsor.

Figura 14: Estrutura de aprendizagem indireta
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Fonte: Modificado de Zhu (2011).
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3 MODELAGEM COMPORTAMENTAL DE AMPLIFICADORES DE POTÊNCIA E
MODULADORES IQ

No capítulo anterior, foram expostos os conceitos fundamentais de amplificado-
res de potência e moduladores IQ, assim como suas contribuições indesejadas para
a distorção de sinais RF e a técnica de linearização por pré-distorção digital e mode-
lagem comportamental. Deste modo, nota-se que a acurácia do resultado desejado
é fortemente ligada ao modelo selecionado para cada dispositivo. Portanto, neste
capítulo, serão apresentados os princípios de diferentes modelos comportamentais
para amplificadores de potência e moduladores IQ.

3.1 MODELAGEM DO AMPLIFICADOR DE POTÊNCIA

3.1.1 Comportamento passa-banda do PA

O PA de RF caracteriza-se pelo seu comportamento passa-banda e é excitado
por sinais modulados com largura de banda bem menor que a frequência da portadora
fc. Portanto, seus modelos em passa-baixa devem respeitar as restrições impostas por
essa natureza.

A Figura 15 ilustra os sinais de entrada e saída de um PA de RF em função da
frequência. Nota-se, que a envoltória de saída manifesta-se em torno da frequência de
portadora fc (na ordem de GHz) e apresenta a ampliação da banda causada pelas não
linearidades do PA.

Figura 15: Espalhamento do espectro de frequência da entrada e saída de um PA

Fonte: Modificado de Silva (2014).

Tais envoltórias podem ser descritas pelas seguintes expressões descritas no
tempo:

xRF (n) = �[x(n)ej2πfcn] = Ax cos (2πfcn+ θn) (3.1)

e
yRF (n) = �[y(n)ej2πfcn] = Ay cos (2πfcn+ θn + ϕn), (3.2)
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onde xRF (n) e yRF (n) representam os sinais de portadora em RF da entrada e saída do
PA, modelados pelas envoltórias complexas x(n) e y(n), respectivamente. θn simboliza
o ângulo de fase na entrada e ϕn a diferença angular entre as fases das envoltórias de
saída e de entrada.

A fim de diminuir a complexidade e reduzir a máxima frequência que o modelo
deve analisar, decorrente da necessidade de se satisfazer o critério de Nyquist, um
modelo conciso pode ser extraído ao representar o comportamento do PA em banda
base, por meio das envoltórias complexas x(n) e y(n), descritas por:

x(n) = xi(n) + jxq(n) = Ax(n)e
jθn (3.3)

e
y(n) = yi(n) + jyq(n) = Ay(n)e

j(θn+ϕn). (3.4)

Neste caso, percebe-se em (3.3) e (3.4) que a frequência de amostragem
analisada cai para um segmento de banda de mesma ordem e próximo à largura de
banda da envoltória (MHz). A Figura 16 mostra essa diferença no espalhamento do
espectro de frequência ao se comparar os dois modos, onde é visível a diminuição da
máxima frequência a ser introduzida no modelo, o que faz a modelagem em banda-base
ser a opção mais favorável em nível computacional.

Figura 16: Espalhamento do espectro de frequência de saída para modelos
(a) passa-banda e (b) bassa-baixa

M

Fonte: Modificado de Silva (2014).

Apesar de ser conveniente para a linearização de PAs, esse tipo de modelo,
se não for refinado, sugere o aparecimento de termos adicionais na banda passante
decorrentes da sobreposição das harmônicas com a frequência fundamental em banda
base, já que não é possível distinguir a origem das contribuições. Portanto, é de grande
importância certificar-se que apenas termos significativos sejam gerados pelo modelo.
Para garantir tal feito, de modo que não produza uma resposta nula em banda base, a
envoltória complexa y(n) deve depender da fase de entrada, preservando o valor unitário
das multiplicidades de 2πfcn. Em modelos polinomiais, por exemplo, é possível mostrar
que apenas termos na forma de xp(n)x∗(p−1)(n) geram contribuições significativas,
ou seja, aqueles que envolvam uma combinação de p frequências positivas e p − 1

frequências negativas (LIMA; CUNHA; PEDRO, 2011). Além disso, contribuições
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não situadas ao redor de fc são geralmente filtradas e descartadas (BENEDETTO;
BIGLIERI; DAFFARA, 1979). Entretanto, outras circunstâncias do modelo em passa-
baixas também geram termos não necessários, como o caso de termos pares. Se
(3.1) for aplicado em um sistema não linear de paridade par em passa banda, então
(3.2) terá uma resposta nula, como demonstrado em Lima, Cunha e Pedro (2011). Isso
implica que, em passa-baixas, o modelo comportamental do PA deve somente levar
em consideração termos ímpares em respeito à envoltória complexa de x(n). Portanto,
para que sejam estimadas pelo modelo apenas contribuições físicas significativas,
que possam ser observadas na prática, as restrições acima apresentadas devem
ser seguidas. Assim, é possível manter a precisão do modelo, sem aumentar a
complexidade computacional do mesmo.

3.1.2 Sistemas sem memória

Em sistemas de transmissão sem os efeitos de memória, como a largura de
banda da envoltória de entrada é bem menor do que a disponível na largura do PA, a
quantidade de distorção aplicada na amplitude e fase da saída resulta somente das
características do mesmo instante da envoltória de entrada.

Como visto em seções anteriores, a modelagem do comportamento não linear
do PA pode guiar a simulação de um sistema ou construção de um pré-distorsor para a
sua linearização. Alguns destes modelos que se destacam para atuação em sistemas
sem memória serão discutidos em seguida e são esses os modelos polinomiais e
aqueles fundamentados em LUTs.

3.1.2.1 Modelos polinomiais

Na modelagem por funções polinomiais, cada instante da saída do PA é di-
retamente estimado pela interação da entrada com coeficientes complexos. Esse
comportamento pode ser expresso pela seguinte expressão geral em banda base:

out(n) =

P0∑
p=0

ap[z(n)]
p+1[z∗(n)]p

=

P0∑
p=0

apz(n)|z(n)|2p, (3.5)

onde z(n) e out(n) são as amostras presentes na entrada e saída do PA, respectiva-
mente, P = 2P0 + 1 é a ordem polinomial e ap são os coeficientes complexos (PEDRO;
MAAS, 2005)(QIAN; ZHOU, 2011). Ao se trocar os dados de entrada e saída, (3.5) tam-
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bém pode ser utilizada como modelo para a inversa do PA, ou seja, um compensador
(FREIRE; LIMA, 2014),

z(n) =

P0∑
p=0

a′pout(n)|out(n)|2p, (3.6)

com out(n) e z(n) representando as amostras de entrada e saída do modelo inverso,
respectivamente, P = 2P0 + 1 representa a ordem polinomial e a′p são os novos
coeficientes complexos. Porém, ao se comparar com (3.5), a ordem polinomial de (3.6)
é maior, devido ao formato característico da curva de transferência do PA.

3.1.2.2 Outros modelos para sistemas sem memória

Outro modelo possível de ser aplicado na pré-distorção são as LUTs. Apesar
de ser um modelo bastante utilizado por ser, até certo grau, fácil e simples de ser
implementado, necessita de um maior armazenamento de memória, comparado ao
modelo polinomial, por armazenar todas as combinações de constelações possíveis
(ZHU, 2011). Neste caso, os sinais são pré-distorcidos após o processamento com uma
tabela de coeficientes e, posteriormente, são modulados para RF para a amplificação
no PA. Para organizar a tabela LUT, o mapeamento direto é o recurso mais simplificado.
Primeiramente, a saída do PA é medida e modulada novamente para banda base
para que haja a comparação com a entrada e, então, é produzido um sinal de erro
utilizado para mapear os locais da constelação no plano cartesiano complexo, de partes
I e Q, através de uma tabela bi-dimensional. Posteriormente, a tabela é aplicada no
mapeamento e conversão do sinal original de entrada para sua forma pré-distorcida.

3.1.3 Sistemas com memória

O modelo polinomial apresentado em (3.5) consegue descrever o comporta-
mento do amplificador de potência, entretanto, o faz de uma forma mais simplificada,
pois não consegue caracterizar os efeitos dinâmicos do PA de RF. Ao passo que as
características não ideais da saturação e compressão de ganho são associadas aos
transistores, componentes passivos do circuito, como indutores e capacitores, e implica-
ções da temperatura no circuito podem causar efeitos dinâmicos no sistema. Portanto,
um modelo mais fiel deve levar em conta, não somente, a entrada instantânea do PA,
mas a influência de amostras passadas. Esta influência, porém, decresce com o au-
mento do intervalo de tempo entre a amostra de saída medida e a aplicação da amostra
de entrada (BONFIM; LIMA., 2016). Na maioria dos casos, modelos que consideram
os efeitos dinâmicos de memória são classificados em redes neurais artificiais e série
de Volterra, incluindo suas simplificações, como modelos polinomiais de memória e
modelos baseados em blocos.
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3.1.3.1 Redes Neurais

As redes neurais artificiais (RNA) possuem como componentes essenciais o
seu conjunto de neurônios, o modo de conexão entre esses elementos e o método de
treinamento da rede. Como o nome sugere, esse método visa emular os neurônios
humanos para resolver adversidades complexas de sistemas não lineares. Dentre
suas configurações mais utilizadas em modelagem estão a topologia Feedfoward e,
principalmente, o modelo de Perceptron de Multicamadas (MLP) (LEUNG; HAYKIN,
1991)(ISAKSSON; WISELL; RONNOW, 2006b), exemplificado na Figura 17.

Figura 17: Esquemático de uma rede neural da topologia de perceptron de três camadas (TLP)

Fonte: Modificado de Freire (2015).

Quando atuada em modo Feedfoward, a rede neural se estrutura de uma
forma em que os dados são passados de uma camada a outra em uma única direção,
começando na camada de entrada, trafegando pelas camadas ocultas até a saída na
última camada. Além disso, nesta configuração, cada neurônio, também chamado de
perceptron, de uma camada é conectado com todos os neurônios da camada anterior.
O esquemático de um neurônio de uma topologia MLP é ilustrado na Figura 18, onde
são vistos três elementos: as entradas (de x1 a xn), relacionadas com seus respectivos
pesos wk, um somador, que realiza a soma ponderada das entradas e aplica um valor
de bias, e a função de ativação γ(.) (HAYKIN, 2001). Essa função de ativação limita a
amplitude de saída do neurônio e define seu comportamento. Exemplos de funções de
ativação são a função degrau e a sigmoide, representadas respectivamente por:

γ(.) =

{
1, se uk ≥ 0

0, se uk < 0
(3.7)

e
γ(.) =

1

1 + e−uk
. (3.8)

Por outro lado, o processo de treinamento, como a retropropagação, estabelece
o melhor valor do conjunto de pesos wk e bias para cada neurônio, através da aprendi-
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zagem por correção de erro (MENDEL; MCLAREN, 1970). Esse tipo de algoritmo é
uma generalização do método do mínimo quadrático médio (HAYKIN, 2001).

Figura 18: Esquemático de um neurônio

Modificado de Freire (2015).

Seguindo as características mostradas acima, as diversas topologias de redes
neurais podem se diferenciar de acordo com o tipo da entrada e da saída do modelo,
assim como a quantidade de redes. Na maioria das topologias usadas em modelagem
de PAs, utiliza-se valores reais como entrada, separando as partes reais xi(n) e
imaginária xq(n) ou a amplitude e fase do sinal (ISAKSSON; WISELL; RONNOW, 2005)
(BIBUKAHLA, 1997).

3.1.3.2 Modelos baseados em série de Volterra

Uma técnica utilizada em diferentes áreas de estudo, para a modelagem de
sistemas não lineares com memória, descritos no tempo, é a série de Volterra. Esta
série gera integrais de convolução multidimensionais, através da combinação de uma
representação em integral de convolução unidimensional para sistemas lineares dinâmi-
cos e um sistema não linear estático expresso em uma série de Taylor (LIMA; CUNHA;
PEDRO, 2011)(LIMA et al., 2009). Considerando um sistema linear invariante no
tempo (LTI), sua envoltória de saída y(t) é expressa como a convolução unidimensional
descrita por

y(t) =

∫ ∞

−∞
h(τ)x(t− τ)dτ, (3.9)

onde h(τ) configura a resposta ao impulso que caracteriza o sistema e x(t) é a sua
entrada. Se esse mesmo sistema for causal, ou seja, se a saída só depende de valores
passados, desconsiderando amostras futuras, então o limite inferior de (3.9) pode ser
alterado para 0. De outro modo, caso a resposta ao impulso do sistema h(τ) for finita e
limitada a M , o limite superior de (3.9) também é limitado ao mesmo M .
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Já no caso de um sistema estático, sem memória, e não linear, sua série de
Taylor pode ser apresentada na forma de

y(t) =

P0∑
p=0

cp[x(t)− x0(t)]
p, (3.10)

centralizada em x0(t) e truncada na ordem polinomial P0.
Desta forma, ao combinar as expressões de (3.9) e (3.10), incluindo o compor-

tamento dinâmico no sistema sem memória, obtém-se a seguinte série de Volterra:

y(t) =

P0∑
p=1

∫ M

0

· · ·
∫ M

0

hp(τ1, · · · , τp)x(t− τ1) · · · x(t− τp)dτ1 · · · dτp (3.11)

As funções descritas por hp são conhecidas por representarem os kernels da
série, que descrevem as não linearidades do sistema. Essa mesma equação (3.11)
pode ser reescrita na forma de operadores, como em:

y(t) =

P0∑
p=1

Hp[x(t)], (3.12)

onde os operadores Hp[x(t)] são definidos por:

Hp[x(t)] =

∫ M

0

· · ·
∫ M

0

hp(τ1, · · · , τp)x(t− τ1) · · · x(t− τp)dτ1 · · · dτp. (3.13)

Como para a caracterização e modelagem comportamental de um PA é impos-
sível medir através da amostragem, exatamente, todos os instantes de tempo contínuo
que a expressão (3.13) contém, é necessário realizar modificações para que o sistema
seja representado em sua forma discreta. Portanto, a série de Volterra discreta é dada
por:

y(n) =

P0∑
p=1

M∑
q1=0

M∑
q2=q1

· · ·
M∑

qp=qp−1

hp(q1, · · · , qp)
p∏

j=1

x(n− qj), (3.14)

onde x(n) e y(n) são as envoltórias amostradas no tempo n de entrada e saída,
respectivamente. M representa a profundidade de memória da série e P a ordem
polinomial.

Seguindo as informações já expostas sobre o comportamento passa-banda
do PA, é conveniente utilizar seu equivalente em passa-baixa. Por consequência,
assumindo que (3.14) aproxime um comportamento em RF, sua representação em
passa-baixa pode ser descrita com a expressão
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ỹ(n) =
P∑

p=1

M∑
q1=0

M∑
q2=q1

· · ·
M∑

qp=qp−1

M∑
qp+1=0

M∑
qp+2=qp+1

· · ·
M∑

q2p−1=q2p−2

× h̃2p−1(q1, q2, · · · , q2p−1)

p∏
j1=1

x̃(n− qj1)

2p−1∏
j2=p+1

x̃(n− qj2), (3.15)

com x̃(n) e ỹ(n) sendo as envoltórias de entrada e saída do PA, respectivamente, 2P −1

o truncamento da ordem polinomial da série e h2p−1(q1, q2, ..., q2p−1) os equivalentes,
em passa-baixas, dos kernels de Volterra, que podem ser obtidos através do método
dos mínimos quadrados (LS), já que a série discreta é linear em seus coeficientes
(MATHEWS; SICURANZA, 2000). O modelo do pré-distorsor, seguindo a aprendizagem
indireta do modelo da inversa, é encontrado ao trocar as envoltórias de entrada e saída
de (3.15), como demonstrado na análise teórica de Freire e Lima (2014).

No entanto, ao depender da profundidade de memória M e da ordem polinomial
da série (2P − 1), o número de coeficientes a serem analisados amplia consideravel-
mente ao aumentar tais parâmetros (LIMA; CUNHA; PEDRO, 2011). A quantidade
exata de coeficientes complexos de (3.15), em função de M e P , pode ser expressa
como:

P−1∑
p=0

[(M + p)!]2(M + p+ 1)

(M !)2(p!)2(p+ 1))
. (3.16)

A alta quantidade de parâmetros são um dos problemas principais na hora da
inversão da matriz de auto-correlação, quando se utiliza as técnicas de identificação
lineares. Até um número modesto de coeficientes pode causar inacurácia na parte de
extração e causar uma insatisfação no desempenho do modelo.

Para mitigar tais efeitos, modificações na série de Volterra, baseadas na sua
simplificação e no conceito de Dynamic Deviation são apresentados na literatura em
Zhu, Dooley e Brazil (2006), Zhu, Pedro e Brazil (2006) e Lima, Cunha e Pedro (2011).
Para tanto, um novo ponto de estado inicial x0(t) é escolhido para cada instante no
tempo, gerando kernels que também variam com o tempo. Isso é possível através da
introdução da função de Dynamic Deviation

e(t, τi) = x(t− τi)− x(t), (3.17)

que representa o desvio da entrada com memória x(t− τi) em relação a x(t). Substi-
tuindo (3.17) em (3.11) obtém-se a série modificada
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y(t) =FDC [x(t)] +
∞∑
n=1

∫ ∞

−∞
· · ·

∫ ∞

−∞

× gn[x(t), τ1, · · · , τn]e(t, τ1) · · · e(t, τn)dτ1 · · · dτn, (3.18)

onde FDC e os kernels variantes no tempo gn são denominados por:

FDC [x(t)] =
∞∑
n=1

xn(t)

∫ ∞

−∞
· · ·

∫ ∞

−∞
hn(τ1, · · · , τn)dτ1 · · · dτn (3.19)

e

gn[x(t), τ1, · · · , τn] =
∞∑
k=n

x(k−n)(t)

(
k

n

)∫ ∞

−∞
· · ·

∫ ∞

−∞

× hk(τ1, · · · , τk)dτn+1 · · · dτk. (3.20)

Ao realizar essa mudança, um truncamento na primeira ordem de (3.18) é viável
para a modelagem do comportamento do PA, uma vez que se assumem memórias
de curto prazo (LIMA; CUNHA; PEDRO, 2011). Desse modo, após realizar algumas
manipulações matemáticas, Zhu, Pedro e Brazil (2006) apresentou um novo modelo
baseado na série de Volterra para a modelagem de um PA em RF, descrito como:

y(n) =

P0∑
p=1

hp(0, · · · , 0)xp(n) +
P∑

p=1

min(p,R)∑
r=1

xp−r(n)

×
M∑

q1=1

· · ·
M∑

qr=qr−1

hr(0, · · · , 0, q1, · · · , qr)
r∏

j=1

x(n− qj), (3.21)

onde P0 ≥ R. Seu modelo equivalente em passa-baixas também foi proposto em Zhu,
Pedro e Brazil (2006), sendo obtido após a remoção de ordens elevadas do modelo.
Tais termos são retirados, pois os efeitos dinâmicos tendem a perder força ao aumentar
a ordem em PAs reais. A versão passa-baixas, de ordem polinomial P0 = 2P − 1 e
considerando a simetria entre os kernels, é apresentada como:
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ỹ(n) =
P∑

p=1

h̃2p−1(0, · · · , 0)x̃p+1(n)[x̃∗(n)]p

+
P∑

p=1

min{2p−1,R}∑
r=1

min{2p−1−r,p−1}∑
c=0

[x̃(n)]2p−1−r−c[x̃∗(n)]c
M∑

q1=1

· · ·
M∑

qr=qr−1

× h̃2p−1(0, · · · , 0, q1, . . . , qr)
r−(p−1−c)∏

j1=1

x̃(n− qj1)

min{r,p−1−c}∏
j2=1

x̃∗(n− qj2). (3.22)

Além dos truncamentos decorrentes da memória M e ordem polinomial P , a
série representada em (3.22), apresenta um terceiro fator R, que indica a quantidade
máxima de entradas passadas que são consideradas no cálculo daquela saída. Ao
escolher um valor de R menor do que P , reduz-se consideravelmente a quantidade
de parâmetros complexos, uma vez que essa cresce de forma quase linear, reduzindo
a complexidade do modelo ao se comparar com a abordagem geral da série, que
tinha o número de seus coeficientes crescendo exponencialmente com P e M . Outro
ponto vantajoso na linearidade dos kernels h2p−1, é o uso do método de LS e de outras
técnicas de identificação de sistemas lineares.

3.1.3.3 Outros modelos para sistemas com memória

Os algoritmos orientados por blocos também se utilizam de polinômios (com ou
sem memória) para a modelagem das não linearidades do PA, a exemplo dos modelos
de Hammerstein e Wiener (ISAKSSON; WISELL; RONNOW, 2006b)(MUHA et al.,
1999a). Esses modelos são considerados como uma cascata de dois blocos, o primeiro
é um bloco de função não linear e o outro caracteriza um filtro adaptativo. No caso
do modelo de Hammerstein, o bloco do filtro é posterior ao de não linearidade e já no
modelo de Wiener, esse é colocado previamente.

3.2 MODELAGEM DE MODULADORES EM FASE E QUADRATURA

Assim como nos amplificadores de potência, a modelagem comportamental
pode ser implementada para os moduladores IQ. Todo o processo descrito em (2.5),
que engloba as não idealidades do modulador e um demodulador ideal pode ser
representado por

z(n) = b1y(n) + b2y
∗(n), (3.23)

com y∗(n) sendo o complexo conjugado da entrada do modulador, b1 e b2 os coe-
ficientes complexos e z(n) o sinal de saída. Pode-se questionar se a não ideali-
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dade do modulador IQ poderia ser representada por (3.5). Para isso, (3.23) teria
de ser escrita como (3.5), exigindo, assim, que y∗(n) pudesse ser representado por
y(n), y(n)|y(n)|, ..., y(n)|y(n)|P , como se mostra em

P∑
p=0

bpy(n)|y(n)|p ≈ y∗(n)coef, (3.24)

onde coef é qualquer tipo de coeficiente. Mas porque

y(n) = |y(n)|ejθ, (3.25)

y∗(n) = |y(n)|e−jθ = |y(n)|e−2jθejθ, (3.26)

e

P∑
p=0

bp|y(n)|p+1 = coef |y(n)|e−2jθ, (3.27)

(3.24) não é possível de ser concretizada, já que é impossível obter uma fase somente
com informações sobre a amplitude de um sinal. A equação descrita em (3.23) descreve,
também, o comportamento inverso, ao se inverter os dados de entrada e saída,

y(n) = c1z(n) + c2z
∗(n), (3.28)

onde os coeficientes complexos c1 e c2 são obtidos na relação de (3.23) e (3.28), sendo

c1 =
1

b1 + b2
+

b2(b
∗
1 + b∗2)

(b1 + b2)(|b1|2 − |b2|2) (3.29)

e
c2 =

−b2
|b1|2 − |b2|2 . (3.30)

Um compensador IQ, também conhecido como o modelo de pré-inversor do
modulador, é, então, definido como

y(n) = c1x(n) + c2x
∗(n), (3.31)

onde x(n) é o sinal de entrada do compensador IQ. O modelo (3.31) é um típico modelo
usado na literatura (ANTTILA; VALKAMA; RENFORS, 2006)(LI et al., 2006). Outros
modelos para o modulador, baseados em Volterra, séries complexas de potência e
modelos não lineares também podem ser encontrados na bibliografia da área (CAO et
al., 2009) (LI et al., 2006)(ZHAN; QIN; CAI, 2011).
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3.3 MODELAGEM CONJUNTA DE PAS E MODULADORES IQ

Nas seções anteriores foram apresentadas duas categorias de modelos com-
portamentais, uma para o amplificador e outra para o modulador IQ. No entanto, a
utilização de modelos separados para a modelagem total do sistema traz complica-
ções, uma vez que se torna complicado identificar a saída e entrada de cada modelo,
sem obter, também, a influência das não linearidades do outro dispositivo (MARCON-
DES; LIMA, 2017)(MARCONDES; LIMA, 2018). Portanto, essa seção apresenta a
modelagem do sistema como um todo, com modelos que conseguem seguir, simultane-
amente, tanto as não linearidades do PA, quanto as distorções causadas na modulação,
baseando-se nos conceitos já apresentados de polinômios, redes neurais e, princi-
palmente, séries de Volterra. No escopo da modelagem conjunta, a série de Volterra
se destaca por conseguir modelar as não idealidades de ambos dispositivos, porém
como gera um alto número de coeficientes, também desencadeia diferentes variações e
métodos para sua otimização, como em (CRESPO-CADENAS et al., 2016), (CRESPO-
CADENAS et al., 2017). A Figura 19 ilustra o diagrama da modelagem conjunta direta
do sistema, onde o módulo do erro é utilizado para o ajuste dos coeficientes do modelo.

Figura 19: Diagrama de blocos da modelagem conjunta direta

PA

Modelo

+
-

( )erro n

Modulador 
IQ

( )z n( )in n

Fonte: O autor (2021).

3.3.1 Modelagem conjunta baseada em redes neurais

Modelos de redes neurais de valores reais também são utilizados na modela-
gem conjunta dos elementos em um transmissor. Em, Rawat e Ghannouchi (2012) e
Fu, Law e Thein (2013), por exemplo, são propostas redes neurais focadas no atraso
de tempo, com entradas dependendo das partes reais e imaginárias, diferenciando-se
em suas funções de ativações. Enquanto a primeira utilizou a função da tangente hiper-
bólica, a última valeu-se da função sigmoide. Já na rede sugerida em Anastasijevic et
al. (2015), além das entradas xi e xq, foram adicionados instantes do sinal de saída
na camada inicial, completando um loop de feedback. Também pode-se adicionar à
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rede neural características de aprendizagem residual e podagem de conexões entre
camadas, assim como demonstrado em Phartiyal e Rawat (2019).

3.3.2 Modelagem conjunta baseada em variações de polinômios

3.3.2.1 Modelo do complexo conjugado

Para a modelagem no caso de sistemas estáticos, a saída z(n) de (3.23) é
usada como a entrada z(n) de (3.5). Posteriormente, cada produto entre os coeficientes
do PA (ap) e modulador (b1 ou b2) é substituído por um único coeficiente, obtendo

out(n) =

P0∑
p=0

dp1y(n)|y(n)|2p + dp2y
∗(n)|y(n)|2p, (3.32)

onde dp1 e dp2 são os coeficientes do modelo conjunto e P = 2P0+1 a ordem polinomial
(KIM; JEONG; LEE, 2007). Sua desvantagem, no entanto, é a geração do dobro
de coeficientes ao se comparar com a modelagem separada que utiliza as mesmas
expressões de (3.23) e (3.5).

A Tabela 3.1 apresenta todos os termos até a quinta ordem para o modelo de
(3.32), aqui denominado de modelo do Complexo Conjugado. Para melhor visualização,
y(n) e y∗(n) foram expressos somente por y e y∗, respectivamente.

Tabela 3.1: Termos do modelo Complexo Conjugado

P = 1 P = 2 P = 3 P = 4 P = 5
y yyy* yyyy*y*
y* yy*y* yyy*y*y*

Fonte: O autor (2021).

Em casos dinâmicos, outro modelo é sugerido em Tafuri et al. (2012), onde, de
mesma forma, dois modelos polinomiais com memória, um para o PA e outro para o
modulador, são combinados para a compensação conjunta.

3.3.3 Modelagem conjunta por matriz complexa com memória baseada em Volterra

Para a adição do efeito de memória na identificação conjunta dos coeficientes,
um novo polinômio baseado na série de Volterra é apresentado em Anttila, Händel
e Valkama (2010). Com este modelo, cada amostra de saída depende de uma mul-
tiplicação de um vetor de coeficientes complexos por uma matriz de entrada. Aqui,
o complexo conjugado da entrada y∗(n) é utilizado, portanto, a matriz de entrada do
sistema é complexa, como vista em:
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out(n) =

P0∑
p=1

M∑
q1=0

M∑
q2=q1

· · ·
M∑

qp=qp−1

M∑
qp+1=0

M∑
qp+2=qp+1

· · ·
M∑

q2p−1=q2p−2

× h2p−1(q1, q2, · · · , q2p−1)

p∏
j1=1

y(n− qj1)

2p−1∏
j2=p+1

y∗(n− qj2)

+

P0∑
p=1

M∑
q1=0

M∑
q2=q1

· · ·
M∑

qp−1=qp−2

M∑
qp=0

M∑
qp+1=qp

· · ·
M∑

q2p−1=q2p−2

× g2p−1(q1, q2, · · · , q2p−1)

p−1∏
j1=1

y(n− qj1)

2p−1∏
j2=p

y∗(n− qj2), (3.33)

onde y(n) e y∗(n) representam a entrada e seu conjugado, out(n) a envoltória de saída,
h e g os representantes em passa-baixas dos kernels de Volterra, P = 2P0 − 1 a ordem
polinomial e M a profundidade de memória. Na literatura, esse modelo desencadeou
novas abordagens de otimização de (3.33), como arquiteturas de DPDs para fluxos de
dados adaptativos (LI A. GHAZI, 2017).

Neste trabalho, o modelo descrito em (3.33) foi denominado de modelo da
Matriz Complexa e seus termos são exibidos na Tabela 3.2, considerando até a quinta
ordem polinomial. Em relação à memória, essa foi omitida para fins de visualização.
Nota-se que são os exatos termos da Tabela 3.1. Portanto, o modelo de Matriz
Complexa é o equivalente ao modelo do Complexo Conjugado, ao se considerar um
comportamento dinâmico.

Tabela 3.2: Termos do modelo Matriz Complexa

P = 1 P = 2 P = 3 P = 4 P = 5
y yyy* yyyy*y*
y* yy*y* yyy*y*y*

Fonte: O autor (2021).

3.3.4 Modelagem conjunta por matriz real baseada em Volterra

3.3.4.1 Caso I: Baseada nas partes real e imaginária da envoltória de entrada

Com este modelo , descrito em Zhan, Qin e Cai; (2011), a saída out(n) é dada
por:
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out(n) =

P0∑
p=1

p∑
l=0

M∑
q1=0

M∑
q2=0

· · ·
M∑

qp−l=qp−l−1

M∑
qp−l+1=0

M∑
qp−l+2=qp−l+3

· · ·
M∑

qp=qp−1

× hp,l(q1, q2, · · · , qp)
p−l∏
j1=1

yi(n− qj1)

p∏
j2=p−l+1

yq(n− qj2), (3.34)

onde yi(n) e yq(n) representam a parte real e imaginária da envoltória de entrada,
P = 2P0 + 1 a ordem polinomial, k o equivalente em passa-baixas dos kernels do
polinômio de Volterra e M a profundidade de memória. Neste caso, a matriz de
entradas do sistema se torna real e apresenta a configuração que melhor descreve o
sinal desejado, pois apresenta todas as combinações úteis possíveis de yi(n) e yq(n)

(de ordem ímpar). Porém, devido ao novo termo de somatória introduzido, há uma
grande quantidade de coeficientes complexos a serem encontrados.

O modelo em (3.34) foi nomeado neste estudo como modelo de Matriz Real I e
seus termos são exibidos na Tabela 3.3. Em favor de uma simplificação, yi(n) e yq(n)

são descritos como yi e yq , respectivamente.

Tabela 3.3: Termos do modelo Matriz Real I

P = 1 P = 2 P = 3 P = 4 P = 5

yi
yq

yiyiyi
yiyiyq
yiyqyq
yqyqyq

yiyiyiyiyi
yiyiyiyiyq
yiyiyiyqyq
yiyiyqyqyq
yiyqyqyqyq
yqyqyqyqyq

Fonte: O autor (2021).

3.3.4.2 Caso II: Baseada nas partes real e imaginária da matriz complexa com memó-
ria

Como demostrado nos modelos descritos nas Subseções 3.3.3 e 3.3.4.1 ,
cada amostra da envoltória de saída depende de uma multiplicação de um vetor de
coeficientes complexos por uma matriz de entradas. Deste modo, um modelo é proposto
em Marcondes e Lima (2020) com o intuito de estabelecer um modelo baseado em
(3.33), que se utilize de uma matriz real, sem aumentar a quantidade de kernels a
serem calculados. Isso pode ser encontrado se os termos y(n) e y∗(n) de (3.33) forem
rearranjados por seus componentes reais e imaginários, como demonstrado em:
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r1y + r2y
∗ = (r1r + jr1i)(yi + jyq) + (r2r + jr2i)(yi − jyq)

= (r1r + jr1i + r2r + jr2i)yi + (jr1r − r1i − jr2r + r2i)yq

= (v1r + jv1i)yi + (v2r + jv2i)yq

= v1yi + v2yq, (3.35)

com v1 e v2 sendo os coeficientes complexos, que dependem dos coeficientes originais
r1 e r2. De modo que em (3.33) a entrada y(n) sempre irá ser acompanhada de seu
complexo conjugado na matriz de entrada, (3.35) é utilizada para obter o novo modelo
denominado de Matriz Real II:

out(n) =

P0∑
p=1

M∑
q1=0

M∑
q2=q1

· · ·
M∑

qp=qp−1

M∑
qp+1=0

M∑
qp+2=qp+1

· · ·
M∑

q2p−1=q2p−2

× c2p−1(q1, q2, · · · , q2p−1)�
{

p∏
j1=1

y(n− qj1)

2p−1∏
j2=p+1

y∗(n− qj2)

}

+

P0∑
p=1

M∑
q1=0

M∑
q2=q1

· · ·
M∑

qp=qp−1

M∑
qp+1=0

M∑
qp+2=qp+1

· · ·
M∑

q2p−1=q2p−2

× d2p−1(q1, q2, · · · , q2p−1)�
{

p∏
j1=1

y(n− qj1)

2p−1∏
j2=p+1

y∗(n− qj2)

}
. (3.36)

De mesmo modo, y(n) e y∗(n) indicam a entrada e seu conjugado, out(n) a
envoltória de saída, c e d os kernels de Volterra, P = 2P0 − 1 a ordem polinomial e M a
profundidade de memória. Novamente, a Tabela 3.4 apresenta os termos até a quinta
ordem, sem a adição de memória.

Tabela 3.4: Termos do modelo Matriz Real II

P = 1 P = 2 P = 3 P = 4 P = 5
�(y ) �(yyy*) �(yyyy*y*)
�(y ) �(yyy*) �(yyyy*y*)

Fonte: O autor (2021).
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4 NOVAS ABORDAGENS PARA MODELAGEM DO CONJUNTO PA E MODULA-
DOR IQ

No capítulo anterior foram apresentados diversos modelos para a modelagem
conjunta do PA e modulador IQ. Nas seções seguintes, serão apresentadas a nova
abordagem proposta neste trabalho e expansão da técnica de Dynamic Deviation para
o caso conjunto.

4.1 MODELAGEM DIRETA

4.1.1 Polinômio genérico sem memória

Com a finalidade de controlar a influência dos termos provenientes do modula-
dor, uma nova configuração para a identificação dos parâmetros pode ser determinada
como mostrado na Figura 20. Dessa maneira, a saída do modulador IQ é considerada
como uma soma de dois sinais, aqui chamados de z1(n) e z2(n).

Figura 20: Novo diagrama de blocos para modelagem conjunta

( )y n 1( )z n
Modulador 

IQ
( )out n

PA

2 ( )z n
*
1 ( )z n

*
2 ( )z n

Fonte: O autor (2021).

Esses dois sinais podem ser relacionados com a entrada do modulador (y(n))
através da substituição de (2.5) em (3.23). Então, resolvendo o sistema tem-se

b1 =
α + 1

2
[cos (φ) + sin (φ)j] +

1

2
(4.1)

e
b2 =

1

2
− α + 1

2
[cos (φ) + sin (φ)j], (4.2)

com b1 e b2 representando os coeficientes complexos e φ e α as imperfeições de fase e
amplitude do modulador IQ, respectivamente. Portanto, as saídas se relacionam com a
entrada y(n) e seu complexo conjugado y∗(n) através de

z1(n) = b1 · y(n) (4.3)

e
z2(n) = b2 · y∗(n). (4.4)
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Desse modo, uma modelagem direta do PA por meio de um polinômio ou série
de Volterra exigiria a manipulação de quatro entradas, sendo elas z1(n) e z2(n) e seus
respectivos conjugados z∗1(n) e z∗2(n). Sendo assim, um polinômio genérico de quatro
entradas (A1) pode ser descrito pela seguinte expressão:

out(n) =
P∑

p=1

p∑
p1=0

p∑
p2=0

p∑
p3=0

p∑
p4=0

se p1+p2+p3+p4=p

×hp1,p2,p3,p4

p1∏
j1=1

z1(n)

p1+p2∏
j2=p1+1

z∗1(n)
p1+p2+p3∏

j3=p1+p2+1

z2(n)

p1+p2+p3+p4∏
j4=p1+p2+p3+1

z∗2(n), (4.5)

que possui todas as combinações possíveis dos sinais de entrada, como mostra a
Tabela 4.1. P representa o truncamento da ordem polinomial e hp1,p2,p3,p4 os parâmetros
complexos.

Tabela 4.1: Termos do modelo A1

P = 1 P = 2 P = 3 P = 4 P = 5
z1
z2
z∗1
z∗2

z1z1
...

z∗2z
∗
2

z1z1z1
...

z∗2z
∗
2z

∗
2

z1z1z1z1
...

z∗2z
∗
2z

∗
2z

∗
2

z1z1z1z1z1
...

z∗2z
∗
2z

∗
2z

∗
2z

∗
2

Fonte: O autor (2021).

4.1.2 Polinômio com termos úteis ao PA

Ao aplicar (4.5) na modelagem do PA percebe-se que termos adicionais são
incluídos na representação final do sinal e, por consequência, fazem com que a
expressão não siga as restrições do PA, expostas na Seção 3.1.1. Logo, um novo
polinômio A2 é derivado de A1 como

out(n) =
P∑

p=1

p∑
p1=0

p∑
p2=0

p∑
p3=0

p∑
p4=0

se p1+p2+p3+p4=p
e p1+p3=p2+p4+1

×hp1,p2,p3,p4

p1∏
j1=1

z1(n)

p1+p2∏
j2=p1+1

z∗1(n)
p1+p2+p3∏

j3=p1+p2+1

z2(n)

p1+p2+p3+p4∏
j4=p1+p2+p3+1

z∗2(n). (4.6)

Nesse caso, o número de entradas não conjugadas, independente de ser z1(n) ou
z2(n), é sempre igual a quantidade de entradas conjugadas mais um (LIMA et al., 2009),
assim como mostra a Tabela 4.2.
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Tabela 4.2: Termos do modelo A2

P = 1 P = 2 P = 3 P = 4 P = 5

z1
z2

z1z1z
∗
1

z1z1z
∗
2

z1z
∗
1z2

z1z2z
∗
2

z∗1z2z2
z2z2z

∗
2

z1z1z1z
∗
1z

∗
1

z1z1z1z
∗
1z

∗
2

z1z1z1z
∗
2z

∗
2

z1z1z
∗
1z

∗
1z2

z1z1z
∗
1z2z

∗
2

z1z1z2z
∗
2z

∗
2

z1z
∗
1z

∗
1z2z2

z1z
∗
1z2z2z

∗
2

z1z2z2z
∗
2z

∗
2

z∗1z
∗
1z2z2z2

z∗1z2z2z2z
∗
2

z2z2z2z
∗
2z

∗
2

Fonte: O autor (2021).

4.1.3 Polinômio assumindo pequenos sinais

Em (4.4), b2 é o coeficiente complexo que multiplica a entrada conjugada do
modulador y∗(n). No entanto, em um comportamento ideal, o módulo de tal coeficiente
seria o menor possível, pois a saída do modulador em banda base não teria distorções
e seria equivalente à entrada. Portanto, considerando que o módulo de b2 seja pequeno,
é plausível estabelecer a seguinte hipótese: admitir um comportamento em pequenos
sinais para z2(n) e conservar uma operação em grandes sinais para z1(n). Isto é,
manter em A2 apenas os termos onde há, no máximo, o uso de um único z2(n) ou
seu conjugado z∗2(n). Assim, os termos expostos na Tabela 4.3 são expressos pelo
polinômio

out(n) =
P∑

p=1

p∑
p1=0

p∑
p2=0

1∑
p3=0

1−p3∑
p4=0

se p1+p2+p3+p4=p
e p1+p3=p2+p4+1

×hp1,p2,p3,p4

p1∏
j1=1

z1(n)

p1+p2∏
j2=p1+1

z∗1(n)
p1+p2+p3∏

j3=p1+p2+1

z2(n)

p∏
j4=p1+p2+p3+1

z∗2(n). (4.7)

Tabela 4.3: Termos do modelo A3

P = 1 P = 2 P = 3 P = 4 P = 5

z1
z2

z1z1z
∗
1

z1z1z
∗
2

z1z
∗
1z2

z1z1z1z
∗
1z

∗
1

z1z1z1z
∗
1z

∗
2

z1z1z
∗
1z

∗
1z2

Fonte: O autor (2021).

4.1.4 Polinômios modificados

Para que possam ser colocados em prática, os três modelos apresentados
anteriormente nesta seção precisam conhecer com antecedência os valores de φ e
α. Visto que são necessários para gerar z1 e z2 em (4.3) e (4.4). Na prática, as
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não linearidades φ e α não são conhecidas. Portanto, há duas possibilidades para
identificá-las. A primeira utiliza-se de técnicas de identificação separada, como as
baseadas em iterações ou em duas medições. A outra possibilidade é a modelagem
conjunta do sistema, ao impor b1 = 1 e b2 = 1, ou seja, z1(n) = y(n) e z2(n) = y∗(n).
Como posteriormente esses coeficientes serão multiplicados por outros coeficientes
complexos para a identificação, não há diferença se esses forem unitários ou não.
Assim, aplicando tais imposições nos modelos A1, A2 e A3, obtém-se os seguintes
modelos modificados:

out(n) =
P∑

p=1

p∑
p1=0

p∑
p2=0

se p1+p2=p

×hp1,p2

p1∏
j1=1

y(n)

p1+p2∏
j2=p1+1

y∗(n), (4.8)

out(n) =
P∑

p=1
se p ı́mpar

p∑
p1=0

p∑
p2=0

se p1+p2=p

×hp1,p2

p1∏
j1=1

y(n)

p1+p2∏
j2=p1+1

y∗(n), (4.9)

e

out(n) =
P∑

p=1
se p ı́mpar

p+3
2∑

p1=
p+3
2

−2

p∑
p2=0

se p1+p2=p

×hp1,p2

p1∏
j1=1

y(n)

p1+p2∏
j2=p1+1

y∗(n), (4.10)

que representam os polinômios denominados A1m, A2m e A3m, respectivamente.
Ao analisar os novos polinômios apresentados e os termos na Tabela 4.4

pode-se tirar três principais conclusões. Primeiramente, A1m e A2m incluem todos os
possíveis termos necessários para satisfazer as restrições do PA, ao passo que A2m

apresenta uma quantidade menor de parâmetros totais, ao descartar os termos de
ordem par. Já na expressão de A3m, caso venha a valer pequenos sinais, a quantidade
de termos é a mesma para cada valor de p, onde são sempre três termos a partir de
p = 3, reduzindo significamente a complexidade do modelo.

4.1.5 Aplicação em série de Volterra

Como descrito na Seção 2.1.2, efeitos dinâmicos de memória também estão
presentes em amplificadores de RF e, portanto, de mesmo modo, devem ser levados
em consideração na modelagem do dispositivo. Considerando esses efeitos nos
modelos A1m, A2m, A3m, é possível adaptá-los ao conceito de série de Volterra,
onde são interpretados como modelos de M + 1 entradas, sendo essas y(n) ou seu
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Tabela 4.4: Termos dos modelos A1m, A2m e A3m

Modelos P = 1 P = 2 P = 3 P = 4 P = 5

A1m
y
y*

yy
yy*
y*y*

yyy
yyy*
yy*y*
y*y*y*

yyyy
yyyy*
yyy*y*

yy*y*y*
y*y*y*y*

yyyyy
yyyyy*
yyyy*y*

yyy*y*y*
yy*y*y*y*
y*y*y*y*y*

A2m
y
y*

yyy
yyy*
yy*y*
y*y*y*

yyyyy
yyyyy*
yyyy*y*

yyy*y*y*
yy*y*y*y*
y*y*y*y*y*

A3m
y
y*

yyy
yyy*
yy*y*

yyyyy*
yyyy*y*
yyy*y*y*

Fonte: O autor (2021).

complexo conjugado, y(n− 1) e seu complexo conjugado, e assim por diante até atingir
a profundidade de memória M , resultando, respectivamente, em:

out(n) =
P∑

p=1

p∑
p1=0

p∑
p2=0

se p1+p2=p

M∑
q1=0

· · ·
M∑

qp1=qp1−1

M∑
qp1+1=0

· · ·

M∑
qp=qp−1

×hp1,p2

p1∏
j1=1

y(n− qj1)

p1+p2∏
j2=p1+1

y∗(n− qj2), (4.11)

out(n) =
P∑

p=1
se p ı́mpar

p∑
p1=0

p∑
p2=0

se p1+p2=p

M∑
q1=0

· · ·
M∑

qp1=qp1−1

M∑
qp1+1=0

· · ·

M∑
qp=qp−1

×hp1,p2

p1∏
j1=1

y(n− qj1)

p1+p2∏
j2=p1+1

y∗(n− qj2) (4.12)

e

out(n) =
P∑

p=1
se p ı́mpar

p+3
2∑

p1=
p+3
2

−2

p∑
p2=0

se p1+p2=p

M∑
q1=0

· · ·
M∑

qp1=qp1−1

M∑
qp1+1=0

· · ·

M∑
qp=qp−1

×hp1,p2

p1∏
j1=1

y(n− qj1)

p1+p2∏
j2=p1+1

y∗(n− qj2). (4.13)

4.1.6 Novo modelo polinomial com truncamento R

Com o fim de manter as vantagens dos polinômios descritos por A2m e A3m

e tentar diminuir a quantidade de coeficientes, uma nova abordagem é apresentada
nesta seção. Neste novo modelo proposto, um novo truncamento R, com R ≤ (P +1)/2
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e {r = 0, 1, · · · , R}, é inserido com o propósito de indicar a quantidade de vezes em
que z2(n) ou seu complexo conjugado z∗2(n) são utilizados. Essa nova expressão é
descrita como

out(n) =
P∑

p=1
se p ı́mpar

R∑
r=0

se r≤ p+1
2

p+1
2

+r∑
p1=

p+1
2

−r

se p1=
p+1
2

±r
e p1≤p

p∑
p2=0

se p1+p2=p

M∑
q1=0

· · ·
M∑

qp1=qp1−1

M∑
qp1+1=0

· · ·

M∑
qp=qp−1

×hp1,p2

p1∏
j1=1

y(n− qj1)

p1+p2∏
j2=p1+1

y∗(n− qj2) (4.14)

e possui os seguintes casos particulares:

• caso R = 0, o polinômio modela apenas o PA;

• caso R = 1, o polinômio reduz-se ao caso A3m, com pequenos sinais;

• caso R = (P + 1)/2, o polinômio reduz-se ao caso A2m, contendo todos os
termos ímpares.

Assim, a Tabela 4.5 inclui todos os termos desse modelo, até a quinta ordem.

Tabela 4.5: Termos do modelo proposto de truncamento R

Modelo proposto P = 1 P = 2 P = 3 P = 4 P = 5
r = 0 y yyy* yyyy*y*

r = 1 y* yyy
yy*y*

yyyyy*
yyy*y*y*y

r = 2 y*y*y* yyyyy
yy*y*y*y*y

r = 3 y*y*y*y*y*
Fonte: O autor (2021).

4.2 MODELAGEM INVERSA

Como discutido em capítulos anteriores, para a introdução de um pré-distorsor,
é necessário realizar a modelagem do comportamento inverso do dispositivo. Portanto,
utilizando-se do procedimento de extração indireta, descrito na Seção 2.4.1, os modelos
apresentados neste capítulo também podem ser aplicados na modelagem inversa do
sistema, ao inverter os sinais de entrada e saída no modelo.

4.3 GENERALIZAÇÃO DA TÉCNICA DE DYNAMIC DEVIATION

Outro ponto que pode ser aprofundado nestes cenários é a técnica de Dynamic
Deviation descrita em (3.22) e em Zhu, Pedro e Brazil (2006). Essa técnica visa controlar
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a influência de amostras passadas, introduzindo um truncamento que determina o
máximo de vezes que uma entrada anterior é utilizada no modelo. Neste caso, é
proposta uma generalização da técnica, denominada de Generalized Dynamic Deviation
(GDD), que delimita novos M+1 truncamentos (RR0, RR1, · · · , RRM ). Cada um desses
novos termos funcionariam como o truncamento de Dynamic Deviation, mas para uma
distinta profundidade de memória. Mais especificamente, RRM indica até quantas vezes
a entrada y(n−M), ou seu complexo conjugado, pode ser usada. Tal generalização
pode ser incluída em qualquer modelo, seja para modelagem direta ou inversa. Ao
realizar a junção desse novo conceito com o modelo de truncamento R, por exemplo,
obtém-se a seguinte expressão:

out(n) =
P∑

p=1
se p ı́mpar

R∑
r=0

se r≤ p+1
2

p+1
2

+r∑
p1=

p+1
2

−r

se p1=
p+1
2

±r
e p1≤p

p∑
p2=0

se p1+p2=p

M∑
q1=0

· · ·
M∑

qp1=qp1−1

M∑
qp1+1=0

· · ·

M∑
qp=qp−1

seQ0≤RR0
eQ1≤RR1···

e QM≤RRM
onde Qi é a quantidade de qs iguais a i

×hp1,p2

p1∏
j1=1

y(n− qj1)

p1+p2∏
j2=p1+1

y∗(n− qj2). (4.15)

O modelo descrito em (4.15) é um modelo geral que atua em diversos cenários
para o conjunto PA e modulador IQ. Em síntese, o modelo de GDD apresentado é o
método mais abrangente dentre os estudados, uma vez que apresenta os seguintes
casos específicos:

• se R = (P + 1)/2 e RR0 = · · · = RRM = P , reduz-se ao modelo A2m;

• se R = 1 e RR0 = · · · = RRM = P , reduz-se ao modelo A3m;

• se RR0 = · · · = RRM = P , reduz-se ao modelo R;

• se R = (P + 1)/2, reduz-se ao modelo A2m com GDD;

• se R = 1, reduz-se ao modelo A3m com GDD;

• se M = 0, reduz-se aos modelos estáticos sem memória;

• se R = 0, há apenas a modelagem do PA

• se RR0 = · · · = RRM , GDD reduz-se ao modelo de Dynamic Deviation descrito
em Zhu, Pedro e Brazil (2006).
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5 METODOLOGIA

Anteriormente, foram expostos os diferentes modelos para a modelagem do
conjunto PA e modulador IQ. Neste capítulo será apresentada como foi realizada a
validação do modelo proposto de truncamento R, nas versões com e sem GDD. No
software Matlab, simulações foram realizadas em cada um dos seguintes cenários:

• Cenário 1: Modelagem direta sem os efeitos de memória (P = 5 e M = 0). Visa
comparar o modelo R com os métodos encontrados na literatura para a mode-
lagem de sistemas estáticos, incluindo os modelos de Complexo Conjugado e
Matriz real I . Este último foi incluído, pois apresenta todas as combinações de
entradas possíveis, gerando a maior fidelidade ao modelo.

• Cenário 2: Modelagem direta com os efeitos de memória (P = 5 e M = 1).
Comparação do modelo proposto com modelos dinâmicos da literatura, in-
cluindo Matriz Complexa, Matriz Real I e Matriz Real II.

• Cenário 3: Modelagem inversa sem os efeitos de memória (P = 5 e M = 0).
Mesmos modelos do Cenário I, porém para o caso de modelagem inversa do
sistema.

• Cenário 4: Modelagem direta com os efeitos de memória para validação do
GDD. Comparação do modelo proposto R com sua versão com Dynamic
Deviation e GDD.

Tais cenários foram escolhidos com o intuito de testar o modelo proposto em
diferentes modos de operação. Além disso, para determinar os desequilíbrios α e
φ e verificar se a aproximação em pequenos sinais de módulo de b2 é válida, |b2|
foi calculado para diferentes valores de desequilíbrios. Primeiramente, variou-se α e
φ em conjunto, obtendo os valores de |b2| apresentados na Tabela 5.1 e no gráfico
da Figura 21a. Para os conjuntos de 1 a 4, com ambos desequilíbrios diminuindo,
|b2| também reduziu. Entretanto, se apenas um dos desequilíbrios aumentar, como
mostram os conjuntos 5 e 6 e as Figuras 21b e 21c, |b2| também se intensifica, porém
em proporções diferentes em relação a cada desequilíbrio.

Tabela 5.1: Valores de |b2| para diferentes conjuntos de α e φ

Conj. 1 Conj. 2 Conj. 3 Conj. 4 Conj. 5 Conj. 6
α 0, 2 0, 04 0, 02 0, 01 0, 2 0, 01
φ π/3 π/15 π/30 π/60 π/60 π/3
|b2| 0, 56 0, 11 0, 05 0, 03 0, 1 0, 5

Portanto, no final, foram considerados três conjuntos de distorções para cada
cenário. O primeiro, apresenta um |b2| alto, em 0,56. O segundo, com |b2| = 0, 11
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Figura 21: Variação de |b2| dependendo de α e φ.
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Fonte: O autor (2021).

Tabela 5.2: Valores de |b2| para conjuntos utilizados

Conjunto A Conjunto B Conjunto C
α 0, 2 0, 04 0, 08
φ π/3 π/15 π/6
|b2| 0, 56 0, 11 0, 27

Fonte: O autor (2021).

indica um funcionamento em pequenos sinais. Já o terceiro apresenta um módulo de
amplitude mediana, com |b2| = 0, 27, como mostra a Tabela 5.2

5.1 SINAIS E TRATAMENTO DE DADOS

Para executar as medições, foi necessário, primeiramente, realizar as simula-
ções dos sistemas de transmissão e recepção RF, assim como definir os modelos de
PA para banda simples, com e sem a presença de memória. Dois conjuntos diferentes
de dados, porém com as mesmas características de largura de banda, quantidade de
pontos e frequência de amostragem, foram utilizados separadamente para a extração
dos coeficientes e para a validação final dos métodos. Esses sinais são do padrão
LTE OFDMA, descritos no tempo, com 10 MHz de largura de banda e amostrados na
frequência de 61,44 MHz.

5.1.1 Transmissor

A Figura 22 apresenta a arquitetura utilizada para o transmissor nas simulações.
O sinal in(n) representa a envoltória complexa do sinal de entrada LTE OFDMA, que,
primeiramente, passa pela operação de reamostragem, gerando cópias no domínio
da frequência. Para que não haja sobreposição entra as cópias, equidistantes em um
múltiplo inteiro da frequência de amostragem, a frequência escolhida para reamostra-
gem deve ser alta, ampliando os limites do espectro da simulação. No transmissor, a
frequência de reamostragem foi determinada como 200 vezes a taxa de amostragem,
ou seja, 12,288 GHz.
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Figura 22: Transmissor utilizado nas simulações

Fonte: O autor (2021).

Posteriormente, para simular o sistema em banda passante, o sinal foi modu-
lado para a frequência de 1,2288 GHz. Esta etapa é representada por (2.4), onde os
desequilíbrios (φ e α) entre as componentes em fase I e quadratura Q foram variados.

5.1.1.1 Modelo do PA RF

Para o modelo do amplificador de potência RF foi escolhido um polinômio de
quinto grau para representar a característica não linear do amplificador de potência,
caracterizado por

yRF =

P5∑
p=1

rp[xRF (n)]
p, (5.1)

com r1 = 10, 339, r2 = 1, 101, r3 = −21, 688, r4 = 29, 017 e r5 = −13, 507.
Nos cenários onde foi considerado o efeito de memória um PA diferente foi

utilizado, onde um filtro FIR de terceira ordem, com os coeficientes 0,8372, 0,1022 e
0,0578, foi adicionado antes do polinômio descrito acima. Tais modelos idealizados
foram escolhidos por permitirem um controle maior do ambiente a ser modelado.

5.1.2 Receptor

A fim de recuperar o sinal em banda base, o receptor RF também teve de ser
simulado. A Figura 23 expressa a arquitetura do receptor, onde o primeiro passo é
demodular idealmente o sinal através do demodulador IQ e, em seguida, reamostrar
novamente os sinais para sua taxa de amostragem inicial.

Figura 23: Receptor utilizado nas simulações

Fonte: O autor (2021).
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5.2 GERAÇÃO DOS DADOS

A modelagem dos comportamentos do modulador IQ e do amplificador de
potência considera estes componentes como uma caixa preta, dependendo da entrada
e saída, como visto anteriormente. Portanto, os modelos apresentados foram simulados
de acordo com os transmissores e receptores descritos na Seção 5.1, sem considerar
efeitos causados pelo meio de transmissão, conectando a entrada do demodulador
diretamente na saída do PA. Assim, para cada cenário apresentado, os sistemas
demostrados nas Figuras 24 e 25, são simulados para a extração dos parâmetros.

Figura 24: Transmissor e receptor para extração em modelagem direta

Fonte: O autor (2021).

Figura 25: Transmissor e receptor para extração em modelagem inversa

Fonte: O autor (2021).

Após a identificação dos termos dos modelos, um novo pacote de entradas
LTE OFDMA, com as mesmas características, é utilizado para cada validação. A troca
de entradas diminui eventuais problemas de sobre-ajuste (overfitting) que podem vir a
surgir durante a extração.
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5.3 MÉTRICAS

5.3.1 NMSE

Como ilustrado nas Figuras 26 e 27, com todos os dados adquiridos, sinais
de erros erro(n) são extraídos pela diferença entre o sinal de saída desejado pelo
modelo outdesejado(n) e as saídas estimadas por ele outestimado(n). A precisão de cada
abordagem foi medida através do Normalized Mean Square Error (NMSE) - Erro
Quadrático Médio Normalizado, que segue a expressão

NMSE = 10 log10

[
1
N

∑N
i=1 |erro(n)|2

1
N

∑N
i=1 |outdesejado(n)|2

]
, (5.2)

onde N indica a quantidade total de amostras. Sendo assim, quanto mais baixo o
NMSE, mais o ajuste será preciso a curva a ser modelada (MUHA et al., 1999b).

Figura 26: Diagrama para obtenção dos NMSEs para modelagem direta

Fonte: O autor (2021).

Figura 27: Diagrama para obtenção dos NMSEs para modelagem inversa

Fonte: O autor (2021).
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5.3.2 Quantidade de coeficientes

Como visto nas seções anteriores, modelos comportamentais visam reduzir a
quantidade de coeficientes. Isso se deve ao fato da complexidade computacional de um
modelo depender, principalmente, da complexidade na hora de execução do mesmo.
Isto é, depende do número de operações que devem ocorrer em tempo real para obter
a amostra de saída (TEHRANI et al., 2010). Como a saída depende da interação dos
termos do modelo com um vetor de coeficientes complexos, a baixa quantidade de
parâmetros se torna o fator limitante para complexidade do modelo. Em aplicações que
dependem de uma alta eficiência, a redução de coeficientes é ainda mais necessária,
já que mais operações resultam em mais potência gasta. Além disso, como todos os
métodos apresentados são lineares em seus coeficientes, a complexidade no momento
de identificação é a mesma para todos.
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6 RESULTADOS

Os resultados encontrados para os diferentes métodos e suas análises são
expostos neste capítulo. As análises e comparações foram realizadas em quatro
diferentes grupos, dependendo do cenário em teste. Estes incluem a modelagem direta
do sistema, com e sem memória, e a modelagem inversa sem os efeitos de memória.

6.1 RESULTADOS PARA O CENÁRIO 1: MODELAGEM DIRETA SEM O EFEITO DE
MEMÓRIA

Na Tabela 6.1 a seguir, são mostrados os resultados de NMSE de validação
para cada modelo e conjunto de desequilíbrios do Cenário 1. Num primeiro momento,
foi verificada se a simplificação realizada na Seção 4.4.1 (z1(n) = y(n) e z2(n) = y∗(n))
pode realmente ser aplicada, ao comparar os modelos A1, A2 e A3 com suas partes
modificadas A1m, A2m e A3m. Como os valores encontrados de NMSEs são os mesmos
para cada conjunto, confirmou-se a simplificação, além da redução no número de
parâmetros. Além disso, ao se passar de A1 para A2, ou A1m para A2m, não há perda
de precisão em nenhum caso. Na verdade, há uma pequena melhora. Isso é esperado,
pois A2 e A2m eliminam os termos não úteis para modelagem do PA encontrados em
A1 e A1m. Como o modelo A2m possui todas as combinações possíveis de entrada
para cada ordem do polinômio, era de se esperar que a sua acurácia fosse mais alta
para qualquer conjunto, já que possui todos os termos necessários para a modelagem.
Entretanto, ao se passar de A2 para A3 (ou A2m para A3m), para os dados onde |b2| é
maior (primeiro conjunto na Tabela 6.1), o NMSE piora muito na validação do modelo.
Isso se deve ao fato de não valer pequenos sinais para o módulo de b2 do conjunto A.
Já para o segundo conjunto, A3m consegue diminuir o número de coeficientes para um
mesmo NMSE. Portanto, A2m seria o modelo a se usar em situações gerais, enquanto
A3m seria o modelo escolhido quando fosse possível aplicar pequenos sinais em b2,
para tentar reduzir a complexidade nestes tipos de caso.

Em seguida, simularam-se os modelos da literatura do Complexo Conjugado
e da Matriz Real I. Como esperado, por também possuir todas as combinações de
entradas, o modelo de Matriz Real I obteve o melhor desempenho em NMSE, se
igualando ao modelo A2m. Ao observar os termos gerados em ambos, percebe-se que
são equivalentes, mudando apenas em suas naturezas. Enquanto a Matriz Real I tem
termos reais, como o nome sugere, A2m apresenta termos complexos. No caso do
modelo do Complexo Conjugado, seu desempenho não foi o melhor em comparação
aos outros modelos. Isso indica que o mesmo não possui todos os termos úteis para
a modelagem direta do sistema. Ao analisar seus termos, percebe-se que todos os
elementos também estão inclusos nos outros modelos.
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Tabela 6.1: NMSEs encontrados para modelagem do Cenário 1

Modelos NMSE (dB) - Validação Quantidade de coeficientes
Conj. A
α = 0, 2
φ = π/3

|b2| = 0, 56

Conj. B
α = 0, 04
φ = π/15
|b2| = 0, 11

Conj. C
α = 0, 08
φ = π/6

|b2| = 0, 27

A1 -46,9 -48,2 -47,7 125
A2 -47,3 -48,6 -48,1 20
A3 -38 -48,5 -46 8

A1m -46,9 -48,2 -47,7 20
A2m -47,3 -48,6 -48,1 12
A3m -38 -48,5 -46 8

Complexo conjugado -32,4 -44,7 -38,3 6
Matriz Real I -47,3 -48,6 -48,1 12

R=0 -5,9 -19,6 -11,7 3
R=1 -38 -48,5 -46 8
R=2 -47,3 -48,6 -48,1 11
R=3 -47,3 -48,6 -48,1 12

Fonte: O autor (2021).

Por fim, mais quatro simulações foram feitas, uma para cada valor do trunca-
mento R (de 0 a (P + 1)/2). Para R = 0, o NMSE ficou bem abaixo do ideal, o que era
previsto, pois somente modela o PA, descartando as não linearidades do modulador.
Em R = 1, o modelo se reduz ao modelo A3m e, em R = (P +1)/2 = 3, ao modelo A2m.
O contexto de R = 2 é o que comprova o truncamento R proposto neste trabalho. Pois,
no modelo sugerido, além de abranger os outros dois modelos, A2m e A3m, caso R

tenha um valor diferente de 0, 1 ou (P+1)/2, é possível diminuir, mesmo que levemente,
a quantidade de parâmetros para uma mesma precisão. Nessa simulação, em R = 2,
a quantidade de coeficientes reduziu-se em 1 para um mesmo valor de NMSE, ao se
comparar com o caso mais preciso, descrito por Matriz Real I e A2m.

Ainda para este cenário, as distorções decorridas das não linearidades do PA
e das não idealidades do modulador IQ podem ser observadas nos gráficos da Figura
28. Como para R = 0 só há a modelagem do PA, R = 1 corresponde a A3m e R = 3

representa A2m, somente são exibidas as curvas dos modelos restantes. Nos gráficos,
percebe-se que todos os modelos estudados conseguem modelar o comportamento
não linear do sistema. Entretanto, para o primeiro conjunto de desequilíbrios, os
modelos A3m e Complexo Conjugado apresentam um desempenho um pouco menos
satisfatório, como demonstrado pelos pontos fora da curva da figura e pelos valores de
NMSE da Tabela 6.1. Para o caso em que vale pequenos sinais, no conjunto B, todos
os modelos conseguiram seguir o desempenho do sistema.

Outra métrica que pode ser utilizada para o estudo é a Densidade Espectral
de Potência (PSD), apresentada na Figura 29, onde pode-se notar a diferença nas
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proximidades da largura de banda do sinal. Na figura apresentada, observa-se que a
saída não linear do sistema (em preto) se espalha para frequências adjacentes. No
contexto do conjunto A, é possível perceber que os modelos de pequenos sinais A3m e
Complexo Conjugado não possuem uma modelagem satisfatória, como demonstrado
pelos NMSEs. Além disso, em todos os conjuntos de desequilíbrios, o modelo proposto
conseguiu condizer com a acurácia da literatura, seguindo o mesmo comportamento
durante todas as frequências analisadas.

Figura 28: Características de transferência para o Cenário 1
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Fonte: O autor (2021).

6.2 RESULTADOS PARA CENÁRIO 2: MODELAGEM DIRETA COM O EFEITO DE
MEMÓRIA

Os resultados de NMSE para o Cenário 2, com o uso de séries de Volterra,
estão expostos na Tabela 6.2. Igualmente ao Cenário 1, não há diminuição na precisão
do modelo ao se passar de A1m para A2m, e existe apenas a eliminação de termos não
favoráveis à modelagem do PA. Para a transição de A2m ao modelo A3m, também não
é válida a aproximação de pequenos sinais para o primeiro conjunto de desequilíbrios,
apresentados na Tabela 6.2. Para este caso, o modelo A2m continua sendo equivalente
ao modelo de Matriz Real I, com ambos contendo o melhor desempenho em NMSE.
A equivalência de modelos também ocorre entre o modelo de Matriz Complexa e
Matriz Real II, visto que o segundo é derivado direto do primeiro. Já para o modelo de
truncamento R, R = 2 comprovou novamente a eficácia do modelo proposto, reduzindo
em 6 coeficientes para uma precisão semelhante a da literatura.
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Figura 29: Densidade Espectral de Potência para o Cenário 1
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Fonte: O autor (2021).

Tabela 6.2: NMSEs encontrados para modelagem do Cenário 2 com P=5 e M=1

Modelos NMSE (dB) - Validação Quantidade de coeficientes
Conj. A
α = 0, 2
φ = π/3

|b2| = 0, 56

Conj. B
α = 0, 04
φ = π/15
|b2| = 0, 11

Conj. C
α = 0, 08
φ = π/6

|b2| = 0, 27

A1m -43,8 -45,2 -44,6 125
A2m -43,9 -45,3 -44,7 80
A3m -37,6 -45 -43,4 54

Matriz Complexa -32,6 -43,8 -38,3 40
Matriz Real I -43,9 -45,3 -44,7 80
Matriz Real II -32,6 -43,8 -38,3 40

R=0 -5,8 -19,4 -11,6 20
R=1 -37,6 -45 -43,4 54
R=2 -43,8 -45,1 -44,5 74
R=3 -43,9 -45,3 -44,7 80

Fonte: O autor (2021).

Sintetizando, para o modelo proposto atuando em sistemas dinâmicos, quando
R = 0, modela-se somente as não linearidades do PA. Nos casos onde R = 1, o
modelo reduz a complexidade de modelagem, mas só deve ser usado em situações
que permitirem pequenos sinais em b2. R = (P + 1)/2 representa uma melhor acurácia
para qualquer situação, porém apresenta uma complexidade maior devido ao número
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de coeficientes alto. Por fim, caso R seja diferente desses valores, há a possibilidade
de manter a acurácia e diminuir a complexidade do modelo. Esse resultado pode ser
visto na Figura 30, onde os gráficos mostram a variação no NMSE ao alterar o número
de coeficientes nos modelos Matriz Real I e proposto com truncamento R. Para cada
conjunto de dados, os resultados foram obtidos ao variar a ordem dos polinômios entre
1 e 5, a profundidade de memória de 0 a 2 e, para o modelo proposto, variou-se R de 0
a (P + 1)/2. Em uma comparação com o mesmo valor de NMSE, o método proposto
sempre coincide com o modelo da literatura, além de que, em alguns casos, apresenta
ainda menos coeficientes. No conjunto B da Figura 30, por exemplo, para um NMSE
de -47 dB, aproximadamente, o modelo possui somente 20 parâmetros, comparado
aos 24 da literatura. Ou seja, além de conter os melhores resultados de acurácia,
o novo modelo também consegue diminuir a complexidade computacional. Por fim,
nessa mesma figura, há pontos com mais elementos que possuem um NMSE pior.
Isso ocorre, pois não há garantia de que ao aumentar o número de coeficientes haverá
uma melhora na acurácia. Como foi feita uma varredura nos parâmetros, há casos
onde a ordem P é pequena e a memória M é mais alta, ou vice-versa, gerando uma
quantidade considerável de coeficientes, porém com um NMSE não tão desejável.

Figura 30: Variação de NMSE por quantidade de coeficientes
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As características de transferência, assim como as densidades espectrais de
potência também foram extraídas para as abordagens com memória, apresentadas
pelas Figuras 31 e 32.

Figura 31: Características de transferência para o Cenário 2
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Fonte: O autor (2021).

Nesse caso, os modelos também conseguiram modelar o sistema com memória
de forma satisfatória. Principalmente, quando a influência do conjugado do modulador
é pequena, como no conjunto B. Por fim, nota-se que na densidade espectral de
potência, o modelo A3m consegue acompanhar o comportamento da saída desejada
mais fielmente nas frequências fora da banda, enquanto que seu NMSE é um pouco
inferior. Essa discrepância ocorre, pois o NMSE é uma métrica que mede o erro dentro
da banda principal do sinal, e não nas bandas laterais.
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Figura 32: Densidade Espectral de Potência para o Cenário 2
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6.3 RESULTADOS PARA CENÁRIO 3: MODELAGEM INVERSA SEM O EFEITO DE
MEMÓRIA

O terceiro cenário foi estabelecido para verificar se o modelo proposto con-
segue, de uma mesma forma, reduzir os coeficientes e modelar o comportamento
inverso do transmissor. Assim, a entrada e saída de cada modelo foram invertidas de
acordo com a estrutura de aprendizagem indireta, descrita na Seção 2.4.1. Os NMSEs
encontrados nesta fase são expostos na Tabela 6.3.

Tabela 6.3: NMSEs encontrados para modelagem do Cenário 3

Modelos NMSE (dB) - Validação Quantidade de coeficientes
Conj. A
α = 0, 2
φ = π/3

Conj. B
α = 0, 04
φ = π/15

Conj. C
α = 0, 08
φ = π/6

A1m -44,4 -48,8 -48,1 20
A2m -43,3 -48,8 -47,8 12
A3m -43,1 -48,7 -47,6 8

Complexo conjugado -43,5 -48,7 -47,7 6
Matriz Real I -43,3 -48,8 -47,8 12

R=0 -6,1 -19,5 -11,9 3
R=1 -43,2 -48,8 -47,8 8
R=2 -43,2 -48,8 -47,8 11
R=3 -43,3 -48,8 -47,8 12

Fonte: O autor (2021).

Diferente dos cenários anteriores para modelagem direta, todos os modelos
apresentados tiveram um desempenho semelhante, independente do módulo de b2.
Logo, conclui-se que, para a abordagem proposta, o conceito de pequenos sinais no
termo conjugado do modulador não é aplicável para a modelagem inversa. Os modelos
convergiram para valores de NMSE em torno de -43,2 dB, -48,8 dB e -47,8 dB, para os
conjuntos A, B e C, respectivamente. A única exceção é R = 0, que novamente ignora
as não linearidades do modulador. Como destaque, o modelo do Complexo Conjugado
obteve esses mesmos NMSEs com uma quantidade menor de parâmetros e portanto
ainda é considerado o melhor modelo.

A indiferença do NMSE, no modelo proposto, em relação ao módulo de b2 pode
ser atribuída à ordem dos blocos no momento da modelagem. Isto é, considerando o
contexto direto, b2 está situado no primeiro bloco e é composto pelas não linearidades
de amplitude e fase, α e φ. Seu módulo influencia o elemento complexo conjugado,
oriundo do modulador, que, mais tarde, é controlado por R. Como na modelagem
inversa, é a saída do amplificador que é considerada a entrada do primeiro bloco do
modelo, b2 é considerado como um novo coeficiente que não influencia mais somente
o conjugado do modulador, mas o sinal como um todo, incluindo as não linearidades
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do PA. E essa distinção na organização dos blocos dos modelos também pode ajudar
a explicar o resultado mais favorável do modelo do Complexo Conjugado.

Levando em conta uma modelagem inversa de forma separada, podemos
inverter a entrada e saída de cada um dos modelos diretos do PA e do modulador,
como nas expressões

z(n) =

P0∑
p=0

a′pout(n)|out(n)|2p (6.1)

e
y(n) = c1z(n) + c2z

∗(n), (6.2)

respectivamente.
Assim, para um modelo completo, é possível realizar uma substituição entre

ambas para obter

y(n) =

P0∑
p=0

ap,1out(n)|out(n)|2p + ap,2out
∗(n)|out(n)|2p. (6.3)

Note que a expressão (6.3) é exatamente igual a do modelo do Complexo
Conjugado, descrita em (3.32), com apenas a entrada e saída invertidas. Portanto,
para esse modelo da literatura, a ordem de cada bloco não atua no resultado, uma vez
que o modelo também corresponde à junção das versões individuais. Por fim, como os
termos de Complexo Conjugado estão inseridos entre os termos dos outros modelos
testados, os NMSEs coincidiram em uma mesma faixa de valores. Porém, enquanto
o Complexo Conjugado possui poucos parâmetros, os demais adicionam termos não
úteis para essa modelagem. Por exemplo, o modelo proposto com R = 1 já inclui termos
onde a quantidade de conjugados é igual a quantidade de não conjugados menos 3,
que não são termos úteis para a modelagem inversa.

As mesmas métricas anteriores, também, foram colocadas para a modelagem
inversa, exibidas nas Figuras 33 e 34. Nota-se que a característica de transferência da
Figura 33 apresenta um comportamento oposto ao mostrado na Figura 28, onde era
realizada a modelagem direta. Além disso, a densidade espectral de potência, apre-
sentada na Figura 34, corrobora com os valores de NMSE encontrados anteriormente,
onde todos os modelos exibem um mesmo desempenho, considerando qualquer um
dos conjuntos de desequilíbrios.

6.4 RESULTADOS PARA CENÁRIO 4: MODELAGEM DIRETA COM O EFEITO DE
MEMÓRIA

Neste último cenário, pretendeu-se provar que a generalização da técnica
Dynamic Deviation pode ser aplicada para a redução de coeficientes de um modelo
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Figura 33: Características de transferência para o Cenário 3
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Fonte: O autor (2021).

Figura 34: Densidade Espectral de Potência para o Cenário 3
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dinâmico. Para esse fim, uma varredura foi realizada nos parâmetros de três modelos:
do modelo proposto de truncamento R, sua versão com a técnica tradicional de Dynamic
Deviation (DD) e a versão com GDD. Assim, as ordens polinomiais P foram variadas
entre 0 e 5, as profundidades de memória M entre 0 e 2, R entre 0 e (P+1)/2 e,
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para DD e GDD, cada truncamento foi definido de 0 até P. Como as possibilidades de
combinações são extensas, a Figura 35 apresenta os melhores resultados encontrados.
Ou seja, para um mesmo número de coeficientes, apenas aqueles com menor NMSE
foram mantidos no gráfico e, para o caso de quantidades diferentes de parâmetros,
somente foram preservados aqueles que melhorassem os NMSEs em relação a pontos
passados.

Figura 35: Variação de NMSE por quantidade de coeficientes
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Fonte: O autor (2021).

Considerando os três conjuntos, a técnica de GDD satisfez seu propósito em
todos os casos, chegando a diminuir mais de 4 a 10 coeficientes para valores de NMSE
menores que -40 dB. Além disso, para garantir uma boa acurácia com GDD, como o
entorno de -48 dB, apenas 10 coeficientes são suficientes para a modelagem, enquanto
que para a expressão tradicional eram precisos mais de 20. A aplicação de GDD,
neste caso, fez com que o NMSE se concentrasse em um valor satisfatório bem mais
rapidamente do que sua versão tradicional DD, independentemente da não linearidade
aplicada.
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7 CONCLUSÃO

Este trabalho teve o intuito de estudar e apresentar novos recursos para a
modelagem comportamental do conjunto amplificador de potência e modulador IQ em
um transmissor de rádio frequência. Foram consideradas duas novas inovações: um
novo modelo, para a modelagem direta do sistema, e a generalização de Dynamic
Deviation.

Para o teste das propostas, simulações foram realizadas em ambiente Matlab
para a comparação com modelos encontrados na literatura. Em relação às métricas
empregadas, utilizou-se o NMSE para confrontar a precisão de cada modelo e o número
de coeficientes para determinar a complexidade dos mesmos.

Na modelagem direta, partiu-se do princípio de que o modulador possui duas
saídas, uma envoltória e seu conjugado complexo, que passariam a produzir as quatro
novas entradas do amplificador de potência. Assim, seria possível controlar a influência
do conjugado complexo oriundo do modulador IQ, podendo assumir um comportamento
de pequenos sinais quando as não linearidades do modulador fossem pequenas.
Portanto, o modelo final proposto, com truncamento R, pode se reduzir em quatro
casos. Dentre eles estão um modelo polinomial que só modela o PA quando R = 0, um
modelo que condiz com o melhor modelo em acurácia da literatura para R = (P + 1)/2

e um modelo para a condição de pequenos sinais no modulador considerando R = 1.
Assim, para este último caso, assumindo que a influência do conjugado do modulador
seja pequena, é possível reduzir o número de coeficientes mantendo uma mesma
acurácia no modelo. Se R for diferente dessas situações, em alguns casos, também é
possível reduzir ainda mais em coeficientes. Logo, o modelo apresentado satisfaz seu
propósito para a modelagem direta, tanto para sistemas estáticos, quanto em sistemas
dinâmicos com memória, englobando as vantagens de acurácia dos métodos da
literatura, juntamente com a possibilidade de diminuição da complexidade no momento
de execução.

O mesmo modelo foi estudado para a modelagem inversa do conjunto modula-
dor IQ e amplificador de potência. Entretanto, diferentemente da modelagem direta,
não houve diminuição no número de coeficientes ao comparar com o modelo da lite-
ratura. Visto que não há a possibilidades de controlar a influência do conjugado do
modulador através de b2, pois, na modelagem inversa, a ordem dos blocos do modelo
está invertida, em comparação ao sistema analisado, o que gera termos não úteis para
esse tipo de modelagem.

A outra contribuição deste trabalho foi a técnica de Generalized Dynamic Devi-
ation, que sugeriu a introdução de M + 1 novos truncamentos capazes de controlar a
influência de cada profundidade de memória e de diminuir a complexidade de modelos.
Assim, ao comparar o modelo proposto operando em GDD com a sua contraparte
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tradicional, foi possível atingir uma redução em mais de 10 coeficientes. Consequen-
temente, o procedimento de Generalized Dynamic Deviation pode ser aplicado para
reduzir parâmetros em qualquer modelo comportamental, seja ele em conjunto para o
amplificador e modulador, ou somente em um modelo de PA.

7.1 RECOMENDAÇÕES PARA TRABALHOS FUTUROS

Este trabalho realizou simulações e comparações de diferentes modelos para a
modelagem comportamental de um sistema RF, assim como propôs uma nova técnica
de redução de coeficientes.

Como sugestão para trabalhos futuros, há a possibilidade de estudo na ex-
pansão dos métodos para aplicação em banda dupla, comparação com métodos de
identificação separada e validação da técnica de GDD para a pré-distorção. Além de
implementação dos códigos em hardware digital (FPGA) e aplicação de outras técnicas
de simplificação da série de Volterra.
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