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RESUMO

Problemas de otimizagao multiobjetivo possuem mais de uma funcao objetivo que estao
em conflito. Devido a essa caracteristica, nao existe somente uma melhor solucao, mas
sim um conjunto com as melhores solugoes do problema, definidas pelos conceitos da te-
oria da Otimalidade de Pareto. Algoritmos Evolucionarios Multiobjetivo sao aplicados
com sucesso em diversos Problemas de Otimizagao Multiobjetivo. Dentre esses algo-
ritmos, os baseados na Otimizagdo por Nuvem de Particulas Multiobjetivo (MOPSO)
apresentam bons resultados para problemas multiobjetivo e se destacam por possuirem
caracteristicas especificas, como a cooperacao entre as particulas da populagao. Porém,
quando o nimero de fungoes objetivo cresce, os algoritmos evolucionédrios multiobjetivo
baseados em dominancia de Pareto encontram algumas dificuldades em definir quais sao
as melhores solucoes e nao efetuam uma busca que converge para as solucoes o6timas do
problema. A Otimizac¢ao com muitos objetivos é uma area nova que visa propor novos
métodos para reduzir a deterioracao da busca desses algoritmos em problemas de oti-
miza¢ado com muitos objetivos (problemas com mais de trés fungdes objetivo). Assim,
motivado por esse campo de pesquisa ainda em aberto e pelo fato da meta-heuristica
MOPSO ser pouco utilizada na Otimizagao com Muitos Objetivos, este trabalho de dou-
torado contribui com a proposta de novas métodos e algoritmos que buscam explorar trés
diferentes aspectos da Otimizacao por Nuvem de Particulas Multiobjetivo: uso de novas
relacoes de preferéncias, métodos de arquivamento e algoritmos MOPSO com multiplos
enxames. Neste estudo, é feita uma analise empirica que utiliza um conjunto de indica-
dores de qualidade e problemas de benchmark com o intuito de analisar aspectos como
convergencia e diversidade da busca dos algoritmos utilizados. Por fim, esta tese traca os
principais caminhos que serao seguidos nos trabalhos futuros.
Palavras-chave: Otimizagao com Muitos Objetivos. Otimizacao por Nuvem de Particulas.

Otimizacao Multiobjetivo.



Xvi

ABSTRACT

Multiobjective Optimization Problems have more than one objective function that are
often in conflict. Therefore, there is no single best solution, but a set of the best solutions
defined by the concepts of Pareto Optimality theory. Multiobjective Evolutionary Algo-
rithms are applied successfully in several Multiobjective Optimization Problems. Among
these algorithms, we highlight those based on Multiobjective Particle Swarm Optimization
(MOPSO), since they have good results for multiobjective problems and exhibit unique
characteristics such as cooperation among individuals of the population. However, Multi-
Objective Evolutionary Algorithms scale poorly when the number of objectives increases.
Many-Objective Optimization Problems are problems that have more than three objec-
tive functions. Many-Objective Optimization is a new area, which aims to propose new
methods to reduce the deterioration of these algorithms. Thus, motivated by this research
field still open and the fact that MOPSO algorithms are still underused in Many-Objective
Optimization, this work aims to propose new methods for MOPSO metaheuristic applied
to this context. The main contribution of this PhD work is the proposal of new methods
and algorithms that seek to explore three different aspects of MOPSO metaheuristic: the
use of new preference relations, exploring methods of archiving and exploring multi-swarm
algorithms. Another important feature presented in this thesis are the empirical analyzes
used to validate all new techniques. In this study, we use a set of quality indicators and
benchmark problems in order to analyze aspects such as convergence and diversity of the
search. Finally, this thesis outlines the main paths that will be followed in future work.
Keywords: Many-Objective Optimization. Particle Swarm Optimization. Multi-

Objective Optimization.



CAPITULO 1

INTRODUCAO

Os Problemas de Otimizacao Multiobjetivo, (MOP, do inglés Multi-Objective Optimization
Problems) possuem mais de uma funcao objetivo. Nestes problemas, as fungoes objetivo
que sao otimizadas sao conflitantes, logo nao hé somente uma melhor solucao, mas um
conjunto com as melhores solugoes. Para obter esse conjunto de solugoes ¢é utilizada a
Teoria da Otimalidade de Pareto [20].

Esses problemas tém sido resolvidos através de diversos de Algoritmos Evolucionérios
Multiobjetivo (MOEAs, do inglés Multi-Objective Evolutionary Algorithms) [20]. MOEAs
incorporam um mecanismo de selecao, geralmente baseado nos conceitos da Otimalidade
de Pareto, com o objetivo de preservar as melhores solucoes encontradas durante a busca e
continuar um progresso em direcao as solugoes 6timas do problema. Além disso, esses algo-
ritmos adotam mecanismos para a preservacao da diversidade, para evitar a convergéncia
para uma s6 solucao. Nessa area, diferentes meta-heuristicas sao utilizadas com sucesso,
como as Abordagens Evoluciondrias [41], Otimizacado por Nuvem de Particulas (PSO,
do inglés Particle Swarm Optimization) [54], Sistemas Imunoldgicos Artificiais (AIS, do
inglés Artificial Immune Systems) [26].

O PSO é uma meta-heuristica populacional utilizada para resolver diversos proble-
mas de otimizacao. Os algoritmos PSO sao projetados para prover solucoes robustas
e escalaveis. Essa meta-heuristica é inspirada no comportamento do voo de passaros
em busca de alimento. Um individuo no PSO, chamado de particula, usa regras sim-
ples para controlar suas agoes e através de interacoes com todo o grupo é gerado um
comportamento emergente. Essas caracteristicas permitem o uso do PSO para proble-
mas multiobjetivo [79]. A Otimizac¢ao por Nuvem de Particulas Multiobjetivo, MOPSO
(do inglés Multi-Objective Particle Swarm Optimization) busca aplicar conceitos da Oti-

mizacao Multiobjetivo em algoritmos PSO.
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No entanto, a maioria dos MOEAs propostos, inclusive os baseados no PSO, é restrita
a problemas com duas ou trés funcoes objetivo. Recentemente, cresceu o interesse na
pesquisa em trabalhos que lidam com um numero grande de objetivos (maior do que
trés) devido a limitacdo dos MOEAs tradicionais quando utilizados neste contexto [46].
Quando o niimero de objetivos cresce hd um aumento no niimero do conjunto das melhores
solugoes. Com um maior nimero de solugoes, ocorre a deterioragao da busca dos MOEAs,
pois esses algoritmos enfrentam dificuldades em identificar e gerar as melhores solugoes, o
que prejudica o processo de selegao. Logo, se nao houver um boa selegao das solugoes nao
hé um progresso continuo em direcao as solugoes 6timas e nao hé convergéncia na busca.
Além disso, o nuimero de solugoes necessarias para se aproximar do melhor resultado
cresce exponencialmente [46] [82]. Assim, novos trabalhos tém sido propostos buscando
atenuar a deterioracao dos MOEAs para esses problemas. A area que visa estudar novas
técnicas para problemas com muitos objetivos é chamada de Otimizacao com Muitos
Objetivos ou Many-Objective Optimization. Problemas com mais de trés fungoes objetivo
sao chamados de Problemas de Otimizacao com Muitos Objetivos, ou Many-Objetive

Optimization Problems (MaOPs).

1.1 Motivacoes e metodologia

Este trabalho de doutorado tem como objetivo propor novas estratégias para reduzir as
limitagoes de MOEAs em problemas com muitos objetivos. Além disso, o objetivo é
propor novos métodos aplicados a Otimizacao por Nuvem de Particulas. Este estudo é

motivado por:

e A Otimizacao com Muitos Objetivos é uma &area de estudo nova e ainda possui
diversos campos de pesquisa em aberto. Nessa area, poucas técnicas foram propos-
tas [1], [27], [47], [81], [82] e ainda ndo hd uma solugao definitiva para a deterioragao

dos MOEAs.

e A Otimizacao por Nuvem de Particulas é uma meta-heuristica que vem sendo apli-

cada com sucesso em Problemas de Otimizagao Multiobjetivo [15], [35]. O PSO
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possui caracteristicas importantes que podem ser exploradas para a proposta de
novos métodos, como por exemplo, o mecanismo de troca de informacao entre as

particulas ou a possibilidade de se utilizar diversas populagoes em uma sé execucao.

e Poucos trabalhos da literatura utilizam o PSO para problemas com muitos objeti-

vos [59], [85].

Assim, através dessa motivacao, sao definidos os objetivos deste trabalho:

Estudar trabalhos da érea da Otimizagao Evoluciondria Multiobjetivo (EMO, do
inglés Evolutionary Multi-Objective Optimization) especialmente os trabalhos que
lidam com a Otimizagao com Muitos Objetivos e com a Otimizagao por Nuvem de

Particulas.

e Aplicar técnicas da Otimizagao com Muitos Objetivos da literatura em algoritmos
PSO e explorar estes novos algoritmos em Problemas de Otimizacao com Muitos
Objetivos. Este passo busca identificar se as técnicas da literatura funcionam quando

aplicadas a uma meta-heuristica cooperativa.

e Propor novos métodos para Otimizagao com Muitos Objetivos, especialmente pro-

jetados para algoritmos MOPSO.

e Executar um conjunto de estudos empiricos utilizando problemas com muitos ob-
jetivos e medidas de desempenho, com énfase na andlise de aspectos como a con-
vergéncia e a diversidade da busca de MOEAs. Esses estudos tém como objetivo
a consolidacao do conhecimento adquirido na aplicacao do PSO em problemas com
muitos objetivos e do funcionamento dos métodos da literatura. Além disso, eles
sao de fundamental importancia para avaliar se as técnicas propostas sao uteis para

problemas com muitos objetivos.

1.2 Contribuicoes da tese

Definidos os objetivos, as principais contribuigoes desta tese sao:
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Apresentar uma revisao bibliografica e discussao dos principais trabalhos relaciona-

dos da Otimizagao com Muitos Objetivos e da Otimizacao por Nuvem de Particulas.

Propor novos métodos para a Otimizacao com Muitos Objetivos.

Propor novos algoritmos MOPSO apropriados para Otimizacao com Muitos Obje-

tivos.

Analise empirica para a validacao dos métodos e algoritmos propostos.

A primeira contribuicao refere-se aos dois proximos capitulos desta tese. Esses capitulos
descrevem os principais conceitos da Otimizacao com Muitos Objetivos e da Otimizagao
por Nuvem de Particulas. Além disso, os principais trabalhos relacionados sao discutidos,
bem como sao definidos os desafios e caminhos tomados no desenvolvimento da tese.

A principal contribuicao desta tese é a proposta de novos métodos e algoritmos espe-
cialmente direcionados para a Otimizacao com Muitos Objetivos. O desenvolvimento foi
dividido em trés partes: novas relagoes de preferéncia [16], métodos de arquivamento [9]
e multiplos enxames [36].

As novas relagoes de preferéncia compreenderam o uso de novas relacoes de preferéncia
em algoritmos MOPSO. Essas novas relagoes tém o objetivo de induzir uma nova or-
denagao das solugoes e com isso evitar a deterioragao de MOEAs em Problemas de Oti-
mizacao com Muitos Objetivos. Nesta etapa se destacam o uso da técnica Controle da
Area de Dominancia das Solugoes [81] em um algoritmo MOPSO e proposta de novos
métodos de ranking [23] chamados de Balanced Ranking e Combinacao de Rankings.
Através do uso dessas técnicas em algoritmos MOPSO sao desenvolvidos os algoritmos
Ranking-SMPSO [25] ¢ CDAS-MOPSO [16].

O estudo dos métodos de arquivamento tem como principal objetivo explorar uma
caracteristica importante de algoritmos MOPSO. O arquivamento de solugoes é uma ta-
refa executada por diversos MOEAs [64], porém possui importancia na meta-heuristica
MOPSO. O objetivo é desenvolver novos métodos de arquivamento que permitam diminuir

a deterioracao da busca de algoritmos MOPSO em MaOPs. Nesse contexto sao propostos



5

os métodos Arquivador Ideal [7], Arquivador Distribuido, Arquivador Distribuido pela
Busca [9] e Arquivador Hiperplano.

Por fim, o ultimo conjunto de algoritmos desenvolvidos nesta tese utiliza conceitos
de multiplos enxames. Multiplos Enxames [36] sao utilizados em algoritmos PSO com
o objetivo de diminuir a complexidade da busca. Com esse objetivo, sao desenvolvidos
algoritmos que buscam combinar diferentes métodos de arquivamento em um ambiente
com multiplos enxames. Os algoritmos sao chamados de Multi-Swarm Baseado em Ar-
quivadores, Multi-Swarm com Arquivo Externo Compartilhado e Iterated Multi-Swarm,
[-Multi e compoem as qualidades de diferentes métodos de arquivamento para melhorar
a busca de algoritmos MOPSO.

Para a avaliacao de todos os métodos e algoritmos desenvolvidos nesta tese, é apre-
sentado um conjunto de experimentos que efetuam uma analise empirica dos resultados
obtidos. Essa andlise empirica aplica os algoritmos desenvolvidos em diferentes problemas
artificiais com muitas fungoes objetivo e utiliza diferentes indicadores de qualidade. O
principal objetivo é identificar se os métodos propostos realmente reduzem a deterioracao
da busca e se é possivel obter bons resultados em termos de convergéncia e diversidade
em cenarios com muitos objetivos.

Este conjunto de algoritmos e as respectivas analises empiricas geraram um conjunto de
publicagbes em revistas e conferéncias da area em [7], [8], [9], [13], [14], [16], [17], [25], [52]
e [53].

1.3 Organizacao da tese

O restante desta tese estd organizada seguinte maneira:

Capitulo 2 - Otimizacao Multiobjetivo e Otimizagao com Muitos Objetivos:
Esse capitulo apresenta os principais conceitos da Otimizacao Multiobjetivo e Otimizacao
com Muitos Objetivos. Nele sao discutidos os conceitos bésicos para o entendimento do
trabalho desenvolvido nesta tese. Além disso, é feita uma revisao dos principais trabalhos
relacionados da area com o objetivo de delinear os principais desafios enfrentados.

Capitulo 3 - Otimizagao por Nuvem de Particulas Multiobjetivo: Nesse
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capitulo a meta-heuristica utilizada no desenvolvimento da tese, a Otimizacao por Nuvem
de Particulas Multiobjetivo, é discutida. A terminologia bésica é apresentada, bem com
sao discutidos os principais conceitos da meta-heuristica, como escolha do lider, equacoes
de movimento e métodos de arquivamento. Da mesma forma que no capitulo anterior, é
feita uma revisao dos principais trabalhos da literatura que sao utilizados como guia no
desenvolvimento dos métodos propostos.

Capitulo 4 - Novas Relagoes Preferéncias Aplicadas a meta-heuristica MOPSO
na Otimizagao com Muitos Objetivos: Nesse capitulo os novos métodos e os no-
vos algoritmos baseados em novas relagoes de preferéncia sao propostos. O uso de novas
relagoes de preferéncias é um dos principais caminhos adotados para resolver Problemas
com Muitos Objetivos na literatura. Esse capitulo apresenta a aplicacao de métodos da
literatura em algoritmo MOPSO, bem como a proposta de novos métodos. Nesse capitulo
sao apresentados os algoritmos Ranking-SMPSO, CDAS-MOPSO e os métodos Balanced
Ranking e a Combinacao de Rankings.

Capitulo 5 - Explorando Métodos de Arquivamento: Métodos de arquiva-
mento sao importantes na meta-heuristica MOPSO e diferentes métodos ja foram propos-
tos na literatura. Nesse capitulo sao propostos quatro novos métodos que buscam reduzir
a deterioracao de algoritmos MOPSO quando aplicados a MaOPs. Sao apresentados os
métodos Arquivador Ideal, Arquivador Distribuido, Arquivador Distribuido pela Busca e
Arquivador Hiperplano.

Capitulo 6 - Explorando Miltiplos Enxames e Métodos de Arquivamento:
Esse capitulo apresenta os algoritmos Multi-Swarm Baseado em Arquivadores, Multi-
Swarm com Arquivo Externo Compartilhado e Iterated Multi-Swarm que exploram a
meta-heuristica MOPSO com multiplos enxames. Esses algoritmos tém como principal
caracteristica compor diferentes métodos de arquivamento através de multiplos enxames.

Capitulo 7 - Avaliacao Empirica dos Métodos Propostos: Nesse capitulo
sao apresentados os conjuntos de experimentos utilizados para validar todos os métodos
propostos na tese. Sao efetuadas andlises empiricas com o objetivo de avaliar cada técnica

proposta, bem como confronta-las entre si e com algoritmos da literatura.
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Capitulo 8 - Conclusoes: Por fim, esse capitulo apresenta as consideragoes finais

desta tese e planeja possiveis trabalhos futuros.

1.4 Notas sobre terminologia

Esta tese utiliza diversas palavras e expressoes em inglés tais como fitness, benchmark,
swarms, entre outros, bem como alguns acronimos derivados do inglés como PSO, MOPSO,
EMO, MaOPs. Foi definido deixar esses termos em inglés devido ao seu uso comum na
literatura especializada para que nao haja uma interpretagao equivocada dos termos re-

ferenciados.



CAPITULO 2

OTIMIZACAO MULTIOBJETIVO E OTIMIZACAO COM
MUITOS OBJETIVOS

Este capitulo apresenta as definicoes da Otimizagao Multiobjetivo e da Otimizagao com
Muitos Objetivos. Além disso, é feita uma analise dos principais trabalhos da &area e
apresentados os desafios que serao enfrentados nesta tese. O capitulo estd organizado
da seguinte forma: a Secao 2.1 discute a Otimizacao Multiobjetivo, bem como apresenta
andlise de alguns trabalhos relacionados. O tema principal de estudo nesta tese, a Oti-
mizagao com Muitos Objetivos, é discutido na Secao 2.2. Por fim, as consideragoes finais

desse capitulo sao apresentadas na Secao 2.3.

2.1 Otimizacao multiobjetivo

Um Problema de Otimizacao Multi-Objetivo (MOP, do inglés Multi-Objective Optimiza-
tion Problem) envolve a satisfagdo simultanea de duas ou mais fungoes objetivo. Nestes
problemas, as funcoes objetivo que sao otimizadas estao em conflito!, ou seja, se um valor
de uma funcao objetivo melhora, em geral, o valor de outra fungao objetivo piora. Isso
representa que nao ha somente uma melhor solugao, mas um conjunto com as melhores
solucoes. Para obter esse conjunto de solugoes ¢ utilizada a Teoria da Otimalidade de
Pareto [20]. O problema multi-objetivo geral, de minimizagao e sem restri¢oes, é definido
a seguir.

Um vetor de varidveis de decisao 7 é o conjunto de valores numéricos que serao
escolhidos pelo problema de otimizagao (uma soluc¢ao do problema). O vetor = (), onde

) é o conjunto das solugoes possiveis do problema, é denotado por 7= (x1, 9, ..., Tp),

1O termo otimizar corresponde a determinar um conjunto de solucdes as quais apresentem os melhores
valores possiveis para as fungoes objetivos ou os valores das fungoes que sejam aceitaveis para o tomador
de decisao. A etapa da tomada de decisao é um dos estdgios da otimizagao multi-objetivo e o tomador
de decisdo é o responsével por escolher, dentre todas as solugoes geradas, uma tinica solugdo [20]
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onde n é a dimensao do vetor de variaveis de decisao e x; € o i-ésimo valor pertencente a
este vetor. Num problema de otimizacao, a qualidade de uma possivel solucao é definida
através de alguns critérios. Esses critérios sao expressos através de fungoes computéveis
das variaveis de decisao, que sao chamadas de fungoes objetivo, denotadas por fj(7),
F:R"— R.

Em problemas multiobjetivo ha varias fungoes objetivo, assim ¢ utilizado um vetor
de funcoes objetivo ﬁ) € A, onde A é o espago do vetor das fungoes objetivo para o

problema. A otimizacao multiobjetivo é definida por:

Minimizef(2) = (Fi(Z), fo(F)-wr ol D)) (2.1)

onde m é o nimero de fungdes objetivo do problema (dimensao de A ) e f](7) é a j-
ésima funcao objetivo. Para cada solucao 7 no espacgo das variaveis de decisao, existe
um mapeamento para o vetor ﬁ) no espaco das funcoes objetivo, F': R" — A.

A Otimizag8o Multiobjetivo [20] tem como propésito otimizar as m fungoes obje-
tivo simultaneamente com o objetivo de encontrar um conjunto de solugoes que represen-
tam um melhor compromisso entre os objetivos. Assim, nesse conjunto de solugoes, para
cada solugao 7 ndo é possivel diminuir o valor de uma funcao objetivo sem que haja o
aumento de pelo menos outra funcao. Em problemas multiobjetivo o étimo é definido
através de termos como Otimo de Pareto, Dominancia de Pareto, Conjunto Otimo de

Pareto e Fronteira de Pareto [20].

Definigao 1, Dominancia de Pareto: Dados ﬁ) = (f1(T), fo(T) e, fi(T)) €

FT) = (A (T fulT)), F(7) domina F() , denotado por F(Z) < f(7).

se e somente se (minimizacao):

Vie{1,2,..m}: fi(Z)< fi(F), e Fie{l,2,...m}: fi(Z) < fi( V)

1 7 ) é dito nao dominado se nao existe nenhum f( 1/ ) que domine f( % ).
Definicao 2, Otimo de Pareto: Dada a solugao 7 € Q, com vetor de funcoes

objetivo jﬁ) = (f1(T), [o(T)..., fm(T)), T é dito Pareto Otimo se e somente se nio
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existe 7/ € Q, com vetor de funcoes objetivo f( z/) = (f1(F), f2(F) ..., fi(T)), tal que
f( 1/) =< f( % ). Ou seja, @ é dito Pareto Otimo se o seu vetor de funcdes objetivo é nao

dominado. Uma solucao que é Otimo de Pareto possui um vetor de funcoes objetivos que
nao pode ser simultaneamente melhorado.

Defini¢io 3, Conjunto Pareto Otimo: Para um MOP, o Conjunto Pareto Otimo,
P*, é o conjunto das melhores solugoes em €2, ou seja, é o conjunto das solugoes Pareto

Otimo do problema. P* é definido como:
P (T Q3T Q. 1(T) < [(T) (22)

Definicao 4, Fronteira de Pareto: Cada solugao em P* possui uma imagem de um
ponto nao dominado em A. O conjunto de todos os pontos nao dominados no espago das
fungoes objetivo é chamado de Fronteira de Pareto (PF, do inglés Pareto Front), definido

por:

PF* = {f(7) | 7 € P*} (2.3)

Definicao 5, Vetor Ideal: é o vetor que contém os melhores valores possiveis para

cada funcao objetivo. O vetor ideal é denotado por:

FOUT) = [f1(Z), [T, ooy fo(T)] (2.4)

onde () é o valor 6timo da funcéo objetivo f;(7). Em geral f—o(—7_)> é um vetor utdpico,
geralmente utilizado para definir a melhor posicao possivel no espaco de objetivos. Porém,
em geral, essa posi¢ao nao pode ser alcangada.

Definicao 6, Vetores Extremos: ¢ o conjunto de vetores que contém o valor étimo
para m — 1 fungoes objetivo e o valor méximo para a j-ésima fungao ( f;”‘””(?)) Num
problema com m fungoes objetivo existem m vetores extremos. O vetor extremo F/Z é

denotado por:
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Fronteira de Pareto

Objf

Figura 2.1: Exemplo do joelho e vetores extremos num espago com duas fungoes objetivo.

B, = [f2(), fUD), o oo (D), ... £ D)) (2.5)

onde f(7) é o valor 6timo da funcéo objetivo f;(7') e fjm‘”(?) ¢ o valor maximo para
a funcao ]2(7) O conjunto com os m vetores E; normalmente é usado para representar
um ponto em cada eixo de objetivos.

Definicao 7, Joelho da fronteira de Pareto: De forma simples, o joelho da
fronteira de Pareto pode ser definido como um ponto de maior convexividade (uma pro-
tuberancia) da curva [24]. Uma discussao detalhada, apresentando os conceitos tedricos
na definigao do joelho pode ser encontrada em [24]. Nesta tese, o conceito do joelho sera
explorado somente em curvas que definem fronteiras de Pareto simples. A Figura 2.1 mos-
tra o exemplo do joelho para uma curva de uma fronteira de Pareto de minimizacao. O
joelho é o ponto de maior arqueamento da curva. E comum que o joelho esteja localizado
no meio da curva, o que representa o melhor compromisso entre os valores das fungoes
objetivo. Nos trabalhos [24] e [47] ¢ discutido que tomadores de decisao em geral preferem
pontos proximos ao joelho da fronteira.

Problemas de Otimizacao Multiobjetivo sao solucionados por diferentes areas de pes-
quisa. Em geral, MOP sao problemas da classe NP-Completo [20]. Neste contexto, a
grande complexidade de MOPs impossibilita o uso de algoritmos de busca tradicionais.

Assim, para esse conjunto de problemas, algoritmos bioinspirados tais como os Algorit-
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mos Evoluciondrios, entre eles os Algoritmos Genéticos [41], Programagao Evolucionéria,
bem como outras meta-heuristicas, como a Otimizagao por Nuvem de Particulas [79],
Sistemas Imunolégicos Artificiais [26], entre outros, tém sido aplicados com sucesso. Em
geral, este conjunto de algoritmos utiliza uma populagao de solugoes na busca e assim per-
mite a geragao de diversos elementos da Fronteira de Pareto em uma sé execucao. A area
da Otimizagao Evoluciondria Multiobjetivo visa a aplicacao de Algoritmos Evolucionérios
Multiobjetivo (MOEA, do inglés Multi-Objective Evolutionary Optimization Algorithms)?
para a solucao de MOPs.

Os Algoritmos Evolucionarios Multiobjetivo modificam os algoritmos evolucionarios
de duas maneiras: incorporam um mecanismo de selecao, geralmente baseado nos concei-
tos da Otimalidade de Pareto, e adotam mecanismos para a preservacao da diversidade,
para evitar a convergéncia para uma sé solugao. Como a maioria dos MOPs sao proble-
mas complexos, os MOEAs focam em determinar um conjunto de solu¢ées mais proximo
possivel do Conjunto Otimo de Pareto, denominado de conjunto de aproximacao. Por cla-
reza, a imagem deste conjunto de aproximagcao no espacos das funcgoes objetivo é chamada
de PFy,r0p € a fronteira de Pareto do problema ¢ chamada de PF.y.

Através destes conceitos pode-se definir que o principal objetivos de um MOEA é gerar
um bom conjunto de solugoes para o tomador de decisao, para a selecao do resultado no
espago de varidveis. Com este intuito, um MOEA utiliza os seguintes meios: (1) preservar
os pontos nao dominados e a sua associa¢ao no espaco de busca (solugdes Pareto 6timo);
(2) manter o progresso do algoritmo na dire¢ao da fronteira de Pareto; (3) manter a
diversidade dos pontos no espago de objetivos e de variaveis (obter uma boa cobertura da
fronteira de Pareto).

Em resumo, um MOEA deve convergir para as melhores solugoes do problema, porém
deve cobrir de melhor forma as diferentes regioes para possibilitar a geracao de melhor

conjunto para o tomador de decisao.

2Na literatura, em geral, h4 uma diferenciacio entre Algoritmos Evolucionérios (baseados na teoria
da evolucao das espécies) e as demais meta-heuristica bio-inspiradas (qualquer meta-heuristica que é
inspirada num comportamento biolégico, tais como o comportamento formigas, passaros, abelhas e mesmo
o comportamento evolutivo de espécies. Porém, na literatura multiobjetivo, todos os algoritmos bio-
inspirados que sao utilizados para otimizar mais de um objetivo sdo classificados como MOEAs e essa
serd a notagao utilizada nesta tese).
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Figura 2.2: Representagoes de conjuntos de aproximacao com boa convergéncia e boa
diversidade. Os pontos indicam as fronteiras aproximadas.

2.1.1 Convergeéncia versus diversidade

Em [20], a convergéncia de PF,,,, para PF, ., ¢ definida, de forma simples, como um mo-
vimento crescente de aproximagao do conjunto de solucoes corrente até PF,.,;, durante as
iteragoes do MOEAs (considerando o espago das fungoes objetivo). Convergéncia da busca
de um algoritmo em relagao a fronteira de Pareto é observada se a fronteira aproximada
gerada esta localizada perto da Fronteira de Pareto. Em contrapartida, aproximagao de
PF,,r0r nao é a tinica qualidade desejada na busca de um MOEAs. Além disso, ¢ interes-
sante que o conjunto de solugoes gerado esteja espalhado por diferentes regioes do espaco
de busca. A diversidade em relacao a fronteira de Pareto é observada se as solugoes estao
distribuidas por toda a regiao que a fronteira de Pareto ocupa?®.

A Figura 2.2(a) mostra um exemplo de um conjunto de aproximag¢ao com boa con-
vergéncia, pois as solugoes estao proximas a fronteira de Pareto. Porém, nesse exemplo
nao ha uma boa diversidade, pois as solugoes estao concentradas em alguns pontos e
nao estao bem espacadas. A Figura 2.2(b) mostra um conjunto de aproximagao com a
boa diversidade, espalhado pela regiao da fronteira de Pareto e bem espacado, mas sem
convergéncia, longe da fronteira.

Esses conceitos serao explorados em diversos pontos desta tese. O objetivo deste

3A discussao sobre convergéncia e diversidade em geral envolve a prova de teoremas que discutem de
maneira formal esses aspectos de algoritmos multiobjetivo. Porém, o objetivo desta secao nao é discutir
esses teoremas, mas sim apresentar de maneira simples e pratica os aspectos de convergéncia e diversidade
que sao desejaveis em Algoritmos Evolucionarios Multiobjetivo. A discussao desses teoremas pode ser
encontrada no Capitulo 6 em [20].
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trabalho é propor novos métodos para Otimizacao Multiobjetivo que apresentem bons
resultados em termos de convergéncia e diversidade em relacao a fronteira de Pareto. Os
métodos propostos tém como objetivo melhorar o resultado de um MOEA (nesta tese
sao explorados os algoritmos baseados na Otimizagao por Nuvem de Particulas) com o
objetivo que a PF,p,,, se aproxime mais da fronteira de Pareto real e que esse conjunto

também seja bem diversificado.

2.1.2 Relagao de preferéncia para algoritmos evolucionarios mul-
tiobjetivo

MOEAs buscam solucionar problemas de otimizagao multiobjetivo através de diferentes
formas. Nesses algoritmos, uma funcao de fitness é utilizada para avaliar as fungoes
objetivo e determinar quais sao as melhores solucoes da populacao em cada iteracao do
algoritmo. FEssa funcao de fitness define uma relacao de preferéncia entre as solugoes,
utilizada para identificar as regides do espago com melhor potencial [47]. Uma relagao de
preferéncia é um mecanismo para decidir se uma solugao 7 é preferivel a uma solugao
.

Algoritmos Multiobjetivo utilizam diferentes fungoes de fitness como relagoes e pre-
feréncia. Em geral, trés abordagens de fungao de fitness se destacam: lexicografica,
agregagdo linear de fungdeseaabordagens baseadas em domindncia de Pareto [39)].

A abordagem mais simples é a lexicografica. Nesse método sao definidas prioridades
para os objetivos e cada objetivo é avaliado de acordo com esta prioridade. Assim, na
comparagao entre duas solugoes, primeiro é feita a comparagao com o objetivo com maior
prioridade, caso nao haja uma diferenca significante para este valor é feita a analise com o
proximo objetivo, e assim por diante. H4 também a possibilidade de se escolher a fungao
objetivo de maior prioridade de forma aleatéria em cada iteracao do algoritmo.

A vantagem desse método é que os objetivos sao analisados separadamente, nao hé
uma mistura destes valores durante a comparacao das solugoes e é um método de baixa
complexidade computacional. O problema é que ela introduz novos parametros complexos

para o problema: a definicao da ordem das solugoes e a definicao de um valor limite que
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defina se uma solugao é melhor que a outra.

Uma outra forma de se trabalhar com problemas multiobjetivo é através da agregacao
linear de fungoes [66]. Nessa abordagem o problema multiobjetivo é convertido em um
problema escalar através de uma soma ponderada, onde é atribuido uma ponderacao para

cada funcao objetivo:
min Z w; f;(T) (2.6)
J

onde w; > 0 e j =0,...,m sao os pesos de cada funcao objetivo j. Em geral, esses pesos
sao normalizados e a soma de todos os pesos ¢é igual a 1. Outra abordagem de ponderagao
é de Tchebycheff [66]. O método da soma ponderada considera uma combinagao dos
diferentes objetivos através da atribuigao de pesos para cada objetivo (vetor Y) e a soma
destes valores. A abordagem de Tchebycheff utiliza a seguinte equagao para agregar os

objetivos:

maz1<jem{Nlf5(T) = 1} (2.7)

onde m ¢é o numero de objetivos, Y é o vetor de pesos, fj(T) ¢é o valor do j-ésimo objetivo
e z_; é um ponto de referéncia que em geral é o vetor ideal.

Agregacao de funcoes tem como vantagem ser simples e também de baixa comple-
xidade. Além disso, como mostrado em [20], para qualquer conjunto positivo de pesos
para uma determinada funcao objetivo, pode ser encontrada uma solucao Pareto Otimo.
Porém, esta técnica possui alguns problemas. O primeiro é a necessidade de se encontrar
os melhores valores possiveis para o peso de forma empirica. A segunda é o fato de o
modelo criado ficar especializado somente para os valores definidos pelos pesos. Por fim,
se a fronteira de Pareto for nao convexa, o étimo nessa porcao da fronteira nao pode ser
achado através deste método, ou seja, algumas solugoes da fronteira de Pareto nao podem

ser encontradas através deste método.

Apesar do uso de abordagens que definem a funcao de fitness através da definicao de
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Figura 2.3: Relacao da dominancia de Pareto para um espaco bi-objetivo

prioridades ou da agregacao de funcoes, o objetivo da otimiza¢ao multiobjetivo é encontrar
os elementos do conjunto Pareto Otimo. Assim, a maneira mais utilizada por MOEAs
para se definir uma funcao de fitness é incorporar diretamente o conceito da dominancia
de Pareto como mecanismo de selecao. Assim, uma solugao é escolhida como melhor, se
ela domina as demais solucoes da populacao.

A Figura 2.3 mostra um exemplo da selecao das melhores solugoes através da do-
minancia de Pareto. Nessa figura é apresentado um espaco com duas funcgoes objetivos,
para um problema de minimizacao. Cada ponto representa um vetor objetivo de uma
solucao. Pela definicao de dominancia de Pareto, as solucoes marcadas em verde domi-
nam as solucoes marcadas em cinza.

Dentre os diversos Algoritmos Evolucionarios Multiobjetivo descritos na literatura, os
algoritmos evoluciondrios se destacam [41]. Essas abordagens evolucionérias sdo basea-
das em conceitos da evolugao das espécies e utilizam mecanismos como elitismo, selecao
natural, combinacao de individuos e mutacao. A ideia é que em uma populagao em que
os individuos competem entre si, as melhores solucoes sao selecionadas para a procriagao
e com esse processo hd a convergéncia para as melhores solugoes do problema.

Um dos principais algoritmos do estado da arte é o Non-Dominated Sorting Genetic

Algorithm 11, NSGA-II [28]. Esse algoritmo tem a caracteristica de inserir o elitismo na
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Figura 2.4: Exemplo do célculo da distancia de Crowding

busca através de um procedimento que ordena as solucoes nao dominadas e mantém a
diversidade através da proposta de um estimador de densidade, a distancia de crowding.
A distancia de Crowding (CD, do inglés Crowding Distance) é um medida utilizada para
estimar a densidade de solugoes em volta de uma solugao em particular. Essa densidade é
calculada através da distancia média em relagao aos pontos mais proximos em cada eixo de
objetivo. Através dessas distancias médias ¢ definido um cuboide que define o perimetro
entre as solugoes mais préximas. A Figura 2.4 mostra um exemplo da representagao desse
cuboide. Para o céalculo da distancia de Crowding, primeiro as solugoes sao ordenadas,
por cada objetivo. Para cada objetivo, para as solucoes nos extremos da ordenacao é
atribuido um valor infinito. Para as demais solucoes é calculada a distancia entre elas por
cada objetivo. O valor da medida CD é obtido somando os valores das distancias obtidas.
Assim, quanto maior o valor do CD de uma solug@o, menos densa sera a area em que esta
solucao esta localizada.

O método proposto pelo NSGA-II ordena as solucées de acordo com a dominancia
de Pareto. Uma descri¢ao do algoritmo NSGA-II é apresentada a seguir. Inicialmente,
sao obtidas as solugoes nao dominadas e elas sao assinaladas ao primeiro front. Em
seguida, essas solucoes sao retiradas da populagao e o processo é repetido para as solugoes
restantes. As novas solu¢oes nao dominadas sao assinaladas ao front seguinte e o processo

repetido até que nao sobrem mais solugoes na populacao. A distancia de crowding

[©

é calculada separadamente para as solugoes em cada front. A populacao de filhos é

obtida através de processos de selegao (torneio bindrio), recombinagao e mutagao. Apds
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a geracao dos filhos, as duas populagoes sao agrupadas e as melhores solugoes passam
para a proxima iteracao. Para a selecao através de torneio binario, duas solucoes sao
escolhidas aleatoriamente. Em seguida, é observado qual é a melhor solucao através do
seguinte critério: se as solugoes estiverem em fronts diferentes, a melhor é a que estiver
no melhor front; se elas estao no mesmo front, a melhor é a que possuir o melhor valor
de CD. No artigo original, o NSGA-II é comparado ao PAES [57], um algoritmo que
também tem como base o elitismo e que também tem o objetivo explicito de preservar a
diversidade do front de solugoes nao dominadas. Os algoritmos sao avaliados através de
5 problemas de teste, analisam a uniformidade da distribuicao das solugoes, através da
medida Spread. Neste conjunto de testes, o NSGA-II superou o PAES. O NSGA-II tem
baixa complexidade computacional, quando comparado a outros MOEAs da literatura
e foi utilizado em diversos outros trabalhos obtendo bons resultados. Esse algoritmo é
comumente utilizado como base de comparacao para a proposicao de novos algoritmos
evolucionarios multiobjetivo.

Outras metaheuristicas sao utilizadas no desenvolvimento de algoritmos multiobjetivo.
A Otimizacao por Nuvem de Particulas é o tema de estudo nesta tese e serd explorada
no Capitulo 3. Outra alternativa sdo os sistema artificiais imunol6gicos(AIS, do inglés
Artificial Immune Systems) [26]. Esta metaheuristica é baseada no modelo do sistema
imunoloégico dos seres humanos. O sistema imunolégico tem a capacidade de identificar
os organismos estranhos, chamados de antigenos, e ataca-los através dos anticorpos, que
possuem o principal papel de defesa do corpo. Quando um antigeno é identificado os
anticorpos que melhor reconhecem esse antigeno se proliferam através de um processo de
clonagem. Este principio é chamado da sele¢ao clonal [26]. Na literatura existem alguns
trabalhos que utilizam a metaheuristica dos sistemas artificiais imunolégicos para resolver
problemas de otimizagao.

Em [19] é apresentado um dos primeiros trabalhos que aplicam essa metaheuristica a
problemas multiobjetivo, Multiobjective Immunologic System Algorithm, MISA. O MISA
¢ baseado no principio da selecao clonal, onde somente os anticorpos com maior afini-

dade serao clonados. Os anticorpos representam uma solucao para o problema. Nao
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sao utilizados antigenos, a afinidade dos anticorpos é definida através de conceitos da do-
minancia de Pareto e uma medida da diversidade das solugoes, definida através de um grid
adaptavel [58]. No algoritmo, as melhores solugoes devem ser clonadas, estas solugoes sao
as solucoes nao dominadas ou as solugoes dominadas por menos solugoes. O ntumero de
clones é definido através da diversidade das solugoes. As solucoes localizadas em regioes
mais densas no grid tem um nimero menor de clones, enquanto as solugoes em regioes
menos densas tem um nimero maior de clones. Apds o processo de clonagem, os clones
gerados sofrem um processo de mutacdo. Apds a mutagao, os melhores individuos sao
selecionados entre todas as solugoes e o processo ¢ repetido até uma condicao de parada.
O algoritmo MISA ¢ avaliado em diferentes problemas de benchmarking e seus resultados
sao comparados aos algoritmos microGA, NSGA-II e PAES. Para a comparagao dos algo-
ritmos sao utilizados alguns indicadores de qualidade como a Error Ratio e o Spacing [84].
Além dessas medidas, esse artigo propoe a medida Inverted Generational Distance, que é a
inversao da Generational Distance [84]. Com essa medida é possivel medir convergéncia e
diversidade. O artigo concluiu que o MISA apresenta resultados competitivos em relacao
a algoritmos do estado da arte da literatura. Além disso, o algoritmo é uma primeira
aplicacao de AIS em problemas multiobjetivo e que a técnica da selecao clonal pode ser
efetiva para resolver esses problemas de forma simples.

A maioria dos trabalhos que lidam com multiobjetivo somente utilizam a dominancia
de Pareto como relagao de preferéncia entre as solucoes. Porém, como discutido anteri-
ormente, existem diferentes abordagens para trabalhar com multiobjetivo. Entre elas, as
que agregam o conjunto das fun¢des ganham destaque. Através deste método, é possivel
obter uma solucao Pareto 6timo em que o seu objetivo é uma agregacao de m funcgoes
objetivo. Assim, a aproximacao da fronteira de Pareto para um problema multiobjetivo
¢é obtida através da decomposicao do problema em um nimero de problemas escalares.
Nesses métodos, cada solucao é obtida através da variacao dos pesos das fungoes de
agregacao. Dentre estes métodos o algoritmo MOEA /D [86] se destaca, pois apresenta
resultados competitivos com algoritmos multiobjetivo do estado da arte, como o NSGA-

IT [28], inclusive superando esses algoritmos para problemas com muitos objetivos.
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O MOEA/D possui a caracteristica de introduzir a decomposigdo em problemas na
computacao evoluciondria multiobjetivo. Como é um algoritmo que visa resolver N pro-
blemas escalares apresenta mais facilidade para lidar com problemas como a manutengao
da diversidade e possui um custo computacional menor em relacao aos algoritmos mul-
tiobjetivo do estado da arte. No MOEA/D é dado um conjunto de vetores de peso )j,
...,>\—>N, onde ; = (X, ..., A" ), m é o ntimero de objetivos e N o ntimero de solugoes. A
otimizacao de um problema escalar, utilizando a agregacao de fungoes com um conjunto
de pesos XZ ird gerar uma solucao do conjunto Pareto 6timo. Assim, uma solucao Tl 6
gerada através de um método de decomposicao (soma ponderada, abordagem de Tcheby-
cheff) e um vetor Xz O MOEA/D baseia-se no fato de cada vetor de pesos Xi possuir um
vizinhanca com T vetores de pesos. Essa vizinhanca é definida por um conjunto de veto-
res semelhantes, que sao vetores proximos no espago de pesos. O artigo argumenta que
vetores de pesos semelhantes irdo gerar solugdes étimas semelhantes. Entao, o MOEA /D
utiliza um algoritmo evoluciondrio, ou seja, uso de operadores genéticos (recombinagao
de solugoes, mutagao, etc.), para otimizar o conjunto de pesos vizinhos, com o intuito de
gerar um conjunto de solugoes 7, que cubra toda a fronteira de Pareto. O MOEA/D é
comparado com o MOGLS [51] (um algoritmo de decomposi¢ao que apresenta bons resul-
tados quando comparados a outros MOEAs da literatura), e ao NSGA-II. Foi utilizado
o problema da mochila multiobjetivo e utilizadas as métricas de cobertura (métrica C)
e a distancia a um representante na fronteira de Pareto (métrica D). A andlise mostrou
que o MOEA /D apresenta menor custo computacional e superou os demais algoritmos na

comparacao das métricas.

2.2 Otimizacao com muitos objetivos

Apesar da aplicagao com sucesso de diversos MOEAs, a maioria dos estudos em proble-
mas multiobjetivo foca em problemas com um niimero pequeno de objetivos. No entanto,
problemas praticos envolvem um ntumero grande de critérios, em especial problemas da
engenharia, tais como problemas da engenharia automotiva e aeroespacial [38]. Proble-

mas de Otimizagao Multiobjetivo com mais de 3 fungoes objetivos sao referidos como
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Problemas com Muitos Objetivos e a drea que tem como objetivo estudar novas solugoes
para esses problemas é chamada de Otimizagado com Muitos Objetivos [46].

Diversos trabalhos na literatura mostram como MOEAs tradicionais escalam de ma-
neira pobre quando aplicados a problemas com muitos objetivos [46] [47] [77]. Logo, os
esforgos de pesquisa tém sido orientados a investigar a escalabilidade desses algoritmos
com respeito ao nimero de fungoes objetivos [46]. Neste contexto as principais dificulda-

des enfrentadas pelos MOEAs em problemas com muitos objetivos sao:

e Deterioracao da habilidade de busca: quando o ntimero de objetivos cresce
o numero de solugoes nao dominadas também cresce [46]. Como consequéncia, a
habilidade de busca de algoritmos que usam a dominancia de Pareto como funcao de
selecao é deteriorada. Neste caso, nao é possivel impor uma preferéncia na selecao
das solucoes e nao ha pressao em direcao a fronteira de Pareto. Além disso, quanto
maior é o nimero de fungoes objetivo, maior o nimero de solugoes locais e mais
dificil torna-se o problema, pois ha uma maior chance da busca ficar presa em regioes
de 6timos locais [82]. Em geral, a busca ¢é guiada praticamente de forma aleatdria

ou guiada por aspectos de diversidade.

e Dimensao da fronteira de Pareto: outro problema é niimero de solugoes para
aproximar a fronteira de Pareto. Como discutido em [82], dado um problema com
duas fungoes objetivo, se um conjunto de aproximacao com 100 solugoes for suficiente
para representar o conjunto Pareto 6timo este niimero cresce de maneira excessiva
quando o nimero de fungoes também cresce. Se o niimero de objetivos for definido
como 15 o nimero de solugoes necessarias serd de 10%®. Nessa situacao hd o desafio
em definir uma estrutura de dados para trabalhar com esse nimero de solugoes e
definir mecanismos de diversidade para permitir uma distribuicao equivalente dessas

solugoes.

e Visualizagao da fronteira de Pareto: A visualizacdo dos pontos na fronteira
de Pareto é importante para a tomada de decisao [46]. Porém, com mais de trés

dimensoes nao é possivel plotar os pontos da fronteira de Pareto com alguma forma
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convencional.

Em [82], Schutze et al. destacam que os desafios que devem ser dominados pelos
MOEAs em problemas com muitos objetivos sao: a habilidade de se manter um bom
conjunto de solugoes, com o objetivo de direcionar a populacao em direcao ao conjunto
de interesse; aumentar a probabilidade de se melhorar um individuo da populagao. Neste
sentido, os MOEAs devem ter um mecanismos de identificar boas solugoes, melhorar a
populacao e convergir para fronteira de Pareto, porém este conjunto de solugoes deve ser
bom o suficiente para se obter uma boa cobertura da fronteira de Pareto.

A Figura 2.5 mostra um exemplo da deterioragao da busca de um algoritmo evolu-
ciondrio multiobjetivo. O algoritmo utilizado é o SMPSO [70] para o problema DTLZ2 [31],
com 2, 5, 10 e 20 nimero de objetivos. Uma descricao do algoritmo é apresentada na
Secao 3.3.1 desta tese. O algoritmo foi executado um total de 1000 geragoes e para cada
iteragdo é calculada a menor distancia Euclidiana de um elemento da PF,, (pontos
nao dominados encontrados até entdo) para algum elemento da PF,.,. Quanto menor
a distancia, mais proximo PF,;,, esta de PF,.,. O grafico apresenta o valor da menor
distancia em relagao ao crescimento do niimero de iteragoes, assim ¢ possivel observar se
h& convergéncia na busca com a execucgao do algoritmo.

Para um nimero pequeno de funcoes objetivo, pode ser observado que o algoritmo
possui um poder de convergéncia em dire¢ao a PFqy, ja que a distancia diminui (tende a
zero) quando o nimero de iteragoes aumenta. No entanto, quando o niimero de objetivos
aumenta, o algoritmo SMPSO nao consegue definir uma ordem entre as solugoes geradas
e nao converge para a PF,.,. Para 10 e 20 fungoes objetivo, o algoritmo varia a sua busca
para pontos que estao proximos e que estao longe da fronteira.

Para a atenuacao desses problemas, recentemente varias novas propostas tém sido

apresentadas na literatura [45] e elas podem ser categorizadas em:

e Adaptacao das relagoes de preferéncia: essa abordagem visa aumentar a
pressao em direcao da fronteira de Pareto através de novas relagoes de preferéncia

que induzem uma nova ordenagao do espaco de objetivos [49]. Neste sentido, varios
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Figura 2.5: Deterioracao da habilidade de busca do algoritmo SMPSO para muitos obje-
tivos, problema DTLZ2.

trabalhos se destacam, desde métodos de controle da area de dominancia [81] ao
uso de esquemas de ranking [23]. Esses métodos serao discutidos mais adiante neste

capitulo;

e Reducao da dimensionalidade: ¢ uma abordagem alternativa para trabalhar
com problemas com muitos objetivos [63], [10], [48], [11]. A ideia geral é identificar
os objetivos menos conflitantes (os quais possam ser removidos sem que haja uma
alteracao no conjunto Otimo de Pareto) e descarté-los. Por exemplo, sao identifi-
cadas as fungoes objetivos altamente correlacionadas e somente uma é deixada no

vetor de objetivos.

e Estratégias de decomposicao: essa abordagem usa métodos de decomposicao,
os quais tém sido estudados na comunidade da programacao matematica [86] apli-
cada no contexto do EMO. Esse conjunto de métodos decompoe o problema mul-
tiobjetivo em varios problemas escalares, e entao, um algoritmo evolucionario é
aplicado para otimizar esses subproblemas [86], [2]. Um algoritmo desta abordagem

¢ o MOEA/D, discutido anteriormente.

e Incorporagao de preferéncias: esse conjunto de métodos usa informacao de
preferéncias, normalmente definidas pelo tomador de decisao, para executar um al-

goritmo para muitos objetivos que se concentra em determinadas regices da fronteira
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de Pareto [77] [30].

e Diferentes esquemas de avaliagao de fitness: Essa abordagem nao utiliza
a dominancia de Pareto como funcao de fitness, mas sim um conjunto diferente de
medidas de avaliacao. Esses algoritmos utilizam medidas desempenho do conjunto
de solucgoes, como por exemplo um conjunto de indicadores, tais como o hipervolume,

epsilon e R2 [44], [89].

A seguir sao discutidos diversos trabalhos das diferentes categorias descritas acima
que buscam resolver problemas com muitos objetivos. Em [46] é apresentado um sur-
vey que discute os principais problemas que os MOEAs enfrentam quando trabalham
com problemas com muitos objetivos, anteriormente discutidos neste capitulo. Além
disso, sao apresentadas algumas das principais abordagens propostas na literatura. Den-
tre estas técnicas destacam-se o Controle da Area de Dominancia das Solucoes [81], o
uso de métodos de ranking [23], os algoritmos evoluciondrios baseados em indicadores
(IBEAs) [89] e a redugao do nimero de objetivos [65]. Além da descrigdo dos principais
métodos, o trabalho indica um conjunto de fungoes de benchmark que sao utilizadas para
avaliacao dos novos algoritmos propostos.

Dentre os trabalhos que lidam com muitos objetivos destaca-se o controle da drea de
dominancia das solugoes [81] (CDAS). Esta técnica apresenta bons resultados em alguns
trabalhos da literatura, sendo aplicada em algoritmos genéticos em [81], [47] e no PSO
em [25], [14]. O CDAS foi inicialmente utilizado em algoritmos PSO através de trabalhos
do autor. O uso do CDAS no PSO sera explorado nos proximos capitulos dessa tese. Este
método induz um rankeamento apropriado para as solugoes em problemas com muitos
objetivos. O método controla o nivel de contracao e expansao da area de dominancia e
solugoes que originalmente sao nao dominadas tornam-se dominadas e vice-versa, através
de um parametro S definido pelo usuério. Sato et al. aplicaram o método no NSGA-II [28]
e conseguiram obter bons resultados utilizando problemas com muitos objetivos. Uma
explicacao mais detalhada do método é apresentada no Capitulo 4.

Apesar de apresentar bons resultados em trabalhos da literatura, a técnica CDAS

apresenta dois problemas: a influéncia do parametro S; nos resultados da busca e o fato



25

que o método privilegia solugoes no centro da fronteira de Pareto. Para contornar esses
problemas Sato et al. (2007) propuseram uma extensao do CDAS, chamada de S-CDAS,
Self-Controlling Dominance Area of Solutions. Este método controla automaticamente
a area de dominancia, sem a necessidade da definicao do parametro S. Além disso, O
S-CDAS gera um rankeamento das soluces mais granular, levando em consideracao que
as solugoes no extremos de cada fungao objetivo nao sao dominadas por nenhuma outro,
apos o calculo da nova area de dominancia. Deste modo o método possibilita a obtencao
de uma busca que melhor balanceie a convergéncia e a diversidade em dire¢ao da fronteira
de Pareto. Através de um conjunto de experimentos, utilizando o problema da mochila
multiobjetivo, variando entre 4 e 10 func¢oes objetivo, o trabalho mostrou que o S-CDAS
obtém melhores resultados em termos de convergéncia e diversidade, do que algoritmos
da litetura, como o NSGA-II [28] e o IBEA [89]. Além disso, o S-CDAS obteve melhores
resultados que o CDAS, utilizando valores 6timos de S.

Outra abordagem possivel é a geracao de rankings para as solugoes. Da mesma forma
que o CDAS, essa estratégia é estudada em nosso trabalho no Capitulo 4. Em [23] varios
métodos de ranking sdao comparados: Average Ranking e Summed Weighted Ratio [4], a
relagao favour [34], k-optimality [33] e rankings aleatérios. Todos os rankings foram apli-
cados a um algoritmo evolucionario simples, onde a sele¢gao é obtida através dos métodos
de ranking e ¢é feita somente uma mutacao nas solugoes. Foi comparada a métrica da
cobertura (métrica C) e os métodos foram avaliados nos problemas do caixeiro viajante
multiobjetivo e o problema do escalonamento multiobjetivo. Neste trabalho é concluido
que o AR, que é um método simples e de baixa complexidade, obtém os melhores resul-
tados e superou métodos recentes, como o k-optimality.

Outro método que visa construir um ranking através do conjunto de objetivos de uma
solucdo é a relacdo favour [34]. A relagdo favour compara duas solugoes, s; e s;j, e é
baseada no nimero de objetivos em que s; ¢ melhor que s;. Ou seja, a solugao s; é melhor

que s; pela relagao favour se, para um problema de maximizacao:

|fi(si) > fe(si)] > |fu(sy) > fe(si), 1 <k <m
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onde m é o nimero de objetivos e fi é o valor para a funcao objetivo k. No artigo
em que a relagao é proposta, ela é utilizada em um algoritmo evolucionério, que utiliza
operadores genéticos de recombinacao e mutagao. A relacdo favour é comparada com a
relagdo da dominancia de Pareto e com um algoritmo com a agregacao de fungdes (soma
ponderada). Os métodos sdo comparados através de problemas de benchmarking e a
relagao favour apresentou os melhores resultados.

Em [47] é feito um estudo comparando diversas relagoes de preferéncia, incluindo o
controle da area de dominancia, alguns métodos de ranking incluindo o AR e o MR, a
relagdo favour [34] e a relacdo da ordem de preferéncia [75]. Este trabalho utiliza um
algoritmo genético simplificado na execucao dos experimentos. As diferentes relagoes de
preferéncias sao comparadas através de indicadores de qualidade como o Generational
Distance [84] e a Inverted Generational Distance [19]. Além desses dois indicadores é
proposta uma nova abordagem, que mede a distancia de cada solucao em relagao ao ”joe-
lho” da busca, isto é, o ponto que fica no centro da curva dos pontos da fronteira de Pareto.
E discutido que em muitos casos os tomadores de decisao preferem solugoes proximas ao
joelho, logo, se um algoritmo gera suas solugoes perto do joelho, melhores sao os resul-
tados do algoritmo. Sao utilizados os problemas de benchmarking DTLZ2 e DTLZT [31].
A conclusao apresentada é que o método que controla a area de dominancia apresenta os
melhores resultados, porém este método concentra suas solugoes em uma pequena regiao
da fronteira de Pareto, em geral, préxima ao joelho. Os métodos de ranking também
apresentam bons resultados para problemas com muitos objetivos, porém normalmente o
uso destes rankings privilegia a geracao de solugoes nos extremos da fronteira de Pareto,
ou seja, possui solugoes com alguns valores de objetivos muito maiores que os demais.

Os métodos de ranking discutidos anteriormente tém a ideia de construir uma funcao
de fitness através da associacao dos valores dos objetivos. Esse novo fitness é utilizado
para a definigdo da ordem das solugdes. Em [40] sao propostas trés relagoes de preferéncia
que, como nos métodos de ranking, definem um fitness para as solugoes com muitos
objetivos. O primeiro método proposto, chamado de Global Detriment, visa medir o quao

significante é a diferencga entre os valores de cada objetivo. O segundo método, chamado
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de Profit, mede o ganho de uma solugao s; em relagao ao ganho de uma solucao s;. O
ganho é definido através da maior diferenca entre os objetivos de cada solucao s; e s;.
Por fim, o terceiro método, chamado de Distance To The Best Known Solution (GB),
mede a distancia Euclidiana entre o vetor objetivo da solugao e a solucao ideal. As tres
abordagens sao comparadas com métodos da literatura como, a agregacao de fungoes com
a soma ponderada dos objetivos, os métodos AR e MR [4], a relacao favour [34] e a relagao
de ordem de preferéncia [75]. Todos os métodos foram aplicados em um algoritmo genético
simples, igual ao utilizado em [47]. Os algoritmos sdo avaliados nos problemas DTLZI,
DTLZ3 e DTLZ6 [31] e é utilizada uma medida de convergéncia, proposta em [29], que
mede a distancia minima entre o conjunto de aproximacao e a fronteira de Pareto. Os
algoritmos foram aplicados em problemas com objetivos variando entre 5 e 50. Conclui-se
que os métodos propostos superam os métodos da literatura e nao é possivel definir qual
método obteve os melhores resultados, sendo as abordagens propostas equivalentes.

Os trabalhos discutidos anteriormente sao baseados em propor novas relacoes de pre-
feréncia baseadas na modificacao da dominancia de Pareto ou na geracao de rankings a
partir do vetor objetivo das solugoes. Outra abordagem é a redugao da dimensionalidade.
Em [65] sdo apresentadas algumas novas técnicas para se trabalhar com problemas com
muitos objetivos. Sao apresentadas duas contribuicoes, a primeira é um método para a
reducao da dimensionalidade que pode ser usado durante a busca de um MOEA. Sao
propostos dois algoritmos para a reducao da dimensionalidade: MOSSA e KOSSA. O
MOSSA visa obter o nimero minimo de objetivos que gere o menor erro. O KOSSA
possui uma ideia semelhante, porém encontra um subconjunto de tamanho k£ que gere
o menor erro. Ambos os métodos sao baseados na técnica de selecao de atributos nao
supervisionada. Os dois algoritmos compartilham um mesmo conjunto de passos: agrupar
os objetivos homogéneos, quanto maior o conflito entre eles menos homogéneos eles sao;
selecionar o grupo mais compacto, o qual possui menores distancias entre os objetivos;
reter o centréide do grupo e descartar os demais objetivos. Os métodos propostos sao
comparados com algoritmos da literatura e apresentam algumas vantagens, como menor

complexidade de tempo e valores competitivos nas métricas comparadas. A segunda con-
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tribuicao é a andlise de diferentes relacoes de preferéncias desenvolvidas para trabalhar
com muitos objetivos. A comparagao das relagoes de preferéncia é discutida em [47].

Outro trabalho que utiliza a abordagem da reducao da dimensionalidade é apresentado
em [63]. Nele, é apontado o fato que reduzir o nimero de objetivos pode induzir um erro
na busca que leve o Pareto 6timo gerado através da redugao de objetivos ser diferente
do Pareto 6timo original. O trabalho tem o objetivo de reduzir o ntimero de objetivos,
porém gerar um Pareto 6timo muito préximo ao original. O modelo proposto é testado
em uma aplicacao industrial mostrando que é possivel reduzir o niimero de objetivos sem
uma diferenca muito grande no Pareto 6timo gerado. Porém, é enfatizado que nao ha a
definicao de um ntmero de objetivos que se deve ser reduzido para que se possa obter uma
boa aproximacao do Pareto 6timo, sendo necessario para cada problema reduzir diferentes
numeros de objetivos e observar a qualidade do conjunto gerado.

Dentre essas as abordagens que utilizam a decomposicao das fungoes objetivo destaca-
se 0o MOEA /D, discutido anteriormente. Este algoritmo, que é baseado na decomposigao
da funcao objetivo em funcgoes escalares, também apresenta resultados promissores quando
utilizado em problemas com muitos objetivos.

A quarta categoria listada anteriormente é a incorporacao de preferéncias na busca. As
abordagens de incorporacao de preferéncia sao tuteis pois geram um conjunto de solugoes
de interesse do tomador de decisao. Em [77], é utilizada uma abordagem de incorporacao
de preferéncias diferente. E proposta a ideia de uma familia de areas de interesse que sao
exploradas progressivamente durante a busca. Neste trabalho, as preferéncias sao defi-
nidas como vetores alvo no espaco de objetivos. Este conjunto de vetores alvo coevolui
simultaneamente com a populagao de solucoes, deste modo as preferéncias mantém sua
utilidade com a evolucao da busca. O algoritmo proposto tem como base um algoritmo
evolucionario basico, onde uma populagao evolui durante um determinado nimero de
geracoes. Em cada iteracao é feita uma selecao aleatdria e a mutacao das solugoes. A
populagao de preferéncia (vetores alvo) é utilizada nos métodos de selegao para a definigao
do fitness. Essa populagao evolui da mesma maneira que a populagao de solucoes. Cada

elemento da populacao de preferéncia ganha fitness se alguma solucao é satisfeita por ela,
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porém esse fitness é reduzido quanto mais solugoes satisfazem essa preferéncia. O traba-
lho compara o esquema coevolucionario com diferentes esquemas de selecao: esquema de
selecao do NSGA-II, selecao através do Average Ranking e selegao aleatéria. Em todos
os casos é utilizado o algoritmo evolucionario basico. Os algoritmos sao comparados em
diversos cenarios com muitos objetivos, comparando-se o hipervolume e feita a andlise
do ranking de dominancia. A principal conclusao do trabalho é que a abordagem coe-
volucionaria apresenta um bom desempenho e pode ser mais explorada em trabalhos da
otimizacao com muitos objetivos, bem como ser utilizada como parametro de comparagao
de novos métodos.

Por fim, a iltima categoria listada é o uso de diferentes esquemas de fitness. Neste
contexto, os Algoritmos Evolucionarios Baseados em Indicadores, IBEAS (do inglés, In-
dicador Bases Evolutionary Algorithms) [89] obtém destaque. Esses algoritmos definem
medidas binarias de desempenho do conjunto de solugoes, chamados de indicadores, e uti-
lizam esses indicadores como objetivo da busca, ao invés do uso da relacao dominancia de
Pareto. E requerido que o indicador binério utilizado seja compativel com a dominancia
de Pareto, ou seja, se uma solu¢ao s; domina s; entao o valor do indicador é positivo,
caso contrario, é negativo. Para a integracao dos indicadores a um MOEA, uma funcao
de fitness de uma solucao é definida. Essa funcao mede o valor do indicador de cada
solucao em relacao as demais solucoes da populagao, ou seja, mede a perda de qualidade
da populacao se a solugao for retirada. A partir da definicao desta funcao de fitness é
proposto um algoritmo geral, IBEA, que pode ser utilizado com diferentes indicadores da
literatura. O IBEA tem a ideia de retirar da populacao os piores individuos da populacao,
deixando somente os individuos que maximizem o indicador e em seguida aplicar opera-
dores evoluciondrios para evoluir a populacao. O algoritmo proposto é comparado com o
NSGA-IT e o SPEA2. Os algoritmos sao avaliados em diversos problemas de benchmarking
da literatura, com 2, 3 e 4 objetivos. Eles foram comparados através dos indicadores de
qualidade Epsilon e um indicador baseado no Hipervolume [91]. O IBEA apresentou um
resultado significativamente melhor na maioria dos problemas testados.

Apesar de uma grande parte dos trabalhos da Otimizagao com Muitos Objetivos po-
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derem ser categorizados através da classificacao apresentada anteriormente, ha também
um conjunto de trabalhos que propoem diferentes abordagens, bem como trabalhos que
exploram importantes caracteristicas dos problemas com muitos objetivos. Em [27] é
apresentada uma extensao do algoritmo NSGA-II [28] desenvolvida para problemas com
muitos objetivos. O algoritmo, chamado de MO-NSGA-II, utiliza um conjunto de pontos
de referéncia com o intuito de direcionar a busca em direcao a fronteira de Pareto sem que
haja perda de diversidade na busca. Como no NSGA-II, a populacao é definida através
de fronts que sao definidos de acordo com a dominancia de Pareto. Porém, ao invés
da distancia de Crowding é utilizado um novo estimador de densidade visando identifi-
car regioes do espaco de objetivos e identificar as solugoes da populacao que estao mais
proximas dessas regioes. Para isto, é utilizado um conjunto de pontos de referéncia que
sao definidos através de um hiperplano cujo vértices sao as solucoes extremas de cada
funcao objetivo. Além do novo estimador de densidade, o algoritmo proposto utiliza um
novo torneio binario. O torneio escolhe duas solugoes de forma aleatdria e caso haja uma
solucao que pertence a um front nao dominado melhor, vence a solu¢cao com melhor front.
Se ambas as solucoes pertencem a um mesmo front, vence a solugao que esta localizada
perto de um ponto de referéncia em uma regiao menos povoada. Por fim, hd a possibi-
lidade que os pontos de referéncia estejam distantes um dos outros e em consequéncia
os elementos da populacao também podem estar longe entre si. Assim, o algoritmo uti-
liza um método de recombinacao que gere as solucgoes filhas perto dos pais, para evitar
que haja perda de convergéncia na busca. O algoritmo MO-NSGA-II é comparado com
o MOEA/D para os problemas DTLZ1, DTLZ2, DTLZ3 e DTLZ4, em termos de con-
vergéncia e diversidade, utilizando entre 3 e 10 fungoes objetivo. O algoritmo proposto
produziu um resultado que apresenta boa convergéncia e boa diversidade, tendo, em geral,
um melhor resultado do que o MOEA/D.

Outra abordagem ¢é discutida em [1]. Nesse trabalho, é discutido que em problemas
com muitos objetivos, duas caracteristicas importantes na busca de MOEAs, em geral,
entram em conflito: aproximacao a fronteira de Pareto e diversidade das solucoes. Além

disso, é ressaltado, que devido a complexidade da busca em problemas com muitos ob-
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jetivos, em geral s6 uma pequena parte da fronteira de Pareto é coberta, nao havendo
diversidade. Assim, o trabalho propoe novas estratégias para promover diversidade na
Otimizacao com Muitos Objetivos. Sao propostos dois novos mecanismos de gerencia-
mento da diversidade: DM1, que ativa ou desativa a promocao da diversidade de acordo
com o espalhamento das solugoes da populacao e DM2, que adapta o intervalo da mutacao
de acordo com as condicoes locais da solugao em termos de espalhamento e povoamento
da regiao. Para a validacao dos métodos, eles sao aplicados ao algoritmo NSGA-II e
comparados separadamente e juntos, aplicados ao problema DTLZ2, com 6 a 20 funcoes
objetivo. Sao utilizadas as medidas maximum spread e Generational Distance. Os resul-
tados mostraram que o mecanismo DM2 falhou em gerar uma boa distribuicao, porém o
DM1 melhorou os resultados do NSGA-II para muitos objetivos. Porém, o trabalho apre-
senta limitacoes, pois, diferentes trabalhos na literatura apontam a baixa performance do
NSGA-II em problemas com muitos objetivos [81] [47]. Neste contexto, apesar de o me-
canismo DM1 apresentar uma melhora da diversidade, nao é possivel identificar se essas
melhorias sao competitivas com os demais algoritmos para muitos objetivos presentes na
literatura, tais como CDAS e IBEAs.

Em [82] é apresentado um amplo estudo que analisa como o crescimento do nimero
de objetivos torna mais complexos os problemas multiobjetivo. Esse trabalho busca en-
contrar quais sao as principais razoes para a dificuldade de se otimizar um conjunto com
muitas fungoes objetivos. Com esse objetivo, o trabalho busca analisar o comportamento
da evolugao de um algoritmo multiobjetivo com respeito ao niimero m de objetivos. Para
isto, observam-se somente as propriedades de convergéncia em relagao a fronteira de Pa-
reto (observado através de uma medida de distancia). O objetivo é observar como a
populagao evolui em direcao a fronteira de Pareto, quando o nimero de objetivos cresce.
O trabalho apresenta a ideia que o aumento da multimodalidade do problema influencia
mais do que o aumento do nimero de objetivos. A justificativa dada pelos autores é que
cada 6timo local de cada fungao objetivo também é um étimo local para problema multi-
objetivo. Assim, o aumento no niimero de objetivos aumenta a chance de novas solugoes

em otimos locais. Assim, o trabalho propoe problemas unimodais com intuito de observar
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o quanto o algoritmo NSGA-II [28] se aproxima da fronteira de Pareto quando o nimero
de objetivos cresce nestes problemas. Como resultado, é observado que essa deterioracao
nao ¢ tao significante e conclui que para problema unimodais o aumento da complexidade
dos problemas quando o ntimero de objetivos cresce nao é significante. Por fim, o traba-
lho argti que adigao de mais fungoes objetivos nem sempre torna o problema mais dificil.
Esse trabalho apresenta um novo ponto de vista para se trabalhar com problemas com
muitos objetivos e introduz um novo caminho para melhorar o desempenho de MOEAs
tradicionais em cendrios com muitos objetivos.

Outro trabalho que busca analisar a influéncia das fungoes objetivo em MOEAs é
apresentado em [45]. Neste trabalho, é discutido o comportamento de um algoritmo
multiobjetivo quando as funcgoes sao correlacionadas. Em geral, esta rotina também é
explorada pelas abordagens que buscam a reducao da dimensionalidade. Porém, este
trabalho explora algoritmos conhecidos, tais como o NSGA-II, SPEA2 e o MOEA/D em
um contexto onde os objetivos sao altamente correlacionados, sem executar a redugao
do vetor objetivo. Como resultado, foi mostrado que a convergéncia do NSGA-II e do
SPEA2 nao é degradada demais quando o niimero de objetivos cresce com um conjunto
de fungoes correlacionadas. Além disso, em alguns casos a adi¢ao de fungoes correlacio-
nadas aos problemas utilizados melhorou o desempenho desses algoritmos. O MOEA /D
nao apresentou bons resultados quando o ntimero de objetivos aumentou, mesmo quando
eles eram altamente correlacionados. Por fim, o trabalho conclui que as caracteristicas
especificas dos algoritmos e dos problemas influenciam nos resultados das buscas para pro-
blemas com muitos objetivos. Uma critica ao trabalho é que nao sao apresentadas quais
caracteristicas do NSGA-IT e do SPEA2 possibilitam bons resultados com funcoes corre-
lacionadas. Da mesma forma nao ha uma analise buscando-se identificar as dificuldades
do MOEA /D neste contexto.

Outro importante campo de pesquisa na Otimizacao com Muitos Objetivos é a geracao
de problemas de bechmark. O conjunto de problemas que sejam escalaveis em relagao ao
nimero de objetivos é pequeno, o que limita a avalia¢do de novas técnicas. Em [31], Deb et.

al. apresentam estratégias para a construcao de problemas de testes com muitos objetivos.
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As estratégias propostas enfatizam a possibilidade de construcao de diferentes problemas,
os quais podem possuir caracteristicas como multimodalidade, geram mais solucoes em
determinadas regioes da fronteira de Pareto ou produzirem fronteiras desconexas. A
partir das estratégias propostas, os autores desenvolveram uma familia de problemas de
teste, chamada de DTLZ, que é amplamente utilizada em diversos trabalhos da literatura.
Essa familia envolve diferentes tipos de problemas que podem ser utilizados para avaliar
diferentes caracteristicas de MOEAs em cenérios com muitos objetivos. Alguns problemas

DTLZ sao discutidos no Capitulo 7.

2.3 Consideracoes finais

O estudo de problemas que possuem mais de trés fungoes objetivos é recente e apresenta
um conjunto de dificuldades que ainda nao foram superadas. Através da andlise de di-
versos trabalhos da literatura é possivel concluir que a maior dificuldade enfrentada por
Algoritmos Evolucionarios Multiobjetivo é referente ao aumento do nimero de solugoes
nao dominadas que dificulta a escolha das melhores solugoes. Além disso, o aumento do
numero de solucoes na fronteira de Pareto também é um obstaculo para a obtencao de
um bom resultado da busca. Outra dificuldade relatada é o aumento de multiplos 6timos
locais com a adicao de novos objetivos.

Para atenuar os efeitos negativos derivados dessas dificuldades na busca, diferentes
técnicas tém sido propostas e aplicadas em diferentes meta-heuristicas e em diferentes
problemas. Técnicas como modificar a relacao de dominancia, utilizar novas fungoes de
fitness para os algoritmos evoluciondrios, reduzir o nimero de objetivos, entre outras,
foram propostas. Essas técnicas conseguem reduzir a deterioracao da qualidade da busca
do algoritmos, proporcionando melhoras na convergéncia ou na diversidade. Porém, em
geral, as técnicas propostas privilegiam uma caracteristica em relagao a outra: obtém-
se uma busca que se aproxima da fronteira de Pareto, porém reduzida a uma pequena
regiao, ou obtém-se um conjunto bem distribuido em relacao a fronteira, porém com
solucoes subdtimas. Em geral, a maioria dos métodos propostos privilegia a convergéncia

e encontrar um boa distribuicao das solugoes em torno da fronteira de Pareto é um dos
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principais desafios da Otimizacao com Muitos Objetivos.

Este trabalho tem como principal objetivo explorar a Otimizacao por Nuvem de
Particulas Multiobjetivo na Otimizagdo com Muitos Objetivos. As técnicas discutidas
nesse capitulo serao aplicadas a algoritmos MOPSO e utilizadas como base para o de-
senvolvimento de novos algoritmos e novos métodos para Problemas de Otimizacao com
Muitos Objetivos. O proximo capitulo apresenta a definicao da Otimizacao por Nuvem de
Particula, meta-heuristica escolhida nesta tese para enfrentar os problemas da Otimizacao

com Muitos Objetivos.
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CAPITULO 3

OTIMIZACAO POR NUVEM DE PARTICULAS
MULTIOBJETIVO

Este capitulo apresenta a meta-heuristica utilizada no desenvolvimento desta tese, a Oti-
mizacao por Nuvem de Particulas Multiobjetivo. Essa meta-heuristica apresenta bons
resultados em diversos problemas de otimizagao, especialmente problemas multiobjetivo.
Além disso, ela é pouco explorada com Problemas com Muitos Objetivos. O capitulo
estd organizado da seguinte forma: inicialmente os conceitos basicos da Otimizagao por
Nuvem de Particulas sao discutidos na Segao 3.1. Em seguida, mostra-se como essa
meta-heuristica é aplicada a problemas multiobjetivo, Secao 3.2. Alguns algoritmos que
exploram a meta-heuristica MOPSO sao apresentados na Secao 3.3. A Secao 3.4 discute
os principais trabalhos relacionados da area MOPSO, com énfase nos algoritmos MOPSO
da literatura, MOPSO com muiltiplos enxames e alguns estudos que exploram o PSO em
Problemas com Muitos Objetivos. Por fim, a Secao 3.5 apresenta as consideragoes finais

deste capitulo.

3.1 Otimizacao por nuvem de particulas

A Otimizacao por Nuvem de Particula, PSO (do inglés Particle Swarm Optimization),
desenvolvida por Kennedy e Eberhart [54], é uma meta-heuristica baseada em populagao
inspirada no comportamento social de passaros a procura de alimento. Na Otimizacgao
por Nuvem de Particulas, o conjunto das possiveis solugoes é um conjunto de particulas,
chamada de enxame (swarm) ou populagao, que se move no espago de busca. Cada
particula representa uma possivel solucao e possui uma posicao que é uma coordenada no
espago de varidveis de decisao. A ideia do PSO é executar um conjunto de operadores e
movimentar cada particula, através de uma busca cooperativa, para regioes promissoras

no espaco de busca. A cada iteracao um novo conjunto de solugoes é obtido. Esses
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movimentos sao executados por um operador que ajusta a velocidade da particula. O
calculo da velocidade é baseado na melhor posicao encontrada por uma vizinhanca da
particula (componente social) e pela melhor posicao encontrada pela particula até entao
(componente local). A seguir sdo descritos os principais termos utilizados na Otimizacao

por Nuvem de Particulas:

e Swarm ou Enxame: Populagao do algoritmo.

e Particula (p): Individuo da populacao. Cada particula representa uma possivel

solucao para o problema e possui os componentes posicao e velocidade.

e Posicao (7(15)) Componente da particula que representa a posicao da particula

no espaco de variaveis de decisao.

e Velocidade (7(15)) Operador que movimenta a particula pelo espaco de estados
em direcao as melhores solugoes do problema. E guiada pelo componente local,
a melhor posicao da particula encontrada até entao, e pelo componente social, a

melhor posicao ja encontrada por alguma particula de sua vizinhanca.

e Lideres: Particulas da populacao que possuem os melhores valores da funcao ob-

jetivo para o problema.

° @: Melhor posicao ja alcancada pela particula, chamado de lider local, representa

o componente local.

° plide; : Melhor posicao ja alcancada por uma particula da vizinhanca. Representa o

componente social e é chamado de lider global.

e Vizinhanca: Determina o conjunto de particulas que serd usado como vizinhanga

de uma determinada particula.

e Peso de inércia (w): Usado para controlar a influéncia dos valores anteriores da

velocidade no calculo da velocidade atual.
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Figura 3.1: Topologia de vizinhanga em forma de anel. Cada circulo representa uma
particula.

e Fator de aprendizado: Representa a atracao que uma particula tera em direcao
a0 seu proprio sucesso (Ppest) ou ao sucesso do enxame (pyger). Representado por
(', peso de atracao em diregao ao sucesso da particula (componente cognitivo) e

(5, peso de atracao em dire¢ao ao sucesso dos vizinhos (componente social).

A préxima secao ira discutir algumas topologias de vizinhanca existentes. A Secao 3.1.2

apresenta as equacoes de movimento das particulas pelo espaco de busca.

3.1.1 Topologias de vizinhanca

Na Otimizacao por Nuvem de Particulas um conjunto de possiveis solugoes, representadas
através de particulas, movimenta-se pelo espaco de busca. Esse movimento é influenciado
pela prépria histéria da particula e por um componente social, que é definido através
de um conjunto de particulas, chamado vizinhanca. A forma como essa vizinhanca estd
definida pode alterar como a busca é efetuada, pois ela define a forma como os lideres
serao selecionados. A seguir sao apresentadas as principais topologias de vizinhanca uti-

lizadas [79].

e Grafo vazio: Nesta vizinhanca a particula estd conectada somente a ela mesma.

Assim, nao ha a influéncia das demais particulas no seu movimento.

e Estrela: Nesta topologia todas as particulas estao conectadas somente a uma

particula, chamada de particula focal (Figura 3.2). A particula focal compara o



38

Particula focal

Figura 3.2: Topologia de vizinhanca em forma de estrela. Cada circulo representa uma
particula.

Figura 3.3: Topologia de vizinhanca em forma de arvore. Cada circulo representa uma
particula.

Figura 3.4: Topologia de vizinhanga em forma de grafo completo. Cada circulo representa
uma particula.
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desempenho de todas as particulas da populagao e efetua o seu movimento de
acordo com a melhor particula. As demais particulas se movimentam de acordo
com a particula focal, que propaga a escolha da melhor solucao para as demais
particulas. Essa topologia consegue produzir um movimento com a influéncia da
melhor particula da populacao sem executar muitas operagoes, porém a propagacao

da melhor posicao depende da posi¢ao da particula focal.

e Arvore: As particulas estdo organizadas em arvore (Figura 3.3). Cada particula
sofre influéncia de sua particula pai na arvore, o seu lider é o seu pai na arvore. Se
uma particula em um né filho encontrar uma melhor posicao no espaco de estados
que seu pai, ¢é feita uma troca de posigao entre estas duas particulas. Esta topologia
propicia um acesso rapido as melhores solucoes do problema, porém a estrutura

dinamica da arvore torna a busca complexa.

e Grafo completo: Nesta vizinhanga a particula estd conectada a todas as particulas
do enxame (Figura 3.4). pjger € definido como sendo a melhor particula entre todas
as particulas da populacao. Possibilita que todas as particulas se influenciem pela
melhor particula da populagao, mas executa o maior nimero de operacoes entre

todas as topologias.

e Melhor local: Nesta vizinhanca a particula esta conectada a k particulas. O lider
é definido como sendo a melhor particula da vizinhanca k. Equivalente a topologia
de anel se k = 2 (Figura 3.1) e equivalente ao grafo completo caso k seja igual ao
numero total de particulas menos 1. A topologia de anel efetua poucas operagoes
para o calculo do movimento, porém este movimento é influenciado por um nimero

pequeno de particulas.

3.1.2 Equacoes de movimento das particulas

A Otimizacao por Nuvem de Particulas é definida por um conjunto de equagbes que
movimenta as particulas no espaco de estado em direcao as melhores solugoes do problema.

Cada particula p;, em um determinado tempo ¢ (o tempo normalmente é representado
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pela iteragao da execucdo), possui uma posigao %ﬁ € R". A posicao da particula, num

tempo t + 1, é obtida adicionando-se a velocidade, 1@ € R" a xﬁ , tal que:

Zt+1) =7+ V() (3.1)

A velocidade da particula p; , no tempo t + 1, é definida:

7(t + 1) = w - 7(@ + Cl : ¢1 : (?best(t) - 7( ) + 02 * ¢2 ?lzder - )) (32)

onde ¢; e @9, na Equacao 3.2, sao niimeros reais aleatérios e sao sorteados a cada iteragao.
C:7 e Oy sao constantes utilizadas para definir a influéncia do componente local e do
componente local no calculo da velocidade da particula. No algoritmo do PSO, apds a
atualizagao da velocidade e da posicao de todas as particulas o processo é repetido na
proxima geragao (iteragao) até o final da execugao do algoritmo.

As melhores particulas da populacao sao encontradas através da funcao de fitness,
que é a funcao objetivo do problema. O fitness de uma particula p;, representado como
a(p), é uma funcdo em relagdo a posicao da particula, o : S € R™ — R. Entao, para
problemas de minimizac@o, em um tempo ¢, p; é melhor que p;, se (O inverso é verdade

para problemas de maximizagao):

O Algoritmo 1 mostra o pseudo-cédigo da Otimizacao por Nuvem de Particulas. O
primeiro passo ¢ a inicializacao da populacao. Essa inicializacao pode ser um procedimento
aleatdrio, estratégias gulosas ou a hibridizacao com outras meta-heuristicas [55]. Apds a
inicializacao da populacao ha a escolha do lider, que é a particula com maior valor de
fitness. Apés essa etapa de configuragao inicial o lago evolutivo é executado. Neste lago sao
executadas as operagoes de atualizacao da posicao e dos lideres descritas anteriormente.

Ao final do lago, a particula como melhor fitness é considerada a solugao do problema.
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Algoritmo 1 Pseudo-codigo da otimizacao por nuvem de particulas
1: Iniciar populacao
2: Definir lideres

3: Enquanto condicao de término nao ocorrer

4 Para cada particula p; da populagao faca

5: Atualizar a posicao e a velocidade de p;

6

7

8

9

Avaliar o fitness
Atualizar ppes
Atualizar o lider
Retornar melhor solucao da populagao

3.1.3 Equacao da velocidade com fator de constricao

Em [18] é proposta uma extensao da equagao original do PSO para evitar um crescimento
ilimitado da velocidade das particulas. Para isto, foi adicionado um fator de constricao
X que multiplica toda a equagao da velocidade original, Equagao 3.2. Este fator de
constricao, x, ¢ definido através da Equacao 3.4, que utiliza o valor ¢ como base, que,
por sua vez, é definido através de C; e Cy pela Equagao 3.5. A Equacao 3.3 apresenta a

equagao da velocidade modificada, tal que:

T+ =x-(@w- V) +(Cr-61) - (Foest(t) = Z(4) +Co- b (Priaer(t) — T (1)) (3.3)

2
X = (3.4)
2—p— 2 —4-¢

3.2 Otimizacao por nuvem de particulas multiobjetivo

Na Otimizagao por Nuvem de Particula Multiobjetivo, MOPSO (do inglés Multi-Objective
Particle Swarm Optimization), existem vérias fungoes objetivos e é possivel encontrar
solugoes que explorem os conceitos da dominancia de Pareto. Baseado nesses conceitos,

discutidos no Capitulo 2, nao ha somente uma melhor solugao, mas sim um conjunto das
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melhores solucgoes. Assim, cada particula do enxame pode ter diferentes lideres, mas para
aplicacao do operador de velocidade somente um deve ser escolhido.

Este conjunto de lideres é guardado num arquivo externo (ou repositério) que contém
as solucoes nao dominadas encontradas até entao na busca. Normalmente, esse arquivo
¢ limitado e possui um tamanho maximo, pois, sem a definicao de um limite o niimero
de solugoes no repositorio cresce e a busca se aproxima de uma execugao exaustiva, onde
todos os lideres possiveis sao considerados. Duas importantes caracteristicas de um algo-
ritmo MOPSO sao: o método para arquivar as solugoes no repositério (arquivamento dos
lideres) e como as particulas vao escolher os seus lideres (escolha do lider). Os tépicos
de arquivamento dos lideres e escolha dos lideres sao discutidos nas Secoes 3.2.1 e 3.2.2,
respectivamente.

Os componentes do MOPSO sao semelhantes ao algoritmo PSO monobjetivo. A velo-
cidade da particula p; no PSO multiobjetivo é baseada na melhor posicao alcangada pela
particula até entao, ﬁbest(t), e a posicao de uma particula do repositorio, que é escolhida
como lider global de p;, ﬁh. A funcao de atualizacao da velocidade no tempo t 4+ 1 para
um algoritmo MOPSO ¢ definida através da Equacao 3.6. O fator de constricao y pode

ser adicionado a Equacao 3.6 da mesma forma apresentada na Secao 3.1.3, tal que:

T+ = D)+ (Cr 1) - (Frewt(t) — T (1))
H(Cy - ) - (Ra(t) — T (1)) (3.6)

As proximas secoes discutem os métodos para arquivamento e selecao dos lideres.
Esses métodos, podem ser aplicados tanto para a obtencao dos lideres locais e globais.
Porém, a influéncia do lider global é mais importante para um algoritmo MOPSO, pois
¢é através destes lideres que ha cooperacao entre as particulas. Nas secoes a seguir a
discussao sera restrita a influéncia de cada método na escolha do lider global, porém as

mesmas estratégias podem ser utilizadas para defini¢ao do ?best(t).
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3.2.1 Arquivamento dos lideres

Os lideres, solugoes nao dominadas encontradas até entao, sao guardados em um arquivo
externo através de métodos de arquivamento. Esse processo de arquivamento nao é ex-
clusivo para o MOPSO, mas sim utilizado em diversas outras meta-heuristicas como em
alguns algoritmos genéticos, algoritmos AIS, entre outros [64]. Porém, no MOPSO, o con-
junto de lideres é utilizado para guiar diretamente as particulas para as melhores posi¢oes
do espaco de busca e nao funciona somente como um repositorio que guarda as melhores
solucoes. Assim, os diferentes métodos para se inserir ou retirar as solucoes do arquivo
externo influenciam diretamente a busca de um algoritmo MOPSO. O arquivo contém a
posicao 7 da particula p;.

Basicamente, dada uma nova solucao z gerada por um MOEA (a partir de 6

—
possivel calcular f(7') ), o objetivo do arquivador é manter as melhores solucoes (so-
mente pontos nao dominados) encontradas até entdo na busca [20]. Esse arquivo é limi-
tado em um tamanho N e o arquivador deve utilizar diferentes estratégias para introduzir
aspectos como convergéncia e diversidade na busca [64].

Uma formalizacdo de um arquivo bésico com tamanho N é apresentada em [22] e é
definida uma classe simples de arquivadores, chamados de Arquivadores Precisos (precise
archivers). Dado uma sequéncia de pontos (solugoes geradas pelo algoritmo) o objetivo
do arquivador é manter um subconjunto destes pontos em um arquivo A, onde |A| < N.
Além disso, A denota o arquivo apds a apresentagao do t-ésimo vetor objetivo [64].

Dado um arquivo A'~!, ele contém somente solucoes com vetores objetivo nao domi-
nados até entao. Seja 7 uma nova solugao tentando entrar no arquivo A™"!, de tamanho
maximo N, o algoritmo bésico de um arquivador preciso é apresentado no Algoritmo 2.
Um arquivador preciso possui algumas caracteristicas (representadas pelos nimeros em
negrito no Algoritmo 2): (1) dada o ponto 77, se 7 domina alguma solucdo em A‘~!,
7 é adicionado em A e os pontos dominados por 7 sdo removidos, obtendo-se A;
(2) se 7 é dominado por algum ponto de A1, A*~! permanece sem modificacoes, entao
A1 = At (3) se |[A""!'| < N, 7 nao domina nenhuma ponto em A*~! e é nao dominado

por nenhum ponto em A*~!, 7 ¢ adicionado A’; (4) se o arquivo esté cheio, |A™™!| = N,
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Algoritmo 2 Pseudo-codigo do arquivador preciso

1: Entrada: A™!, &, N (Arquivo atual, nova solu¢ao, Tamanho maximo do arquivo )
2: Saida: A!
3:
—
4:1 Se Ty € A tal que f(7) < (7) tao
512 Al AT 1u7/{v76At ! f@ g )} (1)
6: 3 sendo Se Iy € AL, tal que f(Y) =< f() entdo
7 4 At — AY (2) .
8: 5 sendo Se 3y € A tal que, f(?) < f(?) ou f(?) = f(?j entao
9: 6 Se (|A] < N) entao
10: 7 Al — AU (3)
11: 8 sendo A' « filtro(A"™1, 7) (4)

7 nao domina e nao é dominado por nenhum ponto em A*~! a funcao filtro é aplicada
para definir quais N solucdes vao permanecer no conjunto A*~! U 7.

Na literatura existem diferentes métodos que sao utilizados como arquivadores. Em [64],
Ibanez et al. apresentam um importante trabalho que analisa o comportamento de diver-
sos métodos de arquivamento em Problemas Multiobjetivo. Nesse trabalho, oito arqui-
vadores sao estudados e importantes caracteristicas de cada um sao observadas, através
de uma andlise tedrica e de uma analise experimental. A seguir sao descritos 6 métodos
estudados por Ibanez et al. [64] que seguem o padrao do arquivador preciso.

Arquivador Adaptive Grid: o Gride Adaptativo (Adaptive Grid) foi proposto
em [58] e forga uma distribui¢ao uniforme de pontos ndo dominados no espago de objetivos,
colocando estes pontos em diferentes células de uma gride. Nessa gride, o espacgo de
objetivos ¢é dividido com o intuito de medir a densidade de diferentes regioes. O arquivador
Adaptive Grid usa essa gride como um mecanismo para introduzir diversidade nos pontos
selecionados. Nesse arquivador, os pontos guardados no arquivo sao organizados na gride.
A funcao filtro(A™1 7) adiciona o novo ponto @ ao arquivo, reconstréi a gride e entao
remove um ponto da célula mais povoada, de forma aleatdria.

Arquivador Average Rank: Esse arquivador utiliza o valor do método de ranking
Average Rank (AR) (discutido no Capitulo 4) para definir quais solugdes irdo permanecer
no arquivo. Métodos de ranking buscam associar os valores do vetor de fungoes objetivo

para produzir uma nova ordenacao das solugoes. Em geral, esses métodos sao utilizados
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como relagoes de preferéncia e sao aplicados no contexto da Otimizagao com Muitos
Objetivos para substituir a relagao da dominancia de Pareto. A fungao filtro(A*™1, 7)
desse arquivador calcula o valor do AR para todas as solucoes do conjunto A*"! U 7 e
remove a solu¢ao com maior valor do ranking. Em geral, esse método privilegia solugoes
no extremos da fronteira de Pareto [47].

Arquivador Crowding Distance ou Arquivador do NSGA-II: Esse arquivador
usa a distancia de Crowding (CD), apresentada no Capitulo 2 para decidir quais pontos
irao continuar no arquivo externo. Esse arquivador busca introduzir mais diversidade na
busca. A funcao filtro(A*= 7) adiciona 7 ao arquivo, calcula o novo valor de CD entre
os pontos do arquivo e remove o ponto com o pior valor de CD, isto é, o ponto localizado
na regiao mais povoada do espaco de objetivos.

Arquivador Dominante: Esse é um arquivador simples, somente adiciona ao
arquivo os pontos que tenham dominado algum outro ponto do arquivo (propriedade (1)
do Arquivador Preciso). Basicamente, a funcao filtro(A'™!, @) retorna A'~!.

Multi-level Grid Archiving (MGA): Esse arquivador, proposto por [61], combina
o esquema do Grid Adaptativo com o método de arquivamento e-Pareto (apresentado
mais & frente neste capitulo). Nesse método, se o arquivo se tornar cheio, a fungao
filtro( A1, ?) adiciona 7 & A e divide o espaco de objetivo em blocos. Esses blocos
sao obtidos através de intervalos, definidos por um incremento b, que dividem de forma
uniforme cada eixo de uma funcao objetivo, até que todos os pontos facam parte de um
bloco. Cada bloco ¢é definido por um indice que define o encontro de diferentes divisoes de
cada eixo. Cada ponto no arquivo é associado a um indice de um bloco. Apds, é verificada
a relacao de dominancia entre esses indices dos blocos. Se existir alguma solugao 7 que
pertence a um bloco dominado, um dos pontos que pertenga a um bloco dominado é
removido de forma aleatéria. Se nao ha nenhuma relacao de dominancia entre os blocos,
o espaco de objetivos é re-dividido em blocos menores, com novo intervalo b, menor que
o anterior, até que se encontre uma dominancia entre os blocos.

A Figura 3.5 mostra um exemplo do funcionamento do método MGA, para um espaco

com dois objetivos. O eixo de coordenadas da esquerda, mostra os vetores objetivos de
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um conjunto de solugoes pertencentes a um arquivo posicionados numa gride dividido em
um intervalo b;. Nessa primeira situacao, os indices de cada gride estao definidos através
de marcagoes em vermelho. Nessa primeira situagao nao ha bloco que contenha alguma
ponto que domine outro bloco. Assim, a gride é reconstruida utilizando um novo valor bs,
sendo que by < by. Nessa nova gride, o bloco marcado com o rétulo 1 domina os blocos 2
e 3. A funcao filtro do arquivador MGA remove de forma aleatéria um dos 3 pontos que

pertencem aos blocos 2 e 3.

L ]
3b, | — | ) R
L Vs

2b ‘. e HENNE
1 5 =’3b2 . . =1 .
" b+ 1

b1 | I .‘ b n | ] | | . | |

2
b,  2b, 3b, b, 2b, 3b, 4b, 5b,

Figura 3.5: Representacao do método MGA para um espaco com dois objetivos.

Arquivador aleatério: A fungao filtro( A1, 7) remove algum ponto aleatério do
conjunto AU 7.

Arquivador Nao Limitado (Unbound archiver): Nesse método, nao hd um
limite N para o arquivo externo. A funcdo filtro(A™!, @) retorna A" U 7.

Além dos Arquivadores Precisos também é possivel utilizar diferentes estratégias para
preencher o arquivo externo. Em geral, essas estratégias também s6 permitem que solugoes
com vetor objetivo nao dominado entrem no arquivo, porém ao invés de verificar se o
arquivo estd cheio a cada novo ponto gerado pelo algoritmo, é feito um procedimento
ao final da iteracao para se eliminar um conjunto de pontos nao desejados pelo arquivo.
Uma estratégia utilizada em alguns MOEAs é utilizar conceitos da dominancia e [20] para
controlar a entrada de solugoes no arquivo. Dois arquivadores que utilizam essa estratégia
sao:

Arquivamento Adaptive c-Approx (eapp): Basicamente, ao invés de usar os
conceitos da dominancia de Pareto para decidir quais solugoes entram no arquivo, esse

arquivador utiliza a dominancia e. O método somente aceita um novo ponto se ele domina
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pela dominancia e algum outro elemento do arquivo [60]. Essa abordagem nao limita o
arquivo em um tamanho N, porém h& a possibilidade de se estender esse conceito para
limitar o arquivo, como é mostrado em [60]. O valor € é definido como parametro.
Arquivamento Adaptive e-Pareto Archiving (eaps): Esse arquivador discretiza
o espago de objetivos em diferentes blocos definidos pelo valor € [60]. Inicialmente todo
ponto nao dominado entra no arquivo. Apds o final de uma iteracao do algoritmo, dado
um conjunto de pontos do arquivo é efetuado um procedimento que elimina alguns pontos
desses arquivo. Esse procedimento efetua as seguintes tarefas: para cada fungao objetivo
¢ feita a discretizacao desse eixo em intervalos com valor €. Assim, de forma andloga ao
arquivador MGA, sao definidos blocos, que sao representados por um indice. A ideia é
que todo ponto do arquivo deve pertencer a um bloco especifico. Se dois ou mais pontos
pertencerem a um mesmo bloco, somente € selecionado o ponto mais préximo do indice

do bloco. Esse arquivador também nao possui um limite maximo de N pontos.

3.2.2 Escolha dos lideres

, =5 . . N .

A escolha do lider global, R;, é um importante fator de influéncia no movimento das
particulas num algoritmo MOPSO. A escolha de R;, é um dos responsaveis em ditar ca-
racteristicas como convergeéncia e diversidade que irao afetar todo o enxame. Encontrar a
melhor estratégia para escolher R, é uma tarefa importante para algoritmos que exploram
conceitos multiobjetivo na meta-heuristica PSO. Se a escolha de R, é em uma regiao mais
povoada, entao sera privilegiada a convergéncia, porém a busca pode convergir para um
otimo local. Se a escolha for em regides menos povoadas, hd um aumento da diversidade,
porém pode haver perda do poder de convergéncia. Visando explorar essas caracteristicas,
alguns métodos foram propostos na literatura e sao discutidos a seguir:

Método Sigma: Nesse método, dada uma particula p; e seu vetor de funcoes

.. =, .~
objetivo (f(z7)), é calculado um vetor o; que denota a diregdo de uma reta que passa
entre a origem e o ponto do vetor objetivo. O lider de p; (R}), é o ponto do arquivo externo
que possui a menor distancia Euclidiana entre o seu vetor sigma e o vetor sigma p;, ou

seja, o lider é um ponto que possui uma direcao semelhante a particula p;. A ideia é que
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Figura 3.6: Representacao do método Sigma para um espago com dois objetivos.

vetores que tenham um vetor sigma semelhante estao localizados em regioes semelhantes
(ver Figura 3.6), haverd uma maior distribuigao dos lideres presentes no arquivo externo
entre as particulas da populacao.

Para um problema com duas funcoes objetivos, f1(7) e fo(7'), o vetor sigma de uma

particula é definido com um s6 valor calculado através da Equacao(3.7).

() = fo(T)?
AT )2+ ()

g =

(3.7)

Para problemas com mais de dois objetivos, o vetor sigma ¢é formado com (’;) ele-
mentos, representando a combinagao da Equacao(3.7) para todos objetivos. A Figura 3.6
mostra um exemplo do método sigma para um espaco com dois objetivos. Os circulos
escuros representam as particulas da populacao e os circulos claros as particulas do re-
positério. Os segmentos de retas indicam o vetor sigma dos lideres e cada particula da
populagao escolhe a particula do repositério que possui menor distancia Euclidiana, em
relacao ao seu vetor sigma.

Torneio Binario com distancia de Crowding: a escolha do lider através do
método do torneio binario com distancia de Crowding é baseada na selecao executada pelo
algoritmo NSGA-II [28]. Inicialmente, é calculada a distancia de Crowding entre todos
os lideres. Em seguida, dois lideres sao escolhidos de forma aleatoria com distribuigao
uniforme. O lider ]?h é o ponto que tiver o maior valor de CD, ou seja, a solugao localizada
numa area menos povoada.

NWSum: Esse método foi proposto em [72] e consiste em guiar as particulas através
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de lideres que estejam localizados perto do eixo de coordenadas o qual a particula esté
mais proxima. Assim, seja dimy,., a dimensao mais proxima da posicao da particula p;.
O lider sera a particula do repositério mais proxima de dimp,o,. Isso é feito através do
calculo de pesos para cada valor objetivo de p;, com este conjunto de pesos é feito uma
soma ponderada do vetor objetivo de cada lider [;. O lider escolhido é o que maximizar

essa soma ponderada. O valor do NWSum é calculado através da equacao 3.8, em que T

, .- , 2 .
é posicao da particula p; e f(;) seu vetor objetivo.

_ L&), 5
F= mfj(lz) (3.8)

Escolha aleatoria: Essa abordagem é a mais simples e menos complexa computa-
cionalmente e foi inicialmente apresentada em [21]. Nesse método, cada particula escolhe
um lider do repositorio de forma aleatéria. Esse método beneficia a diversidade se os
lideres estiverem bem distribuidos no espago de objetivos. Porém, se houver um conjunto

de lideres agrupado em uma regiao, isso resulta numa perda de diversidade na busca.

3.2.3 Multiplos enxames

A Otimizacao por Nuvem de Particulas é definida por um conjunto de individuos que se
movimentam de forma cooperativa no espaco de busca. Essa ideia é estendida através
dos algoritmos PSO com multiplos enxames [36]. Miltiplos enxames utilizam vérias po-
pulagoes (multi-swarms)' executando de forma independente trocando informagoes entre
si durante a busca. Cada populagao independente, chamadas subenxame (sub-swarm), é
uma execucao individual de um algoritmo PSO, contendo caracteristicas especificas como
proprio conjunto de lideres, método de arquivamento e de escolha de lider, equagoes do
movimento, ou seja, para cada sub-swarm pode-se executar um algoritmo PSO diferente.
O principal ganho de se utilizar diferentes populagoes otimizando um mesmo problema
¢é reduzir a complexidade do problema, como por exemplo, focando a busca em diferen-

tes regioes do espaco de busca ou reduzindo o nimero de objetivo otimizados por cada

1Os termos miltiplos enxames e multi-swarm serdo utilizados da mesma forma nesta tese para indicar
algoritmos MOPSO com vérias populagoes.
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Algoritmo 3 Pseudo-cédigo de um algoritmo PSO com miiltiplos enxames
Para cada sub-swarm s; faca
Execute o movimento das particulas de cada sub-swarm
Se condicao de troca for satisfeita
Execute a troca de informagoes entre os sub-swarms
Retornar melhores solugoes encontradas pelos sub-swarms

sub-swarm.

O Algoritmo 3 apresenta o pseudo-cédigo do PSO com multiplos enxames. Dada uma
condicao de troca de informacoes, os sub-swarms trocam informacoes entre si através de
diferentes abordagens. Essa condi¢ao define quando sera feita a troca de informacoes,
como por exemplo: trocar a cada iteracao; somente quando haja alteracao no lideres;
quando houver uma movimentacao significante das particulas no espaco de variaveis de
decisao, etc. As abordagens de troca definem quais informacoes serao repassadas entre
cada sub-swarm tais como: cada sub-swarm troca os lideres; no caso multiobjetivo pod-
se trocar todo o conjunto ou somente um subconjunto de lideres entre os sub-swarms;
pode-se trocar particulas entre as populacoes. Outro fator importante nessas estratégias
é a topologia em que os sub-swarms efetuam essa troca [12]. Em geral, sdo utilizadas as

mesmas topologias da vizinhangas das particulas, discutidas na Secao 3.1.1.

3.3 Algoritmos MOPSO

Existem diferentes algoritmos baseados na meta-heuristica da Otimizac¢ao por Nuvem de
Particulas propostos na literatura. Basicamente, esses algoritmos buscam definir diferen-
tes métodos para escolha de lider e o arquivamento dos lideres. Porém, ha também a
exploracao de outros aspectos da meta-heuristica, tais como a introdug¢ao de mutacao nas
solugbes [20], mecanismos para controlar de forma explicita a velocidade das particulas,
a aplicacao de diferentes relagoes de preferéncia ao invés da dominancia de Pareto, entre
outros.

As préximas segoes apresentam detalhes de dois algoritmos MOPSO, SMPSO [70]
e SigmaMOPSO [67]. Esses algoritmos sao escolhidos como base nesta tese, pois de

acordo com os resultado apresentados em [35], [70] e [79] apresentam bons resultados em
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Problemas Multiobjetivo. Além disso, os algoritmos utilizam diferentes abordagens tanto

na escolha e arquivamento dos lideres, equacoes de velocidade e mutacao.

3.3.1 Algoritmo SMPSO

O algoritmo SMPSO foi apresentado em [70] e segue os passos basicos de um algoritmo
MOPSO. Ele tem como principal caracteristica limitar a velocidade das particulas, através
de valores definidos pelo usudario. Esse limite impede que as particulas percorram regioes
do espaco de busca longe do resultado desejado e entao o algoritmo converge mais rapido.

Na proposta, a velocidade da particula é limitada através de valores de limites superi-
ores (upper_limit) e de limites inferiores (lower_limit). Cada posi¢ao do vetor velocidade
¢ limitada individualmente e caso o valor supere os limites definidos pelo usuério, o valor
da velocidade é definido pela Equacao 3.9. As Equagoes 3.9 e 3.10 representam o limite

da velocidade de p; para cada valor da velocidade j, onde:

;

delta;  Se v;;(t) > deltay,

Vij = § —delta; Se v;;(t) < —delta;, (3.9)

Vi j Caso contrario.
\

delta; — upper _limit; ; lower _limit; (3.10)

Outra caracteristica é o uso da equacao da velocidade com o fator de constricao mo-

dificada. As equagoes utilizadas no SMPSO apresentadas em [70] séo:

B 2
2—p—pr—4-p

X (3.11)

Cl+02 se 01+CQ >4,
= (3.12)

1 seC'1+C’2§4.

Na Equacao 3.11, quando ¢ = 1, o termo \/¢? —4 ¢ possui uma raiz negativa.
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Na implementagao desse algoritmo nesta tese, quando ¢ = 1 o valor de \/m foi
definido como 0.

O método de arquivamento utilizado pelo do SMPSO é efetuado através do Arquivador
Crowding Distance (Se¢ao 3.2.1), visando introduzir maior diversidade na busca. Para a
escolha do lider (defini¢do do componente social, Et (t)), ¢ utilizado o Torneio Binério com
distancia de Crowding (Secao 3.2.2), também buscando um aumentado da diversidade da
busca. O lider local, p—bez, ¢ a melhor posicao atingida pelo algoritmo. Se uma nova
posicao alcancada pela particula tiver uma relacao de nao dominancia com o ]@ atual,
0 novo valor para ppes ¢ definido de forma aleatéria com distribuicao uniforme entre as
duas posigoes.

Além disso, o algoritmo utiliza um operador de mutacao em 15% das particulas. Um
numero pequeno de particulas é escolhido para mutacao, para evitar que haja muita per-
turbacao na busca e o algoritmo perca convergéncia, ja que tanto o arquivamento, quanto
a escolha do lider privilegiam a diversidade. As particulas sao escolhidas aleatoriamente
e ¢ aplicada a mutagao polinomial [28], com probabilidade de %, onde n é o numero de
variaveis do problema.

Para a validagao do SMPSO, no estudo apresentado em [70], ele é comparado a cinco
algoritmos do estado da arte, o NSGA-II [28], o SPEA2 [90], o AbYSS [69], baseado em
busca por dispersao, o MOCell [71], um algoritmo genético celular e o OMOPSO [83].
Os algoritmos foram avaliados nos problemas DTLZ e ZTD utilizando os indicadores
Hipervolume, o Epsilon [91] e o Spread [84]. Conclui-se que o SMPSO supera os demais
algoritmos, obtém os melhores conjuntos de aproximagcao e possui uma convergencia mais

rapida em direcao a fronteira de Pareto.

3.3.2 Algoritmo SigmaMOPSO

O algoritmo SigmaMOPSO foi proposto em [67]. A principal contribuigao desse algoritmo
¢ a proposta do método de escolha do lider, método Sigma, discutido na Secao 3.2.2. Esse
método, de acordo com os resultados apresentados em [79], é um dos mais adequados

para a técnica MOPSO. O método de arquivamento utilizado é baseado numa técnica
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agrupamento dos lideres apresentada em [87]. Nesse método, se o nimero de solugoes for
maior que o tamanho do arquivo é executado um algoritmo para agrupar os lideres em pelo
menos |N| grupos (nimero maximo de pontos no arquivo). O Poess € escolhido de forma
aleatoria caso haja uma relagao de nao dominancia entre M e a nova posicao alcancada
pela particula. Além disso, é aplicado um operador de mutacao simples em todas as
particulas com probabilidade de 1% para cada posicao. Nessa mutacao, cada posicao da
particula pode ser alterada por um valor R; que varia aleatoriamente no intervalo [0, 1].
O método sigma foi comparado com outro método de escolha de lider, chamado de
D-tree [37] e conseguiu encontrar solugbes com melhor convergéncia e diversidade em
fungdes de teste com 2 e 3 fungoes objetivo. O algoritmo foi comparado com o SPEA2 [90] e
também obteve um melhor resultado em termos de convergéncia e diversidade. Além disso,
pesquisas recentes [35], [72], [79], entre outros, mostraram bons resultados do método

Sigma.

3.4 Trabalhos relacionados

Existem na literatura diversos trabalhos relacionados que exploram topicos da Otimizacao
com Nuvem de Particulas Multiobjetivo. Alguns desses trabalhos foram apresentados
nesse capitulo na introducao dos conceitos da meta-heuristica. Esta secao discute alguns
trabalhos relacionados que sao importantes no desenvolvimento desta tese.

Dentre os trabalhos que exploram conceitos da meta-heuristica MOPSO, destaca-
se [72]. Esse trabalho analisa a influéncia de métodos de escolha de lideres na busca de um
algoritmo MOPSO. Diferentes métodos da literatura sao revisados, em que a convergéncia,
diversidade e tempo computacional sao analisados. Além de utilizar métodos da literatura,
esse estudo propoe um novo método, chamado de NWSum, previamente discutido nesta
tese. Todos os métodos sao comparados utilizando-se diferente problemas multiobjetivo
(usando até 3 fungoes objetivo). Foi apontado que o método NWSum e o método Sigma se
destacam, obtendo os melhores resultados em termos de convergéncia e diversidade. Além
disso, esse trabalho conclui que a escolha do lider realmente modifica o desempenho de

algoritmo MOPSO e é importante considerar diferentes métodos de escolha lider quando



o4

novos algoritmos MOPSO forem projetados.

Em [35] é apresentado um estudo que compara os melhores algoritmos MOPSO da
literatura, escolhidos através do trabalho [79]. Esse trabalho tem com objetivo mostrar
as capacidades de cada algoritmo. Os algoritmos escolhidos sdo: NSPSO [62], Sigma-
MOPSO [67], OMPSO [83], AMOPSO [76], MOPSOpd [3] e uma abordagem nao descrita
em [79], MOCLPSO [42]. Esses algoritmos utilizam diferentes abordagens de preenchi-
mento do arquivo externo, escolha do lider e operador de mutacao. Para a avaliagao dos
algoritmos, eles sao aplicados em diferentes problemas de benchmark amplamente utiliza-
das na literatura multiobjetivo, como a familia DTLZ [31], a familia ZTD [88] e a familia
WEFG [43]. Todos os problemas foram utilizados com dois objetivos. Para a medicao
da qualidade dos conjuntos gerados por os algoritmos MOPSQO, é utilizado um conjunto
de indicadores de qualidade como o Hipervolume, indicador Epsilon [91] e Spread [84].
Nos experimentos, o algoritmo OMPSO se destacou, obtendo os melhores resultados na
maioria dos problemas. O algoritmo SigmaMOPSO também apresentou bons resultados.
Porém, os algoritmos nao conseguiram convergir em alguns problemas multimodais. Para
resolver esse problema, foi proposto um novo método que limita a velocidade dos algorit-
mos PSO. Com este novo método foi proposto um novo algoritmo, chamado de SMPSO.
Esse algoritmo é mais bem detalhado em [70]. O novo algoritmo proposto foi comparado
com o OMOPSO e com o NSGA-II e apresentou resultados competitivos. Os resultados
apresentados neste artigo serviram de base para a escolha dos algoritmos PSO utilizados
em nosso trabalho. Os algoritmos SMPSO e SigmaMOPSO sao explorados nesta tese e
sao detalhados nas Segoes 3.3.1 e 3.3.2.

As préxima se¢oes compilam a discussao trabalhos relacionados sobre os tépicos MOPSO
com multiplos exames, Secao 3.4.1 e trabalhos que utilizam a meta-heuristica MOPSO

no contexto da Otimizagao com Muitos Objetivos, Secao 3.4.2.

3.4.1 Algoritmos MOPSO com multiplos enxames da literatura

El-Abd e Kamel [36] apresentam um survey que descreve diversos algoritmos MOPSO

com miultiplos enxames da literatura. Os algoritmos desenvolvidos nesse estudo cobrem
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uma gama de diferentes problemas, dentre eles problemas monoobjetivo, multiobjetivo e
problemas de otimizacao com restricao. A partir da analise e descricao de diversos traba-
lhos da literatura, o estudo apresentado por El-Abd e Kamel propoe uma taxonomia para
a classificacao dos algoritmos PSO com multiplos enxames. Essa taxonomia ¢é baseada
nos métodos de decomposicao do problema adotados por cada algoritmo. De forma geral,
os algoritmos sao divididos entre os algoritmos que usam multiplos enxames para trocar
solucoes entre si, chamado de método de decomposicao do problema e os algoritmos que
utilizam multiplos enxames para cobrir diferentes areas do espaco de busca, chamado
de método de decomposicao do espaco. Os trabalhos discutidos a seguir sao restritos a
otimizagao multiobjetivo, principal tema desta tese.

Dentre os trabalhos de PSO com multiplos enxames, destacam-se os algoritmos que
utilizam multi-swarms na otimiza¢do multiobjetivo. Em [73] é discutida a aplicagao de
um algoritmo PSO multi-swarm em problemas com muitos objetivos. E proposta a pa-
ralelizagao do algoritmo VEPSO [74] e a aplicagao deste algoritmo em muitos objetivos.
O VEPSO ¢ uma variante cooperativa do PSO baseado no algoritmo Vector Fvaluated
Genetic Algorithm (VEGA) [74]. O VEGA ¢é um algoritmo evoluciondrio que seleciona
subpopulagoes da geragao de acordo com cada objetivo separadamente. Apods a selecao,
as subpopulacoes sao misturadas e uma proxima geragao é obtida através de etapas de
recombinacao e mutagao. No VEPSO, cada objetivo ¢ otimizado por um swarm e durante
a busca os swarms trocam informagoes sobre as melhores solucoes encontradas até entao.
Nesse trabalho, o VEPSO ¢ aplicado a diferentes problemas com muitos objetivos, vari-
ando entre 2 e 10 objetivos. Porém, o VEPSO é apenas comparado ao VEGA, para cada
objetivo, e nao é feita nenhuma anélise sobre o desempenho dos VEPSO em relacao ao
aumento do niimero objetivos. Nao se sabe como o VEPSO se comporta quando o niimero
de objetivos cresce, s6 é conhecido o seu desempenho em relacao ao VEGA. E mostrado
que o VEPSO consegue melhores resultados que o VEGA para todos os objetivos.

Em [56] é apresentado um algoritmo multi-swarm que é aplicado ao problema de
aprendizado da resposta de agentes. Nesse estudo, a funcao de premiacao é dividida

em varias fungoes e o problema é modelado como um problema multiobjetivo. Para a
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solucao do problema é proposto um novo algoritmo PSO com multiplos enxames, chamado
de MS-PSO. Como no VEPSO, este algoritmo também define um sub-swarm para cada
objetivo a ser otimizado, porém possui uma forma diferente de troca de informacgoes
entre os swarms. Nesta abordagem, cada swarm vizinho troca informagao através de um
novo componente na equacao da velocidade das particulas, que representa a distancia
da particula para a melhor particula do swarm vizinho. O MS-PSO é comparado com
o algoritmo PSO tradicional e o algoritmo MO-PSO [21]. O MO-PSO néao é discutido
em nosso trabalho, pois nao é representativo e nao apresenta bons resultados quando
comparado aos algoritmos PSO do estado-da-arte. Os algoritmos foram utilizados em
dois ambientes diferentes do agente e o MS-PSO conseguiu obter melhores resultados que
o algoritmo béasico do PSO e que o algoritmo MO-PSO.

Outro algoritmo que utiliza multi-swarm para problemas multiobjetivo é apresentado
em [76]. Porém, diferentemente dos trabalhos anteriores, todos os sub-swarms otimizam
todos os objetivos. Nesse trabalho, o multi-swarm é utilizado com o intuito de cobrir
diferentes partes do espaco de busca em uma sé execucao, evitando o deslocamento des-
necessario de particulas. Nessa abordagem, cada swarm representa um préprio nicho,
com um mesmo numero de particulas e com seus proprios lideres. Cada nicho é otimizado
separadamente e ao final da atualizacao de todos os swarms, todos os lideres, de todos os
nichos, sao agrupados. Em seguida, os lideres semelhantes sao divididos entre os swarms
existentes. Os resultados do algoritmo proposto, chamado de AMOPSO, sao compara-
dos com alguns algoritmos multiobjetivo, como o NSGA-II [28] e o MO-PSO [21]. Os
algoritmos sao aplicados em funcgoes de teste com dois objetivos e sao consideradas medi-
das como Generational Distance e Spacing [84]. Conclui-se que o algoritmo AMOPSO §é
competitivo com os melhores algoritmos multiobjetivo da literatura.

Por fim, outro trabalho relevante é apresentado em [68]. Aqui, é apresentado um al-
goritmo multi-swarm que divide a busca em diferentes regioes de forma explicita. Nesse
algoritmo, cada sub-swarm limita a regiao de busca de sua populacao. Essa regiao é defi-
nida através de uma particula semente, a qual serd o centro da regiao de busca. Em cada

iteragao do algoritmo, as sementes sao escolhidas e é gerada a populagao dentro da regiao
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definida pela semente. O algoritmo executa um processo iterativo de escolha das sementes
e definicao das novas regioes de busca. Ao final de cada iteracao as melhores solucoes de
cada sub-swarm sao reunidas e as novas sementes sao definidas. Esse processo é repetido
por um numero de iteragoes definido pelo usuario. O trabalho propoe diferentes métodos
de escolha das sementes. Um dos métodos é baseado em agrupamento: inicialmente as
solucoes sao agrupadas utilizado o vetor objetivo; o niimero de grupos é definido como o
nimero de sub-swarms do algoritmo; a semente é o centroide de cada grupo. Esse método
¢é utilizado como base para o desenvolvimento de um algoritmo multi-swarm aplicado a

problemas com muitos objetivos proposto nesta tese, discutido no Capitulo 6.

3.4.2 Algoritmos MOPSO aplicados a Otimizacao com Muitos

Objetivos

Como discutido nas segoes anteriores, diversos algoritmos e métodos foram propostos
para utilizar meta-heuristica da Otimizacao por Nuvem de Particulas em Problemas Mul-
tiobjetivo. Porém, da mesma forma que as demais meta-heuristicas multiobjetivo, o PSO
enfrenta os problemas discutidos no Capitulo 2 quando aplicados a Problemas com Muitos
Objetivos.

Visando a atenuagao desses problemas, recentemente algumas pesquisas focam na
meta-heuristica MOPSO aplicada a Otimizacao com Muitos Objetivos. Na literatura, a
maioria dos estudos que focam em problemas com muitos objetivos utiliza abordagens
evolucionarias. Porém, sao poucos os trabalhos que visam explorar as qualidades do PSO
em problemas com muitos objetivos.

Em [85] é apresentada uma abordagem que usa uma métrica de distancia baseada
nas preferéncias do usudrio para encontrar as melhores solugoes. Nesse estudo, o usuario
define boas regioes no espaco de objetivos que devem ser exploradas pelo algoritmo. O
PSO ¢ utilizado como base e as particulas atualizam sua posicao e velocidade de acordo
com sua proximidade as regioes preferenciais. Nesse método, o algoritmo PSO nao conta
com a relagao da dominancia de Pareto para encontrar as melhores solugoes. O algoritmo

proposto é comparado com um algoritmo PSO também baseado na preferéncia do usuario
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que utiliza a dominancia de Pareto. Os resultados mostraram que o algoritmo proposto
obtém melhores resultados, em especial quando o niimero de objetivos é grande. Isso mos-
tra que é possivel explorar um algoritmo MOPSO definido por um regiao de preferéncia.
Esse comportamento é explorado nesta tese através da proposta do Arquivador Hiper-
plano. Outra abordagem ¢é proposta em [59]. Nesse trabalho, é proposto um algoritmo
PSO que trabalha com muitos objetivos usando uma dominancia de Pareto gradual para
superar o problema.

Em [52] é utilizada a técnica Self-Controlling Dominance Area (SCDAS) para gerar
uma nova classificacao das solugoes nao dominadas no arquivo externo. Esse método é
uma extensdo da técnica Controle da Area de Dominancia das Solugoes [81], que é estu-
dada nesta tese no Capitulo 4. No algoritmo proposto por Castro Junior et al., chamado
de SCDAS-SMPSO, a técnica SCDAS é utilizada para refinar o arquivo externo apds
cada iteracao do algoritmo. No algoritmo proposto, o algoritmo SMPSO ¢ utilizado como
algoritmo PSO base, discutido na Secao 3.3.1. A técnica SCDAS é semelhante a CDAS e
busca modificar a relacao da dominancia de Pareto, com o intuito que algumas solugoes
nao dominadas passem a ser dominadas. Nesse método, o grau de expansao da relacao
de dominancia é controlado automaticamente pelo algoritmo e além disso a técnica pos-
sibilita que as solugoes nos extremos de cada dimensao nao sejam removidas. No método
proposto por Castro Junior et al., ao final da iteracao do PSO, a técnica SCDAS é apli-
cada aos pontos do arquivo externo, logo, a relacao de dominancia entre essas solugoes é
alterada. Em seguida, com a nova relacao de dominancia é feita uma poda, removendo-se
as solugoes que passaram a ser dominadas. O algoritmo SCDAS-SMPSO é comparado ao
algoritmo CDAS-MOPSO (desenvolvido nesta tese e apresentado na Secao 4.1.2) e com
o algoritmo SMPSO. A comparagao buscou observar aspectos como convergeéncia e diver-
sidade da busca em cendrios com muitos objetivos. O SCDAS-SMPSO conseguiu obter
uma convergeéncia equivalente ao CDAS-MOPSO, porém apresentou melhor diversidade.
Além disso, o SCDAS-SMPSO ¢ mais simples que o CDAS-MOPSO, pois nao precisa de
configuracao do parametro que define o grau de extensao da dominancia de Pareto.

Outro trabalho que explora o PSO na Otimizagao com Muitos Objetivos é apresentado
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em [17]. Esse trabalho tem como objetivo estudar como diferentes métodos de escolha de
lider funcionam em Problemas com Muitos Objetivos. Com esse intuito, é utilizado como
base o algoritmo CDAS-MOPSO e observa-se o comportamento do algoritmo, em termos
de convergéncia e diversidade, quando sao utilizados diferentes métodos para escolha
do lider. Nesse trabalho sao utilizados os métodos do torneio bindrio com distancia
de crowding [70], WSUM [5], NWSum [72], método sigma [67] e escolha aleatéria [21].
Os métodos foram aplicados aos problemas DTLZ2 e DTLZ4, variando entre 2 e 30
fungoes objetivo. Os melhores resultados foram obtidos pelos métodos NWSum e Sigma,
especialmente pois eles introduziram maior convergéncia na busca. E importante ressaltar
que o método original do algoritmo CDAS-MOPSO ¢ o torneio binario com distancia de

crowding e o trabalho [17] estendeu os resultados iniciais do algoritmo CDAS-MOPSO.

3.5 Consideracoes finais

A Otimizacao com Nuvem de Particulas é uma meta-heuristica quem tem sido aplicada
com sucesso na Otimizagdo Multiobjetivo [79]. Diferentemente das abordagens evolu-
ciondrias (que sdo mais utilizas em trabalhos multiobjetivo), o0 PSO tem como base a coo-
peracao entre os individuos da populacao. Através dessa cooperacao entre os individuos,
é possivel controlar aspectos como convergéncia e diversidade da busca e desenvolver
diferentes estratégias para a solucao de problemas de otimizagao.

Na otimizagao multiobjetivo, pode-se destacar dois aspectos de um algoritmo MOPSO:
arquivamento dos lideres e escolha dos lideres. Essas caracteristicas sao os pontos mais
importantes de um algoritmo MOPSO. Outro caracteristica importante que pode ser
explorada em algoritmos MOPSO ¢ a possibilidade de se utilizar miltiplos enxames, com
o objetivo de se reduzir a complexidade do problema.

Porém, apesar dos bons resultados dos algoritmos MOPSO, essa meta-heuristica ainda
é pouco utilizada na Otimizacao com Muitos Objetivos. O objetivo desta tese de dou-
torado é explorar diferentes aspectos do MOPSO na Otimizagao com Muitos Objetivos,
tais como a introducao de novas relacoes de preferéncia, métodos de arquivamento, uso

de multiplos exames, entre outros. Todos esses temas serao discutidos nos préximos



capitulos.
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CAPITULO 4

NOVAS RELACOES PREFERENCIAS APLICADAS AO
MOPSO NA OTIMIZACAO COM MUITOS OBJETIVOS

Este capitulo apresenta a primeira estratégia explorada nesta tese para a extensao da
Otimizacao por Nuvem de Particulas Multiobjetivo aplicada a Problemas com Muitos
Objetivos: o uso de novas relagoes de preferéncia. Como discutido nos capitulos anterio-
res, a relagdo da dominancia de Pareto se mostra ineficiente quando o nimero de fungoes
objetivo cresce. Visando atenuar essa deterioragao, alguns trabalhos da literatura apresen-
tam novas estratégias baseadas na definigdo de novas relagoes de preferéncia [47] [81] [23].
A ideia utilizada nesses métodos é construir uma funcgao de fitness para um algoritmo que
possibilite a definicao das melhores solugoes mesmo com um nimero grande de fungoes
objetivo.

Dentre esses trabalhos, dois possuem destaque: o Controle da Area de Dominancia
das Solugoes [81] e Métodos de Ranking de Solugodes [23]. Essas técnicas apresentam bons
resultados em problemas com muitos objetivos em trabalhos da literatura, sao técnicas
simples, podem ser aplicadas em diferentes metaheuristicas e sao técnicas que utilizam
principios diferentes (modificagao da dominancia e rankeamento das solugoes), o que pos-
sibilita o estudo de diferentes abordagens em nossa tese. Outro fator importante é que
elas ainda foram pouco exploradas em algoritmos MOPSO.

A primeira estratégia explorada é a aplicacao da técnica do Controle da Area de
Dominancia das Solugoes em algoritmos PSO, discutida na Segao 4.1. A segunda con-
tribuicao, apresentada na Secao 4.2, visa explorar diferentes métodos de ranking em al-
goritmos MOPSO. Sao propostos novos algoritmos que utilizam métodos de ranking da

literatura, bem como, novos métodos de ranking.
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4.1 Controlando a area de dominancia das solugoes em algorit-

mos MOPSO

A técnica do Controle da Area de Dominancia das Solugoes (CDAS, do inglés Controlling
the Dominance Area of Solutions) foi proposta em [81]. Esse método controla a drea
de dominancia das solucoes para induzir uma ordenacao das solucoes apropriada para o
problema, especialmente com muitos objetivos. Como mostrado em [47] e [81] a técnica
CDAS apresenta bons resultados quando aplicada a problemas com muitos objetivos e
produz resultados melhores que outras estratégias como o Average Ranking [23] e a relagao
favour [34]. Em nosso trabalho a influéncia dessa técnica em um algoritmo MOPSO é
analisada. As préximas secoes apresentam a técnica CDAS, Secao 4.1.1, e descreve os

passos da aplicacao do CDAS no MOPSO na Secao 4.1.2.

4.1.1 Controle da area de dominancia das solucoes

Este método propoe o controle do grau de contracao ou expansao da area de dominancia
das solucoes através de um parametro definido pelo usuario, S;. Os valores dos objetivos
da solucao sao modificados através de relagoes trigonométricas definidas pelo valor de
S;. O vetor de objetivos é transladado no espaco de objetivos e assim a relacao de
dominancia muda com essa contracao ou expansao. Assim, solugdes que originalmente
eram nao dominadas passam a ser dominadas por outras e vice-versa. A modificacao da
area de dominancia ¢é definida pela Equacao 4.1 e a representacao desta modificagao é
apresentada na Figura 4.1, tal que:

7 sin(w; — Sim)

fi() = sin(S;m)

(4.1)

7 ~ —> , . . 7 —>

onde 7 é uma solucdo no espaco de busca, f(') é o vetor objetivo, r é a norma de f( ')
, = . : - o

e w; é o grau entre f1(7) e f (7) A Equagao 4.1 realiza a operacao trigonométrica que

translada cada valor objetivo, f;(x), para os novos valores, f! (7) Esta operacao pode ser

observada através da Figura 4.1. Observe que dado o angulo ¢ = S;7, algumas operagoes
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| o w7

Figura 4.1: Modificacao da relacdo de dominancia com o CDAS [81].

trigonométricas sao realizadas com os valores de r e w; e é definida a translacao de f1(7)
para f/(Z).

A Figura 4.2 apresenta um exemplo do funcionamento do CDAS para dois objeti-
vos [81]. Os circulos a, b e ¢ sdo vetores objetivos de trés solugoes distintas. Se S; = 0, 5,
¢ = % entdo f] (Z) = fi(7) e ndo ocorre modificacio da relacdo de dominancia. Na
Figura 4.2(a) o ponto ¢ é dominado pelo ponto a. Se S; < 0,5 entao f{(?) > fi(7), h4,
um aumento em cada valor do vetor de objetivos e serd produzido um subconjunto das
solugbes nao dominadas. A Figura 4.2(b) mostra a alteracao da dominancia de Pareto
quando se usa S; < 0,5, percebe-se que os valores dos objetivos sao alterados para se
modificar a area de dominancia e o ponto b passar a ser dominado por a. Por outro lado,
se S; > 0,5 entao f; (?) < fi(7), logo a relagao de dominancia é relaxada e as solugoes
que normalmente sdo dominadas passam a ser ndo dominadas. Na Figura 4.2(c) percebe-
se que com a diminuicao da area de dominancia das solugoes, o ponto ¢ passa a ser nao
dominado. Os resultados apresentados em [81] mostraram que ¢é possivel obter melhor de-
sempenho, em termos de convergéncia e diversidade, para problemas com muitos objetivos
quando se controla a area de dominancia. Os experimentos foram conduzidos utilizando
o algoritmo NSGA-II [28] aplicado ao problema da mochila multiobjetivo. Embora seja
possivel utilizar o parametro S; com valores > 0,5, na Otimizacao com Muitos Objetivos
estamos interessados em reduzir o niimero de solucoes nao dominadas. Logo, em nossa
tese a escolha de S; sera limitada a valores menores do que 0,5. Além disso, trabalhos
prévios do autor, apresentados em [25] e [14], mostraram que ao executar o CDAS com
valores de S; < 0,5, obtém-se resultados melhores do que ao se utilizar S; > 0,5. Outros

trabalhos da literatura, como o trabalho apresentado em [47], também desconsideram a
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Figura 4.3: Exemplo da translacao de um conjunto pontos efetuada pelo CDAS.

execucao do CDAS com valores de S; > 0,5. Por fim, a extensao do CDAS, chamada de
S-CDAS [80] é baseada na execucao do CDAS com valores de S; < 0, 5.

A Figura 4.3 mostra o exemplo da transla¢ao de um conjunto de pontos para problemas
de minimiza¢do e maximizagao, Figuras 4.3(a) e 4.3(b), respectivamente. Cada curva
contém um total de 100 pontos. A curva maior representa uma fronteira de Pareto genérica
para problemas de minimizac¢ao e maximizagao. As demais curvas representam os pontos
da fronteira transladados com diferentes valores de S;, variando entre S; = 0,45,0,35 e
0,25. E possivel notar que a localizacao dos pontos do espaco de objetivos ¢ alterada e
que quanto menor é o valor de S; maior é essa alteracao.

Para se ter um melhor entendimento da técnica CDAS a Figura 4.4 mostra um exemplo
do calculo da técnica com diferentes valores S;. A Figura 4.4(a) mostra um conjunto
de pontos que representa a fronteira de Pareto para um problema de minimizacao. As
Figuras 4.4(b), 4.4(c) e 4.4(d) mostram as solugbes nado dominadas apés o calculo do
CDAS de todos os pontos do conjunto original (Figura 4.4(a)) com valores de S; = 0, 45,
0,35 e 0,25, respectivamente. Nessas figuras, cada ponto é transladado utilizando a
técnica CDAS e em seguida é checada a relacao de dominancia entre os novos vetores.
Sao apresentados somente os pontos que possuem os vetores modificados nao dominados.
Percebe-se que quanto menor é o valor de S;, o conjunto de pontos é mais reduzido e sao
privilegiados os pontos localizados no centro da curva. Quanto mais préximo o valor de
S; é de 0,5, maior é o nimero de pontos e o conjunto é semelhante ao conjunto original,

porém sempre descartando os pontos nos extremos.
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Figura 4.4: Pontos nao dominados apds a execucao do CDAS para um problema de
minimizagao.

A Figura 4.5 apresenta um cenédrio diferente. Na Figura 4.5(a) é apresentada a fronteira
de Pareto do problema DTLZ2 [31]. O DTLZ2 é um problema de minimizacao e para
duas funcoes objetivo é definido pela funcao de um quadrante de uma esfera de raio 1
e centro no ponto (0,0). Na aplicagdo do CDAS com valores de S; = 0,45, 0,35 e 0,25
(Figuras 4.5(b), 4.5(c) e 4.5(d), respectivamente) é observado que quanto menor o valor
de S;, menor é o numero solucoes nao dominadas. Diferentemente dos outros cenarios,
as solugoes extremas sao privilegiadas. Percebe-se que os pontos dos extremos nunca sao
dominados e com a diminuicao do valor de S;, os pontos mais préximos aos extremos sao
dominados. Logo, nessa situagao os pontos nao dominados que permanecem sao os pontos
nos extremos e os pontos localizados ao centro do conjunto, sendo que quando o valor de
S; for definido com um valor baixo (entre S; = 0,25 e 0,35) somente restam as solugoes

no extremo.
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Figura 4.5: Pontos nao dominados apés a execucao do CDAS para o problema DTLZ2.

4.1.2 Algoritmo CDAS-MOPSO

A primeira contribuicao desta tese refere-se a aplicacao da técnica do controle da area de
dominancia das solugoes em algoritmos PSO multiobjetivo [13] [14] [16]. No MOPSO a
convergéncia e a diversidade sao controladas através da cooperacao entre as particulas,
ou seja, é controlada através da selecao e escolha dos lideres. Os lideres guiam o exame
para as melhores areas no espaco de busca, entao dependendo de como é feita essa escolha
a solugao pode convergir para uma pequena area da fronteira de Pareto ou executar uma
busca mais diversificada, buscando cobrir uma regiao maior da fronteira de Pareto.

O CDAS modifica a relacao de dominancia, selecionando um subconjunto das solugoes
nao dominadas, de acordo com o comportamento discutido na se¢ao anterior. Essa técnica
¢é incorporada na busca do MOPSO de uma maneira simples: o passo que atualiza o
repositorio com as solucoes nao dominadas ¢ modificado e agora aplica a nova relacao de
dominancia definida pela Equacao 4.1.

A partir dessa nova relagao de preferéncia, foi desenvolvido um novo algoritmo, cha-
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mado de CDAS-MOPSO. E importante ressaltar que as demais caracteristicas do MOPSO
permanecem inalteradas, assim é possivel combinar a técnica CDAS com diferentes métodos
de arquivamento, escolha do lider, equacoes de velocidade, entre outros. O Algoritmo 4
apresenta um descri¢cao do algoritmo proposto. O algoritmo segue os passos do algoritmo
béasico MOPSO, apresentado no Capitulo 3. O primeiro passo ¢é a inicializacao do algo-
ritmo MOPSO. Apds a populacao ter sido iniciada, devem ser definidas as solu¢oes nao
dominadas. Entao, é aplicado o método CDAS com o valor S; passado como parametro
pelo usuario. Com os novos vetores objetivo modificados, as solugoes nao dominadas sao
definidas e é feito o arquivamento dessas solugdes no arquivo externo. Apds a defini¢ao
dos lideres, as particulas da populacao escolhem seus lideres globais e ¢é iniciado o lago
evolutivo. Nesse laco, para cada particula p; da populacao, a primeira etapa é o movi-
mento da particula pelo espaco de busca. Em seguida, deve ser feito o calculo das funcoes
objetivo da nova posicao e efetuada a modificagao desse vetor através do método CDAS.
Em seguida, a particula (com o vetor de fungdes objetivo ja modificado) é submetida ao
arquivador. Na comparacao de dominancia entre a nova solucao e as demais solucoes
do arquivo externo é sempre utilizado o vetor de objetivos modificado pelo CDAS. Ao
final do movimento das particulas é utilizado algum método para a definicao dos lideres
para todos os elementos da populacgao. Por fim, ao final do lago evolutivo o retorno do
algoritmo sao as particulas do arquivo externo.

O CDAS MOPSO é baseado no algoritmo SMPSO. Assim, ele utiliza as mesmas de-
finigoes apresentadas na Secao 3.3.1, ou seja, uso da equagao de velocidade com constrigao,
mutacao polinomial em 15% das solucoes, escolha dos lideres por distancia de Crowding
e uso do Arquivador Crowding Distance.

O desenvolvimento do algoritmo CDAS-MOPSO em diferentes algoritmos MOPSO da
literatura gerou algumas publicagoes em conferéncias [13] [14] e em revistas especializadas

da drea[16], [25].
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Algoritmo 4 CDAS-MOPSO
: Procedimento de inicializagao.
Definir as solu¢oes nao dominadas através do método CDAS usando valor S;
Arquivamento das solucoes nao dominadas e escolha dos lideres.
Lago evolutivo
Para cada particula p; da populacao
Atualizar a velocidade e populacao de p;
Avaliar os objetivos e modificacao da area de dominancia de p; através do método
CDAS usando valor S;
Arquivamento de p;
Escolha dos lideres para as particulas da populacao
10: Retornar as particulas do arquivo externo.

© *x

4.2 Explorando métodos de ranking em algoritmos MOPSO

A segunda etapa da exploragao de novas relagoes de preferéncias em algoritmos MOPSO
refere-se ao uso de métodos de ranking. Esses métodos buscam construir uma funcao de
fitness através da associacao dos valores do vetor de fungoes objetivo. Métodos de ranking
foram inicialmente propostos na década de 90 em [4], porém sé foram explorados em
Problemas de Otimizagao com Muitos Objetivos em trabalhos mais recentes [23] [47] [40].

Nesta tese, os rankings sao utilizados de trés formas: primeiro é proposto um novo
algoritmo MOPSO que utiliza métodos de rankings da literatura como funcao de fitness;
a segunda contribuicao ¢ a proposta de um novo método chamado de Balanced Ranking;
por fim, é proposta uma nova abordagem que visa combinar diferentes métodos de ranking
através de um algoritmo MOPSO.

Essa segao discute as trés abordagens propostas. Com esse intuito, inicialmente o
modelo geral para a obtencao de ranking a partir do vetor de objetivos, bem como os
métodos Average Ranking e Mazimum Ranking sao discutidos na Se¢ao 4.2.1. O algoritmo
Ranking-SMPSO ¢é proposto na Segao 4.2.2. Por fim, o método Balanced Ranking é

apresentado na Secao 4.2.3 e o algoritmo Combinagao de Rankings na Secao 4.2.4.

4.2.1 Awerage ranking e mazxzimum ranking

Os métodos Average Ranking (AR) e Maximum Ranking (MR) foram propostos em [4].

Essas técnicas sao relacoes de preferéncia que induzem uma ordem de preferéncia para
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um conjunto de solugoes. Esses métodos sao aplicados sobre um conjunto de solugoes e
definem um ordenamento entre elas.

O AR e o MR compartilham um modelo geral para geragao de um ranking. Eles
possuem o mesmo funcionamento, diferenciando-se somente no final do calculo do ranking.
Em geral, dado um conjunto de solucoes C'S C €2, um método de ranking computa um
valor, mnking(?,CS) de cada solucao 7 € CS. Assim, o primeiro passo é ordenar
todas as solugoes de acordo com cada funcao objetivo independentemente. Através desse
ranking por fungao objetivo é possivel seguir diferentes estratégias. O método AR define
o ranking de uma solucao 7 como sendo a soma de todos os rankings individuais da
solucao 7, enquanto o MR ¢ definido pelo melhor ranking encontrado para 7. O AR e

o MR podem ser definidos através das Equagoes (4.2) e (4.3), respectivamente.

AR(Z,CS) = ) ranking(fi(Z),CS) (4.2)
MR(Z,CS) = MIN (ranking(f;(@),CS)) (4.3)

onde CS é um conjunto de solucoes, 7 éa solugao para qual estd sendo calculado o
ranking, m é o nimero de objetivos e ranking(f;(7’),CS) é o ranking de 7’ para o i-
ésimo objetivo. A Tabela 4.1 apresenta um exemplo para ilustrar o funcionamento dos dois
métodos. Por convencgao, quanto menor é o ranking melhores sao os valores dos objetivos.
Inicialmente, cada solucao é ordenada por cada objetivo, por exemplo, a solugao C possui
o melhor ranking para o primeiro objetivo (ranking 1). Apés o calculo de cada ranking,
os valores de cada método sao calculados. O método AR soma todos os rankings de
cada objetivo, enquanto o MR é definido pelo valor do melhor ranking. No exemplo da
Tabela 4.1, percebe-se que solugoes que possuem valores extremos, por exemplo A e D,
possuem um melhor valor do que uma solucao com valores dos objetivos mais equivalentes,
solucao B. O MR age de forma semelhante que o AR, porém da um peso maior ainda
para as solugoes com valores extremos. No exemplo da Tabela 4.1, todas as solugoes com

o melhor valor em pelo menos um objetivo recebe o melhor ranking possivel. Para esse
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Tabela 4.1: Exemplo do Average Ranking e Maximum Ranking.

# (fl’f2>f3) fl f2 f3 AR | MR
Al (6,1,3) [4 1 2| 7 1
B| (325 [3 2 4| 9 2
cCl@iLn |1 3 5] 9 | 1
D|(220,1)|2 5 1] 8 1
E|(514,4) |5 4 3|12 | 3

método, a solucao B fica atras de trés solugoes no ranking.

Os métodos AR e MR apresentam bons resultados na literatura [23] [47]. Porém,
apesar dos bons resultados, os métodos de rankings apresentam algumas limitagoes. Como
discutido em [47], estes métodos privilegiam solugoes que possuem bons rankings em
poucos objetivos, normalmente um objetivo. Assim, essas solugoes sao localizadas nos
extremos da fronteira de Pareto. Por exemplo, a solucao B possui rankings médios para
todos os objetivos, porém é superada por varias outras solugoes, se considerarmos os
rankings AR e MR. Esta limitagado do AR e o MR é a motivacao para a criacao do

método Balanced Ranking (BR), apresentado na Segao 4.2.3.

4.2.2 Ranking-SMPSO

O algoritmo Ranking-MOPSO incorpora métodos de ranking como funcao de fitness de
um algoritmo MOPSO. Ele tem como base o algoritmo SMPSO [70]. Esse algoritmo é
chamado de Ranking-SMPSO. A proposta desse algoritmo foi publicada em [25].

O Ranking-SMPSO utiliza uma relagao de preferéncia diferente da dominancia de
Pareto. Para isto, ¢ definida a relacao <pgunking, onde Ranking é o método de ranking
escolhido para execucao do algoritmo. A relagao < pgenking ¢ definida da seguinte maneira.
Uma solucao 7 é melhor que uma solucao y com respeito a relacao Ranking, denotada
POI' < Ranking, S€ O somente se Ranking(?) < Ranking(?).

O algoritmo Ranking-SMPSO utiliza a relagao de dominancia < ganking para melhorar
os resultados do algoritmo SMPSO para problemas com muitos objetivos. O Algoritmo 5
apresenta uma breve descricao do Ranking-SMOPSO. Primeiro, um procedimento de

inicializacao é efetuado. Nesse procedimento, todos os componentes das particulas sao
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Algoritmo 5 Ranking-SMPSO

1: Procedimento de inicializacao.

2: Avaliar as particulas e calculo do ranking.

3: Inicializar o repositoério e escolha dos lideres.

4: Lago evolutivo
Atualizar a posicao e velocidade das particulas
Avaliar os objetivos e calculo dos rankings.
Mutacao de 15% da populagao
Atualizar o repositério através da relacao <ganking-
Calcular a distancia de crowding (CD).
10:  Arquivamento dos lideres e poda do arquivo externo(Melhor ranking e CD).
11:  Selecao dos lideres.
12: Retornar as particulas do repositério.

iniciados (posigao, velocidade, lider local, etc.). Apds, todos os objetivos sao avaliados e
¢é calculado o ranking de cada particula. Entao, o repositério com as melhores solugoes
deve ser iniciado. Aqui, para efetuar uma pressao inicial em direcao as melhores solucoes,
somente 10% das solugoes com os melhores valores de ranking preenchem o repositério.
Apés este passo, é efetuada a escolha dos lideres através do método do torneio binario
com distancia de crowding.

O préximo passo do Ranking-SMPSO é o lago evolutivo. Nesse lago, primeiro as
particulas sao movimentadas pelo espaco de busca através do operador de velocidade.
Em seguida é aplicado aleatoriamente um operador de mutacao em 15% da populacao.
O arquivamento das melhores solugoes no arquivo externo é a principal diferenca entre o
Ranking-SMPSO e o SMPSO. Neste passo, a relagao <pganking ¢ aplicada. Uma solucao
entra no repositorio se o somente se ela ¢ melhor pela relagao < pganking que qualquer outra
particula no repositério. Em seguida, a distancia de Crowding (CD) [28] é calculada
para todas as solugoes do repositorio. Como apresentando no Capitulo 3, o algoritmo
SMPSO limita o nimero de solu¢oes do repositério. Entao, deve ser feita uma poda
neste repositorio. Este procedimento de poda mantém no repositério as solugoes com os
melhores valores de ranking. Se o valor de ranking for igual, entao é utilizado o valor da
CD para definir qual é a melhor solugao. Por fim é feita a selecao dos lideres. Para evitar
que solugoes dominadas influenciem a busca para regides ruins do espaco de objetivos,

antes dessa etapa é feita a retirada de solu¢oes dominadas do repositorio.



73

4.2.3 Balanced ranking

Outra estratégia proposta neste trabalho é uma nova relagao de preferéncia chamada de
Balanced Ranking (BR). O BR tem como base o mesmo principio adotado pelos métodos
AR e MR propostos por [4], porém busca evitar a geragao de soluc¢oes nos extremos da
fronteira de Pareto [47]. A Figura 2.1 mostra um exemplo de uma fronteira de Pareto em
um espaco de objetivos bidimensional com os valores extremos e o joelho da fronteira de
Pareto.

O método proposto privilegia solugoes em que os objetivos possuam valores seme-
lhantes, ou seja, privilegiar solucoes que nao contenham valores extremos em relagao aos
demais e sejam mais préximas ao joelho. Os passos iniciais para o cdlculo do BR sao
0s mesmos necessarios para o calculo do AR e do MR. Assim, dado um conjunto C'S de
solucoes, o BR de uma solugao 7 6 calculado da seguinte maneira. Primeiro, é calculado
um ranking independente para cada fungao objetivo. Para o calculo do ranking é tomada
a convencao de quanto melhor é a solugao, mais baixo é o ranking. Apds, é feita a soma
de todos estes rankings. Em seguida, ¢ calculada uma ponderagao que é obtida através da
diferenca entre o maior e o menor ranking de uma solugao. Essa diferenca, é normalizada
pelo tamanho de C'S (o maior ranking possivel), assim, quanto maior a diferenga entre
os rankings, pior serd o BR da solugao e quanto menor a diferenca, melhor serd o BR. O

BR pode ser definido através da Equacao (4.4).

BR(Z,S) = MAankmg($)|O—S]|W]Nmnkmg(7) * Z ranking(f;(7), S) (4.4)

1<j<m

onde m é o nuimero de objetivos, 7 a solucao a ser ranqueada, C'S o conjunto de solugoes
e mnking(]@-(?), CS) é o raking de 7 para o j-ésimo objetivo. A Tabela 4.2 apresenta
um exemplo do funcionamento do BR. E apresentado também o calculo do AR e do
MR. Primeiro, cada solucao é rankeada para cada objetivo, por exemplo, a solucao C

possui o melhor ranking (ranking 1) para o primeiro objetivo. Apds, é obtido para cada
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Tabela 4.2: Exemplo do balanced ranking.

# | (fi,f2,f3) | ranking(fi) ranking(f2) ranking(f3) | MAX | MIN | BR | AR | MR
A (9 1,3) 5 1 2 5 i 53 | 8 1
B | (3205) 3 2 4 4 2 3 9 2
c| (1,77 1 4 5 5 1 6,66 | 10 1
D | (281 2 5 1 5 1 533 | 8 1
E (7, 5, 8) 4 3 6 6 3 7 14 3
F (10, 9, 4) 6 6 3 6 3 7,5 15 3

solucao os valores maximo e minimo. Por fim, é feita a soma dos rankings e esta soma é
ponderada pela diferenca dos rankings normalizada. Através das duas primeiras solucoes
pode-se perceber a diferenca entre o AR e o BR. Utilizando o AR a melhor solucao é a A,
pois possui um AR igual a 8. Porém, percebe-se que ela possui o melhor ranking para um
objetivo (ranking 1 para o segundo objetivo), mas apresenta um ranking ruim para outros
(ranking 5 para o primeiro objetivo). Utilizando o BR essa diferenca ¢ penalizada ¢ a
melhor solugao passa ser a B, que apesar de nao ser melhor em nenhum objetivo possui

rankings semelhantes em todos.

4.2.4 Combinagao de rankings

A ltima estratégia proposta é chamada de Combinagao de Rankings e visa juntar aspec-
tos positivos de diferentes esquemas de ranking. Como discutido anteriormente, métodos
como 0 AR e o MR tendem a gerar solugdes com um objetivo com melhores valores que os
demais, assim, o conjunto de aproximagcao gerado tende a ser localizado nos extremos da
fronteira de Pareto. Em contrapartida, o método proposto na secao anterior, BR, privi-
legia solugoes com valores dos objetivos semelhantes e assim evita a geragao do conjunto
de aproximacao nos extremos. Porém, os dois métodos apresentam deficiéncias, pois em
algumas situagoes ¢é preferivel que o conjunto de aproximagao fique préximo ao joelho [47],
mas também é importante obter diversidade sobre toda a fronteira de Pareto.

A Combinagao de Rankings utiliza uma ideia de reduzir um nimero grande de ob-
jetivos para poucos objetivos, normalmente 2 ou 3. No método proposto, os objetivos
de uma solugao passam a ser os valores de diferentes rankings escolhidos. Os passos da

Combinagao de Rankings sdo (ver Figura 4.6): dada uma solucao Z e o seu vetor de

—
objetivos f(@) = fi(T), fo(@)..., fu(Z)), onde m é o nimero de objetivos; calcular o
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Figura 4.6: Esquema do método combinacao de rankings.

valor de cada ranking r; = rankz'ngj(?, CS), onde C'S é o conjunto de solucoes, ranking,

6 um método de raking e 2 < j < 3 ¢é o ntimero de rankings escolhidos. E importante que

o numero de rankings nao seja maior do que 3 para que nao haja deterioracao na busca
. . . . . %

do algoritmo; definir os valores dos rankings como objetivos de 7, 1 (7) = 1, Ty
. ~ . . . . . %

executar iteracao do algoritmo evolutivo multiobjetivo com os novos valores f (7)

Por exemplo, utilizando os rankings AR e BR, pode-se executar um MOEA tradicional
(NSGA-II [28], SMPSO [70]) e otimizar tanto um objetivo que gere solugdes nos extre-
mos, quanto um objetivo que gere solucoes no centro da fronteira de Pareto. A hipdtese
da Combinacao de Rankings é que juntando diferentes rankings como vetor objetivo de
uma solucao pode-se obter um melhor conjunto de aproximacgao do que a aplicacao de
cada método separado. Nesta tese, a técnica da Combinagao de Rankings é aplicada ao

algoritmo SMPSO. A validacao desse método é discutida no Capitulo 7.

4.3 Consideragoes finais

A definicdo de novas relacoes de preferéncia é um dos caminhos utilizados por alguns
trabalhos na literatura para reduzir a deterioragao de MOEAs na Otimizagao com Muitos
objetivos [23] [47] [81]. Em geral, os métodos propostos na literatura apresentam bons
resultados, porém limitam-se a estratégias baseadas em abordagens evolucionarias.
Nesta tese duas novas relagoes de preferéncias sao aplicadas em algoritmos MOPSO:
a técnica CDAS [81] e a explora¢do de métodos de ranking [23]. Com esse objetivo,
novos algoritmos MOPSO sao propostos buscando obter bons resultados em Problemas
de Otimiza¢ao com Muitos Objetivos. Os algoritmos CDAS-MOPSO [16] e Ranking-
SMPSO [25] incorporam essas novas relagoes de preferéncia e modificam aspectos de um

algoritmo MOPSO, como a escolha e a selecao do conjunto de lideres. Além dos novos
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algoritmos se destaca também a proposta de novas abordagens baseadas em ranking:
método Balanced Ranking e a Combinacao de Rankings.

No Capitulo 7 é apresentado um conjunto de experimentos que avalia os métodos pro-
postos utilizando-se problemas com muitos objetivos. Além disso, também e apresentado

um conjunto de experimentos que compara o desempenho dos algoritmos CDAS-MOPSO

e do Ranking-SMPSO.
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CAPITULO 5

EXPLORANDO METODOS DE ARQUIVAMENTO

Em problemas de otimizag¢ao multiobjetivo nao ha somente uma melhor solucao, mas sim
um conjunto de soluc¢oes. Logo, a metaheuristica da Otimizacao por Nuvem de Particulas
Multiobjetivo deve definir quais particulas irao guiar o enxame. Nesse contexto, a esco-
lha e a selecao dos lideres sao importantes caracteristicas de um algoritmo MOPSO. Os
métodos para definir quais solugoes nao dominadas serao lideres candidatos e como cada
particula ira escolher o seu lider global influenciam caracteristicas como a convergéncia e
a diversidade da busca do algoritmo.

Conforme discutido no Capitulo 3, existem diferentes métodos para a escolha do lider
por cada particula do enxame. Em geral, esses métodos definem um critério, por exemplo,
escolher um lider numa regiao menos povoada, e percorrem os lideres candidatos com o
intuito de encontrar o lider mais habilitado para a particula. Para isso, esses métodos
efetuam outros cdlculos com o conjunto de lideres, como o célculo da distancia de Crow-
ding [28], célculo dos vetores sigma [67], entre outros. Porém, se esse conjunto de lideres
for grande, a busca de um lider por uma particula pode ficar tao complexa quanto a
prépria resolugao do problema.

Para evitar que o conjunto de lideres influencie negativamente na eficiéncia do al-
goritmo MOPSO, esse conjunto de lideres é normalmente limitado com um tamanho
maximo N [64]. Isto é, o arquivo externo possui tamanho maximo N. Devido a esse
limite, possiveis lideres serao descartados pelo algoritmo quando o arquivo estiver cheio.
Nesse contexto, métodos de arquivamento se tornam importantes por disponibilizar o me-
lhor conjunto de lideres possiveis. Além disso, as solugoes presentes no arquivo serao a
solucao do problema.

O Capitulo 3 apresentou um conjunto de métodos de arquivamento que podem ser uti-

lizados em algoritmos MOPSO. Esses métodos buscam definir um conjunto de lideres com
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caracteristicas especificas, tal como privilegiar solucoes mais espalhadas pelo espaco de
objetivos ou selecionar apenas solugoes em regioes predeterminadas. Este capitulo apre-
senta os métodos de arquivamento das solugoes nao dominadas propostos nesta tese. O
objetivo principal da proposta desses métodos é obter bons resultados com um algoritmo
MOPSO em problemas com muitos objetivos. Os métodos propostos exploram diferentes
abordagens: uma abordagem que utiliza o vetor ideal para introduzir maior convergéncia
na busca, chamada de Arquivador Ideal; duas outras abordagens que buscam espalhar
as solucoes do arquivo externo utilizando como base as solugoes nos extremos de cada
eixo de coordenadas, chamadas de Arquivador Distribuido e Arquivador Distribuido pela
Busca; e uma abordagem que utiliza um ponto de referéncia escolhido pelo usuario, cha-
mada de Arquivador Hiperplano. Todos os arquivadores propostos seguem o esquema do
Arquivador Preciso, descrito no Algoritmo 2 do Capitulo 3.

Esse capitulo esta organizado da seguinte maneira: o Arquivador Ideal é descrito na
Secao 5.1. Os dois arquivadores que utilizam como base as solugoes nos extremos, Ar-
quivador Distribuido e Arquivador Distribuido pela Busca sao apresentados na Secao 5.2.
Em seguida, o Arquivador Hiperplano é discutido na Secao 5.3 e por fim, a Secao 5.4

apresenta as consideracoes finais desse capitulo.

5.1 Arquivador ideal

O Arquivador Ideal tem como objetivo introduzir maior convergéncia na busca de um
algoritmo MOPSO. Para isso, esse método utiliza a hipétese de que concentrar as solugoes
em uma regiao especifica do espago de objetivos introduz maior convergéncia em dire¢ao
a fronteira de Pareto. A regiao escolhida nesse método é definida através do vetor ideal.
O vetor ideal é um vetor utépico e corresponde a um vetor com os melhores valores de
cada funcao objetivo [20].

Esse método privilegia as solugoes do arquivo que estejam mais préximas do vetor ideal
no espaco de objetivos [20]. De forma simples, o Arquivador Ideal seleciona as solugoes
mais proximas ao ponto ideal como consequéncia o conjunto de aproximagao gerado pelo

algoritmo é mais préximo da fronteira de Pareto (maior convergéncia) e as solugdes se
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Algoritmo 6 Fungao filtro(A'™!, x) do arquivador ideal.

Adicionar @ a A1 (AU D)

Calcular o vetor ideal das solucoes em A~ U z

3: Calcular a distancia euclidiana entre o vetor de objetivos das solucoes em A1 U z
e o vetor ideal

4: Remover a solugao com maior distancia Euclidiana

NN =

localizam em uma boa drea do espago de objetivos (préximo ao joelho da fronteira).

O Arquivador Ideal segue o esquema no Arquivador Preciso (Algoritmo 2) [22]. Nesse
modelo, cada método de arquivamento define uma funcao que é aplicada quando o arquivo
estd cheio e nao ha espago para uma nova solucao nao dominada 7. 0 arquivador deve
decidir quais das N + 1 solucoes do conjunto A'~! U 7 devem permanecer no arquivo
externo, através da funcao filtro(At_1,7). A funcao filtro(At_l,?) do Arquivador
Ideal é apresentada no Algoritmo 6. Assim o arquivo externo possui somente as solucoes
mais proximas ao vetor ideal. Nesse método, inicialmente a nova solugao 7 é adicionada
ao arquivo externo. Em seguida, ¢ calculado o vetor ideal a partir dos vetores objetivos
das solucoes no arquivo. Apds a obtencao do vetor ideal, é calculada a distancia entre
todos os vetores objetivos e o vetor ideal. Por fim, a solugdo com maior distancia é
removida do arquivo.

A Figura 5.1 mostra um exemplo do Arquivador Ideal num espaco de objetivos de duas
dimensoes. Os pontos verdes indicam as solugoes do conjunto (A*™"! U 7) O vetor ideal
é obtido com o melhor valor para cada funcao objetivo. Apds, a solucdo mais distante
desse vetor, no espaco de objetivos, é removida. A idea do Arquivador Ideal é remover
as solugoes que estejam longe do ponto ideal e aumentar a convergéncia guiando a busca
para uma area menor do espaco de objetivos. E desejado que essa area seja localizada

proximo ao joelho da fronteira de Pareto.

5.2 Arquivador distribuido e arquivador distribuido pela busca

O segundo conjunto de arquivadores desenvolvido também tem como objetivo guiar a
busca para alguma regiao da fronteira de Pareto, porém, diferentemente do Arquivador

Ideal, sao escolhidas diferentes regioes definidas por um conjunto de pontos. Com esse
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Wetor ldeal

Joslha
Fronteira de Parsto

Figura 5.1: Arquivador ideal.

objetivo, sao propostos o Arquivador Distribuido e o Arquivador Distribuido pela Busca.
Esses métodos focam na convergeéncia através de um conjunto de pontos de referéncia,
porém para nao perder diversidade seleciona esses pontos em diferentes areas do espaco
de objetivo. Os pontos de referéncia usados em ambos os métodos sao os pontos extremos
de cada dimensao e o vetor ideal (um conjunto de m + 1 pontos).

A estratégia do Arquivador Distribuido é fazer uma distribuicao igualitaria das solucoes
do arquivo entre os pontos de referéncia. Ele também segue o padrao do Arquivador Pre-
ciso e a fungao filtro( A", ?) ¢ apresentada no Algoritmo 7. Nessa funcao os A=t U E
pontos devem ser distribuidos para cada ponto de referéncia, e o ponto que estiver mais
longe desses pontos de referéncia é removido. Para efetuar a distribuicao, inicialmente
sao obtidos os pontos de referéncia: os pontos nos extremos de cada eixo de coordenadas
(conjunto de pontos Ej;) e o vetor ideal, calculado entre as solugdes do arquivo. Apds,
¢ definido o ntimero de solucoes que sao alocadas para cada ponto de referéncia. Esse
nimero é igual a num_ref = N/(m + 1), o tamanho do arquivo dividido pelo nimero de
pontos de referéncia. Caso a divisao nao seja exata, o ponto de referéncia ideal recebe um
numero maior de solu¢oes que os demais (o resto da divisao).

Apbs a definicao dos pontos de referéncia é feita a distribuicao das solugoes do arquivo
nos pontos de referéncia. Para evitar que a selecao dos pontos tenda em direcao de
alguma dimensao, o algoritmo percorre os pontos de referéncia de forma aleatéria. Entao,
aleatoriamente é escolhido um ponto de referéncia. Em seguida é calculada a distancia

euclidiana entre os vetores objetivo das solucoes do arquivo e esse ponto de referéncia.
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Algoritmo 7 Fungao filtro(A™!, x) do Arquivador Distribuido
1. Adicionar 2 a A™! (A1 U ) e criar um arquivo tempordrio (A%m)
2: Calcular o vetor ideal das solugoes em AU e os pontos extremos de cada dimensao
3: num_ref = N/(m+1)
4: Enquanto existir ponto de referéncia ainda ndo considerado
5
6

Escolher ponto de referéncia aleatoriamente
Calcular a distancia euclidiana entre o vetor de objetivos das solucoes em A*™ Uz
e o ponto de referéncia

7. mais_proximas_referencia = num_ref solu¢oes com menor distancia Euclidiana
8:  Adicionar as mais_proximas_referencia com menor distancia a A’
9:  Remover mais_prorimas_referencia de AP

Em seguida, sao adicionadas ao arquivo as num_ref solugoes mais préximas ao ponto de
referéncia. Ao final do lago o préximo ponto de referéncia é escolhido. O algoritmo efetua
esse lago para todos os pontos de referéncia e ao final o arquivo estd definido, sendo a
solucao nao escolhida é descartada.

Arquivador Distribuido pela Busca é semelhante ao Arquivador Distribuido, porém
nao fixa o numero de pontos para cada ponto de referéncia. Os pontos de referéncia
utilizados sao os mesmos, os pontos nos extremos e o vetor ideal entre as solucoes do
arquivo. Nesse método, ao invés de fixar a escolha das solugdes do arquivo de forma
distribuida para cada ponto de referéncia, essa distribuicao varia durante a busca. O
Algoritmo 8 apresenta a funcao filtro(A'™!, ?) desse arquivador. Os primeiros passos
sao a definicao dos pontos candidatos ao arquivamento A'~!U 7 ea obtencao dos pontos
de referéncia. Em seguida, é calculada a distancia entre todos os pontos do conjunto
AU e todos os pontos de referéncia. Para cada ponto em A1 U 7 é associada uma
distancia (dist,.r) que é a menor distancia encontrada entre o vetor de objetivos de 7 e
um ponto de referéncia. Entdo, é descartada a solugdo que possui maior (dist,.r). Esse
método tem como objetivo identificar quais solugoes estao mais proximas dos pontos de
referéncia e entao guiar a selecao do arquivo para essas regioes do espaco de objetivo. Para
esse método sao utilizados dois métodos de calculo de distancia: distancia Euclidiana e

distancia de Tchebycheft.
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Algoritmo 8 Funcao filtro(A'™!,x) do Arquivador Distribuido pela Busca

Adicionar @ a A1 (AU D)

Calcular o vetor ideal das solugoes em AU e os pontos extremos de cada dimensao
Calcular a distancia entre todos os pontos de referéncia e cada ponto em A1 U E
Para cada ponto em A1 U 7 definir dist,.; como a menor distancia encontrada
Remover a solucao com maior dist,.y

5.3 Arquivador hiperplano

Esse método de arquivamento utiliza um ponto de referéncia escolhido pelo usuario com
o objetivo de guiar a busca do algoritmo para uma regiao préxima a este ponto. O
Arquivador Hiperplano define o ponto de referéncia através de um conjunto de pontos,
escolhido pelo usuario através de um hiperplano, baseado na estratégia inicialmente pro-
posta em [27]. Diferentemente dos arquivadores discutidos anteriormente, ao invés de
um conjunto de pontos nos extremos e somente o ponto ideal, esse hiperplano define um
conjunto de pontos que cobrem uma area maior do espaco de objetivos. Esse hiperplano
é construido de forma automatica, sendo necessarios somente pontos que definem os ex-
tremos e um valor que define o espacamento entre os pontos de referéncia. A figura 5.2
apresenta um exemplo de hiperplano com 51 pontos de referéncia para 3 fungoes objetivo,

os pontos extremos utilizados foram: (1,0,0), (0,1,0) e (0,0, 1).

Pontos de Referéncia +

Figura 5.2: Hiperplano com 51 pontos de referéncia.

Assim, o Arquivador Hiperplano utiliza um ponto de referéncia, escolhido através de
um hiperplano, e efetua a selecao das solugoes no arquivo. O Algoritmo 9 apresenta a

fungao filtro(A™1, 7) do Arquivador Hiperplano. Esse método é igual ao algoritmo do
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Algoritmo 9 Fungao filtro(A™!, x) do Arquivador Hiperplano

Adicionar @ a A1 (AU D)

Obtém o ponto de referéncia do hiperplano

3: Calcular a distancia euclidiana entre o vetor de objetivos das solucoes em A1 U z
e o ponto de referéncia

4: Remover a solugao com maior distancia Euclidiana

NN =

Arquivador Ideal, a Unica diferenca é na selecao do ponto de referéncia.

O Arquivador Hiperplano é definido através da construcao do hiperplano e da escolha
do ponto de referéncia. Logo, diferentes abordagens podem ser utilizadas: construir o
hiperplano no comecgo da busca ou construir o hiperplano a cada execugao do arquivador.

A primeira abordagem constréi o hiperplano no comeco da busca, utilizando valo-
res nos extremos pré-definidos. Para essa abordagem, deve se ter um conhecimento do
problema, porém ja se constréi um bom conjunto de referéncia desde inicio. Com isso,
pode-se aumentar a convergencia do algoritmo e pode-se direcionar a busca para regioes
predefinidas. Nessa abordagem, pode-se escolher o ponto de referéncia utilizado para

guiar o arquivamento de diferentes formas:

e Ponto pré-definido: Nesse método o ponto é escolhido pelo usudrio no comeco
da execucao guiando a busca para uma regiao desejada. Utilizando o hiperplano é
possivel definir um conjunto de pontos de referéncia no espaco de objetivos e entao
escolhem um dos pontos como guia. A construcao do hiperplano é importante. pois

limita a escolha do ponto de referéncia a uma regiao promissora.

e Ponto definido por regioes: Outra possibilidade é a escolha de regides do hi-
perplano ao invés de somente um ponto referéncia. Ao invés da definicao de um
ponto no comego da busca, é possivel escolher uma regiao no hiperplano para onde
se deseja que o algoritmo convirja. Assim, é escolhido um subconjunto de pontos
localizados em regioes especificas, tal como, o centro do hiperplano ou uma regiao
préxima a um extremo. Dado esse subconjunto de pontos o arquivador escolhe um

ponto aleatoriamente e utiliza-o como referéncia na selegao do arquivo.

Na segunda abordagem o hiperplano é construido a cada iteracao, obtendo-se os pontos
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extremos entre os pontos presentes no arquivo. Nesse caso a escolha pode ser feita através

de duas possibilidades:

e Ponto definido por regioes: Da mesma forma que na outra abordagem ¢é possivel
escolher uma regiao do hiperplano. Mesmo que nao se tenha conhecimento prévio
sobre hiperplano usado em cada execugao do hiperplano, é possivel escolher regioes
com o intuito que ao final da busca as solugoes estejam localizadas em regioes

semelhantes da fronteira de Pareto.

e Ponto escolhido aleatoriamente: E a abordagem mais simples. O ponto de
referéncia é escolhido aleatoriamente entre todos os pontos do hiperplano, a cada
execucao. Nessa abordagem o arquivador privilegia diversidade ao invés de con-

vergencia.

O Arquivador Hiperplano é validado nos experimentos conduzidos no Capitulo 7,
porém, nesta tese somente é explorada a construcao do hiperplano no comeco da busca

com escolha dos pontos definidos por regides.

5.4 Consideracoes finais

Os métodos de arquivamento sao importantes na busca de algoritmos multiobjetivo, em
especial em algoritmos MOPSO. Nesse contexto, o arquivo externo define quais sao os
lideres candidatos para as particulas e também define quais sao as solugoes resultantes da
busca. Porém, em geral, esse arquivo externo ¢ limitado para que nao haja prejuizo no
desempenho da busca. Devido a esse limite, a maneira que serao selecionados os possiveis
lideres no arquivo externo influencia caracteristicas como convergéncia ou diversidade da
busca.

Assim, métodos de arquivamento podem ser explorados visando atenuar os problemas
da Otimizacao com Muitos Objetivos. Uma hipdtese que pode ser explorada é limitar
a regiao do espaco de objetivo em que os lideres podem estar localizados. Esse cami-

nho explora a ideia de que limitar a regiao do espago de busca dos lideres aumenta a



85

convergencia das particulas em direcao a fronteira de Pareto. Porém, essa limitacao do
espaco deve definir boas regioes da fronteira, como pontos proximos ao joelho ou regioes
pré-definidas pelo usuario.

Visando explorar essas ideias foram propostos os métodos Arquivador Ideal, Arqui-
vador Distribuido, Arquivador Distribuido pela Busca e Arquivador Hiperplano. Esses
métodos guiam a busca através da selecao de bons lideres. Eles definem métodos que pri-
vilegiam convergéncia, outros que privilegiam diversidade e métodos que guiam a busca
para regioes da fronteira definidas pelo usuario. Os métodos de arquivamento discutidos

nesse capitulo foram inicialmente propostos nas publicagoes [9] e [7] do autor.
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CAPITULO 6

EXPLORANDO MULTIPLOS ENXAMES E METODOS DE
ARQUIVAMENTO

Diferentes técnicas tém sido propostas na Otimizagao com Muitos Objetivos [46]. A maior
parte dessas técnicas visa reduzir a deterioracao na busca dos algoritmos multiobjetivo.
Um dos caminhos seguidos por essas técnicas constitui na definicao de uma nova ordenagao
das solucoes nao dominadas, com o intuito de reduzir o tamanho deste conjunto. Em geral,
esses métodos definem regioes de preferéncia no espago de objetivo ou ordenam a solugao
de acordo com as diferentes funcoes objetivo.

Porém, como discutido em [1], na maioria das técnicas s6 uma pequena parte da
fronteira de Pareto é coberta, nao havendo diversidade. Esse é o caminho dos métodos
propostos nos capitulos anteriores, bem como diversos outros métodos apresentados na
literatura como em [47], [40], [77], [81], entre outros.

Focando o aumento da diversidade na busca, sem perder a convergéncia, este capitulo
explora algoritmos MOPSO com miiltiplos exames. A ideia é que dividir a busca através de
diferentes sub-swarms rodando em paralelo reduz a complexidade da busca em problemas
menores [36]. Além disso, é possivel definir que cada enxame execute a busca em diferentes
regioes do espaco de busca com o objetivo de aumentar a diversidade e a distribuicao
do conjunto de aproximacao gerado. Os multiplos enxames sao explorados de diferentes
maneiras para problemas multi-objetivo. Pode-se definir que cada sub-swarm ird otimizar
um objetivo ou um subconjunto de objetivos [73] ou otimizar todas as fungdes objetivo
em cada sub-swarm e utilizar multiplos enxames para reduzir a complexidade da busca
em outros aspectos [76], por exemplo utilizar menos particulas em cada enxame.

Os algoritmos multi-swarm desenvolvidos neste capitulo seguem o esquema de otimizar
todo o vetor de fungoes objetivo em cada enxame. Os multiplos enxames sao utilizados

para compor diferentes métodos de arquivamento, com o objetivo de obter bons resultados
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em termos de convergéncia e diversidade. Esses algoritmos utilizam métodos de arqui-
vamento apresentados nos capitulos anteriores. Como discutido na Se¢ao 3.2.1, existem
diferentes arquivadores propostos na literatura e em geral estes arquivadores apresentam
caracteristicas especificas, como privilegiar diversidade ou convergéncia.

A principal ideia é executar a busca em diferentes populacoes, cada uma utilizando um
método de arquivamento diferente, buscando otimizar a convergéncia e a diversidade da
busca através da comunicagao entre os sub-swarms. A hipotese é que ao combinar métodos
de arquivamento através de algoritmos multi-swarm, obtém-se um melhor conjunto de
aproximacao que o uso individual de cada arquivador. E importante ressaltar que os
algoritmos propostos aqui nao exploram conceitos de programacao paralela ou distribuida.
No algoritmo, cada sub-swarm é executado separadamente de forma sequencial e nao hé
preocupagao com o sincronismo ou troca de mensagens.

Através desse conceito trés algoritmos multi-swarm sao propostos: Multi-Swarm Ba-
seado em Arquivadores, Multi-Swarm com Arquivo Externo Compartilhado e Iterated
Multi-Swarm, I-Multi. O Multi-Swarm Baseado em Arquivadores combina diferentes
métodos de arquivamento e troca de informacoes entre os sub-swarms. O Multi-Swarm
com Arquivo Externo Compartilhado executa a comunicacao entre os sub-swarms através
de um arquivo externo compartilhado. O algoritmo I-Multi combina duas estratégias:
compor convergencia e diversidade através de arquivadores e utilizar sub-swarms para
explorar diferentes regioes do espaco de busca. Os algoritmos apresentados nesse capitulo
foram desenvolvidos em parceria com a professora Sanaz Mostaghim, durante o periodo
de doutorado sanduiche do autor no Karlsruhe Institute of Technology, Karlsruhe, Ale-
manha.

Neste trabalho, todos os algoritmos utilizam como base o SMPSO [70]. Cada algoritmo
possui populacao e arquivo externo independentes, bem como os demais parametros do
MOPSO (equacao de velocidade, escolha dos lideres, etc.). O método de arquivamento
varia em cada método proposto, pois esse é o objetivo dos algoritmos explorados neste
capitulo.

Este capitulo estd organizado da seguinte forma: os algoritmos propostos Multi-Swarm
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Baseado em Arquivadores, Multi-Swarm com Arquivo Externo Compartilhado e [terated
Multi-Swarm sao apresentado na Secoes 6.1, 6.2 e 6.3, respectivamente. Apesar desta
tese propor trés novos algoritmos baseados em multiplos enxames, somente o I-Multi
serd validado através de uma andlise empirica no préximo capitulo. A avaliacao dos
demais algoritmos sera abordada em trabalhos futuros. Por fim, as consideracoes finais

sdo discutidas em 6.4.

6.1 Multi-Swarm baseado em arquivadores

O primeiro algoritmo proposto é chamado de Multi-Swarm Baseado em Arquivadores e
propoe uma estratégia simples para compor diferentes métodos de arquivamento através
de multiplos enxames. Os artigos [9] e [64] discutem diversos métodos de arquivamento
e mostram que uns métodos introduzem maior diversidade na busca, enquanto outros
introduzem maior convergéncia. A discussao sobre métodos de arquivamento também é
explorada nesta tese nos Capitulos 5 e 7.

Assim, o objetivo desse algoritmo multi-swarm é combinar diferentes métodos de ar-
quivamento através de diferentes populagoes que se comunicam durante a busca. Para
que haja uma melhora nos resultados de cada arquivador, o algoritmo busca combinar
métodos que apresentam bons resultados em termos de convergéncia com outros métodos
que possuem bons resultados em termos de diversidade.

O algoritmo Multi-Swarm Baseado em Arquivadores é definido por um conjunto de
sub-swarms, cada uma sendo executada em paralelo e utilizando um método de arquiva-
mento. Em um determinado momento da execucao hé troca de informacoes entre cada
sub-swarm. A comunicacao entre as diferentes populagoes é um ponto importante do
algoritmo. Nesse ponto deve ser definida a topologia que define a vizinhanca entre cada
sub-swarm e deve ser definido que informagao deve ser trocada entre as populagoes. Ao fi-
nal do algoritmo, o conjunto de aproximacao gerado pelo algoritmo ¢é a uniao das solugoes
nao dominadas

Para o algoritmo proposto foi escolhida a topologia em anel. Como o objetivo é com-

por arquivadores diferentes, a topologia em anel é utilizada para permitir que haja a
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troca de informacao entre um sub-swarm que privilegia convergéncia com um sub-swarm
que otimiza diversidade. Baseado nos resultados apresentados num trabalho prévio do
autor em [9] e na anélise dos métodos de arquivamento apresentada no Capitulo 7, trés
métodos de arquivamento foram selecionados. O Arquivador Ideal apresenta os melho-
res resultados em termos de convergéncia, enquanto os métodos Arquivador Dominante
e Arquivador MGA produziram uma fronteira de Pareto aproximada com maior diversi-
dade. A Figura 6.1 mostra exemplos de diferentes composicoes de arquivadores através
de multiplos enxames numa topologia em anel. O niimero de enxames e o arquivador de
cada sub-swarm sao parametros do algoritmo. E importante ressaltar que esse algoritmo
busca sempre maximizar a troca de informacgoes entre diferentes tipos de arquivamento.
E mais interessante que a informacao passe entre diferentes tipos de arquivadores para
que haja um ganho tanto de convergéncia quanto de diversidade.

Outra caracteristica do algoritmo refere-se a troca de informagao entre os sub-swarm.
Nessa situagao, duas questoes a serem respondidas sao: que informacgoes trocar? Quando
efetuar essa troca?

Em relacao ao que os enxames devem trocar ha duas possibilidades, a troca de
particulas da populagao ou a troca de solu¢oes do arquivo externo. Como o algoritmo
proposto explora os métodos de arquivamento, é escolhido que deve haver a troca das
solugoes do arquivo externo. Nesse cendrio, a populacao de cada sub-swarm permanece
a mesma durante a busca, o que é alterado é o conjunto dos lideres candidatos. Esse
conjunto de operagoes focam na diversidade e na convergéncia em diferentes momentos
da busca. Assim, em um determinado momento da busca, dado um conjunto de solucoes
que foram selecionadas pelo Arquivador Ideal, a tendéncia é que essas solugoes estejam
concentradas em uma pequena regiao do espago de objetivos, porém ja proxima a fronteira
de Pareto. Quando ha a troca de informacoes entre sub-swarms esse conjunto passa para
um arquivador que estimula diversidade (MGA ou Dominante). Com o desenvolvimento
da busca algumas solugoes do arquivo serao sobrepostas por novas solugoes nao domina-
das que se localizam em regioes menos povoadas e é efetuada uma maior distribuicao das

solugoes no arquivo. O inverso, isto é, passar as solucoes de um arquivador que privilegia



90

4 @
M =

M

) Anel com dois sub-swarms ) Anel com trés sub-swarms
Daominante

@0

) Anel com quatro sub-swarms

Figura 6.1: Exemplo da composicao de diferentes métodos de arquivamento através de
miultiplos enxames numa topologia em anel.
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diversidade para um que privilegia convergéncia, também ¢é verdade, as solugoes do ar-
quivo vao perder diversidade mas vao chegar mais proximo da fronteira. Outra questao
refere-se a quais solugoes serao repassadas. Nesse caso ha a possibilidade de se trocar
todo o conjunto ou somente uma selecao de solugoes. No algoritmo proposto é escolhida
a troca de todo conjunto para que haja uma maior interacao entre os arquivadores.

No processo de troca de informacoes entre cada sub-swarm o momento em que essa
troca ocorre possui grande importancia. No algoritmo Multi-Swarm Baseado em Ar-
quivadores esse momento é definido através das iteragoes do algoritmo. Se o ntimero
de iteracoes for pequeno, pode nao haver influéncia do arquivador no novo conjunto de
solucoes e portanto pode nao existir nem convergéncia e nem diversidade. Por outro lado,
se o numero de iteracoes for grande a troca de informacgoes entre os sub-swarms nao tem
efeito. Como estamos buscando a composicao de diferentes arquivadores, o nimero de
iteragoes para a troca de informagao entre os sub-swarms deve ser otimizado.

O Multi-Swarm Baseado em Arquivadores é apresentado no Algoritmo 10. Além dos
parametros basicos do SMPSO (ver Secao 3.3.1), o algoritmo tem como entrada o nimero
de swarms, a lista dos métodos de arquivamento utilizado em cada sub-swarm, o niimero
de iteracoes necessario para os swarms trocarem informacoes e o niimero de elementos na
populagao e no arquivo externo de cada sub-swarm. O primeiro passo ¢é a inicializagao
de cada sub-swarm. Apds isso, o laco evolutivo é efetuado, até que uma condicao seja
alcancada. Esse algoritmo utiliza como condi¢ao um ntimero maximo de iteragoes definido
pelo usuario. Nesse laco, inicialmente cada sub-swarm efetua uma iteracao do algoritmo
PSO, movimentando as particulas e executando o arquivamento. Ao final do movimento
das particulas é checado se a iteracao corrente é uma iteracao de troca. Caso sim, cada
sub-swarm passa o0 seu arquivo para o proximo sub-swarm, sendo que o ultimo da lista
passa para o primeiro (topologia em anel). Ao final do lago evolutivo o conjunto de
aproximacao gerado é o conjunto da uniao de todas as solucoes nao dominadas de cada

sub-swarm.
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Algoritmo 10 Algoritmo Multi-swarm baseado em arquivadores

1: Entrada numg.yerms: Numero de sub-swarms

2 arquivadores : lista dos métodos de arquivamento

3 NUMyroeq: NUMero de iteragoes para a troca de informagoes

4 POPswarm: Tamanho da populagao de cada sub-swarm

5: arqQswarm: Tamanho do arquivo externo de cada sub-swarm

6

7: Iniciar cada sub-swarm com o método de arquivamento passado como parametro
8: Enquanto condigdo de término n&do alcangada

9:  Para cada sub-swarm s; faca

10: Executar o movimento das particulas de s;

11: Arquivamento dos lideres de s;

12:  Se for uma iterag3o de troca

13: Sub-swarm i passa as solugoes do seu arquivo para sub-swarm @ + 1

14: Sub-swarm nuMgyerms Passa as solugoes do seu arquivo para sub-swarm 1

15:  Definir os lideres de todas as particulas de cada sub-swarm
16: Retorno: Melhores solugoes encontradas pelos sub-swarms

6.2 Multi-Swarm com arquivo externo compartilhado

O segundo algoritmo desenvolvido, Multi-Swarm com Arquivo Externo Compartilhado,
também é baseado na ideia da composic¢ao de diferentes métodos de arquivamento, porém
busca simplificar a iteracao entre cada sub-swarm. Nesse método, a comunicagao ocorre
através de um arquivo externo compartilhado entre todos os diferentes arquivadores. As-
sim, um sub-swarm insere e escolhe lideres de um mesmo conjunto de solugoes.

Esse algoritmo busca construir um bom conjunto de lideres através da execucao de
diferentes métodos, uns privilegiando convergéncia e outros diversidade. A Figura 6.2
mostra a representacao de diferentes métodos de arquivamento se comunicando através
de um arquivo externo compartilhado. O método nao limita o nimero de enxames, nem
quais arquivadores serao escolhidos, sendo possivel a repeticao de um mesmo método,
caso alguma qualidade queira ser ressaltada.

O ponto forte do método é derivado do fato que diferentes arquivadores irao introduzir
diferentes solugoes no arquivo, aumentando a diversificacao de solucoes do arquivo. Além
disso, uma particula de um sub-swarm pode escolher como lider um solugao que original-
mente foi alcangada por uma outra populagao e com isso evitar que a busca fique presa

em 6timos locais. Porém, alguns problemas podem ocorrer. Como os arquivadores sao
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Arquivo externo compartilhado

I I

. L Dominante

Figura 6.2: Representagao do esquema de comunicagao do Multi-Swarm com arquivo
externo compartilhado.

baseados no esquema do Arquivador Preciso [22], caso o arquivo esteja cheio, uma solugao
s entra se alguma outra for removida. Nesse sentido, a busca pode ficar estagnada pois
pode acontecer de um arquivador sempre remover do arquivo solucoes inseridas por outro
método.

Como discutido anteriormente, os métodos propostos nao sao baseados em programagao
paralela ou distribuida. Todos sao executados num mesmo processador de forma sequen-
cial, o que torna simples o uso de uma memoria compartilhada. Em trabalhos futuros,
os algoritmo com multiplos enxames serao explorados em ambientes paralelos, o que ira
introduzir novas desafios ainda nao explorados, tais como sincronia e atomicidade das
operagoes no arquivo.

O Algoritmo 11 apresenta uma descricao do Multi-Swarm com Arquivo Externo Com-
partilhado. Os parametros sao semelhantes aos do algoritmo Multi-Swarm Baseado em
Arquivadores. Além dos parametros base do SMPSO, deve ser definido o nimero de
sub-swarms, o método de arquivamento escolhido para cada um e o tamanho das subpo-
pulagoes. Além disso, deve ser definido o tamanho do arquivo externo. Em geral, quanto
maior é o tamanho do arquivo externo, melhor é o resultado do algoritmo PSO [9], porém
um arquivo externo muito grande ou ilimitado prejudica o desempenho da busca, como
discutido no capitulo anterior. Porém, o tamanho do repositério pode influenciar a co-
municacao entre os multiplos enxames e este parametro sera explorado na avaliacao desse
algoritmo. O primeiro passo é o inicio de cada sub-swarm e a defini¢ao dos lideres iniciais.

Apos é executado o laco evolutivo. Esse lago segue os passos bdsicos de um algoritmo
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Algoritmo 11 Algoritmo com Arquivo Externo Compartilhado

Entrada numgyerms: Numero de sub-swarms
arquivadores : lista dos métodos de arquivamento
POPswarm: Tamanho da populacao de cada sub-swarm
aT¢swarm: Tamanho do arquivo externo compartilhado

Iniciar cada sub-swarm com o método de arquivamento passado como parametro
Enquanto condigdo de término ndo alcangada
Para cada sub-swarm s; faca
Executar o movimento das particulas de s;
10: Arquivamento dos lideres de s; no arquivo compartilhado
11:  Definir os lideres de todas as particulas de cada sub-swarm
12: Retorno: Solucoes presentes no arquivo externo

1
2
3
4
5:
6
7
8
9

PSO com muiltiplos enxames: movimento das particulas de cada sub-swarm, definicao e
escolha dos lideres. O diferencial é que cada sub-swarm insere um elemento no arquivo
utilizando diferentes métodos. Ao final, o conjunto de aproximacao gerado sao as solucoes

presentes no arquivo externo compartilhado.

6.3 I-Multi: Iterated Mwulti-Swarm

O algoritmo [lterated Multi-Swarm, I-Multi, apresenta duas caracteristicas: compor dife-
rentes métodos de arquivamento e reduzir a complexidade da busca através da subdivisao
do espaco das varidveis. Esse algoritmo nao busca somente produzir um conjunto de
sub-swarms que se comunicam trocando informagoes sobre os lideres através de métodos
de arquivamento. Cada sub-swarm é definido através da limitacao da busca em uma
subregiao do espaco de busca. Assim, nao somente o uso de diferentes métodos de ar-
quivamento ird buscar uma melhora na convergéncia e diversidade, mas também cada
sub-swarm ira focar sua busca em menores regioes, espalhadas pelo espaco.

O I-Multi é baseado no inicialmente apresentado em [68]. Esse trabalho divide o espago
da busca entre diferentes sub-swarms. O algoritmo apresenta duas fases distintas: uma
execucao inicial para a geracao de um primeiro conjunto de aproximacao e uma execugao
de um conjunto de iteragoes com o objetivo de explorar diferentes regioes do espaco de
busca. A primeira etapa busca construir um conjunto base bem localizado no espaco

de objetivos. Apds a definicao de um conjunto inicial é feita a divisao da busca entre
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multiplos enxames. Essa fase tem como objetivo identificar um conjunto de particulas
sementes a partir do conjunto de aproximacao inicial. Essas particulas irao definir as
regioes que serao exploradas e a geracao da populacao de cada sub-swarm. E definida
uma area de busca em torno de cada particula semente que é o limite da busca de cada
sub-swarm. Assim, dois aspectos importantes podem ser ressaltados dessa fase, o método
de escolha das sementes e o processo de defini¢ao para as subregioes do espago de busca.
Apés cada sub-swarm terminar a busca, todas as solugoes nao dominadas sao unidas e o
processo de encontrar as sementes e dividir a regiao de busca é repetido. Esse processo é
repetido um nimero de iteragoes definido pelo usuario.

O algoritmo [-Multi utiliza as vantagens do algoritmo proposto em [68] com o objetivo
de explorar os métodos de arquivamento com multiplos enxames. O algoritmo proposto
utiliza o principio de inicialmente executar um método de arquivamento que privilegia
diversidade para em seguida executar multiplos enxames que privilegiem convergeéncia.
Um esquema do comportamento do I-Multi é apresentado na Figura 6.3. Para isso, o
[-Multi é dividido em duas fases: fase de diversidade e busca multi-swarm. O I-Multi é
descrito no Algoritmo 12.

A fase de diversidade corresponde a busca inicial do algoritmo com o objetivo de se
gerar o primeiro conjunto de aproximacao. Esse primeiro conjunto de aproximacao deve
ser bem diversificado para que seja possivel executar os sub-swarms em diferentes regioes
do espago de busca. Assim, é utilizado um algoritmo MOPSO (baseado no SMPSO [70])
com o método de arquivamento MGA [61]. Ao final dessa fase, é gerado um conjunto de
aproximacao inicial que é utilizado como base para a definicao da busca com multiplos
enxames, chamado de conjunto base.

A segunda fase do algoritmo corresponde a busca multi-swarm com objetivo de intro-
duzir convergéncia em direcao a fronteira de Pareto ao algoritmo. FEssa fase é definida
por um processo que é iterativo. Essas iteragoes, sao chamadas de iteracoes de partici-
onamento e repetem o seguinte processo: escolha das sementes, divisao dos sub-swarms,
definicao da regiao de busca, construgao dos enxames, execucao dos algoritmos e juncao

das solucoes nao dominadas.
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Figura 6.3: Representacao do esquema do algoritmo I-Multi.

Nessa etapa um conjunto de sub-swarms é utilizado, cada um explorando uma &area
especifica do espaco de busca e executando um arquivador que introduza maior con-
vergéncia. Para defini¢ao da regiao de cada sub-swarm o algoritmo escolhe um conjunto
de particulas sementes (escolha das sementes).

Uma particula semente representa um sub-swarm e é o centro da area de busca selecio-
nada. A partir dessa posicao central, para cada dimensao, é definida uma regiao limitada
por um valor superior e inferior (definigao da regiao de busca). Esses valores, sao definidos
através de um intervalo passado como parametro. A Figura 6.4 mostra um exemplo da
divisao de um espaco de busca com duas dimensoes. Uma particula semente é represen-
tada como um ponto, os retangulos menores indicam as subregioes de busca, enquanto
a regiao do espaco de busca é limitada pelo retangulo maior. Além disso, o intervalo de
busca é atualizado durante as iteracoes do algoritmo, variando entre um intervalo inicial
e um intervalo final, ambos passados por parametro.

Apo6s a definicao das sementes e definicao dos intervalos, cada sub-swarm deve ser

iniciado (construcao dos enxames). Nessa etapa, a populagao é iniciada e o arquivo
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Figura 6.4: Representacao das subregioes definidas pelas particulas sementes.

externo é preenchido. Em seguida, é executado o algoritmo SMPSO com o Arquivador
Ideal em cada subregido (execugao dos algoritmos). A hipdtese é que cada sub-swarm ira
se aproximar de uma regiao da fronteira de Pareto, porém como existem varios sub-swarms
espalhados pelo espaco de busca vai haver também diversidade na busca. Por fim, ao final
da execucdo dos algoritmos as solugoes ndo dominadas encontradas sdo unidas (juncao
das solugbes nao dominadas). Esse processo é iterativo, e o conjunto base utilizado para
escolha das sementes passa a ser o conjunto das novas solu¢oes nao dominadas e o processo
é repetido por um numero de iteragoes escolhido pelo usudrio. Em uma nova iteragao, sao
definidas novas sementes para sub-swarms. Como o espaco explorado é modificado pela
escolha de uma nova semente, a populagao dos miltiplos enxames é reiniciada dentro dos
novos limites. Porém, o arquivo externo de cada sub-swarm é mantido durante a busca.
Nesse algoritmo a comunicagao entre os sub-swarms ocorre de forma indireta. Primeiro,
um sub-swarm pode escolher como semente uma solucao do conjunto base que tenha sido
encontrada por outro sub-swarm. Além disso, a cada nova definicao de novas sementes
o arquivo externo ¢ atualizado com solugoes do conjunto base que sejam semelhantes a
semente (esse processo serd discutido nas préximas segoes). Assim, na fase de construgao
do enxame, um sub-swarm pode adicionar solucoes de outros sub-swarm em seu arquivo
externo.

Nessa fase da busca multi-swarm diferentes agoes podem ser tomadas em cada fase.
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Algoritmo 12 Iterated Multi-Swarm

1: Entrada numg.yerms: Numero de sub-swarms

2 numgy: Nimero de iteracoes de particionamento

3 POPswarm: Tamanho da populacao de cada sub-swarm

4 rePswarm: lamanho do arquivo de cada sub-swarm
5: Ntiniciar: Intervalo inicial
6
7
8
9

int finq: Intervalo final
escolha_semente: Método de escolha das sementes

: Fase de diversidade - Arquivador MGA
10: conjunto_base = Executar o algoritmo base MGA-SMPSO
11: Busca Multi-Swarm - Arquivador Ideal
12:  antervalo_busca = intipicial
13:  Para 0 até numgy;: faca

14: sementes = Definir a semente de cada sub-swarm utilizando o conjunto_base
através do método escolha_semente

15: Definir a regiao de busca de cada sub-swarm com intervalo intervalo_busca

16: swarms = Construir o8 NUMgypyarms SUb-swarm

17: Limpar a lista conjunto_base

18: Para cada sub-swarm s; faca

19: swarm_front = Executar o sub-swarm s;(Algoritmo: Ideal-SMPSO)

20: adicionar as solugoes swarm_front ao conjunto_base

21: Atualizar intervalo de busca intervalo_busca

22:  Retornar conjunto_base

Os detalhes do desenvolvimento dessas etapas sao discutidos a seguir.

6.3.1 Escolha das particulas semente

A escolha das sementes ¢ um dos passos mais importantes no algoritmo I-Multi. O objetivo
desse algoritmo é combinar os métodos de arquivamento MGA e Ideal. O MGA ¢ utilizado
para construir um conjunto de solugoes inicial diversificado e o Ideal para aumentar a
convergéncia da busca. Porém, se as sementes nao forem bem escolhidas pode nao haver
um bom espalhamento dos multiplos enxames pelo espaco de busca. Isso acarretard numa
boa convergéncia, obtida pelo Arquivador Ideal, porém nao havera diversidade e o esforco
inicial do Arquivador MGA serd perdido.

Neste trabalho, trés diferentes abordagens de escolha das sementes sao exploradas:
[-Multi Centroid, I-Multi Dimensoes e I-Multi Aleatorio.

I-Multi Centroid: Essa abordagem foi apresenta em [68] e encontra as sementes
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Figura 6.5: Escolha das sementes efetuada pelo I-Multi Centroid.

através de um algoritmo de agrupamento [50]. O agrupamento é feito com o conjunto de
vetores objetivo e os centréides definem as sementes.

Cada semente deve representar um enxame, logo sao definidos numgy,arms sementes.
Dado o conjunto base, é executado o algoritmo K-Means para encontrar numg,erms Srupos
nesse conjunto de vetores. O centroide de cada grupo é definido como a semente de
cada sub-swarm. A Figura 6.5 mostra um exemplo da execucao do I-Multi Centroid. O
conjunto de pontos a esquerda representa o conjunto de aproximacao gerado pela fase de
diversidade. O algoritmo foi aplicado ao problema DTLZ2, com 2 variaveis de decisao.
A primeira parte da figura representa todas as solugoes tracadas no espaco das variaveis
de decisao bidimensional. Em seguida, sao plotados somente os centroides encontrados
pelo algoritmo K-Means (5 grupos). Por fim, é apresentado um exemplo da defini¢ao da
subregiao do espaco de busca, que serd discutida na préxima secao.

I-Multi Aleatério: E o método mais simples. Dado o conjunto base para a escolha
sementes, o algoritmo escolhe numgye-ms particulas sementes de forma aleatéria. A Fi-
gura 6.6 mostra um exemplo dessa selecao. A parte esquerda da Figura 6.5 mostra um
conjunto de solucoes plotadas num espago com duas dimensoes. Desse conjunto, sao es-
colhidas numgyperms sSementes, nesse exemplo NUMgyarms = H. Por fim, é definida a regiao
de busca para cada semente.

I-Multi Extremos: A segunda abordagem tem como objetivo selecionar as semen-
tes mais proximas dos pontos extremos de cada dimensao do espaco de objetivos. Um
vetor com valores extremos para o funcao objetivo j, £j, possui valores de varias funcoes
objetivos baixo (minimizagao) e valor para uma func¢do objetivo alto. Em geral, esses

pontos definem extremos da fronteira de Pareto e estao espalhados por diferentes regioes
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Figura 6.7: Escolha das sementes efetuada pelo I-Multi Extremos.

do espago de objetivo.

Na abordagem proposta, inicialmente sao identificados esses pontos para cada di-
mensao do espago de objetivos. Apos a definicao dos pontos, eles sao escolhidos como
sementes de m sub-swarms. Se o numero de fungées objetivo (m) for menor que o niimero
de sub-swarms (nuMgparms), as demais sementes sao escolhidos de forma aleatéria (mesmo
esquema do I-Multi aleatério). Caso numsgyperms Seja maior que m, algumas dimensoes
nao serao contempladas pelo algoritmo. Para evitar que sempre as primeiras funcoes do
objetivo sejam sempre escolhidas para a definicao dos pontos extremos, as dimensoes es-
colhidas sao definidas de forma aleatéria. Apds a definicao das sementes sao definidas as
subregioes de busca no espaco das variaveis de decisao.

A Figura 6.7 mostra o exemplo do I-Multi Extremos. Dado um conjunto de solugoes
num espaco de dimensoes com duas dimensoes, primeiro sao escolhidas as solugoes nos
extremos do espaco de objetivos. Essas solugoes estao marcadas através de quadros azuis,
na segunda parte da figura. No exemplo sao definidos 5 enxames, assim para completar
as demais sementes sao escolhidas de forma aleatéria. Por fim, sao definidas as regioes de

busca para cada semente.
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Figura 6.8: Exemplo da definicao da regiao de busca para uma dimensao do espaco de
busca.

6.3.2 Definicao das subregioes de busca

Apos a definicao das particulas semente, a regiao de busca de cada sub-swarm deve ser
definida. Para isso, é executado um algoritmo simples. Dado o vetor com as variaveis de
decisao da particula semente, para cada dimensao desse vetor é adicionado e diminuido
um valor do intervalo que define a nova regiao de busca. A Figura 6.8 mostra o exemplo
da definicao dessa regiao para uma das dimensoes. Dada a particula semente é obtido um
valor superior e um valor inferior.

Uma opgao do algoritmo I-Multi ¢ a atualizagao desse intervalo a cada iteracao de
particionamento do I-Multi que define a seguinte estratégia: sao definidos dois valores pelo
usudrio, intervalo inicial (int;yciq) € intervalo final (intfi,q). Em seguida, é calculado um
incremento que leva o valor do intervalo inicial até o intervalo final durante as iteracoes

de particionamento (nuMyparticoes). O incremento é calculado da seguinte maneira:

’Zntinicial - 7/ntfinall
numparticoes

incremento =

(6.1)

Definido o valor do incremento, o primeiro passo, antes da execucao do laco com as
iteracoes de particao no Algoritmo 12, é a definicao do intervalo_busca como sendo o valor

de int;nicia- Em seguida, ao final de cada iteracao esse intervalo é atualizado através do
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Algoritmo 13 Atualizacao do intervalo das subregioes de busca
Entrada intervalo_busca: Intervalo corrente da busca
MCinicial - Intervalo inicial
iNCting - Intervalo final
incremento - Incremento

Se Z'nciniciatl > incfinal
intervalo_busca = intervalo_busca - incremento

1
2
3
4
5:
6
7
8 Caso contrario intervalo_busca = intervalo_busca + incremento

procedimento descrito no Algoritmo 13.

6.3.3 Construcao dos enxames

A etapa da construgao dos enxames é definida pela inicializacao da populagao e preenchi-
mento do arquivo externo de cada sub-swarm. Apods a definicdo das sementes e da regiao
da busca, cada sub-swarm deve iniciar uma nova populagao. No I-Multi, em cada nova
iteracao, novas populacoes sao criadas para cada sub-swarm de forma aleatoria.

Nesse processo de criar novas particulas, ha perda de informacao, pois particulas bem
localizadas no espaco de busca sao descartadas. Porém, o I-Multi mantém informagcao
entre as iteragoes do algoritmo através do processo de arquivamento. Isso ocorre de
duas formas: primeiro, o arquivo é utilizado como base para a definicao das sementes
e segundo, a cada iteracao o arquivo externo de cada sub-swarm ¢é atualizado com as
solucbes do conjunto base. Além disso, os arquivos externos dos sub-swarms nao sao
apagados entre cada iteracao e sao mantidos durante toda a busca.

Esse processo de atualizar cada arquivo externo com solucoes do conjunto base evita
que cada sub-swarm utilize somente solugoes de sua busca, pois é possivel que durante o
processo de atualizagao seja escolhida uma solucao encontrada por outro enxame. Nesse
processo ha uma comunicacao indireta entre os multiplos enxames que tém como objetivo
aumentar a diversidade da busca. E importante ressaltar, que um sub-swarm pode conter
em seu arquivo externo uma solucao que esteja localizada fora de sua regiao de busca.
Caso uma dessas solucgoes seja escolhida como lider ira guiar a particula para uma regiao

fora do regiao de busca, porém, as particulas nao extrapolam esse limite.
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O processo de atualizagao dos arquivos externos através das solugoes do conjunto
base é definido através do método de escolha das sementes. As solugoes escolhidas sao
relacionadas a semente escolhida. As solugoes sao escolhidas da seguinte maneira:

Se o método de escolha das sementes for o I-Multi Centroid, é utilizado o agrupa-
mento de dados. Todas as solugoes agrupadas no mesmo centroide utilizado como semente
sao submetidas ao arquivo externo. O Arquivador Ideal decide quais solucoes irao entrar
Ou Nao no arquivo externo.

Se o método de escolha das sementes for o I-Multi Extremos, as solugoes mais
proximas ao ponto extremo escolhido sao submetidas ao Arquivador Ideal. Sao submetidas
as rePswarm (tamanho do arquivo externo do sub-swarm) mais préximas ao ponto extremo
escolhido.

Se o método de escolha das sementes for o I-Multi Aleatorio, o processo de atua-
lizagao do arquivo externo é simples. Sao escolhidas repsyarm solugoes do conjunto base

de forma aleatoria e essas solucoes sao submetidas ao Arquivador Ideal.

6.4 Consideracoes finais

O uso de multiplos enxames é uma importante ferramenta para se reduzir a complexidade
da busca de algoritmos PSO, em especial na Otimizacao Multiobjetivo. Esse método ja
foi explorado por trabalhos da literatura que exploraram diferentes ideias tais como, a
exploragao de diferentes dimensoes em cada sub-swarm [73], a divisdo do espago de busca
em regides menores [68], entre outros [76] [36].

O principal objetivo desta tese é explorar Problemas de Otimizacao com Muitos Ob-
jetivos. Um das estratégias abordadas refere-se ao uso de métodos de arquivamento, que
buscam ressaltar caracteristicas como convergéncia ou diversidade da busca, visando redu-
zir a deterioracao de MOEASs nesse contexto. Porém, a maioria dos métodos propostos até
entao para a Otimizagao com Muitos Objetivos somente se preocupam em explorar uma
das caracteristicas, quando se aumenta a convergéencia se perde diversidade e vice-versa.

Assim, essa tese propoe algoritmos com miiltiplos exames que compoem diferentes

métodos de arquivamento, para que haja uma combinacao da exploragao da convergéncia
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e da diversidade. Para isso, sao utilizados diferentes métodos de arquivamento, para juntar
as vantagens de todos os métodos. Com esse objetivo sao propostos Multi-Swarm Baseado
em Arquivadores, Multi-Swarm com Arquivo Externo Compartilhado e [lterated Multi-
Swarm. O proximo capitulo ird apresentar a validagao do I-Multi, ird testar diferentes
configuragoes dos parametros e ird confronté-lo com algoritmos da literatura em cendrios
com problemas com muitos objetivos. A validacao dos outros dois algoritmos é um dos

trabalhos futuros deste doutorado.
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CAPITULO 7

AVALIACAO EMPIRICA DOS METODOS PROPOSTOS

Os capitulos anteriores desta tese discutiram a Otimizacao por Nuvem de Particulas
Multiobjetivo aplicada na Otimizacao com Muitos Objetivos. Baseados nesses conceitos
e na analise de trabalhos da literatura, foram propostos novos métodos que tém como
principal objetivo melhorar os resultados de algoritmos MOPSO quando utilizados em
Problemas com Muitos Objetivos.

Neste trabalho foram exploradas trés abordagens: novas relagoes de preferéncia (Capitulo 4),
métodos de arquivamento (Capitulo 5) e uso de miltiplos enxames (Capitulo 6). Todas
essas novas técnicas buscam melhorar o desempenho dos algoritmos MOPSO em termos
de convergeéncia e diversidade em relagao a fronteira de Pareto.

Para medir a qualidade e avaliar o desempenho dessas novas técnicas e algoritmos em
Problemas de Otimizacao com Muitos Objetivos este capitulo apresenta um conjunto de
estudos empiricos. Esses experimentos utilizam diferentes problemas com muitas fungoes
objetivo e um conjunto de indicadores de qualidade. Para cada técnica estudada, é avali-
ada a influéncia dos parametros, bem como ¢ feita a comparagao dos algoritmos propostos
entre si e com alguns métodos da literatura identificando qual técnica apresenta o melhor
desempenho.

Este capitulo esta organizado da seguinte forma: A Segao 7.1 discute a metodologia
utilizada na condugao dessa andlise empirica. Em seguida, as Secao 7.2 e 7.3 discutem a
avaliagcao de cada método proposto. Por fim, a Secao 7.4 apresenta as consideracoes finais

dos experimentos.

7.1 Metodologia

A analise empirica apresentada neste capitulo estd dividida em trés partes: andlise das

novas relacgoes de preferéncia, andlise dos métodos de arquivamento e andalise dos métodos



106

de multiplos enxames. Para cada conjunto de experimentos, inicialmente é feita a andlise
dos parametros de cada método, buscando-se encontrar as melhores configuragoes. Outro
objetivo é confrontar os diferentes métodos propostos, tanto entre si, quanto com outros
algoritmos da literatura.

O desenvolvimento desta tese seguiu a ordem da apresentacao dos capitulos. Primeiro
foram exploradas as relagoes de preferéncia, em seguida os métodos de arquivamento e
por fim os algoritmos com multiplos enxames. Assim, os experimentos também foram
conduzidos nessa sequencia. Entao, os melhores resultados das relagoes de preferéncia ja
eram conhecidos na comparagao dos métodos de arquivamento e assim por diante. Logo,
por clareza e para facilitar a comparacgao, os métodos desenvolvidos nas etapas finais da
tese s sao comparados com os melhores resultados das etapas anteriores.

Esse conjunto de experimentos mede a qualidade dos resultados dos métodos desen-
volvidos em diferentes problemas com muitos objetivos. Para isso foi utilizada a familia
de Problemas de Otimizagao com Muitos Objetivos DTLZ [31] que permite a criacao de
problemas artificiais com qualquer nimero de fungoes objetivo. Esses problemas sao apre-
sentados na Segao 7.1.2. Para medir a qualidade dos resultados foi utilizado um conjunto
de indicadores de qualidade, discutidos na Secao 7.1.3.

Os experimentos conduzidos se baseiam na medicao dos indicadores de qualidade
através do aumento do nimero de fungoes objetivo. Como discutido anteriormente, as
técnicas da Otimizagao com Muitos Objetivos reduzem a deterioracao dos MOEAs que
ocorre quando o numero de objetivos cresce. Assim, nos experimentos apresentados neste
capitulo sera medida a qualidade dos algoritmos para diferentes nimeros de funcoes ob-
jetivo. Os algoritmos e os parametros utilizados sao discutidos na proxima secao. Serd
utilizado um algoritmo previamente validado na literatura como base para avaliacao dos

resultados.

7.1.1 Algoritmos e parametros

O algoritmo SMPSO [70] foi utilizado como algoritmo base no desenvolvimento deste

trabalho. Isso ocorreu, pois, de acordo com os resultados apresentados em [70] e [35]
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Tabela 7.1: Parametros utilizados na execugao do SMPSO

Parametro Configuracao
w dinamico [0, 0,8]
C1 e Oy dinamico [1,5, 2,5]
o1 € Py dindmico [0, 1]
Mutacao Pt = 1/10
Limite da velocidade [—5, +5]

esse algoritmo apresenta os melhores resultados quando comparados a outros algoritmos
MOPSO da literatura. E importante ressaltar que as técnicas desenvolvidas nao sao
somente aplicadas ao SMPSO, visto que sao utilizados conceitos bases comuns em todos os
algoritmos MOPSO, tais como o uso de relacoes de preferéncia e métodos de arquivamento.
Os algoritmos de multiplos enxames propostos também utilizam o SMPSO, porém o
importante é a maneira que os métodos trocam informacoes e nao qual é o algoritmo
utilizado.

Os parametros comuns do SMPSO utilizados em todos os experimentos sao apresen-
tados na Tabela 7.1. Esses parametros foram definidos através de trabalhos da litera-
tura [70], [35], [67], [6] e através de alguns experimentos. Os demais parametros, tais
como numero de particulas, geragoes ou numero de avaliagoes, tamanho do arquivo, bem
como os parametros especificos de cada método proposto sao apresentados na secao dos

resultados.

7.1.2 Problemas de benchmark

Para andlise empirica desenvolvida neste capitulo, é utilizado um conjunto de problemas
de benchmark que podem ser escalados com muitas fungoes objetivo. Esses problemas
sao utilizados por dois motivos: primeiro, é possivel calcular a fronteira de Pareto e assim
medir, através de indicadores de qualidade, aspectos como convergéncia e diversidade
em relagao as melhores solugoes; segundo, problemas de benchmark podem ser projetados
para analisar aspectos especificos da busca como convergéncia, diversidade ou a habilidade
dos algoritmos quando trabalham com fronteira de Pareto desconexa.

Com intuito de comparar a escalabilidade de algoritmos multiobjetivo para muitos
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objetivos, em [31] foi proposta a familia de problemas de teste DTLZ. Esses problemas
compartilham algumas caracteristicas importantes para a nossa andalise: a) esforgo pe-
queno de implementagao; b) podem ser escalados para qualquer nimero de objetivos (m)
e numero de varidveis de decis@o (n); ¢) a fronteira de Pareto é conhecida analiticamente;
d) aspectos como convergéncia e diversidade podem ser controlados.

Para cada problema, a complexidade da busca é definida pela variavel k, onde k =
n—m+1 (n é o nimero de varidveis e m é o numero de objetivos) define a relagao entre o
nimero de variaveis de decisao e o nimero de objetivos, assim, quanto maior o valor de k
maior sera a dimensao do espago de busca. Além disso, cada problema utiliza o vetor ‘X—>m}
= k, contendo os tltimos k valores de ]T?)) Esse vetor X, ¢ utilizado como parametro
de uma fungao g, que na definicao dos problemas DTLZ, ¢é utilizada para a geracao do
espaco de objetivos. Para a definicao de g podem ser utilizadas diferentes fungoes com o
objetivo de se introduzir algumas dificuldades na busca. Logo, quanto maior o valor k,
mais complexa serd a fungao g e mais dificil serd a busca realizada pelo algoritmo.

Outro ponto importante na construcao dos problemas DTLZ refere-se as equacoes
paramétricas que associam os valores do vetor no espaco das varidveis de decisao e a
construcao do espacgo das fungoes objetivo. A familia DTLZ utiliza diferentes associacoes
com diferentes objetivos, como por exemplo modificar a distribuicao das solucoes no
espaco de objetivos. As diferentes fungdes DTLZ propostas buscam combinar fronteiras
de Pareto em diferentes formatos, com diferentes funcoes de dificuldade g e diferentes
equagoes paramétricas.

Nesta tese, quatro destas fungoes foram escolhidas, DTLZ2, DTLZ4, DTLZ6 e DTLZT.
Essas fungoes apresentam diferentes dificuldades aos algoritmos de busca e sao utilizadas
para se obter uma analise complementar da qualidade dos algoritmos desenvolvidos. Além
disso, estamos interessados em analisar o comportamento das novas estratégias para pro-
blemas com muitas fungdes objetivos. A Tabela 7.2 mostra o nimero de objetivos de
variaveis de decisao utilizadas em nossos experimentos, k foi definido com valor 10 para
todos os experimentos. Esse valor foi definido, para que as dificuldades impostas pelos

problemas escolhidos se sobressaiam e seja possivel a analise dos métodos propostos em
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Tabela 7.2: Numeros de objetivos e de varidveis de decisao utilizados nos experimentos
com k =10

Objetivos m | Variaveis de decisao n
2 11
3 12
5 14
10 19
15 24
20 29

diferentes cendrios. A seguir, cada problema é detalhado.

Problema DTLZ2:

Esta funcao ¢ utilizada para investigar a habilidade dos algoritmos em escalar seu
desempenho para um nimero grande de objetivos. Com este problema pode-se observar
a habilidade dos algoritmos em convergir para a fronteira de Pareto. O DTLZ2 é definido
por:

Q={Z|0<z;<1,Vi=1,...n}

A(X) = (1 + g(x7)).cos(x1.7/2))...c08 (2.7 /2)).cOS(Zm_1.7/2))

F(X) = (14 9(%7)).cos(x1.7/2))...co8(Xm—o.7/2)).sin(Lp_1.7/2))

fn(X) = (14 g(7)).sin(z1.7/2)

g(x—>m) = leem(% - 05)2

| Pareto otimo : x; = 0.5,V1 € .

onde 2 é o conjunto com todas as solucdes possiveis e X, ¢ um vetor, onde |X7n] =k
e contém os k tltimos valores de x. O DTLZ2 é definido através da equacao de uma
esfera, assim para 3 fungoes objetivo a fronteira de Pareto é definida por um octante da
esfera. A Figura 7.1 mostra a equacao que define a fronteira de Pareto para o problema
DTLZ2. Essa funcao é simples, pois nao introduz nenhuma dificuldade na fungao g nem

na transformagao paramétrica. Porém, devido a esse fator a sua anélise é importante, pois
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Figura 7.1: Fronteira de Pareto para o problema DTLZ2, 3 fungoes objetivo.

a maior caracteristica é observar o comportamento de um algoritmo quando o niimero de
objetivos cresce.

Problema DTLZ4:

Este problema é usado para investigar a habilidade dos algoritmos em manter uma
boa distribuicao das solugoes. Pode-se observar a habilidade dos algoritmos obterem uma
boa diversidade em relacdo & fronteira de Pareto. E definido por:
Q={7Z0<z;<1Vi=1,..n}

F(RX) = (1+ g(xn)).cos(x.7/2))...cos(x®_y.7)2)).cos(x2,_,.7/2))
(X)) = (1 + g(x7)).cos(z2.7/2))...cos(x2,_,.7/2)).sin(z2_,.7/2))

m—2-* m—1-

fn(X) = (14 g(X7)).sin(25.7/2)

9(Xm) = 34 ex (i — 0.5)?

Pareto otimo : x; = 0.5,Vi € X,

onde 2 é o conjunto com todas as solucdes possiveis ¢ X, ¢ um vetor, onde |x_m> | =k
e contem os k ultimos valores de x. O parametro @ = 100 é utilizado, como sugerido
em [31]. O problema DTLZ4 é uma extensdao do problema DTLZ2, porém com uma

diferente equacao paramétrica. A equacao utilizada privilegia a geracao de pontos em uma
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regiao especifica da fronteira de Pareto. Esse problema gera mais solu¢oes no plano f,, —
f1- Assim, um algoritmo encontra mais facilmente pontos nessa regiao e tende a perder
diversidade na busca. Uma busca que gere bons resultados em termos de diversidade
para o DTLZ4, mostra que o algoritmo consegue explorar diferentes regides do espaco.
Em contrapartida, um bom resultado somente em termos de convergéncia nao é o desejado
no DTLZ4, pois o problema atrai a busca para uma regiao muito povoada. O formato
da fronteira de Pareto para o DTLZ4 é o mesmo apresentado na Figura 7.1, porém a
distribuicao dos pontos nao ocorre de forma uniforme.

Problema DTLZ6:

Este problema é utilizado para avaliar a habilidade dos algoritmos em escalar seu de-
sempenho e para avaliar convergéncia. Possui uma funcao g que torna a convergéncia
mais complexa. O DTLZ6 definido por:

Q={7Z0<z;<1Vi=1,..,n}

f(X) = (1 + g(x)).co8(01.7/2))...cos(Bp—2.7/2)).cO8 (017 /2))
F(RX) = (1+ g(x)).cos(01.70)2))...cos(Opm_s.7/2)).5in(Op—1.7/2))
_>

F3(X) = (1 + g(x2))-cos(01.7/2))...5in(0ny—z.7/2))

Fm1(X) = (14 g(x)).cos(0,.7/2).sin(05.7/2)
fu(X) = (1+ g(X)).sin(61.7/2)
g(iﬂ—z) = ineﬂ x?'l

0<z; <1, fori=1,2,...n

Pareto otimo : x; = 0.5,Vi € X_>m

onde §; = m(1+2g(r)xi), para 1=1,2.3...(m-1), © é o conjunto com todas as solugoes
possiveis e X,, ¢ um vetor, onde |X—>m| = k e contem os k ultimos valores de x. Nesse
problema a fronteira de Pareto é definida por somente uma curva e nao por toda a

regiao da esfera. A Figura 7.2 mostra a fronteira de Pareto do DTLZ6, para 3 fungoes
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Figura 7.2: Fronteira de Pareto para o problema DTLZ6 com 3 funcoes objetivo.

objetivo. Duas caracteristicas se destacam no DTLZ6. Primeiro, a fungao g é uma funcgao
multimodal. Assim, esse problema apresenta (3%-1) étimos locais. Segundo, é possivel
plotar diferentes visoes da fronteira de Pareto em duas dimensoes. Devido a forma da
fronteira, toda dimensao que for plotada com a ultima dimensao forma uma curva. As
demais combinacoes formam uma reta. Com essa caracteristica é possivel verificar aonde
estd localizada a fronteira aproximada.

Problema DTLZT:

Este problema possui 2™~ ! regices da fronteira de Pareto desconexas. Testa a ha-

bilidade dos algoritmos manterem subpopulagoes em diferentes regices da fronteira de

Pareto. O DTLZ7 é definido por:
min foeo (@)
Q={7Z0<z;<1Vi=1,..,n}
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filxa) =2

f2(X2) = T2

fm—l(Xm—1) = Tm-1

fm<?> = (1 + g<x—>m>>h(f1; f27 seey fmfl;g)

g(X_>m) =1+ |X;im>| Z:pieﬂ i

W(frs for s fn1,9) = m = 0[5 (1 + sin(37 f;)]

Pareto otimo : x; = 0,Vi € x__>m

onde ) é o conjunto com todas as solugoes possiveis e X, 6 um vetor, onde ])?Z |=Fke
contem os k ultimos valores de x. A principal caracteristica do DTLZ7 sao as fronteiras
desconexas. Com esse problema é possivel avaliar o desempenho do algoritmo em encon-
trar diferentes conjuntos de pontos espalhados pela espago de objetivos. Um problema
dessa algoritmo é que para muitas funcoes objetivo é que o nimero de subfronteiras é
muito grande o que dificulta bastante a busca. Figura 7.3 ilustra a fronteira de Pareto do

DTLZ7, para tres funcoes objetivo.

Figura 7.3: Fronteira de Pareto para o problema DTLZ7 com 3 funcoes objetivo.

As fronteira de Pareto de cada problema foram geradas de forma analitica de acordo

com as restrigoes discutidas em [31]. O nimero de pontos de cada fronteira de Pareto
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Tabela 7.3: Numero de pontos guardados na fronteira de Pareto para cada problema
DTLZ.

2 3 5 10 15 20
DTLZ2 | 9,999 | 9,001 | 7,381 | 49,203 | 49,173 | 1,571,171
DTLZ4 | 9,999 | 9,901 | 7,381 | 49,203 | 49,173 | 1,571,171
DTLZ6 | 10,000 | 10,000 | 10,000 | 10,000 | 100,000 | 100,000
DTLZ7 | 10,000 | 10,000 | 10,000 | 10,000 | 100,000 | 100,000

para os problemas DTLZ utilizados é apresentado na Tabela 7.3. Para os problemas
DTLZ2 e DTLZ4 as fronteiras foram geradas de forma uniforme, espalhando os pontos
por toda regiao da fungao que define os problemas. Para o DTLZ6 e DTLZ7 nao houve
um procedimento uniforme de geracao dos pontos e gerou-se um numero de pontos tal

que se tenha uma boa formacao da fronteira.

7.1.3 Indicadores de qualidade

A anédlise empirica visa medir aspectos como convergéncia e diversidade da busca de cada
nova estratégia proposta em relagao a fronteira de Pareto. A selecao dos indicadores
de qualidade utilizados para medir o desempenho da busca de MOEAs é um grande
obstaculo na Otimizacao com Muitos Objetivos. Para a medicao desses aspectos sao
utilizados indicadores de qualidade. Indicadores de qualidade sao fungdes que mapeiam
i conjuntos de solugbes em um numero real [89]. Normalmente, é definido i = 1, um
indicador unario ou ¢ = 2, indicador binario. Na literatura, diferentes indicadores de
qualidade sao utilizados [1] [82] [46], porém nao existe consenso sobre qual conjunto de
medidas possibilita uma melhor interpretacao dos resultados. Dentre esses indicadores
se destacam o Hipervolume, o Epsilon [89], o Generational Distance (GD), Spacing [84],
Inverted Generational Distance (IGD) [20], entre outros.

Um dos maiores problemas na medicao de desempenho de MOEAs em Problemas com
Muitos Objetivos refere-se a dificuldade de visualizacao da fronteira aproximada gerada
(PFuproz), j& que com mais de trés funcoes objetivos ndo ha uma maneira natural de
se esbocgar o conjunto de pontos obtido. Isso dificulta o processo de entendimento dos

resultados dos indicadores de qualidade. Além disso, ha dificuldade na interpretacao de
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alguns resultados esperados, por exemplo, algumas técnicas induzem a geracao dos pontos
para uma regiao mais proxima ao joelho da fronteira de Pareto.

Em nossos experimentos, ja que estamos trabalhando com problemas de benchmark
onde a fronteira de Pareto pode ser obtida de forma analitica, é utilizada uma combinagao
de um conjunto de métricas que buscam medir a distancia em relagao a fronteira de Pareto.
O uso desse conjunto de métricas tem como objetivo observar se a busca dos algoritmos
propostos se deteriora em termos de convergéncia e diversidade quando o ntimero de
objetivos cresce. Além disso, sao utilizados indicadores de qualidade com o objetivo
especifico de identificar onde estd localizada a PFy,,,, em relacao a pontos de referéncia,
como por exemplo, o joelho da fronteira de Pareto. Os indicadores utilizados sao descritos
a seguir:

Generational Distance (GD) mede o quao préximo o conjunto de aproximagao
gerado (PF,,..;) estd em relagao a fronteira de Pareto real (PFc,). O GD é uma medida
de minimizacao. Se o GD é igual a 0, todos os pontos do PF,,,., pertencem a fronteira de
Pareto. O GD permite observar se o algoritmo converge para alguma regiao da fronteira
de Pareto. A Equacao 7.1 define o GD, onde n é o numero de solugoes pertencentes a
PFypor € di" é a menor distancia Euclidiana entre o ponto i pertencente & PF,,.q; €
um ponto da PF,.,;. A Figura 7.4 mostra um exemplo do cédlculo do GD. Para cada
ponto do conjunto de aproximagao ¢ calculada a menor distancia em relacao a fronteira
de Pareto, d;"", e é feita a soma dessas distancias. O exemplo da figura apresenta um bom
GD, pois o conjunto de aproximacao esta proximo a fronteira de Pareto, logo hd uma boa

convergencia.

GD = —Vzlzldl (7.1)

n

Convergence foi inicialmente apresentada em [40]. Esse indicador de qualidade mede
a menor distancia de um ponto da PFprr a PFreq. Ele € utilizado para auxiliar a analise
do GD para medir convergéncia. A menor distancia de um ponto é a menor contribuicao
do calculo do GD, assim é possivel verificar se a busca alcancou a fronteira de Pareto em

pelo menos uma regiao da fronteira.
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Figura 7.4: Exemplo do célculo do GD.
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Figura 7.5: Exemplo do célculo do IGD.

Inverted Generational Distance (IGD) mede a distancia minima entre cada ponto
da fronteira de Pareto real em relagao ao conjunto de aproximacao gerado. O IGD é uma
medida de minimizagao. O IGD permite observar se PFy,.., converge para a fronteira
Pareto real e se este conjunto é diversificado. A Equagao 7.2 define o IGD, onde n é o
nimero de solugdes pertencentes & PFppy., ¢ d; é a menor distancia Euclidiana entre o
ponto ¢ pertencente & PF).., e um ponto da PFpp.o,. A Figura 7.5 mostra um exemplo do
calculo do IGD. Para cada ponto da fronteira de Pareto é calculada a menor distancia em
relagao ao conjunto de aproximagao, d;", e é feita a soma dessas distancias. O exemplo
da Figura 7.5 apresenta um bom IGD, pois o conjunto de aproximacao estd préximo a
fronteira de Pareto e também bem distribuido, logo ha uma boa convergéncia e uma boa

diversidade.

N A
]GD:L (7.2)
n

No entanto nem sempre é possivel obter uma visao real da diversidade da busca uti-

lizando somente o IGD. Em alguns casos, onde uma P Fpp,,, estd limitada a uma regiao
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especifica da fronteira e muito préximo ao PF,., (0o que implica num valor muito baixo
de GD), o IGD tende também a ser pequeno, ja que a contribui¢do dos pontos da PF,.y
dessa regiao é muito pequena para o célculo do IGD. Nessa situacao, um valor baixo de
IGD pode implicar num interpretagao errada de boa diversidade. Assim, para ajudar na
analise da diversidade da busca, é proposto um novo indicador de qualidade chamado de
Largest Distance.

Largest Distance (LD) é o oposto do indicador Convergence. Ao invés de se obter a
menor distancia de um ponto do PF,,,, em relacao a PF.y, ¢ obtida a maior distancia
de um ponto da PF,., em relagao a PF,,,;. Essa medida indica a maior contribui¢ao de
um ponto no célculo do IGD. Com essa medida, uma PF,,,,, concentrada numa pequena
regiao da fronteira de Pareto ira gerar um alto valor de LD, ja que estara longe de outras
regioes da PF,.,. Da mesma forma que, uma PF,,,, bem diversificada ird gerar valores
baixos de LD, ja que esta proxima de diferentes regioes da PF..q;.

Spacing mede o intervalo de variancia entre solucoes vizinhas em um conjunto de
aproximacao. E uma medida de minimizacao. Se o valor do Spacing é igual a 0, todas
as solugoes estao igualmente distribuidas. Se a PFyp,., contiver uma ou duas solugoes o
valor é igual a zero e quanto menor o nimero de solugoes, mais facil o algoritmo consegue
controlar o Spacing de seu conjunto de aproximacao. A Equacao 7.3 define o Spacing,
onde n é o ntimero de solugdes pertencentes & PFpnop, di = min;(|fi(x) — fi(x)| 4+ ... +

\fi(x) — fi(2)|) i,5 =1,2,...,n e d éamédia de todos d;, tal que:

1 —
Spacing = ] Z (d — d;)? (7.3)

i+1

Além dos indicadores de qualidade baseados na distancia entre as solugoes geradas,

esta tese utiliza dois indicadores com objetivo de auxiliar a visualizacao da PF,p,.,. Esses

indicadores medem a distribui¢ao dos pontos da PF,,,,, em relacao a pontos de referéncia.

Assim, é possivel observar como diferentes métodos estao distribuidos no espaco de obje-
tivos.

A distribuigao da distancia Tchebycheff ¢ utilizada para medir a distribuicao da
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PFpror €m relagao ao joelho da fronteira de Pareto [20]. Joelho é o ponto localizado no
maior arqueamento da curva da PF,.,. Estudos apresentados em [24] e [47] afirmam que
tomadores de decisao, em geral, preferem os pontos no centro da fronteira. Esse indicador
calcula a distancia de Tchebycheff entre todos os pontos da PFp,o, € 0 joelho da PFeq.

A distancia de Tchebycheff é uma métrica definida pela distancia entre dois vetores.
O célculo da distancia é obtido através da maior diferenga entre todas as coordenadas das

dimensoes, definida pela Equagao 7.4.

d(z, 2", A) = mari<j<m{|2z] — 2} (74)

onde z* ¢ o joelho da fronteira, z é um ponto do PFip.0rz, m € 0 nimero de objetivos e
A; = 1/R;, onde R; é o intervalo para j—ésimo objetivo da fronteira de Pareto. Apds o
célculo da distancia de todos os pontos da PF,,,; ¢ gerado um histograma com a dis-
tribuicao desses valores. Curvas que se localizam perto de pequenos valores da distancia
indicam uma distribuicao dos pontos préximos ao joelho, enquanto curvas mais alongadas
indicam uma distribuicao mais diversificada. A Figura 7.6 mostra um exemplo com trés
distribuicoes. O eixo x indica o valor da distancia de Tchebycheff, o eixo y a quantidade
de solugoes localizadas nessa distancia. A primeira curva possui um pico em um valor
com baixa distancia, isso indica uma distribuicao dos pontos perto do joelho. A segunda
curva também possui os pontos concentrados em poucos valores de distancia, porém loca-
lizados longe do joelho. A terceira curva é mais alongada, contendo valores em diferentes
distancias. Essa distribuicao apresenta pontos mais diversificados.

Além da distribuicao da distancia de Tchebycheff é utilizada outra medida que busca
mostrar a distribui¢ao do PF,,,.,;, porém ao invés de ser utilizado o joelho da busca, ¢é
utilizado um ponto de referéncia.

Distribuicao dos pontos sobre um ponto de referéncia busca medir como di-
ferentes P I, geradas por diferentes algoritmos estao distribuidas sobre um ponto de
referéncia. Assim, dadas diferentes PFyyp,o, € um ponto de referéncia: primeiro é calcu-

lada a distancia euclidiana entre todos os pontos, de todos os algoritmos, e o ponto de
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Figura 7.6: Exemplo da distribuicao de Tchebycheff.

referéncia. Apds, sao obtidos o menor e o maior valores da distancia. Em seguida, o inter-
valo variando entre o menor e o maior valor é dividido em 10 intervalos, correspondendo
a regioes de proximidade ao ponto de referéncia. Por fim, o indicador conta para cada
algoritmo quantos pontos da PFy,.,, estao localizados em cada regiao de proximidade.
Algoritmos que gerarem mais pontos em intervalos menores (10% ou 20%) mais préximos
do ponto de referéncia, estao mais préximos deste ponto. Da mesma forma que no céalculo
da distancia de Tchebycheff essas distribuicoes sao tragadas num histograma e é feita a
mesma analise apresentada no exemplo anterior.

Dentre os indicadores apresentados nessa secao, essa tese ird focar nos valores de GD e
IGD. O GD sera utilizado para medir a convergéncia dos algoritmos utilizados, enquanto
o IGD sera utilizados para medir a diversidade. Os demais indicadores serao utilizados
para auxiliar a andlise do GD e do IGD.

Na validagao das técnicas propostas, cada algoritmo ¢é executado varias vezes e os re-
sultados dos indicadores de qualidade sdo comparados utilizando o teste de Friedman [32].
O teste de Friedman é um teste estatistico nao paramétrico utilizado para a comparacgao
de multiplos conjuntos de dados. Nesse teste as observagoes entre os blocos podem ser
rankeadas. Por exemplo, o conjunto de execucoes de cada algoritmo gera um bloco de
dados para cada medida que ¢ independente e sem interacao, pois a cada algoritmo é
executado separadamente, e s pode ser obtido um rank entre os valores das medidas. No

teste nao se utilizam os valores dos dados na comparagao, mas sim os rankings obtidos
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para cada amostra no conjunto de dados. A hipdtese nula é que nao existe diferenca entre
os algoritmos analisados. Assim, o teste mostra se ha uma diferenca entre os conjuntos
de dados analisados. Em nossa andlise ele é utilizado com 5% de nivel de significancia. O
pos-teste é efetuado através de fungoes da ferramenta R [78]. E utilizado o pacote pgirmess
da ferramenta R. O teste de Friedman é executado através da funcao friedman.test que
recebe como parametro o conjunto de dados. O pos-teste é executado através da fungao
friedmanme. O pés-teste indica se ha diferenca estatistica entre os diferentes blocos do
conjuntos de dados, para identificar quais conjuntos de dados obtiveram os melhores va-
lores sao utilizados graficos boxplots. Um boxplot é um grafico utilizado para descrever
grupos de dados. Dado um conjunto de dados, este grafico apresenta a mediana, os quartis
inferiores e superiores (vigésimo quinto e septuagésimo quinto percentis, respectivamente),
os valores limites do conjunto de dados (maiores e menor valores) e os possiveis outliers

do conjunto.

7.2 Analise empirica

Esta secao apresenta os resultados da andlise empirica executada para a validagao das
novas estratégias propostas para trabalhar com problemas com muitos objetivos. As novas
técnicas sao aplicadas em algoritmos MOPSO e sao medidos aspectos como convergéncia e

diversidade da busca. As proximas se¢oes apresentam a discussao dos resultados obtidos.

7.2.1 Avaliagao do algoritmo CDAS-MOPSO

O primeiro conjunto de experimentos refere-se a aplicacao da técnica Controle da Area
de Dominancia das Solugdes no algoritmo SMPSO, chamado de CDAS-MOPSO (ver Al-
goritmo 4). A técnica CDAS necessita da defini¢do do parametro que controla a area
de dominancia das solugoes, (S;). Neste conjunto de experimentos, ele é definido com 5
valores diferentes, obtendo-se 5 diferentes configuracées do CDAS-MOPSO. O parametro
S; variou em intervalos de 0, 05, a mesma variagao utilizada em [81]. \S; variou no intervalo

de [0,25; 0,45]. Nessa primeira comparagao, o algoritmo CDAS-MOPSO é comparado



121

Tabela 7.4: Algoritmos utilizados na avaliagao do CDAS-MOPSO.

Algoritmo Descrigao
SMPSO Algoritmo SMPSO original
0,25 Algoritmo MOPSO com CDAS, S; = 0,25
0,3 Algoritmo MOPSO com CDAS, S; = 0,3
0,35 Algoritmo MOPSO com CDAS, S; = 0,35
0,4 Algoritmo MOPSO com CDAS, S; = 0,4
0,45 Algoritmo MOPSO com CDAS, S; = 0,45

com o SMPSO [70]. A Tabela 7.4 apresenta um resumo dos algoritmos utilizados na
analise do CDAS no MOPSO. Tanto o CDAS-MOPSO e SMPSO foram executados com
200 particulas na populacao e 200 solugoes no arquivo externo. Os algoritmos foram
executados um total de 50000 avaliacoes de fitness em 20 execucoes independentes.

Nessa andlise empirica do CDAS-SMPSO sao efetuados dois estudos. O primeiro
utiliza os indicadores de qualidade GD, IGD e spacing para medir a convergéncia e a
diversidade da busca dos algoritmos. Além disso, para auxiliar a interpretagao dos indi-
cadores, também é considerado o niimero total de pontos da fronteira aproximada de cada
algoritmo. Sao utilizados os problemas DTLZ2, DTLZ4, DTLZ6 e DTLZ7. Os nimeros
de funcgoes objetivo utilizados foram: 3, 5, 10, 15 e 20.

O segundo conjunto de experimentos busca identificar se as fronteiras aproximadas
geradas por cada algoritmo estao localizadas proximas ao joelho da fronteira de Pareto.
Neste estudo ¢ utilizado somente o problema DTLZ2 com 3, 5, 10, 15 e 20 funcoes objetivo.

Os resultados das melhores configuragoes obtidas pelo teste de Friedman para to-
dos os problemas sao apresentados na Tabela 7.5 e o nimero de pontos das PFyp,.., Na
Tabela 7.6. Para auxiliar a interpretagao dos resultados do teste de Friedman, sao apre-
sentados gréaficos que mostram para cada algoritmo o valor médio de cada indicador para
todos os numeros de fungoes objetivo analisados. Através desses graficos é possivel perce-
ber se ha uma variacao no valor de cada indicador quando o nimero de objetivos cresce.
Esses graficos sao apresentados nas Figuras de 7.7 a 7.20.

O primeiro problema é o DTLZ2. Para medir a convergéncia inicialmente é observado
o resultado do GD. Os melhores resultados foram obtidos por diferentes configuracoes do

CDAS-MOPSO, porém as configuracoes S; = 0, 3 e 0, 35 se destacaram, pois obtiveram os
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Figura 7.7: Valores médios de GD para o CDAS-SMPSO e SMPSO, DTLZ2.

melhores valores de GD para os maiores nimeros de fungoes objetivo. O algoritmo SMPSO
nao conseguiu o melhor resultado em nenhum cenario. Observando a Figura 7.7, percebe-
se que o valor do GD para SMPSO deteriorou quando o nimero de objetivos cresceu.
Para o algoritmo CDAS-MOPSO essa deterioracao é reduzida, sendo que as melhores
configuragoes desse algoritmo obtiveram valores médios de GD semelhantes para poucas
e muitas fung¢oes objetivo. Assim, para o problema DTLZ2 o algoritmo CDAS-MOPSO
conseguiu melhores resultados em termos de convergeéncia.

Através da medida IGD é possivel observar diversidade na busca, porém também
é possivel identificar convergéncia. Para essa medida, novamente o CDAS-MOPSO se
destacou. Todas as configuracoes conseguiram obter o melhor valor de IGD, de acordo
com o teste de Friedman em pelo menos um cenario, exceto S; = 0, 25. Para essa medida
a configuracao S; = 0, 35 se destacou, obtendo bons valores tanto para poucas e muitas
funcoes. Novamente a busca do SMPSO sofreu uma deterioracao quando o nimero de
objetivos cresceu. Para poucos objetivos, 3 funcoes, o SMPSO consegue ser competitivo,
porém quando o nimero de objetivos cresceu o algoritmo perdeu desempenho também
em termos de diversidade. B possivel observar esse comportamento na Figura 7.8. Além
disso, observa-se que o CDAS-MOPSO manteve um bom comportamento em termos de
IGD para todos os numeros de funcgoes. Outra caracteristica que se pode destacar é o
fato de algumas configuracoes do CDAS-MOPSO obterem um valor ruim de IGD para

poucas funcgoes. Isso é explicado através do comportamento do método CDAS, discutido



123

no Capitulo 4. Esse método limita a regiao de busca em pequenas partes do espaco,
especialmente para valores muito baixos de S;. Assim, a PFy,.,, gerada estd localizada
em uma pequena regiao, em geral, com um ou poucos pontos (ver Figura 4.5). Quando
o numero de objetivos cresce, o nimero de pontos nao dominados gerados pelo CDAS

também cresce e isso permite maior diversificagao na busca.

DTLZ2
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1,20E-01
1,00E-01

8,00E-02
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6,00E-02

4,00E-02

2,00E-02 k
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Numero de fungdes objetivo

4025 03 0.35 -4 0.4 -¥0.45 ¢ SMPSO

Figura 7.8: Valores médios de IGD para o CDAS-SMPSO e SMPSO, DTLZ2.

Por fim, o spacing é analisado com o objetivo de observar a distribuicao entre as
solugoes geradas. O CDAS-MOPSO obteve a melhor distribui¢ao, porém nesse caso ele
foi motivado pelo baixo nimero de pontos gerados na PFpy.,. Quanto menor o nimero
de pontos, o algoritmo controla mais facilmente essa distribuicao. A Tabela 7.6 apresenta
o numero de pontos gerados na fronteira aproximada de cada algoritmo. As configuracoes
que apresentaram os melhores valores de spacing, obtiveram o menor conjunto de pontos.
Quando o conjunto de pontos é pequeno (um ou dois pontos) o valor do spacing é 0.
Outra caracteristica que pode ser observada é que os melhores valores de spacing foram
obtidos pelas configuragoes com melhor GD. Assim, quanto menor ¢ a area que o Py,
melhor é o valor do spacing.

Em resumo, para o problema DTLZ2, que permite observar como um algoritmo escala
o seu desempenho quando o numero de objetivos cresce, o algoritmo CDAS-MOPSO
apresentou os melhores resultados. Esse algoritmo obteve os melhores resultados tanto
em termos de convergéncia quanto de diversidade. Além disso, nao houve uma grande

deterioracao quando o ntimero de objetivos cresceu. Por outro lado, o SMPSO sofreu uma



Figura 7.9: Valores médios de spacing para o CDAS-SMPSO e SMPSO, DTLZ2.
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grande deterioracao para um numero de funcoes objetivo grande. Esse resultado afirma

a suposicao que MOEAs tradicionais enfrentam problemas na Otimizacao com Muitos

Objetivos e que as técnicas propostas atenuam esses problemas.

Tabela 7.5: Melhores configuragoes do CDAS-SMPSO e SMPSO para todos os problemas

e fungoes objetivos, de acordo com o pés-teste do teste de Friedman.

Prob Obj Melhores Configuragoes
GD IGD Spacing
3 0,4 e 0,45 0,4 e 0,45 0,25, 0,35 e 0,4
5 0,25, 0,3 € 0,35 0,35 e 0,4 0,25 e 0,35
10 0,3 0,35 0,3, 0,35 e 0,4 0,25 ¢ 0,3
DTLZ2 15 0,3 e0,35 0,3 e0,35 0,25 e 0,3
20 0,3 e 0,35 0,3 e 0,35 0,25 e 0,3
3 0,25 0,45 e SMPSO 0,25, 0,3
5 0,25 e 0,45 0,0,45 e SMPSO 0,25 ¢ 0,3
10 0,25 0,4, 0,45 e SMPSO 0,25 e 0,3
DTLZ4 | 4 0,25 e 0,45 0,4, 0,45 ¢ SMPSO | 0,25 ¢ 0,3
20 0,25 e 0,45 0,35, 0,4 e 0,45 0,25 e 0,3
3 0,3, 0,35, 0,4, 0,45 e SMPSO | 0,4, 0,45 e SMPSO 0,25 e 0,3
5 0,3, 0,35 e 0,4 0,4, 0,45 e SMPSO 0,25 e 0,3
10 0,3, 0,35 e 0,4 0,4 e 0,45 0,25 e 0,3
DTLZ6 15 0,3, 0,35 e 0,4 0,35, 0,4 e 0,45 0,3 €0,35
20 0,3 e 0,35 0,35, 0,4 e 0,45 0,3 e 0,35
3 0,35, 0,4 e 0,45 0,45 e SMPSO 0,25, 0,3 e 0,35
5 0,45 e SMPSO 0,45 e SMPSO 0,25, 0,3 e 0,35
DTLZ7 10 0,45 e SMPSO 0,45 e SMPSO 0,25, 0,3 e 0,35
15 0,45 e SMPSO 0,45 e SMPSO 0,25, 0,3 e 0,35
20 0,45 e SMPSO 0,45 e SMPSO 0,25, 0,3 e 0,35

O segundo problema é o DTLZ4. Esse problema apresenta uma regiao da fronteira de

Pareto mais povoada, que atrai a busca de MOEAs. Assim, quanto melhor é a diversidade

da busca de um algoritmo, melhor é o desempenho desse algoritmo no DLTZ4. Os melho-

res algoritmos de acordo com o teste de Friedman para cada indicador de qualidade sao

apresentados na Tabela 7.5. Observando o GD, o CDAS-MOPSO se destaca, obtendo o

melhor valor em todos os cendarios, em especial para configuracao com S; = 0, 25. Porém,
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Tabela 7.6: Numero médio de pontos na P Fy,., geradas pelos algoritmos CDAS-MOPSO

e SMPSO.
Prob Obj Configuracgoes
0,25 0,3 0,35 0,4 0,45 SMPSO
3 4,15 16,5 75,3 198,9 199,7 199,6
5 11,3 142,7 197,25 199,25 199,9 199,2
10 30,05 195,3 199,7 199,7 199,85,0 200,0
DTLZ2 15 47,75 | 196,85 199,7 200,00 199,9 200,0
20 48,05 | 199,35 | 198,85,7 | 197,25 199,9 200,0
3 1,00 3,95 9,75 22,00 40,20 60,05
5 1,00 6,40 15,75 29,60 52,95 74,00
10 1,00 18,15 32,40 54,05 87,70 159,75
DTLZ4 15 1,00 25,99 49,60 83,85 142,50 198,65
20 1,00 33,80 73,40 124,00 197,35 199,60
3 1,10 199,85 200,00 200,00 200,00 200,00
5 18,20 | 199,55 200,00 200,00 200,00 199,55
DTLZ6 10 8,40 | 200,00 200,00 200,00 200,00 189,90
15 1,40 | 200,00 200,00 200,00 200,00 198,45
20 15,80 | 199,85 199,65 200,00 200,00 197,80
3 4,90 8,90 22,80 93,40 200,00 200,00
5 3,70 4,30 10,60 30,20 199,10 200,00
10 2,10 3,60 6,40 22,10 175,60 200,00
DTLZ7 15 2,20 3,10 6,30 12,10 101,30 200,00
20 2,50 2,80 5,10 11,70 58,00 200,00

isso ocorreu devido ao pequeno nimero de solugoes no conjunto de aproximacao, obser-

vado a Tabela 7.6. Essa configuragao gerou somente um ponto, em todos os ntimeros de

fungoes objetivo. Assim, esse ponto conseguiu convergir, porém a cobertura da fronteira

¢é praticamente nula. A configuragao com S; = 0,45 conseguiu bons resultados de GD em

alguns nimeros de objetivos e gerou um conjunto de pontos maior. A Figura 7.10 mostra

o comportamento do GD. Para S; = 0,25 o valor é sempre o mesmo, praticamente igual

a zero, ou seja, o ponto alcancou a fronteira. Para as demais configuragoes, nota-se a

deterioragao do SMPSO e os melhores resultados obtidos pelas demais configuragoes do

CDAS-MOPSO.
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Figura 7.10: Valores médios de GD para o CDAS-SMPSO e SMPSO, DTLZ4.
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O IGD ¢ a medida mais importante para a andlise do DTLZ4. Um algoritmo que
possui 6timo valor de GD, porém apresenta um valor ruim de IGD, mostra que houve
convergéncia, mas a busca ficou presa em uma pequena regiao da fronteira e nao houve
diversidade. Nesse sentido, a configuragao com S5; = 0,25 obteve um resultado abaixo
dos demais, justamente por produzir somente uma solugao. Para essa medida, o SMPSO
e a configuragao S; = 0,45 do CDAS-MOPSO obtiveram os melhores resultados para
a maioria dos cenarios, de acordo com o teste de Friedman. Esse comportamento pode
ser visto na Figura 7.11. Para todos os nimeros de funcgoes objetivo, a deterioragao é
semelhante tanto para o CDAS-MOPSO quanto para SMPSO, exceto para 20 fungoes que
o SMPSO apresentou um resultado pior. Embora alguns algoritmos tenham se destacados
significativamente no teste de Friedman, os valores de IGD sao semelhantes entre todos os
métodos. Logo, em geral todos os algoritmos obtiveram um comportamento semelhante
em termos de diversidade. Além disso, o valor de IGD da configuragao com S; = 0,25
nao é muito menor que os demais algoritmos. Logo, isso sugere que mesmo gerando mais

solucoes, todos os algoritmos ficaram limitados numa mesma regiao da fronteira de Pareto.
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Figura 7.11: Valores médios de IGD para o CDAS-SMPSO e SMPSO, DTLZA4.

A Figura 7.12 mostra um esboco da PF,,.,, gerada pelo algoritmo SMPSO para 3
fungoes objetivo. A regiao da fronteira real estd demarcada e os pontos do PFpy,o,; sa0
indicados por triangulos. Na figura percebe-se que a maioria dos pontos ficou presa
em uma pequena parte da fronteira, préximos aos limites da esfera. Ha alguns pontos

espalhados por outras regioes, porém a maioria dos pontos concentram-se em uma mesma
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regiao.

Figura 7.12: PF,,, ., gerada pelo algoritmo SMPSO sobre a fronteira de Pareto do DTLZ4.

Para o DTLZ4, o valor do spacing acabou sendo bastante influenciado pelo nimero de
pontos gerados pelo algoritmo CDAS-MOPSO. As duas configura¢des com menor valor
de S;, S; = 0,25 e 0,3 obtiveram um conjunto muito pequeno de pontos na PF,,. .,
logo isso gerou o melhor valor de spacing para todos os numeros de fungoes objetivo.
Esse bom valor de spacing pode ser observado na Figura 7.13. A configuracao S; = 0,25
obteve o mesmo valor de spacing para todos os cendrios. Os demais algoritmos sofreram

deterioracao na busca, porém o SMPSO apresenta os piores valores.
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Figura 7.13: Valores médios de spacing para o CDAS-SMPSO e SMPSO, DTLZ4.

Em resumo, todos os algoritmo enfrentaram dificuldades no problema DTLZ4. Quem

mais se destacou foi a configuragao 5; = 0,45 do CDAS-MOPSO, que obteve os melhores
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resultados de GD e IGD. Porém, os algoritmos nao conseguiram obter um bom resultado
em termos de diversidade e a busca ficou estacionada na regiao mais densa do espaco de
objetivos. Os algoritmos SMPSO e S; = 0,45 do CDAS-MOPSO ainda conseguiram espa-
lhar mais suas solugoes pelo espaco de busca, porém, em geral, houve uma concentragao
muito grande dessas solugoes em uma pequena regiao.

O problema DTLZ6 apresenta uma fronteira de Pareto mais simples que os problemas
anteriores, somente uma curva e nao toda a esfera, porém utiliza uma funcao de dificuldade
que introduz diversos multiplos locais. Para esse problema o CDAS-MOPSO se destacou,
obtendo bons resultados para todos os indicadores. Os melhores algoritmos de acordo
com o teste de Friedman sao apresentados na Tabela 7.5. Para o GD, as configuracgoes
S; = 0,30 e 0,35 se destacaram obtendo o melhor valor em todos os nimeros de fungoes
objetivo. O SMPSO conseguiu ser equivalente ao CDAS-MOPSO para 3 funcoes objetivos,
porém nao conseguiu manter um bom resultado quando o niimero de objetivos cresceu.
A Figura 7.14 mostra uma resumo desse comportamento. O SMPSO sofreu uma grande
deterioracao na sua busca quando foi submetido a cenarios com muitos objetivos. Por
outro lado, o CDAS-MOPSO conseguiu manter valores semelhantes de GD para todos os
numeros de objetivos. A Figura 7.14 apresenta os resultados do GD em duas diferentes
escala, pois os resultados do SMPSO crescem muito em relacao aos do CDAS-MOPSO.
Na Figura 7.14(b), percebe-se os bons valores de GD de algumas configuragoes do CDAS-
MOPSO para todos os nimeros de funcoes objetivo.

Para o IGD, novamente o CDAS-MOPSO apresentou bons resultados. As confi-
guragoes S; = 0,4 e 0,45 obtiveram os melhores resultados para todos os nimeros de
objetivo. O SMPSO conseguiu bons resultados para poucas funcgoes, porém perdeu de-
sempenho para muitos objetivos. A Figura 7.15 mostra o comportamento do IGD. A
partir de 5 fungoes objetivo, o SMPSO obteve uma piora no IGD e sofreu uma deteri-
oragao na diversidade da busca. Por outro lado, O CDAS-MOPSO conseguiu manter um
valor semelhante de IGD em todos os cenarios.

Por fim, o CDAS-MOPSO obtém os melhores valores de spacing. A configuracao

S; = 0,3 obteve o melhor resultado em todos os numeros de funcoes objetivo. Pode
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(b) Escala mais reduzida

Figura 7.14: Valores médios de GD para o CDAS-SMPSO e SMPSO, DTLZ6, com duas

diferentes escalas.

ser destacado que essa configuragao gerou um numero de pontos na PF,,,,, semelhante
ao numero dos demais algoritmos, como visto na Tabela 7.6. A Figura 7.16 mostra
que o SMPSO novamente sofreu uma deterioracao na sua busca quando o numero de
objetivos cresceu. As demais configuragoes do CDAS-MOPSO conseguiram controlar a
deterioracao, obtendo valores semelhantes de spacing para todos os ntimeros de fungoes
objetivo.

Em resumo, o CDAS-MOPSO obteve um resultado muito bom para o problema
DTLZ6. Esse algoritmo nao sofreu deterioragao tanto em termos de convergéncia, quanto

em diversidade. Pode-se destacar a configuracao com S; = 0,4 que conseguiu bons resul-
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Figura 7.15: Valores médios de IGD para o CDAS-SMPSO e SMPSO, DTLZ6.

DILZ8

70080

600E00

00800

400800

200800

200800

100800

000600

#0254+03 035404 045+ SUPSO

Figura 7.16: Valores médios de spacing para o CDAS-SMPSO e SMPSO, DTLZ6.

tados de GD e IGD, além de nao sofrer uma deterioracao grande do spacing. Uma carac-
teristica do DTLZ6 é o fato que sua fronteira pode ser visualizada através da combinagao
das diferentes funcoes objetivo. Para a fronteira de Pareto desse problema, qualquer con-
junto de valores gerados por uma funcao objetivo quando esbocados com os valores da
ultima funcao objetivo gera uma curva.

A Figura 7.17 mostra a PFyp.., gerada pelo algoritmo CDAS-MOPSO com S; = 0,4
(obtido da primeira execucao do algoritmo) e a fronteira de Pareto (gerada com 200 pon-
tos) para 10 fungoes objetivo. Por clareza, s6 sdo mostradas as curvas das trés primeiras
funcoes objetivo, porém todas as demais fungoes seguem o mesmo comportamento nesse
exemplo. A fronteira de Pareto é a curva completa, que alcanca todo intervalo, enquanto

a PF,,..; cobre apenas uma parte dessa curva. Através dessas curvas percebe-se que o
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CDAS-MOPSO alcanga uma regiao da fronteira de Pareto e cobre uma grande parte dessa
fronteira. A parte nao coberta é resultado do método CDAS, que privilegia a geracao de

pontos em algumas regioes do espago de objetivos.

107 fungéo objes
10° fungdo objetivo

1° fungo objetivo 2° fungdo objetivo

4 Fronteira de Pareto m CDAS-MOPSO a Fronteira de Pareto m CDAS-MOPSO

(a) 1x10 (b) 2x 10

bietivo

10% fungéo of

3 funcdo objetivo

4 Fronteira de Pareto m CDAS-MOPSO

(¢) 3x10

Figura 7.17: Grafico da PF,,.0; € PFreq para o DTLZ6 com 10 objetivos (somente trés
fungoes).

O ultimo problema é o DTLZT7 que tem como caracteristica possuir uma fronteira de
Pareto desconexa. Para esse problema CDAS-MOPSO nao conseguiu obter um bom resul-
tado. Os resultados do teste de Friedman sao apresentados na Tabela 7.5. Observando o
GD, a configuracao com S; = 0, 45 obteve um resultado equivalente ao SMPSO na maioria
de numeros de funcoes objetivo. As demais configuragoes nao obtiveram bons resultados.
A Figura 7.18 mostra a média do GD para todos os algoritmos. O algoritmo CDAS-
MOPSO sofreu uma deterioracao maior do que o SMPSO, especialmente para valores de
S; pequenos. Além disso, apesar de os algoritmos serem equivalentes estatisticamente a
diferenca entre as médias aumentou quando o nimero de objetivos cresceu, sendo que o
SMPSO teve os melhores resultados.

Para o IGD o resultado é semelhante ao GD. O SMPSO e a configuracao S; = 0,45
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Figura 7.18: Valores médios de GD para o CDAS-SMPSO e SMPSO, DTLZ7.

do CDAS-MOPSO sao equivalentes para todos os nimeros de fung¢oes objetivo. Porém
observando as Figura 7.19, os resultados do CDAS-MOPSO pioram em relagao ao SMPSO.
Novamente, as configuragoes com baixo valor de S; obtiveram os piores resultados. Esse
mau comportamento do CDAS-MOPSO em termos de convergéncia e diversidade pode
ser observado também no nimero de pontos gerado pelo algoritmo na Tabela 7.6. Quando
o numero de objetivos cresce o algoritmo passa a gerar PF,,,,, menores. Isso mostra, que
a limitagao do espaco efetuado pelo CDAS nao é sempre eficiente, pois em alguns casos

pode limitar a busca numa regiao que nao seja valida para o problema.
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Figura 7.19: Valores médios de IGD para o CDAS-SMPSO e SMPSO, DTLZT.

O spacing é definido de forma semelhante aos problemas DTLZ2 e DTLZ4. Os melho-
res resultados foram obtidos pelos algoritmos que geraram menos pontos. As configuracoes

S; = 0,25, 0,3 e 0,35 obtiveram os melhores resultados para todos os nimeros de fungoes
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objetivo. Como nos demais problemas, quanto menor é o nimero de pontos, melhor é o

espacamento do conjunto (ver Figura 7.20).
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Figura 7.20: Valores médios de spacing para o CDAS-SMPSO e SMPSO, DTLZ7.

Em resumo, o CDAS-MOPSO nao apresentou um bom resultado para o problema
DTLZ7, especialmente em cenérios com muitos objetivos. Quando o nimero de objetivos
aumentou, o CDAS-MOPSO sofreu uma grande deterioragao na busca, tanto em termos
de convergéncia quando em diversidade. O fato de a técnica CDAS limitar a area de
exploracao da busca nao foi eficiente para um problema em que a fronteira de Pareto
é desconexa. Em geral, o SMPSO apresentou os melhores resultados, porém nao se
tem a garantia que ele obtém bons resultados para o DTLZ7. Para todas as medidas o
SMPSO apresentou uma deterioragao, além disso, a escala dos resultados dos indicadores
obtidos pelo SMPSO ¢ alta quando comparado aos resultados do CDAS-MOPSO em
outros problemas. Isso indica que o SMPSO foi melhor que o CDAS-MOPSO no DTLZ7,
mas que nao se aproximou tanto da fronteira quanto o CDAS-MOPSO faz nos demais
problemas.

Observando todos os problemas analisados, conclui-se que o CDAS-MOPSO apresenta
resultados bons para Problemas com Muitos Objetivos, porém pode enfrentar algumas
dificuldades dependendo da natureza do problema. Em geral, para um problema simples
como o DTLZ2 o CDAS-MOPSO apresenta bons resultados tanto em termos de con-
vergéncia quanto de diversidade. Além disso, o algoritmo nao apresentou dificuldades em

resolver problemas com multiplos étimos locais, obtendo inclusive os melhores resultados
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em termos de diversidade nesse contexto. O problema DTLZ4 apresentou dificuldade
na diversificacao da busca de todos os algoritmos. Todos os algoritmos testados ficaram
limitados na regiao mais densa da fronteira. Por fim, o DTLZ7 apresentou os maiores
desafios ao CDAS-MOPSO. A técnica CDAS nao se mostrou eficiente nesse problema
e o algoritmo apresentou resultados ruins. Logo, o CDAS-MOPSO néao é aplicavel em
problemas com fronteiras desconexas, especialmente com muitas funcoes objetivo.

A segunda etapa da analise do CDAS-MOPSO visa identificar se o conjunto de apro-
ximagao gerado estd localizado préximo ao joelho da fronteira de Pareto [24]. Nessa
etapa sé foi utilizado o problema DTLZ2. A Figura 7.21 apresenta as distribuicoes da
distancia de Tchebycheff para todos os niimeros de fungoes objetivo, para as configuragoes
do CDAS-MOPSO para o SMPSO, S; = 0,5. Para a geracao dos graficos de distribuicao
de cada configuragao, foi calculada a distancia de Tchebycheff de todas as solugoes geradas
(solugoes de todas as execugoes). Essas distancias foram arredondadas para uma casa de-
cimal e os graficos com as distribui¢coes mostram o ntimero total de solug¢oes normalizado
entre 0 e 1.

Nesta analise, algoritmos que geram mais solugoes em volta do joelho sao preferiveis.
Através destas distribuicoes é possivel observar se as solucoes se concentram proximo ao
joelho (distribui¢ao concentrada em valores baixo da distancia) ou se as solugoes sdo um
conjunto mais diversificado. Para se ter uma base de comparacao, em todos os graficos a
distribui¢gao do SMPSO (S; = 0,5) é também tracada.

Para o CDAS-MOPSO, quando o valor de S; é muito baixo o algoritmo converge para
uma regiao pequena da fronteira de Pareto, porém nem sempre proxima ao joelho. As
distribuicoes das configuracoes S; = 0,25 e 0, 3 sao representadas por somente um ponto
ou uma pequena curva, ou seja, todas as solugoes estao concentradas em uma mesma
distancia em relacao ao joelho. As demais configuragoes S; = 0,35, 0,4 e 0,45, concentram
quase todas suas solucoes em uma distancia préxima ao joelho, mesmo para um numero
alto de objetivos. Para o SMPSO (S; = 0,5), em todos os niimeros de objetivos, é obtido
uma PFy,.,, mas diversificada sobre o joelho da busca. Em todos os casos, a curva do

SMPSO ¢é mais alongada, alcancando diferentes valores da distancia, sem a existéncia de
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Tabela 7.7: Algoritmos utilizados na comparagao entre os métodos de ranking.

Algoritmo Descrigao
DP Algoritmo SMPSO.
AR Algoritmo Ranking-SMPSO com ranking AR.
MR Algoritmo Ranking-SMPSO com ranking MR.
BR Algoritmo Ranking-SMPSO com ranking BR.
AR_BR Algoritmo SMPSO com a combinagao AR e BR.
BR_MR Algoritmo SMPSO com a combinacdo BR e MR.

grandes picos em poucos valores.

7.2.2 Comparacao dos métodos de ranking e a Combinagao de
Rankings

O segundo conjunto de experimentos visa validar os métodos de ranking propostos no
Capitulo 4, Balanced Ranking e a Combinacao de Rankings. Da mesma forma que no
conjunto de experimentos anterior, o objetivo é executar os algoritmos em diferentes
problemas com muitos objetivos e observar aspectos como convergéncia e diversidade da
busca. Nesse conjunto de experimentos sao utilizados os problemas DTLZ2 e DTLZ4, o
primeiro para medir a escalabilidade dos algoritmos e o segundo para medir a habilidade
desses algoritmos em diversificar a busca, com 2, 3, 5, 10, 15 e 20 fungoes objetivos.
Para observar os aspectos de convergéncia e diversidade foram utilizados os indicadores
GD, IGD e spacing. Os algoritmos foram executados com 200 particulas na populacao,
200 solugoes no repositoério e o critério de para foi o nimero de geracoes, definido com
100 iteragoes. Cada algoritmo foi executado 30 vezes. Os resultados desse conjuntos de
experimentos foram publicados em [8].

O Balanced Ranking e a Combinacao de Rankings sao comparados com diferentes
algoritmos da literatura. A Tabela 7.7 apresenta um resumo dos algoritmos utilizados
nessa analise.

A Tabela 7.8 e as Figuras 7.22 e 7.24 apresentam um resumo das comparagoes efetu-
adas. As Figuras mostram para cada método o valor médio de cada indicador para cada
objetivo analisado. Para facilitar na interpretacao do teste de Friedman sao apresentados
alguns bozplots com os melhores rankings obtidos, Figuras 7.23 e 7.25.

O primeiro problema analisado é o DTLZ2. Observando os valores de GD, percebe-
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Tabela 7.8: Melhores métodos de ranking para cada objetivo e cada problema de acordo
com o pos-teste do teste de Friedman.

Prob. Obj. Melhores métodos
GD IGD Spacing

2 DP, AR.BR, BR.MR | DP, AR_BR, BR.MR | DP, AR, MR, AR_BR, BR_.MR

3 DP, AR, AR_.BR DP, AR_BR, BR_.MR AR, BR
DTLZ2 5 AR, BR AR_BR, BR.MR AR, BR

10 AR_BR, BR.MR AR_BR, BR.MR MR, AR_BR

15 MR, AR-BR MR, AR-BR, BR_-MR MR, AR_-BR

20 MR, AR_.BR MR, AR_BR, BR_MR MR, AR_BR

2 BR BR, AR_BR BR, MR

3 Todos Todos AR, BR, MR, AR_.BR, BR.MR
DTLZA4 5 AR, BR, AR.BR DP, AR, BR, AR_BR AR, BR, AR_.BR

10 AR, BR, AR.BR AR, BR, AR_-BR AR, BR, AR_-BR

15 AR, BR, AR.BR AR, BR, AR_.BR AR, BR, AR_.BR

20 AR, BR, AR_.BR AR, BR, AR_.BR AR, BR, AR_.BR

se na Tabela 7.8 que a combinagao de rankings obteve o melhor resultado para quase
todos os objetivos. Tanto a combinacao AR_BR quanto a BR_MR apresentaram bons
resultados, sendo que a primeira foi melhor para um nimero maior de objetivos. Outro
método que se pode destacar é o MR, que também obteve bons resultados para muitos
objetivos. O boxplot da Figura 7.23(a) mostra que para 20 objetivos essas técnicas tiveram
resultados equivalentes. O BR nao obteve bons resultados para muitos objetivos, somente
foi melhor para 5 objetivos. O algoritmo SMPSO com a dominancia de Pareto (DP)
conseguiu obter os melhores resultados para 2 e 3 objetivos, mas nao conseguiu obter
bons resultados quando o nimero de objetivos cresceu. A Figura 7.51(a) mostra um
resumo desse comportamento. As curvas que representam os métodos de combinacao de
rankings e do MR tém um crescimento pouco acentuado quando o nimero de objetivos
aumenta, obtendo bons valores de GD para todos os objetivos. Para os demais métodos
hé uma inclinagao acentuada quando o niimero de objetivos cresce, ou seja, os algoritmos
tém a busca deteriorada quando o ntimero de objetivos cresce e nao conseguem convergir
para a fronteira de Pareto real.

Para o IGD, o resultado é semelhante. A combinagao de rankings (AR_BR e BR.MR) e
o MR obtiveram os melhores resultados quando o niimero de objetivos cresceu (ver boxplot
na Figura 7.23(b)). Novamente o BR nao conseguiu bons resultados e nao atingiu o melhor
IGD em nenhum objetivo. O DP apresentou o mesmo comportamento, bons valores
somente com poucos objetivos. Observando a Figura 7.22(b), nota-se o comportamento

discutido anteriormente. Um crescimento pouco acentuado para os métodos de AR_BR,
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BR_MR e MR e uma alta deterioracao para o SMPSO. Apesar de os métodos AR e BR
nao apresentarem os melhores resultados, o IGD destes métodos nao deteriorou muito
quando o numero de objetivos cresceu. Assim, através do IGD, pode-se concluir que os
métodos da combinagao de rankings e o MR, além de terem uma boa convergéncia para
a fronteira de Pareto real, conseguem produzir um conjunto de aproximacao diversificado
em torno desta fronteira, quando o niimero de objetivos cresce. Para o método BR, nao
houve uma grande deterioracao da convergencia e da diversidade quando o numero de
objetivos foi alto, porém em todos os casos o algoritmo teve dificuldade para convergir.

Na andlise do spacing, os resultados também sao semelhantes. A combinacao de
rankings e o MR obtiveram os melhores resultados para muitos objetivos. Quando o
numero de objetivos foi baixo, quase todos os métodos foram competitivos, em especial
os métodos AR e BR. A Figura 7.22(c) mostra um resumo deste comportamento. A
partir de 10 objetivos, os métodos que possuiam bons valores de spacing apresentam
uma deterioracao, enquanto os métodos MR e AR_BR apresentam valores constantes de
spacing para todos os numeros de objetivos.

O segundo problema, DTLZ4, é utilizado para observar a habilidade dos algoritmos
em manter uma boa distribuicao das solucoes. Neste problema a medida IGD é mais
importante, pois também mede diversidade. Para o GD os métodos AR, BR e a com-
bina¢do AR_BR obtiveram os melhores resultados. O bozplot da Figura 7.25(a) mostra o
resultado equivalente dessas técnicas para 15 objetivos. Diferentemente do DTLZ2, neste
problema os métodos AR e BR nao tiveram sua convergéncia deteriorada quando nimero
de objetivos cresceu. A Figura 7.24(a) mostra o resumo da evolugao do GD quando o
nimero de objetivos cresce. Novamente nota-se um bom resultado da combinacao de
rankings através do método AR_BR, que manteve um aumento suave quando o nimero
de objetivos cresceu. Os métodos AR e BR apresentam um comportamento semelhante.
Para o DP, novamente, ha uma deterioracao grande na convergéncia quando o nimero de
objetivos ¢ alto.

O IGD apresenta um resultado bastante semelhante ao GD para o DTLZ4. Os melho-

res resultados para muitos objetivos foram obtidos pelos métodos AR, BR e a combinacao
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AR_BR (ver boxplot na Figura 7.25(b)). Observando a Figura 7.24(b), estes métodos
apresentam valores semelhantes de IGD para quase todos os nimeros de objetivos, ou
seja, conseguiram controlar a diversificagao das solugoes mesmo trabalhando com muitos
objetivos. E interessante notar, que o método BR_MR obteve os piores resultados, sendo
pior que a execucao dos métodos em separado e até pior que a dominancia de Pareto para
muitos objetivos.

Para os spacing os resultados sao semelhantes aos demais indicadores: AR, BR e
AR_BR com os melhores valores para muitos objetivos. Na Figura 7.24, pode-se observar
que as curvas que representam esses algoritmos estao mais préximas de zero e que quando
o numero de objetivos cresce, os valores de spacing nao pioram muito. Para os demais
métodos é possivel perceber que ha uma maior deterioragao da diversificagao quando o
numero de objetivos cresce, em especial para a dominancia de Pareto.

Em resumo, a combinacao de rankings foi a melhor técnica dentre todas as anali-
sadas, obtendo uma boa convergéncia em dire¢ao a fronteira de Pareto real e uma boa
diversificacao das solugoes geradas, tanto em torno da fronteira real quanto em relacao a
distribuicao das solugoes. O método BR nao conseguiu bons resultados para o problema
DTLZ2 e apresentou problemas para convergir para a fronteira real quando o nimero de
objetivos cresceu, porém obteve bons resultados para o DTLZ4 e mostrou que gera um

conjunto de aproximacao com boa diversificacao.

7.2.3 Ranking-SMPSO X CDAS-MOPSO

O ultimo conjunto de experimentos relacionado as novas relagoes de preferéncia confronta
os resultados do algoritmo que utiliza métodos de ranking, Ranking-SMPSO, com o al-
goritmo baseado na técnica CDAS, CDAS-MOPSO. Nesse experimento, serd utilizado
o método de ranking Average Ranking (AR) [4] aplicado ao algoritmo Ranking-SMPSO
(Algoritmo 5), chamado de AR-SMPSO. O outro algoritmo é o CDAS-SMPSO, com as
mesmas configuracoes apresentadas na Tabela 7.4. Além disso, o SMPSO também ¢ uti-
lizado nessa comparacao. Esse conjunto de experimentos foi conduzido independente dos

experimentos anteriores. Alguns parametros, como por exemplo o nimero de avaliacoes,
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Tabela 7.9: Valores de GD para as melhores configuragoes do CDAS-MOPSO, SMPSO
(S; =0,5) e o AR-SMPSO, para cada objetivo, DTLZ2 e DTLZ4.

Prob Obj 0,25 0,3 0,35 0,4 0,45 SMPSO (5; =0, 5) AR
3 * * 3,17E-03 | 2,45E-03 | 3,64E-03 1,50E-02 1,52E-02
5 * 1,23E-02 | 9,85E-03 | 1,37E-02 * 6,42E-02 4,47E-02
DTLZ2 10 1,94E-02 | 2,48E-02 | 3,73E-02 * * 1,32E-01 6,22E-02
15 2,24E-02 | 2,67E-02 | 5,04E-02 * * 1,60E-01 8,68E-02
20 1,85E-02 | 2,82E-02 | 5,32E-02 * * 1,75E-01 1,11E-01
3 7,74B-06 | 3,51B-02 | 4,74B-02 | 2,87E-02 | 1,28E-02 2,58B-02 9,04B-02
5 5,12E-06 | 4,81E-02 | 5,14E-02 | 3,67E-02 | 2,82E-02 3,51E-02 8,89E-02
DTLZA4 10 7,06B-06 | 4,78E-02 | 5,39E-02 | 4,40E-02 | 3,76E-02 3,95E-02 6,17E-02
15 1,11E-05 | 4,84E-02 | 5,33E-02 | 4,51E-02 | 3,62E-02 5,15E-02 6,25E-02
20 1,02E-05 | 4,07E-02 | 4,65E-02 | 4,13E-02 | 3,85E-02 6,32E-02 6,38E-02

sao diferentes, logo os valores dos indicadores apresentados anteriormente nao sao os mes-
mos. O objetivo dessa analise é comparar CDAS com métodos de ranking em algoritmos
MOPSO. A influéncia das técnicas utilizadas em algoritmos MOPSO foi discutida nas
secoes anteriores.

Esta analise também sera dividida em duas etapas, a primeira compara os resultados
dos indicadores de qualidade GD, IGD, spacing e o tempo de execucao. A segunda etapa
busca analisar a distancia das solucoes em relacao ao joelho do problema, através da
distancia de Tchebycheff. Nas duas etapas sao considerados dois problemas: DTLZ2
para observar a convergéncia dos algoritmos e o DTLZ4 para observar a diversidade na
busca. Foram utilizados 3, 5, 10, 15 e 20 nimeros de fungdes objetivo. Os algoritmos
foram executados com 200 particulas na populagdo, 200 solugoes no repositério (mesmo
tamanho da populagao) e o critério de parada foi o niimero de geragoes, definido com 100
iteracoes. Cada algoritmo foi executado 30 vezes. Os resultados discutidos nesta secao
foram publicados no trabalho apresentado em [25].

As Tabelas 7.9, 7.10, 7.11 e 7.12 apresentam os resultados das comparacoes entre o
AR-SMPSO e o CDAS-SMPSO. Cada tabela apresenta o valor médio dos indicadores,
para cada execugao. Somente algumas configuragoes do CDAS-MOPSO foram utilizadas.
Essas melhores configuragoes foram obtidas de um trabalho prévio do autor apresentado
em [14] e [16]. As células marcadas com * representam configuragoes que nao participam
da comparacao.

Para o GD (ver Tabela 7.9), o CDAS-MOPSO superou o AR-SMPSO para todos os
objetivos, em ambos os problemas. Observa-se que quando o niimero de objetivos cresceu

a diferenca entre as técnicas diminuiu. Além disso, o AR-SMPSO obteve um resultado
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Tabela 7.10: Valores de IGD para as melhores configuragoes do CDAS-MOPSO, SMPSO
(S; =0,5) e o AR-SMPSO, para cada objetivo, DTLZ2 e DTLZA.

Prob Obj 0,25 0,3 0,35 0,4 0,45 SMPSO (5; =0, 5) AR
3 * * * * 7,77B-04 9,46E-04 1,84E-03
5 * * 2,85E-03 | 2,32E-03 | 2,47TE-03 4,93E-03 4,56E-03

DTLZ2 10 4,46E-01 * * * * 1,10E-02 5,54E-03
15 * 3,24E-03 | 3,43E-03 | 4,12E-03 * 1,45E-02 5,77E-03
20 4,12E-03 | 3,19E-03 | 3,37E-03 | 4,42E-03 * 1,59E-02 6,20E-03
3 1,086-01 | 6,816-002 | 4,80E-02 | 3,80E-02 | 3,02B-02 3,11E-02 1,62E-01
5 8,09E-02 | 5,51E-02 | 4,05E-02 | 3,71E-02 | 3,54E-02 3,50E-02 1,20E-01

DTLZA4 10 7,70E-02 | 5,69E-02 | 5,05B-02 | 4,78E-02 | 4,61E-02 4,63E-02 7,31E-02
15 1,15E-01 7,79E-02 | 7,06E-02 | 6,76E-02 | 6,46E-02 6,70E-02 1,06E-01
20 8,92E-02 | 5,89E-02 | 5,50E-02 | 5.35E-02 | 5,19E-02 6,04E-02 8,44E-02

Tabela 7.11: Valores de spacing para as melhores configuragoes do CDAS-MOPSO,
SMPSO (S; =0,5) e o AR-SMPSO, para cada objetivo, DTLZ2 e DTLZA4.

Prob Obj 0,25 0,3 0,35 0,4 0,45 SMPSO (5; =0, 5) AR
3 * * * * * 8,08 E-01 8,79E-01
5 4,46E-01 * * * * 1,53E+00 1,27E+00

DTLZ2 10 4,96E-01 * * * * 2,39E+400 1,36E+00
15 5,53E-01 7,57E-01 * * * 2,54E400 1,82E+00
20 5,52E-01 7,47E-01 9,84E-01 * * 2,56E+00 2,28E+400
3 0,00E+00 | 4,82E-01 7,19E-01 7,50BE-01 7,06E-01 8,06E-01 5,39E-01
5 0,00E400 | 6,76E-01 1,04E400 | 1,05E400 | 1,05E+00 1,15E400 5,22E-01

DTLZA4 10 0,00E400 | 9,42E-01 1,30E400 | 1,30E+400 | 1,33E+00 1,46E+00 5,38E-01
15 0,00E+00 | 1,04E400 | 1,41E4+00 | 1,39E400 | 1,40E+00 1,50E+00 6,41E-01
20 9,48E-03 | 1,08E4+00 | 1.45E400 | 1,45E400 | 1,40E4+00 1,50E+00 7,29E-01

Tabela 7.12: Tempo de execucao (segundos) para todas as configuragoes do CDAS-
MOPSO, SMPSO (S; = 0,5) e o AR-SMPSO, para cada numero de objetivo, DTLZ2
e DTLZ4.

Prob Obj | 0,25 0,3 0,35 0,4 0,45 SMPSO (5; =0, 5) AR
3 0,52 1,44 6,42 34,32 39,05 32,88 1,72

5 1,60 33,65 66,56 475,11 160,80 68,85 8,50

DTLZ2 10 7,37 758,33 144,74 | 1091,48 | 962,58 157,86 15,72
15 12,61 | 626,27 | 446,05 | 1037,35 | 344,03 434,92 23,48

20 21,05 | 1078,43 | 602,08 | 979,36 | 865,95 1020,49 32,77

3 0,92 2,49 3,01 3,90 1,97 9,568 3,32

5 2,16 5,20 6,25 7,85 10,10 17,70 8,76

10 3,56 5,91 7,36 8,00 11,53 35,22 19,95

DTLZ4 15 10,73 16,18 16,89 21,09 25,25 124,62 30,22
20 19,17 25,24 27,18 31,25 36,27 166,01 40,28
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equivalente ao o SMPSO (S; = 0,5), especialmente para muitas fungoes objetivo. Em
resumo, a técnica CDAS obteve uma melhor convergeéncia.

A Tabela 7.10 apresenta um resumo com os valores de IGD. Novamente, os melhores
resultados foram obtidos pelo CDAS. Para o problema DTLZ2, o CDAS-SMPSO obteve
os melhores valores de IGD para todos os objetivos, no entanto o AR-SMPSO obteve um
resultado bem préoximo. Para o DTLZA4, os algoritmos tém resultados semelhantes, porém
o SMPSO apresentou o melhor resultado. Tanto AR-SMPSO e o CDAS-SMPSO possuem
resultados equivalentes para a maioria dos nimeros funcoes objetivo. Analisando os dois
problemas, conclui-se que o CDAS-SMPSO gera um conjunto de aproximagao mais bem
distribuido que o AR-SMPSO, porém ambos enfrentam dificuldades de diversificacao da
busca para o DTLZ4.

Para o spacing (ver Tabela 7.11) os resultados sdo semelhantes aos demais indicadores.
O CDAS-SMPSO obteve o melhor resultado, para ambos os problemas. Isto ocorreu
devido ao menor ntimero de solugoes gerado por este algoritmo. Como discutido na se¢ao
anterior, quanto menor o tamanho do conjunto de aproximacao, menor é o spacing. O
AR-SMPSO gerou um niimero constante de solugoes, do mesmo tamanho do repositério.
O AR-SMPSO obteve um resultado melhor que a relagao da dominancia de Pareto (S; =
0,5).

A Tabela 7.12 apresenta o tempo médio de execucao, em segundos, para todas as
configuragoes do CDAS-SMPSO, o SMPSO (S; = 0,5) e o AR-SMPSO. Para o DTLZ2, o
CDAS-SMPSO obteve um melhor tempo de execugao, mas somente para a configuracao
S; = 0,25. Esta configuragao obteve um baixo tempo de execucao devido ao pequeno
conjunto de aproximacao gerado, Tabela 7.6. O AR-SMPSO executou mais rapido que as
demais configuracoes, incluindo ao SMPSO. Para o DTLZ4, os resultados sao diferentes.
O CDAS-SMPSO executou mais rapido que AR-SMPSO, especialmente para um S; é
pequeno.

Em resumo, a técnica CDAS apresentou melhores resultados que o AR, para problemas
com muitos objetivos. Ele superou os resultados do AR para todos os indicadores anali-

sados. O CDAS-SMPSO obteve melhor convergéncia e diversidade do que o AR-SMPSO.
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O AR-SMPSO obteve melhores resultados que o SMPSO com a relagao da dominancia de
Pareto, especialmente quando o nimero de objetivos cresce. Além disso, o AR-SMPSO
nao necessita da configuracao de parametros extras e executa rapido independentemente
do problema e da configuragao dos parametros.

A segunda etapa deste conjunto de experimentos visa comparar as distancias das
solugoes geradas por cada técnica em relagdo ao joelho da fronteira de Pareto [24],
através da distribuigao da distancia de Tchebycheff. As Figuras 7.26 e 7.27 apresen-
tam a distribuicao da distancia de Tchebycheff para as melhores configuragoes do CDAS-
SMPSO (melhor GD e IGD), AR-SMPSO e o SMPSO com a relagao da dominancia de
Pareto(S; = 0.5), para os problemas DTLZ2 e DTLZ4 com 3, 5, 10, 15 e 20 ntimeros
de objetivos. Os gréaficos com as distribuicoes apresentam as concentracgoes das solucoes
normalizadas (variam entre 0 e 1).

Para o problema DTLZ2, o CDAS-MOPSO produziu as melhores distribui¢ées. Para
3 e 5 objetivos, todas as configuracoes do CDAS-MOPSO geraram suas distribuigoes
concentradas em valores baixos da distancia de Tchebycheff, isto é, préximas ao joelho.
Quando o nuimero de objetivos cresceu, somente as configuracoes S; = 0,25 e 0,3 ainda
concentraram suas distribuigoes proximas ao joelho. As demais configuragoes, produziram
uma distribuicdo mais diversificada. Como discutido na se¢ao anterior, o SMPSO (S; =
0,5) produziu uma distribuicao similar para todos os objetivos. FEssas solucoes estao
distribuidas em diferentes distancias. Além disso, estas distribuic¢oes estao longe do joelho.
Os resultados do AR-SMPSO sao semelhantes aos obtidos pelo SMPSO com a relagao da
dominancia de Pareto: solugoes distribuidas em diferentes distancias e longe do joelho.
Como discutido nos Capitulos 2 e 3, o método AR privilegia a geracao de solugoes nos
extremos da busca, longe da solucao ideal. Para o DTLZ4, novamente a relagao da
dominancia de Pareto e 0o AR-SMOPSO geraram distribuicoes diversificadas. No entanto,
o AR-SMPSO concentrou suas solugoes mais longe do joelho. Os melhores resultados
foram obtidos pelo CDAS-MOPSO. Para esse problema, quase todas as solugoes geradas
se concentraram numa mesma distancia, préximo ao joelho.

Em resumo, o CDAS-SMPSO foi a melhor técnica, agora considerando a distribuigao
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ou IGD), SMPSO (S; = 0,5) e AR-SMPSO para o problema DTLZ2.
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da distancia em relacao ao joelho. Ele gerou quase todas suas solugoes proximas ao joelho
para ambos os problemas e todos os niimeros de objetivos. Examinando os indicadores de
qualidade e distribuicao da distancia de Tchebycheff, o CDAS-MOPSO obteve resultados
muito bons: boa convergencia, diversidade e solugoes proximas ao joelho. O AR-SMPSO

produziu uma distribui¢ao mais diversificada.

7.2.4 Avaliacao dos métodos de arquivamento aplicados ao MOPSO

Esta secao avalia os resultados dos métodos de arquivamento propostos. Esse conjunto
de experimentos tem como objetivo comparar os métodos de arquivamento propostos no
Capitulo 5 com diferentes arquivadores da literatura, todos aplicados em um algoritmo
MOPSO. Além disso, esse estudo busca identificar quais métodos apresentam os melhores
resultados em diferentes problemas com muitos objetivos.

Os arquivadores utilizados sao descritos nos Capitulos 3 e 5. Um resumo dos métodos
utilizados é apresentado nas Tabelas 7.13 e 7.14. A primeira tabela apresenta somente
os métodos propostos nesta tese, enquanto a segunda apresenta os métodos da litera-
tura. O Arquivador Hiperplano é utilizado construindo o hiperplano no inicio da busca
e selecionando o ponto de referéncia através da escolha de regioes. Todos os métodos de

arquivamento sao aplicados ao algoritmo base SMPSO, com os parametros descritos na

Tabela 7.1.
Tabela 7.13: Métodos de arquivamento propostos nesta tese.

Método Descricao

Ideal Arquivador Ideal

Dist Arquivador Distribuido

Eucli Arquivador Distribuido pela Busca usando distancia Euclidiana

Tcheb Arquivador Distribuido pela Busca usando distancia de Tchebycheff
Hyp_Ex Arquivador Hiperplano usando a escolha do ponto de referéncia numa regido nos extremos do hiperplano
Hyp-M Arquivador Hiperplano usando a escolha do ponto de referéncia numa regido no centro do hiperplano

Tabela 7.14: Métodos de arquivamento da literatura.

Método Descricao
AG Arquivador Adaptive Grid
AR Arquivador Average Rank
Crowd Arquivador Crowding Distance
Dom Arquivador Dominante
MGA Multi-level Grid Archiving
Rand Arquivador aleatério
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Nesta andlise empirica foram utilizados os indicadores de qualidade GD, IGD e LD
para medir a convergéncia e a diversidade da busca dos algoritmos. O LD foi utilizado
para auxiliar a interpretacao da diversidade da busca dos métodos. Os resultados dos
arquivadores foram comparados entre si, avaliando como cada algoritmo se comporta
quando ¢ submetido a diferentes problemas com diferentes niimeros de fungoes objetivo.
Sao utilizados os problemas DTLZ2, DTLZ4, DTLZ6 e DTLZ7. Os nuimeros de fungoes
objetivo utilizados foram: 3, 5, 10, 15 e 20. Para os problemas DTLZ2, DTLZ6 e DTLZ7
foi definido um total 200 particulas na populacao, 200 solugdes no arquivo externo e um
total de 50000 avaliacoes de fitness. Para o DTLZ4 é gerado um ntimero menor de solugoes,
porém para a avaliagao dos métodos de arquivamento o arquivo externo precisa ser cheio
para que seja executada a funcao filtro de cada método. Assim, os parametros para
execucao foram aumentados para que fossem geradas solugoes suficientes para preencher
o arquivo, além disso o tamanho do arquivo externo foi diminuido. O DTLZ4 foi executado
com 200 particulas na populacao, 100 solugoes no arquivo externo e um total de 100000
avaliacoes de fitness. Os algoritmos foram executados um total de 20 execucoes

Os resultados das melhores configuracoes obtidas pelo pds-teste do teste de Friedman
para todos os problemas sao apresentados na Tabela 7.15. Os graficos contendo a variagao

da média dos indicadores de acordo com o niumero de objetivos sao apresentados nas

Figuras de 7.28 a 7.32.
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O primeiro problema analisado é o DTLZ2. Para a medida de convergéncia da busca,
GD, os métodos Hyp_Ex, Hyp_M e Ideal obtiveram os melhores resultados para todos
os numeros de objetivo. Esses métodos tém a caracteristica de definir um ponto e guiar
a selecao das solucoes do arquivo em direcao desse ponto obtendo maior convergeéncia.
Para o DTLZ2 essa estratégia se mostrou eficiente tanto para poucos e muitos objetivos.
Além desses métodos os arquivadores Dom e MGA também apresentaram bons resultados
para alguns ntimeros de fungoes objetivo. Os indicadores IGD e LD apresentaram valores
semelhantes, porém alguns métodos se destacaram num indicador e nao em outro. Vale
ressaltar, que o LD nao sofre influéncia do fato da P Fpp,., estar muito préxima da fronteira
de Pareto. Para essas medidas os métodos MGA e Dom apresentam bons resultados,
porém perdem desempenho quando o numero de objetivos cresce. Esses dois métodos
apresentaram bons valores de IGD e LD para 3, 5 e 10 fungoes objetivo. Para os maiores
conjunto de funcoes, os arquivadores Dist, Hyp_Ex, Hyp_M apresentaram os melhores
resultados.

Nos graficos apresentados na Figura 7.28 é possivel observar o comportamento deri-
vado dos resultados do teste de Friedman. O Arquivador Hiperplano apresenta a menor
deterioracao, tanto em termos de convergéncia quanto em diversidade. Para as medidas
de diversidade, esse arquivador nao apresenta um valor tao bom quanto os demais para
poucos objetivos, porém consegue manter uma mesma faixa desse valor para todos os
nimeros de objetivos, enquanto os demais apresentam uma, deterioracao.

Esse baixo valor inicial de IGD e LD do Arquivador Hiperplano para poucos objetivos
pode ser observado na Figura 7.29. Essa figura mostra a PF,y.., gerada pelo Hyp-M
(pontos em amarelo) e pelo MGA (pontos em verde). Também é tragada a fronteira de
Pareto do problema. Percebe-se que o conjunto de pontos do Hyp_M ficou concentrado
no centro da fronteira, quanto o MGA apresenta uma PF,,,,, distribuida em diferentes
regioes da fronteira. Isso mostra que o Hyp_M consegue manter sua busca perto da
regiao central. Além disso, os bons valores de GD e IGD desse método mostram que
limitar a busca para um regiao menor do espaco de objetivos é eficiente para controlar a

deterioracao quando o nimero de objetivos cresce.
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Figura 7.28: Valores médios de GD, IGD e LD dos métodos de arquivamento, DTLZ2.

Para o problema DTLZ4, um fato a se destacar é que para 3 fungoes objetivos, os al-
goritmos nao geraram um numero suficiente de solu¢oes para preencher o arquivo. Assim,
nao foi executada a funcao filtro e todos os algoritmos tiveram um resultado equiva-
lente. Logo, para esse problema esse nimero de objetivos sera descartado. Novamente,
os métodos Hyp_Ex, Hyp_M e Ideal se destacaram. Esses métodos obtiveram os melhores
valores de GD. Porém, somente a andlise do GD pode ser enganosa para o DTLZ4, pois
isso pode indicar que o algoritmo ficou preso na regiao mais densa do espago de objetivos.
Porém, observando as medidas IGD e LD, esses algoritmos se destacaram para um nimero
grande de fungoes objetivo e apresentaram os melhores resultados para o DTLZ4. Para
um menor numero de objetivos, varios métodos apresentam um resultado equivalente,
porém o MGA e o Eucli se destacaram. Novamente o MGA apresentou os melhores
valores de IGD, porém nao apresentou os melhores valores de LD. Isso indica que esse
método atingiu menos regides diferentes da fronteira que os métodos que conseguiram

melhor LD, porém sua PFy,,,, ¢ gerada mais proxima da fronteira. Nos graficos apresen-
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Figura 7.29: PF,p. do MGA e do Hyp-M para o problema DTLZ2 com 3 funcoes
objetivo.

tados na Figura 7.30 é possivel perceber os bons valores de GD para os métodos Hyp_Ex,
Hyp_M e Ideal, em especial para muitos objetivos. Para as medidas de diversidade, todos
os algoritmos apresentaram resultados semelhantes. Isso mostra que todos enfrentaram
dificuldades com as regioes mais densas do espaco de objetivos e tiveram dificuldade em
diversificar a busca.

O problema DTLZ6 possui varios multiplos locais, o que dificulta a convergéncia dos
MOEAs. Para o GD, novamente os métodos Hyp_Ex, Hyp_M e Ideal obtiveram os me-
lhores resultados, especialmente para muitos objetivos. A estratégia utilizada por esses
métodos se mostrou eficiente para evitar os 6timos locais. Porém, em geral, esses métodos
nao obtiveram bons valores para as medidas de diversidade. Para o IGD e LD, se des-
tacaram os métodos MGA, Dom e Dist. O Hyp_Ex conseguiu o melhor valor de IGD
e LD para 20 funcoes objetivo. Esse resultado é semelhante aos resultados dos demais
problemas, onde o Arquivador Hiperplano também sofre a menor deterioracao dos indi-
cadores de qualidade. O método Dist consegue os melhores resultados em termos de IGD
e LD. Logo, a abordagem de dividir a selecao das solucoes do arquivo através dos pontos
extremos se mostrou eficiente no problema DTLZ6. Os graficos da Figura 7.31 mostram
o comportamento dos métodos de arquivamento para o DTLZ6. Através da variagao do

GD, é possivel perceber como os métodos Hyp_Ex, Hyp_M e Ideal controlaram a deteri-
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Figura 7.30: Valores médios de GD, IGD e LD dos métodos de arquivamento, DTLZ4.

oragao da busca em termos de convergéncia em relagao aos demais. Para o IGD e LD, o
Arquivador Distribuido consegue bons resultados para todos os nimeros de objetivos.
Por fim, o tltimo problema é o DTLZ7. Nesse problema o arquivador Crowd, que é
originalmente utilizado pelo SMPSO, se destacou. Esse método apresentou os melhores
valores para o GD, IGD e para o LLD. Para o GD, além do Crowd os algoritmos Hyp_Ex,
Hyp_M e Ideal também apresentaram os melhores valores para a maioria dos niimeros de
fungoes objetivo. Os arquivadores AR, Eucli e Tcheb obtiveram os melhores resultados em
termos de convergéncia para 3 fungoes objetivo, porém perderam desempenho quando o
nimero de objetivos cresceu. Essas trés abordagens tém em comum o fato de privilegiarem
os pontos no extremo na busca e essa estratégia se mostrou eficiente para poucos objetivos.
Porém, quando o niimero de objetivos cresce o niimero de pontos extremos também cresce,
o que prejudica o desempenho desses algoritmos. Para as medidas de diversidade, IGD
e LD, os arquivadores Rand, Dist e Crowd obtiveram os melhores resultados. Esses

métodos conseguiram cobrir um maior nimero de fronteiras desconexas que os demais. Na
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Figura 7.31: Valores médios de GD, IGD e LD dos métodos de arquivamento, DTLZ6.

Figura 7.32 é possivel observar o comportamento da busca dos métodos de arquivamento
para o DTLZ7. Para o GD, todos os arquivadores perdem desempenho quando o niimero
de objetivos cresce de forma semelhante. Porém o Hyp_Ex, Hyp_M, Ideal e o Crowd
mantém o melhor resultado em termos de convergéncia em todos os cenarios. O resultado
é semelhante para o IGD, porém os métodos Crowd, Dist e Rand apresentam uma menor
deterioragao que os demais. O arquivador Hiperplano apresentou um comportamento
semelhante aos demais problemas. Ele nao apresentou um bom valor de IGD para poucos
objetivos, mas conseguiu manter um valor semelhante para todos os niimeros de fungoes.
Por fim, observando o LD, os métodos Crowd, Rand e Dist se destacaram em relacao
aos demais. Enquanto os outros métodos apresentaram uma grande deterioragao, esses
métodos obtiveram bons valores de LD para todas as fungoes. Isso mostra, que os demais
métodos se concentram em poucas fronteiras desconexas, enquanto o Crowd, o Rand e o
Dist efetuam uma busca que cobre um maior niimero dessas fronteiras.

Fazendo uma analise de todos os problemas é possivel derivar algumas conclusoes.
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Figura 7.32: Valores médios de GD, IGD e LD dos métodos de arquivamento, DTLZT7.

Primeiro, os métodos Hyp_Ex, Hyp_M e Ideal se destacaram em termos de convergéncia
da busca, especialmente para muitos objetivos. A estratégia de escolher um ponto como
referéncia para a selecao das solugoes do arquivo se mostrou eficiente e esses algoritmos
se aproximaram da fronteira de Pareto de melhor forma que os demais métodos em todos
os problemas. Além disso, o Arquivador Hiperplano foi o método que melhor controlou
a deterioracao da busca. Logo a ideia de se escolher uma regiao para limitar a busca é
eficiente em termos de convergéncia e ha uma cobertura dessa regiao mesmo para espaco
de busca com alto nimero de fungoes objetivo. Os métodos MGA e Dom apresentaram
os melhores valores para as medidas de diversidade para a maioria dos cendrios, porém
perdem desempenho quando o nimero de fungoes é grande. Dos métodos propostos,
o Arquivador Distribuido se destacou nos problemas DTLZ6 e DTLZ7 em termos de
diversidade. Para um problema com a fronteira de Pareto desconexa, os métodos Crowd,
Rand e Dist sao os mais indicados, pois conseguiram controlar melhor a deterioracao,

enquanto os demais métodos sofreram com o alto nimero de fronteiras desconexas.
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7.2.5 1Ideal versus CDAS

Este conjunto de experimentos tem como objetivo comparar os resultados de um algo-
ritmo MOPSO com o Arquivador Ideal e algoritmo CDAS-MOPSO. O Arquivador Ideal
é proposto nesta tese e juntamente com o Arquivador Hiperplano, apresentou bons re-
sultados quando comparado aos demais métodos de arquivamento da literatura. Assim,
esse conjunto de experimentos visa comparar os resultados obtidos por esse método com
o algoritmo CDAS-MOPSO que apresenta os melhores resultados dentre as técnicas que
utilizam novas relagoes de preferéncia. Além disso, também sdo utilizados os resultados
do algoritmo SMPSO.

O algoritmo MOPSO utilizado como base para o uso do Arquivador Ideal segue o
mesmo esquema dos experimentos anteriores. E utilizado o algoritmo SMPSO, configu-
rado com os parametros da Tabela 7.1. Entretanto, uma nova extensao é adicionada
ao algoritmo. O trabalho apresentado em [17] mostra que os métodos de escolha de
lider NWSum [72] e Sigma [67] sdo mais adequados para problemas com muitos objetivos.
Nesse contexto dois algoritmos sao utilizados: [-MOPSO que utiliza o SMPSO como base,
porém utiliza o Arquivador Ideal e o método NWSum para escolha dos lideres e I-Sigma
que utiliza o SMPSO como base, porém utiliza o Arquivador Ideal e o método Sigma para
escolha dos lideres.

O CDAS-MOPSO foi utilizado com as configuragoes apresentadas na Tabela 7.4. To-
dos os algoritmos foram executados um total de 50000 avaliacoes de fitness e 20 execugoes.
A populacao foi definida com 200 particulas e o arquivo externo foi limitado em 200
solugoes. Foram utilizados os problemas DTLZ2, DTLZ4 e DTLZ6 com 3, 5, 10, 15 e 20
nimeros de fungoes objetivo. Nesse conjunto de experimentos sao utilizados os indicadores
GD e IGD.

O primeiro problema é o DTLZ2. A Tabela 7.16 apresenta os resultados do pds-teste
do teste de Friedman e a Figura 7.33 mostra a média dos indicadores para todos os
numeros de objetivos. Observando a convergencia, os algoritmos I-MOPSO e I-Sigma se
destacaram. Esses algoritmos obtiveram o melhor valor de GD para todos os nimeros

de fungoes objetivo. O CDAS-MOPSO também conseguiu bons valores de GD para a
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configuragao com S; = 0,3. Observando a Figura 7.33(a), percebe-se o bom resultado
das abordagens baseadas no arquivador Ideal. Elas apresentaram as melhores médias e
controlaram a deterioragao do GD. O CDAS-MOPSO com S; = 0,3 também consegue
controlar a deterioragao, mas apresenta um resultado em média pior que os outros dois
algoritmos.

Para o IGD, o CDAS-MOPSO consegue melhores resultados, especialmente para as
configuragoes S; = 0,35 e 0,4. Essas configuragoes obtiveram uma melhor diversidade
para a maioria dos nimeros de fungoes objetivo. O I-MOPSO consegue bons resultados
apenas para 3 e b funcgoes objetivo, porém apresenta uma deterioracao em termos de
diversidade maior do que o CDAS-MOPSO. Como nos demais experimentos, o SMPSO
apresenta uma alta deterioracao da busca tanto em termos de convergéncia quanto em
diversidade.

O segundo problema é o DTLZ4. Esse problema possui uma regiao do espaco de ob-
jetivos mais povoada e atrai a busca para essa regiao. Os algoritmos I-MOPSO e I-Sigma
obtiveram os melhores valores de GD para a maioria dos niimeros de objetivos, especial-
mente para os espacos com maiores dimensoes. O SMPSO consegue bons resultados em
termos de convergéncia para 3 fungoes objetivo, mas seu resultado deteriorou quando o
nimero de objetivos cresceu. Para o CDAS-MOPSO diferentes configuracoes obtiveram
melhores resultados, porém somente para 3 e 5 fungoes objetivo. Embora uma boa con-
vergéncia seja desejavel para o DTLZ4, a habilidade de evitar as regioes mais povoadas da
fronteira de Pareto e assim obter uma boa diversidade é mais importante. Nesse contexto,
o CDAS-MOPSO apresentou os melhores resultados, especialmente para problemas com
muitos objetivos. As configuracoes com S; = 0,4 e 0,45 obtiveram os melhores valores
de IGD para todos os nimeros de fungoes objetivo. O algoritmo I-MOPSO obteve os
melhores valores de IGD para 3, 5 e 10 funcoes objetivo, no entanto quando o nimero
de objetivos cresceu o algoritmo privilegiou convergéncia sobre diversidade. O SMPSO,
novamente, apresentou os piores resultados em termos de diversidade.

Observando as Figuras 7.34(a) e 7.34(b) nota-se os bons valores de GD para o I-
MOPSO e I-Sigma. Pode ser observado que a configuragao do CDAS-MOPSO com
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Figura 7.33: - MOPSO x I-Sigma x CDAS-SMPSO x SMPSO - Valores médios dos indi-
cadores de qualidade para o problema DTLZ2.

S; = 0,25 obteve um valor de GD proximo ao valor zero. Isso ocorreu, pois nesse caso
o algoritmo gerou somente uma solugao em sua PF,,.,,. Assim, como o algoritmo nao
efetuou uma busca multiobjetivo, seus resultados foram descartados da anélise do teste
de Friedman. Por fim, embora o CDAS-MOPSO tenha obtido os resultados significati-
vamente melhores pelo teste de Friedman, observa-se pela Figura 7.34(b) que todos os
algoritmos apresentam valores semelhantes de IGD.

O problema DTLZ6 introduz varios 6timos locais com o intuito de dificultar a con-
vergéncia dos algoritmos. Esses 6timos locais prejudicaram a busca do algoritmo I-
MOPSO. Esse algoritmo nao obteve o melhor valor de GD para nenhum niimero de obje-

tivos. No entanto, o I-Sigma obteve os melhores resultados para a maioria dos cendrios.
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Figura 7.34: I-MOPSO x I-Sigma x CDAS-SMPSO x SMPSO - Valores médios dos indi-
cadores de qualidade para o problema DTLZ4.

A Figura 7.35(a) mostra os resultados negativos do I-MOPSO e o resultados destacdveis
do I[-Sigma. O ultimo apresenta uma baixa deterioracao, obtendo valores similares de
GD para todas as fungoes objetivo. A diferenca entre esses dois algoritmos ressalta a im-
portancia da escolha do lider num algoritmo MOPSO. Embora o arquivador Ideal consiga
introduzir uma boa convergéncia na busca, a escolha dos lideres pode introduzir diferentes
comportamentos ao algoritmo.

O algoritmo CDAS-MOPSO consegue obter bons valores de GD para diferentes niimeros
de objetivos. Observado o IGD (ver Figura 7.35(b)), -l MOPSO apresenta uma diversidade
equivalente ao CDAS-MOPSO, especialmente para muitos objetivos, enquanto o I-Sigma

nao obteve o melhor resultado em nenhum cendrio. SMPSO apresentou o comporta-
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mento esperado, bons valores para poucos objetivos, porém sofreu deterioracao quando
esse numero cresceu.
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Figura 7.35: I-MOPSO x I-Sigma x CDAS-SMPSO x SMPSO - Valores médios dos indi-
cadores de qualidade para o problema DTLZ6.

Em resumo, os algoritmos baseados em arquivadores produziram notavelmente os me-
lhores resultados em termos de convergéncia. Além disso, o I-Sigma obteve um resultado
muito bom em termos de convergéncia para um problema com multiplos étimos locais.
Esse resultado é esperado, ja que uma das caracteristicas do Arquivador Ideal é introduzir
maior diversidade na busca. Um fato que influenciou a busca dos algoritmos foi o método
de escolha de lider. O algoritmo CDAS-MOPSO também apresentou bons resultados em
termos de convergéncia e superou o I-MOPSO e [-Sigma em termos de diversidade. Porém,

o CDAS-MOPSO apresenta a limitacao referente a escolha do parametro S;. Na maioria
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Tabela 7.16: Melhores algoritmos de acordo com o pds-teste do teste de Friedman: I-

MOPSO x I-Sigma x CDAS-SMPSO x SMPSO.

Prob Obj Melhores algoritmos
GD IGD
DTLZ2 3 0,4, 0,45, -MOPSO e I-Sigma 0,45, I-MOPSO e SMPSO
5 0,25, 0,3, -MOPSO e I-Sigma 0,35, 0,4 e I-MOPSO
10 0,3, I-MOPSO e I-Sigma 0,35, 0,4 e 0,45
15 0,3, -lMOPSO e I-Sigma 0,35, 0,4 ¢ 0,45
20 0,3, I-MOPSO e I-Sigma 0,35, 0,4 e 0,45
3 0,3, 0,4, 0,45, I-Sigma e SMPSO 0,4, 0,45, I-MOPSO e SMPSO
DTLZ4 5 0,45, I-MOPSO e I-Sigma 0,4, 0,45, -MOPSO e SMPSO
10 I-MOPSO e I-Sigma 0,35, 0,4, 0,45, I-MOPSO e SMPSO
15 I-MOPSO e I-Sigma 0,4 e 0,45
20 I-MOPSO e I-Sigma 0,35, 0,4 e 0,45
2 0,3, 0,35, 0,4, 0,45 ¢ SMPSO 0,3, 0,35 and 0,4
5 I-Sigma 0,3, 0,35 e SMPSO
DTLZ6 10 0,3, e I-Sigma 0,3, 0,35 e -MOPSO
15 0,3, 0,45 e I-Sigma 0,25, 0,3, 0,35 e L[MOPSO
20 0,35, 0,45 e I-Sigma 0,25, 0,3, 0,35 e LlMOPSO

dos cenarios, as configuragoes que obtiveram a melhor diversidade nao apresentaram os
melhores valores em termos de convergéncia. Assim, para utilizar o CDAS-MOPSO ¢é ne-
cessario definir o valor de S; de acordo com um objetivo especifico, conseguir convergéncia

ou diversidade.

7.2.6 Avaliacao do arquivador hiperplano

O Arquivador Hiperplano proposto nesta tese utiliza um ponto de referéncia (escolhido
através de um hiperplano) como base para guiar a busca para uma regiao previamente
escolhida pelo usuario. Nesse conjunto de experimentos, a abordagem utilizada constréi o
hiperplano no comego da busca. Além disso, duas estratégias sao utilizadas, escolher um
ponto na regiao central do hiperplano ou escolher um ponto préximo de um dos extremos
do hiperplano. Em cada execucao, o ponto é escolhido de forma aleatéria dentro da area
selecionada (meio ou extremos).

O objetivo desta andlise empirica é mostrar que a busca de um algoritmo MOPSO que
utiliza o Arquivador Hiperplano gera uma PF,,,,, em torno do ponto de referéncia esco-
lhido. A ideia é que a busca é guiada pelo ponto de referéncia escolhido e é possivel gerar
um conjunto de pontos préximos a um ponto de referéncia através do uso de um método de
arquivamento. Além disso, deseja-se verificar se esse comportamento se mantém mesmo
em cenarios com muitos objetivos.

Para medir se uma PFy,.,, estd localizada em torno de um ponto de referéncia é
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utilizada andlise distribui¢ao dos pontos sobre um ponto de referéncia (ver Se¢ao 7.1.3). De
forma semelhante que a andlise de Tchebycheff, sao utilizados histogramas para observar
como os pontos de cada PF,,,,, estao localizados em relagao ao ponto de referéncia. Esta
andlise compara diferentes PF,,,,, geradas por diferentes algoritmos e define se existe um
algoritmo que esta mais préximo do ponto de referéncia escolhido.

Nesta andlise é utilizado o problema DTLZ2. Sao utilizados 4 algoritmos. Dois utili-
zam configuracoes diferentes do Arquivador Hiperplano: Hyp_M, algoritmo SMPSO com
arquivador Hiperplano escolhendo pontos no centro do hiperplano, e Hyp_Ex algoritmo
SMPSO com arquivador Hiperplano escolhendo pontos nos extremos do hiperplano. Além
desses algoritmos sao utilizados os algoritmos I-MOPSO e SMPSO, discutidos na secao
anterior. Todos os algoritmos foram executados um total de 50000 avaliacoes de fitness e
20 execucoes. A populacao foi definida com 200 particulas e o arquivo externo foi limi-
tado em 200 solugoes. Foi utilizado o problema DTLZ2 com 3, 5, 10, 15 e 20 niimeros de
fungoes objetivo.

A andlise é feita em duas etapas. Primeiro comparando o Hyp_M com o I-MOPSO e
SMPSO, depois comparando o Hyp_Ex com o -MOPSO e SMPSO. Os pontos selecionados
para o calculo das distribuicoes sao os pontos de referéncia escolhidos no inicio da execugao
do Arquivador Hiperplano. Os resultados sao apresentados nas Figuras 7.36 e 7.37, para
o Hyp_M e Hyp_Ex respectivamente. Essas figuras apresentam os graficos onde o eixo x
representa a distancia para o ponto de referéncia (por exemplo, 10% da distancia, 20% da
distancia). O eixo y representa o nimero de solugdes geradas por cada algoritmo (variando
entre 0 e 1 (0% a 100% do total de solugoes)). Um ponto representa quantas solugoes
geradas por cada algoritmo estao localizadas naquela distancia do ponto de referéncia (no
espaco de objetivos). O intervalo das distancias é obtido entre a solu¢do mais proxima
e a solucao mais distante do ponto de referéncia, dentre todas as solugoes de todos os
algoritmos analisados.

Observando as distribuigoes do Hyp_M (ver Figura 7.36), nota-se que este algoritmo
gera suas solucoes mais préximas ao ponto de referéncia do que os demais. Para poucas

funcoes objetivo os algoritmos geram distribuigoes semelhantes. Essas distribuigoes sao
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mais diversificadas, cobrindo diferentes distancias aos pontos. Isto ocorre, pois em geral,
para poucos objetivos os algoritmos cobrem a maioria das partes da fronteira de Pareto.
Porém, quando o nimero de objetivos cresce o algoritmo Hyp_M concentra mais suas

solucoes préoximas ao ponto de referéncia que os demais algoritmos.
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Figura 7.36: Distribuicao sobre o ponto de referéncia para o Hyp_M, -l MOPSO e SMPSO.

O mesmo comportamento foi obtido pelo Hyp_Ex, como mostrado na Figura 7.36. Para
5 e 10 funcoes objetivo, esse algoritmo gerou todas as solucoes distribuidas ao menos 30%
distante do ponto de referéncia. Para 15 e 20 fungoes objetivo, esse algoritmo concentrou
todas as suas solugoes a uma distancia de 10%. O I-MOPSO também consegue bons
resultados, especialmente quando o ponto esta localizado no centro, porém localiza suas

solucoes mais distantes do que os algoritmos baseados no Arquivador Hiperplano.
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Figura 7.37: Distribuigao sobre o ponto de referéncia para o Hyp_Ex, -MOPSO e SMPSO.

Concluindo, é possivel guiar a busca de um algoritmo MOPSO para uma regiao es-
pecifica da fronteira de Pareto utilizando um método de arquivamento. Os resultados
das abordagens que utilizam o Arquivador Hiperplano geraram uma PFj,,,, proxima ao

ponto de referéncia selecionado.

7.2.7 Avaliagao do algoritmo I-Multi

O ultimo algoritmo desenvolvido, I-Multi, executa diferentes sub-swarms utilizando o Ar-
quivador Ideal e limita a regiao de busca. O algoritmo possui duas fases distintas: primeiro
a execucao de uma busca inicial diversificada e em seguida a busca multi-swarm. Durante

a segunda etapa do algoritmo trés parametros sao importantes e serao explorados nesses
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experimentos: o tamanho da regiao de busca, o nimero de iteragoes de particionamento
e o nimero de enxames.

Todos os experimentos discutidos nas proximas se¢oes possuem um conjunto de parametros
em comum. Primeiro, o I-Multi tem como base o algoritmo SMPSO. Os parametros base
do SMPSO apresentados na Tabela 7.1. Outra questao refere-se a fase de diversidade. Em
todos os experimentos, essa fase é executada com a mesma configuragao. Para introduzir
maior diversidade é escolhido o Arquivador MGA [61]. Esse algoritmo MOPSO base é
executado durante 100 geragoes, sua populacao possui 200 particulas e o arquivo externo
é limitado também com 200 solugoes. Por fim, em todas as execugoes todos os algoritmos
foram executados um total de 20 vezes.

A préxima secao discute a configuracao do parametro que define o tamanho da regiao
de busca de cada sub-swarm. Em seguida, a Secao 7.2.7.2 executa o I-Multi com diferentes
numeros de iteragoes de particionamento. A Secao 7.2.7.3 apresenta a configuracao do
nimero de enxames do algoritmo. Esse conjunto de experimentos é maior que o executado
para os parametros anteriores. E dada mais énfase & avaliagao do ntimero de enxames,
pois a divisao da busca em diversos sub-swarms é o principal ponto do algoritmo. Por fim,
a Secao 7.2.8 apresenta a comparagao das melhores configuragoes do algoritmo I-Multi
com o algoritmos SMPSO utilizando os arquivadores Ideal e MGA. O objetivo dessa
comparagao ¢ mostrar que combinando os diferentes métodos de arquivamento é possivel
obter melhores resultados que executar cada método de arquivamento separadamente em

um algoritmo MOPSO.

7.2.7.1 Regiao de busca

No I-Multi, cada sub-swarm é definido por uma particula semente. Este ponto base define
o centro da regiao de busca no espaco das variaveis de decisao de cada enxame. Aqui é
apresentada uma breve andlise do parametro, trabalhos futuros vao estender esta andlise
e irdao executar uma maior exploracao deste parametro. A variante I-Multi Centroéide foi
escolhida pois o método para escolha das sementes ja foi validado em [68]. O algoritmo

¢é aplicado ao problema com 5 funcgoes objetivo. O espaco de busca para este problema
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estd limitado num intervalo entre 0 e 1. O parametro da regiao de busca foi definido
com quatro valores diferentes: 0,5, 0,25, 0,1 e 0,05. Estes valores variam de 50% a
5% do tamanho do espago de busca. Os resultados sdo apresentados na Figura 7.38(a).
Essa figura apresenta os valores de GD versus os valores de IGD. Assim, quanto mais
préximo da origem melhor é o resultado do algoritmo tanto em convergéncia quanto em

diversidade.

Regido de busca
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0.0030
0.0025

0.0020 A
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0.0010
0.0005

0.0000
0.000 0.005 0.010 0.015 0.020 0.025 0.030 0.035

GD

m0.05 «0.1 025 40.5
(a) Regido de busca

lteragdes de particionamento
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0.0005
0.0000
0.000 0.005 0.010 0.015 0.020 0.025 0.030 0.035

GD

m1 5 10 4 20

(b) Ntmero de iteragoes

Figura 7.38: Valores médios de GD X IGD para a variagao do tamanho da regiao de busca
e numero de iteragoes de particionamento para o I-Multi Centroid , problema DTLZ2 com
5 fungoes objetivo.

Pode ser observado que, com uma maior regiao de busca, 0,5, o melhor IGD e o pior
GD foram obtidos, uma vez que com uma grande regiao de busca o algoritmo privilegiou
diversidade ao invés de convergéncia. O inverso também ¢é verdadeiro, quanto menor é o

valor da regiao, 0,05 ou 0, 1, melhor é o valor do GD e pior é o IGD. Para um tamanho
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de 0,25 o algoritmo obteve valores semelhantes de GD e IGD. Assim, quanto maior é a
regiao mais diversificada é a busca realizada pelo algoritmo e quanto menor é o tamanho o
algoritmo limita a sua pesquisa em uma regiao menor e obtém mais convergéncia. Assim,
disposto a obter tanto a convergeéncia e a diversidade, uma estratégia dinamica ¢ utilizada.
Nessa estratégia o algoritmo varia o tamanho da regiao de exploracao durante a execugao.
No inicio da pesquisa, a diversidade sera favorecida e o tamanho da regiao de busca serd
ajustado para 0,5. Em cada iteracao de particionamento, o tamanho da regiao de busca
sera diminuido uniformemente favorecendo a convergéncia até atingir o valor mais baixo

na ultima iteragao. O valor final escolhido para os demais experimentos é 0.1.

7.2.7.2 Numero de iteracoes de particionamento

O numero de iteragoes de particionamento representa o nimero de vezes em que os en-
xames irao efetuar troca de informacao. Além disso, o nimero de iteracoes define o
nimero de novas sementes escolhidas e o niimero de vezes que cada enxame serd reini-
ciado. Para avaliacao desse parametro é utilizada a mesma configuracao da andlise do
parametro anterior: [-Multi Centroid aplicado ao DTLZ2 com 5 fungoes objetivo. Foram
selecionados quatro diferentes ntimeros de iteracoes: 1, 5, 10 e 20. E importante salientar
que, quanto maior o numero de iteracoes, maior é o numero das avaliagoes da funcao de
fitness. Figura 7.38(b) apresenta os resultados do GD contra IGD.

Observando a Figura 7.38(b), quanto maior é o nimero de itera¢oes o I-Multi perde
diversidade e ganha convergencia. No entanto, para 20 iteracoes o algoritmo obteve piores
valores de GD do que a execugao com 10 iteragoes. Assim, para o resto dos experimentos, é
escolhido um nimero de 5 iteragoes de particionamento pois essa configuracao apresentou

um bom compromisso entre convergéncia e diversidade.

7.2.7.3 Numero de enxames

Este conjunto de experimentos varia o nimero de enxames do I-Multi. O objetivo é veri-
ficar se o nimero de enxames utilizado influencia a busca do algoritmo e se ha influéncia

qual é o nimero enxames que apresenta os melhores resultados. Diferentemente dos outros
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Tabela 7.17: Numero de enxames e particulas em cada enxame paro algoritmo [-Multi.

Numero de enxames | Tamanho da populagao
3 250
5 150
10 75
30 25

parametros, esse parametro é testado com todos os métodos de escolha das particulas se-
mente. O nimero de enxames influencia a escolha das particulas sementes, especialmente
para o método I-Multi Extremos, como discutido na Secao 6.3.1. Assim, sao usados trés
diferentes algoritmos: I-Multi Centroid, I-Multi Extremos e I-Multi Aleatério, cada um
executando um método de escolha de sementes diferente.

Além disso a analise é feita em diferentes problemas. Sao utilizados os problemas
DTLZ2, DTLZ4, DTLZ6 e DTLZ7 com 3, 5, 10 e 20 fungoes objetivo. O conjunto de
indicadores utilizado também é maior. Nesta analise, para se ter uma visao maior dos
aspectos da diversidade e da convergéncia da busca sao utilizados os indicadores GD,
IGD, Convergence e LD.

Os parametros do I-Multi foram definidos com base nos experimentos anteriores. Os
parametros selecionados foram: regido de exploracao é definida inicialmente com 0, 5 (50%
do espago de busca dos problemas) e reduzida para 0,1 (10% do espago de busca) pro-
porcionalmente em cada iteracao de particao. O niimero de iteragoes de particionamento
foi definido como 5.

Nestes experimentos, cada algoritmo é executado com os seguintes niimeros de enxa-
mes: 3, 5, 10 e 30 enxames. Para evitar que haja um desbalanceamento na execuc¢ao
das diferentes configuragoes, todos os algoritmos deve executar um mesmo numero de
avaliacoes da funcao de fitness. Para que isso seja possivel, foi definido que a soma do
numero de particulas de todos os sub-swarms deve ser igual. Assim, as configuragoes com
menores nimeros de enxames possuem um niumero maior de particulas. O nimero de
particulas em cada sub-swarms é apresentado na Tabela 7.17. Para essas configuragoes o
numero de avaliagoes de fitness foi 385850. Cada algoritmo com as diferentes configuracao

dos parametros foi executado 30 vezes.
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Os resultados desses experimentos seguem o padrao utilizado nesta tese. Os resultados
do teste do pods-teste do teste de Friedman sao apresentados em tabelas e as figuras
mostram a média das execucgoes para os diferentes numeros de funcoes objetivos. As
Tabelas 7.18, 7.19 e 7.20 apresentam os resultados do teste de Friedman, para o I-Multi
Centroid, I-Multi Extreme e I-Multi Aleatoério, respectivamente. Os valores contidos nas
células mostram o valor da média para cada indicador e as células marcadas indicam
as melhores configuracoes de acordo com o teste de Friedman. As Figuras 7.39 a 7.50,
mostram a evolucao dos indicadores.

O primeiro algoritmo analisado o I-Multi Centroid. Nesse método, as sementes de cada
sub-swarm sao definidas através do agrupamento das solucoes do font base. Os resultados
sao apresentados na Tabela 7.18 e nas Figuras de nuimero 7.39 até 7.42. O primeiro
problema analisado é o DTLZ2. Observando os valores dos indicadores, a configuracao
com 30 enxames obteve o melhor resultado tanto em termos de convergéncia quanto
em diversidade. Essa configuracao obteve os melhores valores de GD para a maioria
dos nimeros de objetivos, em especial para muitos objetivos. Ela também conseguiu os
melhores valores para as duas medidas utilizadas para medir diversidade, IGD e LD. Isso
representa que a execucao do algoritmo com 30 enxames gerou uma PF,, ., que cobre
uma area maior da fronteira de Pareto. Esse resultado é esperado, pois com mais sub-
swarm é possivel definir sementes em diferentes areas do espaco de busca e assim obter
maior diversidade. Para a medida C'onvergence, a configuracao com 3 enxames obteve o
melhor resultado. Esse indicador nao considera a distancia de toda a PF,,,,, em relagao
a PFreal, mas somente a melhor distancia obtida. Assim, também é esperado um bom
resultado dessa medida para o menor niimero de enxames, pois essa configuragao possui o
maior nimero de particulas por enxame. Esses resultados podem ser vistos na Figura 7.39.
Para GD, IGD e LD a configuracao com 30 enxames apresenta a menor deterioragao das
medidas e consegue manter o melhor valor dos indicadores para a maioria dos nimeros
de funcoes objetivo.

Em resumo, quanto maior o nimero de enxames, melhor é o resultado da busca para

o problema DTLZ2. Um ntimero maior de centrdéides produziu uma PFy,.,, que cobriu
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Figura 7.39: Valores médios de GD, IGD, LD e Convergence para o I-Multi Centroid,
DTLZ2.

uma maior drea e chegou mais perto da fronteira de Pareto. Além disso, a variante com
30 enxames teve a menor deterioragao da busca, conseguindo bons valores para poucas e
muitas funcoes objetivo.

O segundo problema é o DTLZ4. A caracteristica principal desse problema é possuir
uma regiao da fronteira de Pareto mais povoada. Aqui, as medidas de diversidade sao
mais importantes, ja que um bom valor de convergéncia pode implicar que a busca ficou
presa nessa regiao densa. Os resultados sao apresentados na Tabela 7.18 e nas Figura 7.39.
Pode ser observado que a variante com 3 enxames teve o melhor valor para os indicadores
GD e Convergence. No entanto, essa configuracao obteve um valor ruim de IGD e LD
quando comparada as demais configuragoes. Conclui-se, que esse conjunto de enxames,
embora tenha obtido um bom valor de GD, nao obteve um bom resultado para o DTLZA4.
A melhor configuracao foi a com 5 enxames, ja que obteve bons valores de IGD e LD e

teve melhores valores de GD e Convergence. As variantes com 10 e 30 enxames obtiveram
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valores similares de IGD e LD, em relacao a configuracao 5 enxames, mas apresentaram
piores valores das medidas de convergéncia.

Em resumo, para DTLZ4, a configuracao com o menor ntimero de centrdides apre-
sentou um resultado ruim, ja que o algoritmo nao pode escapar da regiao mais densa.
As outras variantes apresentaram os melhores resultados para as medidas de diversidade,
mesmo para o numero elevado de objetivos. Da mesma forma do que o DTLZ2, todos
as variantes apresentaram alguma deterioracao quando o ntimero de objetivos aumentou,
como pode ser observado nas Figura 7.40. No entanto, os algoritmos controlaram essa

degradacao quando o niimero de objetivos aumentou.
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Figura 7.40: Valores médios de GD, IGD, LD e Convergence para o I-Multi Centroid,
DTLZA4.

Agora DTLZ6 é analisado. Aqui, uma vez que a fronteira de Pareto é representada
por somente uma curva, a regiao a ser coberta é menor do que os problemas anteriores.
Porém é mais dificil a convergéncia, ja que ha diversos 6timos locais. Em geral, todas as

variantes obtiveram resultados semelhantes. As variantes com 30 e 10 enxames tiveram
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melhor diversidade do que as outras (melhores valores de IGD e LD). Para o GD, as
configuragoes com menor nimero de enxames apresentaram os melhores resultados. As
configuragoes com 3, 5 e 10 enxames obtiveram um resultado equivalente. Para a medida
Convergence, a variante com 30 enxames obteve o melhor resultado, para quase todos os
nimeros de objetivos. Essa medida mostra que essa configuragao chegou perto PF,.., em
regioes especificas. Porém o baixo valor de GD indica que essa configuragao nao conseguiu
evitar 6timos locais em algumas regioes do espago de objetivos.

Em resumo, as configuracoes com 10 e 30 enxames se destacaram. Essas configuragoes
obtiveram uma busca com maior diversidade, porém nao houve uma perda muito grande
de convergéncia, uma vez que a variante com 10 enxames obteve um bom valor de GD
e a com 30 enxames obteve o melhor Convergence. A Figura 7.41 mostra a variagao dos
indicadores e é possivel perceber os bons resultados das medidas de diversidade para as

configuragoes com maior nimero de enxames.
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Figura 7.41: Valores médios de GD, IGD, LD e Convergence para o I-Multi Centroid,
DTLZ6.
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Por fim, o ultimo problema é o DTLZ7. Esse problema tem a caracteristica de ter
uma fronteira de Pareto desconexa. Assim, espera-se que a variante Centroid obtenha um
bom resultado, uma vez que usa um algoritmo de agrupamento para definir a semente de
cada enxame. Para esse problema, a variante com 30 enxames se destacou. Ela obteve os
melhores valores para todas as medidas, em quase todos os nimeros objetivos. Como o
DTLZ7 tem varias subfronteiras, quando o nimero de objetivos cresce, um maior niimero
de enxames cobre um maior nimero dessas fronteiras, implicando melhores valores de GD
e IGD. A analise do IGD e LD para DTLZ7 mostra uma caracteristica interessante do
problema. O numero de fronteiras cresce de forma exponencial, assim, para um numero
muito grande de funcoes objetivo sempre vai haver um conjunto de subfronteiras nao
cobertas pelos algoritmos. Nesse sentido, sempre ha uma conjunto de pontos no espago de
objetivos longe da PF},,;, assim, para muitos objetivos o valor do LD ¢é similar para todos
as configuracoes. Porém, fazendo uma analise conjunta do IGD e LD é possivel perceber
uma diferenga a favor da configuragao com 30 enxames. Para o indicador Convergence, os
resultados sao semelhantes para todas as variantes, para quase todos os niimeros objetivos.
Esses resultados mostram que cada variante aproximou-se de pelo menos uma subfronteira.

Em resumo, as configuragoes com o maior nimero de enxames obtiveram os melhores
resultados, uma vez que cobriram um maior nimero de subfronteiras. No entanto, quando
o numero de subfronteiras cresceu, a diferenca entre as configuracoes for menor. Na
Figura 7.42, podemos ver o comportamento de cada medida quando o nimero de objetivos
cresce. Pode ser observado que a variante com 30 enxames obteve a menor deterioracao
para GD. Para as outras medidas, a deterioracao foi semelhante. Todas as variantes
deterioraram quando o niimero de objetivos cresceu.

Fazendo uma anadlise dos resultados de todos os problemas, conclui-se que quanto maior
o ntimero de centréides melhor é o comportamento para o algoritmo I-Multi Centroid. Em
geral, para os diferentes problemas, a variante com maior nimero de enxames obteve a
melhor convergéncia e diversidade, especialmente para espagos de objetivos grandes.

A segunda variante utilizada é a [I-Multi Extremos. Essa abordagem seleciona alguns

sub-swarms para otimizar regioes préximas a cada um dos eixos do espaco de busca. A
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Tabela 7.18: I-Multi Centroid
DTLZ2 DTLZ4

Obj | Swarms GD IGD LD Con GD IGD LD Con
3 3 6,51E-04 3,45E-03 6,92E-01 2,66E-03 2,28E-03 6,36E-04 5,18E-01 6,46E-04
5 7,87E-04 2,18E-03 5,14E-01 3,61E-03 3,33E-03 | 2,29E-04 2,26E-01 7,25E-04
10 1,80E-03 5,71E-04 1,53E-01 9,87E-03 5,89E-03 2,52E-04 1,56E-01 1,16E-03
30 1,05E-03 4,12E-04 | 1,04E-01 7,72E-03 5,62E-03 2,97E-04 2,47E-01 1,35E-03
5 3 4,81E-03 6,49E-03 | 1,04E+00 1,73E-02 3,85E-03 | 7,00E-04 7,08E-01 1,27E-03
5 4,00E-03 4,52E-03 8,40E-01 1,59E-02 6,07E-03 | 4,08E-04 5,47E-01 1,83E-03
10 3,47E-03 1,63E-03 5,97E-01 3,01E-02 9,01E-03 | 3,93E-04 5,21E-01 2,00E-03
30 2,03E-03 | 1,11E-03 3,05E-01 2,28E-02 1,27E-02 5,12E-04 5,60E-01 2,64E-03
10 3 5,80E-03 5,37E-03 | 1,09E+400 2,67E-02 5,36E-03 | 7,46E-04 8,61E-01 2,63E-03
5 5,17E-03 3,67E-03 9,85E-01 2,65E-02 9,47E-03 6,04E-04 7,60E-01 2,54E-03
10 4,33E-03 2,61E-03 9,07E-01 3,36E-02 1,41E-02 6,32E-04 7,20E-01 4,99E-03
30 2,88E-03 1,57E-03 6,70E-01 3,06E-02 1,81E-02 7,09E-04 7,31E-01 6,73E-03
20 3 6,72E-03 5,33E-03 | 1,08E+00 2,17E-02 5,84E-03 | 1,65E-03 1,10E4-00 3,17E-03
5 5,32E-03 3,70E-03 9,84E-01 2,62E-02 7,39E-03 1,14E-03 8,59E-01 5,21E-03
10 4,56E-03 2,59E-03 8,68E-01 3,19E-02 1,18E-02 1,22E-03 8,55E-01 8,14E-03
30 2,97E-03 | 1,64E-03 6,61E-01 | 3,34E-02 1,67E-02 1,30E-03 8,26E-01 1,30E-02

DTLZ6 DTLZ7

Obj | Swarms GD IGD LD Con GD IGD LD Con
3 3 2,28E-03 2,24E-03 4,36E-01 2,33E-07 3,45E-04 7,60E-03 1,59E+4-00 2,45E-04
5 5,82E-06 2,00E-03 4,17E-01 2,13E-07 3,04E-04 5,65E-03 1,29E+4-00 2,29E-04
10 4,03E-06 5,06E-04 1,10E-01 1,12E-07 2,80E-04 2,78E-03 8,04E-01 1,83E-04
30 2,79E-06 | 1,47E-05 9,34E-03 3,11E-08 3,51E-04 2,39E-04 2,03E-01 1,33E-04
5 3 2,78E-01 3,01E-03 5,42E-01 1,58E-05 4,47E-03 1,40E-02 3,28E4-00 1,77E-02
5 6,78E-02 1,76 E-03 4,63E-01 2,63E-07 3,84E-03 9,48E-03 2,66E+00 1,74E-02
10 1,01E-01 1,57E-03 4,14E-01 9,17E-07 2,74E-03 5,47E-03 2,04E+00 1,57E-02
30 1,85E-01 1,14E-03 2,92E-01 1,50E-06 2,38E-03 2,31E-03 9,64E-01 1,33E-02
10 3 1,42E-01 6,61E-03 | 1,09E+00 3,85E-02 2,59E-02 1,89E-02 5,10E4-00 2,20E-01
5 1,14E-01 6,37E-03 | 1,01E400 | 6,68E-02 2,05E-02 1,33E-02 4,20E+4-00 2,22E-01
10 8,20E-02 3,03E-03 7,21E-01 1,34E-06 1,46E-02 9,88E-03 3,69E+4-00 1,95E-01
30 1,08E-01 3,48E-03 6,92E-01 2,95E-05 9,00E-03 | 8,10E-03 3,52E4-00 1,90E-01
20 3 1,24E-02 8,70E-03 | 1,41E+400 | 1,21E-01 6,38E-02 2,06E-02 7,41E+00 7,44E-01
5 1,44E-02 8,47E-03 | 1,39E+00 | 1,28E-01 4,64E-02 1,75E-02 5,68E+-00 7,20E-01
10 4,29E-02 4,53E-03 8,52E-01 1,61E-01 3,40E-02 1,65E-02 | 5,54E4-00 6,92E-01
30 8,03E-02 3,42E-03 7,40E-01 | 3,74E-02 2,02E-02 1,75E-02 5,95E400 | 6,91E-01
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Figura 7.42: Valores médios de GD, IGD, LD e Convergence para o I-Multi Centroid,
DTLZT7.

ideia é, em cada iteracao, selecionar m solucoes do conjunto base nos extremos de cada
um dos eixos de coordenadas para ser a semente de m enxames. Se o nimero de enxames
¢ maior do que o niumero de objetivos, as sementes dos enxames restantes sao selecionadas
aleatoriamente. Se esse nuimero for menor que o nimero de objetivos, algumas dimensoes
nao sao escolhidas.

Observando os resultados para o problema DTLZ2 na Tabela 7.19, os resultados da
configuracao com 30 enxames tiveram os melhores resultados. Essa configuracao obteve
o melhor valor de GD, IGD, LD e Convergence para quase todas as funcoes objetivo.
Para um pequeno nimero de objetivos, 3 ou 5, as configuragoes com poucos enxames
obtiveram alguns bons valores de GD ou Convergence. No entanto, quando o nimero de
objetivos cresceu o niimero enxames tornou-se menor do que o nimero de dimensoes e 0s
algoritmos com poucos enxames perderam desempenho. Em resumo, para o DTLZ2, o

I-Multi Extremo com um maior nimero de enxames obteve o melhores resultado. Além
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disso, se o nimero de enxames é menor do que os nimeros dos objetivos o algoritmo
nao funcionam bem. Observando a Figura 7.43, pode-se notar a deterioracao da busca
de cada configuracao quando o nimero de objetivos cresce. Se o nimero de objetivos é
menor que o numero de enxames, todas as variantes apresentam um resultado semelhante.
Porém, quando o nimero de objetivos é maior que o nimero de enxames da configuracao

o algoritmo perde desempenho em todos os indicadores.

Imulti - Extremes - DTLZ2 Imutti - Extreme - DTLZ2
140£02 120£02
120802 oo
1.00E02
500503
0003
Ja) O soeos
[CRppp o
40003
400203
. 200003
0.00E+00 0.00E+00 /,/-
0 1 2 3 4 5 8 7 &8 9 0 1 12 13 14 15 1w 7 48 19 2 0 1 2z 3 4 5 & 7 & ¢ W 1 12 13 14 15 8 7 @ 19 2
Numero de fungdes objetivo Numero de fungdes objetivo
-=3-swarms -+-5-swarms  10-swarms -+30-swarms -=3-swarms -+5-swarms  10-swarms -+ 30-swarms
(a) GD (b) IGD
Imulti - Extremes - DTLZ2 Imulti - Extremes - DTLZ2
140400 140201
1208400 120801
1.00E400 10001
@
800E01 2 ooen
o
q o
= eoeot 2 eocn
z
3
o
400801 40002
200801 200802
0008400 0008400
0 1 2 3 4 5 6 7 8 9 0 M T B W 5 W 17 B 19 20 0 1 2 3 4 5 6 7 & 9 M M @ 13 W 5 W 17 w8 19 2
Numero de fungdes objetivo Numero de fungdes objetivo
-=3-swarms -+5-swarms — 10-swarms -+30-swarms = 3-swarms -+5-swarms - 10-swarms -+ 30-swarms
(c) LD (d) Convergence

Figura 7.43: Valores médios de GD, IGD, LD e Convergence para o I-Multi Extremos,
DTLZ2.

Os resultados para o problema DTLZ4 sao semelhantes aos do DTLZ2. Mais uma
vez, quando o numero de enxames ¢ menor que o nimero de dimensoes o algoritmo ob-
teve um resultado ruim. As variantes com 3 e 5 enxames, apresentaram o melhor GD e
Convergence, para quase todos os niimeros de objetivos. No entanto, tiveram piores valo-
res das medidas de diversidade, IGD e LD, em comparacao com as outras configuragoes.
Isso indica que a busca dessas configuracoes foi direcionada para a regiao mais densa da

fronteira do Pareto e nao houve uma boa diversidade. Ao analisar DTLZ4 observa-se se
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o algoritmo consegue evitar as dreas mais densas do espaco objetivo e gera uma PFj,, o,
bem diversificada. Assim, a configuracao com 30 enxames obteve os melhores valores
de IGD e LD, obtendo melhor diversidade. Porém, essa configuragao teve dificuldade
para convergir para a fronteira de Pareto. Essa dificuldade em convergir ocorre princi-
palmente devido ao pequeno niimero de solugoes na populagao de cada sub-swarm dessa
configuracao. Na Figura 7.44, pode-se observar que a variante com 30 enxames tem uma
pequena deterioracao para as medidas de diversidade. Porém, mais uma vez quando o
nimero de objetivos torna-se maior do que o numero de enxames e o algoritmo sofreu
uma deterioragao grande. Por exemplo, para IGD (Figura 7.44(b)), os resultados da con-
figuracao com 10 enxames é similar para 5 e 10 funcoes objetivo, porém sofre uma grande

deterioracao para o problema com 20 funcoes.
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Figura 7.44: Valores médios de GD, IGD, LD e Convergence para o I-Multi Extremos,
DTLZ4.

Para o DTLZ6, nao foi possivel identificar qual a configuracao se destacou. Observando

os resultados na tabela 7.19, as variantes com 3 , 5 e 10 enxames obtiveram o melhor
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GD, para as maiores das dimensoes. A medida que essas variantes tém mais solugoes em
suas populacoes, houve uma maior convergéncia na busca e foi produzido umaPF,,,;
mais perto da PF,.,. Observando a Figura 7.45 nota-se o comportamento do I-Multi
Extremos para o DTLZ6. Em especial, os valores de GD melhoram quando o ntmero
de objetivos cresceu. Isso ocorre, pois quando o nimero de objetivos cresce o algoritmo
somente escolhe sementes proximas aos extremos. Assim, houve um ganho de convergeéncia
quando o algoritmo escolheu somente essas sementes. Porém, como o algoritmo somente
privilegiou convergeéncia, as medidas de diversidade deterioraram, pois a busca focou em
pequenas regioes do espaco de objetivos. A configuragao com 30 enxames apresentou um
resultado semelhante ao I-Multi Centroid. Essa configuracao obteve a melhor diversidade,
porém obteve o melhor valor de Convergence. Isso mostra que com 30 enxames o I-Multi
Extremos chegou perto da fronteira em alguns pontos, porém como privilegia a diversidade
nao consegue chegar perto fronteira em todas as regioes, devido aos 6timos locais.

Em resumo, os algoritmos com menor nimero de enxames obtiveram melhor con-
vergéncia e evitaram mais 6timos locais. No entanto, a configuracao com 30 enxames
obteve bons resultados para o menor nimero de objetivos e obteve maior diversidade.
Para obter o melhor desempenho para este problema, é sugerida a utilizacgao de um alto
nimero de enxames, porém utilizando mais particulas em cada enxame.

Para o DTLZ7, I-Multi Extremos obteve um comportamento semelhante ao obtido
quando aplicado ao DTLZ2. A medida que o numero de objetivos aproximou-se do niimero
de enxames, o algoritmo piorou o desempenho. Observando GD, IGD e LD, para 3
fungoes objetivos, as configuragoes com 3 eb enxames apresentaram bons resultados. No
entanto, quando o ntimero de objetivo cresceu, esses algoritmos sofreram uma deterioragao
grande, tanto em termos de convergéncia quanto em diversidade. Assim, para os demais
niumeros de objetivos a configuragao com 30 enxames obteve os melhores resultados. Para
o indicador Convergence, todos os diferentes niimeros de enxames obtiveram um resultado
semelhante. Cada configuragao se aproximou de pelo menos uma fronteira desconexa e
todos tiveram resultados equivalentes para esse indicador. Observando a Figura 7.46,

todas as configuracoes apresentaram deterioracao dos indicadores quando o nimero de
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Figura 7.45: Valores médios de GD, IGD, LD e Convergence para o I-Multi Extremos,
DTLZ6.

objetivos cresceu, mesmo a configuracao com 30 enxames. Isso ocorre devido ao alto
numero de subfronteiras desconexas do problema DTLZ7 com muitos objetivos.

Em resumo, o I-Multi Extremos funciona bem quando o nimero de enxames é me-
nor que o nimero de funcoes objetivo. Quando isto acontece, o algoritmo aumenta a
convergéncia em dire¢ao a cada dimensao do espaco de busca, mas também possui boa
diversidade, devido as sementes escolhidas de forma aleatéria. Devido a essa questao,
para muitos objetivos, os melhores resultados sao obtidos utilizando um conjunto grande
de enxames. Em geral, quanto maior o niimero de enxames, maior ¢ a diversidade de pes-
quisa. Este comportamento, por vezes, evita uma boa convergéncia, como no problema
DTLZ6. No entanto o aumento do niimero de particulas em cada enxame pode introduzir
maior convergéncia ao algoritmo.

A ultima variante analisada é o de I-Multi Aleatério. Diferente das variantes anteriores,

esta abordagem nao extrai qualquer informacao adicional a partir do conjunto inicial de
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DTLZ2 DTLZ4
Obj | Swarms GD IGD LD Con GD IGD LD Con
3 3 5,69E-04 | 2,99E-03 7,18E-01 2,10E-03 1,02E-03 6,36E-01
5 7,04E-04 1,68E-03 4,76E-01
10 1,06E-03 4,45E-04 1,67E-01 6,18E-03 3,56E-03
30 4,50E-03 4,39E-03 1,01E-03
5 3 2,49E-03 8,25E-03 1,25E4+00 1,52E-03 1,00E+00
5 3,03E-03 2,76E-03 9,26E-01 8,72E-04 7,72E-01
10 2,16E-03 1,49E-03 6,35E-01 1,29E-02 5,81E-03
30 1,61E-02 6,93E-03 2,34E-03
10 3 1,00E-02 8,65E-03 1,23E4+00 | 5,96E-02 1,94E-03 1,40E+00
5 6,83E-03 7,35E-03 1,14E+00 | 3,85E-02 1,48E-03 1,23E+00
10 4,10E-03 2,17E-03 8,25E-03 | 7,55E-04
30 7,14E-03
20 3 1,29E-02 9,84E-03 1,22E+00 1,15E-01 3,10E-03 1,41E+00
5 1,09E-02 8,58E-03 1,15E4+00 | 9,08E-02 2,54E-03 1,40E+00
10 8,11E-03 6,42E-03 9,60E-01 7,28E-02 7,97E-03 1,95E-03 1,33E+00 7,89E-03
30 8,53E-03 7,14E-03
DTLZ6 DTLZ7
Obj GD IGD LD Con GD Con
3 2,28E-03 2,24E-03 4,36E-01 2,33E-07 4,63E-04
5,82E-06 2,00E-03 4,17E-01 2,13E-07
4,03E-06 5,06E-04 1,10E-01 5,79E-03 1,46 E+00
5,11E-04 | 5,38E-03 1,39E+00
5 5,42E-01 3,25E-03 | 8,63E-03 | 2,66E+00
4,63E-01 5,83E-03
5,98E-03
1,85E-01
10 1,42E-01 6,61E-03 1,09E+00 | 3,85E-02 2,28E-02 | 2,09E-02 | 5,53E+00
e o1 LosE.03 | 13302 | 407EL00
1,31E-02
20 5,04E-02 | 2,40E-02 | 7,93E-+00 8,29E-01

8,03E-02

8,70E-03 | 1,41E+00 | I1,21E-01
8,47E-03 | 1,39E+00 | 1,28E-01

3,98E-02
3,02E-02

2,14E-02

7,46E+00

7,75E-01
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Figura 7.46: Valores médios de GD, IGD, LD e Convergence para o I-Multi Extremos,
DTLZT7.

solugoes nao dominadas para obter as sementes. Para o I-Multi Centroid, a busca pode
ser limitada pelo algoritmo de agrupamento. Um agrupamento ruim pode gerar sementes
iniciais ruins para cada enxame. Para o I-Multi Extremos, o nimero de enxames influencia
a pesquisa, uma vez que, se o nimero de enxames é menor do que o nimero de fungoes
objetivo, o algoritmo nao funciona bem. O I-Multi Aleatério introduz uma abordagem
mais simples, em que as sementes de cada enxame sao selecionados aleatoriamente a
partir do conjunto inicial de solugoes. Os resultados sao apresentados na Tabela 7.20 e
nas Figuras 7.47 a 7.50.

Para DTLZ2, a configuragao com 30 enxames obteve os melhores resultados em termos
de convergéncia e diversidade. Ela obteve os melhores valores para GD, IGD e LD para
quase todas os nimeros de funcoes objetivo. Os resultados da medida Convergence foram
semelhantes para quase todos os nimeros de enxames. Isto mostra, para DTLZ2, que

um pequeno numero de solugoes em cada sub-swarm nao ha necessariamente uma grande
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perda na convergéncia em direcao a Fronteira de Pareto. A Figura 7.47 mostra que a
configuragao com o maior nimero de enxames controlou melhor a degradacao das medidas
de qualidade. Em resumo, para DTLZ2, quanto maior o nimero de enxames, melhor é
a busca. Além disso, o processo aleatério de escolha de sementes foi suficiente para o

algoritmo geracao de uma PF,,,,, diversificada.
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Figura 7.47: Valores médios de GD, IGD, LD e Convergence para o I-Multi Aleatério,
DTLZ2.

Para o DTLZ4 os resultados foram semelhantes as demais variantes do I-Multi. Mais
uma vez, as configuracées com menor nimero de enxames ficaram presas na regiao mais
densa do espago de objetivos. A configuragoes com 3 e 5 enxames obtiveram os melhores
valores de GD e Convergence, mas os piores valores de IGD e LD. As configuragoes com
10 e 30 enxames apresentaram os melhores IGD e LD. Isso mostra que essas configuracoes
evitaram as regides mais densas e cobriram diferentes areas do espaco de objetivos. No en-
tanto, essas configuracoes perderam poder de convergéncia quando o niimero de objetivos

cresceu, como observado na Figura 7.48. Em resumo, as variantes com maior niimero de
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enxame foram melhores para DTLZ4, no entanto, recomenda-se uma execugao com mais
solugoes em cada enxame para introduzir maior convergéncia na busca. Na Figura 7.48
pode-se ver o comportamento do I-Multi Aleatério para o DTLZ4. Os enxames menores
controlam melhor a deterioracao das medidas de convergéncia, enquanto que os maiores
enxames tiveram uma menor deterioracao das medidas de diversidade, quando o niimero

de objetivos cresceu.
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Figura 7.48: Valores médios de GD, IGD, LD e Convergence para o I-Multi Aleatério,
DTLZ4.

Para DTLZ6 as configuragoes com 10 e 30 enxames obtiveram os melhores valores
para as medidas de diversidade (melhores valores do IGD e LD). Observando o GD, as
configuragoes com 5 e 10 enxames obtiveram os melhores resultados, especialmente para
os maiores niumero de fungoes objetivo. Mais uma vez, a configuracao com 30 enxames
obteve o melhor valor de Convergence para quase todas as fungoes objetivo. Assim como
nos outros algoritmos I-Multi, essa configuracao obteve boa diversidade, porém nao evitou

alguns 6timos locais em algumas regices da fronteira (melhor Convergence, porém perde no
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GD). Além disso, essa configuracao obteve resultados muito bons para 3 fungdes objetivo.
Em resumo, nenhuma das configuragoes obteve destaque. As configuragoes com 10 e
30 enxames apresentaram um bom resultado, mas recomenda-se aumentar o ntimero de
solugoes em cada enxame para evitar os 6timos locais. Na Figura 7.49 |, pode-se observar
que o algoritmo com 30 enxame conseguiu controlar bem a diversidade da pesquisa (menor

deterioragao para IGD e LD) e também os bons resultados da configuragdo 10 enxames.
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Figura 7.49: Valores médios de GD, IGD, LD e Convergence para o I-Multi Aleatério,
DTLZ6.

Para o tltimo problema, DTLZ7, a configuracao com 30 enxames apresentou os me-
lhores resultados. Da mesma forma que as outras variantes do I-Multi, essa configuracao
obteve os melhores resultados em termos de diversidade e convergéncia. Porém quando o
nimero de fronteiras desconexas se torna grande, todas as variantes sofreram uma grande
deterioragao (Figura 7.50). O algoritmo com 30 enxames obteve os melhores valores de
GD e IGD para quase todos os nimeros de objetivos. Ele também conseguiu um bom

valor para o LD. Em resumo, quanto maior o niimero de enxames, melhores sao os resul-
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tados para um problema com fronteiras desconexas. O maior nimero de enxames facilita
a cobertura dos diferentes subfronteiras. Um importante aspecto do I-Multi Aleatorio é
que foi possivel cobrir diferentes subfronteiras utilizando a selecao das sementes de forma
aleatéria. A Figura 7.50 mostra que com 30 enxames pode-se controlar melhor a dete-
rioracao dos indicadores quando o nimero de objetivo cresce. Porém também é possivel

observar que esses valores tornam-se semelhantes para um nimero alto de objetivos.
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Figura 7.50: Valores médios de GD, IGD, LD e Convergence para o I-Multi Aleatério,
DTLZ7.

Fazendo uma anélise conjunta de todos os diferentes problemas, pode-se concluir que
para o algoritmo I-Multi Aleatério, quanto maior é o numero de enxames, melhor é
o desempenho. Em quase todos os diferentes cendrios, as configuragoes com os maiores
numeros de enxames obtiveram os melhores resultados. Além disso, a estratégia de selecao
de sementes de forma aleatoéria foi suficiente para realizar a busca em diferentes areas do
espaco e obter bons valores para as medidas de diversidade.

Por fim, observando os resultados dos diferentes esquemas de escolha de semente, na
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DTLZ2 DTLZ4
Obj | Swarms GD IGD LD IGD LD
3 3 5,40E-03 | 1,02E+00 1,43E-03 | 7,50E-01
5 7,68E-04 | 3,19E-03 | 7,33E-01 4,45E-01
10 1,15E-03 | 6,35E-04 | 2,77E-01 | 6,42E-03
30 4,80E-03
5 3 4,15E-03 | 6,14E-03 | 1,07E-+00 1,16E-03 | 8,75E-01
5 3,35E-03 | 4,12E-03 | 9,34E-01 5,71E-04 | 6,81E-01
10 2,35E-03 | 1,55E-03 | 5,84E-01 5,31E-03 1,77E-03
10 3 7,15E-03 | 6,02E-03 | 1,11E+00 1,24E-03 | 1,17E400
5 5,95E-03 | 4,19E-03 | 9,74E-01 7,69E-04 | 8,95E-01
10 3,87E-03 | 2,20E-03 3,17E-03
30 3,66E-03
20 3 6,64E-03 | 5,95E-03 | 1,14E-+00 2,16E-03 | 1,36E+00
5 5,40E-03 | 3,57E-03 | 9,60E-01 1,31E-03 | 1,12E+00 | 4,46E-03
10 4,10E-03 | 2,05E-03 | 7,63E-01 6,26E-03 5,64E-03
30 7,19E-03 6,75E-03
DTLZ6 DTLZ7
Obj | Swarms GD IGD LD Con GD IGD LD Con
3 3 5779E-06 | 1,89E-03 | 3,31E-01 1,30E-02 | 2,45E400
5 6,34E-04 | 1,99E-03 | 3,79E-01
10 3,68E-06
30 9,69E-04
5 3 4,31E-03 | 7,83E-01 3,97E-03 | 1,48E-02 | 3,65E+00
5 2,94E-03 | 5,84E-01 3,83E-03 | 1,34E-02 1,92E-02
10 3,67E-03 | 1,18E-02
30
10 3 6,49E-03 | 1,02E+00 2,42E-02 | 1,99E-02 | 5,79E+00
5 6,24E-03 | 1,02E+00 2,19E-02 | 1,78E-02
10 1,86E-02 | 1,53E-02
30 1,15E-01
20 3 1,43E-01 | 8,68E-03 | 1,35E400 5,33E-02 | 2,76E-02 7,83E-01
5 6,66E-03 | 1,05E+00 4,88E-02 | 2,29E-02
10 4,26E-02
30 1,01E-01

maioria dos cendrios as configuragoes com maiores numeros de enxames se destacaram.

Assim, nos préximas etapas desse conjunto de experimentos sera adotado o nimero de

30 enxames para o algoritmo [-Multi. A préxima segao irda confrontar as trés aborda-

gens diferentes do I-Multi com o objetivo de observar qual delas apresentou o melhor

desempenho em cada cenario diferente. Além disso, serd analisado o objetivo principal

do I-Multi: compor diferentes algoritmos de arquivamento através de multiplos exames

é melhor que utilizar os métodos separadamente em um algoritmo MOPSO. Com esse

proposito, as diferentes abordagens do I-Multi sao comparadas com o algoritmo SMPSO

com o Arquivador Ideal e com o Arquivador MGA.
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7.2.8 I-Multi versus métodos de arquivamento

Nesse experimento as trés variantes de I-Multi sd@o confrontadas entre si e com algoritmos
MOPSO utilizando o Arquivador Ideal e o Arquivador MGA [9]. As segbes anteriores
discutiram a influéncia dos parametros do I-Multi em cenérios com muitas fungoes obje-
tivo. A partir desses experimentos os parametros selecionados foram: regiao de busca foi
definida inicialmente em 0, 5 e reduzida proporcionalmente em cada iteragao para 0,1. O
numero de iteragoes de particionamento foi definido como 5. Para o nimero de enxames,
em geral, quanto maior o nimero de enxames, melhor é o desempenho do algoritmo, para
todas as variantes. Portanto, neste conjunto de experimentos o niimero de enxames para
[-Multi foi definido como 30 enxames, para todos os problemas. A unica excecao foi para
o [-Multi Centroid , para o problema DTLZ4. Nesta situacao sao usados 5 enxames.

As trés variantes do I-Multi sao comparadas com o algoritmo SMPSO com o Arqui-
vador Ideal (chamado aqui Ideal) e o SMPSO com o Arquivador MGA (chamado aqui
MGA). Ambos os algoritmos foram executados com o mesmo conjunto de parametros,
diferindo apenas pelo método de arquivamento. Os parametros base do SMPSO sao apre-
sentados na Tabela 7.1. A populagao foi limitada a 200 particulas, o tamanho N do
arquivo foi definido com 200 solugoes. O método de escolha do lider é o mesmo utili-
zado pelo SMPSO, escolha do lider por distancia de Crowding. Esses algoritmos foram
executados com o mesmo numero de avaliagoes de fitness realizado pelo I-Multi (obtida
através das configuracoes descritas no paragrafo anterior): um total de 385850 avaliagoes
de fitness. Todos os algoritmos foram executados 30 vezes independentes.

Esse conjunto de experimentos ird observar se o I-Multi supera os algoritmos MOPSO
tradicionais e se a combinacao de arquivadores produz uma melhora na busca, tanto em
termos de diversidade, quanto de convergéncia. Além disso, serd feita uma analise de
qual variante do I-Multi tem o melhor desempenho em cada cendario. Os resultados sao
apresentados na Tabela 7.21 e nas Figuras 7.51 e 7.54.

O primeiro problema analisado ¢ o DTLZ2. Observando GD, as diferentes variantes
do I-Multi apresentaram um resultado muito semelhante ao Ideal. Ideal obteve o melhor

resultado das medidas de convergéncia para quase todos os niimeros de objetivos. Como
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esse método favorece a convergéncia sobre a diversidade espera-se um bom valor de GD e
Convergence. No entanto, pelo menos uma variante I-Multi obteve um valor equivalente
de GD, para cada um dos nimeros de objetivos. Além disso, o algoritmo I-Multi sofreu
uma menor deterioracao do indicador GD quando o nimero de objetivos cresceu (ver
Figura 7.51(a)) e apresentou o melhor valor desse indicador para 20 fungoes objetivo. Os
resultados do I-Multi Extremos e do I-Multi Aleatério podem ser destacados. O I-Multi
Extremos apresentou resultados muito bons para 3 , 5 e 10 nimeros de objetivos. No
entanto, como discutido antes, ele perde o desempenho quando o nimero de objetivos se
aproxima do numero de enxames. Para a medida de Convergence, a Ideal conseguiu o
melhor resultado para todos os nimeros de objetivo. Algoritmo MGA obteve um valor
pobre de GD e Convergence quando comparado aos demais. Analisando as medidas de
diversidade, IGD e LD, novamente o I-Multi obteve um resultado muito bom. I-Multi
Extremos e I-Multi Aleatério obtiveram os melhores valores para ambas as medidas, mas,
novamente, [-Multi Extremos perdeu desempenho para um ntumero elevado de funcoes
objetivo. I-Multi Centroid também obteve um bom valor de LD, equivalente as outras
variantes para quase todos os nimeros de objetivos. Em geral, o I-Multi controlou bem a
deterioragao da diversidade (Figuras 7.52(b) e 7.51(c)). O MGA também obteve um bom
valor de IGD e controlou bem a deterioragao, mas foi superado pelo I-Multi.

Em resumo, para DTLZ2, o I-Multi obteve o melhor resultado, especialmente o I-Multi
Aleatorio. Combinando as diferentes abordagens de arquivamento foi possivel melhorar os
resultados do algoritmo MOPSO em termos de convergéncia e de diversidade. As variantes
do I-Multi apresentaram resultados semelhantes aos do Ideal em termos de convergeéncia e
superaram o0 MGA em termos de diversidade. As trés variantes obtiveram caracteristicas
de diversidade semelhantes, no entanto o I-Multi Centroid nao obteve o mesmo poder
de convergéncia que as outras variantes. A abordagem aleatdria provou ser muito eficaz,
uma vez que foi possivel a obtencao de uma boa convergéncia e boa diversidade usando
essa estratégia.

O segundo problema é o DTLZ4. Mais uma vez, o algoritmo I-Multi superou tanto o

Ideal e 0 MGA. O Ideal obteve os melhores valores de GD e Convergence para quase todas
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Figura 7.51: Valores médios de GD, IGD, LD e Convergence para o problema DTLZ2,
[-Multi x MGA x Ideal.

as fungoes objetivo, porém apresentou um valor baixo para as medidas de diversidade.
Isso mostra que o algoritmo ficou preso na regiao mais densa da fronteira de Pareto. O
[-Multi também obteve um bom valor de GD e Convergence, mas foi superado pelo Ideal
em quase todos os numeros de objetivos. Tanto o Ideal quanto as diferentes variantes
do I-Multi controlaram bem a deterioragao das medidas de convergéncia (Figuras 7.52(a)
e 7.52(d)). As trés variantes de I-Multi apresentaram os melhores valores de IGD e
LD e controlaram melhor a deterioragao da diversidade (Figuras 7.52(b) e 7.52(c)). O I-
Multi Aleatério obteve os melhores resultados de IGD e LD para quase todos os niimeros
de funcoes objetivo, especialmente para as maiores dimensoes. I[-Multi Extremos teve
bons resultados, mas perdeu desempenho quando o nimero de objetivos cresceu. I-Multi
Centroid teve um resultado semelhante ao I-Multi Aleatério, mas foi superado nas maiores
dimensoes. MGA teve valores de GD ruins e foi superado por I-Multi em termos de

diversidade.
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Em resumo, para DTLZ4, o I-Multi foi novamente mais eficaz. Ele obteve a melhor
diversidade, o que representa que evitou melhor a regiao mais densa do DTLZ4. Ele
também obteve bons valores de GD. I-Multi Aleatério foi o melhor algoritmo, seguido de

perto pelo I-Multi Centroid.
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Figura 7.52: Valores médios de GD, IGD, LD e Convergence para o problema DTLZ4,
[-Multi x MGA x Ideal.

DTLZ6 apresentou as principais dificuldades ao I-Multi. O algoritmo foi capaz de obter
boa diversidade, mas sofreu alguns problemas com multiplos étimos locais. Todas as trés
variantes nao tiveram os melhores valores de GD e Convergence. Para o GD, Ideal obteve
os melhores valores para quase todos os numeros de fungoes objetivo. Esse algoritmo
também controlou melhor a deterioracao no valor dos indicadores (Figura 7.53(a)). As
trés variantes de [-Multi obtiveram um valor semelhante de GD, pior do que o Ideal,
mas melhor do que MGA. I-Multi Centroid e I-Multi Extremos também tiveram um bom
valor para o indicador Convergence para 3, 5 e 10 fungoes, mas MGA obteve o melhor

resultado para 20 objetivos. Observando as medidas de diversidade, IGD e LD, o I-Multi
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apresentou melhores resultados para todos os niimeros de objetivos. Nesse problema, o I-
Multi Centroid obteve bons resultados em comparacao com as outras variantes e controlou
melhor a deterioracao (Figuras 7.53(b) e 7.53(c)).

Em resumo, o algoritmo I-Multi obteve um resultado equivalente ao Ideal e ao MGA.
Ele foi superado em termos de convergéencia pelo Ideal, mas obteve uma melhor diversi-
dade. Também apresentou um resultado equivalente ao MGA em termos de diversidade,
porém obteve melhor convergéncia. Entre as variantes do I-Multi, o I-Multi Centroid
apresentou os melhores resultados e controlou melhor a diversidade e convergéncia. No
entanto, o I-Multi enfrentou mais problemas no DTLZ6 e nao apresentou os mesmos bons
resultados obtidos no DTLZ2 e DTLZ4. Uma solugao possivel é aumentar o niimero de

solugoes em cada enxame. Fazendo isso, espera-se que o algoritmo evite mais 6timos

DTLZ6 DTLZ6
200601 200803
1001 800£03
16001 o005
140E01
50003
120E01
500803
o toeor fa)
Q O sooens
s00E02
300803
6500E 02
4.00E-02 200503
200802 1.00E03
0008400 000800
0 1 2 3 4 5 8 7 &8 9 0 1 12 13 14 15 1w 7 48 19 2 0 1 2z 3 4 5 & 7 & ¢ W 11 12 13 14 15 8 7 @ 19 2
Numero de fungdes objetivo Numero de fungdes objetivo
= Extremes - Centroid  Aleatério -+«Ideal +=MGA = Extremes - Centroid — Aleatério -+Ideal +=MGA
(a) GD (b) IGD
DTLZ6 DTLZ6

1.60E+00 120801

1.408400

1.00E01
1208400

8.00E.02
1.00E+00

8.00E01 B.00E02

LD

8.00E01
4.00E.02

400E01
¥ 200802
200601
s

0.00E400 0.00E400
0O 1 2 3 4 5 & 7 8 9 10 M 12 13 1 15 1 17 1B 19 20 o 1 2 3 4 5 & 7T 8 9 1 11 12 13 14 15 16 17 18 19 20

Convergence

Numero de fungdes objetivo Numero de fungdes objetivo
= Extremes - Centroid — Aleatério +Ideal +=MGA = Extremes - Centroid — Aleatério +Ideal +=MGA
(c) LD (d) Convergence

Figura 7.53: Valores médios de GD, IGD, LD e Convergence para o problema DTLZ6,
[-Multi x MGA x Ideal.

Finalmente, com o DTLZ7 podemos observar como cada algoritmo trabalha com uma
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fronteira de Pareto desconexa. Aqui, o I-Multi superou tanto o Ideal quanto o MGA.
Observando o GD e Convergence, o I-Multi obteve os melhores valores para quase todos
os numeros de objetivos. Além disso, I-Multi Extremos e I-Multi Centroid superaram o
[-Multi Aleatério. Nas Figuras 7.52(a) e 7.52(d) pode-se notar que o I-Multi sofreu uma
menor deterioragao que o Ideal e 0 MGA. Para as medidas de diversidade, de novo, o
[-Multi apresentou melhores resultados que os outros algoritmos. Tanto o I-Multi Extre-
mos quanto o I-Multi Centroid obtiveram os melhores valores de IGD e LD, para quase
todas as funcoes objetivo. Isso representa que esses algoritmos abrangeram uma maior
quantidade de subfronteiras desconexas, especialmente o I-Multi Centroid. No entanto,
quando o nimero de objetivos aumenta, o nimero de subfronteiras desconexas torna-se
muito alto. Uma vez que ha varias subfronteiras a serem cobertas, o nimero de enxames
é insuficiente para cobrir a fronteira de Pareto inteira e o [-Multi apresentou um resultado
Equivalente a0 MGA em termos de diversidade. Nas Figuras 7.53(b) e 7.53(c) pode-se
observar que as trés variantes de I-Multi apresentaram uma grande deterioragao dos in-
dicadores para as maiores dimensoes do espago de objetivos, especialmente em termos de
LD (o que representa que a PF,,.,, estd mais afastada de algumas regides da PF,.q).
Em resumo, o I-Multi obteve um melhor desempenho do que o MGA e o Ideal para um
problema com fronteira desconexa, tanto em termos de convergéncia e diversidade. No
entanto esse algoritmo perde desempenho em dimensoes muito grandes. I-Multi Centroid
obteve os melhores resultados em termos de diversidade. Uma vez que as solugoes estao
desconectadas no espaco de objetivos, a estratégia de encontrar grupos mostrou-se ser
mais eficiente. Uma possivel maneira de melhorar os resultados do I-Multi Centroid no
DTLZ7, é a implementacao de um mecanismo que permite que o algoritmo explore gru-
pos diferentes em cada iteracao do algoritmo de particionamento. Além disso, aumentar
o numero de enxames e utilizar um melhor algoritmo de agrupamento pode melhorar os
resultados.

Em resumo, usando uma estratégia cooperativa com multiplos enxames buscando unir
as qualidades do arquivador MGA do arquivador Ideal, mostrou ser uma boa maneira de

lidar com a Otimizacao com Muitos Objetivos. Através da analise de diferentes cenérios
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Figura 7.54: Valores médios de GD, IGD, LD e Convergence para o problema DTLZ7,
[-Multi x MGA x Ideal.

com problemas com muitos objetivos, o algoritmo proposto, I-Multi, superou os algorit-
mos que usam apenas os arquivadores Ideal ou MGA. Combinando as propriedades de
diversidade de MGA (para criar um conjunto de solugoes inicial diversificado) com uma,
busca multi-swarm com o arquivador Ideal (com o objetivo de obter maior convergéncia)
melhorou os resultados, tanto em termos de diversidade e convergéncia.

As trés diferentes variantes I-Multi propostas obtiveram bons resultados e cada um
se destacou em diferentes cenarios. O I-Multi Aleatorio foi mais eficaz no DTLZ2. Esse
algoritmo também se destacou no DTLZ4, onde foi mais eficaz em evitar a regiao mais
densa. Também para esse problema, o [-Multi Centroid obteve um bom resultado, se-
melhante ao I-Multi Aleatério. A abordagem I-Multi Centroid se destacou no problema
DTLZ7. A estratégia de agrupamento das solugoes na geracao das sementes foi eficaz
para a uma melhor cobertura da fronteira de Pareto desconexa. O I-Multi Extremos,

em geral, apresentou bons resultados. Ele combina uma estratégia que utiliza algumas



195

Tabela 7.21: Resultados dos indicadores para a andlise dos algoritmos com miltiplos

enxames
DTLZ2 DTLZ4
Obj | Algorithms GD 1IGD LD Con GD IGD LD Con
3 I-Extremes 4,50E-03 4,39E-03 1,01E-03
I-Centroid | 1,05E-03 7,72E-03 | 3,33E-03
I-Random | 5,95E-04 4,80E-03 | 3,90E-03 2,41E-01 | 1,08E-03
Ideal 6,20E-03 | 1,22E+00
5 I-Extremes 1,61E-02 6,93E-03 2,34E-03
I-Centroid 2,28E-02 | 7,29E-01 1,83E-03
I-Random ,71E-01 | 1,66E-02 | 6,30E-03 2,12E-03
Ideal 5,82E-03 | 1,21E400 1,84E-03
Mga ,50E-01 | 2,34E-02 | 1,04E-02
10 | I-Extremes 1,83E-02 | 7,14E-03 3,75E-03
I-Centroid 3,06E-02 | 9,47E-03
I-Random 2,15E-02 | 7,46E-03 3,66E-03
Ideal 6,55E-03 | 1,28E+400 1,84E-03
Mga 3,34E-02 | 2,51E-03 2,79E-02 | 1,87E-02
20 | I-Extremes | 3,42E-03 | 1,56E-03 2,21E-02 | 8,53E-03 7,14E-03
I-Centroid 1,64E-03 3,34E-02 | 7,39E-03 5,21E-03
I-Random 1,94E-02 | 7,19E-03 6,75E-03
Ideal 5,33E-03 | 5,54E-03 | 1,19E-++00 3,42E-03 | 1,30E+00
Mga 3,91E-02 | 2,53E-03 | 8,88E-01 | 3,32E-02 | 2,56E-02 || 148E-03 | 8,90E-01 | 3,64E-03
DTLZ6 DTLZ7
Obj | Algorithms GD IGD LD Con GD IGD LD Con
3 | I-Extremes | 2,79E-06 5,38E-03 | 1,39E+00
I-Centroid
I-Random | 2,77E-06 9,09E-03 | 1,98E+00
Ideal 7,76E-06 | 2,30E-03 | 3,94E-01 | 4,49E-07 2,24E-02 | 3,56E+00
Mga 7,62E-06 3,00E-07 4,77E-04
5 | I-Extremes | 1,85E-01
I-Centroid 1,70E-01
I-Random | 1,28E-01 2,59E-01 3,25E-03 || 8,59E-03 | 2,80E-+00
Ideal 4,12E-01 6,11E-03 || 3,89E-02 | 6,51E+00 | 2,32E-02
Mga 3,48E-01 7,73E-03 || 5,15E-03 | 1,82E+00 | 2,39E-02
10 I-Extremes 1,08E-01
I-Centroid | 9,50E-02
I-Random | 1,15E-01 | 3,56E-03 | 6,65E-01 | 9,80E-05 | 1,43E-02 || 1,15E-02
Ideal 5,48E-02 || 6,67E-02 | 1,10E4+01 | 2,80E-01
Mga 3,99E-01 5,42E-02 || 1,35E-02 | 5,55E400 | 3,21E-01
20 | I-Extremes | 8,03E-02 3,74E-02
I-Centroid | 8,18E-02 8,50E-03
I-Random | 1,01E-01 | 4,08E-03 | 7,01E-01 | 1,00E-01 | 3,01E-02 6,95E+00
Ideal 1,03E-02 | 1,52E-01 || 9,45E-02 | 1,73E+01 | 1,41E400
Mga 1,53E-01 || 2,85E-02 | 8,78E+00 | 1,02E+00

informagoes sobre as solugoes anteriores (guiando alguns enxames para os extremos) com

a abordagem aleatdria. Essa fusao apresentou uma abordagem robusta que gerou bons

resultados para problemas diferentes, como DTLZ2 e DTLZ7. Contudo, essa abordagem

sofre uma deterioragao grande quando o nuimero de objetivos se aproxima do ntimero

de enxames, uma vez que apenas os extremos sao tratados nesta situacao. A principal

dificuldade do I-Multi foi enfrentada no DTLZ6. Todas as estratégias foram incapazes

de evitar os 6timos locais e geraram uma P Fy,,., com baixa convergéncia em direcao a

PF’real-
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7.3 Discussao dos resultados

Esta secao apresenta um resumo das andlises empiricas apresentadas neste capitulo. Essa
discussao aborda duas diferentes visoes dos resultados, a primeira destacando quais foram
os melhores métodos para cada conjunto de experimentos executados e a segunda discu-
tindo quais foram os melhores algoritmos para cada problema separadamente. A seguir
serao apresentadas as conclusoes de cada conjunto de experimentos.

O primeiro conjunto de experimentos avaliou as técnicas baseadas em novas relagoes
de preferéncia. Nesse contexto, o algoritmo CDAS-MOPSO apresentou os melhores re-
sultados. Esse algoritmo consegue obter bons resultados em termos de convergéncia e
diversidade mesmo quando utilizado em problemas com grandes dimensoes no espaco de
objetivos. Uma limitacao do CDAS-MOPSO refere-se a escolha do parametro S;. Nem
sempre o mesmo valor do parametro consegue obter os melhores resultados em termos
de convergeéncia e diversidade, sendo necessario definir o valor do parametro dependendo
do contexto que o algoritmo serd utilizado. Além disso, apesar dessa técnica reduzir
a deterioracao da busca também em termos de diversidade, o CDAS-MOPSO privile-
gia convergéncia. As técnicas de ranking propostas conseguiram reduzir a deterioragao
quando utilizadas em um algoritmo MOPSO, mas seus resultados foram superados pelo
CDAS-MOPSO.

Os métodos de arquivamento foram propostos com o objetivo de melhorar o resul-
tado de algoritmos MOPSO explorando uma caracteristica importante desses algoritmos.
Dentre os algoritmos propostos, o Arquivador Hiperplano e o Arquivador Ideal se des-
tacaram. Esses métodos mostram um grande poder de convergéncia, inclusive quando
aplicados em problemas com muitos objetivos. O Arquivador Distribuido conseguiu bons
resultados em termos de diversidade, especialmente em um problema com uma fronteira
desconexa. Além disso, foi mostrado que o Arquivador Hiperplano guia a busca do al-
goritmo MOPSO para uma regiao proxima do ponto de referéncia escolhido. Por fim,
um algoritmo MOPSO utilizando o Arquivador Ideal e diferentes métodos de escolha de
lider se mostrou competitivo com o CDAS-MOPSO, com a vantagem que nao é necessaria

a escolha de uma parametro extra. Porém, da mesma forma que na andlise do CDAS-
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MOPSO, tanto arquivadores proposto nesta tese, quanto os arquivadores da literatura,
privilegiaram a busca em termos de convergéncia ou em termos de diversidade. Nao foi
possivel a definicao de um método que consiga melhorar os resultados de um algoritmo
MOPSO em ambos os aspectos.

Visando produzir um algoritmo MOPSO que consiga bons resultados tanto em termos
de convergéncia quanto em diversidade, esta tese explorou uma abordagem com multiplos
enxames. Assim, foi proposto um algoritmo, chamado de I-Multi, que compoe diferentes
métodos de arquivamento através de um algoritmo multi-swarm. Nesse algoritmo foram
utilizados os métodos de arquivamento Ideal e MGA. A anédlise empirica apresentada
neste capitulo, configurou os principais parametros do algoritmo. Nessa configuracao,
uma conclusao importante é que em geral, quanto maior é o nimero de exames, melhor é
o resultado do algoritmo. Além da configuracao dos parametros, diferentes variantes do
[-Multi foram confrontadas com um algoritmo MOPSO usando o Arquivador Ideal e com
o Arquivador MGA. Os resultados mostraram que o algoritmo com miltiplos enxames
que combina os métodos de arquivamento supera os algoritmos que utilizam os métodos
de arquivamento separadamente. O [-Multi conseguiu melhorar os resultados dos arqui-
vadores tanto em termos de convergéncia e diversidade para a maioria dos cenarios com
muitos objetivo.

A segunda andlise refere-se a cada problema separadamente. Como discutido na
Secao 7.1.2 os problemas de benchmark da familia DTLZ utilizados possuem diferente
caracteristicas. Nas se¢oes anteriores foi discutido como cada algoritmo se comportou
em cada cenario. Essa discussao ird apresentar um conclusao geral sobre cada problema
DTLZ.

O primeiro problema utilizado foi o DTLZ2. Esse problema ¢é utilizado para medir
a escalabilidade dos algoritmos quando o nimero de fungoes objetivo cresce. Para esse
problema, os algoritmos que privilegiam a convergéncia se destacaram. Os algoritmos
CDAS-fronteira e os métodos de arquivamento Ideal e Hiperplano obtiveram bons resul-
tados em termos de convergéncia no problema DTLZ2 mesmo com muitas fungoes obje-

tivo. O algoritmo que apresentou os melhores resultados nesse problema foi o I-Multi que
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superou o arquivador Ideal em termos de convergéncia e o arquivador MGA em termos de
diversidade. Em resumo, métodos que escolheram uma regiao do espaco de objetivos para
cobrir conseguiram bons resultados no DTLZ2. Além disso, o uso de multiplos enxames
possibilitou uma melhora tanto tem termos de convergéncia, quanto de diversidade.

O problema DTLZ4 introduziu as maiores dificuldades para os algoritmos propostos
nessa tese. Esse problema possui um regiao do espago de objetivos mais povoada. Essa
caracteristica do problema induz a busca dos algoritmos a encontrarem somente pontos na
regiao povoada e nao cobrirem toda a fronteira de Pareto. Para esse problema, o CDAS-
fronteira nao obteve bom resultado, pois o uso da técnica CDAS guiou os o algoritmo para
a regiao mais povoada da fronteira de Pareto. Da mesma forma que no CDAS-fronteira,
o arquivador Ideal também ficou preso na regiao mais povoada, porém, o arquivador
Hiperplano obteve bons resultados em termos diversidade quando escolheu pontos de
referéncias nas regioes menos povoadas. O algoritmo I-Multi obteve os melhores resultados
em termos de diversidade e o uso de multiplos enxames se mostrou mais indicado para
evitar as regioes mas densas do espaco de objetivos. Em resumo, é possivel obter bons
resultados para o para um problema com uma regiao densa guiando a busca para regioes
especificas do espaco de objetivos. Porém se a regiao escolhida for a regiao mais povoada
o algoritmo tende a concentrar em poucos pontos e perde muita diversidade.

O problema DTLZ6 possui multiplos 6timos locais. Além disso, sua fronteira de
Pareto é definida por somente uma curva e nao toda a superficies da esfera. Nessa caso, os
principais algoritmos propostos nesse trabalho obtiveram bons resultados. Tanto o CDAS-
SMPSO quanto os métodos de arquivamento conseguiram bons resultados em termos de
convergencia, ou seja, conseguiram evitar os étimos locais. Além disso, pela simplicidade
do formato da fronteira de Pareto esses métodos obtiveram bons valores em termos de
diversidade. O algoritmo I-Multi teve maiores dificuldades nesse problema. A estratégia
de utiliza diferentes multiplos enxames foi 1til para cobrir uma maior parte da fronteira de
Pareto, porém, o algoritmo nao obteve um resultado tao bom em termos de convergéncia
e encontrou dificuldades em evitar alguns 6timos locais. Para um problema mais simples

com multiplos 6timos locais, a estratégia de escolher regioes do espaco de objetivos e guia
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0 enxames para essas regioes se mostrou a mais adequada.

Por fim, o problema DTLZ7 possui um fronteira de Pareto desconexa. O algoritmo
CDAS-SMPSO nao obteve bons resultados. A estratégia de limitar a regiao de busca nao
funcionou nesse cendrio e o algoritmo obteve resultados piores que o algoritmo SMPSO.
Os métodos de arquivamento proposto conseguiram bons resultados em termos de con-
vergéncia, porém cobriram poucas fronteiras desconexas. O algoritmo [-Multi obteve
os melhores resultados. A estratégia de utilizar multiplos enxames se mostrou util em
cobrir varias subfronteiras, além disso o algoritmo consegui bons resultados em termos
de convergéncia. Assim, para um problema com fronteiras desconexas a melhor aborda-
gem ¢ espalhar a busca por diferentes regioes do espaco de objetivos utilizando multiplos

enxames.

7.4 Consideracoes finais

Esta tese buscou propor novos métodos especialmente projetados para a metaheuristica
da Otimizacao por Nuvem de Particulas Multiobjetivo aplicada a Problemas com Mui-
tos Objetivos. As técnicas propostas exploram diferentes aspectos da busca de algorit-
mos MOPSO e buscaram enfatizar caracteristicas importantes desses algoritmos. Este
capitulo teve como objetivo validar todas as técnicas propostas através de diferentes
cenarios com problemas com muitos objetivos. Os experimentos utilizaram uma meto-
dologia que combinou diferentes Problemas de Otimizacao com Muitos Objetivos através
de andlises empiricas dos resultados de um conjunto de indicadores de qualidade. Nesta
andlise, buscou-se identificar o comportamento das técnicas em termos de convergéncia e
diversidade variando-se o niimero de objetivos dos problemas.

Fazendo uma andlise conjunta de todos os experimentos, conclui-se que as técnicas
especialmente projetadas para a Otimizagao com Muitos Objetivos melhoram os resulta-
dos da metaheuristica MOPSO neste contexto. Em geral, é mais facil conseguir um bom
resultado em termos de convergéncia, porém é possivel combinar diferentes técnicas com

o objetivo de também se obter uma boa diversidade.
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CAPITULO 8

CONCLUSOES

Esta tese de doutorado explorou novas estratégias para a Otimizacao por Nuvem de
Particulas, aplicadas na Otimizacao com Muitos Objetivos. Existem na literatura diversos
algoritmos que trabalham com problemas multiobjetivo, porém esses algoritmos enfrentam
diversos problemas quando esse nimero de objetivos cresce. Nosso trabalho estudou os
problemas enfrentados na Otimizacao com Muitos Objetivos.

Para o desenvolvimento dessas novas propostas, inicialmente este trabalho de douto-
rado executou uma pesquisa bibliografica através da leitura, discussao e implementacao
de diversos algoritmos publicados recentemente nas principais revistas e conferéncias da
area. Esses trabalhos relacionados abordaram temas como algoritmos evolucionédrios mul-
tiobjetivo, a otimizagdo por nuvem de particulas e a otimiza¢ao multi/muitos objetivos.

Através de um amplo estudo da area trés objetivos foram tragados: aplicar métodos da
Otimizacao com Muitos Objetivo em algoritmos MOPSO; desenvolver novos algoritmos e
métodos baseados na metaheuristica MOPSQO); efetuar uma analise empirica para validar
todos os algoritmos desenvolvidos. A partir desses objetivos, esta tese desenvolveu um
conjunto de métodos e algoritmos que buscaram explorar a criacao de novas relagoes de
preferéncias, métodos de arquivamento e miltiplos enxames.

Dentre a exploracao das novas relagoes de preferéncia foram propostos os algoritmos
CDAS-MOPSO [16] [7] e Ranking-SMPSO [13] [25]. Além disso, dois novos métodos
foram propostos, chamados de Balanced Ranking e Combinagao de Ranking [8]. Outro
caminho explorou métodos de arquivamento de solucoes nao dominadas. Nessa etapa
foram desenvolvidos quatro novos métodos de arquivamento Arquivador Ideal, Arquivador
Distribuido, Arquivador Distribuido pela Busca [9] [7] e Arquivador Hiperplano. Por fim,
a ultima etapa desta tese explorou algoritmos MOPSO com multiplos enxames, o que

gerou a proposta do algoritmo [lterated Multi-Swarm.
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Para validar todos os métodos propostos e para um melhor entendimento da difi-
culdade em se lidar com problemas com muitos objetivos foi realizado um conjunto de
estudos empiricos, tendo énfase em se observar aspectos como a convergéncia em dire¢ao
da fronteira de Pareto e diversidade das solugdes na busca dos algoritmos. Assim, este
estudo utilizou um conjunto de indicadores de qualidade e problemas de benchmarking
com muitos objetivos, que variaram entre 5 e 20 objetivos.

A conclusao com maior énfase nesta tese é que é possivel reduzir a deterioracao de
MOEAs em MaOPs através de técnicas especificas para a Otimizagao com Muitos Objeti-
vos. Além disso, a metaheuristica MOPSO possui importantes caracteristicas que podem
ser exploradas com sucesso para reduzir essa deterioragao.

Os algoritmos MOPSO que usam métodos da literatura conseguiram melhorar o de-
sempenho do MOPSO para Problemas com Muitos Objetivos, em especial o algoritmo
CDAS-MOPSO. Dentre os algoritmos e métodos desenvolvidos se destacam os Arqui-
vadores Ideal e Hiperplano. Esses métodos obtiveram bons resultados em termos de
convergencia e diversidade em diferentes cenarios com muitos objetivos. Eles foram com-
parados com diversos métodos de arquivamento da literatura e conseguiram obter me-
lhores resultados em diferente situacoes. O que se destaca nos métodos é a habilidade
em convergir para a fronteira de Pareto. Além disso, os resultados obtidos por um algo-
ritmo MOPSO que utiliza essas técnicas foram melhores do que os resultados do algoritmo
CDAS-MOPSO.

O algoritmo baseado em multiplos enxames obteve os melhores resultados. A idea
de compor diferentes métodos de arquivamento através de multiplos enxames se mostrou
mais eficiente do que usar um algoritmo MOPSO com os métodos separadamente. O
algoritmo I-Multi conseguiu bons resultados tanto em termos de convergéncia quanto em

diversidade em diferentes cendrios com muitos objetivos.

8.1 Limitacoes

Apesar dos bons resultados obtidos pelos algoritmos desenvolvidos, este estudo encontrou

algumas limitacoes. A primeira limitagao é referente a questao da convergéncia versus
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diversidade. Em geral, muitos algoritmos multiobjetivo enfrentam dificuldades em prover
tanto convergencia quanto diversidade na busca. Essa questao se agrava em Problemas
com Muitos Objetivos, devido as dificuldades desses problemas. Nesse contexto, a mai-
oria dos métodos desenvolvidos e também dos métodos da literatura privilegiou um em
compensacao ao outro. Os métodos como os arquivadores Ideal e Hiperplano, obtiveram
resultados muito bons em termos de convergéncia (inclusive em problemas com multiplos
6timos locais), porém encontram dificuldade em diversificar a busca. O algoritmo com
miultiplos enxames foi especialmente desenvolvido com o intuito de compor métodos de
arquivamento para obter bons resultados tanto em convergéncia como em diversidade e
houve uma melhora significativa nessa questao. Porém, ainda hé espacgo na pesquisa para
produzir um novo método que consiga introduzir tanto convergéncia quando diversidade
na Otimizacao com Muitos Objetivos, em especial em espacos de objetivos com um alto
nimero de fungoes.

Outra limitagao é relativa aos problemas utilizados para validar os algoritmos. Ne-
nhuma técnica foi utilizada num problema real. Apesar de os problemas DTLZ serem um
importante parametro para a medi¢ao da qualidade dos algoritmos, é importante o uso
dos algoritmos desenvolvidos em problemas reais para testar a escalabilidade dos métodos
propostos.

Uma limitacao importante na validacao dos métodos propostos é enfrentada na es-
colha dos indicadores de qualidade. Como discutido no capitulo anterior, existem di-
versas métricas de qualidade na literatura. Porém, como nao ha um consenso sobre as
melhores medidas que devem ser utilizadas os estudos desenvolvidos ficam limitados as
interpretacoes das medidas utilizadas. Por exemplo, muitas vezes, medidas tais como o
spacing e o GD privilegiam conjuntos de aproximacao pequenos. Da mesma forma que
a medida Hipervolume [84] pode ser mal interpretada dependendo da localiza¢ao do con-
junto de aproximagao e da forma da fronteira de Pareto. Para atenuar essa limitacao,
esta tese utilizou um conjunto de indicadores para reduzir os erros na interpretagao desses

resultados.
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8.2 Trabalhos futuros

Varios trabalhos futuros podem ser desenvolvidos através de extensoes dos métodos de-
senvolvidos neste capitulo. Sao delineados alguns desafios futuros. Nos experimentos, foi
mostrado que as técnicas propostas conseguem obter bons resultados em Problemas de
Otimizacao com Muitos Objetivos. Porém, ainda existem algumas limitagoes, como a
dificuldade em se trabalhar com fronteiras desconexas e a falta de diversidade em alguns
problemas.

Motivado por essas dificuldades, pela busca de resultados melhores e pelo campo de
pesquisa ainda em aberto sao propostos alguns trabalhos futuros. Baseado nos experi-
mentos, observa-se que dois fatores sao importantes para se obter bons resultados com
muitos objetivos: reduzir o nimero de solugoes nao-dominadas que guiam a populagao
para a fronteira de Pareto e fazer uma boa escolha do lider, que pode introduzir mais
convergencia e mais diversidade na busca. A partir desses fatores alguns caminhos sao:

Proposta de novos métodos para a escolha do lider: Um caminho a ser se-
guido é propor novas métodos para a escolha dos lideres que produzam comportamentos
no enxame que possibilitem bons resultados em problemas com muitos objetivos. Uma
estrtégia é guiar as particulas para os lideres mais proximos ao joelho da fronteira de
Pareto. Assim, as solucoes no extremos sao descartadas e menos solugoes nao-dominadas
sao definidas. Para isto, dois métodos podem ser desenvolvidos:

a) Um método em que os lideres sao as solugoes ndo-dominadas mais proximas a solugao
ideal. Em cada iteracao, é obtida a solucao ideal, com os melhores valores dos objetivo
encontrados até entao. A partir da definicao da solucao ideal, somente os lideres préximos
a esta solucao sao considerados;

b)Um método em que cada solucdo selecione o seu lider com o objetivo de se aproximar
do joelho da fronteira de Pareto. Nesse método, uma particula escolhe o seu lider com
intuito de se movimentar para préximo do centro do espaco de objetivos. Assim, uma
solucao em um extremo escolhe um lider no outro extremo. Uma solucao mais proxima
ao joelho, busca um lider também préoximo ao joelho.

Esses novos métodos de escolha do lider sao propostos nao somente para serem aplica-
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dos em problemas com muitos objetivos, mas para melhorar os resultados dos algoritmos
MOPSO em todos os propositos. Além disso, eles podem ser aplicados juntamente com
as técnicas para muitos objetivos discutidas em nosso trabalho.

Proposta de métodos para a redugao do niimero de solugoes nao-dominadas:
Como discutido anteriormente, reduzir o niimero de solugdes nao-dominadas gera bons
resultados para problemas com muitos objetivos. Com muitas solug¢oes nao-dominadas é
mais dificil ter pressao em direcao a fronteira de Pareto e é mais complicado se aproximar
desta fronteira. Podem ser obtidos novos métodos e novas relagoes de preferéncia que
guiem a busca para boas regides da fronteira de Pareto, partindo do principio de tornar
dominadas solugoes que nao sao interessantes, como por exemplo, solugoes nos extremos
da fronteira de Pareto.

Novas abordagens com miultiplos enxames para problemas com muitos ob-
jetivos: As abordagens com multiplos enxames obtiveram os melhores resultados nesta
tese. Porém, existem diversos tépicos que podem ser explorados. Primeiro, novos algorit-
mos podem ser propostos. Esses algoritmos podem compor os métodos de arquivamento
de diferentes formas, como por exemplo, se comunicar através de diferentes topologias ou
utilizar um arquivo externo compartilhado. Além disso, o algoritmo [-Multi possibilita
diversas extensoes, como o reinicio de sub-swarms que apresentem um desempenho pior
que os demais ou o desenvolvimento de novos métodos para as escolhas das sementes.

Multi-swarms hibridizados com abordagens de decomposicao: Dentre os MO-
EAs, o MOEA/D se destaca pois consegue obter melhores resultados que os algoritmos
estado-da-arte para problemas com muitos objetivos. Porém, apesar de obter bons resul-
tados, esse algoritmo ainda sofre problemas quando aplicado a MaOPs. Assim, a ideia
¢ construir uma PSO multi-swarms baseado em decomposicao em que a troca de in-
formagoes de cada populagao possibilite a otimizacao de problemas com muitos objetivos.

Melhoramento dos métodos ranking propostos: Os métodos de ranking pro-
postos apresentaram bons resultados iniciais. Porém eles ainda nao foram comparados
com diferentes técnicas para muitos objetivos. Além disso, pode ser feito também um

amplo estudo comparando os métodos propostos com os rankings apresentados em [40].
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Dentre esses métodos, o Global Detriment apresenta uma ideia semelhante ao Balanced
Ranking, porém sé leva em consideracao a diferenca maxima entre os objetivo e nao leva
em consideracao se a solucao tem bons valores de objetivos.

Aplicagao dos algoritmos desenvolvidos em problemas da Engenharia de
Software : A Engenharia de Software Baseada em Busca [15] utiliza algoritmos de busca
em problemas da Engenharia de Software. Dentre esses, ¢ comum a existéncia problemas
que possibilitem a existéncia de mais de trés fungoes objetivo. Esse trabalho futuro tem
como objetivo testar os métodos propostos num situacao real e prover um melhor resultado

para os problemas da Engenharia de Software.
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