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RESUMO

O problema de segmentagdo de imagens digitais tem gerado uma grande
diversidade de abordagens para soluciona-lo. Uma abordagem bastante simples, a
limiarizagdo, ainda tem sido intensivamente utilizada, por viabilizar aplicagdes de
visdo em tempo-real. No entanto, muitas vezes os critérios utilizados na limiarizagdo
dependem de atributos entrdpicos ou estatisticos da imagem.

Procurando investigar qual a relacdo destes atributos com respostas subjetivas
de limiarizagdo, este trabalho desenvolve um modelo de limiarizagdo de imagens
baseado nestas respostas, generalizando-as com um modelo resultante do treinamento
de uma Rede de Fungdes de Base Radial (RFBR). As respostas subjetivas foram
colhidas em um experimento psicofisico no qual os sujeitos sdo instados a escolher um
limiar que separe melhor o(s) objeto(s) do fundo de uma imagem digital.

Este trabalho sugere também uma avaliagio de métodos automaticos de
limiarizagdo comparando as respostas destes métodos com as respostas atribuidas por
sujeitos humanos. Este resultado € confrontado com as comparagdes entre as respostas
dos humanos e as respostas do modelo RFBR, apontando para um possivel grau de
incerteza com que as respostas sdo geradas em cada método, € que permite seu uso

como uma medida de desempenho de métodos automaticos.
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ABSTRACT

The digital image segmentation challenge has been generating a plethora of
methods and approaches. A quite simple approach, the thresholding, has still been
intensively applied to enable real-time vision applications. However, the threshold
criteria often depend on entropic or statistical image features.

This work searches a relationship between these features and the subjective
choices given by human subjects. So, an image thresholding model based on these
subjective choices was developed by training a Radial Basis Functions Network
(RBFN). It was implemented on web a psychophysical test on web whose purpose was
to ask the subjects for an gray level threshold to give the best division between objects
and background.

This work also suggests a measure to evaluate automatic thresholding
methods, whose answers were compared to subjective choices. Furthermore, the
RBFN-modeled answers were compared to the same subjective choices. Both

comparisons indicate the application of an uncertainty degree to evaluate automatic

methods.
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1 INTRODUCAO

A tarefa de distinguir objetos em uma imagem, conhecida comumente como
segmentagdo de imagens, pode ser extremamente sofisticada, exigindo filtros bastante
elaborados e chegando até a resultados bastante eficientes. Contudo, exigir uma alta
qualidade da segmentagdo, geralmente, exige também um prego alto, isto &,
normalmente estes algoritmos apresentam, ou grande complexidade, ou alta
especificidade, ou entdo pouca robustez.

Para conseguir atender a exigéncias de tempo real, sistemas de processamento
digital de imagens se utilizam, em um estagio primario, da limiarizagdo para destacar o
objeto do fundo.

A limiarizacdo consiste na identifica¢io, em uma imagem, de um limiar de
intensidade em que o objeto melhor se distinga do fundo. A escolha deste limiar pode
assumir um critério subjetivo de um operador humano. Contudo, ja foram propostos
diversos métodos para que esta escolha se dé automaticamente, desde baseados em
critérios entrépicos ou estatisticos da imagem [ABUTALEB, 1989], [AHUJA &
ROSENFELD, 1978], [BEGHDADI et. al., 1995], [BRINK, 1996], [JOHANNSEN &
BILLE, 1982], [KAPUR et. al., 1985], [OTSU, 1978] e [PUN, 1980] até os que
utilizam algum mecanismo de busca mais sofisticado[CHENG & CHEN, 1999],
[CHUN & YANG, 1996], [JAWAHAR et. al., 2000], [YIN, 1999] e [YIN, 2002].
Percebe-se nos resultados destes métodos uma boa qualidade de segmentagéo‘, tendo
como critério de qualidade uma opinido subjetiva e que, algumas vezes, ¢ adotada
como parametro para avaliagdo do método [BEGHDADI et. al., 1995], [BRINK,
1996], [BRINK & PENDOCK, 1996], [BRINK, 1992], [YANOWITZ &
BRUCKSTEIN, 1989] e [YIN, 2002]. Para ilustrar, a Figura 1 mostra duas imagens
limiarizadas por um método automatico e por um sujeito humano, mostrando dois
tipos de resultado, um muito bom (Figura 1.a e Figura 1.b) e outro muito ruim (Figura

l.c e Figura 1.d).



(a) Imagem limiarizada por humano, limiar = (b) Imagem limiarizada pelo método de Brink
» 126. BRINK, 1996], limiar = 126.

(c) Imagem limiarizada por humano, limiar = (d) Imagem limiarizada pelo método de Brink
174. [BRINK, 1996], limiar = 144.

Figura I - Exemplo de imagens limiarizadas por humanos e modelo automatico.

Embora existam medidas quantitativas da qualidade dos limiarizadores
automaticos, estas sdo geralmente baseadas em propriedades intrinsecas das imagens
(forma [SAHOO et. al., 1988] e uniformidade [LEVINE & NAZIF, 1985]), ignorando
os motivos da limiarizacio. E comum encontrar trabalhos nos quais se langa mio da
avaliagdo subjetiva do método, como citado a pouco. No entanto, se estes métodos
automaticos podem ser subjetivamente tio bem avaliados para limiarizagdo
automatica, qual ¢ a relacdo que existe entre os critérios adotados por seus algoritmos
e a percep¢do visual humana?

Este trabalho responde algumas destas questdes apresentando um modelo de

percep¢do visual de limiarizagdo utilizando generalizagdo por Rede de Fungdes de



Base Radial (RFBR). Os resultados foram validados com trés métodos que oferecem
dois tipos de avaliagdo, uma pessimista € outra realista.

As respostas dos métodos automaticos a um conjunto de imagens digitais de
motivos variados sdo comparadas as respostas colhidas de sujeitos humanos, em um
experimento psicofisico no qual os sujeitos escolhem limiares de imagens do mesmo
conjunto.

Além disso, as respostas do experimento foram submetidas a uma
generalizacdo com uma RFBR, que resultou em modelos baseados em atributos
entropicos e estatisticos do contraste das imagens. As melhores e piores respostas
destes modelos foram comparadas também com as respostas obtidas dos sujeitos
humanos.

Estas comparagdes sugerem o uso deste tipo de modelo na avaliagdo de
métodos automaticos de limiarizagdo, bem como na constru¢do de um seletor de
caracteristicas para limiarizagio.

Esta dissertagdo inicia-se com um capitulo de revisdo bibliografica, o capitulo
2, no qual sdo apresentados os métodos utilizados ao longo deste trabalho. Nesta
revisdo constam desde a implementacio de métodos basicos como a limiarizagio,
equalizagdo, entre outros € faz também um sobrev6o sobre os métodos automaticos de
limiarizagdo. A seguir, no capitulo 3, é apresentada a metodologia utilizada neste
trabalho, descrevendo desde os métodos de generalizacdo, até o experimento
psicofisico realizado. No capitulo 4 sdo apresentados os resultados das comparagdes
citadas acima, ilustrando-as com diagramas de dispersdo e tabelas. Todas as imagens

usadas neste trabalho sdo apresentadas em um apéndice.



2 REVISAO BIBLIOGRAFICA

Comparar os resultados de um experimento realizado com sujeitos humanos
com meétodos automaticos de limiarizagdo requer a introdugdo de alguns conceitos,

métodos e algoritmos.

Este capitulo oferece:

1) uma breve revisdo sobre os atributos de imagens mais utilizados em
métodos de limiarizagdo automatica relatados na literatura;

2) uma pequena coletdnea sobre métodos de limiarizagdo automatica
apresentando desde o método mais simples (manual) até métodos mais sofisticados e
que envolvem aprendizado.

3) um conjunto de algoritmos basicos que foram aplicados de alguma forma
neste trabalho, para explicitar os métodos utilizados neste trabalho;

4) uma explicacdo didatica sobre funcdes de base radial e seu uso em
algoritmos de interpolacio e regressdo;

5) uma revisdo sobre métodos psicofisicos;

2.1 Atributos das Imagens

Nesta se¢do sdo resumidamente descritos alguns atributos de imagens
utilizados neste trabalho. Estes atributos sdo comumente aplicados no reconhecimento
de padrdes como critérios em classificadores, indicando um grau de separagdo entre
classes ou determinando a pertinéncia a uma classe. A entropia, em particular, ¢
bastante utilizada na compressdo de dados como uma medida de quantidade de
informacdo, servindo como um parametro de desempenho deste tipo de algoritmo. O
contraste e a intensidade média sdo atributos bastante simples, porém fundamentais em
qualquer método de limiarizagdo. A variancia, assim como a entropia, é bastante
utilizada nos métodos automaticos de limiariza¢cdo e também como uma medida de

uniformidade e de separagdo de classes.



2.1.1. Entropia

A entropia foi originalmente introduzida por Boltzmann como uma medida
macroscopica da organizagdo de sistemas termodindmicos [BOLTZMANN, 1974].
Mais tarde fo1 aplicada na Teoria da Informa¢do por Claude Shannon [SHANNON,
1948]. A entropia € freqiientemente utilizada para indicar a quantidade de informagio
contida em uma determinada fonte. Mas também € utilizada para graduar a desordem
(incerteza) de um conjunto de dados [BISHOP, 1995]. Existem diversas defini¢des de
entropia, mas a mais difundida na Teoria de Informacgdo cresce de acordo com a
presenga de mais informagdo em uma fonte de dados. Em outras palavras, quanto mais
incertos forem os simbolos ou padrdes em um determinado conjunto de dados, maior a
entropia de todo o conjunto.

Uma determinada informag¢do pode ser modelada como um processo
probabilistico [GONZALEZ & WOODS, 2000]. Assim, a ocorréncia de um evento i
com probabilidade p; proxima de um ou de zero, contribuird para uma entropia mais
proxima de zero, ou seja, a incerteza dos eventos € baixa. Isso significa que a
informagdo atribuida ao evento i ¢ inversamente relacionada a probabilidade de sua
ocorréncia, ou seja, quanto mais incomum for o evento i, maior sera sua contribuigo
para o aumento da entropia [STEVENS, 1998].

O conceito de entropia, H, no processamento de imagens foi introduzido por
Pun [PUN, 1980]. Neste caso, considerando a imagem como resultado de um processo
aleatdrio, a probabilidade p; na equagdo (1) corresponde a probabilidade de um pixel
em uma imagem digital assumir um valor de intensidade i (i=1,..,G). O histograma dos
niveis de intensidade da imagem se transforma facilmente na fungdo densidade de
probabilidade (fdp) da imagem, apenas dividindo cada numero de pixels de

intensidade i, g;, pelo numero de pixels na imagem, N.



Q

G
Hz_zpilogpi’ Zpizla pi:% (1)
i=1

i=1

Sendo:

g, ¢ aquantidade de pixels com intensidade ;.

G ¢ o nimero de niveis de cinza na imagem (ou no canal).
P, representa a probabilidade do nivel de cinza i ser encontrado na imagem.

N é a quantidade total de pixels da imagem (altura x largura).
H ¢ a entropia da imagem.

A entropia de uma imagem ¢ uma medida ndo negativa e seu resultado,
quando a base do logaritmo ¢ dois, ¢ dado em bits [DUDA et. al., 1998]. Dessa forma,
o menor valor para a entropia € zero, isso ocorre quando todos os pixels sdo de uma

mesma intensidade £, isto €, a probabilidade p, =1 e p, =0 para i #k, deixando de

existir incerteza. No outro extremo, a maxima entropia ocorre quando uma imagem
contém a mesma quantidade de pixels para todas as intensidades (ruido branco), isto €,
todas as intensidades tém a mesma probabilidade de ocorrerem. Um exemplo dos dois
extremos podem ser vistos respectivamente nas Figura 2.a e Figura 2.g, bem como

exemplos intermediarios.

(b)H=1

(dH=2 (e)H=4 (HH=5 (gg H=28
Figura 2 - Imagens de tamanho (256x256) e suas respectivas entropias.



A Figura 2 exemplifica a influéncia do crescimento do nimero de intensidades
na medida da entropia da imagem. A Figura 2.f'e a Figura 2.g possuem todas as 256
intensidades possiveis, mas com probabilidades diferentes, ilustrando que a entropia da
imagem ndo esta relacionada apenas com a quantidade de intensidades de cinza, mas
também com a probabilidade de suas ocorréncias.

Outra observacido ¢ que a entropia ndo estd relacionada com a disposicdo
espacial da informa¢do. Exemplos sdo mostrados na Figura 2.5 e na Figura 2.c, que
possuem a mesma quantidade de pixels com as mesmas intensidades, porém
distribuidos espacialmente de forma diferente e com a mesma entropia. Portanto, a
equalizagdo do histograma de uma imagem ndo altera a quantidade de informagéo
presente nela. A equalizagdo apenas aumenta o contraste da imagem [CASTLEMAN,
1996].

A decisdo de uma limiarizagdo pode ser tomada por um critério que ndo
depende da distribuigdo espacial? Essa pergunta pode ser respondida associando ao
critério de limiarizagdo, algum atributo que admita a influéncia espacial e o contraste é

talvez o mais simples deles.

2.1.2. Parametros Estatisticos do Contraste em Imagens Digitais

O contraste ¢ uma medida que se refere a diferengas locais de intensidades na
imagem. Essas diferencas sdo observadas na vizinhanga de cada pixel. Se a média de
intensidades da vizinhanga for préxima da intensidade do pixel, conclui-se que o local
possui baixo contraste, caso contrario, alto contraste.

As regides de baixo contraste podem ser associadas aos objetos ou ao fundo da
imagem, por apresentarem regides homogéneas. Por outro lado, o alto contraste é
normalmente detectado nas regides proéximas as bordas, por serem regides onde existe
uma mudangca brusca de intensidades.

Neste trabalho foi utilizado o histograma de contraste, calculado sobre uma
matriz cujos elementos sdo formados pela média da soma das diferencas entre a

intensidade do pixel e as intensidades de seus pixels vizinhos (em uma 4-vizinhanca).



O histograma representa o agrupamento de pixels que possuem a mesma diferenca
média de intensidades em suas vizinhangas. Um exemplo pode ser observado na
Figura 3.

O histograma de contraste caracteriza uma imagem. Contudo, um histograma
pode conter muitos valores (o nimero de diferencas entre a intensidade maxima e
minima) que ainda contenham redundancias. E conveniente caracterizar o histograma
com parametros da distribui¢io observada em uma imagem. Para representar a
distribuigao, langa-se mao dos cinco parametros estatisticos [MOORE, 2000]: minimo,
primeiro quartil, mediana, terceiro quartil ¢ maximo.

Estes pardmetros sdo ilustrados na Figura 3.b como um retangulo e duas
hastes. Em cada extremidade das hastes estio os valores minimo e maximo (no
exemplo, respectivamente os valores 0 e 236). No limite inferior do retangulo estd o
primeiro quartil (no exemplo, valor 2) e no limite superior o terceiro quartil (no
exemplo, valor 16). A mediana (no exemplo, valor 6) aparece como uma linha

dividindo o retdngulo em dois.

Histograma de Contraste da Imagem Original 4-Vizinhanga
‘ |

|

— S (| N

1

(a) Imagem em tons de cinza. (b) Histograma de Contraste da Imagem (a)

Figura 3 - Imagem e seu Histograma de Contraste.

' VASC. The Vision and Autonomous Systems Center of The Robotics Institute at Carnegie Mellon
University (Pitsburg, PA). http://vasc.ri.cmu.edu/idb/images/car/
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2.1.3. Parametros Estatisticos de Imagens Digitais

Uma outra maneira simples de caracterizar uma imagem ¢ utilizando seus
pardmetros estatisticos. Neste caso, o préprio histograma de intensidades pode ser
utilizado para o céalculo da intensidade média (ou primeiro momento) e da variancia
(ou segundo momento). A média, juntamente com a variancia, caracteriza a
iluminagdo durante a aquisi¢do da imagem.

A variancia de uma imagem indica a variagdo das intensidades de cinza em
relacdo a sua média, caracterizando o contraste da imagem. A variancia, assim como a
entropia, ndo se altera com a disposi¢do espacial da informagdo em uma imagem,
como ilustra a Figura 4.5 e Figura 4.c.

O calculo da intensidade média e da varidncia de uma imagem digital ¢é

simples, como pode ser visto nas equagdes (2).a e (2).b, respectivamente.

== (2)

Assumindo:

L representa o niimero de linhas da imagem.
C representa o nimero de colunas da imagem.

g representa a intensidade presente na coordenada (i, j) da imagem.
X como a intensidade média da imagem.

2 A . .
o como a variancia da immagem.

A Figura 4 ilustra imagens digitais e suas respectivas variancias. A Figura 4.a
apresenta variancia nula, pois todos os pixels tém a mesma intensidade. A Figura 4.b e
a Figura 4.c mostram uma variancia maxima, pois seus pixels variam, na mesma
quantidade, de um extremo a outro da intensidade, ndo importando a distribuigdo

espacial destes pixels na imagem. A Figura 4.d tem varidncia média entre seus

elementos.
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(d)

o’=0 o’ =16256 o’ = 16256 o’ = 5440
cx0 c~1275 c~1275 6~ 73,75

Figura 4 - Imagens de tamanho (256x256), suas respectivas variancias e desvios padrdes.
2.2 Limiarizac¢ao

A limiarizag¢do de imagens ¢ uma ferramenta de segmentagdo muito simples e
computacionalmente rapida. E indicada para aplicagdes que exijam a identificagio e
extragdo do objeto da imagem, cujo tempo computacional despendido seja um fator
relevante.

As técnicas de segmentagdo estdo divididas em dois conceitos distintos:
similaridade (agrupamento de regides homogéneas) ou descontinuidades (detecgdo de
bordas). A limiarizagdo ¢ uma forma de agrupamento de regides homogéneas
[GONZALEZ & WOODS, 2000].

Alguns pesquisadores procuram classificar as técnicas de limiarizagdo
normalmente observando quais informagdes sdo usadas na escolha do limiar e o
numero de limiares utilizados. Weska [WESKA, 1978] classifica os métodos de
limiarizagdo em trés grupos: global, local e dinAmico. O critério usado nesta defini¢éo
¢ a dependéncia do operador de limiar. Se for determinado usando apenas as
intensidades ¢ classificado como global. Se usar as intensidades e alguma informagao
espacial da imagem ¢ classificado como local. Se usar ambas as informagdes mais as
coordenadas espaciais € classificado como dinamico.

Sahoo [SAHOO et. al.1988], por sua vez, divide as técnicas em dois grandes
grupos: globais e locais. Os limiares globais sdo aqueles que dividem toda a imagem

usando apenas um limiar. Os locais dividem a imagem em subimagens ¢ para cada
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subimagem ¢ atribuido um limiar. Esta técnica também ¢é conhecida como limiar
multiniveis. Esta classificagdo usa como critério a quantidade de limiares selecionados
para a imagem.

Ainda em seu trabalho, Sahoo classifica os limiares globais e locais como:
ponto-dependente ou regido-dependente. Se o limiar é determinado apenas pelas
intensidades de cada pixel, entdo o método € chamado ponto-dependente. Se o limiar ¢
determinado por alguma propriedade local como, por exemplo, a distributgdo de
intensidades da vizinhanga de cada pixel, entdo é regido-dependente.

Zhang [ZHANG, 1996] classifica os algoritmos de segmentagdo de imagens
também em duas classes distintas: métodos analiticos e métodos empiricos. Os
meétodos analiticos sdo baseados na analise de principios, requisitos, complexidade e
propriedades do algoritmo. Por outro lado, os empiricos sdo caracterizados apenas pela
qualidade de seus resultados.

Neste trabalho € adotada a classificagio proposta por Sahoo, a qual apresenta
mais critérios de classificagdo sendo conseqiientemente mais precisa. Sem desprezar a
simplicidade, também ¢ a mais comumente usada pelos pesquisadores desta area.

Definidos os limiares globais € multiniveis, a aplicagdo do limiar global em
uma imagem bidimensional /(x,y) com niveis de intensidade Nc={0,1,2,...,255}
consiste em determinar um unico limiar 7 € Nc que separe os pixels em duas classes
distintas: objeto e fundo. Esta técnica, normalmente ¢ aplicada ao histograma da
imagem #(Nc), o qual pode ser visto como uma descrigdo da distribuigdo das
intensidades pela imagem.

Na Figura 5 se v& um histograma com as intensidades variando entre O (preto)
e 255 (branco). Vé-se também dois picos (histograma bimodal): o primeiro representa
o objeto (escuro) e o segundo o fundo da imagem (claro). Eles estdo separados por um

vale, que neste exemplo seria o local mais apropriado para estabelecer o limiar.



Histograma da Imagem
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Figura 5 - Histograma de uma imagem em niveis de cinza com limiar global.

Apos determinar um limiar 7, a imagem inteira fica dividida em duas regides:
o objeto, que recebe a cor preta (0) e o fundo da imagem, que recebe a cor branca

(255), ou vice-versa. Desta forma, uma imagem limiarizada LI(x,y) pode ser definida

pela equagdo (3), a qual ¢ representada na forma de um algoritmo na segio 2.3.3.

255, se I(x,y)>T

Lixy) = {O, se I(x,y)<T )

O limiar multiniveis também pode ser aplicado ao histograma da imagem. Seu
desenvolvimento tem inicio com a divisdo do histograma em sub-regides, também
chamadas de subimagens, as quais representam regides homogéneas de intensidade.
Para cada uma das sub-regides ¢ determinado um limiar. Assim, o limiar multiniveis

pode ser entendido como um conjunto de limiares t={¢,t,,¢,,...,} com 2<n<255,
t,<t,<t;<..<t, eoconjunto teC,,.
Utilizando a imagem bidimensional em niveis de cinza /(x, y) como entrada, a

imagem multi-limiarizada L/, (x, y) ¢ definida na equagdo (4).



me,, se I(x,y) <t
me,, set, <I(x,y)<t,

LI, (x,y)=qymc,, set, <I(x,y)<t, (€))
|me,, se I(x,y)>t,

Os valores das intensidades de cinza atribuidos a mc, normalmente sdo fixados

como a média das intensidades entre cada intervalo de limiares (z,¢,,,), assumindo

i+l
t,=0. Para estabelecer os limiares multiniveis duas perguntas precisam ser

2 1 2 . . , g >
respondidas: " “Qual nimero de limiares devera ser utilizado?” e ¥ “Quais os valores

adotados em cada limiar?”.

e Bl '
(a) Imagem em tons de cinza (b) Imagem limiarizada multiniveis
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(c) Histograma da imagem (a)
Figura 6 - Exemplo de Limiarizagdo multiniveis (60, 85, 140, 177, 230).
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As respostas para estas perguntas variam de acordo com as caracteristicas
apresentadas em cada imagem. Na Figura 6.c, vé-se um histograma com varios picos
(multimodal), os quais normalmente representam objetos distintos da imagem
separados por pequenos vales. Analisando este exemplo, os valores mais apropriados
para a quantidade de limares e o valor assumido por cada limiar seriam
respectivamente n=>5 e t = {60,85,140,177,230} .

Segundo Gonzalez [GONZALEZ & WOODS, 2000], a limiariza¢do
multiniveis € geralmente mais trabalhosa que o limiar global, pela dificuldade em
encontrar multiplos limiares que determinem efetivamente as regides de interesse,
especialmente quando houver varios grupos de objetos na imagem.

Por outro lado, a limiarizagdo global alcang¢a bons resultados apenas quando a
iluminagdo da imagem ¢ relativamente uniforme e as regides de interesse,
representadas pelos objetos, possuam uma diferenga significativa de intensidade do
seu fundo (contraste).

De qualquer forma, o wuso da Ilimiarizagdo multiniveis aumenta
consideravelmente o tempo computacional despendido na determinagdo dos limiares.
E mais trabalhoso e pode gerar resultados tio simples ou similares quanto os
resultados obtidos com limiares globais.

Assim, o limiar global se tornou uma ferramenta automatica amplamente
usada nas mais diversas areas € atualmente reune muitos pesquisadores interessados
em, cada vez mais, melhorar seu desempenho. Muitos métodos de limiarizagdo tém
sido propostos, além de variagdes destes métodos. Muitos deles podem ser
encontrados nos trabalhos de Fu e Mui [FU & MUI, 1981], de Sahoo [SAHOO et al.,
1988], de Lee [LEE et al., 1990] e de Pal [PAL & PAL, 1993].

Um dos primeiros métodos de limiarizagdo automaticos é o P-tile, ele foi
proposto por Doyle em 1962 [DOYLE, 1962]. Neste método os objetos sdo assumidos
como escuros com um fundo claro ou vice-versa. A porcentagem que o objeto ocupa
da imagem ¢ um dado conhecido. Dessa forma, o valor do limiar é determinado

respeitando o numero de pixels ocupados pelo objeto. Por exemplo, se o objeto
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representa 25% da imagem, o limiar ¢ determinado pelo valor que divida
aproximadamente 25% dos pixels como sendo objeto e 75% como sendo fundo.

Como se pode observar, sua limita¢do € que sé € aplicado em imagens cuja
porcentagem da area ocupada pelo objeto ¢ conhecida, sua implementagdo ¢
seqiiencial e seleciona apenas um limiar para toda a imagem, ou seja, um limiar global.

Em seguida em 1966, Prewit ¢ Mendelsohn [PREWIT & MENDELSOHN,
1966] propuseram o método Mode. Este método € usado apenas em imagens nas quais
o objeto e fundo sejam distintos, isto €, aquelas imagens cujo histograma ¢ bimodal.
Observando esta restricdo, a escolha do limiar é feita entre os picos do histograma,
onde é procurada a intensidade mais profunda do vale. Este método é um dos mais
simples, sua implementagdo € seqiiencial e o limiar ¢ global.

Nas proximas subsecdes serdo apresentadas resumidamente algumas técnicas
automaticas de limiarizagdo de imagens e suas variagbes, bem como algumas
vantagens e desvantagens. E importante destacar que dois critérios sio comumente
usados para avaliar o desempenho dos métodos de limiarizagdo: uniformidade e forma.

Proposta por Levine e Nazif [LEVINE & NAZIF, 1985], a uniformidade ¢
inversamente proporcional a variancia das intensidades em cada regido, isto ¢, objeto e
fundo da imagem. Isto significa que, se a regido do objeto possuir variancia alta, sera
classificada como baixa uniformidade. O critério de forma foi proposta por Sahoo
[SAHOO et al., 1988] e esta relacionado com a identificagdo da forma do objeto na

imagem em relagdo ao seu fundo.

2.2.1. Método Otsu

Este método foi proposto por Otsu [OTSU, 1978]. Sua principal caracteristica
¢ a maximizagdo da variancia entre as classes da imagem, isto é, a maximizagdo da
separacdo entre o objeto € o fundo da imagem.

A operagdo de limiar € vista como o particionamento dos pixels de uma

imagem em duas classes: Cy (objeto) e Cr (fundo). C,={0l..,7) e
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C, ={T+1,T+2,...,G-1). Sendo: T o limiar escolhido e G 0 numero de niveis de
intensidade da imagem.

O limar 6timo ¢ determinado pelo valor que maximize um dos seguintes

fatores.
2 2 2
O _ Oy Oy
A= 2 n=-— K=—= (5)
Ty Cr Oy

Segundo Sahoo [SAHOO et al., 1988], das trés equagdes descritas em (5), por

ser usada, por exemplo, 7. Assim, o limiar 6timo pode ser determinado pela equacido

(6).

T = Max(n), (6)
TeG
Sendo:
, & G
. 2 . b) 2
Or = Z(Z ”/UT) P Hy =zlpi Op =Wy, (/lnuz)
i=0 i=0
T
Hy — 1
wo=zp,~ @, =l-w, ﬂl:"lr_—s
i=0 — W,
Hs S S g
Ho = — Hs =) ip, =1L p=="
’ Wy ’ .Z=0: ;p N

g, representa a quantidade de pixels com intensidade 1.
G representa o numero de intensidades de cinza da imagem.
D, representa a probabilidade do nivel de intensidade i ser encontrado na imagem.

N representa a quantidade total de pixels da imagem.

Uma das vantagens deste método € que ele ndo se restringe ao tipo de
histograma da imagem. Isto €, pode ser aplicado em histogramas unimodais, bimodais
ou multimodais, mas possui melhor desempenho em imagens com maior varidncia de
intensidade [OTSU, 1978].

Considerando as medidas de desempenho uniformidade e forma, este método
apresenta bons resultados para imagens com histogramas bimodais e unimodais. E

classificado por Sahoo e Lee, como um método orientado a uniformidade do objeto

[SAHOO et. al., 1988] [LEE et. al., 1990].
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Sua principal desvantagem, segundo Lee [LEE et. al., 1990], estd no
desempenho sensivel a presenca de ruidos na imagem. Por outro lado, ele considera
este método uma das melhores escolhas para aplica¢des gerais em tempo-real em visdo

computacional. Sua implementagdo ¢ seqilencial e determina um limiar global.

2.2.2. Analise da Concavidade do Histograma

Este meétodo foi proposto por Rosenfeld e De La Torre em 1983
[ROSENFELD & DE LA TORRE, 1983]. A principal aplicagdo deste método ¢ em
imagens cujos histogramas nao apresentam vales bem definidos, chegando a atribuir
bons limiares nos picos do histograma, desde que os vales e os picos formem uma
concavidade, e assim, o limiar pode ser determinado pela analise dessa concavidade do
histograma.

Uma vantagem ¢ que esse método pode ser aplicado a histogramas unimodais,
mas desde que apresentem um minimo de concavidade entre os picos. Por outro lado,
segundo [SAHOO et. al., 1988], se for considerada a uniformidade ¢ a forma da
imagem limiarizada, em geral este método ndo produz bons resultados em comparagio
com outros métodos de limiarizagdo. Sua implementagdo € seqiiencial ¢ determina um

limiar global.

2.2.3. Métodos Entropicos Unidimensionais

Este método € um dos mais pesquisados e que recebeu varios incrementos ao
longo do tempo. Por apresentar varias abordagens, foram divididos em duas se¢des:
unidimensionais € bidimensionais. Esta classificagdo considera a dimensdo das
informagdes processadas na determinagao do limiar.

Em 1980 com o trabalho de Pun [PUN, 1980], tem inicio um novo tipo de
método de limiarizagdo: os métodos entrdpicos. Como o proprio nome diz, é baseado
na entropia da teoria da informagdo, mais especificamente na analise da informagio

contida no histograma da imagem.
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Este método tem como base a maximiza¢do da informac¢io (entropia, se¢do
2.1.1) da imagem, dividindo o seu histograma em duas distribui¢des de probabilidade,
uma entre os valores de 0 a 7 e outra para os valores de 7 +1 até G, representando as
duas classes presentes na imagem (objeto e fundo). Estas duas distribui¢des

inicialmente propostas por Pun [PUN, 1980] sao dadas por:

T G
H,(T)=-3" p,log,p, H,(T)=-2 p;log.p, Lri=lp :% 7
= i=T+1 i=l

Sendo:

g, representa a quantidade de pixels com intensidade 1.

G representa o nimero de intensidades de cinza da imagem.
p, representa a probabilidade do nivel de cinza i ser encontrado na imagem.

N representa a quantidade total de pixels da imagem.

H, e H, armazenam informagles associadas, respectivamente, aos pixels
pretos € brancos, apos a limiarizagdo. A escala de niveis de intensidade é percorrida
com o objetivo de encontrar um valor de 7 (limiar) que maximize a fun¢do da equagio

(8), e assim, encontrar a intensidade que melhor separe o objeto e o fundo da imagem.

w(T)=Max {H,(T)+H (T)} (8)

O limiar resultante representa a melhor divisdo entre o objeto e fundo da
imagem de acordo com a méaxima soma das entropias.

Em 1982, Johannsen e Bille [JOHANNSEN & BILLE, 1982] propuseram uma
nova forma de usar a entropia do histograma para determinar o limiar. Como no
meétodo anterior, o histograma continua sendo dividido em duas partes, mas agora
considerando o limiar que minimize a interdependéncia entre as regides (objeto e

fundo). Assim, as entropias passaram a ser definidas pela equag@o (9).
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Dadas as duas entropias H,(T) e H (T), o processo de busca ¢ o mesmo

anteriormente apresentado, o qual executa um processo de busca exaustiva pelas
intensidades com o objetivo de encontrar aquela intensidade que, agora, minimize a

soma das entropias, como mostra a equagdo (10).
I'=Min{H (T)+H (T)} (10)

Pouco tempo depois, em 1985, Kapur [KAPUR et al., 1985] prop6s que o
célculo das entropias do objeto e do fundo, fosse alterado, passando a ser obtidos como

em (11).

T
H,(T)=-3 2" log £

o H,(T)=-) —log = 11
i=} Po Po i=T+]R 1)1 ( )
Sendo:
T G
Py=2.p;, R=Yp, P +P =1.
i=l =T+l

p,; representa a probabilidade do nivel de cinza | ser encontrado na imagem.

G representa o numero de intensidades de cinza da imagem.
H representa a entropia da imagem.

Dadas as duas entropias H (T) € H_(T), é executado um processo de busca

exaustiva pelas intensidades, com o objetivo de encontrar a intensidade que maximize

a equagdo (8).
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E importante observar que as abordagens propostas por Pun, Kapur e
Johannsen e Bille ndo consideram a correlagdo espacial entre os pixels de uma
imagem, ou seja, assume-se que as intensidades dos pixels sejam independentes entre
si. Com esta independéncia a qualidade pode ficar comprometida.

Conforme apresentado na se¢do 2.1.1, a entropia ndo esta relacionada com a
disposi¢do espacial dos pixels na imagem, o que significa que os pixels poderiam ser
reorganizados de qualquer outra forma, e o resultado permaneceria o0 mesmo.

Buscando melhorar o desempenho, Beghdadi [BEGHDADI et. al., 1995]
propds em seu trabalho que a imagem fosse dividida em blocos quadrados (janelas) de
tamanho s (maior que um pixel), com a inten¢do de identificar possiveis padrdes na
imagem, sendo esta a fonte de informacdo (entropia) considerada. Segundo Beghdadi,
o tamanho das janelas pode ser fixo ou variavel.

Para implementar esta abordagem gera-se para cada bloco, o seu respectivo
bloco binarizado por um limiar 7. Este procedimento cria um conjunto B de blocos
binarizados com tamanho N = 2*. Para encontrar a distribui¢io de probabilidade ¢
criado um subconjunto B, contendo todos os blocos com k pixels brancos, assim a
probabilidade de encontrar um bloco P, com £ pixels brancos é:

_N(B,)

P, N

(12)

Tendo gerado todas as combinagdes para todos os blocos da imagem, o
procedimento de busca pelo limiar consiste em encontrar o valor maximo para a

entropia H(T) como mostra (13).

H(T)=-2P,(¢)log R (¢) T = drg{Max[H(T)} (13)

N
k=

Isto significa que a intensidade T que gerar a maior quantidade de blocos
binarizados iguais (quantidade de pixels brancos ou pretos), sem considerar a posi¢ao
espacial dos pixels dentro do bloco, tera a maior probabilidade de ocorrer e,

conseqlientemente, serd o limiar escolhido.
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Uma vantagem deste método ¢ considerar a informagdo espacial dos pixels
dentro de cada bloco, mas cada um deles é assumido como sendo independente.

O tamanho da janela ¢ uma das desvantagens do método, uma vez que pode
ser muito pequeno € assim insuficiente para descrever o padrdo contido na imagem ou
pode ser muito grande associando padrdes locais desconexos.

Pouco tempo depois, Brink e Pendock [BRINK & PENDOCK, 1996],
desenvolveram uma técnica de limiarizagdo baseada na entropia, a qual chamaram de
“selecdo do limiar pelo minimo cruzamento da entropia”. Este método difere dos
outros apresentados anteriormente por usar um conhecimento sobre o problema. A
entropia cruzada (14) entre a distribuigdo de probabilidade a priori (conhecimento) p, €
a distribuicdo de probabilidade a posteriori g, é que serd usada na determinagdo do

limiar.

Hcs(q,p)=iqx log L= (14)

G € o numero de niveis de intensidade e H-z ¢ chamada de entropia cruzada,

entropia relativa, numero de Kullback-Leibler, discriminacdo de informac#o, ou ainda

divergéncia direta. No contexto de segmenta¢do de imagens p, representa algum

conhecimento sobre a resposta correta e g, € a informagdo que sera processada, isto €,
um determinado nivel de intensidade.

O objetivo deste método é encontrar, para qualquer diferenga entre p, € q,,

uma solugdo mais proxima do resultado desejado (p,), pela minimizagio da diferenga

(entropia cruzada) dos elementos envolvidos. Aplicado a limiarizagdo de imagens

temos a seguinte equagao:

Hee(T)= {i 1o (T )logﬁﬂl ) {iul(T)logﬁ@Lﬂ (15)



Sendo:

T

Ho (T) = Zipi

i=]

i=l

Zipi p; =

ﬁ_
By
= |0

i=]

Soolur] + [Sue]

g, representa o nimero de pixels com intensidade 7.

G representa o numero de intensidades de cinza da imagem.

p, representa a probabilidade da intensidade I ser encontrada na imagem.

N representa a quantidade total de pixels da imagem.

Dessa forma, todo o espago de busca € percorrido com o objetivo de encontrar

o nivel de intensidade 7 que minimize a equacdo (16), sendo este o limiar escolhido

pelo modelo.

7 =arg(min{H ., (T)}) (16)

No mesmo ano, Brink [BRINK, 1996] propde uma variagdo do trabalho

desenvolvido por Pun e Kapur, usando novamente a entropia relativa, porém usando

como conhecimento a varidncia dos niveis de intensidade da vizinhanga do pixel e

assim incorporando a esta abordagem a informagdo espacial na escolha automatica do

limiar.

G-1,5-1y | (,)-1) | (+1,j-1)
(1)
(1_13.]) . (1+1’_])
origem
(-1, 5+D | G, j+1) | G+, j+D

Figura 7 - Vizinhan¢a 3x3 de um pixel na coordenada (i,j) da imagem

A vanancia (17) ¢ determinada na 8-vizinhanga em relacio ao pixel da

origem, como mostra a Figura 7.
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el
(84 — Hys)’
2 x=i-l y:zj‘il h . (17)
Gij = 9

Sendo o a variancia encontrada na 8-vizinhanga, u,;a média dos pixels da 8-
vizinhanga e g, a intensidade de cinza do pixel (x,y), a nova entropia considerando a

varidncia passa a ser obtida pela equacdo:
L C g, ,
Hz—ZZ g, log==, m; =1+o; (18)

A variancia m, ¢ definida como 1+¢?, para garantir que ela ndo serd nula em

todas as 8-vizinhancas. Esta informacdo € adicionada ao calculo das entropias do

objeto e fundo (19) da imagem.

c ) - PA(T
Hb(T):_ZZ 8 ; loggU/ o (1)

o (T m;
e /P ) (19)
g gi/h
H (T)=- *— log—
22 5
Sendo que:
T G
R(T)=-) ig, P(T)=-2ig,
i=l

i=T+1

g, representa a intensidade de cinza presente nas coordenadas (i, j) da imagem.

g, representa o nimero de pixels com intensidade .

L representa o nimero de linhas da imagem.

C representa o numero de colunas da imagem.

G representa o nimero de intensidades de cinza da imagem.
H representa a entropia relativa da imagem.

Encontradas as duas entropias H,(T) € H (T), o limiar ¢ determinado pelo

procedimento de maxmin que, segundo Brink [BRINK, 1996], é o procedimento que
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divide igualmente as entropias entre objeto e fundo da imagem. Assim a intensidade de
cinza T que “maxminimiza” a fungdo w(T) (20) serd o limiar escothido, mas agora

considerando uma informagao espacial.
w(T)=MaX (MIN{H,(S), H,(S)}) (20)

Este incremento proporciona ao modelo a melhoria da informagdo visual
contida na imagem limiarizada, pois segundo [BRINK, 1996] a inclusdo da variancia

m, representa um fator de pondera¢do que proporciona a preservacio de informagdes

visuais importantes como bordas, fundamentais para a compreensdo visual da imagem.

Cada um dos métodos apresentados nesta se¢do tem suas vantagens e
desvantagens em relagdo a algum critério de avaliagdo. Assim alguns comentarios sdo
validos.

O método proposto por Pun, tem seu pior funcionamento com histogramas
bimodais, se consideradas a uniformidade e forma da imagem limiarizada e também
ndo produz bons resultados em comparagdo com outros meétodos [SAHOO et al.,
1988].

O método proposto por Johannsen e Bile apresenta bons resultados com
histogramas bimodais e bimodais discretos. Seu desempenho pode ser comparado ao
método de Otsu (se¢do 2.2.1). Essas considera¢des foram baseadas nos critérios de -
uniformidade e forma [SAHOO et al., 1988].

O método proposto por Kapur tem boas respostas para histogramas bimodais
discretos. Para histogramas nido bimodais apresenta bom desempenho no quesito
forma, sendo classificado por Sahoo [SAHOO et al., 1988] como um fnétodo muito
consistente para esta classe de imagens. O trabalho de Lee [LEE et. al.,, 1990]
complementa observando que o desempenho deste método € dependente das
distribuigdes do objeto e fundo da imagem. Em seu trabalho Kapur [KAPUR et. al,,
1985] observa que a suavizagdo (borramento) da imagem de entrada ndo afeta o
desempenho de seu método, mas por outro lado Lee [LEE et. al., 1990] observa que ¢

muito afetado (sensivel) pela presenca de ruido.
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Um ponto positivo no método proposto por Beghdadi [BEGHDADI et. al.,
19957 ¢ que ele explora a correlagio espacial dos pixels dentro de cada bloco, contudo
entre os blocos ela ndo ¢ considerada. Um grande problema que deve ser observado é a
escolha do tamanho dos blocos, que influencia diretamente o desempenho do método.

O acréscimo da variancia no calculo da entropia proposto por [BRINK, 1996]
representa sem divida um ganho adicional de informagdo na busca pelo limiar. Com
base na qualidade visual, as respostas deste modelo se mostraram melhores que o

método de Kapur, mas com aumento do custo computacional.

2.2.4. Métodos Entropicos Bidimensionais

O precursor deste tipo de método foir Abutaleb [ABUTALEB, 1989] que em
seu trabalho, propds um método que pode ser visto como uma continuagdo dos
métodos propostos por Pun [PUN, 1980] e Kapur [KAPUR et. al.,, 1985]. Sua
contribuicdo estd em acrescentar ao histograma alguma informagdo espacial da
imagem.

Nestes métodos acrescenta-se uma dimensdo ao histograma, tal como o
agrupamento dos pixels que possuem a mesma média de intensidade em suas
vizinhangas, gerando assim, um histograma bidimensional (2D).

Um histograma 2D adequado forma uma superficie com dois picos (Figura 8),
um correspondendo ao objeto e o outro ao fundo. Os elementos proximos a diagonal
principal da superficie contribuem mais para as representagdes do objeto e do fundo da
imagem, enquanto a informacgdo fora dessa diagonal representa melhor as bordas e

ruidos.
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Figura 8 - Superficie gerada pelo histograma bidimensional.

A partir do histograma bidimensional € realizada uma busca exaustiva, com o
objetivo de encontrar a média de vizinhangas (§) e a intensidade de cinza (7) que
maximiza a fungdo de separacgdo entre o objeto e fundo da imagem (21), considerando

a entropia contida no histograma 2D.

(S, T)=H,(S,T)+ H,y(S,T) 1)
Sendo
Hb(S’T)Z_._ Z(pij/PST)log(pij/PST) HW(S’T):—'Z 'Z(pij/(l_PST))log(pij/(l—PST))
PST:_S T if :él/_
;;pj p[j Nz

g representa o numero de pixels com média / e intensidade ;.
G representa o numero de intensidades de cinza da imagem.

py representa a probabilidade da média i e a intensidade j serem encontrados juntos na
imagem.
N representa o numero total de pixels da imagem.

Brink [BRINK, 1992] em seu trabalho, analisou a forma de escolha do limiar
proposta por Abutaleb e constatou que ele simplesmente maximiza a soma das

entropias. Ele propds entdo que fosse usada a busca do “maxmin”, para garantir que a
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divisdo fosse eqiiitativa entre as entropias do objeto e do fundo da imagem. O limiar €

determinado entdo pelos valores (S, T) que “maximinimizem”, conforme (22).

w(s,t)=MAX (MIN{H(4), H(B)}) (22)

Embora a inclusdo de uma nova caracteristica na escolha do limiar realmente
melhore o desempenho da limiarizagdo, também aumenta o tempo computacional
necessario para determina-lo [ABUTALEB, 1989], considerando que os dois métodos
apresentados t€m suas implementagdes seqiienciais.

Outra consideragdo importante € que o método bidimensional se mostrou mais
robusto que o unidimensional, com relagdo a presenca de ruidos na imagem
[ABUTALEB, 1989]. Entre os dois métodos bidimensionais, foi observado que,
baseada na avaliagdo subjetiva de reconhecimento das imagens limiarizadas, a
abordagem usando “maxmin” em geral tem melhor desempenho. Por outro lado,
constatou-se que, para imagens de infravermelho, a abordagem de Abutaleb pode

produzir melhores resultados [BRINK, 1992].
2.2.5. Método Transformacao do Histograma

Este método ¢ descrito em [SAHOO et al., 1988] e tem uma particularidade
interessante: ndo seleciona diretamente o limiar para a imagem, mas transforma o
histograma. Esta transformag@o consiste em tornar os vales mais profundos e os picos
mais altos e, dessa forma, permitir a aplicagdo do método Mode (apresentado na se¢do
2.2) na escolha do limiar.

Uma técnica comumente usada neste método ¢ a ponderagdo dos pixels da
imagem de acordo com as propriedades locais, como por exemplo, o uso de um
operador de borda [MASON et. al., 1975] que atribua aos pixels contidos em regides
homogéneas mais peso do que aqueles que estiverem em regides de bordas.

Outro exemplo ¢ o uso do método quadtree [WU & ROSENFELD, 1982], o
qual divide a imagem original em quadrantes e entio mede o desvio padrio das

intensidades de cinza contidas em cada um deles. Se a regido for homogénea, o desvio
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padrao € baixo, caso contrario € alto. Assim, cada quadrante com desvio padrdo alto &
novamente dividido até que o desvio padrdo ndo ultrapasse um valor previamente
escolhido. Apds a decomposi¢gdo, um novo histograma € obtido com as médias de cada
bloco.

O objetivo das técnicas de transformacio € produzir, a partir do histograma
original da imagem, um novo histograma com vales e picos realgados. Para isso
considera alguma propriedade local dos pixels. Isto o torna mais robusto, pois passa a
considerar a disposi¢ao espacial da informagao.

Uma observagio importante é que pode ser aplicado a imagens que possuem
histograma unimodal, as quais normalmente sdo de dificil limiarizagdo; por outro lado
apenas gera um novo histograma ponderado, o qual serd usado por outro método de
limiarizacdo [SAHOO et. al., 1988]. Sua implementagdo ¢ seqilencial e apds a
transforma¢do do histograma pode ser usado tanto por alguma técnica de limiarizagdo
global quanto por alguma técnica de limiarizag¢do local, como por exemplo, o método

Mode (apresentado na segdo 2.2).
2.2.6. Métodos de Segunda Ordem dos Niveis de Intensidade

Os métodos de segunda ordem dos niveis de intensidade recebem esse nome
por considerarem a informagdo nio somente do histograma da imagem (estatistica de
primeira ordem dos niveis de intensidades), mas também outras informagoes
estatisticas, como a matriz de co-ocorréncia, introduzida por Haralick [HARALICK et
al., 1973] para a analise de textura.

Na matriz de co-ocorréncia, os seus elementos sdo dispostos de acordo com a
vizinhan¢a e com o numero de ocorréncias [GONZALEZ & WOODS, 2000]. Esta

analise ¢ possivel, pelo fato da matriz de co-ocorréncia M, ser formada pelo

agrupamento de pixels de mesma intensidade (ordem da matriz), organizados por uma
distancia d e sentido (orientacdo) ¢ da ocorréncia das demais intensidades presentes

na imagem.
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Sendo a formac¢ao da matriz de co-ocorréncia dependente de (d, ¢ ), a presenca
de uma determinada textura pode ser detectada pela escolha de valores apropriados
para distancia e angulo. A matriz de co-ocorréncia foi usada na selecao do limiar pelo

trabalho de Ahuja e Ronsenfeld [AHUJA & ROSENFELD, 1978], o qual define a

matriz como:

Mgy = Moy + M iy + Moy + M 3 (23)

Esta definig¢do identifica que uma determinada intensidade i aparece como um
4-vizinho do pixel com intensidade ;. Dessa forma, os pixels que formam o objeto
(regido homogénea), influenciardo mais os elementos da diagonal da matriz, pois terdo
4 vizinhos com intensidades semelhantes (homogeneidade do objeto ou fundo), e os
pixels de bordas deverdo influenciar mais os elementos fora da diagonal da matriz, por
haver mais mudangas de intensidades. Assim a matriz de co-ocorréncia pode ser usada
na defini¢do de dois novos histogramas [SAHOO et. al., 1988]:

1. Histograma baseado nos elementos da proximidade da diagonal da
matriz, o qual deverd ter um vale profundo entre as intensidades do
objeto e do fundo.

2. Histograma baseado nos elementos fora da diagonal da matriz, o qual

devera ter um pico agudo entre o objeto e o fundo da imagem.

Um limiar para a imagem pode entdo ser escolhido na intensidade mais
profunda do vale na op¢@o 1 ou na intensidade mais alta do pico no caso 2.

Uma alternativa semelhante a matriz de co-ocorréncia foi desenvolvida por
Kirby e Rosenfeld [KIRBY & ROSENFELD, 1979], que ao invés de considerar a
distancia e sentido entre os pixels da imagem, considera a intensidade do pixel e sua
média local na formag¢do de uma matriz (médias x intensidades). Inicialmente com a
maior média e menor intensidade, e depois decrementando-as (linhas) e

incrementando-as (colunas) respectivamente.
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Dessa forma, os elementos proximos a diagonal da matriz representam os
pixels com intensidade e média proximos, ou seja, representam os pixels que formam
0 objeto ou o fundo da imagem pela sua homogeneidade. O histograma gerado pelos
elementos proximos da diagonal da matriz, devera ter um vale separando o objeto do
fundo da imagem.

Por outro lado, os elementos distantes da diagonal da matriz sdo aqueles com
intensidade e média local distantes, o que significa que estdo préximos das bordas da
imagem. A composi¢do de um histograma com esses elementos normalmente forma
um pico agudo separando o objeto do fundo da imagem.

Uma vez formado o histograma pelos elementos proximos da diagonal, o
limiar pode ser escolhido no intervalo entre as intensidades do vale ou, se formado
pelos elementos distantes da diagonal, o limiar pode ser escolhido entre as
intensidades que formam o pico [SAHOO et. al., 1988].

Os métodos apresentados nesta se¢do apresentam implementagido seqiiencial,
exigem muito tempo computacional € ndo sdo indicados para aplicagdes que envolvam
tempo real. Por outro lado, sdo capazes de inserir um pré-conhecimento do que se
busca, e assim, ter melhor desempenho para um conjunto de imagens com padrdo
conhecido e particularmente o método desenvolvido por Kirby e Rosenfeld ¢ capaz de
transformar um histograma unimodal em bimodal simplesmente acrescentando a
média das intensidades.

Imagens cujos histogramas nio sio bimodais, para este método, apresentam
melhor desempenho no quesito forma, mas o desempenho ¢ sofrivel no quesito

uniformidade. Isto classifica este método como sendo orientado a forma [SAHOO et

al., 1988].
2.2.7. Métodos com Abordagens Evolucionarias
Este método pode ser aplicado na busca de um limiar global ou multiniveis. O

Algoritmo Genético (AG) representa um mecanismo de busca robusto, desde que o

espago em que se procura ndo seja continuo. A possibilidade de implementagio
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paralela de AGs torna a busca por limiares muito mais rapida que os métodos
iterativos (seqiienciats) [YIN, 1999].

Os operadores genéticos: mutacdo, cruzamento, tamanho da populagdo e
numero de geragdes sdo parametros deste modelo. A populagdo inicial €
aleatoritamente escolhida.

A fun¢do-objetivo representa um determinado critério. Assim, a funglo-
objetivo pode generalizar qualquer método que se baseie na busca em um espago de
caracteristicas, como ¢ o caso do método de maxima entropia [KAPUR et al., 1985] ou
da maximiza¢do das variancias das intensidades dos pixels [OTSU, 1978], usados no
trabalho de Yin [YIN, 1999].

Com o objetivo de acelerar o processo de busca do AG, Yin propde uma
estratégia de aprendizado. A estratégia consiste no armazenamento da melhor solu¢do
de cada geracdo e baseado neste individuo, criar outros dois: um pela soma (+1) e
outro pela subtracdo (-1) de valores. Em seguida ¢ verificado se o resultado é melhor e
assim o melhor individuo (o mais bem adaptado) é armazenado e comparado com o
melhor da proxima geracdo, e assim por diante. Este processo se repete até atingir
alguma condi¢do de parada tipica de algoritmos evolucionarios.

Se a abordagem exigir uma busca do melhor limiar, fica patente a eficiéncia
computacional dos AGs, permitindo inclusive solugdes implementadas sobre

arquiteturas paralelas.

2.2.8. Métodos com Logica Nebulosa

A teoria de conjuntos nebulosos incorpora a manipulagdo de incertezas, as
quais sdo causadas pelas deficiéncias de informag¢do como: informagdes incompletas,
imprecisas, mal definidas, vagas ou contraditdrias. Sua aplicagdo na limiarizagio de
imagens tem a mesma motivagdo: as incertezas causadas pela ocorréncia de bordas e
regides mal definidas da imagem, imagens de baixa qualidade e imagens afetadas por

ruido [CHENG & CHEN, 1999].
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No processo de limiarizagdo de imagens com objetos bem definidos, como
fundo claro e objeto(s) escuro(s), ou vice-versa, a determinagdo de um limiar que
melhor separe as duas classes ¢ uma tarefa relativamente facil, mas isso dificilmente
ocorre em imagens tomadas em ambientes desprovidos de controle.

A idéia essencial representada pelos conjuntos nebulosos estd no relaxamento
de decisdes rigidas (ou rigorosas) que condiciona um grau de pertinéncia a um
elemento (no caso, um pixel da imagem) a uma determinada classe. Isto permite tornar
mais realistica a interpretacdo do problema e tratar as ocorréncias de elementos com
niveis intermediarios de pertinéncia [JAWAHAR et al., 2000]. O nivel ou grau de
pertinéncia em geral € representado por um numero real no intervalo [0,1].

Assim como na limiarizagdo global, o objetivo ¢ encontrar duas regides
distintas da imagem: O e F, correspondendo a classes objeto e fundo, porém na
limiarizagdo nebulosa considera-se o grau de pertinéncia dos pixels, como mostra a

equacao (24).
O={u,(x)/x,, i=12,...,N} e F={u.(x)/x;, i=12,...,N} (24)

A fungdo pu,(x,;) representa o nivel de pertinéncia do elemento x, em relagio

ao objeto e . (x;) o nivel de pertinéncia do elemento x, em rela¢do ao fundo. N é o

numero de niveis de intensidade. A decisio de classificagio é resultante do maior valor

entre as respectivas fungdes de pertinéncia.

0 2 ‘
1:{ se ,uo(«\,)>/,ll_-(xl) i=1,2’--~’N (25)

255 se pp(x)<pp(x;)

Na teoria de conjuntos nebulosos, quando um pixel g € classificado como
objeto, diz-se que g pertence ao objeto ou que g ¢ membro da classe objeto.
Desta forma, as fungdes de pertinéncia u,(x;) e u.(x,) influenciam

diretamente a limiarizagdo das imagens. Existem varias fungdes de pertinéncia
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[PEDRYCZ, 1998], como por exemplo, as fun¢des S e Z. A funcdo S € mostrada em
(26).

0, x<a
(b-a)c-a) |
S ) 5b> =1 2
(x,a,b,c) o) e scf (26)
(c=b)(c—a)
1, c<x

Sendo x um nivel de cinza entre 0 e 255, os pardmetros a, b e ¢ determinam
a forma da fungo de pertinéncia S. O intervalo formado entre os pardmetros a e ¢ ¢
chamado regido nebulosa. O parametro b ¢ normalmente o ponto médio do intervalo

[a,c], mas ndo necessariamente. Quando isto ocorre, a fungdo S é chamada de fungdo

S padrdo. A fungdo Z ¢ obtida a partir da fungdo S, como mostra (27).
Z(x,a,b,c)=1-S(x,a,b,c) 27)
A atribuigdo de uma classe a um elemento depende de seu grau de pertinéncia

a esta classe. Na Figura 9 ilustra-se a aplica¢do das fung¢des de pertinéncia S € Z no

histograma de uma imagem em niveis de cinza.

Regidio Nebulosa
100 Q )_ |
" AN /]
2\ s
80 S
\\\

70 X
~ ‘
£ 60 5
B-1 Y
<@ A
5 90 3
- Objeto | Fundo
t A}
g_ 40 / "

30 “

\\
‘\
204 -
\
10 / \
0 | ;
0 15 30 45 60 75 Qb 105 120 135 150 165 180 195 210 225 240 255

niveis de cinza

Figura 9 - Fungdes de pertinéncia nebulosas: S e Z.
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Na Figura 9, os valores utilizados para os pardmetros a, b e ¢ foram
(80,120,160) . Pode ser vista a regido nebulosa entre as pertinéncias das fungdes no
intervalo [a,c]=[80,160].

Existem basicamente duas tarefas neste tipo de limiarizagdo: a determinagdo
da regifo nebulosa e a atribuigdo do grau de pertinéncia. Como pode ser observado na
Figura 9, a determina¢do da regido nebulosa ¢ uma determinante neste modelo de
limiarizagdo e como pode-se notar, a interse¢do entre os conjuntos ndo ¢ vazia.
Portanto, a limiariza¢do nebulosa generaliza a limiarizagdo global, que se torna um
caso especial quando a intersecio entre objeto e o fundo é vazia.

Na regido nebulosa, o grau de pertinéncia ¢ atribuido aos elementos cuja

classificagdo entre objeto e fundo ¢ incerta. A localizagdo do ponto b influencia
diretamente a pertinéncia para as fungdes 4,(x) e pu.(x). Este método de

limiarizagdo fica, dessa forma, totalmente dependente da combinagio dos valores dos

parametros a, b € c.

A funcgio de pertinéncia pode ser determinada por retas definidas por equagdes

do tipo mostrado em (28).

y=ax+b (28)

A Figura 10 exemplifica a aplicagdo desta funcgio de pertinéncia.

100

o A\ /
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. /
£ o N/
g 501 Objeto Fund
E_ 40
. /L \
| yz
20

/ A\
A 2

0 15 30 45 80 75 90 105 120 135 150 165 180 195 210 225 240 255
niveis de cinza

Figura 10- Fungdes de pertinéncia por retas.
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Como se pode observar na Figura 10, os angulos de inclinagdo das retas sio os
mesmos (60), garantindo que a soma das pertinéncias seja sempre 100%. Os valores
usados na Figura 10 foram: y = 50, x = 120, o que resultou na regiao nebulosa entre as
intensidades 91 e 149.

O grau de pertinéncia € entdo uma fungdo dos niveis de intensidade que pode
ser parametrizada pelo angulo € de inclinagdo das retas e usar a equagdo reduzida da

reta para encontrar os coeficientes angular e linear.

y=ax+b (equagdo reduzida da reta)

b=y-ax

b=50-ax120 (29)
b =350 - tan(8) x 120

b=50-tan(60°)x 120

Uma vez determinados os valores para os coeficientes angular (a) e linear
(b), € possivel encontrar o inicio e o fim da regido nebulosa, ou seja, o valor em que
as retas cortam o eixo dos niveis de intensidade.

Usando a teoria dos conjuntos nebulosos, Fleury [FLEURY et. al., 1996]
propde uma abordagem na determinagdo de limiares multiniveis. Seu método divide-se
entre a procura por picos, a definicdo das regides nebulosas e a busca pela minima
entropia de cada regido.

Antes de localizar os picos € proposta a suavizagdo do histograma, como uma
forma de eliminar a presenca de falsos picos e vales. Em seguida ¢ iniciada a busca por
picos no histograma pela técnica de recorte (histogram clipping) [GONZALEZ &
WOODS, 2000], e entdo os locais dos picos sdo armazenados. Em seguida, o
histograma ¢ dividido em varias regides, cada uma delas delimitadas pelos picos

encontrados, Ou S€ja, regido, = [pico, ., pico,., -

Em cada regido ¢ aplicada uma func¢do S-padrio, sendo os valores dos
parametros a € ¢ determinados pelos picos que formam a regido e b = (a+c)/2. Assim a

entropia nebulosa de cada regido € encontrada pela equagio (30).
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] n
..o = 7 log(2) ; S”(/U(gi)) h Sn(x) = —/u(x)logz #(“") (30)

Dessa forma, o limiar para cada regido ¢ determinado pelo nivel de
intensidade x que satisfaz a condigdo imposta pela equagio (31), e entdo encontrando o

vale da regido.
Sn(x—1)> Sn(x) < Sn(x +1) 31

No trabalho de Fleury também € proposta a implementacdo paralela do
algoritmo, o que o torna computacionalmente bastante eficiente. E aplicado em
imagens com histograma bimodal e multimodal, com resultados, em geral, melthores
que os resultados por méaxima entropia [KAPUR et. al, 1985] para imagens
multimodais. Outra observagdo importante ¢ que a abordagem nebulosa se mostrou

mais robusta que o método de Kapur [FLEURY et. al., 1996].

2.2.9. Método Aprendizado por Reforco

O método de limiarizagdo de imagens usando aprendizado por reforgo foi
proposto por Yin [YIN, 2002], implementando um modelo basico de aprendizagem
por refor¢o (BRLM, basic reinforcement learning model) e usando o algoritmo Q-
Learning [WATKINS & DAYAN, 1992; KAELBLING et. al., 1996].

Esta abordagem usa um agente simples e uma tabela contendo um conjunto de
estados. Para cada estado sdo armazenadas as possiveis agdes que podem ser tomadas
e o refor¢o para cada ag¢do (positivo ou negativo).O agente entdo pode aprender uma
tarefa (escolha do limiar) por uma seqiiéncia de tentativas e erros/acertos no ambiente,
isto €, no histograma.

O aprendizado ocorre da seguinte forma: o agente percebe o estado corrente
do ambiente e entdo escolhe qual a¢do executar baseado no maior refor¢o positivo da
tabela para aquele estado. O estado do ambiente é alterado pela agdo do agente,
originando um novo estado. Entdo o agente recebe um reforco pela transi¢do do

estado. Se o novo estado for melhor, o reforgo é positivo, caso contrario € negativo.
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A cada transicdo de estados, a tabela ¢ atualizada de acordo com o reforgo
recebido. Este processo de aprendizagem € repetido até que uma condi¢do de parada
seja alcancada, ou seja, se o agente atingiu o objetivo ou chegou a um estado terminal.

A Figura 11 apresenta uma representagio grafica do funcionamento deste processo.

reforgo
acao
estado ﬁ ‘

agente

Figura 11- Modelo basico de aprendizado por reforgo

Em seu trabalho, Yin aplica uma aprendizagem BRLM para determinar tanto o
limiar global quanto o multiniveis. No caso do limiar global, o histograma ¢ definido
como ambiente e o agente recebe um estado inicial, por exemplo, ficando posicionado
na intensidade 0. Em seguida, ele executa uma agdo, por exemplo, caminhar até a
intensidade 150. Assim o reforgo sera dado de acordo com o célculo da entropia da
posi¢do anterior (intensidade = 0) até a posi¢éo atual (intensidade = 150) e este refor¢o
¢ atualizado na tabela que faz o papel de meméria do agente.

O agente ¢ entdo estimulado a encontrar o estado e a agdo que maximiza o
reforgo, que neste caso sera a entropia. Neste ponto fica claro que ¢ empregado o
BRLM como uma estratégia de busca pela maxima entropia [PUN, 1980; KAPUR,
1985] (secdo 2.2.3) ao invés da busca por forca bruta proposta inicialmente pelos
criadores do método.

Este mecanismo de busca também pode ser estendido para os métodos
entropicos bidimensionais [ABUTALEB, 1989] (secdo 2.2.4) e, neste caso, o agente
devera executar duas agdes para mudar de estado ao invés de apenas uma, i.e., escolher

o nivel de intensidade e a média das intensidades.
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Segundo Yin [YIN, 2002], a estratégia de busca usando BRLM se mostrou

mais eficiente que a abordagem usando algoritmo genético desenvolvida por ele

mesmo [YIN 1999].

2.3 Algoritmos Basicos

Os atributos apresentados na segfio anterior dependem de algoritmos para

serem extraidos das imagens. Nesta se¢do sdo apresentados resumidamente alguns dos

algoritmos utilizados neste trabalho.

2.3.1. Histograma de Niveis de Intensidade

O histograma de uma imagem digital ¢ a distribui¢do das intensidades, ou seja,

o numero de pixels para cada um dos niveis de intensidade presentes na imagem. A

Figura 12 mostra um exemplo de uma imagem e seu respectivo histograma.

Histograma da Imagem
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(a) Imagem y

(b) Histograma
Figura 12 - Imagem e seu Histograma.
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Um algoritmo tipico, em pseudo-codigo, para o calculo do histograma de uma

imagem digital ¢ apresentado no Algoritmo 1.

variaveis
X,y, cinza : inteiro;
h : histograma;
Inicio
Para vy = 1 Até Img.altura Faca
Para x = 1 Até Img.largura Faca
cinza = Img(x,y);
h[cinza] = h[cinza]l+1;
Fim-Para
Fim-Para
Retorne(h);
Fim.

Tipo histograma = vetor[0..255] de inteiros;

Funcdo ghistograma (Img : imagem) : histograma;

Algoritmo | - Histograma de uma imagem.

2.3.2. Equalizagio do Histograma

A equalizagdo ¢ aplicada ao histograma da imagem com o objetivo de tornar a

distribuicdo de intensidades de cinza mais uniforme ao longo do histograma. A

conseqiiéncia dessa uniformidade € o aumento de contraste.

A equalizagdo ¢ obtida mapeando-se cada nivel de intensidade presente na

imagem original em um outro nivel. Esse mapeamento € resultante da aplicagdo da

fungdo de distribui¢do acumulada (FDA) na freqiéncia de ocorréncia de um

determinado nivel. A FDA ¢ obtida acumulando-se as freqiiéncias de ocorréncia dos

niveis de intensidade menores que um determinado nivel i e dividindo-se este total

acumulado pelo numero total de pixels na imagem.
- S0)
Ce, = ) —
=Ly

Sendo:

Ce, representa a intensidade k equalizada pela FDA.

f{i) representa o numero de ocorréncias da intensidade i na imagem original.

N representa o numero de pixels da imagem.

(32)

Na verdade, a equalizagdo é uma tentativa de transformar a distribuigdo das

intensidades dos pixels em uma distribuigdo uniforme.
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O Algoritmo 2 apresenta a implementacdo da equalizagdo de uma imagem.
Um exemplo da aplicagdo desse algoritmo pode ser visto na Figura 14, a qual
apresenta a imagem equalizada (a), a FDA (b) e o histograma equalizado (c). Esse

exemplo teve como entrada as informagdes apresentadas pela Figura 13.

Frequéncia Acumulada da Imagem Original

& / /
0)
i; /
° /
/
01 02 03 04 0s s 07 08 0s
Intensidades de cinza (normalizados)
(a) Imagem original * (b) FDA da imagem original
Histograma da Imagem Original
800
o | ll.
25 50 75 100 125 150 175 200 225 250

(¢) Histograma da imagem original
Figura 13 - Imagem original, FDA e seu Histograma.

A equalizagio € normalmente utilizada por métodos automaticos de
limiarizagdo, como os que sdo apresentados na segdo 2.2.3. Nestes métodos a
equaliza¢do impede a ocorréncia de platdés ou minimos/maximos locais nas fungdes
que definem o critério de limiarizagdo. O efeito da alteragdo no contraste de uma

imagem equalizada pode ser observado na Figura 13 e Figura 14.

* SAMPL. Signal and Machine Perception Laboratory — Departament of Eletrical Engineering — The Ohio State
University. http://sampl.eng.ohio-state.edu/~sampl/database.htm




Tipo histograma = vetor[0..255] de inteiros;

N, X,Y¥, cinza : inteiro;
fregacumulada, he : histograma;
Inicio
N = Img.altura * Im%.1argura;
Para x = 0 até 255 faca
acum = acum + h[x] / N;
freqacumulada[x] = acum;
Fim-Para
Para y = 1 até Img.altura faca
Para x = 1 até Img.largura faca
cinza = Img(x,y);

3

Fim-Para
Fim-Para
Retorne(ImgE);

Fim.

Imge(x,y) = freqacumulada[cinza] * 255;

Funcdo equaliza (Img : imagem; h : histograma) imagem;
variaveis ImgE : imagem;

Algoritmo 2 - Equalizagiio de uma imagem.

(a) Imagem equalizada *

Frequéncia Acumulada da Imagem Equalizada

of 02 03 04 05 05 07 08 03
Intensidedes de cinze (normalizados)

(b) FDA da imagem equalizada

Histograma da Imagem Equalizada

S

frequéncia
5 n

3

=)
——

0 25 50 75 100 125 150 175
tons de cinza

(c) Histograma da imagem equalizada

Figura 14 - Imagem equalizada, FDA e seu Histograma.
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* SAMPL. Signal and Machine Perception Laboratory — Departament of Eletrical Engineering — The Ohio State

University. http://sampl.eng.ohio-state.edu/~sampl/database.htm
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2.3.3. Exemplo de Limiarizacio

A limiarizagdo de imagens pode ser global ou multiniveis. Nesta se¢do sera
apresentado o algoritmo de limiariza¢do global. A limiarizagdo multiniveis pode ser

vista como uma extensdo do limiar global.

e
(b) Imagem limiarizada na intensidade T=75.

(a) Imagem em intensidades de cinza 3

Histograma da Imagem Original

(c) Histograma da Imagem (a)

Figura 15 - Limiarizagdo de Imagens

O resultado de uma limiarizagdo global ¢ a intensidade que classificara cada
pixel como pertencente a um fundo ou a um objeto. Um algoritmo tipico de

limiarizagdo global ¢ implementado no Algoritmo 3. Tomando como entrada a

® LIS. Laboratories of Intelligence Systems of Institute of Information Science at Academia Sinica, the
national academic research institute in Taiwan. http:/smart.iis.sinica.edu.tw/html/face.html
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imagem da Figura 15.a e o limiar T = 75, a fungdo implementada terd como saida a

imagem exibida na Figura 15.5.

Funcdo Limiarizacao (Im : Imagem; T : inteiro): Imt : Imagem;
variaveis
X,y : inteiro;
Inicio
Para y = 1 até Im.altura faca
Para x = 1 até Im.largura faga
Se Im(x,y) > T entdo
Imt(x,y) = 255 {branco}
Sendo
] Imt(x,y) = 0 {preto}
Fim-Para
Fim-Para
Fim.

Algoritmo 3 - Limiarizagdo global genérico.

2.3.4. Um exemplo de limiarizacdo automatica: Maxima Soma das Entropias

Alguns métodos de limiarizagdo automaticos sdo resumidamente descritos na
secdo 2.2. Nesta subsecio serd tomado como exemplo a implementacio do método
proposto por Kapur [KAPUR et. al., 1985]. Esse método ¢ aplicado ao histograma da
imagem equalizada. O limiar € escolhido como a intensidade que maximiza a soma das
entropias (se¢do 2.1.1) de duas partes distintas (objeto e fundo) da imagem.

Assim, para encontrar o limiar de maxima entropia de uma determinada
imagem, o algoritmo testa todos os limiares possiveis, ou seja, todas as intensidades.
Deste modo, classifica-se os pixels de uma imagem digital em dois tipos, de acordo
com intensidade: o primeiro tipo com intensidade entre O e t, € o segundo tipo entre
t+1 e 255 (ou o nivel maximo). Para cada uma destas partes, calcula-se a entropia.
Inicialmente o valor de t € zero, sendo ele incrementado a cada iteracio até que
alcance o nivel maximo (255).

A cada iteragdo o algoritmo guarda, na posi¢do de um vetor, a soma das
entropias da primeira parte (entre O e t) e da segunda (entre t+1 e 255). Ao final, o
limiar cujo valor no vetor ¢ méaximo ¢ selecionado. O Algoritmo 4 descreve a
implementagdo do modelo de limiariza¢do automatico por maxima entropia proposto

por Kapur.
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Funcdo entropta(x :

Inicio
MAX, HO, H1l, PO, Pl : real;
Se (x > 0) entao
e 1= -(x * Log2(x));
Sendo
e := 0;

Fim.

Funcdo MaxEntropia (histograma
inteiro) Limiar : inteiro;
variaveis
MAX, HO, H1l, PO, Pl : real;
t, 1 1nteger

real) e : real;

(0..255]

de 1dinteiros; totalpixels

Inicio
Max = 0;
Para t = 0 até 255 faca
PO = 0;
P1L = 0;
Para i = 0 até t faca
PO = PO + histograma(i] / totalpixels;
Para i = t+1 até 255 faca
P1 = P1 + histogramal[i] / totalpixels;
HO = O;
H1 = 0;
para i = 0 até t faca
HO = HO + entropia ((histograma[i] / totalpixels)/PO);
Para i = t+1 até 255 faga
HL = H1 + entropia (Chistogramali] / totalpixels)/Pl);
Se (HO+H1 > MAX) entao
MAX = HO+HI1;
Limiar = t;
Fim-entdo;
_ Fim-para;
Fim.

Algoritmo 4 - Limiar por maxima entropia.

Uma vez determinado o limiar, € aplicada a limiarizagdo conforme

Algoritmo 3.

2.3.5. Algoritmo de Agrupamento K-médias

K-médias [CONSULARO, 2000] ¢ um algoritmo classificador que divide as
amostras em k-grupos. E um algoritmo particional e, portanto, ndo estabelece uma
hierarquia estruturada dos grupos. Realiza um aprendizado n3o-supervisionado, isto &,

na fase de treinamento as amostras ndo sdo comparadas com alguma classificagdo

correta, mas determinadas por uma meétrica de similaridade entre a amostra € os &

grupos,

Tipicamente, a métrica utilizada ¢ a distancia euclidiana entre a amostra € a média (ou

centro), contudo outras métricas podem ser utilizadas.

sendo cada grupo representado por uma média dos seus elementos.
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A classificagdo pelo algoritmo k-médias se inicia com uma escolha aleatoria
de k amostras de todo o conjunto de amostras a serem classificadas. Assumem-se entdo
estes k elementos como centros iniciais. Em seguida € calculada a distancia de todas as
amostras restantes do conjunto a cada um dos k centros. Cada amostra serd agrupada
ao conjunto de dados cujo centro C; estiver mais préximo. Uma vez tendo todas as
amostras pertencendo a um dos k£ grupos, um novo centro C; ¢ estabelecido
recalculando-se a média dos elementos do grupo i (com i entre 1 e k). Deste modo,
cada um dos centros se desloca. Esse processo € repetido até que os centros n3o se
desloquem mais, ou entdo, se desloquem muito pouco relativamente a itera¢do

anterior, conforme descreve o Algoritmo 5.

tipo
registroe = registro
X,y : real;
agrupado : booleano;
centroagrupado : inteiro;
fim-reqistro;

Funcdo kmedias (k, nr_amostras:inteiro; amostras : [1..nr_amostras] de
registroe):centros[1l..k] de inteiros;
varidveis

menor_distancia, aux : real;
i, Jj, agrupado, a_agrupar, centro : integer;
Inicio
1= 0;
Enquanto (i < k) faga
agrupado = sorteio (pr_amostras);
Se (amo$tra§[ag£upado].agrupado = falso) entdo
1T =1 + 1,
centros[i] = amostras[agrupado];
Fim-entdo;
Fim-enquanto;
a_agrupar = nr_amostras - k;
Enquanto (a_agrupar <> 0) faca
menor_distancia = DISTANCIAMAXIMA(centros, amostras);
Para i = 1 até k facga
Para j = 1 até nr_amostras faga
S

Se (amostras[j] ainda nao agrupada) entdo
aux = DISTANCIAEUCLIDIANA(centros[i], amostras([jl);
Se (aux < menor_distancia) entdo
Menor_distancia = aux;
centro = 1i;
i agrupado = j;
) Fim-se;
_ Fim-se;
Fim-para;
Fim-para;
a_agrupar = a_agrupar-1;
centros[centro] = CENTROIDE(centro[centro], amostras[agrupado]);
Fim-enquanto;
Fim.

Algoritmo 5 - Algoritmo de agrupamento K-médias.
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Neste trabalho, o algoritmo k-médias ¢ aplicado na determinagdo dos centros
usados pela rede de fungdes de base radial apresentado nas segdes 2.4 ¢ 3.3.2 . O k-
médias ¢ um algoritmo ndo supervisionado que segundo Haykin [HAYKIN, 2001],
determina os centros das fun¢des de base radial nas regides onde estio os dados
significativos, mesmo quando aplicado a um conjunto de dados sem um
comportamento pre-determinado, como € o caso da percepgao visual humana aplicada

na tarefa de limiarizar imagens digitais.

2.4 Funcdes de Base Radial (FBR) e Redes de FBRs

Uma funcdo de base radial (FBR), ¢, recebe este nome por ser radialmente
simétrica com relagdo a um centro .. Desse modo, ela pode ser definida como:
¢(r)=¢(|r—u, ), com ||.|| representando uma norma [GHOSH & NAG, 2001].

A norma euclidiana (ou norma L,), que pode ser calculada por (33), ¢

tipicamente utilizada em interpolagdes, pois minimiza os erros [POWELL, 1985].
lr = =y =) (33)

Contudo, as FBRs sdo, na verdade, uma familia de funcgdes, dentre as quais

algumas escolhas populares para ¢ sio exemplificadas na Figur‘a 16.

Percebe-se que as quatro fungdes do exemplo sdo simétricas ao redor do
centro (na Figura 16, centro com valor 50). Outra caracteristica a se observar é que sido
monotonicamente crescentes ou decrescentes ao se afastarem do ponto central € no
caso especial da fun¢do gaussiana € necessario especificar o desvio padrio (na Figura

16.c, valor 45), que ajusta a suavidade da fun¢3o.
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N

0 25 50 75 100 0 25 50 75 100

(a) ¢(r)=r (linear) (b) ¢(r)=r"log(r) (thin-plate spline)

N/

0 25 50 75 100 0 25 50 75 100

(c) ¢(r) = el (gaussiana) (d) #(r)=+r> + p} (multiquadrética)
Figura 16 - Exemplos de fungdes radiais

As aproximacgdes usando FBRs foram introduzidas no trabalho de [POWELL,
1985]. Sdo como elementos de aproximagdo que as FBRs sdo utilizadas neste trabalho,
isto ¢, na etapa de treinamento, os limiares determinados por sujeitos humanos sdo
aproximados em fun¢do dos atributos de algumas imagens; e na etapa de teste, as
respostas sdo generalizadas a partir dos atributos usados no treinamento.

As aproximagdes com FBRs podem ser vistas como um mapeamento de dados
de entrada com dimensionalidade d em um espago de saida unidimensional, ou seja,
RY » R. Desse modo, o problema passa a ser: encontrar uma fungio F que

represente 0 mapeamento de um conjunto de pontos de entrada S ={5,,5,,...,5,} em
um espago RY de d dimensdes, para um conjunto de pontos de saida T ={t,,¢,,...,¢,}

cealy

em um espago R . Essa transformacgdo deve satisfazer a condi¢io de interpolagdo (34).

FG)=t,, i=12...,n (34)
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Segundo [GHOSH & NAG, 2001], a solugdo para este problema pode ser a

interpolagdo com uma base de n FBRs, utilizando o sistema linear em (35).

FE)=Y w4015 -5, 1) (35)

O sistema linear em (35) pode ser visto de forma matricial como (36).

—

P ® W

T [0 els-snl) o sl -sA)] ]
r@)|_|ols-sl) o el sl | w (36)
sl (ol -sl) el -5l - o ]l

No sistema linear (36), o vetor fs =[fG), f(5,),..., f(5,)]) representa as
respostas desejadas. A matriz ® € o conjunto de FBRs aplicadas as normas dos
vetores de diferenca entre todas as combinacdes de duas amostrass. O vetor
w={w,w,,...,w,]7 é o vetor de pesos, ou seja, as incognitas do sistema com n
amostras. Cada um dos vetores de entrada s tem dimensdo d_, ou seja, a quantidade

de caracteristicas usadas para representar cada amostra, resultando como aproximagao
uma curva (d, =1), ou uma superficie (d, =2) ou ainda uma hiper-superficie (d, >2).
A matriz @ ¢ quadrada e de ordem 7, ja que todos os elementos do conjunto
de entradas § = {§< i=12,.. .,n} sdo utilizados. Cada uma das amostras funcionard como
centro de uma FBR.
Para efeito de simplicidade, permite-se escrever a equagdo (36) de maneira

reduzida, como em (37).

F. =®wW (37)

s

Durante o treinamento, a informagdo buscada € o vetor de pesos w. Desse
modo, assume-se que a matriz ® seja ndo-singular e que entdo exista a sua inversa

®~'. Com esta suposi¢@o o vetor de pesos w pode ser obtido pela solugdo do sistema

linear, como mostrado em (38).
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W= F (38)

Toma-se evidente garantir que a matriz ® seja inversivel. Esta condi¢do pode
ser alcancada pelo teorema de Micchelli, o qual € aplicado para uma ampla classe de
FBRs, incluindo gaussianas e thin-plate splines [HAYKIN, 2001].

A tunica condi¢do que deve ser observada para que uma matriz de FBRs seja
ndo singular ¢ que os pontos do conjunto de entrada S:{§,\i=1,2,...,n} ndo sejam
muito proximos uns dos outros, independente do tamanho de amostras de entrada » ou

da dimensdo de cada amostra 4.

Uma vez solucionado o sistema, os valores dos pesos estdo no vetor w. Este
vetor pode agora ser utilizado para encontrar as respostas desejadas de um outro
conjunto de amostras (teste), de acordo com as caracteristicas apresentadas por cada
uma delas. Este processo representa a generalizagdo das respostas de novas amostras

(X) em fungdo de suas caracteristicas, conforme (39).

e =®(| x =5 [Hw (39)

A equacdo (39) pode ser escrita na forma matricial como segue:

f(xl) ¢(||?1 _§1 “) ¢(“?1 _§2 ”) ¢(H5€1 _§n H) W
f(fz) — ¢(H-§2_§1 ”) ¢( “?2."52 H) ¢(||xz.—§,, H) . Mfz

(40)

FED] LoU5, -5 1) $UE, 51D - #1%, —5 D] [w,

Como pode ser observado, a nova matriz ® contém mx rn elementos, sendo »n
o numero de amostras utilizadas durante o treinamento € m o nimero de amostras
utilizadas na generalizagdo (teste). Novamente sio usados todos os elementos do

conjunto § ={5|i=1,2,...,n}, agora centros das FBRs.

Na equacio (40), o vetor f. =[f(%,),f (%,),..., f(x,)] representa o conjunto de

respostas desejadas para cada uma das m amostras. Cada elemento, por sua vez, €

descrito por um vetor de caracteristicas %, com dimensdo igual ao vetor de amostras
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de treinamento d,. A matriz ®, agora, representa o conjunto de FBRs aplicadas as

normas das diferencas entre os vetores de caracteristicas 5, e x ;» das amostras de

treinamento e teste, respectivamente. O vetor w =[w,,w,,...,w,]” € 0 mesmo vetor de

pesos obtido como solugdo do sistema linear em (38). As respostas generalizadas sdo
determinadas aplicando entdo (39).

Segundo Bishop [BISHOP, 1995], nem sempre a interpolacdo exata dos dados
¢ desejada, uma vez que os dados de entrada podem estar contaminados por ruido ou
por idiossincrasias e, dessa forma, podem prejudicar a generaliza¢do dos dados. Uma
boa alternativa ¢ desenvolver a generalizagdo pela média entre o ruido e os dados e
assim gerar uma superficie mais suave que generalize melhor a informacdo.

Uma outra limita¢do da interpolagdo exata ¢ a necessidade de uma base com
um numero de fung¢des igual ao numero de amostras utilizadas, o que, dependendo do
tamanho do conjunto de entrada, torna este processo computacionalmente muito caro,
podendo até inviabilizar o seu uso.

Uma forma de conseguir a generalizagio evitando estas restrigdes € usar uma
rede de FBRs (RFBR), que melhora a generalizagdo suavizando a fungdo de
interpolagdo. As RFBRs oferecem também a vantagem de exigir um numero de
fungdes muito menor que o nimero de amostras de entrada. A escolha das amostras
usadas como centros das RFBRs faz parte do treinamento, caracterizada por Haykin
[HAYKIN, 2001] como estratégia de aprendizagem.

Uma rede de fungdes de base radial genérica é mostrada na Figura 17. Nota-se
que cada uma das » amostras do conjunto de entradas s={|i=12..,n} alimenta cada
uma das k& fungdes da base, as quais sd@o linearmente combinadas com os pesos wy,
resultando na saida da rede 7(5).

O bias elimina a necessidade da interpolagdo passar pela origem do espago d;
dimensional [BISHOP, 1995]. Por exemplo, se considerarmos a interpolagdo em um
espago bidimensional, temos uma linha e entdo o bias define a distancia perpendicular

entre a linha e sua origem no plano cartesiano (0,0).
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entradas

fungdes base

Figura 17 - Rede de fungdes de base radial tradicional [HAYKIN, 2001].

Usando esta nova arquitetura e considerando a inclusdo do bias, as respostas

sao obtidas pela equagdo (41).
k
FE)=2 w45 - A ) +b (41)
i=1

A qual pode ser escrita na forma matricial como em (42).

f(EI) ¢1 (“51 _[‘1") ¢28‘§1 _ﬁzu) ¢kgl§l _pk“; 1 "
f(Ez) _ ¢l(“§25—:[11“) [ 525_[‘2" ¢k !525_1[11(" 1 W2 (42)
160} ol -al) o5 -ml) el -ad) 1 b

nxk+]

A estratégia de aprendizagem usada neste trabalho ¢ classificada como uma
selecdo auto-organizada de centros, usando para isto o algoritmo de agrupamento A-
médias [CONSULARO, 2000], descrito na se¢do 2.3.5. O k-médias determinara o

conjunto de centros Mm={g|i=12,...k pelo agrupamento das amostras do conjunto de
entradas s={5|i=12,...,} €ém k grupos, sendo cada um deles tdo homogéneos quanto

possiveis. Para cada um dos grupos € obtida a média e esta sera o centro escolhido. O
objetivo ¢ selecionar os centros mais representativos.
Como se pode perceber, a matriz de fungdes @ deixa de ser quadrada, pelo

fato de possuir mais dados de entrada do que FBRs, o que torna o problema
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superdeterminado [HAYKIN, 2001] e conseqiientemente ndo existe uma inversa Unica
para a matriz. Desse modo, € usada a solugdo da pseudo-inversa [BROOMHEAD &
LOWE, 1988] na determinagdo das respostas desejadas. Sendo que @ representa a
pseudo-inversa da matriz @, como mostra a equagdo (43).
o =(070) o (43)
Conseqlientemente, a aproximacdo que antes era obtida por (37) passa a ser
obtida por (44).
F, = Ow (44)
E assim, os pesos antes obtidos pela equagdo (38) passam a ser determinados
pela equagdo (45).
w=0"F, (45)
Uma vez encontrados os pesos, a generalizagdo para um outro conjunto de
amostras (teste) ¢ similar. Convém observar que o conjunto de centros selecionados

durante o treinamento M= {z|i=12,...,k}, continua sendo usado na generalizagdo como

mostra a equacgao (46).

£(5) ¢,2[.:».—aln% ¢2gx.~a2n; ¢k3|xl—ﬂku% I (]
f(fv) _ ¢| fz_@H ¢z Ifz_ﬁzn ¢k |22_,ﬂk” 1 M,)Z

e : : I (46)
@) |alm-al) a5 -z) - 65 -al) b

mxk+1
Por fim, usando os pesos € centros encontrados durante o treinamento as
respostas desejadas sdo obtidas generalizando os dados de teste em fungdo de suas

caracteristicas de entrada. Esta generalizagdo ¢ obtida aplicando-se (47).
k
F(x)=) w (15~ )+b (47)
i=]

Segundo Orr [ORR, 1996], uma caracteristica importante e util das RFBRs, ¢
permitir incluir e retirar fungdes da base, bem como incluir ou excluir caracteristicas

nas amostras de entrada ¢, sem a necessidade de treinar novamente toda a rede. Esse

aspecto ¢ especialmente Util na sele¢do de caracteristicas.
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2.5 Psicofisica

A psicofisica, segundo Gordon [GORDON, 1995], ndo ¢ uma teoria da
percepgdo, mas sim um conjunto de técnicas, com o objetivo de medir a sensibilidade
e os limiares da percepgao.

A psicofisica teve origem com os trabalhos de Weber e Fechner. Em 1834, o
fisiologista E. H. Weber aplicando experimentos com levantamento de pesos, percebeu
a minima diferenca perceptivel ¢ o0 modo como ela se alterava com o aumento e
redugdo dos pesos.

Weber, tentando relacionar o estimulo e a percepgdo, descobriu que se uma
massa inicial com, por exemplo, 100 gramas, for pouco a pouco incrementado, havera
a percepgdo desse incremento apenas quando for atingida uma determinada diferenga.
Se esta diferencga for de, por exemplo, 20 gramas, esta diferenga é chamada JND (do
inglés, “Just Noticeable Difference”), ou seja, a diferenga perceptivel [GORDON,
1995].

Dessa forma, o que Weber concluiu é que a JND ndo é obtida pela adi¢do de
um valor fixo ao estimulo inicial, mas sim pela razdo entre o estimulo inicial e a IND.
Este resultado ficou conhecido como lei de Weber (48).

AS
<5 K (48)

Na equacgdo (48) o AS representa a variagdo do estimulo que foi perceptivel a
partir do estimulo inicial S, e K € uma constante para uma modalidade especifica de
percepc¢do (frio, sabor, odor, visual, etc.). A relagdo de varias constantes pode ser
encontrada em [STEVENS, 1986].

Gustav T. Fechner, em 1877 observando o trabalho desenvolvido por Weber,
desejava criar unidades de percepg¢do, as quais poderiam realmente medir a sensagio e
ndo apenas compara-las umas com as outras. Fechner incrementou o trabalho de
Weber, adicionando uma nova caracteristica. Ele prop6s que para cada unidade de
tempo, uma JND ¢ adicionada ao estimulo e com isso a sensagio (percepgdo) aumenta

num salto de tamanho constante [STEVENS, 1986].
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A combinagio dos trabalhos desenvolvidos por Weber e Fechner sugere uma
lei logaritmica para o crescimento das sensagdes como uma fungio do estimulo, e que
proporg¢des iguais entre estimulos produzem sensagdes iguais. A equagdo (49)
representa a fun¢do de estimulo, cujo comportamento pode ser observado na Figura
18, com S representando a sensagdo; a constante K representando a mesma constante

da lei1 de Weber e E representando o estimulo.

S =K log(E) (49)

Esta equacdo caracteriza a lei Weber-Fechner. A unido das pesquisas
desenvolvidas por Weber e Fechner ficou caracterizada como sendo o principio da lei

psicofisica, que define a sensagdo como uma fungao logaritmica do estimulo.

e jf
/
1 /7
zg 1
on PR
g /
L
estimulo

Figura 18 - Lei de Weber e Fechner

Um experimento psicofisico se caracteriza pela presenga dos seguintes fatores:

a) O experimentador varia (manipula) algum fator, isto €, o estimulo
apresentado £ .

b) O experimentador mantém as outras condi¢des constantes.

c) O experimentador verifica o efeito da variagdo sobre o fendmeno que

esta observando, ou seja, sobre a sensagdo S .
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No experimento psicofisico existem variaveis dependentes e independentes.
Uma variavel independente é uma condigdo estabelecida pelo experimentador
(estimulo apresentado). A variavel dependente € o comportamento do sujeito que esta
sendo exposto ao estimulo. Recebe este nome porque seu valor depende diretamente
do estimulo apresentado.

Existem trés métodos classicos utilizados pela psicofisica para encontrar o
limiar da percep¢do: o método dos limites, o0 método constante e o método de ajuste
[GORDON, 1995].

O método dos limites ou mudangas minimas consiste na selecio de um
estimulo padrdo, por exemplo, o brilho de uma lampada. Esse brilho ¢
sistematicamente avaliado pela comparagdo com outras lampadas, inicialmente mais
brilhantes. A intensidade ¢é reduzida até que o observador perceba que ela estd menos
brilhante que o estimulo padrido, quando entdo, o teste ¢ finalizado.

Durante o teste sdo anotadas as intensidades limites que o observador
conseguiu identificar quando o estimulo estava mais brilhante, com brilho igual e
menos brilhante que o estimulo padrio.

No método constante s@o apresentados: um estimulo padrdo e outros diversos
estimulos. O observador deve dizer se este ultimo ¢ maior ou menor que o padrdo. A
propor¢do de respostas corretas € armazenada, a qual determinara o resultado do
método.

O mais utilizado dentre eles é o método de ajuste. Nele é apresentado um
estimulo padrdo e entdo se pede ao observador para alterar outro estimulo de modo que
fique igual ou muito proximo ao estimulo padrio. Por exemplo, uma imagem
limiarizada num limiar T pode servir como estimulo padrdo. A seguir, € solicitado que

o observador limiarize outra imagem com o objetivo de encontrar o valor T.
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3 METODOLOGIA

O desenvolvimento de um modelo baseado na percepcdo visual envolve
algumas etapas: 1) a defini¢do de caracteristicas; 2) a elaboracdo de um experimento
psicofisico; 3) a escolha de um conjunto de treinamento e testes; 4) a elaboracdo do
modelo; e 5) a validacio da aplicagio do modelo. E comum encontrar métodos de
validagdo que exigem um conjunto unico para treinamento € testes. Neste caso as
etapas 3 e 4 se fundiriam em uma unica etapa.

Neste capitulo serd descrito como cada uma destas etapas foi implementada,

mostrando as escolhas assumidas e suas conseqiiéncias.

3.1. A Definicido de Caracteristicas

Como o objetivo deste trabalho € investigar os relacionamentos entre a
percepgdo visual e os resultados obtidos por métodos de limiarizagdo automatica, €
necessario definir caracteristicas utilizadas por estes métodos de limiariza¢do. Como a
propria revisdo cita, a entropia € a variancia estdo presentes em grande parte deles
[OTSU, 1978], [PUN, 1980], [JOHANNSEN & BILLE, 1982], [KAPUR et al., 1985],
[ABUTALEB, 1989], [BEGHDADI et. al, 1995], [BRINK, 1996], [BRINK &
PENDOCK, 1996], [FLEURY et. al., 1996].

3.2. A Elaboracio do Experimento Psicofisico

O experimento psicofisico® deve coletar informacdes fornecidas por sujeitos
humanos instruidos a escolher um limiar para diversas imagens. Estas imagens foram
escolhidas de forma a tentar cobrir uma escala de entropia e varidncia. Os dados
obtidos dessa coleta sdo armazenados em um banco de dados para que possam ser

posteriormente analisados e modelados.

® hupeAwww.myegiserver.comy~fabricio/limiarime, html
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Os estimulos (variavel independente) sdo imagens em tons de cinza € a
varidvel dependente (determinada pelo sujeito), um limiar escolhido para a imagem
apresentada.

Na execugdo do experimento, € solicitado ao sujeito sua identifica¢do: nome e
e-mail. Uma barra deslizante ¢ disponibilizada para que se possa determinar um limiar
de nivel de intensidade na imagem. Cada sujeito foi instruido a encontrar entre as
intensidades de cinza um limiar de acordo com a melhor separacdo entre frente e
fundo. E permitido ao sujeito percorrer entre as intensidades de cinza e visualizar em
tempo real a imagem limiarizada pela intensidade selecionada.

Apds o sujeito escolher o limiar que o agrade, € permitido a ele remover
regides de pixels que avalie ndo corresponder ao objeto, usando uma ferramenta
borracha. Tendo feito isso para uma imagem, € solicitado que grave sua escolha num
banco de dados. Junto as informagdes do usudrio ja estdo armazenados os atributos
(secdo 2.1) de cada imagem e os limiares atribuidos pelos métodos automaticos:
maxima entropia [KAPUR et al., 1985], maxima variancia [OTSU, 1978] e “maxmin”
entropia [BRINK, 1996]. Estas informagdes servirdo como entrada para um eventual
modelo.

A Figura 19 mostra a janela inicial do aplicativo do experimento, que exibe
algumas instrugdes ao sujeito. Estas instrugdes pedem para que o sujeito clique uma
imagem em tons de cinza € no local correspondente a imagem limiarizada ¢ exibida
uma imagem com pixels distribuidos aleatoriamente (ruido branco), para que o sujeito
ndo sofra a influéncia de um estado inicial da barra deslizante, que neste caso ficara

inicialmente oculta.
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&Apprel Viewer:

Nome: | i [ [pincel  tamanho:[1 =]

e-mait | . ) il [ Borracha tamanhn:|1 '71

Applet loaded.

Figura 19- Tela inicial do experimento. Nesta tela sio mostradas as instrugdes para que o sujeito
clique inicialmente na imagem (da esquerda) antes de escolher algum limiar.

Um total de 137 alunos de graduagio, do segundo e terceiro periodo, do curso
de Tecnologia em Informatica do Centro Federal de Educag@o Tecnoldégica do Parana
(CEFET-PR - unidade de Cornélio Procopio) foram submetidos ao experimento
espontaneamente, sem nenhuma recompensa. A cada sujeito foram apresentadas 12
imagens diferentes, escolhidas aleatoriamente, de um conjunto de 110 imagens
(estimulos). O conteudo das 110 imagens foi diverso, abrangendo faces, paisagens,
carros e casas. Os tamanhos das imagens foram também distintos, como uma forma de
ndo influenciar nos resultados.

Cada sujeito demorou, em média, 37 minutos para terminar o experimento
com as 12 imagens. A aplicagdo do experimento ocorreu nos laboratdérios de
informatica da institui¢@o, os quais sdo iluminados por ldmpadas fluorescentes de 40
watts do tipo luz do dia, tendo uma iluminancia de 210 lux no ponto de trabalho de
cada aluno. O lux ¢ uma medida do fluxo luminoso por metro quadrado. A tabela
padrdo de iluminancias minimas [FILHO, 2001] divide as iluminancias por atividade e
categoria. Na atividade escolas e categoria laboratérios o valor padrdo € de 200 lux,
dessa forma, a iluminancia no ponto de trabalho foi adequada para a realizagido dos

experimentos.
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Nos laboratdrios para cada computador existe uma mesa e uma cadeira, assim
durante o experimento cada sujeito permaneceu sentado a frente do monitor, a uma
distdncia média de 60 centimetros entre o seu olho ¢ o dispositivo de video, que fica a

uma altura de 1 metro do chdo. Os experimentos ocorreram entre 12 de novembro de
2002 e 18 de dezembro de 2002.
£ Applet Viewer: limiarimg._class 5 i 3 =5 B ‘ et ‘_,_lgjﬁl

Apnplet

<:

Nome: [Fabricio Martins Lopes o limiar: |160 [Pincel  tamenho [T =]

e-mait [tabricio@cp.cefetpr br| [ Borracha lamenhn'|1 =]
LGrava | | Reset

Applet started.

Figura 20- Captura da janela com os componentes do aplicativo que implementa o experimento. A
imagem original (1), a imagem limiarizada (2) pelo limiar escolhido pelo sujeito usando a barra
deslizante (3). As caixas de entrada para identificagio (4), as configuragdes da borracha para
remover pixels que o sujeito avalie ndo pertencer ao objeto e dois botdes: um para gravar o
resultado e outro para reiniciar o experimento para aquela imagem (5).

As informagdes coletadas foram armazenadas em um banco de dados, sobre
uma arquitetura cliente-servidor. A Figura 20 mostra a parte visivel ao usudrio
(applet), que representa o cliente. As informagdes atribuidas pelo usudrio sdo
transmitidas de forma serial para o servidor (servlet) em uma operagdo transacional. O
servlet espera até receber toda a informagdo para armazené-la em um banco de dados.

As motivagdes no uso de um ambiente web para a coleta dos dados foram: (1)
a flexibilidade nas alteragdes das versdes do experimento; (2) a potencialidade em
atingir grandes audiéncias em locais diversos; e (3) a capacidade de ocorréncia

simultdnea de experimentos. Nem todo experimento pode ser implementado sem um
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controle ambiental, como é o caso dos experimentos baseados nos métodos dos limites
¢ também no método constante [GORDON, 1995].

Estas motivagdes levaram a decisdo de desenvolver o ambiente utilizando a
linguagem Java, utilizando as tecnologias: applets e servlets, que possibilitam a
implementacgdo da arquitetura cliente-servidor em ambiente web.

Java apresenta como uma de suas principais vantagens a portabilidade para
varios sistemas operacionais e sua facilidade no tratamento de aplicagdes destinadas a
web (applets e servlets). Estas vantagens s3o, em parte, decorrentes de seus
compromissos com a analise e programagdo orientagdo a objetos, com a seguranga de
seu codigo e da méaquina virtual sobre a qual todas as aplicagdes Java executam.

A compilagdo de um cbddigo Java (arquivo.java), gera um codigo chamado
byte-code (arquivo.class), isto é, um cddigo intermediario entre a linguagem de
maquina e a linguagem de alto nivel. O byte-code ¢ interpretado por uma maquina
virtual JVM (Java Virtual Machine), que ¢ disponibilizada para uma grande
diversidade de sistemas operacionais. Deste modo, os aplicativos desenvolvidos
podem ser executados (interpretados) em varias plataformas diferentes.

Um outro fator de fundamental importéncia para a escolha da linguagem Java
neste trabalho é a implementa¢do da biblioteca JAI (Java Advanced Image). Esta
biblioteca contém métodos tipicos de processamento de imagens, de representagdes de
imagens e também de leitura e escrita de imagens em varios formatos.

Como ambiente de desenvolvimento, foi utilizado o Forté para Java, versao 3,
edi¢do para a comunidade, hoje distribuido com o nome StudioOne. A versdo do
compilador foi a 1.4.0. Todos estes softwares (ambiente de desenvolvimento e

compilador) sdo de uso livre, bem como a biblioteca JAI, a qual foi usada a versdo
1.1.1_0l.

3.3. A Elabora¢ao do Modelo

O desenvolvimento de um modelo que possa, baseado em caracteristicas

globais de um conjunto de imagens e nas respostas de sujeitos a um experimento com
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estas mesmas 1magens, responder de acordo com as caracteristicas recebidas requer
um método de generalizagio.

Existem diversos métodos de generalizagdo. Sejam interpoladores ou
regressdoes [MOORE, 2000] agrupadores ou classificadores [DUDA et. al., 199§],
[THEODORIDIS & KONSTANTINOS, 1999], todos exigem um conjunto de dados
como referéncia para uma proxima entrada. Contudo, agrupadores e classificadores
ndo geram explicitamente um modelo, mas sim uma resposta de grupo ou classe. Neste
tipo de generaliza¢do, a ordem em que os dados sdo apresentados pode alterar
profundamente as respostas.

Como o desenvolvimento de um modelo de percepgio visual faz parte do
conjunto de objetivos deste trabalho, ¢ conveniente que o método que resolva o
modelo seja robusto, ou seja, um método cuja natureza dos dados ndo inviabiliza
numérica ou algebricamente os resultados. Além disso, o método deve permitir
processos de validagdo com os quais se identifique as melhores respostas. Outra
caracteristica importante € a flexibilidade, isto é, 0 método ndo pode impor restrigdes
rigidas, tal como uma regressdo linear, de modo a induzir um suposto conhecimento ao

modelo.
3.3.1. A Interpolac¢io Usando Thin-Plate Splines

Inicialmente foi implementado um método de generalizagido baseado nas Thin-
Plate Splines (TPS). Neste desenvolvimento usou-se as respostas colhidas de sujeitos
humanos, conforme o experimento descrito na se¢do 3.2 , e uma medida de entropia de
cada uma das imagens. O modelo ¢ entdo representado pela curva interpolada por um
conjunto de pontos. Cada ponto corresponde a uma imagem com uma entropia € um
limiar médio escolhido pelos sujeitos. O limiar de uma nova imagem pode ser obtido
aplicando o valor de sua entropia ao modelo.

E claro que existe uma infinidade de curvas passando pelos mesmos pontos e,
portanto, ¢ necessario impor uma restricdo para que se determine o modelo. Os

modelos baseados em TPS sdo solugdes que minimizam a energia interna da curva.
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Esta restricio impde uma suavidade a curva (e eventualmente as superficies)
impedindo, ou pelo menos reduzindo, a ocorréncia de descontinuidades ou
sobressaltos [SANDWELL, 1987]. A TPS ¢ uma familia de fungdes de base radial
(FBR) da forma: f(r)=r" ou f(r)=r"log(r), para n>0,5. Quando n =2 a suavidade
da TPS ¢ méxima [POWELL, 1985].

Utilizando TPS, foi desenvolvida uma classe Java tendo entre seus métodos
um que ¢ capaz de gerar uma curva descrevendo parametricamente o limiar humano
como uma fun¢do da entropia. Desta maneira, os parametros da fun¢do definem um
modelo entrépico da limiarizagdo realizada por humanos. Do banco de dados ¢
resgatado um conjunto de imagens de teste, diferentes daquelas utilizadas no
treinamento, € suas respectivas entropias previamente calculadas e armazenadas.
Aplicada a interpolagdo, o limiar para a imagem de teste € obtido em fun¢do de sua
entropia, ou seja, um mapeamento R' — R'.

Na fase de treinamento cada imagem é representada por um vetor de

caracteristicas §,, que neste caso ¢ unidimensional e cujo valor € a prépria entropia da
imagem. O valor & indexa cada uma das imagens. A fun¢do f(5) corresponde ao
limiar escolhido por um sujeito humano, para cada imagem k. A funcéo de base radial
¢ ¢ aplicada sobre todas as distancias (ou diferengas) entre as entropias das imagens.

Assim, o treinamento torna-se simplesmente resolver o sistema linear abaixo. A norma

||.|| utilizada foi a euclidiana.
SG)=2 W d(I5 =5, N+ @ x5 +b (50)
k=1

Para este sistema linear € necessdrio ainda impor algumas restrigdes (51) para
que a fungdo modelada ndo se fixe a origem e nem aos limites, permitindo assim uma

interpolagdo mais flexivel e com menores erros.

Zwk'SkIO € Zwk=0 (51)
k=1 k=1
Por fim, o que se pode chamar de modelo é o conjunto de coeficientes

{w,(, a, b}, onde 0 vetor a e o escalar b sdo, segundo Mees [MEES et. al., 1992}, as

imposi¢des de um comportamento afim da interpolag3o.
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A solugdo na forma matricial e genérica para d dimensdes, ou seja, a
interpolag@o afim com base radial em um espago R? pode ser melhor visualizada em

(52).

fw] [0 $UIE -5 1) - BUSK -5 |su sa = swi 1] [f£6)]

w, ¢l 5, -5, 1D 0 SR 1 (PN ) B I PR PPRRCLE PR B | S(s3)

o | [UE -5 D PUS, -5 0 S0 S S| 1 7(s,)

a, |= Sh Sy 5y 0 0 - 00| x 0

a, Sy S L 0 0 0:0 0 (52)
. . ; 3 ’ 0! 0 :

L S14 Sag vt Sy |00 0.0 .0

Lo | 1 1 1 0 0 0 0] | 0 |

Para o caso d = 1, ¢(r)=r"log(r), tendo como caracteristica de imagens a
entropia, € com o conjunto de 11 imagens mostrado na Tabela 1, com seus respectivos
limiares coletados no experimento e respectivas entropias, o resultado da interpolagio

¢ 1lustrado na Figura 21.

{5 Modelo de Limiarizacio Baseado na Percepcao Humana e i [
(nivels de cinza)
250

200~

150

100

50 —

055 I I T T 1 (entropia)
6.0 6.5 7.0 75 8.0
LEGENDA:
o= Modelo

Figura 21 - Exemplo de Modelo de Limiarizagdo usando a interpolagio por base radial com TPS, Cada
centro (imagem) esta representado por um circulo numerado.
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Inicialmente foram realizados alguns treinamentos com amostras variadas
entre 6 e 18 imagens. Para cada treinamento foi usado um conjunto de teste, quase
sempre de mesmo tamanho, tendo variagdo maxima de 3 imagens a mais ou a menos.

Os limiares foram entdo generalizados assumindo a curva interpolada como

uma fungdo da entropia.

: : - | Nome da . Limiar
identificacdo S Imagem | Entropia Riissising

1 paisagem4 5,844 125

2 casa2 6,054 | 193

3 casal 6,446 = 171

4 paisagem5 6,548 110

i
5 cimera 6,769 | 139
6 boat ® 6,378 133
|
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7 paisagem? 6,946 97
8 zelda | 7,191 94
9 lena 7,328 121
10 pimentdes 7,422 115
11 R 7,519 97

Tabela 1 - Exemplo de imagens usadas durante a geragdo do modelo TPS e suas respectivas
entropias e limiares humanos.’

Ap6s seu desenvolvimento, o modelo foi aplicado, conforme mostra a equagdo
(53), para a generalizagdo de um conjunto de dados desconhecidos (teste), isto €, a
aplicacdo do modelo deve retornar o limiar para cada imagem de acordo com a sua

entropia. O teste tem o proposito de avaliar o desempenho do modelo gerado. Na

Department of Computer Science - Princeton University http://www.cs.princeton.edu/~dbradley/
profile_images|.zip. Signal and Machine Perception Laboratory — Departament of Eletrical Engineering — The
Ohio State University. http://sampl.eng.ohio-state.edu/~sampl/database.htm. Signal and Image Processing
Institute of the University of Southern Califérnia. http://sipi.usc.edw/services/database/Database.html



http://www.es
http://sampl.entz.ohio-state.edu/~sampl/database.htm
http://sipi.usc.edii/services/database/Database.html
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equacgdo (53), o conjunto de teste com os valores de entropia para cada imagem é

representado por X;,j=12,...,m.

W

e _W:_
f () .
J(x) U % -5 1) oUF =510 - fUEH=-5,D|xy xp = xyil " (33)

f(fg) - ¢(Hfz_f| H) Qj(” fz._fz ”) ¢(ﬂ Ez'_fn ") x_z] x.zz Yz.t 1 % T’L

FGE] LU E -5 UF =52l - pUFe =5 D | 2w xwr o xwa 1) | %

O vetor w ¢é o modelo resultante da solugdo do sistema linear do treinamento.
Cada elemento do vetor fx ¢ uma fun¢do de x representando o limiar, isto €, a
informacdo desejada. A matriz ® € a matriz de interpolagdo, cada elemento ¢ uma
fungdo de base radial ¢ e, como no treinamento, ||.|| representa uma norma euclidiana.

Uma vez aplicada a generalizagdo nos dados de teste, temos os limiares
retornados pelo modelo em fungido das entropias de cada imagem. Um exemplo da
generalizagdo de um conjunto de teste contendo também 11 imagens, as quais sdo

mostradas na Tabela 2, e suas entropias pode ser observado na Figura 22.

& Modelo de Limiarizacio Baseado na Percepcao Humana
I(niveis de cinza)
2507
200
150
100
50
055 B T T T 1 (entropia)
6.0 6.5 7.0 75 8.0
LEGENDA:
o=Modelo &= UmiarHumano
Erro RMS: 10.222136960173142
Desvio Padrdo: 18.30871355381119

Figura 22- Aplicagdo do Modelo de Limiariza¢do TPS. As respostas generalizadas pelo modelo estdo
representadas por tridngulos numerados.
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Uma vez aplicado o teste e encontrados os limiares para as imagens de teste,

pode-se entdo avaliar o modelo calculando-se o erro médio quadratico (54).

o AL = FEF +o4 (£) = £ (3,) -
m

Sendo:

m representa o nimero de imagens de teste.

A raiz do erro médio quadratico (RMS) ¢ calculado para as imagens do

conjunto de teste, considerando a diferenca entre o limiar retornado pelo modelo f(x)
e o limiar atribuido previamente por um humano f(4), isto €, a resposta correta. Um

outro critério que € observado para analisar o modelo ¢ o desvio padrio das diferengas

entre f(x) e f(h).

identificagao WNome 44 Imagem Entropia LA Limiar TPS
Imagem Humano
1 quarto 5,887 181 143
2 paisagem3 6,336 133 199
|
1
3 paisagem! 6,493 149 137
4 paisagem6 Lo f‘.nrﬁ'ﬂl‘{__.‘, - 6,861 | 157 135
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5 paisagem?
|

6,945 143 93
6 6101 6,978 103 87
7 borboleta2 ‘ 6,984 112 85
8 mandrill i 7,130 125 86
9 goldhill | 7,301 108 118
10 barb X 7,317 112 120
11 tulipa2 7 N :6; 140 105

Tabela 2 - Exemplo de imagens teste e suas respectivas entropias, limiares humanos e limiares
retornados pelo modelo.®

* Department of Computer Science - Princeton University hitp://www.cs princeton.edu/~dbradley/

profile imagesl.zip
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A interpolacdo TPS se mostrou eficiente na constru¢do do modelo. No
entanto, sempre que um novo dado de treinamento ou um novo atributo for incluido no
modelo, um novo treinamento deve ocorrer. Cada treinamento envolve uma inversio
de matrizes cujo tamanho € proporcional ao nimero de amostras de treinamento.

Estas limitagdes foram resolvidas elaborando-se um modelo mais flexivel,
usando ainda as fun¢des de base radial TPS, mas agora em uma rede de funcdes de
base radial (RFBR) TPS.

O conjunto de imagens utilizado no experimento psicofisico foi entio utilizado
para validar o modelo de RFBR, inicialmente com uma Unica caracteristica: a entropia.
Outras caracteristicas de imagens foram utilizadas para compara-las com métodos de
limiarizagdo automatica ja conhecidos e também com o intuito de observar o

comportamento dos modelos com estas caracteristicas.
3.3.2. Generalizacio com RFBR

O modelo de interpolagdo afim com fungdes de base radial TPS inspirou o uso
de uma rede de fungdes de base radial (RFBR), e assim, o treinamento passou a ser
realizado desvinculando-se o numero de centros de cada fun¢do do numero de
amostras do conjunto de treinamento. Deste modo na equagdo (55), pode-se observar
que a fungdo de base radial ¢ ndo é mais calculada sobre as distincias entre todas as

amostras, mas agora entre as amostras € um centro z, da base radial da fungao.

F(§)=ZW,~¢(H§—/7.» D+& (35)

Signal and Machine Perception Laboratory — Departament of Eletrical Engineering — The Ohio State University.
hitp://sampl.eng.ohio-state.edu/~sampl/database.htm

Signal and Image Processing Institute of the University of Southern California. http://sipi.usc.edu/services/
database/Database. html.
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A equagdo (55) pode ser escrita na forma matricial como:

—Wl 1 95 _Ialll) A\s, —ﬁl”) v A, _‘ﬁIH) + —f(-?])—
W, P, \51 — i, ) 23\ 2 _[‘2”) A, —ﬁzﬂ) 1(3)
L= : : . ; % : (56)
w| als-al) als-aD) -~ als -2l i
Lb | L | | 0 ] Lf(S,,)~

k+1xn

A inclusdo do termo b (bias) no vetor de pesos w tem o mesmo sentido dos
termos usados: b e a, na interpolagdo exata. A dimensdo do conjunto de amostras de
entrada pode agora variar e, conseqiientemente cada amostra de entrada passou a ser
representada por um vetor S, isto &, para cada imagem existe agora um conjunto de
caracteristicas ao invés de apenas uma, sendo » o tamanho do conjunto de treinamento
e k o nimero de func¢des de base radial usadas durante o treinamento.

Na equagdo (56), os elementos do vetor w representam os pesos (0 modelo) a
serem encontrados. Cada um dos elementos do vetor f, ¢ uma fungdo de s,
representando a média entre os limiares atribuidos por sujeitos humanos para a
imagem, usando o experimento da Se¢do 3.2.

A matriz @ € a matriz de generalizagdo, na qual cada elemento representa
uma fungdo de base radial ¢ e ||.|| representa uma norma euclidiana. Um exemplo do
modelo usando um conjunto de 15 imagens para treinamento, 3 centros e como
atributos a entropia € o desvio padrdo de cada imagem pode ser observado na Figura

23. Nos graficos a seguir, os atributos sao representados pelos eixos x (desvio padréo),

y (limiar) e z (entropia).
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Figura 23 - Geragdo do modelo usando 3 centros. As cruzes representam as imagens usadas no
treinamento e os circulos representam os centros selecionados pelo algoritmo k-médias.

Usando o mesmo conjunto de imagens pode-se observar na Figura 24 a
geragdo do modelo usando 10 centros. Observamos que conforme o nimero de centros
se aproxima da quantidade de dados disponiveis, a regressdo fica mais rigida, podendo
chegar a interpolagdo afim se for usado um numero de centros igual ao nimero de

imagens.
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Limiar

Figura 24- Geragao do modelo usando 10 centros. As cruzes representam as imagens usadas no
treinamento e os circulos representam os centros selecionados pelo algoritmo k-médias.

Depois de encontrado o modelo, é usada a equagdo (57) para generalizar o

conjunto de teste contendo as mesmas caracteristicas usadas durante o treinamento,

porém agora representadas por X,,j=12,...,m.

F(x) ¢13’x1 _/-—‘1“; ¢zg‘f1 "ﬁz"% ¢k&|fl - i "; 1 "
f(fz) _ ¢1 I:fz _ﬁlll ¢2 |zz ".‘-12" ¢k Ifz _-ﬂk" 1 M_)z
3 DU I (57)
Wy
r@] ale-al) alm-ml) - alm-al 1 ||

mxk+1
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Por fim, usando os pesos e centros encontrados durante o treinamento, as
respostas desejadas sdo obtidas pela generalizagdo dos dados de teste em fungdo de

seus dados de entrada, como pode ser observado na equagdo (58).

F(x)=> w¢(|Z-a,)+b (58)
i=l

Podemos observar a aplicagio da equacdo (58), na Figura 25, para um

conjunto de teste contendo 15 imagens e usando o modelo gerado com 3 centros.

140
130 4

120

Limiar

110

100

90 -

0.8

0.8 0.6
0.4 drao

pesii® we

0.6 04
Entropia

Figura 25- Aplicagdo do modelo usando 3 centros. Os tridngulos representam as imagens de teste € 0s
asteriscos representam as respostas do modelo para cada uma das imagens.

Na Figura 26 ¢ ilustrada a aplicagdo do modelo para o mesmo conjunto de

teste, mas agora usando a generalizagdo com 10 centros.
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Figura 26- Aplicagdo do modelo usando 10 centros. Os tridngulos representam as imagens de teste e
os asteriscos representam as respostas do modelo para cada uma das imagens.

3.4. Validacio da Aplicagdo do Modelo

O objetivo da validagdo do modelo é estimar os melhores valores para
parametros como pesos, bias, atributos de entrada e quantidade de centros, para que
realizem uma boa generalizagdo para um conjunto de dados desconhecido, isto é, o
conjunto de teste.

Mas, nem sempre ¢ vantajoso utilizar, no modelo, as melhores combinagdes
destes parametros. Por exemplo, a0 aumentar o numero de atributos e a quantidade de
centros a complexidade também aumenta, e os resultados podem melhorar muito
pouco ou até piorar muito [BISHOP, 1995].

A validagdo permite determinar o desempenho médio da rede, avaliando
também se os conjuntos de treinamento e testes sd@o adequados para atingir os

objetivos definidos. No caso deste trabalho, determinar o limiar de acordo com a
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percep¢do visual humana € o objetivo. No entanto, se os erros de validagdo forem
muito grandes, ¢ possivel que as imagens fornecidas para teste ¢ treinamento ndo
tenham sido representativas.

A validagdo cruzada ¢ uma ferramenta padrdo para indicar a qualidade ¢ a
suavidade das respostas de um método de generalizacdo de dados, como é o caso de
uma rede de funcdes de base radial [HAYKIN, 2001].

Esta ferramenta tem base na divisdo das amostras disponiveis em dois
conjuntos: treinamento e teste. O treinamento ¢ usado para determinar os parametros
(pesos e bias) da rede, enquanto o teste ¢ usado para estimar a qualidade (erro)
proporcionada pelo treinamento [ORR, 1996].

Dividir as amostras em dois conjuntos, treinamento e teste, de uma forma
especifica pode influenciar nos resultados. A melhor decisdo € dividir todo o conjunto
de dados de diferentes formas e calcular a média dos erros apresentados durante as
execucdes dos treinamentos e testes, obtendo assim uma estimativa dos resultados
reais do modelo.

Tendo em mente que diferentes métodos de validacdo oferecem analises
diferentes € que foram utilizados os seguintes métodos de validagdo: generalizada,
deixa um fora e bootstrap. Estes métodos foram utilizados sobre um conjunto de 110
imagens e com os atributos apresentados na se¢do 2.1. As validagdes testaram as
respostas da rede comegando com 1 centro, ou seja apenas uma fungdo de base radial,

e incrementou-se até 80 centros.

3.4.1. Validacao Cruzada Generalizada

A validagdo cruzada generalizada (VCG) conhecida também como &-validagdo
cruzada, € uma das técnicas mais aplicadas na verificagdo da estabilidade de modelos
[KOHAVI, 1995]. Seu funcionamento consiste em dividir o conjunto total de amostras

em dois subconjuntos: treinamento e teste, mutuamente exclusivos como mostra a

Figura 27.
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O numero k representa a quantidade de execugdes e conseqiientemente o
numero de divisdes das amostras em treinamento e teste, que serdo usadas durante a
validagdo, neste trabalho definido como 88, por representar 20% do total de imagens
usadas na validagdo. A validagdo foi executada 88 vezes para cada quantidade de
centros (variando de 1 até 80). Sendo o resultado de cada validagdo a média obtida
durante as 88 execug¢des para cada numero especifico de centro.

Uma vantagem desse método ¢ que todas as amostras sdo usadas para
treinamento e teste, como pode ser observado na Figura 27. Na primeira execugdo o
conjunto de teste ¢ constituido pelas primeiras 22 amostras € o conjunto treinamento
pelas restantes. Ja na segunda execugdo, o conjunto de teste contém desde a 2* até a
23" amostra e o conjunto de treinamento com as restantes. Esse processo € repetido até

que a validagdo tenha percorrido todas as amostras do conjunto.

execugao 1 .
execugao 2 .
execugao 3 .
execugao 4 .
. L J
o .
o -
execugao K .
= ¥
| I 1

numero total de amostras

K = (numero total de amostras - tamanho do conjunto de teste)
[ ] conjunto de treinamento
B conjunto de teste

Figura 27- Exemplo de divisio das amostras usadas pela validagio cruzada generalizada °.

’ OSUNA, R. G. Texas A&M University Computer Science Department, 2002. http:/faculty.cs.tamu.edu/
rgutier/courses/cs790 wi02/113.pdf
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3.4.2. Validacio Deixa-Um-Fora

A validagdo deixa-um-fora (VDF) ¢ uma forma extrema de validagdo cruzada.
Essa validagdo atribui somente uma amostra ao conjunto de teste e todas a restantes
sdo atribuidas ao conjunto de treinamento [BISHOP, 1995]. Assim, sua aplicagdo neste
trabalho faz uso de 109 amostras para o treinamento e apenas uma para teste. Essa
validag@o também pode ser vista como uma validagio k-validagdo cruzada, sendo k
definido como o tamanho do conjunto de amostras. A representacdo grafica do
funcionamento da valida¢@o deixa-um-fora pode ser observada na Figura 28.

Dessa forma, essa validagdo fornece uma estimativa de erro para cada uma das
amostras do conjunto.

Uma observagdo importante nessa validagdo ¢ que todas as amostras
disponiveis devem passar pelo menos uma vez pelo conjunto de teste, isto €, as
amostras sao combinadas para que todas sejam aproveitadas pelo treinamento e teste

pCIO menos uma vez.

execugao 1 I

execugao 2 I

execugao 3 I

execugao 4 I

execugdo K

' numero total de amostras

K = (nimero total de amostras)
[] conjunto de treinamento
[ conjunto de teste

Figura 28- Exemplo de divisdo das amostras usadas pela validagdo deixa um fora'’.

' OSUNA, R. G. Texas A&M University Computer Science Department, 2002. http:/faculty.cs.tamu.edu/
rgutier/courses/cs790 wi02/113.pdf
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Tendo dividido os conjuntos de treinamento e teste, a validagdo neste trabalho,
¢ executada 110 vezes para cada quantidade de centros, come¢ando em 1 até 80. O
resultado da validagdo VDF ¢ entido obtido pela média dos erros quadraticos de todas
as 110 execugdes.

Segundo Teodoridis [THEODORIDIS & KONSTANTINOS, 1999], a maior
desvantagem desse método € o tempo computacional usado para sua execugdo em
relacdo a validagdo cruzada generalizada, e os resultados obtidos sobre a validacdo dos
dados sdo superestimados, ou seja, fornece uma previsdo pessimista sobre o conjunto

de dados submetido a validacgio.

3.4.3. Validacao Bootstrap

A validagdo bootstrap foi proposta por Efron e Tibshirani [EFRON &
TIBSHIRANI, 1993]. Esse método é a melhor ferramenta para estimar o desempenho
de um conjunto de dados pequeno. Isso ocorre porque as N amostras de dados
disponiveis sdo aleatoriamente atribuidas aos conjuntos de treinamento e teste durante
uma execu¢do, sem duplicagdo das amostras, ou seja, se uma amostra foi atribuida ao
conjunto de treinamento, ndo podera ser usada no teste. No entanto, neste método os
dados poderdo se repetir dentro de um conjunto, € conseqiientemente uma amostra
poderd ser sorteada mais de uma vez para 0 mesmo conjunto.

Na execu¢do seguinte todos os dados s3o novamente redistribuidos
aleatoriamente aos conjuntos de treinamento e teste, havendo assim, sobreposi¢do dos
dados anteriormente usados, o que n3o acontece nas valida¢des cruzadas.

Nessa validagdo foram desenvolvidas 40 execucSes para cada numero de
centro, iniciando em 1 e incrementado até 80. O resultado é a média dos erros
apresentados durante as execugdes. O tamanho do conjunto de treinamento foi
determinado com 88 amostras, restando 22 ao conjunto de teste.

A representacdo grafica do desenvolvimento dessa validagdo pode ser

observada na Figura 29.



79

Conjunto de Dados Original @
execugao 1 @ @ Es @

execugao 2 ea@
execucao 3 @@ @@@

LR N
*
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execucdo K e®®

K =40 Conjunto de Treinamento Conjunto de Teste

Figura 29- Exemplo de divisdo das amostras usadas pela validagio bootstrap''.

3.5. Comparacio entre Modelos de Limiarizagdo

Uma vez conhecida a percep¢do humana (limiares) para um conjunto de 110
imagens € os limiares automaticos propostos por Otsu [OTSU, 1978], Kapur [KAPUR
et. al.,, 1985] e Brink [BRINK, 1996], tem inicio a andlise de semelhangas entre os
limiares humanos e automaticos, a qual € um dos objetivos desse trabalho.

Para esta tarefa é usado o coeficiente de correlagdo entre os limiares humanos
e os automaticos. A correlagdo (r) ¢ uma medida do grau de associagdo entre duas
caracteristicas indicando o quanto uma caracteristica contribui para a predi¢cdo da
outra. Seu valor segue uma escala: -1 <=r <= 1. Quando r = 1, significa que existe um
grau maximo de associagdo, isto €, a ocorréncia de uma caracteristica ¢ diretamente
proporcional a ocorréncia da outra caracteristica, quando r = -1 existe um
comportamento contrario (inversamente proporcional) e se r = 0 significa que a
ocorréncia de uma caracteristica em nada contribui para a ocorréncia da outra, isto &,

elas sdo independentes.

' OSUNA, R. G. Texas A&M University Computer Science Department, 2002. http://faculty.cs.tamu.edu/
reutier/courses/cs790 wi02/113.pdf
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O coeficiente de correlagdo entre duas caracteristicas: x e y, ¢ dado pela
equagdo:
D)
Sl o) ©7

Sendo:

X, amédia da caracteristica X.
v, ameédia da caracteristica y.

Assim, para a determinagdo do coeficiente de correlacio, foi desenvolvido um
aplicativo usando a linguagem Delphi versdo 6, o qual plota um diagrama de dispersdo
entre limiares humanos x limiares automaticos, o qual segundo [MOORE, 2000] ¢ a
maneira mais eficiente de mostrar a relagdo entre duas varidveis quantitativas.

Simultaneamente a plotagem do diagrama, o aplicativo também determina o
coeficiente de correlagdo entre os dados. Apos a determinagdo da correlagdo também ¢
aplicado aos dados um ajuste de curvas usando o método dos minimos quadrados, o
qual define a reta que melhor ajusta o conjunto de dados no sentido de minimizar a
soma dos quadrados das distancias dos pontos a reta [MOORE, 2000]. Uma captura de
tela desse aplicativo pode ser vista na Figura 30.

Observando a Figura 30 percebe-se que os dados e também a reta que melhor
ajusta os dados estdo plotados no detalhe 5 (diagrama de dispersdo). Os dados usados
foram selecionados de acordo com a caixa de selecdo no detalhe 1, assim o usudrio
pode escolher qual conjunto de dados ird usar. No detalhe 2, o usuario pode escolher
qual serd o limiar considerado na compara¢do com o limiar humano, sendo os seis
primeiros itens usados pelo modelo RFBR. Na primeira linha do detalhe 3, se tem a
correlagdo entre os limiares considerando todo o conjunto de dados. No detalhe 4, é
disponibilizado ao usuario a possibilidade de remover os pontos discrepantes (out-
liers), por meio de sua distancia a reta de ajuste. Dessa forma, o usuario pode escolher
o limiar para desconsiderar os pontos na determinagdo da correlagio, e assim obter
uma correlagdo mais realista do conjunto de dados, o qual é exibido na segunda linha
do detalhe 3, e assim, os limiares com maior distancia a reta de ajuste que o limiar

escolhido sdo identificados, sendo plotados com cores diferentes. E para o ponto de
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distdncia maxima é tragada a reta de sua distincia e sua identificagdo é diferenciada

dos demais pontos que ficaram de fora do calculo da correlagio.
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Figura 30- Software desenvolvido para comparagio entre limiares.
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4 RESULTADOS

Este capitulo apresenta inicialmente os resultados da aplicagdo do modelo de
limarizagdo RFBR (se¢do 3.3), comportando as trés primeiras se¢des. Cada secdo
representa uma etapa de evolucdo do modelo, e em cada etapa sdo apresentados os
resultados obtidos.

A primeira se¢do apresenta os resultados alcangados com o modelo inicial
(TPS), os quais motivaram a continuidade e aperfeigoamento do modelo RFBR. A
segunda secdo apresenta os resultados da fase intermedidria do modelo e finalmente na
terceira secdo os resultados obtidos com o modelo final da RFBR.

Nas duas primeiras fases de desenvolvimento foi usado um conjunto contendo
110 imagens variadas (pessoas, paisagens, carros € casas) € com tamanhos diferentes.
Foram extraidos seus respectivos atributos: entropia, intensidade média, desvio padrao,
e medidas de contraste, os quais estdo descritos na se¢do 2.1. Os limiares atribuidos a
esse conjunto foram extraidos da percepcdo de apenas um sujeito, utilizando o
experimento psicofisico apresentado na segio 3.2.

Na fase final foi usado este mesmo conjunto de 110 imagens, mas agora com a
média dos limiares humanos atribuidos pelas percep¢des coletadas durante a execugao
do experimento psicofisico com diversos sujeitos, conforme descrito na se¢do 3.2.
Nesta fase também sdo mostrados os resultados alcangados com a aplicagdo do modelo
em um conjunto de imagens contendo apenas faces de pessoas.

No apéndice podem ser observados a descrigdo das imagens, o valor de cada
um dos atributos e seus respectivos limiares automaticos e humanos para o conjunto de
imagens variadas e também para o conjunto de imagens de faces.

Em todas as trés fases, os atributos das imagens foram normalizados, com 0s
valores dos atributos variando dentro do intervalo [0,1].

Nas duas primeiras fases de desenvolvimento, as valida¢des consistiram de
alguns testes simples para atestar a qualidade do modelo. J& na terceira e ultima fase

(secdo 4.3), métodos de validagdo reconhecidos foram aplicados.
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A secdo 4.4 apresenta os resultados de uma comparagdo entre a percepgao
visual humana e alguns métodos de limiarizagdo automaticos, observando as
correlagdes encontradas. Esta comparagdo continua na secio 4.5, mas agora usando 0s
resultados do modelo RFBR para compara-los aos dados coletados no experimento

psicofisico. Novamente sdo apontadas as correlagdes encontradas durante a analise.

4.1. Resultados Iniciais

Nesta secdo sdo apresentados os resultados obtidos com o modelo de
interpolagdo usando thin-plate splines (TPS), os quais representam o ponto de partida
para o desenvolvimento ¢ aperfeigoamento desse modelo.

Na interpolagdo, o conjunto contendo 110 imagens variadas e um unico
atributo, a entropia, foi dividido aleatoriamente em 16 experimentos com tamanhos
variados. A unica restricdo observada na divisdo foi que as imagens com entrépias
extremas (maximas e minimas) foram mantidas no conjunto de treinamento. Esse
cuidado teve o objetivo de garantir que as amostras do conjunto de teste estivessem
dentro do intervalo de treinamento. Assim, cada um dos experimentos foi entdo
dividido em treinamento e teste. A divisio dos experimentos, bem como seus
respectivos resultados sdo mostrados na Tabela 3.

Essas divisdes das imagens em 16 experimentos e seus respectivos testes
foram realizadas como uma forma de validar esse modelo (interpolagdo). A medida de
desempenho foi o erro médio quadratico entre as respostas do modelo e as respostas
humanas ao experimento (corretas), bem como o desvio padrdo destes erros.

Como pode ser observado na Tabela 3, os experimentos 15 e 16 influenciaram
muito para o aumento da meédia do erro e desvio padrdo. Isto ocorreu porque as
imagens estavam muito proximas umas das outras, provocando a instabilidade da
matriz de interpolacdo. Essa instabilidade ocasionou oscilagdes indesejaveis na
interpolagdo como mostra a Figura 32. Sem os resultados dos experimentos 15 e 16, a

meédia do erro RMS foi 8,65 e a média do desvio padrio foi 19,03.
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Numero do Imagens Imagens Erro Desvio
Experimento Treinamento Teste RMS Padrio
1 111102221 | 18,3087

2 6 6 | 84877 11,6792

3 10 10 | 79373 12,5173

4 15 15 34817  8,0945

5 15 16 | 7,865 @ 22,6843

6 15 15 55318 11,8412

7 18 18 | 162378 46,627

8 9 10 | 86175 | 12,669

9 9 9 | 5,2508 9,7044

10 14 17| 43257 13,7727

1 13 13 | 98166 20,1540

12 10 10 | 16,7383 34,7534

13 18 18 | 11,3613 31,9238

14 15 15 | 59133 11,7932

15 88 22 | 230060 782444

16 62 47 | 58,7119 = 259,8208
Média . 12,6766 37,7867

Tabela 3 - Resultados da validagd@o do modelo TPS feito com alguns testes simples, usando como
atributo apenas a entropia das imagens.

O experimento que apresentou o melhor desempenho foi o numero 4, o qual
pode ser visto na Figura 31, seguido do experimento 16 com o pior resultado,

apresentado na Figura 32.

&Hodelﬂ de Limiarizagio Baseado na Percepcao Humana

(niveis de tinza)
250—

200+

150+

100+ a

50 —

055 ! I [ I (entropia)
6.0 65 70 75 80
LEGENDA:
@ = Modelo &= Limiar Humano
Erro RMS: 3.4817734891391665
Desvio Padrdo: 8.094531426208258

Figura 31- Experimento com melhor desempenho na fase inicial.
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Figura 32 - Experimento com pior desempenho na fase inicial.

O modelo de interpolag@o usando TPS também foi testado com dados gerados
a partir de fungdes com comportamentos conhecidos como a linear, a logaritmica, a
exponencial, a polinomial e um padréo aleatorio.

Para cada comportamento, gerou-se um conjunto de dados contendo 100
elementos. Em cada conjunto, os 100 elementos foram divididos aleatoriamente em 2
subconjuntos: treinamento e teste, cada um com 50 valores. A Tabela 4 apresenta os

resultados médios obtidos para 10 execugdes de cada conjunto.

Nome do Amostras de | Amostras Erro RMS Desvio Padrio
Experimento | Treinamento de Teste médio Médio
Aleatério 50 | 50 | 1842201 | 978,3368
Exponencial 50 .50 06111 | 34635
Linear 50 50 0,2720 ‘ 1,4161
Logaritmico 50 50 | 0,3023 | 1,6728
Polinomial 50 50 0,5724 3,1489

Tabela 4 - Resultados da validagdo unidimensional (entropia), que representa a média entre 10
execugdes do modelo para os comportamentos conhecidos.

A Tabela 4 mostra que, para o comportamento aleatério, o resultado

apresentou um erro muito grande, como ja era de se esperar. Por outro lado, para todos
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0s outros comportamentos o modelo se mostrou bastante eficiente quanto as suas

generalizagdes.

4.2. Resultados intermediarios

Motivados pelos resultados iniciais, passou-se a considerar dois atributos no
modelo. Como conseqiiéncia desse acréscimo foram refeitos os testes iniciais para
avaliar a inclus@o deste novo atributo.

Os testes iniciaram com o0s mesmos comportamentos conhecidos usados
antertormente, mas agora cada fung3o recebeu dois parametros, retornando um valor
de acordo com o comportamento pré-estabelecido, gerando uma curva entre os dois
parametros.

Assim, foi gerado novamente, para cada um dos comportamentos conhecidos,
um conjunto de dados contendo 100 elementos. Dentro de cada conjunto, os 100
elementos foram divididos aleatoriamente em 2 subconjuntos: treinamento e teste,
cada um com 50 valores. A Tabela 5 apresenta os resultados médios obtidos por 10
execugdes (treinamentos e testes) para cada conjunto.

Como pode ser observado na Tabela 5, os resultados obtidos com a inclusdo
do novo atributo ndo melhorou o modelo, uma vez que o erro RMS e o desvio padrio
aumentaram. O unico resultado positivo foi conseguido com o comportamento linear,
que apresentou um erro RMS de 0,5363 e desvio padréo de 2,3404, mas mesmo assim

ndo foi melhor que o resultado unidimensional.

- Nome do Amostras de | Amostras Erro RMS Desvio Padrio
Experimento ]| Treinamento | de Teste médio Médio
Aleatorio 50 50 152,058 790,8187
Exponencial 50 50 15,831 84,348
Linear 50 50 0,6589 3,6289
Logaritmico 50 50 2,1342 11,7362
Polinomial 50 50 95,937 607,979

Tabela 5 - Resultados da validag@o bidimensional (entropia e variancia), que representa a média
entre 10 execugdes do modelo para os comportamentos conhecidos.
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Como os resultados da interpolagdo de dados com dois atributos e com
comportamentos conhecidos nfio foram satisfatérios, concluiu-se que também nao
seria adequado como um modelo de limiarizagdo, uma vez que no caso unidimensional
os comportamentos conhecidos tiveram um bom desempenho. Mesmo assim, os testes
com as imagens, representadas por atributos de entropia e variancia, foram realizados e
os resultados confirmaram a suspeita inicial, isto €, ndo foram satisfatdrios, como pode

ser observado na Tabela 6.

Numero do | Imagens Imagens Erro Desvio
Experimento Treinamento Teste RMS Padrio
1 11 11 10,0353 21,9674
2 6 6 8,0566 7,46118
3 10 10 38,4595 98,675
4 15 15 13,4169 27,4688
B 5 15 16 7,4962 18,494
6 15 15 6,6746 14,9744
7 18 18 38,9169 | 117,7792
8 9 10 15,1034 | 34,8123
9 9 9 57,7048 | 131,1379
10 14 17 14,2044 26,6145
11 13 13 75,7903 | 218,7371
12 10 10 150,8284 | 338,2793
13 18 18 13,3030 40,2505
B 14 15 15 76,8462 | 243,6692
15 88 22 288,0557 1125,0
16 62 47 66,5344 | 342,1789
Média 55,0891 | 175,4687

Tabela 6 - Resultados da validagdo do modelo TPS feito com alguns testes simples, usando como
atributos a entropia e desvio padrdo das imagens.

Estes resultados com imagens levantaram a suspeita de que a interpolagdo com
TPS poderia nfo ser a maneira mais adequada de generalizar as respostas perceptivas,
e ndo que a varidncia fosse um atributo irrelevante. Outra suspeita caiu sobre a
interpolagdo, por obrigar que a fungdo ajuStada mapeie todos os pontos utilizados,
tornado-a uma maneira rigida de generalizar.

Na tentativa de superar essa limitag8o, ou seja, a rigidez da generalizagdo, €

que se adotou um modelo baseado em Rede de Fungdes de Base Radial (RFBR).
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4.3. Resultados Finais

Foram testados inicialmente os mesmos atributos, entropia e variancia, para os
mesmos conjuntos de dados, ou seja, as 110 imagens variadas e os comportamentos
conhecidos.

Também foi gerado para cada um dos comportamentos conhecidos, além de
um conjunto com 100 pares aleatorios de atributos, um novo conjunto de dados
contendo 50 pares, também aleatorios, de atributos. Cada um dos conjuntos foi
dividido aleatoriamente em dois outros conjuntos, treinamento e teste, com 0 mesmo
numero de elementos.

O teste de desempenho do modelo RFBR na aplicagido aos conjuntos citados
acima consistiu em trés tipos de validagdo: validagdo cruzada generalizada (VCGQG),
validagdo deixa-um-fora (VDF) e bootstrap (se¢do 3.4), como uma forma de
apresentar resultados mais consistentes.

Um parametro fundamental em generalizagdes usando RFBRs € o numero de
centros, e conseqlientemente de fung¢des, usados durante o treinamento, ou seja, na
construgdo do modelo. Estes centros sdo os mesmos usados na generalizagio (teste). A
Tabela 7 mostra os resultados obtidos na generalizagio dos comportamentos
conhecidos, bem como as quantidades de centros (coluna FBR) usados para determiné-
las.

A Tabela 7 chama a ateng@o por mostrar que quase todos os resultados ficaram
proximos aos resultados obtidos com a interpolagdo TPS unidimensional. Além disso,
a RFBR se mostrou computacionalmente mais eficiente, pois usou uma menor
quantidade de centros (ou fungdes) e conseqiientemente sistemas lineares de menor

ordem. Apresentou ainda resultados mais robustos, por permitir validagdes mais

confiaveis.
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Nome do Amostras de | Amostras Err:DF ErroVCG El:;)(;)tstrap
Experimento | Treinamento de Teste RMS FBR RMS FBR RMS FBR
Aleatério 80 20 57,2880 3 15,5141 1 15,7971 3
Aleatério 40 10 55,7851 1 20,2679 1 20,7675 1
Exponencial 80 20 2,6669 74 2,0600 59 1,5158 52
Exponencial 40 10 43016 40 5,0765 31 2,8437 35
Linear 80 20 0,7015 80 0,7561 48 0,3559 60
Linear 40 10 1,9872 40 2,7731 34 1,3124 30
Logaritmico 80 20 0,6525 72 1,0146 32 0,2763 57
Logaritmico 40 10 0,8087 40 1,0338 29 0,4269 32
Polinomial 80 20 1,1938 63 1,9721 64 0,7648 60
Polinomial 40 10 2,1190 39 2,3852 32 1,6580 30

Tabela 7 - Resultados da validagio bidimensional (entropia e varidncia) do modelo para os
comportamentos conhecidos. Os erros RMS representam a média entre 96 execugdes para a VCG
e VDF e 40 execugdes para o bootstrap.

Quando usadas amostras com 50 elementos, a RFBR encontrou os melhores
resultados com 40 centros, isto é, uma superficie com pouca suavidade. Por outro lado,
para dados aleatdrios, a rede encontrou melhores resultados usando apenas 1 centro, ou
séja, a maxima suavidade. Usando amostras com 100 elementos, observou-se
resultados similares, mas com erros menores, sugerindo que aumentando a quantidade
de amostras (treinamento) o modelo RFBR tende a errar menos e conseqiientemente
apresentar melhor desempenho.

Os resultados com dados obtidos de fun¢des de controle simulando um
comportamento conhecido motivaram a aplica¢io do modelo em um conjunto de
imagens variadas usando os atributos entropia e variancia. Contudo, desta vez aplicou-
se o método da generalizagio por RFBRs a todo o conjunto, ja que as validagdes
permitiram separagdes entre conjuntos de treinamento e teste de forma aleatoria.

O melhor resultado obtido com a validagio aplicada ao conjunto de imagens
variadas pode ser observado na Tabela 8, notando-se que os erros variam de acordo
com o método de validag@o. Isso ocorre porque cada método de validagio utiliza uma
estratégia diferente na escolha da divisdo dos subconjuntos de treinamento e teste.
Observa-se também que, comparados aos resultados obtidos pela interpolagdo com
TPSs, a aplicagdo das RFBRs resultaram em erros menores em dois métodos de

validagdo. Isto sugere que a capacidade de generalizagdo das RFBRs pode ser melhor



90

explorada na busca de atributos representativos na implementacdo de modelos de
percep¢do. O numero de centros usados foi pequeno (11 e 13), indicando que a

superficie que generaliza os atributos entropia e desvio padrdo € suave.

Nome do Imagens Imagens & VDF ,E__,VCG - EBoot_strap
Experimento | Treinamento  Teste rro | Lrro rro

p rei . RMS FBR | RMS FBR RMS FBR

Imagens 88 22 16,6143 13 14,4469 11 43226 13

variadas |

Tabela 8 - Resultados da validagdio bidimensional (entropia e varidncia) do modelo para os
comportamentos conhecidos. Os erros RMS representam a média entre 88 execugdes para a VCG
e VDF e 40 execugdes para o bootstrap.

A Figura 33 ilustra a superficie gerada (modelo), representando graficamente
os resultados da Tabela 8. Os circulos representam os centros e os triangulos as

imagens usadas durante o teste (validagdo).

200 |
150

100 —

Limiar Humano

50 —

0.8 06 L 04 02
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Entropia 0.2 0.8 Desvlo p,d:au

Figura 33- Modelo de limiarizag¢@o usando os atributos: entropia, varidncia e os limiares humanos com
13 fungdes de base radial (FBR).

Procurando explorar a capacidade da abordagem em selecionar caracteristicas,
experimentou-se a inclusdo de novos atributos das imagens aplicados ao modelo de
limiarizag@o baseado nas respostas dos sujeitos humanos. Tomando como referéncia as
validagdes, poderiam ser estimados: 7) o numero de centros apropriados; ii) quantos

atributos seriam suficientes para representar as respostas humanas; e iii) quais
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atributos seriam os mais representativos. Dessa forma, foi testado, para o conjunto de

imagens variadas, todas as combinacdes de atributos e os resultados obtidos so

apresentados na Tabela 9. Nas validagdes VCG e boostrap, o conjunto foi dividido em

treinamento com 88 imagens e teste com 22, aleatoriamente.

! . VDF VCG Bootstrap
- Atributos
Erro RMS | FBR!| Erro RMS | FBR | Erro RMS | FBR

ldp 17,6998 10 4,5138 1 4,5985 3
le 16,2575 2 4,3868 3 42184
lim 14,0309 9 3,8271 4 3,6413 5
Imev4 18,2888 1 4,5427 1 4,7695 I
2dp-im 13,5481 41 3,8213 34 3,7629 29
2dp-maxv4 17,4628 35 4,5806 1 4,5052 12
2dp-mev4 17,1863 13 45868 1 4,7683 1
2e-dp 16,6143 13 4,4469 11 4,3226 13
2e-im 14,3666 24 4,1264 5 3,9587 5
2e-maxv4 16,8571 16 4,5877 1 4,5608 7
2e-mev4 16,9976 9 4,5985 1 4,4642 11
2im-maxv4 15,2197 19 43124 4 42249 21
2im-mev4 15,2532 25 4,2669 13 4,1669 10
3dp-im-maxv4 13,9894 46 3,9011 37 3,9391 41

 3dp-im-mev4 13,5906 36 3,8804 31 3,8296 30

§_3q_9-q1v4-q3v4 17,4616 14 4,5490 1 4,6052 12

| 3e-dp-im 14,0887 | 27 4,1854 20 3,7988 21
3e-dp-maxv4 17,4299 33 45637 1 4,4904 21
3e-dp-mev4 16,3363 19 4,5691 1 4,4496 20
3e-im-maxv4 15,3454 32 4,2549 11 4,1101 27
3e-im-mev4 14,9429 13 4,2027 14 3,9686 13
3e-qlv4-q34 15,7676 18 4,5009 2 4,4244 15
3im-qlv4-q3v4 13,5641 38 3,8784 41 3,7673 33
 4dp-im-qlv4-q3v4 13,1500 76 3,8813 48 3,6658 46
4e-dp-im-maxv4 14,2882 20 42464 22 3,9809 25
4e-dp-im-mev4 13,5751 26 43095 25 3,8817 38
4e-dp-qlv4-q3v4 16,3416 19 4,5198 1 4,3490 21
4e-im-qlv4-q3v4 14,1323 42 3,8802 40 3,9245 39
Se-dp-im-mev4-maxv4 14,4605 30 4,3988 24 4,0399 29
6e-dp-im-mev4-qlv4-q3vd 13,5199 37 4,1734 39 3,8561 36
7e-dp-im-mev4-maxv4-qlv4-q3v4 13,9582 31 42000 33 3,8278 38

Tabela 9 - Resultados da validag@o aplicada a varios atributos e suas combinagdes ao modelo para o
conjunto de imagens variadas. Os erros RMS representam a média entre 88 execugdes para a
VCG e VDF e 40 execugdes para o bootstrap. Os atributos estdo codificados, iniciando pelo
nimero que significa a quantidade de atributos combinados e seguido das seguintes abreviagdes:
e = entropia, dp = desvio padrio, im = intensidade média, mev4 = mediana do histograma de
contraste, q1v4 = primeiro quartil do histograma de contraste, q3v4 = terceiro quartil do
histograma de contraste e maxv4 = maximo do histograma de contraste.
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E de se destacar que usando apenas um atributo, a intensidade média, o erro
fol o menor e com apenas 6 centros (em média). Por outro lado, a mediana do
histograma de contraste ficou com o pior resultado mesmo usando a suavidade
maxima do modelo (1 centro).

Usando uma combinagio de dois atributos, aquela que resultou no menor erro
foi a combina¢@o entre desvio padrio e intensidade média, usando uma suavizagio
intermediaria. O maior erro foi da combinagdo entre desvio padrdo e o maximo do
histograma de contraste, mesmo usando um nivel maior de suavidade.

Com trés atributos, o melhor desempenho foi com a combinac@o entre desvio
padrio, intensidade média e mediana, com um nivel intermediario de suavizagdo. O
pior resultado foi usando a combinagio entre desvio padrio, primeiro quartil e terceiro
quartil.

A combinagdo de quatro atributos foi aquela que indicou o menor erro e foi
obtida com a combinagdo entre desvio padrdo, intensidade média, primeiro quartil e
terceiro quartil do histograma de contraste.

E possivel perceber, nestes resultados, um padrdo na escolha do ntimero de
centros usados pelos experimentos que apresentaram os piores resultados. Os piores
resultados usam uma quantidade relativamente pequena de centros na validagio deixa-
um-fora, uma quantidade intermediaria na valida¢do bootstrap e sempre um centro na
validagdo cruzada generalizada.

A abordagem da RFBR foi aplicada também em um conjunto de imagens
menos diversas. Um conjunto de 59 imagens de faces foi utilizado, todas com o
mesmo tamanho (71 x 92 pixels) e com faces na mesma posi¢do. As condigdes de

captura da imagem ndo foram controladas e um exemplo tipico € mostrado na Figura

34.

Figura 34 - Exemplo de imagem usada no conjunto de faces.
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O conjunto de 59 imagens foi dividido aleatoriamente entre um conjunto de
treinamento, com 48 imagens, e outro de teste, com 11 imagens para as validagdes

VCG e bootstrap. Os resultados da aplicagdo da generalizagdo podem ser observados
na Tabela 10.

. VDF VCG Bootstra

Atributos
Erro RMS | FBR | Erro RMS [FBR| Erro RMS | FBR

1dp 17,6196 2 6,4493 1 5,9856 1
le 17,7627 1 6,7145 3 6,1959 4
lim 15,1456 9 5,8069 2 5,5498 7
1 mev4 17,7879 6 6,4312 1 6,4458 2
2dp-im 16,2182 4 6,1539 3 6,3400 1
2dp-maxv4 17,6277 1 6,5290 1 06,1892 1
2dp-mev4 18,4177 1 16,7625 1 6,5659 1
2e-dp 15,9965 21 6,5928 1 6,2932 14
2e-im 15,4314 15 6,2492 2 6,0951
2e-maxv4 17,8206 10 6,4639 1 6,3332 3
2¢e-mev4 15,5360 26 6,5387 1 6,4157 1
2im-maxv4 16,3235 2 5,9648 3 5,8886 3
2im-mev4 14,0864 30 6,1835 15 6,0743 26
'_3___<1p-im-maxv4 16,0457 7 6,1712 7 5,9863 2
3dp-im-mev4 15,0996 22 6,1715 21 6,3236 4
3dp-qlv4-q3v4 18,2864 6 6,7587 1 6,4204 6
3e-dp-im 15,5346 18 6,3158 9 6,2546 5
3e-dp-maxv4 17,1145 5 6,4296 6 6,2593 5
3e-dp-mev4 16,8471 7 6,3329 6 6,4130 7
3e-im-maxv4 16,1942 38 6,3320 1 6,1069 6
3e-im-mev4 16,1535 27 6,4086 4 6,1555 3
3e-qlv4-q3v4 15,8826 19 6,6275 10 6,1134 17
3im-qlv4-q3v4 15,9100 12 6,3407 4 5,9438 5
4dp-im-q1v4-q3v4 16,7338 6 6,3951 2 6,0968 4
4e-dp-im-maxv4 15,4068 10 6,2475 10 5,9698 2
4e-dp-im-mev4 15,2988 25 6,2628 14 6,1753 16
4e-dp-qlv4-q3v4 16,0006 11 6,4438 6 6,0442 6
4e-im-qlv4-q3v4 15,6502 32 6,3124 3 6,0325 9
'Se-dp-im-mev4-maxv4 15,9626 24 6,3781 13 60,4578 2
6e-dp-im-mev4-qlv4-q3v4 16,4635 14 6,3170 1 6,1624 1
7e-dp-im-mev4-maxv4-qlv4-q3v4] 15,8824 12 6,0707 1 5,9791 1

Tabela 10 - Resultados da validagdo aplicada a varios atributos e suas combinagdes ao modelo para o
conjunto de imagens de faces. Os erros RMS representam a média entre 45 execugdes para a
VCG e VDF e 40 execugdes para o bootstrap. Os atributos estdo codificados, iniciando pelo
numero que significa a quantidade de atributos combinados e seguido das seguintes abreviagdes:
e = entropia, dp = desvio padrio, im = intensidade média, mev4 = mediana do histograma de -
contraste, qlv4 = primeiro quartil do histograma de contraste, q3v4 = terceiro quartil do
histograma de contraste € maxv4 = maximo do histograma de contraste.
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Os resultados das validagdes aplicadas as faces mostraram um bom
desempenho, ja que foram usadas poucas imagens no conjunto de treinamento e assim
a validagdo bootstrap se torna mais adequada a verificagdo do desempenho dos
atributos e também da qualidade do modelo.

Na Tabela 10, nota-se que novamente a intensidade meédia teve o melhor
resultado (o menor erro) usando 6 centros (em média), € a entropia apresentou o pior
resultado usando 3 centros (em média). Usando dois atributos combinados, a
intensidade média e a mediana de contraste, foi obtido o melhor desempenho dentre
todas as combinagdes possiveis. O modelo usou 24 centros (em média). Por outro lado,
a combinagdo entre o desvio padrdo e a mediana do contraste teve o pior desempenho,
mesmo usando apenas um centro nas trés validagdes (suavidade maxima).

Combinando trés atributos, o melhor resultado foi obtido entre entropia,
desvio padrdo e intensidade média, com 11 centros (em média). J& o pior resultado foi
entre desvio padrao, primeiro quartil e terceiro quartil do histograma de contraste.

Usando a combinagdo entre quatro atributos, o melhor resultado foi obtido
pelos atributos: entropia, desvio padrdo, intensidade média e maximo de contraste,
usando em média 7 centros.

Novamente o padrdo seguido pelos piores resultados, sempre usando poucos
centros. Também observando os melhores resultados, nota-se que sempre utilizam um

nivel de suavizagio entre o maximo e a media.

4.4. Comparacio entre Limiares Automaticos e Humanos

Nesta se¢do sdo apresentados os resultados da analise entre a percepgdo visual
humana aplicada na limiarizagdo de imagens e sua relagdo com alguns modelos de
limiarizagdo automaticos. O objetivo ¢ identificar se ha alguma relagdo entre os
limiares humanos e automaticos. Foram comparados os limiares humanos aos limiares
automaticos propostos por Kapur [KAPUR et. al., 1985], Brink [BRINK, 1996] e Otsu
[OTSU, 1978].
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'O métodos de Kapur ¢ baseado na entropia, enquanto o método proposto por
Otsu se baseia na variancia e Brink por sua vez, propde um método baseado na
entropia em conjunto com a variancia. Estes métodos foram escolhidos por utilizarem,
como critério de limiarizagdo, a entropia e a varidncia. Sendo mais especifico, o que se
quer ¢ identificar alguma correlagdo entre a entropia/variancia e a percepgdo visual
humana aplicada na limiarizagdo de imagens. Esta identificagdo ocorreu comparando-
se os limiares humanos com os obtidos por métodos automaticos.

Com esse objetivo, foi desenvolvido um aplicativo (veja se¢do 3.5) cujos
resultados de sua aplicag¢do sdo apresentados nas préximas trés subsecdes. Em cada
uma destas subsecdes analisa-se o comportamento de um determinado modelo

automatico de limiarizagdo de imagens em rela¢@o aos limiares humanos.

4.4.1. Comparacio entre Limiares: Modelo Kapur e Humanos

A comparagdo entre os limiares humanos e os limiares automaticos propostos
por Kapur [KAPUR et. al., 1985] foi desenvolvida usando o diagrama de dispersdo e o
coeficiente de correlagdo entre os limiares humanos e automaticos. O diagrama de

dispersdo para o conjunto de imagens variadas pode ser observado na Figura 35.
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Figura 35 - Diagrama de dispersdo entre limiares humanos e automaéticos propostos por Kapur,
aplicados ao conjunto de imagens variadas.
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Como pode ser observado na Figura 35 também esta presente no diagrama
uma reta de ajuste determinada pelo método dos minimos quadrados [MOORE, 2000].
O coeficiente de correlagdo neste conjunto de dados ¢ de 0,6671 o que indica a
suspeita de que existe alguma correlagdo entre os limiares humanos e a entropia
(atributo da imagem usado por Kapur).

Uma vez observado que o coeficiente de correlacdo para o conjunto de
imagens variadas foi positivo e maior que 0,5, a comparagio também foi desenvolvida
para o conjunto de imagens de faces. O diagrama de dispersdo entre os limiares

humanos e automaticos do conjunto de faces pode ser observado na Figura 36.
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Figura 36 - Diagrama de dispersdo entre limiares humanos e automaticos propostos por Kapur,
aplicados ao conjunto de imagens de faces.

O coeficiente de correlagdo deste conjunto de dados ¢ de 0,5066. Este grau de
dependéncia indica também que existe alguma correlag@o entre os limiares humanos €
a entropia. Embora possa se observar a presenca de outliers, convém questionar a
eficiéncia do método de Kapur em detectar o limiar escolhido por sujeitos humanos.

Este coeficiente de correlagido se mostra também como um indice de desempenho para

métodos automaticos de limiarizagao.
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4.4.2. Comparacio entre Limiares: Método Brink e Humanos

Tendo em vista que a comparagio entre os limiares humanos e os limiares do
modelo Kapur apresentaram alguma correlagdo (entropia x percepcdo visual), também
foi desenvolvida a mesma analise, mas agora usando os limiares automaticos
propostos por Brink [BRINK, 1996], o qual também ¢é baseado na entropia em
conjunto com a variancia na determinagdo do limiar, usando para isto uma abordagem
maxmin.

O diagrama de dispersdo confrontando os limiares obtidos pelo método de
Brink com os limiares obtidos com o experimento psicofisico para o conjunto de

imagens diversas pode ser observado na Figura 37.

Comparagéo entre Limiares: Huimano x Autematico Brink

250

225

200

N
&

Limiares Humanos

0 25 S0 75 100 125 150 175 200 22'5 250
Limieres Automiticos Brink

Figura 37 - Diagrama de dispersdo entre limiares humanos e automaticos propostos por Brink,
aplicados ao conjunto de imagens variadas.

O coeficiente de correlag@o obtido foi de 0,7104 que mostra também alguma
correlagdo entre os limiares humanos e a entropia € um desempenho similar a0 método
de Kapur. Contudo com o objetivo de tornar a analise mais consistente, também foi
realizada a comparagio para o conjunto de imagens de faces, que pode ser observado

na Figura 38.
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Comparagao entre Limiares: Humano x Automatico Brink
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Figura 38 - Diagrama de dispersio entre limiares humanos e automaticos propostos por Brink,
aplicados ao conjunto de imagens de faces.

O coeficiente de correlagdo nesse conjunto de dados foi de 0,512, novamente
reforcando a suspeita da existéncia de uma correlacio entre os limiares humanos e a
entropia. Esses resultados também indicam uma suspeita de que exista maior
correlagdo entre entropia e limiar em um conjunto de imagens variadas do que em um

conjunto homogéneo de imagens, no caso faces.

4.4.3. Comparacio entre Limiares: Método Otsu ¢ Humanos

Nesta secdo sio comparados os resultados obtidos utilizando o método de
limiariza¢do de Otsu, que considera a variancia da imagem na determinagio do limiar,
para compara-los aos obtidos com humanos. O que se procura ¢ identificar a existéncia

de uma correlagdo entre a varincia e a percep¢do visual humana e também avaliar o

meétodo de Otsu.
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Comparagéo entre Limiares: Humano x Automatico Otsu
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Figura 39 - Diagrama de dispersdo entre limiares humanos e automaticos propostos por Otsu,
aplicados ao conjunto de imagens variadas.

Foram comparados os limiares humanos e os limiares obtidos com o método
automatico proposto por Otsu, usando o diagrama de dispersdo e o coeficiente de
correlacdo entre os limiares humanos e automaticos. O diagrama de dispersdo para o
conjunto de imagens variadas é mostrado na Figura 39.

O coeficiente de correlagdo aplicado ao conjunto de imagens diversas foi de
0,438, indicando uma pequena correlagdo entre os limiares humanos e a variancia.
Prosseguindo a investigacdo, esta comparagdo foi também realizada usando o conjunto
de imagens de faces, com o diagrama de dispersdo mostrado na Figura 40.

Neste caso, o coeficiente de correlagio foi 0,494, reiterando o baixo
desempenho que o método de Otsu apresentou. Este resultado refor¢a também uma
suspeita de que a variancia ndo seja um atributo relevante a um modelo de limiarizagdo

baseado na percepg¢do visual.
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Comparagao entre Limiares: Humano x Automatico Otsu
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Figura 40 - Diagrama de dispersdo entre [imiares humanos e automaticos propostos por Otsu,
aplicados ao conjunto de imagens de faces.

4.5. Comparacio entre Limiares RFBR e Humanos

Nesta se¢do, os limiares escolhidos por humanos sdo comparados com aqueles
resultantes da aplicagdo do modelo RFBR. Agora, o objetivo € estimar quais os limites
(minimos € maximos) que podem ser alcangados por modelos baseados nos atributos
entropia e variancia.

Inicialmente sdo apresentadas aquelas comparagdes com os coeficientes de
correlagdo mais alta e na seqiiéncia os de mais baixa correlagdo, usando a entropia.
Estes resultados sdo ilustrados também no diagrama de dispersdo e indicados pelo
coeficiente de correlagdo.

Convém definir o que sd@o “os mais altos” e “os mais baixos” coeficientes de
correlagdo, para a generalizagdo com RFBR. Durante a valida¢do bootstrap, para cada
numero de centros sdo executados 40 testes. As respostas (limiares e erros) do modelo
de cada teste sdo armazenadas e, ao final dos 40 testes, as respostas sdo classificadas,
em ordem crescente, de acordo com os seus erros RMS. Destas respostas classificadas,

aquela que apresentou um erro mediano € armazenada em uma tabela.
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Os melhores resultados foram aqueles baseados nos limiares medianos mais
proximos dos limiares humanos. O diagrama de dispersdo contendo os “melhores”
limiares do modelo RFBR e os limiares humanos do conjunto de imagens variadas €

mostrado na Figura 41.
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Figura 41 - Diagrama de dispersdo entre limiares humanos e melhores limiares automaticos
(medianos) do modelo RFBR usando como atributo apenas a entropia, aplicados ao conjunto de
imagens variadas.

A Figura 41 mostra a melhor resposta mediana do modelo RFBR indicando
um forte grau de correlagdo (0,84). Este resultado ilustra a flexibilidade de modelos
baseados em percepcdo, ja que permite variar a qualidade da resposta. Esta
flexibilidade pode ser vista como uma escala de possiveis desempenhos de um método
automatico de limiariza¢8o que utilize um critério baseado em atributos como entropia,
variancia ou desvio padrdo. Convém ressaltar que este resultado pode também ser
visto como um limite superior para este tipo de método. Este resultado também reforca
a suspeita da existéncia de mecanismos neurais que podem ser modelados para
estabelecer limiares em imagens.

Na escala de possiveis desempenhos também ha lugar para os piores
resultados. Neste caso, o pior resultado da mediana dos erros RMS, isto é, um

coeficiente de correlagdo de 0,1544 pode ser visualizado na Figura 42.
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Comparagao entre Limiares: Humano x Modelo RFBR
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Figura 42 - Diagrama de dispersdo entre limiares humanos e piores limiares automaticos (medianos)
do modelo RFBR usando como atributo apenas a entropia, aplicados ao conjunto de imagens
variadas.

Também foram realizadas comparagdes entre os desempenhos obtidos pelo
atributo variadncia. Dessa forma, ¢ apresentado o diagrama de dispersdo entre os
melhores limiares medianos do modelo RFBR (usando a varidncia) e os limiares
humanos, o qual pode ser visto na Figura 43.

Pode-se observar na Figura 43, assim como no diagrama do atributo entropia,
que existe um alto grau de correlagdo entre os limiares humanos e a variancia, um
coeficiente de correlagdo de 0,9167. Este resultado também pode servir como uma
referéncia superior no desempenho de métodos automaticos de limiarizagdo baseados
no atributo varidncia. Da mesma forma, fazendo o papel de fundo de escala estd um
resultado com baixo grau de correlagdo (Figura 44), ou seja, o pior resultado da

mediana do erro RMS, um coeficiente de correlacdo de 0,0937.
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Comparagado entre Limiares: Humano x Modelo RFBR
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Figura 43 - Diagrama de dispersdo entre limiares humanos e melhores limiares automaticos
(medianos) do modelo RFBR usando como atributo apenas a variancia, aplicados ao conjunto de
imagens variadas.
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Figura 44 - Diagrama de dispersdo entre limiares humanos e piores limiares automaticos (medianos)
do modelo RFBR usando como atributo apenas a variancia, aplicados ao conjunto de imagens
variadas.
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5 CONCLUSAO

Este trabalho apresentou uma abordagem para a investigagdo de métodos de
limiarizagdo de imagens digitais baseados na percepgdo visual humana. Esta
abordagem generaliza a resposta de sujeitos humanos a limiarizagdo manual obtida em
um experimento psicofisico. Esta generaliza¢do foi realizada de duas maneiras: uma
com a interpolagdo com thin-plate spline (TPS), mais rigida; e outra com uma
generalizagdo usando uma rede de fung¢des de base radial (RFBR). As respostas dos
modelos obtidos com a RFBR foram validadas com trés métodos: (1) deixa-um-fora,
que oferece uma validagdo mais pessimista; (i1) a cruzada generalizada (conhecida
também como k-dobras); (i) a bootstrap, estas duas ultimas mais realistas. Estas
validagdes foram aplicadas também em dados gerados por fun¢des de controle com
comportamento linear, exponencial, logaritmico, polinomial e aleatério. Foi observado
o comportamento das validagoes, analisando os erros RMS, para diversas execugdes
de treinamento/teste, em funcdo do numero de centros utilizados na generalizagdo com
RFBR. Observou-se que os erros RMS decrescem quando aplicados os modelos sobre
as fungdes de controle, exceto a fungio aleatoria que se observa um crescimento dos
erros RMS. Isto acontece porque a exatiddo do modelo exige um maior numero de
fungdes para aproximar, por exemplo, uma reta. Esta propriedade das RFBR permitiria
construir, em um trabalho futuro, um ajuste de certeza para os modelos.

Foram analisados também os resultados obtidos com técnicas automaticas de
limiarizagdo e os limiares coletados no experimento psicofisico com sujeitos humanos.
Os resultados mostraram alguma correlagio entre os limiares obtidos por estas técnicas
e as do experimento, contudo estes resultados ndo se mostraram tdo similares as
respostas perceptivas. Algumas publicagdes chegam a preconizar avalia¢des visuais
deste tipo de técnica [BEGHDADI et. al, 1995], [BRINK, 1996], [BRINK &
PENDOCK, 1996], [BRINK, 1992], [YANOWITZ & BRUCKSTEIN, 1989] e {YIN,
2002].

Portanto, a abordagem de modelos usando RFBRs se mostrou, além de um

método de limiarizagdo baseado na percepgdo visual humana, uma referéncia para
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avaliacdo de métodos automaticos de limiariza¢do, pois ¢ capaz de confrontd-los
quantitativamente com as respostas perceptivas. Esta capacidade de definir
quantitativamente a qualidade de um método de limiarizagdo permitira também
desenvolver, no futuro, um seletor de caracteristicas que, acoplado a uma estratégia de
busca (por exemplo, uma busca evolucionaria) podera definir quais atributos sdo mais
relevantes, desde que seja estabelecido um grau de incerteza aceitavel pelo modelo.
Este trabalho contribui também com um experimento psicofisico capaz de
colher limiares atribuidos por humanos, orientado ao uso em ambientes web,
permitindo que grandes audiéncias participem dos experimentos. Em uma proxima
versdo deste ambiente, recomenda-se a implementagdo do método dos limites (veja
se¢do 2.5) nos experimentos, com o intuito de garantir que o sujeito ndo sofra
influéncia dos aspectos visuais da GUI. Recomenda-se também que os préximos
experimentos possam ser realizados sob controle mais rigido das condigdes ambientais

tais como ilumina¢do, posi¢do do monitor, ajuste de contraste e brilho do monitor,

entre outras variaveis.
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7 APENDICE

7.1. Imagens Variadas

Nesta sec¢do € disponibilizada uma tabela (Tabela 11) contendo o conjunto de
imagens variadas, sendo cada uma das imagens identificada pelo nome e acompanhada
pelos respectivos atributos e limiares, os quais foram usados durante a realizagdo deste
trabalho.

paisagemé | 5,844 23,386 149,624

3.5 8 78i135‘139\159:]55‘
quarto | 5887 36,093 187,016 1 1 2 48 161 163 216 214
casa2 16,054 86,028 174,222 0 2 | 7 115 176 189 246 245
quarto2 16,109 34,222 187,937 0 1 2 61 165 ;“1’6”7"‘”2”176 213
paisagem3 16,337 25,967 148,008 2 3 7| 76 140 133 159 153
5112 6,404 57,249 18598 1 2 5 86 152 i 169 1227 225
casa3 6,446 90,796 159,737 0 3 10 136 161 180 240 240
yugo 6491 92,276 141,807 0 4 8 114 117 70 251 1252
paisageml 6,494 31,269 165,675 2 4 8 | 78 159 | 145 187 179'
paisagemS5 6,549 128,49 131,1 | 2 3 6| 92 l 104 | 130 151*147
casal 6557(79619 14811 1 2 9|95 174 144 233 240
picture4 6,634 41,742 1139 | 2 2 6 102 125|123 133|144
camera 6,77 162,341 118,724 2 3 |10 136 114 | 136 163\165
pictured3 6,822 47,794 69,6768 2 | 3 | 6 |90 91 | 82 76 132
boat2 6,869 51,593 135,751 1 4 12| 78 141 134 169 168
boat "7;76,879 457 129334 2 | 6 12[107 133 123 153 152
casad 6,893 74,007 150,995 2 | 7 |13 /120 153 164 203 206
4101 6,895 39,751 5835762 | 3 | 6 | 86 52 67 72 107
jvz00339 6,899 72,157 109,273| 2 | 5 |16|163 127 117 179 194
brezhnev (6,911 72,842/115,009| 3 |10 21217 117 114 155 205
bullsceltics 16,926 71,465 864272| 4 | 8 [23[232 96 { 73102 210
icture46 | 6,935 41,519 114,189 2 | 4 [ 8 [ 114 114 107 132 134
paisagem? 16,946 50,673 137,36 | 2 | 4 | 8 | 86 131 139 165 164
6101 16,979 54,236 87,2685 1 2 4| 62 104 106 119 133
borboleta2 | 6,985 43,616 102,353 1 2 9 [116 91 119 115 133[
picture32 17,023 78,841 108,469 2 7 |21 156 148 152 1167204
pictured0 | 7,029 39,62 752542 2 4 9 109 65 73 ‘92 105
picturel2 | 7,037 73,677 131,052 2 4 10129123 141 1196 205
jvz00328 7,063 65,979 102,072 2 6 15 138 129 123 148 184
picture37 7,82 150,815 139,17 | 2 4 9 152 121 ‘ 104 174|175
picture33 7,099 (55,872 136,301 2 2 5 103 95 ! 121 180 184




picture34 7,101 149372 11344 | 2 | 4 | 10| 118! 121 | 103 |134]139
picture20 7,121 156,988193,7524] 2 | 6 | 15[116 | 96 | 96 |109]163
mandrill 7,131 138,829/132,764| 6 | 12]20] 98 | 119 | 118 |157|156
manhunt 7,133 46,22 106,875 4 | 6 | 12]119 110 | 119 ]118]143
bicture14 7,143 171,269 135,838 2 | 4 | 8 | 102] 108 | 125 |208]217
jets2 7,157 177,787, 88,0363 | 3 | 6 | 11193 | 93 | 104 [122]209
picture24 7,168 57,021 114261] 5 | 1121|165, 82 | 110 |129]166
picturel0 7,18 55804131424 3 | 6 | 12]166 125 | 121 |148]162
zelda 7,191 [40,288190,7965| 2 | 4 | 6 | 74 | 96 | 83 |119]124
bicturel3 7,199 144,607/ 86248 | 4 | 9 [17[158] 72 | 97 [105]126
bicture26 7,227 41,683 144.459| 6 | 1119182 133 | 138 |169]166
picturel 7,233 159,89 1128295 3 | 6 | 12228 109 | 122 |159]180
bailout 7234 78,712 136995 1 | 3 | 8 | 132 147 | 123 |198]202
tulipal 7,245 149.8741126,798| 2 | 4 | 7 | 87 | 154 | 125 [145] 156
picture? 7,246 170,225 129,633 2 | 3 | 7 | 165| 88 | 113 | 190|205
pictures 7,249 (57,277 122,508| 2 | 6 | 16 | 236 | 120 | 111 |136]|167
picture16 7,255 49423 121,867 5 [ 13 124|188 109 | 129 [137]157
picturel 1 7,276 149,417 110,594] 6 | 10| 18 | 141 ] 127 | 108 |137] 144
picture3| 7,284 66,765 128,198 2 | 6 | 13106 | 109 | 115 |151(216
picture23 7,289 161,554/123,376] 2 | 5 | 11155 106 | 117 |145]171
goldhill 7,301 149,071/112,212| 4 | 8 | 14| 95 | 105 | 125 [129] 147
picture3s 7,309 152,183 111,453] 3 | 6 | 14| 96 | 127 | 116 |132]148
barb 7317 [45283 112,071 2 | 6 | 16| 74 | 113 | 112 142|147
lena 7328 47378 123,677) 2 | 4 | 8 | 82 | 126 | 122 |152]155
bicturel7 7,329 | 46,54 1110,066] 7 | 12]20|148] 108 | 117 |134]148
montanha 7332 74,099/142,035| 4 | 12122168 | 153 | 120 [206]231
bicture29 734 150,753 146,666| 4 | 9 | 16| 164 | 146 | 144 |176]181
profile9 7,342 [64,967/110,967] 1 | 2 | 8 | 128 122 | 107 | 144|186
picture38 7,355 61,651 118,145] 2 | 6 |15] 92 | 99 | 118 [139]186
elaine 7,366 145,586 135985| 3 | 4 | 7 | 72 1129 | 136 |161] 164
picture28 7,372 154,592 128,938] 4 | 1019|135 134 | 132 |155|172
altschul 7,377 172,906| 85,272 | 3 | 1025|153 | 110 | 87 |115]197
picture25 7,386 148,945/122,613| 6 | 1424|162 89 | 130 | 148|159
picture27 7,391 48,4091132,917] 3 | 6 |15]199 ] 112 | 133 [157] 163
picturel8 7401 |61,018/97,5539| 3 | 8 16| 92 | 78 | 101 {118]170
picturel9 7402 152,289 112,745 6 | 1220|164 | 96 | 115 |142]152
homeless] 7,402 [62,846148,565] 1 | 2 | 5 | 96 | 109 | 148 [198]201
chile 7403 |53,866 156,203] 3 | 5 | 11|152| 127 | 158 [190]192
cancer 7,407 [78,386/99,1244] 2 | 6 [ 13]145] 103 | 105 |171]192
huac 7415 |64,897 120,112] 2 | 4 112|162 ] 118 | 124 | 162|195
picture30 7417 154,324/112,982] 7 |16 129|164 | 99 | 124 |142]166
pimentoes 7423 1527151115978 2 | 4 | 8 | 79 | 111 | 114 [154] 161
picture4? 7.43 155,869]102,028| 2 | 6 | 14| 106 | 83 | 106 |126]159
rdp 743 158,5841892332| 2 | 6 | 13120 103 | 90 |118]144
bictured| 7,435 (57,644 96,9034 2 | 7 [ 14| 99 | 124 | 104 [130[163
iohndean 7,437 161,509]87,0543] 2 | 6 | 16192 | 106 | 98 [127]148
picture22 7.44 162,109/ 132,406| 2 | 6 | 15| 117|108 | 145 |167[192
bridge 7,452 (53,109 113,855] 7 [ 12119 94 | 148 | 123 |139]159
picturels 7467 53,617/ 124427 3 | 6 | 14| 114 132 | 132 |158|174
tulipa2 7,468 | 56,69 107,135/ 3 | 5 [ 8 | 85 | 133 | 106 |137]152
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afghanistan 7,473 189,631/125,696| 3 | 6 20|172 | 122 | 141 |200/223
picture3 7,479 71,852 134,448| 2 | 6 | 14104 93 | 120 |194|215
annan 7,488 176,838 121,139] 2 | 6 | 14| 119 101 | 115 |188]206
coryja 7,52 70,883117,929] 3 | 8 16103 107 | 109 [149]209
nichols 7,524 75,598/112,317| 3 | 6 15]101 142 | 132 |165/183
profiles 7,533 72,943 112,408| 2 | 4 10103 | 114 | 101 165|196
asiaccon 7,537 162,104 103,829] 3 | 7 18136 115 | 115 [142]160.
objectfilmreview | 7,552 186,018/130,932| 2 | 5 112106 | 122 | 132 |208|220
picture21 7,57 62,714 140,393| 6 |12 21178 99 | 130 189|197
hat “ 7,577 65,335 119,418] 4 | 8 | 16117 121 | 116 |155]180
picture39 7,587 156,175 115353| 6 | 1121|156 110 | 122 |147|166
docworld 7,596 81,429 120323] 2 | 6 | 18145 108 | 129 | 186|212
filmmakers 7,604 171,8091116,301] 3 | 8 [26|168 | 139 | 129 |169]182
stern 7,605 | 64,19 109,264| 2 | 6 [13]108 | 138 | 113 [155]169
russiaecon 7,606 174,039 111,612] 2 | 5 [14[152 110 | 108 | 168|204
brief 7,606 157,362 109,308] 3 | 9 [21 121 | 99 | 108 |147|167
vpluto 7,611 61,676/114,807| 2 | 5 [12]105 | 112 | 122 |155|174
picture6 7,639 157,529/113,927| 4 | 7 15104 | 88 | 114 |149]165
horsemeat 7,643 67,863 115,106| 5 | 9 | 15]128 | 108 | 110 | 148|184
macau 7,644 175,181 105,097] 3 | 7 14 [114] 134 | 113 |156/195
curriel 7,659 178,668/114,593| 4 | 7 [ 13 [ 142 102 | 125 [178]199
airforce 7,66 61,937 105,847| 4 | 1021|124 100 | 106 | 146|163
Ray 7,662 70,147 113,166| 3 | 6 | 14112 133 | 114 | 166|184
mafiareview 7,665 [81,8611125,967| 2 | 6 | 13169 150 | 126 193|218
oscars 7,684 180,065 129,453| 4 | 9 [22]118 130 | 137 |193]206
philjackson 7,733 165,677 117,406| 3 | 6 12110 122 | 119 [167]182
cthartford 7,733 70,803 115,893| 4 | 1020|162 142 | 113 |159]183
gloup 7,75 168,884 128,11 | 7 [ 1734|161 129 | 129 |175/188
capitol 7,794 1 68,19 120,126] 3 | 8 [ 18110 95 | 119 |164]183

Tabela 11 - Conjunto de imagens de faces, seus atributos e limiares.
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7.2. Imagens de Faces

Nesta segdo ¢ disponibilizada uma tabela (Tabela 12) contendo o conjunto de
imagens de faces, sendo cada uma das imagens identificada pelo nome e acompanhada
pelos respectivos atributos e limiares, os quais foram usados durante a realiza¢do deste
trabalho.

12 | 78 | 130 173 244 243

49 613 67 244‘19086 ‘ 1 | 4 ,
29 6294 6331 14074 2 3 9 | 80 146 166 182 18I
2
3

31 6,366 66,422 19227 1
43 6,394 59247 2001 1
21 6412 65423 191,99 1
35 6,453 54241 173,18 2
7 6467 70,155 183,66 1
25 6483 59,772 167,92 2
23 6,502 92,534 151,61 1
9 6,532 93353 14937l 1
20 6,564 64,201 178,65 1
39 66 98,809 147,97 1
12 6,616 50324 162,78 1
6 6622 88,674 15333 1
53 6,692 70,521 17437 2
27 6,714 92852 129,68 1
16 675 62,254 191,63 1
45 6759 6661 1629 2
24 6773 654 18297 1
54 6,785 65,195 162,41 2
19 6,794 60,583 16523 1
14 6819 84844 1497 1
2

2

2

2

2

1

2

1

1

87 | 124|182 227 226

6
8 116 162 186 233 232
9 56 154 155 243 242

10 86 146 162 188 188
8 | 81 126 141 242 241
13 108 149 178 197 195
3 8 101 158 166 241 242
9 114 137 146 239 241

11 88 139 143 239 239

8 134 146 171 238 241
11 80 110 138 203 202

12 106 81 119 244 244
16 103 138 148 243 243
10 96 99 168 215 223
8 95 ;1376 176 237 235

10 98 121 121 232 234

3
4
2
5
3
3
4
2
4
4
6
2
3

4

4 11 116 104 137 238 237
8
2
4
5
4
4
5
6
2
4
6
3
5

17 103 142 ;7 138 215 215
8 |81 99 141 199 199
10 \104 118 125 241 243

33 6,83 51,371 | 122,66
5 6,833 80,155 152,88
10 6,854 61,731 177,56
52 6,866 63,837 183,71
55 6,888 73,987 166,23
11 6,906 84,865 16844
47 6,921 63,958 176,66 |
40 6,937 69,313 180,56
18 6,938 58,783 139,33
4 694 81,267 161,62 2

12 102 103 139 140 149
11109 115 123 235 237
10 92 147 150 228 227

12 | 78 146 156 239 238

|17 (133125137 | 240 241
7 |89 134 166 236 235
10 113|148 170 228 227

12 i 83 |]56 170 238 233
9 | 72 124 154 171 183
13 | 88 157 157 238 239




50 j6,947 153,621 162,29 2 6 15 [ 116 1122 1 152 | 187 | 189
15 16951 57,02 129,03 3 6 12 1 90 | 112 1125 164 | 165
37 16,955 159,533 138,72 2 3 6 63 115141 163 | 169
56 16,958 | 59,677 13844 2 4 8 91 | 138 150174 | 186
26 16976 5246 112406 2 5 11 84 1105136 148 | 156
48 16,994 | 73,669 | 179,34 | 2 6 16 143 | 142 | 174 | 234 | 233
1 6,994 | 50,763 1132,02 | 2 4 11 | 58 | 112 1155 152|154
58 17,038 186,428 144,56 1 4 10 1 100 | 132 1 131 | 231 | 236
2 17,047 66,383 181,59, 2 8 |24 154 165177 1236 | 234
38 17,054 72,7727 1137,23 | 2 5 11 | 58 | 118 1 116 | 177 | 238
34 | 7,06 | 57,122 118139 1 5 11 | 74 | 158 1170 | 222 | 219
46 | 7,067 | 79,622 | 114,47 2 4 11 | 99 | 136 135 161217
59 17,071 152,729 117091 | 4 6 10 11151127 1171 1198 1 196
8 17,078 184,901 142,61 | 2 4 14 | 93 [ 133 | 150 214 | 233
57 17,095 156,539 170,04 3 6 12 1102 | 125 | 164 ; 201 | 200
32 17,119 | 86,538 | 150,38 | 2 7 122 1106|163 | 130 | 234 | 236
36 | 7,124 | 58,552 | 156,64 | 2 4 19251 91 | 98 124 | 188 | 189
3 17,124 162,457 [177,65, 2 4 10 1103 | 112 1166 | 222 | 220
13 17,154 | 83,551 | 138,73 | 2 4 10 1110 | 78 110 | 226 | 229
17 17,158 161,227 |102,12| 2 4 10 | 74 | 98 | 126 | 145 | 157
51 17,168 | 69,681 164,95 2 5 13 | 73 | 134 139|230 | 234
42 |1 7,175 | 86,297 1 155,29 | 2 5 113,25/ 107 | 144 | 142 | 231 | 233
41 17,201 | 71,851 | 113,89 2 4 9 | 61 | 126148 166 191
44 17211 | 86,947 147,76 1 5 13 | 80 | 164 | 114 | 221 | 240
30 | 7,217 | 64,852 119,56 | 2 6 16 | 98 | 99 128 151 | 186
22 17,294 158,691 114433 | 2 4 9 192 150 151187190
28 17,368 | 65,467 | 150,03 | 3 6 13 105113 147 | 193 | 196

Tabela 12 - Conjunto de imagens de faces, seus atributos e limiares.
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