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RESUMO

A identificacdo da categoria de um veiculo que trafega em uma via € um importante
parametro para sistemas de gerenciamento de trdfego. A classificacdo veicular tem
aplicacdes como planejamento do sistema viario, estimativa de emissdes veiculares
e fiscalizacdo de trafego. Vérias técnicas sdo empregadas para realizar a tarefa de
classificacdo de veiculos, sendo que a maioria processa informacdes provenientes
dos sensores indutivos. Neste trabalho, € avaliado um sistema para classificacdo de
veiculos tanto em seis categorias, como em oito categorias. O sistema utiliza rede
neural perceptron multicamada (Multi-Layer Perceptron - MLP) e € comparado com
outras técnicas lineares de classificagdo como as medidas de similaridade Distancia
Euclidiana e Distancia de Mahalanobis. As variaveis de entrada utilizadas para a
rede neural foram extraidas a partir dos perfis magnéticos adquiridos. Este estudo
apresenta uma analise da selecdo dos parametros de entrada para a classificacao.
O sistema avaliado foi capaz de alcancar indices de acerto na classificacdo de 97%
em seis categorias e 90% em oito categorias. Os resultados dos testes mostram a
viabilidade técnica de se utilizar o sistema em equipamentos fixo de fiscalizacdo
eletrOnica, permitindo a diferenciacdo de categorias muito semelhantes entre si
como, por exemplo, caminhonetes de camionetas.

Palavras-chave: Classificacdo de veiculos. Redes neurais. Sensores indutivos.
Medidas de similaridade.



ABSTRACT

Vehicle class is an important parameter in the process of road-traffic measurement.
Vehicle classification is applied in roadway design, vehicle emissions management
and traffic monitoring. Several techniques are employed to perform the classification
task. Most of them process information from the inductive sensors. In this paper the
author suggests a system to classifying vehicles into six categories and a system to
classifying vehicles into eight categories. The system has been developed using
multilayer perceptron neural network (Multi-Layer Perceptron - MLP) and it is
compared with other linear classification techniques such as the similarity measures
Euclidean and Mahalanobis distance. The input variables are obtained from the
magnetic profiles acquired from inductive loops. This study presents the methodology
to select the input parameters to the classification. It is shown that this system is able
to achieve rates of correct classification of nearly 97% with six categories and 90%
with eight categories and it can be used in a fixed traffic monitoring equipment
allowing the differentiation of categories very closed to each other as pickups and
small utility vehicles.

Keywords: Vehicle classification. Neural Network. Inductive Sensors, Similarity
Measures
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1 INTRODUCAO
1.1CONTEXTO

A classificacdo de veiculos automotores em diferentes categorias apresenta
grande utilidade para sistemas inteligentes de trafego - ITS (Intelligent Traffic
Systems). Os ITSs contribuem com ferramentas para a gestdo do transito em
diversas aplicagdes como comunicacao, sinalizacdo, organizacdo, gerenciamento,
controle e protecdo dos agentes (pedestres, veiculos, estradas, etc.) envolvidos —
sobretudo os humanos. Um sistema capaz de classificar veiculos em diferentes

categorias contribui com os ITSs em tarefas como:

» Planejar o sistema viario;

» Estimar a emissdo de poluentes nas vias;

» Verificar a sazonalidade do trafego, ou seja, as mudancas de comportamento
do mesmo em épocas distintas;

* Localizar e projetar pontos de instalacbes para as operagdes de
monitoramento e fiscalizagao;

» Fiscalizar vias que permitam o trafego exclusivo de categorias de veiculos;

» Fiscalizar categorias de veiculos distintas em faixas de velocidades distintas.

A maior parte dos sistemas de classificacao utilizados tem como base o
processamento das variaveis obtidas dos sensores indutivos. Eles sdo amplamente
difundidos como elemento sensor em equipamentos fixos de fiscalizacao eletrénica
pelas vantagens apresentadas em termos de custo e confiabilidade (CALIXTO,
2006)

1.20BJETIVOS
1.2.1 OBJETIVO GERAL

Este trabalho objetiva-se primordialmente propor ferramentas para
caracterizacdo e identificacdo de categorias de veiculos automotores. Para realizar
esta tarefa, foram utilizadas redes neurais perceptron multicamada (MLP) tendo
como variaveis de entrada os parametros extraidos a partir das respostas
produzidas pelos sensores indutivos durante a passagem dos diferentes veiculos

sobre 0os mesmos. Para o treinamento da rede foram utilizados os algoritmos
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Levemberg-Marquardt, Regularizacdo Bayesiana, Parada Antecipada e Gradiente
Conjugado com Momento. Foram testadas diferentes combina¢des de variaveis de
entrada para a rede neural. Os resultados dos diferentes casos foram comparados
em relagdo aos indices de classifica¢éo correta obtidos.

1.2.2 OBJETIVOS ESPECIFICOS
O estudo busca avaliar o sistema de classificacdo quanto a:

» Capacidade para classificar veiculos levando em consideracdo seu perfil
magneético e a variacdo provocada nos sensores indutivos,
» Extragdo de caracteristicas relevantes dos perfis magnéticos
» Resultados apresentados na classificagdo veicular em relagdo a meétodos
lineares como medidas de similaridade
O algoritmo de classificacdo do sistema proposto realiza a separacao entre
caminhonetes, camionetas e vans o que poderia contribuir com o agente de transito
na diferenciacdo dos veiculos que possuem velocidades maximas regulamentadas,
visto que o cédigo de transito brasileiro (CTB) regulamenta diferentes velocidades
em vias expressas para caminhdes e caminhonetes (80 km/h), 6nibus (90 km/h) e
veiculos de passeio ou motos (110 km/h) (Art. 61, Codigo de Transito Brasileiro,
1997). Segundo o artigo 96 do CTB, Caminhonete (pickup) é todo veiculo destinado
ao transporte de carga com peso bruto total de até 3,5 mil kg (passageiros e carga
em compartimentos separados). Ja camioneta € um veiculo misto destinado ao
transporte de passageiros e carga no mesmo compartimento, também conhecida

como SUV, do inglés Small Utility Vehicle.
1.3ESTRUTURA DA DISSERTA(;AO

A estrutura desta dissertacdo esta dividida em seis capitulos, sendo o
primeiro, o capitulo introdutdrio. No capitulo 2 é feita uma apresentacdo sobre os
conceitos relacionados a deteccéo veicular através de sensores indutivos, medidas
de similaridade aplicadas a classificagdo. O capitulo aborda também os aspectos
gerais sobre a técnica de inteligéncia artificial das redes neurais. No capitulo 3, séo
apresentados outros trabalhos relacionados sobre classificacdo veicular através de
sensores indutivos, sensores baseados em imagem, sensores acusticos e sensores

magnéticos. Os capitulos 2 e 3 compde a fundamentacao tedrica para o trabalho.
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O capitulo 4 faz uma apresentacdo da metodologia utilizada no trabalho,
descrevendo os diferentes casos de testes e o0s procedimentos para extracdo de
caracteristicas relevantes do perfil magnético e as técnicas utilizadas. Os resultados
dos testes sdo mostrados no capitulo 5, onde também séo feitas as andlises desses

resultados. Por ultimo, o capitulo 6 mostra as consideracgdes finais e a conclusao.
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2 FUNDAMENTACAO
2.1 SENSOR INDUTIVO

O sensor ou lago indutivo é basicamente uma bobina de cabo metalico
excitada por uma corrente alternada. Segundo a Lei de Ampére, a corrente alternada
aplicada a bobina gera um campo magnético em torno dela. Dessa forma, quando
algum objeto condutor (massa metalica) invade o campo magnético da bobina,
correntes elétricas de baixa intensidade sao induzidas na superficie condutiva deste
objeto. Segundo a Lei de Lenz, essas correntes geram um campo magnético que
atuam em oposicdo ao campo magnético gerado pela bobina do sensor. Essa
oposicao altera a frequéncia de ressonancia da bobina, reduzindo sua indutancia
externa. O circuito eletronico que monitora os lagos indutivos pode captar duas
variagbes: o aumento na frequéncia de ressonancia ou a diminui¢do na amplitude do
sinal sobre o laco, ambas proporcionais a variacao de indutancia externa dos lacos,

atuando, portanto como um detector de massas metdlicas (FHWA, 1990).

Os detectores de metais sdo amplamente utilizados para localizar objetos
metélicos que estdo enterrados ou escondidos tendo aplicagdo em uso militar,
prospeccao geoldgica e exploracdo arqueologica. Apresentam também utilizacao
industrial como sensoriamento de posicdo e inspecdo automatizada dos processos
de manufatura, montagem e embalagem. Os sensores sdo também o0s componentes
ativos em sistemas de seguranca de aeroportos e bancos, de forma a detectar a
presenca de objetos metalicos, de forma a prevenir o ingresso de pessoas armadas.
Detectores de laco indutivo sdo também instalados em rodovias e cruzamentos para
monitoramento e controle de trafego, bem como em estacionamentos para controle
de vagas e de acesso (HILLIARD e HILLIARD, 2002).

O sensoriamento indutivo para veiculos automotores vem sendo utilizado ha
mais de 30 anos em todo o mundo em aplicagbes de sistemas inteligentes de
transporte (ITS), fiscalizacao eletronica de velocidade e outras aplicacdes comerciais
(NISHIMOTO, 2006).

O uso de sensores indutivos também ja foi aplicado em Tomografia por
Inducdo Magnética (MIT, do inglés Magnetic Induction Tomography). O objetivo
desta técnica é a obten¢cdo de imagens da distribuicdo de condutividade elétrica de
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um objeto a partir da medicdo da perturbacédo causada pelas correntes induzidas por
um campo magnético externo aplicado (PARENTE, 1996),( RUNCOS, 2007).

2.2SISTEMA DETECTOR VEICULAR

O sistema de deteccao de veiculos presente nos equipamentos do tipo DEV
(Detector Eletronico de Velocidade) utilizados neste trabalho, consiste em um
sistema embarcado, constituido de filtros de hardware e software, amplificadores de
sinal, sendo baseado em arquitetura DSP (Digital Signal Processor). O
funcionamento do sistema de fiscalizacdo se resume em detectar a passagem do
veiculo, fazer o calculo e a conferéncia da velocidade e, se verificada a infracao,
captura-lo através do sistema de video. Quando um veiculo transita sobre os
sensores indutivos, é gerado um perfil magnético dependente de sua velocidade,
dimensbes e distribuicdo de massa metélica que o compde ao longo de seu
comprimento (NISHIMOTO, 2006). A Figura 1 apresenta o diagrama em blocos do
sistema detector utilizado para obtencdo da resposta do sensor na forma de perfil

magnético.

CLH AT - Ho]

Lago Indutive J)

FPF Transformador  Amplificador FPB Conversor AD Fitro Digital Perfil Magnetico

Figura 1 - Diagrama do Sistema Detector (NISHIMOTO, 2006).

Inicialmente, o sinal do laco indutivo passa por um filtro passa-faixa (FPF)
gue elimina as frequéncias capturadas fora do espectro de trabalho do sistema
detector. Em seguida, o sinal passa por um transformador que isola o lago instalado
no asfalto, da eletrénica da placa detectora, elevando o sinal através da relacdo de
16:1 das bobinas. O sinal é entdo amplificado eletronicamente e passa por um filtro
passa-baixa (FPB) em 10 Hz, que elimina freqiéncias indesejadas permitindo que
chegue ao conversor A/D somente a variacdo do perfil magnético do veiculo. O sinal
€ digitalizado no conversor analdgico-digital de 12 bits que resulta no perfil

magneético. Apds a conversao analdgico-digital, o perfil magnético passa por alguns
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filtros digitais para tratamento e condicionamento do sinal, eliminado ruidos da rede
elétrica e de alta frequéncia. (NISHIMOTO, 2006).

2.2.1 PERFIL MAGNETICO

O Perfil Magnético de um objeto metalico consiste na variacdo da indutancia
externa de um sensor indutivo ao longo do tempo, devido a interacdo do campo
magneético gerado pelo lagco indutivo com a massa metalica do objeto em movimento
(HILLIARD e HILLIARD, 2002). E também conhecido como assinatura magnética

do objeto.

Na Figura 2 sdo mostradas algumas imagens representativas de veiculos,
coletadas nos equipamentos de fiscalizacdo eletrbnica em conjunto com o0s

respectivos perfis magnéticos extraidos.
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) (h)
Figura 2 — Foto e perfil magnético de: (a) Carro, (b) Onibus, (c) Moto, (d) Caminh&o, (e) Carreta, (f) Caminhonete, (g) Van, (h)
Camioneta.
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2.3EXTRACAO DE CARACTERISTICAS DO PERFIL MAGNETICO

Diversas caracteristicas podem ser obtidas a partir do processamento da
assinatura magnética obtida do sensor indutivo. Tais caracteristicas podem ser
dividas em duas categorias: aquelas que séo especificas do veiculo e aquelas que
sao especificas do trafego. As caracteristicas do veiculo representam os elementos
anicos do veiculo e, portanto sdo invariantes ao longo do tempo ou localizacdo. Um
exemplo é o comprimento veicular (MAGALHAES, 2008). Em contrapartida, as
caracteristicas relacionadas ao trafego dependem das condi¢des da via e do fluxo de
veiculos, como a velocidade e o tempo de ocupacdo do veiculo sobre o lago. O
primeiro passo para extracdo de caracteristicas € a normalizacdo da amplitude. A
normalizacdo ajuda a identificar a presenca do veiculo, restaurando a assinatura

vélida, distinguindo-a do ruido.

Podem ser extraidas determinadas caracteristicas do perfil magnético, as
quais em conjunto permitem diferenciar uma classe de veiculo de outra, sendo que
0os modelos de cada categoria apresentam perfis magnéticos semelhantes
(CALIXTO, 2006). Neste capitulo sdo apresentadas as principais caracteristicas e o
método de obtencdo de cada uma delas. O sistema proposto neste trabalho
classifica veiculos em oito categorias: carro, moto, 6nibus, caminhdo, carreta,
caminhonete, camioneta e van.

Uma vez que se sabe a velocidade de cada veiculo, tendo sido esta
calculada através de dois sensores indutivos instalados em distancia fixa, pode-se
eliminar a dependéncia deste parametro, normalizando-se o perfil ao longo do
tempo. As diferencas construtivas dos lacos indutivos, bem como dos parametros de
ajuste e offset, sdo corrigidas, normalizando a amplitude dos sinais magnéticos
obtidos.

Para se obter o perfil magnético normalizado em amplitude, dividem-se os
valores correspondentes ao eixo das ordenadas y pela maxima amplitude do perfil
(A). Para a normalizacdo em relacdo ao comprimento magnético, multiplica-se o
tempo de ocupacgdo (t) pela velocidade do veiculo (Figura 3) (RITCHIE et al,
2005a).
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Figura 3 - Extracdo de caracteristicas do perfil magnético (RITCHIE et al, 2005a).

A Figura 4 mostra a curva de perfil magnético normalizadas no eixo

horizontal (comprimento) e vertical (amplitude) para um veiculo do tipo caminhao

(RITCHIE et al, 2008). Para realizar a classificacdo utilizaram-se somente as
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curvas geradas a partir de um dos lacos indutivos, uma vez que a informacéo
provida a partir do segundo laco é praticamente a mesma que a do primeiro, ndo
sendo necessaria para a andlise do problema.

As curvas de perfis magnéticos apresentam caracteristicas similares
referentes a cada categoria de veiculos. O perfil magnético de um veiculo de passeio
tem o formato de uma parabola. Onibus e caminhdes apresentam formatos com
maiores ondulagdes. O perfil de uma van se assemelha a de um veiculo de passeio,
porém € mais largo na base da parabola. O formato da curva depende do chassi,

comprimento do veiculo e configuracdo de eixos (KI e BAIK, 2006).

A
=
BT T d & =
E
= |
= |
2 Ml oo
2 = = o = & Mediana
=h
: b I c
= b EE— .
- >
Comprimento {m)

Figura 4 - Caracteristicas do Perfil Magnético Normalizado (RITCHIE et al, 2008).

A seguir serdo detalhadas as principais caracteristicas extraidas do perfil
magneético.

2.3.1 COMPRIMENTO MAGNETICO DO VEICULO

O comprimento magnético é calculado através do tempo de ocupagdo do
veiculo sobre os sensores e a velocidade que o veiculo passa sobre os mesmos
(CALIXTO, 2006). E calculado pela equacéo (1):

s=vit—d 1)

Onde s é o comprimento magnético do veiculo (m), v a velocidade do veiculo
(m/s), d a largura do sensor indutivo (m) e t o tempo (s) que o sensor fica ativo por

influéncia do veiculo.
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2.3.2 AMPLITUDE MAXIMA

A amplitude maxima corresponde ao pico positivo maximo do perfil
magnético em relac@o ao estado estacionario. Na Figura 4 é representado pelo valor
A.

A variacdo de indutancia no laco indutivo é inversamente proporcional a
distancia entre a plataforma do veiculo e o sensor. Desse modo, os Onibus e
caminhdes, por exemplo, produzem uma variagcdo de indutancia menor que um

veiculo de passageiro, que apresenta maior amplitude no perfil magnético.
2.3.3 VALOR MEDIO

O valor médio (X) consiste na somatéria das amostras de perfil magnético
(xj) dividido pelo niumero de pontos do perfil (n), sendo, portanto uma grandeza
adimensional. A quantidade de pontos do perfil magnético é funcdo da velocidade do
veiculo e do seu comprimento magnético (MAGALHAES, 2008). O valor médio, que
€ a amplitude do sinal elétrico do perfil magnético, varia proporcionalmente as
orientacdes dos veiculos e da posicao destes em relacdo aos sensores.

Desta forma, sédo observados diferentes valores médios para as categorias.
A expressao do calculo para obtencéo deste parametro é obtida pela equacéo (2):

X = Zi=1 Xi )

n

2.3.4 NUMERO DE PICOS

O numero de picos ou inversdes é o total de inflexdes na curva de perfil
magnético, ou seja, quantas vezes a derivada primeira passa de valor negativo para

positivo ou vice-versa, sendo uma grandeza adimensional (CALIXTO, 2006).
2.3.5 VALOR MEDIO DE PICOS

O valor medio de picos é obtido através dos valores medios dos pontos (X;)
onde estdo as inversdes no perfil magnético, sendo portanto uma grandeza
adimensional. O célculo para obtencdo do parametro é dado pela equacao (3):

_ Z]n=11Xj

Xp — (3)
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Onde X, é o valor médio das inversdes do perfil magnético, X; o valor do

perfil magnético na inversdo j € ni o niamero de inversdes ocorridas no perfil
magnético (CALIXTO, 2006).
2.3.6 VARIANCIA NORMALIZADA

A variancia é uma medida da variabilidade dos dados em torno da média. E
definida como o desvio quadratico médio em relacdo ao valor médio, sendo uma

grandeza adimensional. E calculada de acordo com a equac&o (4):

n .—¥)2
Var= [HR®Dt

A variancia Var é obtida a partir de Xi (valor do perfil magnético
normalizado em amplitude e comprimento no ponto i, X (valor médio do perfil
magnético normalizado em amplitude e comprimento) e n (nimero de pontos
do perfil magnético) (CALIXTO, 2006).

2.3.7 TAXA DE SUBIDA NORMALIZADA

A taxa de subida normalizada € a inclinagdo do perfil magnético no ponto de
ordenada y=A/2. Tem como unidade [(AL/L)Ym= m™] . Na Figura 4 é representado
por “d” (MAGALHAES, 2008 apud OH et al, 2002 RITCHIE et al 2005b ).

2.3.8 MEDIANA

A mediana é definida como o valor que divide os dados ordenados ao meio,
isto € metade dos dados tém valores maiores do que a mediana e a outra metade

tem valores menores do que a mediana.
2.3.9 GRAU DE SIMETRIA

Seja m a mediana do perfil, o grau de simetria € a soma das distancias (em
y) até m (mediana) de cada ponto e; acima da ordenada y = A/2 (Figura 4). E

expresso em [AL/L] sendo, portanto adimensional. O célculo é feito pela equacéo (5):

i (e; —m) 5)

Sendo M o total de pontos cuja ordenada seja superior a A/2.
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2.3.10 NUMERO DE AMOSTRAS DE ALTA AMPLITUDE

Na Figura 4 € o niumero de amostras acima da ordenada y de valor igual a

A/2, sendo, portanto adimensional.
2.3.11 PARAMETRO DE FORMA

O parametro de forma esta relacionado ao grau de simetria e obliquidade do

perfil, sendo grandeza adimensional. E calculado por b/ (b+c), conforme Figura 4.
2.4MEDIDAS DE SIMILARIDADE

Classificar um padrdo desconhecido, dado um conjunto de classes

conhecidas, € um problema fundamental em reconhecimento de padrdes.

O classificador de distancia minima é um método que consiste em encontrar
0 padrdao de maior similaridade em um conjunto de referéncias utilizando uma
medida de distancia, também conhecida como medida de similaridade. Nesta secao
sdo apresentadas as definicbes das medidas de similaridade utilizadas neste
trabalho: Distancia Euclidiana, Distancia Euclidiana Normalizada e Distancia de
Mahalanobis.
2.4.1 DISTANCIA EUCLIDIANA

Considere-se um sistema em que cada padréao é descrito por um conjunto de
caracteristicas denominado vetor de caracteristicas. Sendo assim, os padrdes e
seus representantes (classes) sédo descritos em um espaco N-Dimensional, onde N é

a quantidade de caracteristicas (DIAS, 2004).

De forma a verificar graficamente o método, sera considerado o exemplo
hipotético de classificacdo com trés classes W1, W, e W3, descritas respectivamente

pelos vetores de protétipo (médio) my, my, ma:
1

Onde j=1,2,..,M;
Nj € o numero de vetores de padrdes (V) da classe Wj sendo a soma
realizada sobre esses vetores.

M é o nUmero de classes.
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O vetor x € um padrdo a ser classificado, representado por um vetor de

caracteristicas:

X = [X1, Xo]

Adotando como medida de similaridade a distancia Euclidiana, tem-se o
padréo ‘X’ associado a classe j com menor distancia D(x, mj) do vetor de prototipo m;
ao padrao ‘X.

2
D(x,my) = |Xi(x; — my) (7)
As fronteiras de decisdo sao definidas como retas perpendiculares ao

segmento que liga dois protoétipos (classes), sendo que a fronteira intercepta a

mediatriz desse segmento, conforme Figura 5.

30

x2 5

Figura 5 — Vetores de caracteristicas em espaco bidimensional (DIAS, 2004).

2.4.2 DISTANCIA EUCLIDIANA NORMALIZADA

Como algumas caracteristicas descrevem uma classe melhor do que outras,
torna-se necessario aplicar uma ponderacdo de modo que estas caracteristicas

tenham mais importancia na classificacdo do que as outras.

A distancia euclidiana, quando estimada a partir das variaveis originais, apresenta a
inconveniéncia de ser influenciada pela escala de medida, pelo nimero de variaveis
e pela correlacdo existente entre as mesmas (VICINI, 2005 apud MANLY, 1986).
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Para contornar as escalas, faz-se a padronizacdo das variaveis em estudo, para que
possuam a variancia igual a unidade.

A distancia Euclidiana normalizada consiste em ponderar as caracteristicas
com um vetor de pesos, por exemplo, dividindo seus valores pelos respectivos
valores da variancia.

2.4.3 DISTANCIA DE MAHALANOBIS

A distancia de Mahalanobis considera a similaridade (medida pela
covariancia das varaveis) no célculo da distancia. Com esta medida o problema
relacionado a escala da distancia euclidiana ndo mais ocorre. Considerando, como
exemplo que ao utilizar a distancia euclidiana, o conjunto de pontos equidistantes de
um certo local formem uma esfera. A distancia de Mahalanobis redimensiona a
esfera conforme a escala das respectivas variaveis, levando em consideracdo a
correlacdo entre elas (DWINNELL, 2006).

Uma importante aplicacdo da distancia de Mahalanobis é a localizacdo de
valores atipicos (outliers). Considerando os dados agrupados no grafico da Figura
6, o ponto dentro do quadrado vermelho ndo segue a distribuicao apresentada pelo
restante dos pontos de dados. Apesar de 0 ponto ndo estar no centro de nenhuma
das duas escalas (variavel 1 e variavel 2), existem alguns poucos pontos situados
em valores extremos de ambas as variaveis. A distancia de Mahalanobis localizaria

facilmente este outlier.

Multivariate Qutlier Example

Variable 2
=]

i | i i
3 2 -1 1 2 3

0
Variable 1

Figura 6 - Distancia de Mahalanobis para localizacdo de outlier (ACKLAM, 2000).
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A distancia de Mahalanobis de um vetor yj ao conjunto X = {Xy,..., Xnx} € @
distancia de y a xy, 0 centroide de X, ponderado de acordo com Cx, a matriz de
variancia do conjunto X, ou seja: (ACKLAM, 2000).

d2= (- xm) & (5= xm)  (8)
Sendo:
1

Ny

XM = i=1Xi (9

1
ny—1

Cx =

Z?ﬁl(xi — xm) (X3 — xm)’ (10)

2.5REDES NEURAIS

Redes Neurais sédo sistemas computacionais formados por elementos
processadores simples, denominados neurbnios, altamente interconectados
(HAYKIN, 1999). Semelhantemente, ao cérebro humano, o conhecimento adquirido
pela Rede Neural ocorre através do processo de aprendizado. Em analogia as
sinapses no cérebro humano, as conexdes entre 0s neurdnios sdo utilizadas para

armazenar o conhecimento.

As Redes Neurais apresentam as principais caracteristicas:
» Capacidade de aprender através de exemplos
* Adaptabilidade
» Capacidade de organizacao
» Capacidade de generalizacao
* Tolerancia a falhas
* Robustez ao ruido
O neurdnio é a unidade fundamental de processamento da informag&o para
a rede neural. No modelo matematico do neurbnio podem ser destacados trés
elementos principais, mostrados na Figura 7:
a) Um conjunto de sinapses, cada uma caracterizada por um peso. Assim um
sinal x; na entrada da sinapse j conectada ao neuronio k, € multiplicado pelo

peso sinaptico w;.
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b) Um somador dos sinais de entrada, ponderado pelas respectivas sinapses
do neuronio.

c) Uma funcdo de ativagdo que limita a amplitude de saida do neur6nio.

Bias
b]r
% N Fungdo de
. Ativagdo
Sinais | , Vs T ' Saida
de | ) 7
Entrada | : ¢ () —
\ A‘”/

Sinapticos

Figura 7 - Modelo Matematico do Neuronio.

Matematicamente, o modelo é descrito pela equacgao (11):
Vi = d(by + XiZq wigx;) = p(Wp. X) (11)
Sendo X, X2, Xm OS Sinais de entrada; w1, Wiz, Wkm 0S PeS0S sinapticos do neurdnio
K, bk 0 bias, ¢(.) a funcdo de ativacao e yk o0 sinal de saida do neurdnio.

Tal modelo de neurdnio apresentado na Figura 7, cuja funcéo de ativacéo &
nao linear, aplicada a uma combinacdo linear (entradas X pesos sinapticos) €&
chamado de Modelo de McCulloch do Neurdnio, ou também Perceptron.

S&o apresentados os tipos principais de funcdo de ativacao.

2.5.1 FUNCAO DE LIMIAR

A funcéo de limiar apresenta comportamento semelhante a funcéo degrau, ou seja,

1,sex=> 0
0,sex<0

P(x) = {

Na Figura 8 é apresentado o grafico correspondente a funcao.

(12)
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Funcao de ativacao §(x)

0.5F

a(x)

Figura 8 - Funcgéo de Limiar

2.5.2 FUNCAO LIMIAR POR PARTES

A funcéo limiar por partes é definida pela equacéao (13):

1,sex = 0.5

x+ 0.5se—-05<x<05 (13)
0,sex <-0.5

O fator de amplificacdo esta dentro da regido linear e € considerado unitario.
Na Figura 9 é apresentado o grafico correspondente a funcao.

Funcao de ativacao ¢(x)

035
-2

Figura 9 - Funcgéo de Limiar por partes.
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2.5.3 FUNCAO SIGMOIDAL

A funcdo sigmoidal € a mais comum funcdo de ativacdo utilizada na
construcdo de redes neurais. Apresenta equilibrio entre 0 comportamento linear e
n&o linear. E definida pela equacéo (14):

Px) = —— (14)

1+ e~ 3X

Na Figura 10 é mostrado o gréafico correspondente a fungéo.

Funcao de ativacao ¢{x)
1
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= sl L
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Figura 10 - Funcao Sigmoidal.

2.5.4 FUNCAO TANGENTE HIPERBOLICA
A funcéo tangente hiperbdlica € dada pela equacéo (15):

®(x) = tanh (x) (15)

Na Figura 11 é mostrado o gréafico correspondente a fungéo.

= Tanqenteqﬂperbélica o
'

1 /,_.
0.5f /
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1‘—'_"'//

5 0 5

Figura 11 - Funcédo Tangente Hiperbolica.
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2.5.5 REDE NEURAL PERCEPTRON MULTICAMADA

A rede neural perceptron multicamada (MLP) é constituida por um conjunto
de unidades sensoriais, que formam a camada de entrada, uma ou mais camadas
ocultas de neurdnios computacionais e uma camada de saida de neurbnios
computacionais. O sinal de entrada se propaga na rede de forma direta, através das
camadas (HAYKIN, 1999).

Os algoritmos de treinamento (ou aprendizado) de uma MLP tém a
caracteristica de ajustar de forma iterativa 0s pesos das conexdes entre 0s
neurbnios até que os pares de entradas e saidas esperados, no caso de
aprendizado supervisionado, por exemplo, sejam obtidos e as relagcbes matematicas
de causa e efeito possam ser estabelecidas. O método de aprendizado mais
utilizado em redes MLP € o algoritmo de retropropagacéo de erro. Este consiste nos
seguintes passos (HAYKIN, 1999):

No primeiro passo, a informacédo é propagada de forma direta ao longo das
camadas da rede, produzindo uma determinada saida, sendo mantidos fixos os
pesos sinapticos.

Nos segundo passo, o sinal se propaga de forma reversa ao longo das
camadas, sendo atualizados os pesos sinapticos de acordo com a regra para
correcdo de erro. O sinal de erro é produzido pela diferenca entre a resposta
produzida pela rede e o valor desejado, chamado alvo (target).

O algoritmo de retropropagacao do erro apresenta uma seérie de dificuldades
ou deficiéncias que desestimula uma maior disseminagcdo do seu uso. O principal
problema diz respeito a lentiddo do algoritmo para superficies mais complexas. Nao
€ raro o algoritmo convergir para minimos locais. Os minimos locais sdo pontos na
superficie de erro que apresentam uma solucédo estavel, embora ndo sejam a saida
correta. Desde que o algoritmo de retropropagacéao de erro foi popularizado algumas
pesquisas vém buscando técnicas tanto para acelerar o algoritmo quanto para
reduzir a incidéncia de minimos locais. Dentro destas técnicas destaca-se o
algoritmo de treinamento de Levemberg-Marquardt (HAGAN e MENHAJ, 1994).

Este e outros algoritmos utilizados para treinamento sao apresentados nesta secao.
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2.5.6 TREINAMENTO COM LEVEMBERG-MARQUARDT

O treinamento Levemberg-Marquardt (LM) € uma funcdo que atualiza os
pesos e valores dos bias de acordo com a otimizacdo Levemberg-Marquardt. O
método de LM é usado para encontrar um ponto de minimo para uma fungédo F(x)

dada pela soma dos quadrados de fun¢cbes néo lineares.

No algoritmo LM, as mudancas (A) nos pesos w sao obtidas solucionando:

al = —§VE (16)
Sendo E, o erro quadratico médio na rede.
E= <3Nalyoa) —did (A7)
Onde N é o numero de exemplos y(xx) € a saida correspondente da rede ao

exemplo xx e dx € a saida desejada para aquele exemplo. Os elementos da matriz a

sao dados por:

ad ad
o = (1+ Ady5) Xpo; Xkes [MM] (18)

aWi aWj

Onde p é o numero de saidas da rede. Comegando com pesos iniciais

aleatérios, ambos a e E-E sédo calculados resolvendo a equacéao (16). A correcao
para os valores dos pesos € obtida por (W= w + A), conhecido como época de
aprendizado LM. Cada iteracdo com essas €pocas reduz o erro até encontrar um
minimo. A variavel A na equacéao (18) é o parametro que € ajustado a cada época de
acordo com a evolucgéo do erro (GONCALVES et al, 2010).

2.5.7 TREINAMENTO COM REGULARIZACAO BAYESIANA

O método Bayesiano com regularizacbes € uma funcdo que atualiza os
pesos e valores dos bias de acordo com a otimizacdo LM descritas nas Equacgdes
16, 17 e 18. Tipicamente os algoritmos de treinamento tém como objetivo reduzir a
soma dos erros quadraticos, entretanto a regularizacdo adiciona mais um termo. Ela
minimiza a combinacdo dos erros quadraticos e 0s pesos, para entdo produzir uma
rede generalizada e com respostas mais suaves, evitando assim 0 ajuste excessivo
dos dados de forma automatica (MACKAY, 1992), (FORESSE e HAGAN, 1997 apud
GONGCALVES et al, 2010).
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A funcéo a ser minimizada neste caso € descrita pela equacgéao (19):
F=(AM(SSE) + 3(SSW)) (19)

Onde A e ® sd@o 0s parametros ajustaveis no contexto do método Bayesiano
de regularizagdo, SSE é o somatorio dos erros quadraticos e SSW o somatorio dos
pesos quadraticos. A solucdo e atualizacdo dos dois parametros ajustados sdo
realizadas aplicando a lei de Bayes.

2.5.8 TREINAMENTO COM GRADIENTE CONJUGADO E MOMENTO

O método do gradiente conjugado tenta escapar de minimos locais de baixa
qualidade utilizando outras dire¢cdes de busca (direcdo conjugada ao gradiente). A
idéia principal deste algoritmo surge de uma melhoria simples aplicada no método da
retro-propagacao. Ao invés de se utilizar um fator de aprendizagem (Ir) fixo, escolhe-
se, a cada iteracdo, um novo fator através de uma busca linear que objetiva
minimizar os valores do novo vetor de pesos sindpticos (WINANDY et al, 2007).

O momento permite que a rede considere em sua resposta ndo apenas o
gradiente local, mas também a tendéncia na superficie de erro. Dessa forma, a rede
minimiza o efeito dos minimos locais. Os pesos sinapticos sao alterados de acordo

com a soma dos residuos da ultima alteracao realizada nos pesos.

Na retropropagacdo com momento, 0s pesos mudam na direcdo que é
combinacdo do gradiente atual e do anterior. Esta € uma modificacdo no gradiente
descendente cujas vantagens aumentam principalmente quando alguns dados de
treinamento diferem da maioria (e possivelmente estdo incorretos). Neste caso é
desejavel utilizar uma pequena taxa de aprendizado para evitar uma maior variacao
na direcdo de aprendizagem quando um par de padrbes de treino ndo usual &
apresentado. Entretanto, € também preferivel manter o treinamento em um passo
relativamente rapido quando os dados de treinamento forem bastante similares.

E possivel obter convergéncia mais rapidamente se for adicionado um termo
de momento for acrescentado as equacbes de atualizacdo de pesos, sendo
necessario para isso armazenar as atualizagbes de um ou mais padrdes anteriores
de treinamento.

Por exemplo, na forma mais simples de retropropagacdo com momento, 0s
NOVOS pesos para o passo de treinamento t+1 sdo baseados nos pesos dos passos t

e t-1. As equacOes de atualizacdo de pesos com 0 momento S&o:
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Wik (t +1) = wj(t) + adrzj + u[wjr(t) — wy (t — 1)] (20)
ou

Awj(t +1) = adyzj + pdwy(t) (21)

e

vii(t+1) = v;;(t) + adjx; + plvi;(t) — v;;(t — 1)] (22)
ou

Avj(t+1) = adjx; + pdv;;(t) (23)

Sendo wj, 0 peso sinaptico entre a camada oculta e a camada de saida, v;;0 peso
sinatpico entre a camada de entrada e camada oculta, a a taxa de aprendizagem e U
0 momento, situado entre zero e um. O parametro §, € a parcela de erro de ajuste
de correcéo de erro para wy, e §; € a parcela de erro de ajuste de correcéo de erro
para v;;.

O momento permite que a rede faca certo ajuste nos pesos, tdo grande
forem as correcdes na mesma direcdo geral de varios padrdes, enquanto que
utilizando uma taxa de aprendizado menor previne uma resposta maior ao erro de
qualquer padréo de treinamento. Também reduz a probabilidade de a rede encontrar
pesos que sdo minimos locais. Ao usar o0 momento, a rede caminha na direcédo

combinada do gradiente atual com a direcéo anterior de correcao de pesos.

2.5.9 PARADA ANTECIPADA DO TREINAMENTO

O treinamento da rede neural com retropropagacéo de erro busca alcancar
um ponto de equilibrio entre a memorizacdo e a generalizacdo, tornando-a apta a
classificar corretamente tanto um padrdo conhecido quanto um padrdo novo de
entrada

Desta forma, o processo de treinamento deve ser interrompido em
determinado ponto, para isso podem ser adotadas estratégias como por exemplo
fixar o nimero de épocas de treinamento ou estipular um valor para o erro
quadratico total. Entretanto uma forma mais eficiente de encontrar o ponto de
equilibrio pode ser feito ao utilizar um conjunto de validacdo separado do conjunto
de treinamento. Dessa forma, pode-se verificar o erro apresentado pela rede a

determinados intervalos durante o processo de treinamento. Assim, enquanto o erro
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para o conjunto de treinamento e validacao diminuir, o treinamento continua. Quando
0 erro comecga a aumentar, a rede passa a memorizar os parametros de treinamento
de forma muito detalhada e perde a capacidade de generalizacdo (fen6meno
conhecido como overfitting), apds um numero de épocas estipulado em que o erro
continua a crescer, o treinamento € interrompido e sao restituidos os pesos e bias
correspondentes ao minimo erro de validacdo. (FAUSETT, 1994)

A técnica pode ser utilizada com todas as fungBes de treinamento
apresentadas anteriormente, neste trabalho a mesma foi aplicada somente com o

algoritmo de Levemberg-Marquardt.
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3 TRABALHOS RELACIONADOS

O oOrgédo de transportes norte americano FHWA - Federal Highway

Administration — utiliza a classificagcdo em 13 categorias mostrada na Tabela 1.

Tabela 1 - Classificacdo de veiculos segundo o FHWA.

1 Motocicleta

2 Carro de Passeio

3 Outros Veiculos de 2 eixos e 4 pneus

4 Onibus

5 Caminhdes de dois eixos e 6 pneus

6 Caminhdes de trés eixos

7 Caminhdes de quatro ou mais eixos

8 Carretas de até quatro eixos

9 Carretas de cinco eixos

10 Carretas de seis ou mais eixos

11 Carretas de mais de um reboque com até cinco

eixos

12 | Carretas de mais de um reboque com seis eixos

13 | Carretas de mais de um reboque com sete eixos
ou mais

Existem varios estudos sobre classificacdo veicular usando tecnologias de
detecgdo, incluindo sensores indutivos convencionais, sensores baseados em
imagem, sensores acusticos, sensores magnéticos e sistemas de detec¢do por laco
indutivo. A maior parte dos trabalhos descritos nesta secao utilizou como referéncia
a classificacdo FHWA.

Estudos realizados por Lu et al (1992) Harlow e Peng (2001) e Gupte et al
(2002) desenvolveram um modelo de classificagdo usando imagens em
infravermelho capaz de distinguir quatro classes de veiculos, incluindo trés classes
de veiculos comerciais com taxa de 95%. O modelo de Harlow e Peng (2001) foi
utilizado em um sistema de imagem na faixa de laser que identifica seis classes,

incluindo trés classes de veiculos comerciais com taxa de 92%, enquanto Gupte et al
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(2002) usou imagens de video para distinguir ente carros e ndo-carros com 70% de
acertos.

Nooralahiyan et al (1997) realizaram analises em assinaturas acusticas de
veiculos e desenvolveram um modelo capaz de distinguir entre quatro diferentes
tipos de veiculos, incluindo duas classes de veiculos comerciais com 82,4% de
acerto.

Um estudo mais recente de Cheung et al (2004) investigou a possibilidade
de sensores magnéticos sem fio na classificacdo de veiculos. O modelo obteve entre
63 e 75% de acertos para seis classes de veiculos dependendo da configuracao,
mas com uma amostra de apenas 37 veiculos.

Shin et al (2007) desenvolveram um modelo de classificagdo com base nas
informacdes de eixos e peso dos veiculos utilizando sensores strain gauges. Foram
comparadas as abordagens utilizando Classificador Bayesiano Simples, Rede
Neural com Retropropagacao de Erro e Maquinas de Vetor Suporte (Support Vector
Machines - SVMs), tendo sido verificado que o uso desta Ultima técnica (SVM)
apresentou os melhores resultados. O modelo distinguiu entre cinco categorias
alcangando indice de classificacdo de 94,8% em conjunto de teste com 100 veiculos
em cada classe. Entretanto, esta tecnologia ndo detecta a presenca continua do
veiculo. Assim, podem ter ocorrido erros na separacdo de um veiculo ao outro, tendo
sido confundidos com um Unico veiculo de maior comprimento ou até mesmo o
contrario, especialmente sobre condi¢cfes de trafego instavel.

Houve também um crescente interesse na classificacdo de veiculos
utilizando sistemas de assinatura magnética. Pursula e Pikkarainen (1994) usaram
pioneiramente uma arquitetura de mapa auto-organizavel para classificar veiculos
usando vetores de caracteristicas obtidas dos perfis magnéticos coletados.

Posteriormente, Oh et al (2002) investigaram varios modelos e concluiram
que a arquitetura da rede neural de retropropagacao de erro (backpropagation neural
network) foi superior a rede neural probabilistica e mapas auto-organizavels,
utilizando caracteristicas desenvolvidas em seus estudos como modelos de entrada.
O modelo distinguia entre sete categorias de veiculos, incluindo quatro classes de

veiculos comerciais e obteve 82% de taxa de acerto.
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O estudo feito por Sun et al (2003) revisou o uso de mapas auto-
organizaveis. Foram utilizadas assinaturas magnéticas tipicas de veiculos para cada
categoria definida como padrdo para o mapa auto-organizavel e o indice alcangado
para classificacdo também foi de 82%, utilizando o mesmo esquema de classificacao
veicular de Oh et al (2002).

O sistema de classificagdo proposto por Ritchie et al (2005a) utilizou arvore
de decisdo heuristica com base em quatro parametros extraidos do perfil magnético
tendo sido obtidos indices de classificacdo de 85% e 89,3% respectivamente.

O sistema proposto por Calixto (2006) utilizou légica nebulosa para
classificar veiculos em seis categorias, com taxa de acerto superior a 85% para
todas as categorias. Em trabalho realizado por Oliveira et al (2010) foi proposto um
sistema de classificagdo de veiculos de acordo com o comprimento, utilizando rede
neural, obtendo taxa de reconhecimento de 92,43% em um equipamento instalado
em campo. No trabalho de Barbosa et al (2004) é descrito o desenvolvimento de um
sistema inteligente para deteccédo contagem, medi¢do de velocidade e identificagéo
(classificacdo) de veiculos. O projeto utilizou técnicas de processamento de sinais,
como transformada rapida de Fourier (FFT). A FFT foi usada para analise e
interpretacéo dos sinais gerados pelos lagcos de inducéo.

Ritchie et al (2005) utilizaram uma abordagem de arvore de deciséo
para classificar veiculos em esquema muito proximo ao FHWA. Foram propostos
trés submodelos diferentes. Um total de 17 classes de veiculos foram definidas para
o primeiro modelo. Entretanto, devido a falta de dados de veiculos para quatro das
classes, o modelo resultante alcancou resultados de classificacdo para 13 classes,
incluindo a distincdo entre utilitarios, vans e SUV em diferentes classes, obtendo
indice de classificacdo correta de 81,53%, utilizando apenas um sensor indutivo. O
segundo modelo combina pickups, vans e SUVs em uma Unica classe e obteve
85,43% de taxa de acertos, enquanto o terceiro modelo condensou veiculos de
passeio com pickups, vans e SUVs e alcancou 97,72% de acertos.

Oh C., Ritchie et. al (2007) propuseram sistema de classificacdo em quatro
categorias a partir de rede neural probabilistica (PNN), cuja implementacao utilizou o
esquema de decisdo Bayesiano. As variaveis de entrada para classificacdo sao as

caracteristicas extraidas dos perfis magnéticos dos veiculos. A rede neural
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apresenta duas camadas ocultas, funcdo de ativacdo exponencial e tem como saida
as probabilidades de pertinéncia a cada grupo para determinado veiculo a ser
classificado. Para treinamento o conjunto de dados foi dividido em subgrupos com
guantitativos iguais de cada categoria a ser classificada. O menor indice de
classificacdo encontrado foi de 70,8%, valor consideravel bom tendo-se em vista as
semelhancas entre os veiculos pertencentes as quatro classes que apresentam
caracteristicas muito semelhantes entre os veiculos (veiculos de passeio, utilitarios,
vans, sports utility).

Um algoritmo de classificacdo baseado em rede neural com retropropagacéo
de erro foi proposto por Ki e Baik (2006). Foram utilizados como entrada para a rede
neural a taxa de variacdo da frequéncia do sinal que percorre o laco, o tempo de
ocupacgdo e a variacdo da frequéncia ao longo do tempo (perfil magnético), quando
da passagem do veiculo. O sistema classifica veiculos em cinco categorias tendo
obtido indices de acerto de até 91,3%. A rede neural apresenta topologia de trés
camadas com 11 neurbnios na camada oculta, sendo escolhido pela média entre o
namero de variaveis de entrada e vetor de saida, sendo este a quantidade de
classes de veiculos

Jeng e Ritchie (2008) utilizaram um método heuristico que usa a
combinacdo de arvore de decisdo e técnicas de clusterizacdo de média K para
desenvolver um modelo de classificacdo utilizando dados de perfis magnéticos de
sensores individuais. Trés esquemas de classificacdo foram investigados, sendo que
0 esguema com mais classes tinha 15 classes incluindo treze classes comerciais e
atingiu um indice de classificagdo de 93%. Entretanto o conjunto de dados continha
muitos veiculos de passeio e veiculos utilitarios leves, enquanto apenas trés das
classes remanescentes de veiculos tinha uma quantidade de amostras de no minimo
10 veiculos no conjunto de dados.

Gadja e Sroka (2000) utilizaram agrupamento estatistico das caracteristicas
extraidas do perfil, com base na variacdo temporal para realizar a classificacao de
veiculos em quatro categorias (Carro, carreta, 6nibus urbano e 6nibus articulado),
obtendo taxa de acerto de 83%.

Em outro trabalho de Gadja, Sroka e Stencel (2001) é utilizado Algoritmo

com base em método dos minimos quadrados de informacdes relativas a amplitude



39

de variacdo do sinal normalizado do perfil magnético para classificagdo nas mesmas
categorias de Gupte et al (2002) além de caminhdo, tendo sido obtidos indices de
classificacao entre 71 a 95%.

Andreotti (2001) utilizou técnicas de clusterizacdo e os parametros extraidos
do perfil magnético variancia, assimetria, desvio padrdo, média e numero de
méaximos nos perfis, para classificagdo em sete categorias, Foram utilizados 182
veiculos para treinamento e 82 para testes, tendo sido atingido o indice de
classificacdo de 97,5% para as categorias (Carro de Passeio, Carreta, Caminh&o
furgdo, Camionete, Furgéo, Onibus e Moto).

Pursula e Kosonen (1989) apresentaram um sistema, baseado na plataforma
PC, capaz de identificar até 10 categorias, analisando incidéncias estatisticas do
perfil magnético. O indice de erros na classificacdo chegou a 31% para algumas
categorias.

SUN (2000) apresentou dois métodos de classificacdo de veiculos usando
sete Classes (Carro de Passeio, Utilitario, Camionete, Limusine, Onibus, Caminhdo
de dois eixos, Caminhdo com mais de dois eixos). O indice de classificacao total
chegou a 87%. Foram utilizados parametros como transformadas do perfil,
comprimento magnético do veiculo, amplitude do sinal, area da curva gerada pelo
perfil magnético, variancia do perfil em relagdo a sua forma, primeira e segunda
derivadas e pontos do perfil magnético.

Tok (2008) utilizou rede neural feed forward multi camada, com duas
camadas ocultas treinada por algoritmo de Levemberg-Marquardt. O sistema utiliza
os parametros do Comprimento e nove NOMAD (amplitude normalizada com
interpolacdo), para classificagdo em 10 categorias. Os indices de classificacdo
obtidos foram 91,6% para carros, 86,4% para veiculos comerciais médios e 98,4%
para veiculos médios e grandes.

Heidemann et al (2004) utilizaram Arvore de decisdo e os parametros
comprimento da plataforma e numero de eixos para classificacdo nas categorias
(utilitarios, passageiro, caminhdes), obtendo os respectivos indices de classificacao
34,43%, 76,4 , 75,75% e total de 63%.

Na Tabela 2 é apresentado o resumo dos diversos trabalhos de classificacédo

de veiculos através de sensores indutivos, sendo apresentados os autores, 0 ano, 0
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tamanho da base de dados (treino e teste), o numero de classes, o percentual de

acerto e a técnica utilizada.



Tabela 2 - Comparacéao entre trabalhos sobre classificacao através de sensores indutivos
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Autor Técnica Adotada Variaveis de | Numero de Classes Acerto (%) Total Veiculos
entrada
Pursula e Pikkarainen | mapa auto-organizavel | Perfil magnético 7 80 737
(1994) (Rede Neural Mapa de
Kohonem)
Oh et al (2002) rede neural de | Maxima amplitude, | 7, incluindo 4 classes | 83 788
retropropagacao de | comprimento de veiculos comerciais
erro  (backpropagation | magnético,
neural network) | parametro de forma
superior a rede neural | e area sob a curva
probabilistica e mapas | do perfil
auto-organizados
Sun et al (2003) Heuristica e mapas | Heuristica: 82
auto-organizaveis — 13 | magnitude, 2137
neurdnios comprimento,
skewness curtose
SOFM: 93 ESI do
perfil
Ritchie et al (2005) arvore de decisao para | Comprimento, 1° modelo: 13 classes | 90
classificar veiculos em | maxima amplitude, | (distingao entre 9161
esquema muito préximo | DOS, SP utilitarios, vans e
ao FHWA SUV):
2° modelo (pickups, | 99
vans e SUVs em uma
Unica classe :
3° modelo (veiculos de | 92
passeio com pickups,
vans e SUVs):
Calixto (2006) Légica Fuzzy Comprimento 6 97 9313

magnético, valor
médio, numero de
inversoes, valor
médio das

inversbes, variancia
normalizada
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Continuacao rede neural | Comprimento, 4 (veiculos de passeio, | 71 240
Oh C., Ritchie, S.G., probabilistica (PNN) | amplitude, desvio | utilitarios, VANs, sports
(2007) com esquema  de | padrdo, SP e DOS utility)
decisdo Baysiano
Ki e Baik (2006) rede neural com | Taxa de variacdo de | 5 91 1055
retropropagacao de | freqiiéncia (a0
erro; pontos e 9 pontos
19 entradas, 5 saidas, | amostrados do perfil
11 neurdnios camada | magnético)
oculta
Jeng and Ritchie (2008) método heuristico que | Maxima amplitude, | 3 esquemas de | 93 7932
usa a combinacdo de | pardmetro de forma, | classificacdo -
arvore de decisdo e | grau de simetria, | esquema com mais
técnicas de | comprimento classes tinha 15
clusterizacdo de média | magnético, média, | classes incluindo treze
K desvio padrdo, | classes comerciais
curtose, mediana
Gadja e Sroka (2000) Caracteristicas  do | 4 categorias 83
perfil, com base na
variacdo temporal
Gadja Sroka e Stencel | Algoritmo com base em | Informacfes 5 71a95
(2001) método dos minimos | relativas a amplitude
guadrados de variacdo do sinal
normalizado
Andreotti (2001) Técnicas de | variancia, 7 98 248
clusterizacdo assimetria, desvio
padrdo, média e
namero de maximos
nos perfis
Pursula e Kosonen Incidéncias 10 69
(1989) estatisticas do perfil
magnético
Sun (2000) Arvore  de decisdo | transformadas do |7 87 300

Continuacao

heuristica

perfil, comprimento
magnético do
veiculo, amplitude
do sinal, area da
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curva gerada pelo
perfil magnético,

varidncia do perfil | 9e7 71
SOFM em relacdo a sua
forma, 1@ e 22
derivadas.  Pontos
do perfil
Tok (2008) Multi Layer FF, 2 | Comprimento, 9110 98 800
camadas ocultas, | NOMAD (amplitude
Treinamento LM normalizada com
interpolacao)
Heidemann et al (2004) Arvore de decis&o Comprimento da | 3 classes (utilitarios, | 63 366

plataforma e namero
de eixos

passageiro,
caminhdes)
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E possivel verificar que os diversos estudos sobre classificacdo de veiculos
apresentam um numero menor na base de dados para veiculos do tipo caminhéao,
carreta e 6nibus em relacdo a veiculos de passeio ou utilitrios. Isto ocorre pelo fato
de a maioria das pesquisas terem sido feitas em areas urbanas, onde predomina o
trafego de veiculos menores. Outro aspecto observado € que na maioria dos
trabalhos a base de dados ndo apresenta uma quantidade homogénea de veiculos
em cada categoria. Assim, o presente trabalho buscou superar esta limitacdo e foi
obtida uma base de dados com representacdo significativa de veiculos comerciais
tais como Onibus, caminhdes e carretas e com quantidades homogéneas entre as
diferentes categorias a serem classificadas.

Os métodos de classificacdo utilizados pelos diferentes trabalhos revisados
contemplaram o uso de heuristicas, técnicas de inteligéncia artificial (redes neurais e

l6gica Fuzzy), técnicas de clusterizag&o e algoritmos de distancia minima.
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4 METODO

Para garantir uma grande quantidade de perfis magnéticos, a fim de agregar
dados suficientes, permitindo uma boa andlise estatistica, o processo de coleta foi
automatizado em conjunto com a imagem do veiculo correspondente. A captura
pelas cameras dos equipamentos foi regulada para garantir a visualizacdo completa
do veiculo, permitindo a compreensédo correta da categoria equivalente. Os dados
foram coletados a partir de um equipamento do tipo DEV (Detector Eletronico de
Velocidade), fabricante Perkons S/A, localizado na BR-376, proximo a represa da
Vocoroca. De forma a obter uma quantidade homogénea de veiculos das diferentes
classes e agregar possiveis veiculos ao banco de dados que nado circulam neste
equipamento, foram coletadas amostras de 0Onibus, vans e motos em outros
equipamentos, com mesmo modelo de sistema de deteccéo, instalados em Curitiba

e Campo Grande.

A separacao dos tipos de veiculos nas diferentes categorias, com base na
imagem analisada, levou em consideracdo algumas premissas para tratar outliers,
ou seja, veiculos que trafegam sobre o equipamento e geram no sistema de
deteccdo uma condicdo anormal. As tratativas para as diversas categorias foram:

* Motos: Foram geradas imagens de veiculos formados pela composicao de
duas ou mais motos passando simultaneamente sobre 0 mesmo laco indutivo,
cujo perfil magnético ndo é reconhecido pelo sistema como valido. O perfil
gerado se assemelha mais a um veiculo de passeio, portanto seria muito
dificil caracterizar tal tipo de situacdo de mdultiplas motos passando pelo
sensor e assim, tais imagens de veiculos foram descartadas e nao fizeram
parte da base de dados.

Outro problema sdo motos que trafegam muito proximas as bordas dos
sensores indutivos, sendo esta a regido de menor sensibilidade, o que acaba
gerando um perfil magnético de amplitude muito baixa e diferente daquele que seria
produzido caso o mesmo veiculo trafegasse pelo centro do sensor.

* Veiculos de passeio, camionetes e caminhonetas: muitos ao trafegarem
entre duas faixas de rolamento (entre pista) acabam produzindo um perfil
magnético de amplitude menor, mais proximo a categoria moto. Tais casos

também foram descartados da base de dados.
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Microbnibus: Embora apresentem caracteristicas fisicas (plataforma e
chassi) mais préoximas as vans do que aos Onibus, foram mantidos nesta
Gltima categoria, pelo fato de ambos (6nibus e micro6nibus) pertencerem ao
grupo de veiculos de passageiros de acordo com a subclassificacdo quanto a
espécie do CTB, tratada em seu artigo 96

e Caminhonetes (pickups) e vans: Foram mantidas nesta classe mesmo
aguelas mistas (cabine de caminhonete com carroceria de caminhdo, em
madeira) por serem consideradas como veiculos mistos, de acordo com a
subclassificacdo quanto a espécie do CTB. Alguns veiculos do tipo Kombi
adaptados, em forma de pickup, foram deixadas na categoria caminhonete.

*  Veiculos puxando carretinha: foram descartados, pois o perfil magnético se
assemelha a outras classes.

O banco de dados gerado foi distribuido em classes, conforme anélise da
imagem gerada para cada veiculo atribuiu-se uma classe equivalente. A base de
dados foi constituida por 3824 veiculos, sendo 591 carros, 474 motos, 518 6nibus,
640 caminh0es, 516 carretas, 328 vans, 436 caminhonetes e 321 camionetas.

Foram extraidas 11 caracteristicas dos perfis magnéticos normalizados, para
serem utilizadas como entrada para o sistema de classificacdo. As caracteristicas
foram escolhidas de forma a tornar as classes facilmente diferenciaveis e foram
tomadas com base na literatura revisada (CALIXTO, 2006), (OH et al, 2002),
(PURSULA e KOSONEN, 1989), (OH et al, 2007) e (RITCHIE et al, 2005). E
apresentada a seguir a distribuicdo estatistica para o parametro comprimento
magnético, as demais caracteristicas extraidas para a base de dados de veiculos
sédo mostradas no Anexo |.

4.1 COMPRIMENTO MAGNETICO

A variacdo do comprimento magnético pode ser observada estatisticamente
para as categorias, conforme mostrado no histograma da Figura 12. O grafico
mostra a distribuicdo estatistica do banco de dados de veiculos considerando este

parametro especifico.
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Figura 12 - Distribuicdo do comprimento magnético dos veiculos entre as oito
categorias.

O parametro comprimento magnético permite a diferenciacdo das categorias
moto, caminhdo e carreta. Porém, a diferenciacdo de camionetas, vans e utilitarios
torna-se impossibilitada e as categorias apresentam sobreposicdo em relacdo ao
grupo de caminhdes. Existe também uma pequena superposi¢do entre 0s grupos de

veiculos de carretas e Onibus.
4.2MULTIPLOS PERFIS

De forma que os perfis magnéticos caracteristicos das oito categorias
possam ser analisados simultaneamente, os mesmos foram tragados juntos no

grafico da Figura 13.
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Figura 13 - Perfis caracteristicos das diferentes categorias.
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Com base no gréfico, é possivel verificar que podem ser definidos diferentes
patamares para a amplitude maxima, conforme as diversas classes. Os carros estao
bem destacados de um segundo grupo contendo 6nibus, vans e camionetas, sendo
seguidos pelo grupo de carretas e caminhdes e na escala mais baixa 0 grupo das
motos.

As inflexBes (picos) nas curvas caracteristicas dos perfis, também permitem
identificar as categorias, sendo que caminhdes carretas e Onibus estariam em um
patamar diferenciado de veiculos com menor nimero de picos, como carros, motos
e utilitarios (vans, caminhonetes e camionetas).

Estes trés parametros: amplitude maxima, comprimento magnético e nimero
de inversdes, foram levantados para cada um dos perfis amostrados. A distribuicéo
dos mesmos em um espaco tridimensional (amplitude maxima, comprimento

magneético e numero de inversdes) € mostrada na Figura 14.
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Figura 14 - Distribuicdo das amostras em um espaco tridimensional

(NUumero de Pontos X Valor Médio X NUumero de Maximos e Minimos)

A Figura 14 mostra as diversas categorias posicionadas em regides distintas
do espaco, separaveis sem muitas dificuldades, com excecdo para as classes de
utilitarios (vans, caminhonetes e camionetas), como ja era esperado e comentado
anteriormente. Essa figura mostra também que as caracteristicas escolhidas devem
resolver muito bem o problema da classificagéo, além de reduzir significativamente a

complexidade do problema.

4.2.1 REDE NEURAL: TREINAMENTO, FLUXOGRAMAS, ARQUITETURA DA
REDE NEURAL E TREINAMENTO

Para implementar o sistema de classificacdo veicular, foi utilizado rede
neural perceptron multicamada (MLP). A funcdo de ativacdo tangente hiperbdlica
(tanh) foi escolhida para os neurénios da camada oculta. As entradas utilizadas para
a rede neural foram constituidas pelas caracteristicas extraidas do perfil de cada
veiculo, descritos na secéo 2.3. A saida é constituida por oito neurénios, sendo um
para cada classe de veiculos a categorizar. A Figura 15 mostra a topologia do tipo

de rede utilizada.
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Camada de Camada Camada de
Entrada Escondida Saida

Figura 15 - Estrutura da rede MLP (Multi-layer Perceptron) sendo x o

vetor de entradas e y o vetor das saidas.

O treinamento e simulagéo foram feitos no MATLAB 7 utilizando o Neural
Network ToolBox. Trés tipos de algoritmos de treinamento foram testados:
Levemberg-Marquardt, Regularizacdo Bayesiana (trainbr) e Gradiente Conjugado
com Momento (traingdm) sendo o critério de parada o numero maximo de 300
épocas de treinamento ou o erro quadratico médio inferior a 1 x 10™°. O treinamento
com o algoritmo de Levemberg-Marquardt também foi utilizado como critério de
parada, a interrupgéo antecipada do treinamento.

Foram testadas diversas configuraces de rede, sempre com uma camada
oculta, variando-se o niumero de neurbénios da camada de entrada para cada teste. O
namero de neurdnios da camada oculta variou de acordo com os parametros de
entrada, tendo sido utilizado sempre o valor inteiro mais préximo da média entre o
numero de entradas e saidas (Kl e BAIK, 2006).

O total de veiculos foi dividido em trés conjuntos (35% para treinamento,
15% para validacdo e 50% para teste) mantendo-se a propor¢ao para o total de
veiculos de cada classe. As entradas de dados para treinamento e validacéo
estavam agrupadas por classes em um arquivo contendo todos os padrdes da
classe 1 seguidos pelos padrbes da classe 2 e assim sucessivamente. Como 0s
algoritmos utilizados pelo MATLAB atualizam os parametros apos a apresentacdo de
cada padrdo, ndo é recomendada a apresentacdo de padrdes de uma mesma
classe. Por isso, 0 conjunto de treinamento teve de ser "embaralhado".

O treinamento tradicional de redes neurais via retropropagacdo de erro

(backpropagation) parte de uma solucéo inicial e através da descida do gradiente da
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funcdo de erro busca a minimizacdo desta funcéo. Visto que tal funcao é repleta de
minimos locais, diferentes inicializacbes do vetor de pesos podem conduzir a
diferentes solugdes (diferentes minimos locais).

Desse modo, o treinamento e validagao da rede foram repetidos 10 vezes,
sendo armazenados os indices de classificacdo obtidos de forma a ser escolhido o
modelo gerado a partir de cada treinamento com o maior numero de acertos de
classificagao para o conjunto de validagao. Os conjuntos de treinamento, validacdo e
teste foram mantidos fixos, alterando-se somente o ponto inicial do algoritmo de
retropropagacao.

Uma vez escolhida a topologia da rede, com melhores resultados na
classificacdo, a rede é novamente treinada utilizando todo o conjunto de dados de
treinamento mais validagéo, antes de ser efetivamente testada. O conjunto de teste
simula uma situacao real em que padrdes desconhecidos sédo apresentados a rede,
verificando sua capacidade de generalizacdo por classificar corretamente um
determinado veiculo com base no aprendizado adquirido com o primeiro conjunto de
dados.

O algoritmo em Matlab para executar os procedimentos envolvidos na
classificacédo é descrito na sequéncia.

0) A base de dados possui os parametros extraidos do perfil magnético
dos veiculos coletados, apresentando como saida a classe veicular
correspondente, classificada de forma manual através da analise das
imagens dos veiculos.

1) Carregamento dos dados do arquivo de entrada de treinamento para a
memoria do Matlab.

2) E armazenado o tamanho (linhas colunas) do banco de dados de
entrada para treinamento.

3) E feita a separacdo da matriz de dados em matriz de entrada e matriz
com as classes correspondentes.

4) Visando evitar problemas de estagnagdo do treinamento de MLPs
(regido de saturacdo das funcdes de ativacdo sigmoidais), as entradas e
saidas devem ser normalizadas em uma dada faixa, comumente feita igual
a [0 1]. As caracteristicas que definem o padrdo de entrada podem ser
oriundas de diversas medidas. Sendo assim, a normalizacdo dos sinais
deve ser feita para cada caracteristica
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5) Para um dado padrdo de entrada que reflete as caracteristicas
extraidas do perfil magnético de determinado veiculo, 0 modelo neural deve
fornecer a categoria veicular correspondente entre as 8 possibilidades
consideradas numeradas de 01 a 08

6) Para este problema de classificagdo multi-classe devem ser definidas
superficies de decisdo para separacao de diversas categorias. Neste caso é
aplicada uma representacao 1 de n., ou seja, para n ocorréncias, tem-se n
variaveis, se o padrédo pertence a i-ésima classe, a i-ésima variavel é feita
igual a 1 e as demais iguais a zero.

7) Como os neurbnios de saida da rede sdo do tipo tangente hiperbdlica,
ou seja, limitados entre [-1 1], a codificacdo 1 de n na forma [0,1] ndo é a
mais indicada, sendo substituidos os sinais iguais a 0 por -1.

8) Codificados os sinais de entrada e de saida, é iniciado o treinamento
do modelo. A avaliacdo da MLP é feita através do erro para um conjunto de
validacdo. Desta forma, é necesséria a separacao do conjunto de dados em
dois conjuntos, um de treinamento e outro de teste. Do conjunto de dados,
foram dedicados % dos dados para treinamento e % para validagéo, sendo
replicada a mesma proporcao para as classes de veiculos.

9) Como o conjunto de treinamento e validagéo foi separado por classe,
primeiramente todos os padrées da classe 1 serdo apresentados,
posteriormente 0os da classe 2 e assim sucessivamente. Como 0sS
algoritmos utilizados pelo MATLAB atualizam os parametros apés a
apresentacdo de cada padrdo, ndo € recomendada a apresentacdo de
padrées de uma mesma classe. Para isso, 0 conjunto de treinamento teve
de ser "embaralhado”.

10) Definidos os conjuntos de treinamento e validacdo, pode ser iniciado o
treinamento do modelo. O erro para o conjunto de validacéo sera utilizado
para parada antecipada do treinamento e selecdo do numero de neurdnios
na camada oculta. Segundo o teorema da aproximacao universal, uma
camada oculta é suficiente, sendo necesséria a definicAo do numero de
neurdnios nessa camada. Para isso, adotado o critério do numero meédio de
neurbnios entre o total de paradmetros de entrada e numero de saidas.
Foram utilizadas as funcbes padrdao da toolbox de Redes Neurais do
Matlab. Antes do algoritmo de treinamento € necessaria a definicdo do
modelo, sendo especificados os limites de variagdo das variaveis de
entrada (de -1 a 1), o limite de variacdo para a estrutura.

11) O treinamento da rede é repetido 10 vezes de forma a se verificar o
conjunto de vetores de pesos iniciais da rede neural que alcanca o maior
indice de classificacao para o conjunto de validacéao.

12) O numero de neurbnios na camada de entrada (camada sensorial) é
igual ao numero de parametros extraidos do perfil magnético. O niumero de
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neurdnios da camada de saida é igual ao numero de categorias de veiculos
objeto da classificacao.

13) Comumente, os neurdnios da camada oculta s&o do tipo sigmoidal, ou
tangente hiperbdlica (tanh). Em problemas de classificacdo, a camada de
saida também apresenta neurbnios deste tipo. Esta informacdo é
encapsulada em uma variavel do tipo célula, com tantas células quanto
camadas ocultas + 1.

14) E entdo definido o grafo que especifica a rede neural desejada pelo
usuario, sendo sorteados os valores iniciais dos pesos sinapticos e dos bias
do modelo.

15) A Rede definida estd apta para ser treinada. Antes porem sao
escolhidos alguns parametros relacionados com o algoritmo de treinamento,
como por exemplo, o algoritmo de treinamento a ser utilizado, o nimero de
épocas de treinamento, o critério de parada.

16) E feito o treinamento para cada modelo, utlizando a estratégia
relacionada (minimizacdo do erro para o conjunto de treinamento, parada
antecipada do treinamento, treinamento bayesiano e gradiente conjugado
com momento)

17) E avaliado cada modelo para o conjunto de treinamento
18) E avaliado cada modelo para o conjunto de validacao.

19) Para cada modelo, é escolhida a melhor estrutura, com base no erro
para o conjunto de validacao

20) A escolha da melhor estrutura (pesos sinapticos e bias) é treinada
utilizando todo o conjunto de treinamento e validacdo, com excecdo da
parada antecipada, pois ndo existe um conjunto de validacdo para encerrar
o algoritmo.

21) E feito o carregamento dos dados referentes ao conjunto de teste. Este
conjunto é utilizado para simular a operacdo real do modelo treinado. Este
arquivo apresenta estrutura semelhante ao arquivo de treinamento, ou seja,
cada linha representa um padrdo, com a ultima coluna representando a
saida desejada.

22) As entradas e saidas do conjunto de teste sdo normalizadas e
codificadas.

23) E feita a avaliacdo dos modelos treinados para o conjunto de teste.

O treinamento e simulagao de todas as redes deste trabalho foram feitas no
MATLAB 7 (BEALE et al, 2011) utilizando a Neural Network Toolbox. Foram

testados os seguintes algoritmos de treinamento disponivel na toolbox (Levemberg
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Marquardt, Regularizacdo Bayesiana e Gradiente Conjugado com Momento). O
algoritmo de Levemberg Marquardt foi também testado utilizando o critério de parada

antecipada (Early Stopping).
4.2.2 TREINAMENTO COM LEVEMBERG MARQUARDT

O primeiro algoritmo de treinamento testado foi o de Levemberg Marquardt.
O teste do algoritmo foi feito com 0s mesmos conjuntos ja descritos
anteriormente. O niumero maximo de épocas de treinamento foi estabelecido em 300

e a magnitude minima do gradiente foi estabelecida em 1x10™".

4.2.3 TREINAMENTO COM PARADA ANTECIPADA

O treinamento pelo método de Levemberg-Marquardt foi também realizado
adotando-se o critério de parada antecipada para interromper o treinamento.

Os testes foram realizados utilizando os mesmos conjuntos ja descritos
anteriormente para treinamento e validacdo. O algoritmo foi interrompido quando a
tolerancia manteve-se maior que o valor esperado durante cinco épocas de
treinamento, de forma a evitar que um ponto de minimo na curva de erro do

treinamento viesse a interromper o algoritmo antes do momento correto.

4.2.4 TREINAMENTO COM REGULARIZACAO BAYESIANA

O algoritmo de regularizacdo Bayseana (funcéo trainbr do Matlab), foi
testado para o sistema de classificacdo proposto neste trabalho.

De forma a ser feita comparacdo com outros algoritmos de treinamento, o
namero maximo de épocas de treinamento foi mantido em 300 e a magnitude

minima do gradiente em 1x10™*.

4.2.5 TREINAMENTO COM GRADIENTE CONJUGADO E MOMENTO

O algoritmo de gradiente conjugado e momento (funcéo traingdm do Matlab),
foi testado para o sistema de classificagédo proposto neste trabalho.

De forma a ser feita comparacdo com outros algoritmos de treinamento, o
namero maximo de épocas de treinamento foi mantido em 300 e a magnitude

minima do gradiente em 1x10™**.
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Na Tabela 3 sdo apresentados os resultados dos testes com o conjunto de
validacéo, para os diferentes algoritmos de treinamento considerados, tendo sido
repetido o nimero de simula¢des variando os pesos e bias iniciais para o modelo.
Os ensaios foram feitos com rede MLP com 11 parametros de entrada, 08
parametros de saida e 10 neurbnios na camada oculta. Foram deixados em

vermelho o pior indice de classificacdo obtido e em azul o melhor.

Tabela 3 - Percentuais de acertos na classificacao para conjunto de validacédo dos
diferentes algoritmos testados.

desvio

Algoritmo/lteracéo 1 2 3 4 5 6 7 8 9 10 | menor | maior | média padréo
Levemberg -
Marquardt 83,9 | 90,7 | 80,5 | 87,5 | 89,0 | 87,1 | 76,5 | 88,4 | 77,3 | 81,4 | 76,5 | 90,7 84,2 51
Levemberg -

Marquardt com

Parada

Antecipada 86,4 | 89,0 | 70,8 | 89,4 | 89,8 | 89,0 | 69,1 | 75,2 | 51,5 | 78,8 | 51,5 89,8 78,9 12,6
Regularizacéo

Bayesiana 87,3 | 89 89 | 877 (873|875 |884|875]|871|890]| 87,1 89,0 88,0 0,8
Gradiente

Conjugado com
Momento 29,7 | 83 | 83 | 17,2 | 275|155 | 172 | 83 | 144 | 114 8,3 29,7 15,8 7,6

E possivel verificar que o modelo utilizando o algoritmo de Levemberg-
Marquardt apresenta a maior taxa de classificacdo, porém o menor valor
apresentado é de 76,5 %. O desvio padrao do modelo utilizando algoritmo de parada
antecipada é ainda maior, sendo a menor taxa de classificacdo obtida de 51,5%. O
algoritmo de gradiente conjugado com momento nao apresentou resultados
satisfatorios, tendo sido o maior indice obtido de apenas 29,7%.

De todos os algoritmos testados, 0 que apresentou menor variagcdo de
resultados e melhor taxa de acertos de classificacdo, foi o de Regularizacao
Bayesiana (Bayes Regulation) que foi adotado até o final do trabalho. O algoritmo
sofre pouca influéncia dos pesos sinapticos iniciais para o treinamento de cada

modelo.
4.3 REDES NEURAIS EM TOPOLOGIA 1 DE N

De forma a verificar se 0 mapeamento entre as varidveis de entrada os

neurbnios de saida esta adequado, outra topologia de rede neural foi proposta. A
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topologia consiste em oito redes neurais binarias, cada uma produzindo uma saida
entre -1 e 1 indicando o grau de pertencimento de um conjunto de caracteristicas de
entrada a uma determinada classe, a qual a rede busca identificar. Assim, quanto
mais a saida produzida se aproximar de um, mais provavelmente o vetor de entrada
pertence a categoria identificada por aquela rede neural, e quanto mais proximo de
-1 menores as chances de pertencer a esta classe. Foi utilizada a rede neural
perceptron multicamada com retropropagacéo de erro e algoritmo de treinamento de
regularizacao bayesiana, para fins de compara¢cdo com o caso utilizando uma unica
rede.

O treinamento e a validacdo sao feitos para cada uma das 08 MLPs
utilizadas, de forma similar para o caso de uma Unica rede. Para os testes cada
padrdo de entrada é apresentado a cada uma das oito redes e o veiculo é
classificado verificando-se o maior indice produzido entre as oito MLPs. Foram feitos
testes utilizando 6 e posteriormente 10 neurdnios na camada oculta de cada rede
neural. O numero de seis neurdnios foi escolhido por ser o valor médio entre o
namero de entradas (11 neurdnios) e a saida (um neurdnios). O valor de 10
neurénios foi utilizado a fim de realizar a comparacéao de resultados com a rede MLP

Gnica, utilizada para categorizacao.
4.4DISTANCIA EUCLIDIANA

De forma a verificar o sistema de classificacédo utilizando rede neural, foram
realizados testes com sistemas de classificacdo baseados em métodos lineares,
como o classificador por distancia minima.

Neste sistema, a classificacdo dos veiculos é feita pela comparacao entre o
vetor de caracteristicas extraidas do perfil magnético do veiculo a ser classificado
com um conjunto de vetores de caracteristicas pré-classificados, correspondente a
meédia dos parametros de cada categoria de veiculos. A classificacdo de um dado
vetor de caracteristica é dada pela proximidade deste a algum dos vetores do banco
de dados. Esta proximidade é obtida pela distancia euclidiana entre os vetores.

Cada caracteristica extraida do perfil € uma coordenada de um sistema de
coordenadas n-dimensional. Quanto menor a distancia entre o vetor analisado e um
dos vetores do banco de dados, mais parecidos séo os perfis e mais provavel é que

este pertenca a mesma classe do perfil do banco de dados.
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A comparacao também pode ser feita entre o vetor contendo os pontos do
perfil magnético de determinado veiculo a ser classificado e os perfis magnéticos
médios para cada categoria, calculados a partir do mesmo conjunto de dados para
treinamento. Para que a distancia seja calculada, os vetores devem ser ajustados
para conterem 0 mesmo numero de pontos, isto é feito acrescentando-se zeros ao

final do vetor com menor dimensao.
4.5DISTANCIA EUCLIDIANA NORMALIZADA

Conforme j& mencionado, algumas caracteristicas descrevem uma classe
melhor do que outras como é o caso, por exemplo, do comprimento magnético,
capaz de separar facilmente as carretas dos demais tipos de veiculos. Entretanto, no
calculo da distancia euclidiana a caracteristica com maior escala acaba
predominando sobre as demais.

A medida de similaridade que permite fazer isto é a distancia Euclidiana
normalizada, assim as escalas de cada dimensdo ficam normalizadas pelo valor

correspondente do centréide.

4.6 DISTANCIA DE MAHALANOBIS

A distancia de Mahalanobis é implementada no Matlab através da funcéao
mahal. Entretanto, as matrizes de covariancia para os parametros das caminhonetes
e camionetas, por apresentarem valores muito baixos acabam gerando uma funcéo
inversa com valores infinitos. Assim, a equacéo (8) (secdo 2.4.3) foi implementada
no Matlab, utilizando a funcao pinv, que calcula a matriz pseudo-inversa levando em
conta o desvio padrdo de seus valores. Caso o célculo gere valores menores que

certa tolerancia calculada, os mesmos sao tratados como zero.

D(x, m]-) =(x— mj)oj_l(x - m]-)T (24)
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5 RESULTADOS
5.1CLASSIFICACAO EM SEIS CATEGORIAS

O primeiro sistema proposto classifica veiculos em seis categorias: carro,
moto, 6nibus, caminhdo, carreta e utilitarios (caminhonetes, camionetas e vans).
Foram feitos testes utilizando o método nao-linear (Rede Neural) e o método linear
(distancia de Mahalanobis). Para o sistema implementado através de rede neural,
foram utilizados trés parametros de entrada (item 5.1.1) e 11 parametros de entrada
(tem 5.1.2). Ja a distdncia de Mahalanobis foi calculada utilizando-se trés
parametros de entrada (item 5.1.3). Os métodos lineares da distancia euclidiana e
distancia euclidiana normalizada também foram testados, entretanto apresentaram
resultados na classificagcdo inferiores a distancia de Mahalanobis, sendo
apresentados somente os resultados totais na Tabela 23.

5.1.1 SEIS CATEGORIAS - REDE NEURAL - TRES PARAMETROS -
COMPRIMENTO MAGNETICO, MAXIMA AMPLITUDE E NUMERO DE
PICOS

A Tabela 4 apresenta os resultados na matriz de confusdo. As simulacdes
do sistema classificador foram feitas com a base de parametros dos 1918 veiculos.
Nas linhas esta registrada a quantidade de veiculos referente a categoria de acordo
com a imagem observada e nas colunas esta registrada a classificacdo que o
sistema atribuiu. Assim observando a linha cujo primeiro item €& Carreta, por
exemplo, verifica-se que quatro carretas foram classificadas como 0Onibus, duas
carretas foram classificadas como caminhao, 252 foram classificadas corretamente e
nenhuma foi classificada como carro, moto, ou utilitario. Ao verificar a tabela pela
vertical, tomando-se a coluna “Carreta” pode-se ler que nenhum carro, moto e
utilitario foram classificados como carreta e um 6nibus e quatro caminhdes o foram

A Tabela 5 apresenta os indices utilizados para medi¢cdo do desempenho do
sistema: taxa de acerto e taxa de falsos negativos. A taxa de acerto € a quantidade
total de veiculos classificados corretamente em relag@o ao total de veiculos daquela
categoria. Os falsos negativos sao constituidos pelos veiculos que ndo deveriam ter

sido classificados em determinada categoria mais o foram. A taxa é medida
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considerando esta quantidade de falsos negativos em relacéo ao total de veiculos de
todas as categorias.

Por exemplo, das 258 carretas 252 foram classificadas corretamente, o que
representa uma taxa de acerto de 97,67% para esta categoria. Na mesma tabela a
taxa de falsos negativos para a categoria Carreta é de cinco veiculos em 1918, que
resulta em 0,26%. Na mesma tabela a taxa de falsos negativos para a categoria
Onibus é de oito veiculos em 1918, que resulta em 0,42%.

A utilizacdo de apenas trés parametros, considerados mais significativos
para separacdo entre classe (conforme secdo 4.2), possibilitou que o sistema
atingisse indice geral de classificacdo de quase 97%. Conforme a Tabela 5, todas as
categorias apresentaram indices superiores a 95% e a taxa de falsos negativos nédo
foi superior a 2% para nenhuma categoria.

Tabela 4 - Matriz de confusdo em seis categorias utilizando Rede Neural e trés
parametros caracteristicos do perfil magnético.

CATEGORIA CLASSIFICACAO REDE NEURAL
REAL . . | Total
Carro Moto Onibus (Caminhdo | Carreta |Utilitarios | Real
Carro 283 1 0 0 0 12 296
Moto 0 239 0 0 0 0 239
Onibus 0 1 248 3 1 6 259
Caminhao 0 0 0 305 4 12 321
Carreta 0 0 4 2 252 0 258
Utilitarios 7 1 4 1 0 532 545

Total

Classificagéo 290 242 256 311 257 562 1918

Tabela 5 - Percentuais de Classificacédo para o conjunto de testes, utilizando Rede
Neural com trés parametros de entrada.

Carro Moto | Onibus | Caminhdo | Carreta | Utilitarios Total

0,
Taxade acerto (%) | g5 51 | 10000 | 9575 | 9502 | 97.67 | 9761 | 96,92
Taxa Fa|s<2;r;|eg atvos | 536 | 016 | 042 031 0,26 156 | 3,08

No trabalho desenvolvido por Calixto (2006) foi implementado um sistema
baseado em Ldégica Fuzzy para classificar veiculos nas mesmas seis categorias,
tendo sido utilizados além dos trés parametros, o valor médio de picos e a variancia

normalizada. E possivel verificar na Tabela 6 que os resultados de classificacéo
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apresentaram a mesma ordem de grandeza para o indice de classificacao geral. Os
testes realizados por Calixto foram feitos com um total de 9327 veiculos sendo 6092
carros, ou seja, nao foi utilizado um conjunto balanceado com quantidades
proporcionais de veiculos em cada classe.

Tabela 6 - Percentuais de Classificacédo para o conjunto de testes, utilizando Sistema
Fuzzy com cinco parametros (CALIXTO, 2006).

Carro | Moto | Onibus | Caminhdo | Carreta | Utilitarios Total

Taxa de acerto (%) 98,62 | 99,57 | 96,71 94,39 98,42 91,16 97,44

Taxa Falsos Negativos 0,53 | 0,02 0,23 0,37 0,04 1,23 2,41
(%)

5.1.2 SEIS CATEGORIAS — REDE NEURAL — 11 PARAMETROS

A Tabela 7 apresenta a matriz de confusdo para classificacdo de seis
categorias de veiculos, utilizando 11 parametros como entrada para a rede neural.
Comparando-se os resultados da Tabela 8 com os obtidos pela Rede Neural com
apenas trés parametros como neurbnios de entrada, € possivel verificar que o
aumento de parametros de trés para 11 nao acarreta ganho significativo no
desempenho do sistema, elevando o resultado de classificacdo geral em apenas 1%
e reduzindo o indice de falsos negativos na mesma propor¢do. O maior numero de
parametros permitiu principalmente que menos carros fossem classificados como
utilitarios e menos utilitarios fossem classificados como 6nibus, o que € justificado
pela similaridade entre as classes apresentadas.

Tabela 7 - Matriz de confusdo em oito categorias utilizando Rede Neural e 11
parametros caracteristicos do perfil magnético para classificacdo em seis categorias.

CATEGORIA CLASSIFICACAO REDE NEURAL
REAL . . | Towl
Carro Moto Onibus [Caminhdo | Carreta |Utilitarios | Real
Carro 292 0 0 1 0 3 296
Moto 0 239 0 0 0 0 239
Onibus 0 0 253 1 1 4 259
Caminhao 0 1 0 308 5 7 321
Carreta 0 0 0 6 252 0 258
Utilitarios 8 0 1 1 0 535 545

Total

Classificacdo 300 240 254 317 258 549 1918




Tabela 8 - Percentuais de Classificacdo para o conjunto de testes, utilizando Rede
Neural e 11 parametros extraidos do perfil magnético.

Carro Moto Onibus | Caminhdo | Carreta | Utilitarios Total

0,
Taxade acerto (%) | gg 55 | 10000 | 9768 | 9595 | 97.67 | 9817 | 97,97
Taxa Fa's‘za';'egat'vos 042 | 0,05 0,05 0,47 0,31 0,73 2,03

5.1.3 SEIS CATEGORIAS — DISTANCIA DE MAHALANOBIS

De forma a ser comparado com a classificacdo em seis categorias utilizando
Rede Neural, sdo apresentados na Tabela 9 e na Tabela 10 os resultados de

classificacao utilizando trés parametros e a distancia de Mahalanobis.

Tabela 9 - Matriz de confusé&o utilizando Rede Neural e 11 parametros
caracteristicos do perfil magnético para classificacdo em seis categorias.

CATEGORIA CLASSIFICACAO REDE NEURAL
REAL L o o Total
Carro Moto Onibus [Caminhéao Carreta |Utilitarios Real
Carro 282 0 1 1 0 12 296
Moto 0 238 0 1 0 0 239
Onibus 0 0 250 3 1 5 259
Caminhao 0 0 6 298 7 10 321
Carreta 0 0 5 2 251 0 258
Utilitarios 13 0 1 2 0 529 545

Total

Classificacdo 295 238 263 307 259 556 1918

Tabela 10 - Percentuais de Classificacdo para o conjunto de testes, utilizando
distancia de Mahalanobis, trés parametros.

Carro | Moto | Onibus | Caminhdo | Carreta | Utilitarios Total

0,
Taxa de acerto (%) 9527 | 99,58 | 96,53 92.83 97.29 97,06 | 96,35
Taxa Fa's"(;)')\'ega“"os 0,68 | 0,00 | 0,68 0,47 0,42 1,41 3,65

Conforme pode ser verificado, os indices de classificacao individuais e geral
sdo muito proximos aos obtidos pelo sistema utilizando rede neural com 0s mesmos
trés parametros. As taxas de falsos negativos foram superiores para as categorias,

onibus, caminhdo, carro e carreta, para estas duas Uultimas classes isto foi
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ocasionado pelo maior numero de vans classificadas como carros e de caminhdes

classificados como carretas.
5.ZCLASSIFICAQAO EM OITO CATEGORIAS

Foi também proposto um sistema de classificacdo em 08 categorias: carro,
moto, Onibus, caminhdo, carreta, van, caminhonete e camioneta. As trés ultimas
classes correspondem ao desmembramento da categoria de utilitarios. O item 5.2.1
mostra os resultados dos testes utilizando rede neural com 11 parametros de
entrada, enquanto que no item 5.2.2 sdo apresentados os resultados do sistema
utilizando 8 redes neurais com saida binaria, cada uma com 11 parametros de
entrada. O item 5.2.3 apresenta o0s resultados do método da distancia de
Mahalanobis calculada a partir de 11 pardmetros e no item 5.2.4 calculada através

de 3 parametros.

5.2.1 11 PARAMETROS

A Tabela 11 apresenta os resultados na matriz de confuséo, utilizando
11 parametros de entrada para a rede neural. As simulagbes do sistema
classificador foram feitas com a base de parametros dos 1918 veiculos. Nas linhas
esta registrada a quantidade de veiculos referente a categoria de acordo com a
imagem observada e nas colunas esta registrada a classificacdo que o sistema

atribuiu.

Tabela 11 - Matriz de confusdo em oito categorias utilizando 11 parametros
extraidos do perfil magnético.

CLASSIFICAC}AO PELA REDE NEURAL

CATEGORIA REAL Carro | Moto | Onibus | Caminhdo |Carreta Van Caminhonete |Camioneta Total Real
Carro 289 1 0 0 0 1 1 4 296
Moto 0 239 0 0 0 0 0 0 239
Onibus 0 1 250 4 2 2 0 0 259
Caminhao 0 1 3 306 5 0 6 0 321
Carreta 0 0 2 5 251 0 0 0 258
Van 4 0 2 0 102 29 27 164
Caminhonete 1 0 0 6 189 22 219
Camioneta 1 0 0 0 6 47 108 162
Total Classificagdo 295 242 257 316 258 117 272 161 1918

A Tabela 12 apresenta os indices de medi¢do do desempenho do sistema.
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Tabela 12 - Percentuais de Classificagdo para o conjunto de testes, uma rede neural
11-8-8.

Carro | Moto | Onibus | Caminhdo | Carreta Van Caminhonete Camioneta | Total

Taxa de
acerto (%)
97,64 | 100,0 | 96,53 95,33 97,29% | 62,20 86,30 66,67 90,41

Taxa
Falsos
Negativos

(%) 0,31 0,16 0,36 0,52 0,36 0,78 4,28 2,76 9,59

A partir da andlise da Tabela 12, evidencia-se que:
* Apenas cinco caminhfes foram classificados como carretas e apenas 5
carretas foram classificados como caminhdes.
* Apenas quatro 6nibus foram confundidos com caminhdes
* As categorias carro, moto, Onibus, caminhdes e carretas puderam ser
separadas umas das outras com grande confiabilidade.
* Apenas uma camioneta, uma caminhonete e cinco vans foram confundidas
com veiculos de passeio e apenas 1 carro foi classificado como caminhonete
e 1 classificado como van. O sistema foi capaz de separar com eficiéncia a
categoria carro da categoria de utilitarios (vans, caminhonetes e camionetas).
Entre as categorias de vans, camionetas e caminhonetes ocorreram o0s
maiores erros na classificacdo, conforme ja era previsto, devido ao fato de os perfis
magneéticos entre estes tipos de veiculos apresentarem muitas semelhancas. Ainda
assim, os indices de acertos de classificacdo para estas categorias estdo na mesma
ordem de grandeza aos respectivos indices obtidos por Sun (2000) (71% para o total
de veiculos, sendo que caminhonetes e camionetas estavam agrupadas em uma
mesma categoria e as vans em outra categoria. Um indice de 75% de acerto foi
obtido por Oh e Ritchie (2007) para classificacdo de caminhonetes, camionetas e
carros e de 58,3% para vans. Neste ultimo, foram utilizados para testes apenas 12
veiculos de cada categoria, sendo que o sistema foi implementado através de uma
rede neural probabilistica com esquema de decisdo bayesiano. As variaveis de
entrada foram comprimento magnético, amplitude, desvio padrdo, parametro de
forma e grau de simetria. Ja em outro trabalho de Ritchie et al (2005) foram obtidos
indices de classificacdo de 96,24% para carros, 61,58% para caminhonetes (total de

133 no teste), 51,34% para vans (total de 638) e 47,63% para camionetas (apenas
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42 no teste). Foram utilizadas as mesmas variaveis de entrada do trabalho de Oh e
Ritchie (2007), entretanto o sistema foi implementado através de arvore de decisao
heuristica.

O sistema de classificacdo proposto por Oh et al (2002) também utiliza uma
rede neural com retropropagacao de erro, utilizando como parametros de entrada a
maxima amplitude do perfil, 0 comprimento magnético, o parametro de forma e a
area sob a curva do perfil. Os veiculos foram classificados em sete categorias tendo
alcancado indice de classificacdo geral de 82,6%. O percentual de acertos na
classificacdo para as categorias foram respectivamente: carros e minivans, 88,6%;
camionetas, 74,3%; van e microdnibus, 75%; caminhonetes, 75,7%; caminh&o
85,4%; carreta, 100%; 6nibus, 100%, sendo que para esta ultima classe apenas 10
veiculos foram utilizados no teste.
5.2.2 1_N REDES NEURAIS

A Tabela 13 e Tabela 14 apresentam os resultados dos testes do sistema de
classificacdo implementado através de oito redes neurais, valor correspondente a
guantidade de classes de veiculos que se deseja classificar. Conforme descrito com
maiores detalhes na secdo 4.3, os vetores de entrada, constituidos pelas
caracteristicas extraidas do perfil magnético foram apresentados para cada rede
neural de saida binaria com apenas um bit, que indica se determinado veiculo
pertence ou ndo aquela classe especifica. Foram utilizados os mesmos parametros
do perfil e conjuntos de dados para treinamento, validagcao, e testes que o sistema

com rede neural Unica.

Tabela 13 - Resultado absoluto da classificacdo em oito categorias utilizando 11
parametros extraidos do perfil magnético, implementada com oito redes neurais

binarias.
CLASSIFICACAO PELA REDE NEURAL

CATEGORIA REAL Carro | Moto | Onibus | Caminhdo [Carreta Yan Caminhonete | Camioneta Total Real
Carro 291 2 0 0 0 0 2 1 296
Moto 0 239 0 0 0 0 0 0 239
Onibus 0 1 249 0 0 5 4 0 259
Caminh&o 0 0 1 302 5 4 8 1 321
Carreta 0 0 1 5 250 2 0 0 258
Van 4 0 10 0 109 26 14 164
Caminhonete 2 0 5 2 0 5 191 14 219
Camioneta 4 0 0 0 0 11 42 105 162
Total Classificacdo 301 242 266 310 255 136 273 135 1918
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Tabela 14 - Percentuais de Classificacdo para o conjunto de testes com oito redes
neurais 11-5-1.

Carro | Moto | Onibus | Caminhdo | Carreta Van Caminhonete | Camioneta Total

Taxa de
acerto (%) | gg31 | 100 | 96,14 94,08 96,90 | 66,46 87,21 64,81 90,51
Taxa
Falsos
Negativos | 55 | 916 | 0,89 0,42 026 | 1,41 4,28 1,56 9,49

(%0)

O tempo para processamento dos dados é proporcional ao numero de redes
neurais utilizadas na topologia, que por sua vez depende do numero de categorias
gue se deseja distinguir. Os resultados na classificacdo foram bastante similares aos
obtidos pela implementacdo do sistema em um Unico perceptron multicamada
(MLP), o que indica que mapeamento entrada-saida esta bom, tendo sido adotado
pelo processo de treinamento, pesos adequados para cada fungédo de mapeamento.
Apesar de o tempo de processamento ser maior do que o sistema com uma unica
rede, a divisio em multiplas redes permite uma maior autonomia das redes
individuais. Dessa forma, cada perceptron necessita de apenas cinco neurénios na
camada oculta em relacdo ao modelo com uma Unica rede (com oito neurénios) para

atingir indices de classificacdo semelhantes.
5.2.3 DISTANCIA DE MAHALANOBIS — 11 PARAMETROS

Sao mostrados na Tabela 16 os resultados para o sistema classificador
utilizando como medida de proximidade a distancia de Mahalanobis calculada entre
vetores com 11 parametros extraidos do perfil magnético. A Tabela 15 apresenta os
resultados totais e quantificados de classificagdo, com o0s respectivos indices de

classificacao correta e falsos negativos.

Tabela 15 - Resultado absoluto da classificacdo em oito categorias utilizando
distancia de Mahalanobis e 11 parametros caracteristicos do perfil magnético.

CLASSIFICACAO PELA REDE NEURAL
CATEGORIA REAL Carro Moto Onibus |Caminhdo | Carreta Van Caminhonete | Camioneta | Total Real

Carro 281 0 1 0 0 5 4 5 296

Moto 0 237 0 2 0 0 0 0 239
Onibus 0 0 258 1 0 0 0 0 259
Caminhé&o 0 0 288 25 6 2 0 321
Carreta 0 0 0 256 0 0 0 258

Van 2 0 0 0 127 15 15 164
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Caminhonete 1 0 0 0 0 82 110 26 219
Camioneta 3 0 0 0 0 82 18 59 162
Total Classificagdo 287 237 266 291 281 302 149 105 1918

Tabela 16 - Percentuais de Classificacdo para o conjunto de testes, utilizando
distancia de Mahalanobis e 11 param.

Carro | Moto | Onibus | Caminhdo | Carreta | Van | Caminhonete | Camioneta | Total

Taxa de
acerto (%) | 9493 | 99,16 | 99,61 | 8972 | 9922 |77.44 50,23 36,42 | 84,25
Taxa Falsos
Negativos | 531 | 000 | 042 0,16 1,30 | 912 2,03 240 | 1575

(%)

O indice geral de classificacdo correta € praticamente o0 mesmo encontrado
com o uso da rede neural e 0 mesmo numero de parametros. Resultados superiores
na classificagdo foram encontrados para Onibus (a categoria ndo apresentou
nenhum veiculo classificado erroneamente como carreta ou van), carreta (nenhum
veiculo da categoria foi classificado como caminhdo) e van (0 numero de vans
classificadas como camionetas reduziu de 29 para 15). Em compensagéo o uso da
Distancia de Mahalanobis provocou uma queda no indice de classificacdo para as
camionetas, tendo aumentado o numero daquelas confundidas com vans o que
contribui por sua vez para elevar o indice de falsos negativos para esta categoria.
Considerando toda a classe de utilitarios (vans, caminhonetes e camionetas) o
percentual de classificagdo reduziu 5% em relacdo ao sistema utilizando distancia
euclidiana, ficando em torno de 55%.

5.2.4 DISTANCIA DE MAHALANOBIS — TRES PARAMETROS

O sistema utilizando apenas trés parametros apresentou praticamente 0s
mesmos indices de classificacdo individual e total que o sistema utilizando 11
parametros, conforme pode ser visto na Tabela 17 e Tabela 18. As excec¢bes
ocorreram para a classe das vans, que apresentou indice inferior e para a classe das
camionetas, com indice de classificacdo superior. Entretanto o grupo de utilitarios
apresentou praticamente o mesmo valor percentual de categorizagao correta (55%).
O fato evidencia que somente trés parametros sao capazes de efetivamente realizar

a separacdo entre as classes, os demais parametros acrescentados ndo agregam
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informacéo ao sistema classificador por distancia de Mahalanobis, sendo, portanto
desnecessarios, pois somente demandam maior tempo de processamento ao
algoritmo.

Tabela 17 - Resultado absoluto da classificacdo em oito categorias utilizando
distancia de Mahalanobis e trés parametros caracteristicos do perfil magnético.

CLASSIFICACAO PELA REDE NEURAL

CATEGORIA REAL Carro Moto Onibus |Caminhdo | Carreta Van Caminhonete | Camioneta | Total Real
Carro 279 0 0 1 0 7 2 7 296
Moto 0 238 0 1 0 0 0 0 239
Onibus 0 0 250 2 1 6 0 0 259
Caminh&o 0 0 6 295 7 3 10 0 321
Carreta 0 0 5 251 0 0 0 258
Van 0 0 0 0 76 28 58 164
Caminhonete 4 0 0 23 115 77 219
Camioneta 3 0 0 0 0 13 37 109 162
Total Classificagdo 286 238 261 303 259 128 192 251 1918

Tabela 18 - Percentuais de Classificagéo para o conjunto de testes, utilizando
distancia de Mahalanobis, trés parametros.

Carro Moto | Onibus | Caminhdo | Carreta Van Caminhonete | Camioneta | Total

Taxa de
acerto (%) | g4 56 | 99,58 | 96,53 91,90 97,29 | 46,34 52,51 67,28 | 84,10
Taxa
Falsos
Negativos | 436 | 000 | 057 0,42 042 | 271 4,01 7,40 15,90

(%0)

Para todos os casos de teste apresentados, envolvendo as oito categorias, é
possivel perceber que os indices para as classes de utilithrios apresentam
resultados ndo superiores a 60%, considerando o total para este grupo. O uso da
Rede Neural MLP, para a classificagdo de somente utilitarios apresentou indice de
classificacdo bastante significativo, de praticamente 77%, chegando a mais de 80%
para as caminhonetes. Foi possivel verificar que o sistema que utiliza rede neural
apresenta resultados na classificacdo geral 6% superior ao que utiliza distancia de
Mahalanobis, tanto com trés quanto com 11 parametros de entrada.
5.3CLASSIFICACAO DE UTILITARIOS

As categorias caminhonetes, camionetas e vans, conforme ja mencionado,
apresentam perfis magnéticos com muitas similaridades. Em um sistema de

classificacdo em oito categorias h& ainda a possibilidade de alguns desses utilitarios
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serem confundidos com outras categorias 0 que pode diminuir ainda mais o

desempenho do sistema

Desse modo, foram realizados testes com sistema para classificagéo
somente de utilitarios. Os testes foram contemplaram uso de Distancia de
Mahalanobis (item 5.3.1) e Rede Neural (item 5.3.2), ambos com 11 parametros de
entrada. Ndo foram efetivados testes com trés parametros, pois a analise dos
respectivos histogramas mostrou que as variaveis possivelmente ndo permitiriam

diferenciar as classes veiculares.
5.3.1 SOMENTE UTILITARIOS — DISTANCIA DE MAHALANOBIS

S&o apresentados na Tabela 19 os resultados para classificacdo utilizando
distancia de Mahalanobis somente para as trés classes de utilitarios (van,
caminhonete, camioneta), utilizando 11 parametros.

Tabela 19 - Resultado absoluto da classificacdo para as trés categorias de utilitarios,
utilizando distancia de Mahalanobis e 11 parametros caracteristicos do perfil

magnético.
CATEGORIA CLASSIFICACAO DIST. MAHALANOBIS L‘g:l'
REAL Van Caminhonete Camioneta
Van 150 6 8 164
Caminhonete 173 30 16 219
Camioneta 130 5 27 162
Total
Classificagéo 453 41 51 545

Conforme pode ser observado na Tabela 20, os indices de classificagdo
geral e de cada classe sdo bastante baixos, com excecdo da categoria van
(91,46%), que por sua vez também apresenta a maior taxa de falsos negativos, pelo
fato de tanto caminhonetes como camionetas terem sido confundidas com esta
categoria.

Tabela 20 - Percentuais de Classificacdo para o conjunto de testes, para
classificacdo de utilitarios utilizando distancia de Mahalanobis de 11 parametros.

Van | Caminhonete | Camioneta | Total

Taxa de acerto (%) 9146 13.70 16.67 37,98

Taxa Falsos Negativos

(%) 55,60 2,02 4,40 62,02
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5.3.2 SOMENTE UTILITARIOS — REDE NEURAL

Também foram realizados testes do sistema de classificacdo especifico para
a classe de utilitarios, implementado com Rede Neural, utilizando os mesmos 11
parametros e oito neurénios na camada oculta.

Tabela 21 - Resultado absoluto da classificacdo para as trés categorias de utilitarios,
utilizando Rede Neural MLP e 11 parametros caracteristicos do perfil magnético.

CLASSIFICACAO REDE NEURAL | Total Real
CATEGORIA REAL - -
Van | Caminhonete |Camioneta
Van 120 27 17 164
Caminhonete 15 176 28 219
Camioneta 11 28 123 162
Total Classificacéo 146 231 168 545

Tabela 22 - Percentuais de Classificacdo para o conjunto de testes, para
classificac@o de utilitdrios Rede Neural MLP e 11 parametros do perfil magnético.

Van | Caminhonete | Camioneta | Total

Taxa de acerto (%) 7317 8037 75,93 76,88

Taxa Falsos Negativos

(%) 4,77 10,09 8,26 23,12

A Tabela 22 permite verificar que o uso da Rede Neural para a classificacdo
de utilitarios apresenta resultados superiores ao uso da Distancia de Mahalanobis,
dobrando praticamente o indice geral de classificacdo, o que evidencia a vantagem
do método ndo linear para resolucdo do problema envolvendo perfis magnéticos
muito semelhantes. O nimero de camionetas classificadas como caminhonetes, foi o
mesmo de veiculos desta ultima classe que foram confundidos com os da primeira
(28 no total), mostrando que o sistema errou de forma simétrica. Considerando a
grande similaridade entre as categorias, tal comportamento ja era esperado,
ocorrendo praticamente o mesmo fato para a taxa de falsos negativos (10,09% para
caminhonetes e 8,26% para camionetas) a pequena diferenga ocorreu por um maior

namero de vans ter sido classificada como caminhonete em relagdo a camionetas.
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5.4 RESUMO DOS RESULTADOS

Os resultados dos testes para cada um dos casos simulados sdo mostrados
na Tabela 23, sendo apresentados os indices de acerto geral de classificagdo para
cada caso de teste.

Tabela 23 - indices de acertos na classificacdo para as diferentes simulacgdes.

Parametros de Técnica Utilizada Numero de
Entrada Classes Classificagdo Correta - Geral

3 Distancia de Mahalanobis 06 96,92%
11 Rede Neural MLP 06 97.97%
3 Distancia de Mahalanobis 06 96,35%
11 Distancia de Mahalanobis 03 37.98%
11 Rede Neural MLP 03 76.,88%

11 Rede Neural MLP 08
90,41%

11 08 Redes Neurais MLP 08
Binarias 90,51%

Pontos do Perfi Distancia Euclidiana 08
Magnético 71.27%

11 Distancia Euclidiana 08
46,25%

3 Distancia Euclidiana 08
54,90%

11 Distancia Euclidiana 08
Normalizada 84,36%

3 Distancia Euclidiana 08
Normalizada 84,31%

11 Distancia de Mahalanobis 08
84,25%
3 Distancia de Mahalanobis 08 84,10%

Observando a Tabela 23, verifica-se que a utlizacdo de apenas trés
parametros de entrada apresenta bons resultados para classificagdo em seis
categorias, tanto utilizando distancia de Mahalanobis como Rede Neural, dessa
forma, devido a questdes de maior simplicidade na implementacdo, é mais
interessante que para este sistema seja utilizada o método linear e ndo a técnica de
Inteligéncia Artificial. Por outro lado, mesmo utilizando 11 parametros, a Distancia de
Mahalanobis néo foi capaz de separar as categorias de utilitarios de caminhonetes,

camionetas e vans. Para esta segunda etapa de classificacdo, é possivel obter
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resultados melhores através de Rede Neural utilizando 11 coeficientes do perfil
magnético como neurdnios de entrada, tendo sido alcancados resultados gerais em
torno de 80%. Desse modo, pode ser proposta uma topologia para o sistema de
classificagao utilizando a Distancia de Mahalanobis e trés parametros de modo a
agrupar os veiculos em seis categorias e entdo classificar o grupo de utilitarios com
0 uso de Rede Neural em vans, caminhonetes e camionetas. Considerando a
composicdo das técnicas, os resultados totais sdo apresentados na Tabela 24,
sendo o indice de classificacdo total atingido de 90,62%, com o menor indice

atingido para a categoria Van, que ficou em 73,17%.

Tabela 24 - Percentuais de Classificacédo para a topologia do Sistema completo de
classificacao utilizando distancia de Mahalanobis com trés parametros e Rede
Neural com 11 parametros.

Carro | Moto | Onibus | Caminhdo | Carreta | Van Caminhonete | Camioneta | Total

Taxa de
acerto (%)

94,26 | 99,58 96,53 91,90 97,29 | 73,17 80,37 75,93 | 90,62

Os resultados mostrados na Tabela 24 s&do superiores aos do sistema
utilizando oito redes neurais binarias, tendo sido superiores também para as

categorias caminhonete e caminhoneta e inferiores para a de utilitarios.
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6 CONCLUSAO

Neste trabalho foi apresentado um sistema para classificacdo de veiculos
em oito categorias cujas variaveis de entrada foram extraidas a partir dos perfis
magnéticos dos veiculos. Os testes foram realizados utilizando diferentes técnicas
de classificacédo alterando a quantidade de variaveis de entrada para o sistema. Foi
utiizada uma base de dados com 3906 perfis magnéticos, com quantidades
semelhantes para cada categoria o que representa uma quantidade de veiculos
maior e melhor distribuida em cada classe em relag&o a outros trabalhos publicados.
O sistema alcancou resultados de 90% para classificacdo em oito categorias e 97%

para seis categorias.

Foram realizadas comparac¢fes entre o sistema de classificacdo através de
redes neurais e através de métodos lineares de medidas de similaridade, tais como
Distancia de Mahalanobis e Distancia Euclidiana. Para a classificacdo em seis
categorias, a rede MLP e a Distancia de Mahalanobis apresentaram resultados
semelhantes (98% e 97%, respectivamente). O uso da rede neural apresenta
vantagem para classificacdo em oito categorias, permitindo diferenciar os veiculos
dentro do grupo de utilitarios com resultado geral de classificacdo de 90%, contra
84% apresentado pela distancia de Mahalanobis. A maior capacidade para
diferenciacéo de utilitarios é notdria na comparacéo de resultados para classificacéo
somente de utilitarios. Neste caso, o sistema utilizando rede neural alcangou o indice

de 77%, contra 38% apresentado pela Distancia de Mahalanobis.

Foi proposta a combinacdo de diversas técnicas para se obter os melhores
resultados na classificagcdo. Desse modo, em uma primeira etapa de classificacéo,
pode ser utilizada a distancia de Mahalanobis com trés parametros de entrada
selecionados a partir da capacidade de diferenciagdo entre classes para
classificacdo em seis categorias. Para a segunda etapa, pode ser utilizada rede
neural percepetron multicamada com oito neurdnios na camada escondida e 11
parametros de entrada para classificagdo somente entre as categorias de utilitarios
(caminhonete, camioneta e van). Ao combinar o0s resultados, o indice de
classificacdo geral alcancado € de 90%. Os indices de classificacdo para carros,

motos, Onibus, caminhdes, carretas, vans, caminhonetes, e camionetas foram de
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94%, 100%, 97%, 92%, 97%, 73%, 80% e 76%, respectivamente. Com excecdo das
classes de utilitarios (vans, camionetas e caminhonetes), os demais tipos de
veiculos apresentaram alta taxa de classificacdo por apresentarem caracteristicas
extraidas do perfil magnéticos bastante distinguiveis. Ainda assim a classificacdo em
duas etapas apresenta resultados superiores para as classes vans e caminhonetas
em relacdo ao sistema que utiliza rede MLP U(nica para classificagdo em oito
categorias.

Os resultados apresentados mostram que as Redes Neurais podem ser tao
eficientes ou mais que os métodos de classificacédo linear, porém requerem ajustes
mais complexos de forma a alcancar os melhores resultados. Mesmo assim, as
redes neurais podem ser consideradas ferramentas muito Uteis para a resolugéo do
problema de classificar veiculos com perfis magnéticos muito semelhantes, como
caminhonetes e camionetas, extraidos a partir de sensores indutivos comuns, que
nao permitem capturar informacdes referentes a composicéo de eixos e rodas. Deste
modo, a classificacdo de veiculos proposta pelo sistema poderia contribuir com
informagbes a serem utilizadas para aplicacbes em transporte, tais como a
fiscalizacdo de faixas exclusivas de veiculos ou o monitoramento de categorias de
veiculos distintas em faixas de velocidades distintas.

Trabalhos futuros podem mostrar uma melhora no método para escolha dos
parametros extraidos do perfil magnético, incorporando outras técnicas de
inteligéncia artificial como algoritmos genéticos. O uso de logica nebulosa pode
também ser estudado a fim de auxiliar na escolha da melhor arquitetura de rede
neural a ser utilizada.

Podem também ser realizados testes no sistema de classificacdo,
considerando um numero maior de categorias, subdividindo-se, por exemplo, as
classes de caminhfes e carretas, conforme o tipo de carroceria ou o comprimento
apresentado.

Por fim, podem-se utilizar as técnicas apresentadas neste trabalho em
conjunto com outros elementos sensores baseados em imagem para melhorar os

indices de classificacéo veicular.
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ANEXO |
DISTIBUICAO ESTATISTICA DOS PARAMETROS EXTRAIDOS DO PERFIL
MAGNETICO PARA A BASE DE DADOS DE VEICULOS

6.1 AMPLITUDE MAXIMA

A Figura 16 mostra a distribuicdo da amplitude maxima entre as oito
categorias.

Amplitude Maxima
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Figura 16 - Distribuicdo da Amplitude Maxima para as oito categorias.

O parametro permite a separagao do grupo formado por carros e dnibus por
aguele formado por carretas e caminhfes. As motos aparecem em um grupo
totalmente separado, conforme esperado, devido a sua pequena COmMpPOSICAO
metalica. Valores intermediarios sdo apresentados por vans, caminhonetes e
caminhonetas (entre 1000 e 2000).
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6.2VALOR MEDIO

A Figura 17 mostra a distribuicdo do valor médio entre as oito categorias.
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Figura 17 - Valor médio distribuido entre as oito categorias.

Para o parametro valor médio evidencia-se a diferenciagdo da categoria
moto. As variagdes mais acentuadas ocorrem para as categorias de carros e onibus
e 0s menores valores para carretas e caminhdes. Ja camionetas, caminhonetes e

vans apresentam valores intermediarios.

6.3 NUMERO DE PICOS

A Figura 18 mostra a distribuicdo do numero de picos para as oito
categorias.
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Figura 18 - Distribuicbes do nimero de picos para as oito categorias.
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Nota-se um grande namero de inversdes nos perfis magnéticos de carretas
e Onibus.

6.4VALOR MEDIO DE PICOS

A Figura 19 mostra a distribuicdo do valor médio de picos entre as oito
categorias.
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500 reorsenr TERERINE ot

I 1oto

|| I Onibus
~| I Caminhdo H
[ careta :
I\ an
I Canioncte |
[ lcamioneta |:

Quantidade de Velculos

e S S A
0 200 400 600 800 1000 1200 1400 1600 1800

Figura 19 - Distribuicdo do valor médio de picos entre as oito categorias

E possivel verificar que categorias carretas e dnibus apresentam maiores
valores médios de picos. Este parametro permite pequena separagao entre dnibus e
caminhdes/carretas.

6.5VARIANCIA NORMALIZADA

A Figura 20 mostra a distribuicdo da variancia normalizada entre as 08
categorias.



81

Varidncia
350 N R R R R SRR e T T e R T It Sy T L A
: : : : ; : | [ carro :
ool B I Vot
DT T g ribus
3 : : : : ¢ o [ Caminhdo |
L 260l HR LA R SR H | [ Icarreta ;
= : : : : : : I \/2n :
2 ! : - : : : I Camionete ||
P A= Gl ket [ oaiona
s ; ! : : : : 1 :
o
2
o 150 @----17 W porececereececct-- - - S N - - oposess o
.2
=
5
s
SAETI1Y MR R eSS B ) R

600 900 1000

Figura 20 - Distribuicéo estatistica da variancia normalizada para as oito categorias

Os histogramas de variancia permitem verificar a separacdo da categoria
carro das demais. Onibus, caminhonetes, camionetas e vans apresentam valores

intermediarios, caminhdes e carretas apresentam os menores valores.

6.6 TAXA DE SUBIDA

A Figura 21 mostra a distribuicdo da variancia normalizada entre as oito

categorias.
Taxa de Subida Normalizada
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Figura 21 - Distribuigdo estatistica da taxa de subida normalizada para as oito
categorias

E notdrio que taxa de subida normalizada permite a separacéo entre carros
e caminhonetes/camionetas/vans, permitindo também a diferenciagéo entre carretas
e Onibus.
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6.7 GRAU DE SIMETRIA

A Figura 22 mostra a distribuicdo do grau de simetria entre as oito

categorias.
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Figura 22 - Distribuic&o estatistica do Grau de Simetria para as oito categorias.

O grau de simetria permite a importante separacdo entre camionetas

(maiores valores) de caminhonetes (menores valores).

6.8 MEDIANA

A Figura 23 mostra a distribuicdo da mediana entre as oito categorias.

Mediana
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Figura 23 - Distribuicéo estatistica da Mediana para as oito categorias.
Juntamente com o grau de simetria, a mediana permite a separacao entre

camionetas (maiores valores) de caminhonetes (menores valores).
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6.9NUMERO DE AMOSTRAS DE ALTA AMPLITUDE

A Figura 24 mostra a distribuicdo do NHM entre as oito categorias.

Mumero de Amostras corn Alta Amplitude
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Figura 24 — O namero de amostras de alta amplitude (NHM) possibilita
uma importante separacdo das vans em relacdo a caminhonetes e
camionetas.
6.10 PARAMETRO DE FORMA

A Figura 25 mostra a distribuicdo do Parametro de Forma entre as oito

categorias.
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Figura 25 - Distribuicdo estatistica do Parametro de Forma para as oito

categorias.

Conforme se pode verificar no histograma da Figura 25, o parametro de

forma permite separar com maior facilidade o grupo das vans, (menores valores) do
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grupo de camionetas e carros. As demais classes apresentam sobreposicdo de

histogramas o que dificulta a distingdo entre as mesmas ao utilizar este parametro.
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ANEXO I
COMPARACAO ENTRE PERFIS CARACTERISTICOS

Além da analise dos histogramas de cada parametro extraido dos perfis
magneéticos das diferentes classes de veiculos, € possivel realizar a analise
comparativa entre os perfis caracteristicos de cada categoria, conforme descrito
nesta secgao.

Utilizando a mesma base de dados de perfis magnéticos, ja separados por
categoria e eliminados os casos atipicos ja citados anteriormente, procedem-se a
normalizacdo em relacdo ao eixo das ordenadas (amplitude). O primeiro passo foi
calcular a variagdo absoluta de cada perfii magnético, subtraindo o valor
correspondente ao estado estacionario do lago no instante da captura.

ApOs esta etapa sdo removidos 0s pontos desnecessarios a analise, isto €
as 25 amostras anteriores a deteccédo do veiculo, e as 20 posteriores a desdeteccao.

O préximo passo consiste em normalizar os perfis na escala do tempo.
Como o sistema de aquisicdo possui taxa de amostragem constante e igual a 1 kHz,
a quantidade de pontos capturados varia de acordo com o0 comprimento e a
velocidade dos veiculos. Quanto maior o veiculo ou menor sua velocidade, maior
sera o numero de pontos capturados. A normalizacdo temporal consiste em eliminar
a dependéncia dos pontos do perfil em relagdo ao tempo, para isto basta multiplicar
0s pontos do vetor tempo pela velocidade.

Finalmente é calculada a média dos perfis ja normalizados, gerando o perfil
caracteristico para cada categoria veicular.

A Figura 26 mostra os perfis normalizados no eixo do tempo e da amplitude
para cada classe de veiculos e respectivo perfil caracteristico, obtido a partir da
meédia dos perfis normalizados.

Conforme pode ser observado, os perfis magnéticos da categoria Carreta
podem ser separados em dois grandes grupos de acordo com as peculiaridades
apresentadas em seu perfil magnético. As carretas caracterizadas como do Tipo 1
apresentam peculiaridades na carroceria e cabine que geram um perfil magnético de
maior amplitude, enquanto as carretas do Tipo 2 apresentam menor amplitude no

perfil magnético.
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Na Figura 26 os perfis caracteristicos de cada categoria sdo apresentados
em conjunto, considerando o agrupamento de todas as carretas em uma mesma

classe.

a) b)
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9) h)

Figura 26 - a) Carro, b) Onibus, c) Moto, d) Caminhdo, e) Van, f) Caminhonete, g) Camionetas, h) Carreta.

CanetaTipa 1 y CanetaTipa 2

Figura 27 - Perfis magnéticos e perfil caracteristico do grupo de carretas do tipo 1 (a) e do tipo 2 (b). As carretas do Tipo 1 tém
carroceria com predominio de material ndo metalico, e portanto, a amplitude maxima do perfil € determinada pela parte do
cavalo mecénico, sendo atingido o maximo enquanto esta parte passa por sobre os sensores. J4 as acarretas do Tipo 2,
apresentam carroceria com grande composi¢éo metalica, como € o caso da carreta “cegonha”. Assim a amplitude méxima do
perfil € maior, sendo o valor minimo atingido no momento da passagem da carroceria por sobre o sensor, pelo fato de esta

parte encontrar-se mais baixa em relagéo ao asfalto.




