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RESUMO

Este trabalho investigou a dinâmica de um neurônio simulado a partir das equações de Huber-
Braun, com foco nas transições dinâmicas para estados caóticos e nas métricas utilizadas para
caracterizar essas transições, como o expoente de Lyapunov, a entropia e os microestados
de recorrência. A análise do expoente de Lyapunov revelou transições entre comportamentos
periódicos e caóticos, com o sistema exibindo comportamento caótico em uma faixa específica
de gsa entre 0,35 e 0,40, e retornando à periodicidade fora dessa faixa. A entropia forneceu
uma perspectiva adicional, permitindo identificar regiões de alta variabilidade e regularidade nas
dinâmicas do sistema. A análise dos microestados de recorrência, utilizando a medição de seis
grupos no espaço de recorrência 2 × 2, mostrou como os padrões de recorrência variam entre
estados caóticos e periódicos. Ao comparar as três métricas, conclui-se que os microestados
de recorrência podem ser utilizados de forma eficaz para caracterizar a periodicidade e as
transições para o caos de sistemas dinâmicos, sem a necessidade de conhecer explicitamente as
equações geradoras do sistema, permitindo a análise de sistemas com dados empíricos.

Palavras-chaves: Expoente de Lyapunov, Entropia, Microestados de recorrência, Transições
dinâmicas.



ABSTRACT

This work investigated the dynamics of a simulated neuron based on the Huber-Braun equations,
focusing on the dynamic transitions to chaotic states and the metrics used to characterize
these transitions, such as the Lyapunov exponent, entropy, and recurrence microstates. The
analysis of the Lyapunov exponent revealed transitions between periodic and chaotic behaviors,
with the system exhibiting chaotic behavior in a specific range of gsa between 0.35 and 0.40,
and returning to periodicity outside of this range. Entropy provided an additional perspective,
allowing the identification of regions with high variability and regularity in the system’s dynamics.
The analysis of recurrence microstates, using the measurement of six groups in the 2 × 2
recurrence space, showed how recurrence patterns vary between chaotic and periodic states. By
comparing the three metrics, it was concluded that recurrence microstates can be effectively
used to characterize the periodicity and transitions to chaos in dynamical systems, without the
need to explicitly know the generating equations of the system, thus enabling the analysis of
systems using empirical data.

Key-words: Lyapunov exponent, Entropy, Recurrence microstates, Dynamic transitions.
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1 INTRODUÇÃO

As redes neuronais são estruturas complexas, constituídas por neurônios, células
especializadas que formam a unidade básica do sistema nervoso, e interligadas por inúmeras
sinapses, as conexões entre os neurônios. A dinâmica envolvida nessas conexões envolve uma
complexa troca de sinais elétricos e químicos entre os neurônios, permitindo a comunicação e
a coordenação entre eles. Essa comunicação é essencial para a geração de padrões de atividade
neural diretamente relacionados às funções cognitivas, como memória, aprendizado, tomada de
decisões, processamento sensorial e controle motor. Além disso, esses padrões de atividade são
a base do comportamento humano e de outras funções vitais, como a regulação do sistema
cardiovascular, a respiração e a resposta a estímulos ambientais.

Não apenas responsáveis por desempenhar um papel vital na função cerebral saudável,
as sinapses neuronais também estão intimamente ligadas a estados patológicos, como a epilepsia
e as convulsões [1, 2, 3, 4]. Um fenômeno-chave que emerge dessas redes neuronais e está
também conectado a estados patológicos é a sincronização de neurônios, processo no qual
grupos de neurônios interagem de maneira coordenada, disparando sinais elétricos em conjunto
e, assim, influenciando os padrões de atividade neural em todo o sistema [5]. Esse efeito está
intimamente relacionado a distúrbios neurológicos quando ocorre de forma anormal, como
na epilepsia, na qual ocorre uma sincronização intensa e descontrolada de neurônios [6]. A
compreensão da sincronização neural e da dinâmica complexa das redes neuronais é fundamental
não apenas para desvendar os mistérios do cérebro humano e sua relação com o comportamento
e as funções cognitivas, mas também para o desenvolvimento de estratégias terapêuticas para
distúrbios neurológicos.

Para investigar esses fenômenos, modelos matemáticos e computacionais são utilizados
como ferramentas essenciais para o estudo e caracterização de redes neurais. Um dos modelos
mais emblemáticos é o modelo de Hodgkin-Huxley, amplamente reconhecido por sua capacidade
de descrever de maneira detalhada os potenciais de ação neuronais e outros aspectos da atividade
neural [7]. Esse modelo, desenvolvido na década de 1950, foi revolucionário em sua época e
continua sendo fundamental para a neurociência computacional. No entanto, à medida que
nossa compreensão da dinâmica neural avança, modelos mais precisos são necessários para
capturar a riqueza e a diversidade dos comportamentos neurais. Nesse contexto, o modelo
proposto por Huber-Braun desempenha um papel importante, uma vez que oferece a capacidade
de explorar regimes caóticos e comportamentos complexos que podem surgir em redes neurais
reais. Esses modelos são essenciais para lidar com situações em que a dinâmica neural não
pode ser simplificada apenas para comportamentos periódicos ou regulares.

A utilização de modelos matemáticos e computacionais permite a realização de
experimentos virtuais, a análise de dados complexos e a formulação de hipóteses sobre a
sincronização neural em diferentes condições. Ademais são particularmente úteis para investigar
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como a sincronização de neurônios ocorre sob a influência de diferentes variáveis como a
conectividade da rede, a topologia da rede, os parâmetros envolvidos para a análise, entrou
outros.

Uma ferramenta recentemente explorada com grande potencial para o estudo e
caracterização de redes complexas é a análise de microestados de recorrência [8, 9, 10,
11, 12]. Essa abordagem oferece uma nova perspectiva para avaliar a dinâmica de redes
neuronais, permitindo a identificação de padrões recorrentes e períodos de sincronização em
escalas temporais consideravelmente pequenas. Os microestados de recorrência oferecem visões
adicionais sobre a organização temporal da atividade neural, destacando momentos críticos
de sincronização e desvio da regularidade. Esse método analisa pequenos intervalos de tempo
em que a dinâmica neural exibe características semelhantes ou repetitivas, frequentemente
associadas a eventos específicos, como a ocorrência de picos de sincronização entre grupos de
neurônios ou transições entre diferentes regimes de atividade.

O estudo em questão busca interpretar padrões em microestados de recorrência deri-
vados da dinâmica de um neurônio, simulada computacionalmente com base no modelo de
Huber-Braun. Para isso, foi criado um espaço de parâmetros dos microestados, comparado
com resultados conhecidos sobre a correlação desses parâmetros com o expoente de Lyapunov
da dinâmica neuronal [6]. A partir dessas comparações, o estudo também visa a uma análise
detalhada da dinâmica em redes neurais complexas, explorando como diferentes modelos e
topologias podem influenciar a observação de fenômenos como histerese e sincronização inter-
mitente. Adicionalmente, busca-se caracterizar estruturalmente a rede por meio de ferramentas
de agrupamento e outras técnicas relevantes, permitindo uma compreensão mais profunda das
propriedades emergentes dessas redes.
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2 SISTEMAS DINÂMICOS

Um sistema dinâmico é um conceito central na física, na biologia e em muitas outras
disciplinas científicas, representando qualquer sistema cujo estado evolui ao longo do tempo de
acordo com uma regra fixa. Essas regras podem ser determinadas por equações diferenciais, no
caso de sistemas contínuos, ou por funções de recorrência, para sistemas discretos. O estudo
dos sistemas dinâmicos envolve a análise de como a evolução temporal dessas regras pode
levar a comportamentos diversos, desde padrões previsíveis até dinâmicas caóticas [13, 14,
15]. A descrição de um sistema dinâmico aborda como as variáveis ou estados de um sistema
evoluem no tempo ou no espaço. Ele é definido por um conjunto de regras ou equações que
governam essas mudanças com base em condições iniciais e parâmetros.

Em um sistema dinâmico, as variáveis representam características que mudam no
sistema, e o estado é definido como o conjunto completo de variáveis e parâmetros que
descrevem o sistema em um momento específico. Ele engloba toda a informação necessária
para prever a evolução futura do sistema. A representação abstrata que inclui todos os estados
possíveis do sistema é chamada de espaço de fase. Para sistemas com muitas variáveis, o espaço
de fase pode ter alta dimensionalidade, mas pode ser simplificado para dimensões menores
para fins de visualização e análise [16]. Por exemplo, no caso de um pêndulo simples, o espaço
de fase pode ser representado em duas dimensões, onde uma dimensão corresponde ao ângulo
do pêndulo e a outra à sua velocidade angular. As trajetórias nesse espaço ilustram como o
estado do sistema evolui ao longo do tempo, dependendo das condições iniciais. Para diferentes
condições iniciais, diferentes trajetórias aparecem no espaço de fase, demonstrando visualmente
a dinâmica do sistema e permitindo a identificação de comportamentos como pontos fixos,
ciclos periódicos ou trajetórias caóticas.

Outro conceito fundamental refere-se às evoluções temporais das variáveis no espaço de
fase, denominadas trajetórias dinâmicas. Cada conjunto de condições iniciais gera uma trajetória
única no espaço de fase, que pode ser classificada como estável, instável ou caótica [14]. Em
sistemas estáveis, as trajetórias convergem para um ponto fixo ou ciclo-limite, representando
equilíbrio ou periodicidade. Por outro lado, em sistemas instáveis, pequenas perturbações
crescem ao longo do tempo, afastando o sistema de seus estados iniciais. Já em sistemas
caóticos, as trajetórias apresentam alta sensibilidade às condições iniciais, resultando em
comportamentos complexos e aparentemente imprevisíveis. Essas definições e classificações
serão exploradas com maior profundidade nas seções seguintes.

2.1 SISTEMA DINÂMICO EM TEMPO CONTÍNUO

Conhecidos como fluxos, sistemas dinâmicos em tempo contínuo são descritos por
equações diferenciais que determinam a evolução do sistema ao longo do tempo. A solução
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dessas equações proporciona uma descrição contínua do comportamento do sistema em qualquer
instante de tempo, permitindo que o tempo varie em intervalos infinitesimais. Esse tipo de
modelagem é fundamental para entender a dinâmica de sistemas complexos onde o estado do
sistema é constantemente atualizado de maneira contínua e precisa.

Um exemplo clássico de fluxo é o sistema de Lorenz, composto por um conjunto de
equações diferenciais que descrevem a variação das variáveis x, y e z ao longo do tempo. No
sistema de Lorenz, as equações são dadas por:

dx

dt
= −σ · x + σ · y

,

dy

dt
= −x · z + ρ · y − y (2.1)

,

dz

dt
= x · y − β · z

,

onde σ, ρ e β são parâmetros de controle. Apesar desses parâmetros serem constantes
no tempo, suas variações podem alterar significativamente o comportamento do sistema [17].
A integração dessas equações diferenciais permite traçar a trajetória do sistema ao longo do
tempo, revelando padrões complexos e, frequentemente, caóticos (Figura 1).

Figura 1 – Atrator de Lorenz para condições iniciais x0 = 0, 1, y0 = 0, 0, z0 = 0, 0, σ = 10, 0,
ρ = 28, 0 e β = 8

3 . Figura retirada de [17].

2.2 SISTEMA DINÂMICO EM TEMPO DISCRETO

Os sistemas dinâmicos em tempo discreto são descritos por equações de recorrência
que modelam a evolução de variáveis de estado em intervalos de tempo regulares e discretos.
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Diferentemente dos sistemas contínuos, em que o estado do sistema é atualizado continuamente
no tempo, os sistemas discretos focam na evolução de estados em momentos pontuais. Tal
abordagem é particularmente apropriada em cenários onde os dados são coletados em intervalos
definidos, como censos populacionais, medições econômicas ou monitoramento ambiental
periódico, ou em situações onde os processos ocorrem de forma abrupta e intermitente [18, 19].
Em sistemas discretos, a equação que rege a dinâmica, também chamada de mapa, relaciona
diretamente o estado atual xn ao estado anterior xn−1. Essa característica permite que a análise
de sistemas dinâmicos em tempo discreto forneça informações relevantes sobre a evolução
temporal de um sistema a partir de condições iniciais, evidenciando padrões de comportamento
como estabilidade, periodicidade e caos.

O mapa logístico é um exemplo clássico de sistema dinâmico em tempo discreto e
tem sido amplamente utilizado como uma ferramenta simples, mas poderosa, para estudar a
dinâmica de populações e outros sistemas discretos. O mapa logístico é descrito pela seguinte
equação de recorrência:

xn+1 = r · xn(1 − xn) (2.2)

onde xn representa a proporção da capacidade máxima do ambiente ocupada pela
população no instante n, e r é um parâmetro que regula a taxa de crescimento populacional.

Figura 2 – Diagrama do mapa logístico para r = 3. Figura retirada de [18].

A análise do mapa logístico revela uma rica diversidade de comportamentos dinâmicos
que dependem do valor do parâmetro de controle r. Esses comportamentos podem ser catego-
rizados como convergente para um ponto fixo para valores baixos de r (geralmente 0 < r ≤ 1),
ou seja, o sistema converge para um único valor estável, refletindo equilíbrio populacional. Com
ciclos periódicos, que ocorre com o aumento de r (tipicamente 1 < r ≤ 3.57). O sistema
exibe comportamento periódico, alternando entre um conjunto fixo de valores. Para valores
de r superiores a 3.57, o sistema entra em regime caótico, caracterizado por comportamento
sensível às condições iniciais e imprevisibilidade aparente. Essa transição para o caos ocorre
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por meio de bifurcações sucessivas, evidenciando como sistemas simples podem apresentar
dinâmica extremamente complexa.

2.3 EXPOENTE DE LYAPUNOV

O Expoente de Lyapunov é uma medida que quantifica a sensibilidade de um sistema
dinâmico às condições iniciais, fornecendo uma indicação da presença de comportamento caótico
[13]. Em termos gerais, um expoente de Lyapunov positivo indica que pequenas diferenças
nas condições iniciais se ampliam exponencialmente ao longo do tempo, resultando em uma
trajetória imprevisível e caótica. Por outro lado, um expoente de Lyapunov negativo sugere
que as trajetórias das condições iniciais convergem, indicando um comportamento previsível e
estável. Sistemas com um expoente de Lyapunov igual a zero exibem comportamento neutro,
onde pequenas perturbações nas condições iniciais permanecem constantes ao longo do tempo.

Para calcular o expoente de Lyapunov, consideramos uma função de mapeamento
f(x) que descreve a evolução do sistema dinâmico em um espaço de estado. Suponha que x0

seja um ponto inicial e que xn represente a posição do sistema após n iterações de f(x). A
separação inicial δx0 entre duas trajetórias próximas x0 e x0 + δx0 evolui com o tempo, e o
expoente de Lyapunov λ é definido como:

λ = lim
n→∞

1
n

n−1∑
i=0

ln |f ′(xi)| (2.3)

onde f ′(xi) é a derivada de f(x) no ponto xi. Este cálculo envolve a média do
logaritmo do módulo da derivada de f(x) ao longo de uma trajetória.

Um aspecto importante na determinação do expoente de Lyapunov é a função derivada
f ′(x). A derivada fornece informações sobre como pequenas perturbações na posição x afetam
a evolução do sistema. Se f ′(x) é grande, pequenas mudanças em x resultarão em grandes
mudanças em f(x), indicando sensibilidade às condições iniciais. Ao calcular a média logarítmica
da derivada ao longo de muitas iterações, o expoente de Lyapunov captura essa sensibilidade
de forma acumulada [20].

O expoente de Lyapunov é uma ferramenta crucial na análise de sistemas dinâmicos,
permitindo a distinção entre comportamentos regulares e caóticos. Em particular, para sistemas
complexos como o mapa logístico ou o sistema de Lorenz, a determinação do expoente de
Lyapunov ajuda a identificar regimes de comportamento caótico e a compreender melhor a
dinâmica subjacente do sistema.

2.4 CAOS

O caos é um fenômeno presente em diversos sistemas dinâmicos onde uma aparente
desordem surge a partir de condições iniciais simples. Um sistema caótico é caracterizado por
uma alta sensibilidade às condições iniciais, o que significa que pequenas variações nos estados
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iniciais podem levar a comportamentos drasticamente diferentes ao longo do tempo. Essa
sensibilidade é frequentemente quantificada pelo expoente de Lyapunov. O caos, portanto,
não é sinônimo de aleatoriedade, mas sim um comportamento complexo e determinístico que,
apesar de seguir regras específicas, produz resultados que parecem imprevisíveis e desordenados.

Existem vários caminhos para o caos em sistemas dinâmicos. Um dos mais estudados
é a bifurcação, onde uma mudança gradual em um parâmetro do sistema causa uma mudança
qualitativa no comportamento do sistema [20]. Por exemplo, no mapa logístico (Figura 2),
ao aumentar o parâmetro de crescimento r, o sistema passa de comportamento estável a
comportamento periódico, e, finalmente, a comportamento caótico através de uma série de
bifurcações sucessivas.

Redes neurais, especialmente redes neurais recorrentes, podem exibir comportamentos
caóticos devido à sua natureza altamente interconectada e não linear [21, 22]. Esse com-
portamento caótico pode ser benéfico, permitindo que as redes realizem tarefas complexas
e adaptativas, como reconhecimento de padrões e tomada de decisão. No entanto, o caos
também pode representar um desafio, dificultando a previsão e o controle do comportamento
da rede. A compreensão dos princípios do caos pode ajudar a desenvolver redes neurais mais
robustas e eficientes, aproveitando a complexidade inerente dessas redes para melhorar seu
desempenho em tarefas diversas.
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3 DINÂMICA NEURONAL E MODELOS MATEMÁTICOS

Um neurônio é a unidade funcional básica do sistema nervoso, desempenhando um
papel fundamental na comunicação entre diferentes partes do corpo e no processamento de
informações, realizado de forma extremamente eficiente. O processo começa com a captação
de estímulos provenientes de outras células nervosas, como os receptores sensoriais da pele,
olhos, ouvidos e outros órgãos. Esses estímulos são convertidos em sinais elétricos, através
de um processo chamado de transdução, e são então transmitidos para o corpo celular do
neurônio [23]. A investigação das redes neurais exige, previamente, a análise da dinâmica local
dos neurônios, que pode influenciar o comportamento global do sistema. Para isso, é necessário
começar analisando os fatores biofísicos que afetam o funcionamento de cada neurônio.

O neurônio pode ser dividido em três partes principais: o meio intracelular, o meio
extracelular e a membrana que os divide [23]. Nesse cenário, existem íons tanto no interior
quanto no exterior, e a membrana possui uma capacidade de permeabilidade seletiva, onde,
através de canais específicos, esses íons podem migrar para o interior ou exterior da célula,
resultando em mudanças no potencial elétrico da membrana. Esse potencial de membrana é
de grande importância para o estudo da dinâmica neural, uma vez que o neurônio opera com
base em um limiar desse potencial. Assim, se o potencial de membrana for maior que o limiar,
um potencial de ação é produzido e o sinal elétrico é propagado pelo neurônio; caso contrário,
nenhuma atividade elétrica é observada. O potencial de ação é um evento rápido e transitório
em que o potencial de membrana se torna brevemente positivo, permitindo a transmissão de
sinais elétricos ao longo do axônio do neurônio e a comunicação com outros neurônios através
das sinapses [24]. As sinapses são as junções entre neurônios que permitem a transmissão de
sinais. Existem dois tipos principais de sinapses: químicas e elétricas. Nas sinapses químicas,
a liberação de neurotransmissores de um neurônio pré-sináptico se liga a receptores em um
neurônio pós-sináptico, modulando sua atividade elétrica. Este processo é fundamental para a
comunicação neural e para a propagação do potencial de ação.

Em geral, o íon K+ (potássio) é encontrado em maior quantidade dentro da célula
e os cátions Na+ (sódio) e Ca2+ (cálcio), e o ânion Cl− (cloro) no ambiente externo. Como
mencionado anteriormente, a membrana tem a capacidade de permeabilidade seletiva, em que
os canais iônicos são específicos e permitem o fluxo de um determinado íon apenas. A abertura
e/ou fechamento de cada canal podem estar relacionados a diferentes fatores: o potencial de
membrana, moléculas específicas que compõem os mensageiros internos e neurotransmissores
químicos (externos). A modelagem desse processo dinâmico é fundamental para a compreensão
da dinâmica neural, na qual o transporte iônico através da membrana e suas consequências
desempenham um papel importante.
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3.1 MODELO DE HODGKIN-HUXLEY

Em 1963 Alan Lloyd Hodgkin e Andrew Fielding Huxley descreveram matematicamente
uma corrente regenerativa responsável pela criação de um potencial de ação [25]. Para tanto
utilizaram um modelo de circuito no qual consideraram a contribuição de duas correntes iônicas
(K+ e Na+), além de uma corrente passiva que inclui a influência dos canais não controlados e
dos íons menos abundantes no meio. O circuito (Figura 3) é constituído por três componentes
principais: resistores, que simbolizam os canais iônicos; fontes, que representam o gradiente de
concentração dos íons; e capacitores, que representam a carga que pode ser acumulada na
membrana. [26]

Figura 3 – Esquematização do equivalente de um circuito elétrico para a modelagem matemática. O
circuito consiste em resistores, representando os canais iônicos; baterias, representando o
gradiente da concentração de ions; e capacitores, representando as cargas que podem ser
reservadas nas membranas.Figura retirada de [27].

A carga armazenada no capacitor é proporcional ao potencial de membrana, onde a
constante de proporcionalidade é a capacitância:

Q = CmV,

onde Cm é a capacitância específica da membrana, medida em pF/cm2, e V é o
potencial de membrana medido em mV. Diferenciando ambos os lados em relação ao tempo,
temos:

dQ

dt
= icap = Cm

dV

dt
,

onde icap é a corrente específica referente à capacitância dividida pela área. Aplicando
a lei de Kirchhoff ao circuito da Figura 3, temos que:

0 = icap + IK + INa + Ileak − I(t),
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onde IK e INa são as correntes iônicas, Ileak é a corrente passiva, e I(t) é uma corrente
externa aplicada. Como as correntes são ôhmicas, pode-se reescrever como I = g(V −E).Dessa
forma temos:

Cm
dV

dt
= −gK(V − EK) − gNa(V − ENa) − gleak(V − Eleak) + I(t),

onde EK , ENa e Eleak são os potenciais de repouso de cada canal, e gK , gNa e gleak

são as condutâncias de cada canal.
As condutâncias dos canais controlados por voltagem dependem do potencial e estão

diretamente relacionadas à permissividade dos canais iônicos, o que significa que elas regulam
a probabilidade de abertura/fechamento dos canais. Utilizando técnicas de voltage-clamp,
Hodgkin e Huxley ajustaram as equações para cada condutância como:

gK = ḡKn4,

gNa = ḡNam
3h,

gleak = ḡleak,

onde ḡK , ḡNa e ḡleak são os valores máximos de condutância de cada corrente, n e m

são funções de ativação e h é uma função de inativação, essas funções estão relacionadas às
probabilidades de abertura e fechamento dos canais.

Considerando α(V ) como a probabilidade de o canal estar aberto, e β(V ) fechado,
essas funções satisfazem as seguintes equações:

dβ

dt
= α(V )(1 − β) − β(V )β, β = n, m, h,

onde α e β são descritas como:

αn(V ) = 0.01(V + 55)
1 − exp(−(V + 55)/10) ,

αm(V ) = 0.1(V + 40)
1 − exp(−(V + 40)/10) ,

αh(V ) = 0.07 exp[−(V + 65)/20],

βn(V ) = 0.125 exp[−(V + 65)/80],

βm(V ) = 4 exp[−(V + 65)/18],
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βh(V ) = 1
1 + exp[−(V + 35)/10] ,

considerando que V é medido em mV, e, para simplificar, as dimensões necessárias
nos outros valores são omitidas. Obtemos assim a equação de Hodgkin-Huxley:

Cm
dV

dt
= −ḡKn4(V − EK) − ḡNam

3h(V − ENa) − ḡleak(V − Eleak) + I(t). (3.1)

3.2 MODELO DE HUBER-BRAUN

o modelo de Huber-Braun, é uma extensão de HH. Foi construído com base no modelo
de Hodgkin-Huxley, mas incorpora a sensibilidade térmica dos neurônios. O modelo de Huber-
Braun é capaz de descrever sequências de disparo neuronal observadas experimentalmente
em diferentes tipos de neurônios, como os receptores faciais de frio e do hipotálamo de
ratos, eletro-receptores de bagres de água doce e eletro-receptores caudais de lagostas. Além
disso, o modelo de Huber-Braun possui uma ampla variedade de comportamentos neuronais
para os potenciais de ação, que podem ser alterados pela temperatura e pela distribuição de
disparos [28]. A equação que governa o modelo é um complemento da equação de HH.

CM
dV

dt
= −INa − IK − Isd − Isa − Il + I (3.2)

Sendo INa, IK , Isd, Isa e Il, nessa ordem, as correntes do sódio, do potássio, da
oscilação intrínseca sub-limiares, da oscilação da hiperpolarização e a corrente de fuga. No qual
Isd, Isa são correntes responsáveis pelo disparo quando o potencial está abaixo do limiar de
ativação. As equações que governam as correntes são:

INa = ρgNaaNa(V − VNa) (3.3)

IK = ρgKaK(V − VK) (3.4)

Isd = ρgsdasd(V − Vsd) (3.5)

Isa = ρgsaasa(V − Vsa) (3.6)

Il = gl(V − Vl) (3.7)

Onde ρgi representam as condutâncias do modelo de HH, e os termos ai as probabili-
dades de abertura dos canais iônicos. No modelo de Huber-Braun esses termos são chamados
de correntes de ativação.
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Além disso, devido ao fato de o modelo em questão ser sensível à temperatura, essa
sensibilidade se manifesta nas equações para as condutâncias e correntes de ativação da seguinte
forma:

ρ = ρ
T −T0

τ0
0

daNa

dt
= ϕ

τNa

(aNa,∞−aNa
)

daK

dt
= ϕ

τK

(aK,∞−aK
)

dasd

dt
= ϕ

τsd

(asd,∞−asd
)

dasa

dt
= ϕ

τsa

(−ηIsd − γ′asa)

Sendo ϕ o termo de temperatura das correntes de ativação, definido por:

ϕ = ϕ
T −T0

τ0
0

O fator η é utilizado para amplificar a concentração de íons de Ca2+, enquanto γ

atua como um removedor de íons Ca2+ no ambiente intracelular. As correntes de ativação,
quando saturadas, estão correlacionadas com o potencial da membrana por meio de funções
sigmoides1 dadas a seguir.

aNa = 1
1 + e−sNa(V −V0Na)

aK = 1
1 + e−sK(V −V0K)

asd = 1
1 + e−ssd(V −V0sd)

Nas simulações realizadas durante a análise, utilizou-se o modelo de Huber-Braun. As
variáveis declaradas foram definidas com base no artigo de referência [6], cujos valores estão
detalhados na Tabela 1.

1 Também conhecidas como funções de ativação sigmoides, são funções matemáticas que têm uma forma de
"S"quando representadas graficamente. A característica distintiva das funções sigmoides é a sua suavidade
e a capacidade de mapear uma ampla faixa de valores de entrada para uma faixa específica de valores de
saída. Em redes neurais artificiais, funções sigmoides são frequentemente usadas como funções de ativação
nos neurônios para introduzir não linearidade nas saídas das camadas [29].
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Tabela 1 – Valores dos parâmetros utilizados no modelo de Huber-Braun

Capacitância da Membrana (µF/cm2) CM 1,0
gNa 1,5
gK 2,0

Condutâncias (mS/cm2) gsd 0,25
gsa 0,4
gl 0,1

τNa 0,05
Tempos Característicos (ms) τK 2,0

τsd 10
τsa 20
VNa 50
VK -90
Vsd 50

Potenciais de Reversão (mV ) Vsa -90
Vl -60

V0Na -25
V0K -25
V0sd -40
T 38

Temperaturas (◦C) T0 50
τ0 10
ρ0 1,3
ϕ0 3,0
sNa 0,25

Outros Parâmetros sK 0,25
ssd 0,09
η 0,012
γ′ 0,17
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4 MODELOS DE REDE E RECORRÊNCIA

Para representar estruturas que representam sistemas compostos por um grande
número de elementos interconectados, onde as conexões entre os elementos não seguem um
padrão simples ou regular, uma abordagem útil são as redes complexas e a teoria dos grafos.
Tais teorias fornecem a estrutura básica para a representação das conexões e o ferramental
matemático para a análise dessas.

Uma rede pode ser descrita, matematicamente, como um conjunto de nós ou pontos,
que estão conectados através de pontes ou conexões [30]. A rede pode ter um significado físico
ou biológico, ou uma interpretação abstrata. No contexto da neurociência, essas teorias são
utilizadas para identificar estruturas importantes no cérebro, auxiliando na investigação do
funcionamento dos sistemas neurais em situações saudáveis e não saudáveis [30, 31, 32]. Além
de interpretar dados experimentais de atividades neurais, elas permitem análise computacional e
modelagem de sistemas neurais, proporcionando novas visões e interpretações sobre a dinâmica
das redes em diferentes níveis de detalhes.

Matematicamente, podemos modelar cada neurônio como um nó na rede e as sinapses
como conexões. Em outro nível, áreas específicas do cérebro (ou sub-redes) podem ser entendidas
como nós, e as conexões entre essas áreas são como pontes em uma rede complexa. Combinando
essas ideias, cria-se uma estrutura com dois níveis de conexão: conexões internas dentro de
uma única rede neural e conexões externas que formam uma rede de redes. Essa abordagem
permite investigar a influência da arquitetura de conexão por meio de análises computacionais,
desempenhando um papel crucial na compreensão da dinâmica dos sistemas neurais [32].

Além disso, a aplicação da teoria dos grafos e redes complexas no estudo de sistemas
neurais possibilita a análise do comportamento emergente e suas implicações no comporta-
mento coletivo. Essa característica é particularmente relevante na Neurociência, pois diversos
fenômenos interessantes, como sincronização, criticidade, intermitência e metastabilidade, têm
sido observados em resultados computacionais e experimentais [33, 34, 35, 36, 37].

4.1 GRÁFICO DE RECORRÊNCIA

Os gráficos de recorrência (RP - recurrence plots) são uma ferramenta versátil usada
para visualizar e analisar padrões, ciclos e comportamentos recorrentes em séries temporais e
dados multidimensionais. A ideia principal por trás dos gráficos de recorrência é representar
graficamente a repetição de padrões em um conjunto de dados ao longo do tempo. O plot,
que varia de 0 a 1, verifica quando uma trajetória dinâmica se aproxima, ou não, de si mesma
em um momento anterior ou futuro avaliado. Para o caso positivo atribui-se o valor 1, e para o
caso negativo registra-se o valor 0. O termo "próximo"está relacionado a um valor de limite ϵ,
que determina se o sistema está suficientemente próximo para ser considerado recorrente [38].
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Matematicamente, os RPs podem ser expressos da seguinte forma:

Rij(ϵ) = Θ(ϵ − |xi − xj|)

Nessa, R indica a recorrência em função de um valor limite (ϵ), Θ representa a função
de Heaviside, xi é a variável dinâmica avaliada no sistema e i = 1, ..., N (N sendo o tamanho
do sistema).

Figura 4 – Exemplo do gráfico de recorrência para uma oscilação harmônica, com diferentes energias.
Os traços em preto representam a recorrência e os espaços em branco a não recorrência.
Figura retirada de [38].

Uma nota importante faz-se necessária quanto ao método e tudo que deriva dele,
a qualidade dos resultados obtidos pela técnica depende sempre de uma boa escolha do
parâmetro limiar ϵ. Por boa escolha, entende-se aquele caso em que o gráfico apresenta as
estruturas dinâmicas relativas ao seu comportamento. Alguns trabalhos na literatura abordem
esse problema [39, 40, 41, 42], mas, como regra geral, utiliza-se um valor que não exceda
10% do diâmetro do espaço de fase e evita-se um valor pequeno demais, que resultaria em
gráficos sem recorrência. Além do próprio limiar, é possível definir os gráficos de recorrência de
formas distintas visando diferentes propósitos [43].

4.2 QUANTIFICADORES DE RECORRÊNCIA

Afim de analisar as estruturas formadas pelos RPs, medidas de complexidade de tais
estruturas foram criadas. Conhecidas na literatura por análise dos quantificadores de recorrência
(ou RQA - recurrence quantification analysis). Essas medidas, em geral, tendem a avaliar a
densidade de recorrência ou estruturas horizontais e verticais nos gráficos [38, 44, 28]. Algumas
das principais quantidades são descritas a seguir.

A medida mais simples proveniente dos gráficos de recorrência é a taxa de recorrência
(ou RR - recurrence rate), medida por:

RR(ϵ) = 1
N2

N∑
i,j=1

Ri,j(ϵ),

Esta medição quantifica a densidade de pontos recorrentes no Ri,j . Outra quantidade
refere-se as medidas baseadas em estruturas verticais nos RPs, tal como a laminaridade (ou
Λ e LAM - laminarity). Esse quantificador evidencia o número de verticais maiores do que



26

um limiar (vmin), quando comparado ao número total de verticais. Matematicamente é dado
calculada através da expressão:

Λ(ϵ) =
∑N

v=vmin
vP (ϵ, v)∑N

v=1 vP (ϵ, v)
.

O termo P (ϵ, v) diz respeito à frequência de verticais com dimensão v. Mais es-
pecificamente, pode-se escrever o histograma de verticais no Ri,j(ϵ) com verticais v pela
relação:

P (ϵ, v) =
N∑

i=1

N−v−1∑
j=1

(1 − Ri,j(ϵ))(1 − Ri,j+v+1(ϵ))
v∏

k=1
Ri,j+k+1(ϵ).

A média do tamanho das estruturas verticais do Ri,j(ϵ) fornece o tempo de aprisiona-
mento (TT(ϵ) - trapping time), que pode ser escrito como:

TT (ϵ) =
∑N

v=vmin
vP (ϵ, v)∑N

v=vmin
P (ϵ, v)

,

e quantifica uma estimativa do tempo que o sistema vai permanecer preso a um
estado dinâmico específico. O mesmo cálculo pode ser realizado para as diagonais no gráfico
de recorrência. Analogamente ao procedimento realizado com as verticais, porém definido
como determinismo (ou ∆ e DET - determinism). Esse quantificador especificamente avalia se
trajetórias mais longas no espaço de fase seguem ao longo de diferentes tempos, paralelamente
próximas umas das outras. Em resumo, o método busca quantificar o quão determinístico o
sistema é com relação à sua evolução temporal recorrente. Matematicamente expressa-se como
segue:

∆(ϵ) =
∑N

l=lmin
lP (ϵ, l)∑N

l=1 lP (ϵ, l)
,

onde agora o termo P (ϵ, l) funciona como P (ϵ, v), mas para as diagonais. Analoga-
mente, podemos escrever o histograma das diagonais no Ri,j(ϵ) pela relação:

P (ϵ, l) =
N−l−1∑
i,j=1

(1 − Ri,j(ϵ))(1 − Ri+l+1,j+l+1(ϵ))
l∏

k=1
Ri+k+1,j+k+1(ϵ).

O correspondente do ponto de vista das diagonais com respeito às verticais do tempo
de aprisionamento (TT(ϵ)) é a média do tamanho das diagonais e pode ser escrita pela seguinte
expressão:

L(ϵ) =
∑N

l=lmin
lP (ϵ, l)∑N

l=lmin
P (ϵ, l)

.

As melhorias nos métodos relacionados a essas técnicas são significativas, principal-
mente devido à sua vasta gama de aplicações, que vão desde economia [41] e saúde [40] até
sistemas biológicos.
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4.3 MICROESTADOS DE RECORRÊNCIA

Outro método de análise que pode ser aplicado para o estudo de redes neurais e
outros sistemas complexos são os chamados Microestados de Recorrência (RM - recurrence
microstates) [8, 9, 10, 11, 12]. Padrões ou pequenas submatrizes dentro da matriz de recorrência
R podem ser usados para detectar propriedades determinísticas e estocásticas dos dados, bem
como para identificar a presença de corrupção de dados em séries temporais estacionárias. Em
termos matemáticos, a recorrência refere-se à ocorrência repetida de um estado particular em
uma série temporal, representando pequenas subestruturas ou padrões dentro de uma matriz
de recorrência que ajudam a caracterizar a dinâmica subjacente do sistema, como é possível
observar na Figura 5.

Figura 5 – Exemplo de uma matriz de recorrência com os microestados evidenciados. As células
pretas indicam recorrência, ou seja, quando dois estados estão suficientemente próximos,
enquanto as células brancas indicam ausência de recorrência. No canto superior esquerdo,
uma submatriz foi destacada e delimitada em vermelho para ilustrar os microestados, que
são estruturas locais extraídas da matriz principal. Figura retirada de [45].

Para o caso mais simples de recorrência de dois valores, os RM são dois valores
binários de 1 dígito, nomeadamente 0 e 1. Considerando agora os RM de duas sequências de
dois valores consecutivos, xi = xi, xi+1 e xj = xj, xj+1 escolhidos na série temporal, obtemos
um conjunto de 16 possíveis RM , identificados como valores binários de 4 dígitos que variam
de 0000 a 1111 dados todos os possíveis Ri,j entre as duas sequências, a saber Ri,j, Ri,j+1,
Ri+1,j, Ri+1,j+1. Analogamente, para duas sequências de três valores consecutivos xi = xi,
xi+1, xi+2 e xj = xj, xj+1, xj+2, obtemos 512 possíveis RM compostos por valores binários
de 9 dígitos. Em geral, considerando duas sequências de N valores consecutivos, obtemos 2N2

possíveis RM , cada um composto por valores binários de N2 dígitos ( Figura 6).
Um conjunto de quantificadores de análises de recorrência pode ser obtido com

base nos microestados de recorrência, configurando quantificadores de recorrência. O mais
fundamental deles é a taxa de recorrência, que fornece a densidade dos pontos de recorrência e
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Figura 6 – Representação gráfica de todas as possibilidades dos microestados de recorrência (RM) e
seus respectivos números de recorrência para N = 2. A figura ilustra, de forma detalhada,
as combinações possíveis de recorrência em um sistema dinâmico discreto, onde cada
linha corresponde a uma configuração binária específica. Os números de recorrência (em
vermelho) são apresentados como valores decimais associados às combinações binárias
representadas pelas células. O formato visual facilita a compreensão de como os padrões
de recorrência são mapeados em diferentes microestados e numericamente codificados.
Figura retirada de [10].

é tradicionalmente chamada de RR na literatura [10, 11]. Considerando séries temporais de
tamanho K, e usando K2/N2 RM não interpolados, podemos obter RR como uma função
dos RM como:

RR(ϵ) = 1
N2

N2∑
w=1

wPw[RM(ϵ)],

onde w é o número de elementos recorrentes de um RM e Pw é a probabilidade de
encontrar um RM com w recorrências. Para um valor inteiro de K/N , a equação é exata;
caso contrário, o valor ainda é uma boa aproximação. Outros quantificadores de recorrência
também podem ser escritos como uma função dos RM, pois são funções de RR.

Outro quantificador relevante na análise de recorrência é a Entropia dos Microestados,
usada para medir a diversidade ou complexidade das estruturas recorrentes. Ela é especialmente
útil para quantificar a distribuição dos microestados no gráfico de recorrência. A entropia pode
ser calculada pela seguinte fórmula:
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S = −
N∑

k=1
pk · log(pk),

onde pk representa a probabilidade normalizada de ocorrência do microestado k, e N é
o número total de microestados possíveis. Essa fórmula quantifica a diversidade na distribuição
dos microestados no sistema. Em particular, valores altos de S indicam uma distribuição
mais uniforme entre os microestados, ou seja, a probabilidade é distribuída de maneira mais
equilibrada entre diferentes estados possíveis. Por outro lado, valores baixos de S indicam que
poucos microestados possuem maior probabilidade de ocorrência, refletindo uma distribuição
mais concentrada. Dessa forma, a entropia serve como uma métrica eficaz para avaliar o grau
de dispersão dos microestados em sistemas dinâmicos e é amplamente utilizada para detectar
transições de regime dinâmico, caracterizar sistemas complexos e comparar a evolução de
diferentes dinâmicas recorrentes.
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5 RESULTADOS E DISCUSSÕES

Simulando o comportamento de um neurônio com base nas equações de Huber-Braun,
foi possível analisar inicialmente o potencial de ação gerado (Figura 7). A figura ilustra o
comportamento oscilatório característico do neurônio, evidenciado pela presença de spikes e
bursts, conforme observado em experimentos empíricos. Este resultado preliminar valida a
precisão do modelo utilizado ao reproduzir os padrões esperados da dinâmica neuronal.

Figura 7 – Comportamento do potencial de ação de um único neurônio ao longo do tempo. O gráfico
apresenta a variação do potencial de membrana (em volts) em função do tempo (em
milissegundos), evidenciando a ocorrência de potenciais de ação característicos. Os picos
representam disparos neuronais, enquanto as oscilações menores indicam os períodos de
repouso e recuperação entre os disparos. Esta dinâmica reflete a atividade elétrica típica
de um neurônio em resposta a estímulos.

Após a validação do comportamento esperado do neurônio, realizamos o mapeamento
do espaço de parâmetros do expoente de Lyapunov, uma ferramenta essencial para caracterizar
a caoticidade do sistema em função das variáveis gsd (oscilação intrínseca sub-limiar) e gsa

(oscilação da hiperpolarização). O mapeamento permite identificar regiões no espaço de
parâmetros onde a dinâmica do sistema é predominantemente periódica ou caótica, fornecendo
uma compreensão detalhada das transições dinâmicas do sistema.

Na Figura 8, comparamos os resultados deste estudo (8b) com uma figura de referência
(8a). A consistência observada entre as imagens reforça a validade da simulação, mesmo
considerando a resolução inferior no trabalho atual. Notamos que os expoentes de Lyapunov
positivos, indicativos de comportamento caótico, aparecem em uma faixa específica de gsa,
entre 0, 35 e 0, 40. Fora deste intervalo, predominam valores negativos do expoente, associados
ao comportamento periódico. Após a região caótica, observam-se pequenas "raias"de valores
positivos para parâmetros específicos de gsd.

Com o espaço de parâmetros do expoente de Lyapunov devidamente mapeado, analisa-
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Figura 8 – Distribuição do expoente de Lyapunov de um único neurônio no espaço de parâmetros gsa × gsd. Na
imagem tons quentes (amarelo e vermelho) indicam maior instabilidade dinâmica, enquanto a região preta
representam maior estabilidade.

(a) Figura retirada de [6] (b) Figura gerada no estudo.

mos a entropia dos microestados como uma medida complementar (Figura 9). Esta abordagem
oferece uma perspectiva alternativa para caracterizar as transições dinâmicas do sistema. A
análise revelou um comportamento semelhante ao observado para os expoentes de Lyapunov.
Nota-se que o espaço de parâmetros da entropia apresenta faixas de transição alinhadas com as
regiões caóticas identificadas na Figura 8b. Próximo ao valor gsa = 0, 35, a entropia confirma
a transição para o caos, com padrões que refletem a complexidade crescente da dinâmica do
sistema. Adicionalmente, a entropia fornece novas informações sobre as faixas periódicas do
sistema. Dentro dessas faixas, a análise revela que a dinâmica não é uniforme. Para valores
de gsa < 0, 35, a entropia é elevada, indicando uma maior diversidade de microestados, o que
pode estar relacionado a um comportamento complexo e com pequenas variações na estrutura
oscilatória. Em contraste, para gsa > 0, 40 e gsd < 0, 20, a entropia é reduzida, apontando
para uma maior concentração dos microestados em padrões mais regulares.
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Figura 9 – Entropia para um único neurônio para o espaço de parâmetros gsa × gsd. Tons quentes
(amarelo e vermelho) indicam menores valores de entropia e portanto uma menor concen-
tração dos microestados, enquanto a região preta representa maiores valores de entropia e
consequentemente a região com maior concentração dos microestados.

Esses resultados destacam o potencial da entropia como uma métrica robusta para
caracterizar transições dinâmicas. Sua aplicação complementa a análise baseada nos expoentes
de Lyapunov, fornecendo informações adicionais sobre a distribuição e a organização dos estados
acessíveis pelo sistema.

Com a dinâmica do sistema e as faixas de transições caóticas previamente identificadas,
os microestados de recorrência foram analisados (Figura 10). Essa análise tem como objetivo
compreender o que os microestados quantificam no sistema e como se comportam durante
as transições caóticas observadas. Foram considerados os seis grupos possíveis de recorrência
em uma matriz de recorrência 2 × 2: Grupo 1: 1 recorrência; Grupo 2: 2 recorrências
verticais/horizontais; Grupo 3: 2 recorrências diagonais; Grupo 4: 3 recorrências; Grupo
5: 0 recorrências; e Grupo 6: 4 recorrências. Estes grupos, baseados nos estudos de [8, 11,
10], fornecem uma estrutura detalhada das configurações possíveis no espaço de recorrência,
permitindo uma análise abrangente das transições dinâmicas.

No espaço de parâmetros gsa e gsd, os microestados possibilitam a identificação
de padrões recorrentes que refletem características dinâmicas do sistema. Cada microestado
descreve uma configuração específica de recorrência, cuja prevalência está associada a diferentes
regimes dinâmicos, desde estados caóticos até dinâmicas mais organizadas. No espaço de
parâmetros gerado, cores quentes (amarelo e vermelho) estão associadas a maior probabilidade,
enquanto cores frias estão associadas a menor probabilidade.



33

Figura 10 – Microestados de Recorrência de um único neurônio para o espaço de parâmetros gsa×gsd.
(a) RM (0000) - Não recorrência (b) RM (0010) - 1 recorrência

(c) RM (0110) - 2 recorrências (d) RM (1100) - 2 recorrências

(e) RM (1101) - 3 recorrências (f) RM (1111) - 4 recorrências

Microestados de menor complexidade, como 0000, que indicam ausência de recorrência,
predominando em regiões de alta variabilidade e baixa repetição de estados. É possível observar
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que esses padrões estão associados a valores mais elevados de gsa, caracterizando dinâmicas
com menor entropia e dinâmica periódica. Por outro lado, microestados intermediários, como
0010, 0110 e 1100, que refletem padrões dinâmicos com algum grau de organização, sugerindo a
coexistência de periodicidade e variabilidade em regiões específicas do espaço de parâmetros, são
observados com pouco variação de probabilidade ao longo de todo o espaço mapeado. Por sua
vez, Microestados mais estruturados, como 1101 e 1111, estão relacionados a dinâmicas mais
organizadas e previsíveis, apresentando maior periodicidade. Esses microestados aparecem com
maior prevalência em valores inferiores de gsa e intermediários de gsd, evidenciando transições
para comportamentos mais ordenados.

De forma geral, a distribuição dos microestados ao longo do espaço de parâmetros
permite identificar transições entre regimes dinâmicos, destacando como gsa e gsd influenciam
a organização e a complexidade do sistema.

Ao comparar os padrões dos microestados, observamos que, em uma análise geral, a
distribuição dos microestados se assemelha de maneira significativa ao espaço de parâmetros
da entropia dos microestados. Para validar essa observação, foi realizada uma comparação
direta entre ambos os espaços, conforme ilustrado na Figura 11. A partir dessa comparação,
é possível identificar que as regiões de maior probabilidade dos microestados coincidem com
as áreas de maior entropia, enquanto as menores probabilidades estão associadas aos valores
mais baixos de entropia. Esse padrão sugere uma forte correlação entre a concentração dos
microestados e os níveis de organização ou complexidade no sistema.

Além disso, observa-se que as transições para o comportamento caótico, que podem
ser identificadas principalmente pela entropia, ocorrem em regiões sobrepostas dos dois espaços.
Essa coincidência de padrões de transição para o caos reforça a ideia de que os microestados
podem ser uma boa medida para caracterizar as mudanças dinâmicas no sistema, especialmente,
mas não somente, em relação às fases de comportamento periódico e caótico. A análise conjunta
dos microestados de recorrência e da entropia dos microestados oferece uma visão detalhada da
dinâmica do sistema, possibilitando uma melhor compreensão das transições e da complexidade
subjacente à evolução temporal do comportamento sistema.

A sobreposição entre os espaços de parâmetros para os microestados de recorrência
e o expoente de Lyapunov, também revela informações importantes sobre a relação entre a
organização interna do sistema e sua caoticidade (Figura 12). Observam-se várias correlações
que sugerem que a estrutura de recorrências, medida pelos microestados, está intimamente
ligada ao comportamento caótico do sistema, como indicado pelo expoente de Lyapunov.

É possível notar que as regiões onde os microestados apresentam maior concentração,
ou seja, onde há maior probabilidade de padrões recorrentes, coincidem com áreas onde o
expoente de Lyapunov é negativo ou próximo de zero, indicando comportamentos periódicos ou
quase periódicos. Em contrapartida, nas regiões onde ocorrem transições para padrões caóticos,
ou seja, onde o expoente de Lyapunov se torna positivo, os microestados de recorrência tendem
a apresentar uma menor prevalência de padrões estruturados, o que reflete uma diminuição na
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Figura 11 – Comparação do espaço de parâmetros para os Microestados de Recorrência em relação
ao espaço de parâmetros da entropia dos microestados.

(a) RM (0010) (b) RM (0110)

(c) RM (1100) (d) RM (1101)

organização interna do sistema. Esse comportamento colabora com a hipótese de que sistemas
dinâmicos com maior entropia, que estão associados a uma maior dispersão nos microestados,
tendem a exibir maior caoticidade.

A partir das observações realizadas, é possível concluir que, de maneira aproximada, os
microestados de recorrência podem ser eficazmente utilizados para caracterizar a periodicidade
de sistemas dinâmicos, bem como suas transições para o caos. A principal vantagem desse
método reside na capacidade de realizar essa caracterização a partir de um conjunto de dados,
sem a necessidade de conhecer explicitamente as equações geradoras do sistema, como ocorre
no cálculo do expoente de Lyapunov. Dessa forma, é possível analisar e caracterizar as dinâmicas
de diferentes sistemas, provenientes de fontes variadas, como experimentos físicos, simulações
computacionais, entre outras, permitindo a extração de conclusões robustas a partir de dados
empíricos.

Para estudos futuros, um objetivo importante é aprofundar a compreensão das quan-
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Figura 12 – Comparação do espaço de parâmetros para os Microestados de Recorrência em relação
ao espaço de parâmetros do expoente de lyapunov.

(a) RM (0010) (b) RM (0110)

(c) RM (1100) (d) RM (1101)

tidades e padrões medidos tanto pela entropia quanto pelos microestados de recorrência, e
desenvolver métodos para isolar essas quantidades das medições relacionadas às transições caóti-
cas. Isso permitirá uma análise mais refinada da dinâmica do sistema, facilitando a identificação
de comportamentos específicos e suas relações com parâmetros dinâmicos. Adicionalmente, é
previsto um aumento na complexidade do sistema, com a formação de uma rede neural, visando
verificar se os resultados observados neste estudo são também aplicáveis a sistemas de maior
escala e a redes interconectadas. O intuito é não apenas investigar como diferentes parâmetros
influenciam os microestados, mas também como a estrutura topológica de diferentes redes
pode alterar a dinâmica dos microestados e suas transições, proporcionando uma visão mais
abrangente sobre os efeitos estruturais na dinâmica caótica.
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6 CONCLUSÃO

Este trabalho investigou a dinâmica de um neurônio simulado a partir das equações
de Huber-Braun, explorando seu comportamento oscilatório, as transições dinâmicas para
estados caóticos, e as métricas utilizadas para caracterizar essas transições, como o expoente
de Lyapunov, a entropia e os microestados de recorrência. Através de uma análise aprofundada
desses parâmetros, foi obtida uma visão abrangente das dinâmicas neuronais, validando o
modelo teórico e ampliando a compreensão dos fenômenos caóticos e periódicos que regem o
comportamento do sistema.

A primeira parte do estudo focou na simulação do potencial de ação de um único
neurônio, mostrando que o modelo utilizado foi capaz de replicar de maneira satisfatória os
padrões oscilatórios observados em experimentos empíricos. A presença de spikes e bursts foi
confirmada, validando o comportamento esperado da dinâmica do neurônio. Este resultado
preliminar foi fundamental para a construção da base do estudo e para a análise subsequente
das transições dinâmicas no sistema. Em seguida, o mapeamento do espaço de parâmetros
do expoente de Lyapunov foi realizado, o que revelou a transição entre comportamentos
periódicos e caóticos no modelo. A análise do expoente de Lyapunov revelou que o sistema
exibe um comportamento caótico em uma faixa específica de valores de gsa, entre 0,35 e 0,40,
com transições claras para a periodicidade fora desse intervalo. A comparação com trabalhos
anteriores validou as simulações realizadas, reforçando a confiabilidade do modelo.

A entropia dos microestados foi utilizada como uma métrica complementar ao expoente
de Lyapunov, fornecendo uma nova perspectiva sobre as transições dinâmicas. A análise de
entropia mostrou-se uma ferramenta robusta, capaz de capturar não apenas as regiões caóticas,
mas também as nuances das faixas periódicas, revelando uma maior diversidade de microestados
em áreas de alta variabilidade e uma maior regularidade em regiões de comportamento periódico.
Essa complementação das métricas permitiu uma caracterização mais precisa da complexidade
da dinâmica do sistema.

Finalmente, a análise dos microestados de recorrência contribuiu significativamente
para a compreensão das transições entre estados periódicos e caóticos. A partir da medição dos
seis grupos de recorrência possíveis em um espaço de recorrência 2 × 2, foi possível observar
como diferentes padrões de recorrência indicam comportamentos distintos no sistema, com uma
maior probabilidade de microestados sem recorrência em regiões caóticas e maior probabilidade
de recorrências em regiões periódicas. Essa análise também revelou como o sistema transita
entre regiões de maior complexidade a comportamentos mais organizados.

Ao comparar as três técnicas, foi possível concluir que, de maneira aproximada, os
microestados de recorrência podem ser utilizados para caracterizar a periodicidade de sistemas
dinâmicos, bem como suas transições para o caos. A principal vantagem desse método reside
na capacidade de realizar essa caracterização a partir de um conjunto de dados, sem a
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necessidade de conhecer explicitamente as equações geradoras do sistema, como ocorre no
cálculo do expoente de Lyapunov. Dessa forma, é possível analisar e caracterizar as dinâmicas
de diferentes sistemas, provenientes de fontes variadas, como experimentos físicos, simulações
computacionais, entre outras, permitindo a extração de conclusões a partir de dados empíricos.
Essa abordagem oferece vantagens significativas, especialmente em contextos onde as equações
do sistema não são conhecidas de antemão ou são difíceis de derivar.

Por fim, os resultados obtidos neste estudo abrem possibilidades para pesquisas futuras.
A incorporação de mais variáveis e a exploração de sistemas neurais mais complexos podem
fornecer uma visão ainda mais detalhada sobre o comportamento dos neurônios e suas interações.
A adaptação do modelo para redes neurais mais amplas também se apresenta como uma
extensão natural deste trabalho, permitindo um entendimento mais completo dos fenômenos
observados em sistemas biológicos mais complexos.
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