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Resumo

Este trabalho implementa uma ferramenta para Mineracdo de Dados. A
ferramenta consiste em um classificador que utiliza Algoritmos Genéticos para a indug@o
de regras. Este paradigma foi escolhido devido a grande capacidade dos algoritmos
genéticos em lidar com dados invalidos ou imprecisos e a facilidade de adapti-lo a
diferentes aplicagdes, seja pela configuragdo de pardmetros ou pela implementagdo ou

modifica¢do de operadores.

O algoritmo genético usa a abordagem de Michigan. Nesta abordagem, o
algoritmo busca por uma populagdo inteira de regras, que siao posteriormente filtradas e
organizadas para formar o classificador. A implementag@o atual consegue tratar conjuntos

de dados com atributos continuos ou discretos, independente do dominio.

Diferentes aspectos desta ferramenta sao discutidos ao longo deste trabalho.
Entre eles destacam-se o uso de compartilhamento de recursos no espago fenotipico com
baixo custo computacional, a separacdo por classes durante a busca de regras, e o uso de

um teste de significdncia na montagem do classificador.

A ferramenta permite a configuracdo de diversos parametros, que podem
inclusive ser modificados durante a execucdo. A busca de regras pode ser parada em
qualquer estdgio, sendo também possivel dedicar mais processamento a classes mais

dificeis de classificar de acordo com o desejo do usudrio.

A eficiéncia da ferramenta ¢ comparada com 33 outros algoritmos
classificadores em 32 bases de teste, usando os mesmos dados e metodologia. A precisao na
classificacdo, medida pelo percentual de erro, ndo € significativamente diferente (ao nivel
de 10%) da precisdo do melhor dos outros 33 classificadores. Os resultados obtidos até

agora mostram que a ferramenta € robusta e genérica, e estd pronta para uso em aplicacdes



reais de mineracdo de dados. Futuras implementa¢des pretendem adicionar novos

operadores e caracteristicas a fim de tornar os resultados ainda melhores.
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1. Introducao

Até alguns anos, o principal interesse de muitas empresas no processo de
informatiza¢do era simplesmente automatizar e controlar tarefas operacionais. Ao longo
dos anos, porém, a quantidade, variedade e a qualidade dos dados armazenados aumentou
rapidamente, dando oportunidade ao surgimento de novas necessidades dentro das
empresas. A existéncia e a obtencao de informacdes uteis, com nivel de abstracdo maior e

com grande rapidez tornou-se entdo o novo foco de interesse empresarial [Devlin 1997].

Virias técnicas foram criadas para automatizar a descoberta de informacgdes com
grau mais alto de abstragao a partir de grandes volumes de dados [Langley 1996]. O
principal objetivo € obter estas informagdes rdpido o suficiente para que possam ser usadas
para a tomada de decisoes estratégicas. A busca de informagdes deste tipo tem o nome de

Mineragdo de Dados [Devlin 1997].

Existem diversos paradigmas para tratar este tipo de problema [Langley 1996].

Entre os mais conhecidos tem-se:

e Redes neurais, que representam conhecimento através de uma rede
interligada de nodos chamados “neur6nios”. Os neurdnios sdo organizados
em camadas ordenadas. A primeira camada de neurdnios recebe os dados a
classificar, e entdo passa os dados processados para os neur6nios da camada
seguinte através de suas conexoes. O resultado final é obtido analisando-se a
saida da ultima camada de neurdnios. Uma aplicagd@o que usa redes neurais

para classificagdo pode ser encontrada em [Kohonen 1995].

e Classificadores Bayesianos [Weiss & Kulikowski 1991] sdo usados para
classificacdio em casos onde hd muitos exemplos para analisar, com

situa¢des em que os mesmos valores para atributos previsores resultam em



classes diferentes. Neste caso a previsdo com maior taxa de acerto serd a que
tiver maior probabilidade. Este paradigma contorna o alto custo de consultar
todos os dados para determinar esta probabilidade através de simplificacdes

que tornem o custo aceitdvel.

¢ O Aprendizado Baseado em Exemplos, ou Instance-Based Learning (IBL),
[Aha et al. 1991] funciona usando vdrios casos-exemplo com classificagdo
conhecida para classificar dados novos através de comparacdo de
similaridades. O caso-exemplo mais parecido com o dado a classificar,
segundo algum critério de comparacdo, indicard a classe a qual o dado

pertence.

e Métodos estatisticos como o método usado em [Kooperberg et al 1997).
Estes métodos se baseiam em estimativas estatisticas sobre a frequéncia e
distribuigdo dos valores dos atributos. Estas estatisticas podem ser usadas
como indicadores de qual € a classe mais provavel de um novo exemplo a

ser classificado.

e Algoritmos de Indugdo, como Arvores de Decisio [Quinlan 1993], Beam
Search [Holsheimer et al. 1996], CN2 [Clark & Niblett 1989], entre outros.
Estes métodos baseiam-se na indugdo de conjuntos de regras, normalmente
no formato “se <condi¢do atendida> entdo <classe=x>". O conjunto de
regras pode ser usado de forma ordenada (uma regra € analisada por vez, em
determinada ordem) ou ndo ordenada (neste caso as regras tém peso e a

classe mais indicada pelas regras € escolhida).

No caso do paradigma de Inducdo de regras, hd outros algoritmos que podem ser
usados para a busca de regras, e entre eles estdo os Algoritmos Genéticos [Mitchell 1997],

que sao o foco deste trabalho.

Algoritmos Genéticos, um dos ramos da Computagdo Evoluciondria [Mitchell

1997], sdo inspirados na Teoria da Evolug¢ao. Neste algoritmo cada solugdo € representada



como a ‘“carga genética” de um “individuo”. Um conjunto de solu¢des possiveis, chamado
“populacdo”, € analisado segundo algum critério (funcdo de aptiddo ou “fitness”), e novas
solugdes sdo criadas e tentadas usando como base o conjunto anterior, através de
operadores de recombinagdo (“cruzamento”) e “mutagao”. A popula¢do € continuamente
melhorada pela sele¢do dos individuos mais bem adaptados, e o processo de avaliagdo-
sele¢do-cruzamento-mutagdo € repetido até que algum critério de término seja atingido.
Apesar de suas vantagens, os algoritmos genéticos tém por natureza algumas limitacGes
conhecidas na busca de informagdes, como ndo garantir que serd encontrada a melhor
solu¢do possivel durante sua execugdo, além da dificuldade de ajustar o uso de seus vérios

operadores para obter um desempenho 6timo para o problema em questao [Mitchell 1997].

Quando usados para descobrir informagdes, Algoritmos Genéticos apresentam
vantagens com relacdo a algumas das outras técnicas descritas anteriormente, como a
grande capacidade de lidar com dados invalidos ou imprecisos ("ruido” [Freitas &
Lavington 1998]), o ajuste fino de pardmetros de acordo com o dominio [Mitchell, 1997] e
a possibilidade de paralelizacdo e distribuicdo da carga de processamento [Freitas &
Lavington 1998]. Somando-se a isto, o algoritmo genético permite a adaptacdo e inclusdo
de novos operadores e parametros, ajustados especificamente para uma aplica¢do (como a
mineragdo de dados). Devido as caracteristicas acima, dentre estas técnicas de descoberta

de informagdes a que serd usada neste trabalho é a baseada em Algoritmos Genéticos

[Langley 1996].

Este trabalho tem como objetivo mostrar o uso de Algoritmos Genéticos em
problemas de Mineragdao de Dados, e explorar seu uso em tarefas de classificacdo através
da indugio de regras. E apresentada neste trabalho uma ferramenta desenvolvida para a
inducao de regras e a montagem de um classificador. Analisam-se caminhos que possam
melhorar a sua eficiéncia neste caso. A implementacdo une em uma unica ferramenta
caracteristicas de outros classificadores, procurando melhorar o desempenho do algoritmo.
Entre as caracteristicas presentes em outros algoritmos destacam-se o teste de significincia
(explicado na se¢do 3.4), compartilhamento de recursos no espago fenotipico (mostrado na
secdo de trabalhos relacionados e detalhado na secao 4.4.1), operacdo de semeadura

(explicada na secao 4.7) e a estimativa de erro de Laplace (explicada na se¢do 4.4).



1.1. Organizacao do Trabalho

No Capitulo 2 ¢ dada uma explicacdo detalhada sobre Algoritmos Genéticos,
sua estrutura, funcionamento e principais operadores, e logo em seguida, uma andlise sobre
seu uso adaptado especificamente para tarefas de minera¢do de dados. No final do capitulo,

na secdo 2.4, sdo citados os trabalhos relacionados.

A Ferramenta compoe-se de duas partes interligadas, o Classificador e o
Algoritmo Genético usado na busca de regras. No Capitulo 3, o classificador implementado
¢ explicado em detalhes, incluindo como ele faz uso de algoritmos genéticos e quais as
heuristicas de jun¢do de regras que foram implementadas. Devido a importancia dos
algoritmos genéticos no funcionamento da ferramenta, o Capitulo 4 € reservado ao

detalhamento da sua implementacao.

O Capitulo 5 apresenta a ferramenta e os detalhes de implementagdo, incluindo
os resultados de comparagdes com outros algoritmos em [Lim et al 1999]. Por fim, no

Capitulo 6 sao apresentadas algumas conclusdes e trabalhos futuros.



2. Algoritmos Genéticos

Nesta secdo € fornecida uma breve explicagdo sobre a origem, funcionamento
bésico e principais componentes de um Algoritmo Genético. Depois disto, mostra-se como
utilizar algoritmos genéticos em aplicacdes de mineracdo de dados e uma revisdo de alguns

trabalhos relevantes na area.

2.1. Origem e Conceitos Basicos

Os Algoritmos Genéticos foram concebidos a partir da analogia com a selegdo
natural, sendo portanto um dos ramos da computacdo evoluciondria. A computagio
evoluciondria teve suas origens nos anos 50-60, e usava a analogia da selecdo natural para
escolher entre solucdes candidatas que eram modificadas aleatoriamente a cada iterag@o.
Esta idéia foi mais desenvolvida e aperfeigoada principalmente por John Holland, que com

sua equipe criou a base dos Algoritmos Genéticos como sdo conhecidos atualmente.

A idéia basica de funcionamento dos Algoritmos Genéticos € a de tratar as
possiveis solugdes do problema como “individuos” de uma “popula¢do”. Seleciona-se
entdo um conjunto destes individuos como base para a criagdo de um novo conjunto de
possiveis solugdes (a nova “geracao”). O critério de escolha dos individuos deve ser de
alguma forma ligado ao valor da funcdo de aptiddo. Uma nova geracdo € obtida aplicando-
se operacdes que misturem as caracteristicas dos individuos (usando-se o operador de

“cruzamento”). Estes passos sdo repetidos até que algum critério de término seja satisfeito.

Por consequéncia dessas operacdes, o algoritmo acaba por melhorar
gradativamente o conjunto de individuos a cada geragdo. Isto acontece por que parte-se do

z

pressuposto de que uma solugdo mais adequada é composta pela unido das melhores
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caracteristicas dos individuos da populacdo que estd sendo testada. Ao recombinar
caracteristicas dos melhores individuos, implicitamente estdo sendo descartadas
caracteristicas indesejdveis e estdo sendo tentadas mais combinagOes de caracteristicas que

até o momento deram melhores resultados.

2.2. Terminologia e Componentes de um Algoritmo Genético

Diversas analogias com a Evolug@o sdo usadas para explicar o funcionamento
dos componentes dos Algoritmos Genéticos, devido a seu paralelo com a Teoria da

Evolu¢ao de Darwin.

A idéia bdsica de funcionamento dos Algoritmos Genéticos € a de tratar as
possiveis solu¢des do problema como “individuos” de uma “populagdo”, que ird “evoluir” a
cada iteragdao ou “geracao”. Alguma forma de codificagdo deve ser criada para poder
guardar os dados que se quer otimizar dentro dos individuos. A execucdo do algoritmo

pode ser resumida nos seguintes passos:

¢ Inicialmente escolhe-se uma populac¢do inicial, normalmente formada por

individuos escolhidos aleatoriamente.

e Avalia-se toda a “populacdo” de individuos segundo algum critério,
determinado por uma fun¢do que avalia a qualidade do individuo (chamada

fun¢ao de aptidao ou “fitness”).

e Em seguida, através do operador de “selecdo”, escolhem-se os individuos de
melhor valor (dado pela funcdo de aptiddo) como base para a criagdo de um

novo conjunto de possiveis solugdes, chamado de nova “geragdo”.

11



e Esta nova geracdo € obtida aplicando-se sobre os individuos selecionados
operagdes que misturem suas caracteristicas (chamadas “genes”), através dos

operadores de “cruzamento” (“Crossover”) e “Mutagdo”.

e KEstes passos sdo repetidos até que uma solug@o aceitdvel seja encontrada, até
que o niimero predeterminado de passos seja atingido ou até que o algoritmo

ndo consiga mais melhorar a solugéo ja encontrada.

Com pequenas variacdes, [Goldberg 1989], [Mitchell 1997] e vdrios outros

autores descrevem um Algoritmo Genético da seguinte forma:

Estrutura Bésica de um Algoritmo Genético

Cria Populacdo
Inicial

'

> Avalia Fitness dos

Individuos

A 4
Selecdo

\ 4

Crossover

v
Mutacao

FIGURA 1: ESTRUTURA BASICA DE UM ALGORITMO GENETICO.

Os principais componentes € operadores mostrados na Figura 1 sdo descritos a

seguir em mais detalhes.



Populacao

A populagdo de um algoritmo genético € o conjunto de individuos que estdo
sendo cogitados como solu¢d@o e que serdao usados para criar 0 novo conjunto de individuos
para andlise. Populagdes muito pequenas tém grandes chances de perder a diversidade
necessdria para convergir a uma boa solugdo. Entretanto, se a populagdo tiver muitos
individuos o algoritmo perderd grande parte de sua efici€ncia pela demora em avaliar todo

0 conjunto a cada iteragao.

Individuos

A codificacao de cada individuo na realidade € composta apenas do “material
genético”, ou seja, o conjunto de atributos que pode ser considerado como uma das

solugdes possiveis para o problema analisado.

A principal dificuldade no tratamento dos individuos é a forma de representar e
organizar os dados. Uma das principais formas ¢ representar cada atributo como uma
sequéncia de bits e o individuo como a concatenagao das sequéncias de bits de todas as suas

caracteristicas.

Outra forma muito usada de representacdo € a codificagdo usando o préprio

alfabeto da caracteristica que se quer representar (letras, c6digos, nimeros reais, etc.).

Diversas outras formas sao possiveis dependendo do tipo de problema.

Normalmente a forma ideal estd fortemente ligada ao tipo de problema.

CodificacOes bindrias possuem a vantagem de serem simples de implementar, e
¢ fécil adaptar qualquer novo operador genético a uma codificagdo como esta. Entretanto,

existem algumas desvantagens, como a dificuldade em achar uma boa forma de

13



codificagdo/decodificagcdo dos bits, o que pode comprometer o desempenho. Outro
problema é que, dependendo dos pontos onde houver cruzamento e mutacao, podem ser
criados individuos que contém genes invalidos, o que exige esforcos no sentido de validar o

individuo gerado.

Codificagdes com alfabetos mais complexos (adaptados ao tipo de problema que
se quer resolver), sdo mais simples de entender e manipular, apesar da implementacdo do
algoritmo genético e seus operadores tornd-la um pouco mais trabalhosa pela adaptagao do

algoritmo a nova forma de codificagao.

Funcio de aptidao ou “Fitness”

Este é o componente mais importante de qualquer algoritmo genético. E através
desta fung¢do que se mede quao préximo um individuo estd da solucdo desejada ou quao boa

€ esta solucgao.

E essencial que esta fungdo seja muito representativa e diferencie na propor¢ao
correta as mds solugdes das boas. Se houver pouca precisdo na avaliacdo, uma O6tima
solugcdo pode ser posta de lado durante a execugdo do algoritmo, além de gastar mais
tempo explorando solugoes pouco promissoras. O critério de distribuicdo (linear,
exponencial, etc.) e o grau de énfase em cada atributo (peso) sdo apenas alguns dos tépicos

a analisar.

A dosagem entre precisdo e tempo de execucdo da funcdo de aptidao também é
importante. Uma fun¢@o extremamente precisa normalmente tem um custo computacional
muito maior, o que dificulta o uso de grandes popula¢des. J4 uma funcdo mais simples
permite maior explora¢do, mas tem mais chance de deixar passar ou interpretar de forma

incorreta uma possibilidade promissora.

14



A seguir um exemplo simples de funcdo de aptiddo. No caso, o valor da funcdo
¢ determinado simplesmente pela quantidade de bits “1” do individuo. Esta populacdo serd

usada como exemplo mais adiante.

Individuos Funcdo  Proporgao em relacao
Aptiddo  ao total da populacéo
10101010110101010111 12 23,08%
00001001010101110010 8 15,38%
00001100001011011101 9 17,31%
00000110010010000010 6 11,54%
11100011100010011111 12 23,08%
00010101001000010000 5 9,62%
Total 52 100,00%

TABELA 1: EXEMPLO DE POPULAGAO E FUNCAO DE APTIDAO

Selecao

O operador de selecao escolhe quais individuos participardo efetivamente na
criacdo da préxima geracdo da populagdo. Para que a evolucio seja possivel ao longo das
geracoes, a selecdao deve pegar com mais frequéncia os individuos mais bem adaptados, ou

seja, com maior valor na funcdo de aptidao.

Contudo, principalmente nas primeiras geragdes ndo se deve enfatizar
excessivamente o uso apenas dos melhores individuos. Isso faz com que a diversidade seja

rapidamente perdida, o que dificilmente leva a mais do que solucdes Otimas locais.

Ha diversas formas de selecdo, todas argumentando serem as melhores nos
problemas para as quais foram usadas como solu¢do. A mais conhecida € a selecdo
proporcional ao valor de Fitness, ou “Roleta” [Goldberg, 1989]. Uma das implementagdes é

a seguinte:

1. Somar os valores das fungdes de aptidao de todos os individuos da

populacao, armazenando em 7.
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2. Repetir N vezes para selecionar N individuos:
2.1. Escolher aleatoriamente um valor rtalque O <=r< T

2.2. Percorrer sequencialmente os individuos da popula¢do, em qualquer
ordem, calculando a soma acumulada da funcdo de aptiddo dos individuos ja
percorridos. Serd escolhido o individuo no qual a soma acumulada resultar

num valor maior ou igual a r.

Aplicando este critério sobre a populacdo da Tabela 1, tem-se:

Distribuicao esperada dos individuos selecionados

10101010110101010111
100001001010101110010
[3100001100001011011101
0000000110010010000010
B11100011100010011111
300010101001000010000

10% 23%

23%

15%
12%

17%

FIGURA 2: SELECAO POR ROLETA APLICADA SOBRE DADOS DA TABELA 2.1.

Esta abordagem teoricamente resulta numa distribui¢do proporcional de
individuos, mas em populacdes pequenas pode acabar resultando em péssimas escolhas.
Mesmo que na média espere-se uma distribui¢do proporcional a fun¢io de aptidio, numa
determinada gerag@o pode ocorrer a escolha do mesmo individuo diversas vezes ou ainda a
omissdo de um 6timo individuo por ele nio ter sido “sorteado”. Para melhorar um pouco o
algoritmo, pode-se escolher apenas um nimero aleatério que servird de base para todas as
amostragens. Isto ao menos garante uma distribui¢do o mais proporcional possivel a
funcdo de aptiddo de cada individuo. Esta ultima abordagem ¢ denominada Stochastic

Universal Sampling [Mitchell, 1997].

Os métodos baseados na seleg¢do por roleta t€ém o problema de convergir rapido
demais, jd que a selecdo beneficia muito os melhores individuos. Isto pode fazer com que
uma solu¢do o6tima local possa se espalhar rapidamente por toda a populacio,

especialmente nas primeiras geragdes, em que a varidncia é muito alta. J4 quando o
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algoritmo genético fica perto do final, a varidncia é quase nula e a selecdo torna-se pouco

eficiente.

Uma forma de fugir destes problemas ¢ usar métodos que levem em conta outros
fatores, como a média da populacdo, desvio padrio, estdgio do algoritmo (explorando ou

convergindo), entre outros.

A ordem dos individuos também € considerada muito importante na sele¢do. O
Elitismo, por exemplo, mostrou-se uma forma importante de melhorar a eficiéncia do
Algoritmo Genético. Nele sdo sempre selecionados como uma parte da préxima geragao os
individuos mais bem adaptados, enquanto que a outra parte € escolhida por algum outro

método.

Pode-se levar em conta como principal critério de escolha a colocagdo do
individuo frente aos outros. O problema é o tempo de ordenagdo, que pode ser muito
demorado em grandes popula¢des. Mesmo a selecdo via roleta exige duas passagens por
todos os individuos da populag@o: uma para calcular o total, média, etc e outra para fazer a

selecdo propriamente dita.

Uma das formas encontradas de tornar pequeno o tempo gasto no processo de

selecao € a selecao por Torneio bindria [Mitchell 1997]. O funcionamento € o seguinte:

1. Escolhe-se aleatoriamente dois individuos. O nimero de individuos
escolhidos pode variar, mudando com isto a pressdo seletiva. Alternativas de

variantes da Selecdo por torneio podem ser encontradas em [Mitchell 1997].

2. Escolhe-se um numero aleatério r entre O e 1. O seu valor € comparado com

um parametro k (préoximo a 0.75, por exemplo).

3. Se r for menor do que k, o melhor dos individuos € escolhido, caso contrario

¢ escolhido o pior.
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4. Retorna-se ao passo 1 até terem sido selecionados individuos suficientes.

Apesar de muito mais simples e rapido, este método tem resultados préximos a

selecdo por ranking, o que o transforma numa boa opgao.

Em certos problemas, como os que envolvem a otimizagdo simultinea de
multiplos pardmetros, a convergéncia rapida e imediata em direcdo aos melhores individuos
pode tornar a busca pouco produtiva, principalmente quando o dominio escolhido é mais
complexo. Isto ocorre porque o espago de busca pode conter uma grande quantidade de
otimos locais, que podem se espalhar pela populagdo rdpido demais, evitando uma boa
exploracdo. A sele¢do por torneio bindria pode atenuar este problema por ter uma

convergéncia mais lenta e constante, pemitindo maior exploragdo do espago de busca.

Cruzamento (Crossover)

O operador de cruzamento cria novos individuos misturando caracteristicas de
dois individuos “pais”. Esta mistura € feita tentando imitar a reproducdo de genes em
células. Trechos das caracteristicas de um individuo sdo trocados pelo trecho equivalente
do outro. O resultado desta operacdo ¢ um individuo que potencialmente combine as

melhores caracteristicas dos individuos usados como base.

Pode-se gerar diversas varia¢Oes a partir do mesmo par de individuos, cada uma

delas tendo um percentual diferente de genes de cada um dos “pais”.

A propor¢ao de caracteristicas entre os individuos dependerd da estrutura usada

para guardar os genes e dos critérios de permutagao.

Virias estruturas sao usadas para guardar os genes: “hapléide”, organizada
apenas como uma string de bits, “dipléide”, que tem duas strings na forma de um “X” e

muitas outras. A criagcao de novos individuos € feita pela troca de segmentos entre os pais.



Alguns exemplos sdo mostrados na Figura 3:

Pai 1l
Pai 2: 00001001010101110010

Exemplos de descendentes:

(a) Cruzamento em um ponto: 0101110010

(b) Cruzamento em dois pontos:

(c) Outros (cruzamento uniforme)

FIGURA 3: EXEMPLOS DE ALGUNS METODOS DE CRUZAMENTO

Existem diversas maneiras de se fazer o cruzamento, sem nenhum consenso
sobre qual funciona melhor em cada tipo de problema. Entretanto, vdrios problemas sio
apontados em qualquer uma delas. Se os blocos de bits forem grandes ou ocorrerem com
muita frequéncia no mesmo trecho, ocorrerd o problema em que um gene com um &timo
valor pode quase sempre levar consigo um gene com um valor desfavordvel simplesmente
por que os dois foram colocados um apés o outro na sequéncia de codificacdo. Exemplos

disto ocorrem com os métodos de cruzamento (a) e (b) da Figura 3.

Uma forma de evitar este problema é usar métodos de cruzamento como os da
letra (c) [Goldberg 1989], que podem misturar valores dos individuos de forma

independende de onde estd posicionado cada fragmento.

Um método que segue este exemplo € o de cruzamento uniforme. Neste método,
cada bit (ou gene) € obtido de um ou do outro “pai”’ de acordo com o sorteio de um niimero
aleatério entre O e 1. Se o niimero estiver acima de determinado coeficiente, o bit/gene do
primeiro dos pais € escolhido, caso contrdrio o valor do bit/gene € obtido do outro

individuo.

Quando se escolhem pedagos de individuos para o cruzamento normaimente nio

se escolhem para divisdo posi¢des que caiam no meio do valor de um determinado gene,
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porque a mistura de partes de genes normalmente resulta num valor para o gene que nao
possui as caracteristicas de nenhum dos dois individuos usados como base. Este efeito
normalmente é indesejdvel numa operagdo de cruzamento, apesar de ser (til para manter a
diversidade da populacdo. Para manter a diversidade da populagao usa-se outro operador, o

de mutacao.

Outra forma de melhorar o cruzamento ¢ restringindo quais pares de individuos
podem ser usados como pais. Isto pode ser feito impedindo o cruzamento de individuos
muito similares (evitando o “incesto”). Um outro modo pode ser restringir o cruzamento de
individuos muito diferentes, fazendo com que individuos proximos um do outro no espaco

-de busca tendam a se cruzar e convergir mais rapidamente.

Ao longo de diversas geracOes, esta operacao acabard por encontrar
combinag¢des que aumentem o valor da fung@o de aptidao acima dos valores de qualquer um
dos dois individuos originais. A operacdo de “selec@o” usara com mais frequéncia os
individuos mais bem adaptados e devido a isso a média do valor da funcdo de aptiddo da

populagdo terd a tendéncia de aumentar lentamente.

Mutacao

Esta operacdo simplesmente modifica aleatoriamente alguma caracteristica do
individuo sobre o qual € aplicada. Esta troca é muito importante, pois acaba por criar novas
caracteristicas que ndo existiam ou apareciam em pequena quantidade na populagdo em

andalise.

A existéncia de variedade entre os individuos € essencial para que o algoritmo
cumpra sua funcdo. Isto ocorre porque normalmente as solu¢bes sdo complexas e
dependentes de fatores pouco conhecidos. E perfeitamente possivel que genes sejam
inadequados para certos individuos (ou seja, reduzem o valor da fun¢do de aptidao), mas
sejam extremamente Uteis se colocados em individuos mais “adaptados” (com “fitness”

maior).
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A muta¢do normalmente é controlada por um coeficiente, que indica quantos
genes serdo trocados aleatoriamente a cada geracdo. Este coeficiente deve ser alto o
suficiente para manter a diversidade, mas ndo a ponto de alterar significativamente a

selecdo de genes feita pela funcdo de aptidao.

Geracao

A cada passo, um novo conjunto de individuos € gerado a partir do anterior. A
este novo conjunto dé-se o nome de “Geracdo”. E através da criacdo de uma grande

quantidade de geracdes que é possivel obter resultados dos Algoritmos Genéticos.

Assim como na natureza, os operadores de selecdo, mutagcdo e cruzamento
levam tempo para mostrar de forma perceptivel seus efeitos. Se o nimero de geracdes for
muito pequeno, o algoritmo nio terd tempo para “evoluir” até chegar as melhores solugdes.
Por outro lado se o nimero de geragdes for muito grande, o algoritmo gastard muito tempo

para melhorar muito pouco ou absolutamente nada a solu¢do ja encontrada.

Algoritmos Genéticos podem ser usados para resolver praticamente qualquer
tipo de problema que envolva a exploracdo de solugdes num espago de busca. Para
implementd-lo, basta ter uma representagdo da solu¢do candidata e uma fungdo de

avaliac@o que seja razoavelmente precisa.

Exemplos de aplicacdes que usam algoritmos genéticos incluem problemas de
otimizacdo de solugdes, aprendizado de mdquina, desenvolvimento de estratégias e
formulas matemdticas, andlise de modelos econdmicos, problemas de engenharia, diversas
aplicagdes na Biologia como simulagdo de bactérias, sistemas imunolégicos, ecossistemas,
descoberta de formato e propriedades de moléculas orgénicas, s6 para citar algumas
[Mitchell 1997]. Este trabalho aplica algoritmos genéticos em Minera¢do de dados, como

explicado na sec¢@o a seguir.
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2.3. Mineracao de dados com Algoritmos Genéticos

Fazer uso estratégico e completo da informacdo gerada dentro da organizagdo ¢

uma forma eficaz de aumentar a produtividade em todos os setores. Tendo os dados a

disposicdo para andlise, € importante aproveitar a oportunidade de buscar informagdes. Este

€ o objetivo da Mineragdo de Dados.

-

E muito importante que o proprio computador analise e descubra estas

informacdes de forma tdo automatizada quanto possivel, pois em grandes organizagdes,

normalmente a quantidade de informacdo gerada em uma semana € maior do que um ser

humano seria capaz de ler durante a vida toda [Adriaans & Zaatinge 1996].

Existem diversas formas de se usar um algoritmo genético para a mineragdo de

dados [Freitas & Lavington 1998], como:

Buscar regras de no formato SE-ENTAO em conjuntos de dados, tais como
regras de classificagcdo, onde o antecedente (parte "SE") contém condigcdes
de valores de atributos e o consequente (parte "ENTAQ") contém a classe
prevista quando as condi¢des do antecedente forem satisfeitas. O Algoritmo
genético usa regras neste formato como individuos da populacido. A fungado
de aptiddo serd calculada pela qualidade da regra gerada, normalmente
medida pelos coeficientes de suporte e confiabilidade [Freitas & Lavington

98].

Cada individuo pode ser também um conjunto de “protétipos” para fins de
classificagdo. Neste caso a tarefa do Algoritmo Genético consiste em
encontrar o melhor conjunto de protétipos de acordo com o grau de acerto
deste conjunto, de acordo com o paradigma de Classificagdo baseado por
semelhanga entre instdncias, ou Instance-Based Learning (IBL). A

implementacdo deste tipo de Algoritmo Genético ¢ discutida em [Knight &



Sem 1995], enquanto que o paradigma IBL € explicado em detalhes em [Aha
et al. 1991].

o Pode-se também usar um Algoritmo Genético indiretamente, para
determinar por exemplo a importincia de cada atributo para fins de

classificagdo em um algoritmo como IBL [Kelly & Davis 1991].

e Variacdes das formas acima e outras formas s3o discutidas mais

detalhadamente em [Freitas & Lavington 1998].

A tarefa de mineragao de dados usada neste trabalho € chamada de classificacao.
Dado um conjunto de exemplos de classe conhecida (exemplos de treinamento), a tarefa de
classificagdo consiste em analisar este conjunto e criar uma descricdo légica capaz de
classificar corretamente novos exemplos de classe desconhecida. Neste caso, a descrigdo

I6gica gerada pode ser considerada um classificador.

Um dos maiores problemas em tarefas de classificacdo € a tolerdncia a ruido
(Freitas & Lavington 98] nos dados. Em quase todas as aplica¢Oes prdticas, as medicdes e
os dados analisados podem conter ruido, ou seja, imprecisdes cuja origem ndo pode ser
determinada [Brazdil & Clark 1990]. A existéncia de ruido pode levar o algoritmo a criar
um classificador excessivamente especializado aos dados analisados. Se o classificador
especializar-se demais aos dados, sua precisdo serd comprometida quando for usado em

dados posteriores ndo usados durante o treinamento.

2.4. Trabalhos Relacionados

A Indugdo de regras com algoritmos genéticos pode ser dividida em duas
abordagens significativamente diferentes, chamadas abordagem de Pittsburgh [Smith 1983

e de Michigan [Holland 1986].
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, Na abordagem de Pittsburgh cada individuo da populacio contém um
classificador completo. A maior vantagem desta abordagem ¢ a simplicidade do algoritmo,
que ndo precisa de formas de criagdo de nichos ou heuristicas para criar conjuntos de
regras. O principal problema estd na grande redundancia dentro da populacdo, que pode
levar a necessidade de grandes populagcdes e individuos com uma codificagao muito grande
[Giordana & Neri 1995]. Um exemplo de uso da abordagem de Pittsburgh € o sistema LS-1
[Smith 1983].

J4 na abordagem de Michigan cada individuo da populagdo corresponde a uma
regra simples, que classifica apenas um subconjunto dos dados. Neste caso € necessario
desenvolver algum tipo de estratégia para extrair da populagdo um conjunto de regras ndo
redundantes [Wilson 1987][Holland 1986]. Uma das formas de extrair um conjunto de
regras nao redundantes € com a formacao de "nichos". Técnicas de formacdo de nichos
[Watson 1998] forcam a competicdo entre individuos similares, criando assim

subpopulagdes que exploram regides potencialmente distintas do espago de busca.

Alguma técnica de formacdo de nichos precisa ser usada a fim de explorar e
manter a diversidade dentro da populagdo. A maioria dos métodos de formacao de nichos
sdo baseados em "Crowding" [DelJong 1975][Mahfoud 1992] ou em Compartilhamento de
Recursos'("Sharing") [Goldberg & Richardson 1987][Deb & Goldberg 1989].

Quando se usa "Crowding" para criar nichos, a substituicdo de individuos na
populacdo é modificada para fazer com que novos individuos substituam outros similares
com menor valor para a fung¢do de aptiddo dentro da populagdo. Neste caso a selecdo e
demais operagdes como cruzamento € muta¢ao nao sao modificadas. De acordo com os
testes feitos por [Watson 1998] este método costuma chegar mais proximo dos valores
otimos locais, mas nao se comporta tdo bem quanto o "sharing" para manter subpopulagoes
estaveis de individuos. Implementagdes futuras podem incluir o operador de "crowding”
para confirmar estes resultados em tarefas de classificagdo que facam uso de algoritmos

genéticos com a abordagem de Michigan.
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J4 no caso do compartilhamento de recursos, a formagdo de nichos é causada
pela redug@o do valor da fung@o de aptiddo proporcionalmente a presenca de individuos
similares dentro da popula¢d@o. A similaridade entre individuos pode ser medida tanto no

espago genotipico quanto no espago fenotipico [Mitchell 1997].

O espaco genotipico compreende a semelhanca entre as codificacdes dos
individuos, medida por exemplo pela quantidade de bits iguais entre eles. Medir a
similaridade entre regras no espago genotipico ndo parece ser uma boa alternativa para um
classificador, ja que é possivel (e muito provdvel) que possam existir regras muito
diferentes (quanto a codificagdo e atributos usados) que cubram exatamente 0s mesmos
exemplos de treinamento. Segundo [Giordana & Neri 1995] ndo existe nenhuma métrica

geral de distancia entre duas regras que seja satisfatdria para a tarefa de classificagao.

O compartilhamento de recursos no espaco fenotipico permite uma comparagao
mais adequada de similaridade. Isto ocorre porque a similaridade ¢ medida pelo niimero de
exemplos de treinamento que sdo cobertos simultaneamente pelas regras. Quanto mais

exemplos duas regras cobrem, mais a fun¢@o de aptidao delas serd reduzida.

Um sistema que usa uma abordagem bastante similar ao compartilhamento de
recursos no espaco fenotipico € o operador "universal suffrage” da ferramenta REGAL
[Giordana & Neri 1995]. Este operador modifica a operacao de sele¢do para promover a
criagdo de nichos e a competi¢do entre as regras. O operador de selecao do REGAL trata as
regras como "candidatos" que concorrem pelos votos dos "eleitores”, representados pelos
exemplos de treinamento positivos. Cada exemplo positivo vota em apenas uma das regras
que o cobre, sendo que a escolha € definida por um processo semelhante a selegdo por
roleta [Mitchell 1997]. As regras com maior nimero de votos sdo usadas no processo de

cruzamento. A funcdo de aptiddo leva em conta a simplicidade e consisténcia das regras.

Um algoritmo genético classificador que usa um compartilhamento de recursos
fenotipico foi proposto por [McCallum & Spackman 1990]. No referido artigo a fungdo de

aptiddo leva em consideracdo tanto os exemplos positivos quanto os negativos, e €
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determinada simplesmente pelo nimero de acertos menos o nimero de erros. Uma

adaptac@o € necessdria para evitar individuos com valores negativos da fungao de aptidao.

O compartilhamento de recursos também pode ser feito levando-se em conta
apenas os exemplos positivos cobertos por mais de uma regra. A andlise do
compartilhamento de recursos no espago fenotipico usando apenas os exemplos positivos

pode ser encontrada em [Horn, Deb & Goldberg 1994].

A abordagem desta dissertagdo tem algumas diferencas importantes em relagdo

aos trabalhos citados, pois une as seguintes caracteristicas:

e O compartilhamento de recursos leva em consideracdo apenas os exemplos positivos
para a reducdo do valor da fungdo de aptiddao. Os motivos desta abordagem serdo

explicados porteriormente na Segao 3.2.

e A funcgdo de aptidio foi adaptada para levar em conta tanto a precisdo' da regra quanto

a sua abrangéncia’. A fungdo de aptiddo é explicada em detalhes na Secdo 4.4.

e O compartilhamento de recursos proposto tem baixo custo computacional, pois permite
que os exemplos de treinamento sejam analisados por cada regra apenas uma vez por

geragdo, como explicado na Secdo 4.4.1.

Desta forma, nesta dissertagao o uso de Algoritmos Genéticos para a mineragao
de dados serd feito criando um classificador que usa a abordagem de Michigan, ou seja,
buscando por regras individuais que, unidas de forma organizada, resultardo em um
classificador. O capitulo seguinte explica como e onde algoritmos genéticos sdo usados no

processo.

" A precisdo de uma regra é medida neste trabalho pelo seu percentual de acerto.
2 A ~ . 2z . . N
~ A abrangéncia de uma regra € medida pelo nimero de exemplos de treinamento que ela cobre.
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3. O Classificador

Em linhas gerais, o funcionamento do classificador pode ser dividido em quatro
etapas. Primeiramente, algumas informagoes bdsicas sdao extraidas dos dados (passo 1), para
em seguida poder criar um algoritmo genético para cada classe a analisar (passo 2). Depois
disto, os algoritmos genéticos sao executados (passo 3) para encontrar regras de
classificagdo. Finalmente, as regras sdo agrupadas para formar o classificador (passo 4). Os

detalhes sobre cada um destes passos sdo explicados nas secdes subsequentes.

3.1. Analise e Obtencao dos dados

Os dados de treinamento e teste seguem o formato usado pela ferramenta C4.5
[Quinlan 1993], usando trés arquivos: o arquivo com extensdo denominada NAMES, que
contém os nomes, ordem e tipos dos atributos, o arquivo com extensdo denominada DATA,
que contém os dados de treinamento e o arquivo com extensdo denominada TEST,
(opcional) que contém dados de teste para medir a precisdo do classificador em dados

novos ou desconhecidos.

Para aumentar a eficiéncia dos algoritmos genéticos, todos os exemplos dos

dados de treinamento sao analisados antes da busca de regras.

Algumas informac¢des importantes que precisam ser obtidas de antemdo sdo a
distribuicao de frequéncia das classes (nimero de exemplos por classe), os valores
possiveis de cada atributo (no caso de atributos continuos, sao obtidos os valores maximo e
minimo), e, para cada classe, os dados sdo separados entre exemplos positivos e negativos.
Esta informacdo pode ser obtida do arquivo NAMES (com os nomes e tipos dos atributos) e
do arquivo DATA (assume-se que os exemplos de treinamento contém todos os valores
possiveis). Isto é extremamente util durante a execucdo do algoritmo, pois permite, entre

outras coisas, uma distribui¢do mais balanceada da carga de trabalho entre os subprocessos.
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Apds a preparacio e pré-processamento dos dados, € possivel subdividir a tarefa

de classificagdo em partes mais especializadas, como explicado a seguir.

3.2. Criacao de subprocessos por classes

Para cada classe do conjunto de dados analisado, um novo algoritmo genético
independente serd criado. Em cada um desses algoritmos genéticos, os dados a analisar sdo
divididos simplesmente entre exemplos "positivos" (pertencentes a classe analisada) e
"negativos" (exemplos pertencentes a todas as outras classes). As vantagens desta
abordagem tornam-se mais visiveis quando s@o feitas comparagdes entre a busca de regras

com € sem a separagado por classes.

Implementagdes anteriores deste classificador, que usavam uma tnica populagdo
de regras para todas as classes, tiveram dificuldades para gerar regras uteis, ou seja, regras
capazes de cobrir um ou mais exemplos de treinamento. Isto ocorreu porque grande parte
dos individuos continha pares de atributos com valores que nao ocorriam simultaneamente
em nenhum exemplo de treinamento. Eram necessarios varios cruzamentos até se chegar a
uma regra valida, ou seja, capaz de classificar a0 menos um exemplo de treinamento. Isto

ocorreu em todos os testes, realizados em varios conjuntos de dados diferentes.

Mesmo incluindo na funcdo de aptiddo um estimulo a regras contendo valores
“potencialmente teis”, ou seja, valores que ocorriam em exemplos positivos existentes, a
evolugdo das regras continuou lenta, pois muitas regras ndo chegavam a este estdgio.
Dezenas de geragOes eram necessdrias até que houvesse grande quantidade de regras

vélidas na populacdo, e, mesmo assim, varios cruzamentos resultavam em regras invalidas.

A separacao das populagdes por classe tornou a evolugdo das regras muito mais
rapida, pois apenas valores vélidos de atributos eram usados, fazendo com que apenas
alguns raros cruzamentos resultassem em regras que nao cobriam nenhum exemplo de

treinamento.
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Devido aos problemas acima, foi feita a separacdo das regras por classes. As

principais vantagens encontradas durante os testes foram:

O espaco de busca pode ser bastante reduzido pelo uso apenas de valores
“potencialmente uteis” [Noda, Freitas & Lopes 1999] dos dados de treinamento.
Quando a busca € dirigida apenas a uma classe, € necessdrio analisar apenas valores de
atributos que aparecam em exemplos positivos daquela classe. Esta condi¢do pode ser
implementada tanto na criacdo da populagdo inicial quanto na mutagdo. A
implementagdo corrente mostrou que isto reduz drasticamente a quantidade de regras da

populacdo que ndo sdo capazes de cobrir nenhum exemplo positivo.

A divisdo permite um controle simplificado sobre o tempo de processamento gasto na
busca. Por exemplo, cada subprocesso pode ter uma populag@o de regras proporcional a
quantidade de exemplos positivos existentes em cada classe. Além disso, seria possivel
usar a média da funcdo de aptiddo de cada subpopulagdo como um indicador de onde ¢
necessario aplicar mais tempo de processamento, a fim de que todas as classes tenham
solugdes com aproximadamente o mesmo nivel de precisdo. A média da funcdo de
aptiddo de cada classe (ou alguma outra medida semelhante) poderia inclusive ser usada

como critério de término.

O uso de uma populagdo inteira de regras para a busca de uma Unica classe elimina o
problema de misturar regras de classes diferentes, o que muito provavelmente resulta

em regras de baixa qualidade.

A implementacdo torna-se mais simples e a execugdo mais rdpida, porque qualquer
valor de atributo escolhido cobrira a0 menos um exemplo positivo, formando portanto
uma regra com valores potencialmente {teis, jJa que mesmo uma regra contendo apenas
valores potencialmente tteis pode ndo ser capaz de cubrir nenhum exemplo positivo dos

dados de treinamento.

A paralelizagdo e distribuicdo de processamento torna-se fédcil, pois cada algoritmo

genético de cada classe pode rodar de maneira independente em méaquinas diferentes.
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O processo de busca pode dar bons resultados parciais. A execuc¢do pode ser parada em
qualquer geracdo, e as regras encontradas até aquele momento ji podem ser usadas para
criar bons classificadores. Se o usudrio ndo ficar satisfeito com os resultados até o
momento, pode simplesmente deixar o algoritmo buscando regras por mais algumas

geracoes até chegar a um resultado adequado.

Depois de efetuada a divisdo, é possivel executar cada um dos algoritmos

genéticos separadamente.

3.3. Execucgao dos Algoritmos Genéticos

Para iniciar a execucdo de cada algoritmo genético, € necessdrio definir o

tamanho da popula¢ao de cada um deles. Na implementacao atual, o tamanho da populagdo

de regras que cada algoritmo genético ird criar pode ser guiado por dois critérios, cuja

escolha depende do conjunto de dados analisado :

Distribuicao entre as Classes: o nimero de exemplos pertencentes a cada classe é
usado como base para criar populacdes de regras com aproximadamente a mesma
propor¢do. Caso o nimero de regras em uma determinada classe seja pequeno demais
(menos de 10 regras, por exemplo), uma quantidade minima € usada para permitir uma
busca ttil. Esta alternativa é comumente usada quando a complexidade de classificacdo
de cada classe € mais ou menos proporcional ao nimero de exemplos de treinamento de

cada classe.

Numero de Classes: neste caso o niimero de regras da popula¢ao de cada subprocesso é
0 mesmo para cada classe. Esta alternativa € mais adequada em casos em que € mais
eficiente buscar por regras que cubram exceg¢des, ou seja, pesquisar e prever com maior

precisdo os exemplos que pertencem as classes menos frequentes.
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Apenas um critério de término foi implementado até agora. Os algoritmos
genéticos irdo parar quando o nimero de geracdes especificado pelo usudrio for atingido
por todos os subprocessos. Entretanto, € permitido ao usudrio continuar a execugdo por

mais geragdes ou interromper a busca de regras antes do limite especificado.

Uma vez que uma populacdo de regras tenha sido gerada para cada classe, é
possivel seguir para o proximo passo: escolher e organizar as melhores regras em um

classificador.

3.4. Geracao do Classificador

Um classificador precisa organizar as regras de forma adequada para ter uma
precisdo satisfatoria. A forma de agrupamento das regras pode ser em conjuntos ordenados

ou nao ordenados.

Quando se usa conjuntos nao ordenados de regras, todas as regras sao usadas
simultaneamente para classificar uma instancia. A classe escolhida serd determinada pelas
regras que cobrem a instdncia a classificar. Se, dentre as regras que cobrem a insténcia,
existirem regras que indiquem classes diferentes, a classe escolhida dependerd da soma dos
valores ou pesos atribuidos a cada regra. Esta abordagem pode se tornar dificil de entender

e interpretar quando muitas regras cobrem subconjuntos comuns de exemplos.

Conjuntos de regras ordenados t€ém uma abordagem diferente. Todas as regras
sdo organizadas em uma determinada ordem. Para classificar uma nova instdncia, cada
uma das regras € tentada, uma por vez, até que seja encontrada alguma regra que cubra a
instincia em questao. Quando isto acontece, a classificagdo € obtida diretamente da regra e
nenhum outro processamento € necessdrio. Caso nenhuma regra cubra a instdncia em

questao, uma classe padrao é escolhida.

Conjuntos ordenados de regras tém a propriedade de serem ldgicos, no sentido

de que ndo € complicado saber qual regra aplicar e consequentemente qual classe atribuir a
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um determinado caso. N@o hd a necessidade de se incluir cdlculos probabilisticos ou pesos,
o que facilita a interpretacdo. Devido a estes fatores, esta € a abordagem adotada neste

trabalho. Contudo, futuras implementagdes podem permitir o uso das duas abordagens.

Ja que se trata de um conjunto ordenado de regras, € necessdrio adotar algum
critério para definir quais regras devem ser incluidas primeiro. O valor da fung@o de aptidao
de cada regra é adotado como métrica, ignorando-se o decréscimo pela redundéncia, ou
seja, de forma totalmente independente de quais exemplos sdao cobertos pelas outras regras.
Isto ¢ feito porque neste estdgio ndo hd mais a necessidade de se criar subpopulagoes,
regras boas serdo adicionadas ou mantidas se melhorarem o classificador. Isto descarta
também regras que cobrem todos os exemplos (positivos ou negativos) e regras que nao

cobrem nenhum exemplo positivo.

As regras lteis pertencentes a todas as classes sdao agrupadas em um Gnico
conjunto para andlise e ordenadas por importancia. Algumas heuristicas podem ser usadas
para juntar as regras [Clark & Niblett 1989][Giordana & Neri 1995]. Diversas variagoes
baseadas em algoritmos semelhantes como o CN2 foram implementadas e testadas para
tentar determinar a melhor abordagem para o classificador. Uma dessas variagdes, obtida

empiricamente, € a seguinte:

e Criar um classificador com um conjunto de regras vazio
e Enquanto o conjunto de regras a analisar ndo estiver vazio:
e Retirar a melhor regra do conjunto a analisar segundo a métrica adotada.
¢ Adicionar a regra escolhida no final da lista de regras
e Verificar a eficiéncia do classificador apds a adicdo da nova regra. Se o
classificador ficar melhor (de acordo com a métrica adotada), a nova regra é
mantida, caso contrdrio € descartada. Algumas métricas foram testadas, e serdo
explicadas mais adiante.

e Ajustar a classe padrdo para a classe que resultar no menor indice de erro.

Uma outra alternativa possivel € dividir o conjunto de regras a analisar por

classe, e aplicar um subconjunto de cada vez. Com isto, as regras de cada classe ficam
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agrupadas, facilitando a compreensdo, apesar de normalmente resultar num pequeno
decréscimo na precisdao. Diversas variantes foram testadas, com pequenas variagbes de
acordo com o conjunto de dados e o tamanho da populagdo. Nado foram determinados os
fatores que fizeram uma variante sair-se melhor do que as outras em cada conjunto de

dados.

Um cuidado especial € necessdrio na escolha da melhor métrica para definir se a
adicdo de uma regra melhorou ou piorou o classificador. Os principais dados usados para

medir a qualidade de um classificador sdo:

e Verdadeiros Positivos (VP): é o nimero de exemplos positivos corretamente

classificados como positivos pelo classificador.

¢ Verdadeiros Negativos (VN): é o nimero de exemplos negativos corretamente

classificados como negativos.

¢ Falsos Positivos (FP): € o nimero de exemplos negativos que foram incorretamente

considerados pelo classificador como positivos.

e Falsos Negativos (FN): € o niimero de exemplos positivos incorretamente classificados

como negativos.

Os critérios de medi¢ao da qualidade do classificador na implementagdo atual

Sa0:

e Percentual de acerto: critério definido como (VP+VN)/(VP+VN+FP+FN). Se este
valor permanecer 0 mesmo antes e depois da adigdo de uma nova regra, um critério de
desempate pode ser o numero de falsos positivos, que deve sempre ser minimizado.
Este critério ndo leva em consideragdo quantos exemplos ndo foram cobertos por

nenhuma regra da lista, ou seja, os exemplos que pertencem a classe padrdo.
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e Percentual de acerto com andlise da regra padrdo: critério definido como
(VP+VN)/(VP+VN+FP+FN+DN) onde DN é o nimero de exemplos negativos
corretamente classificados mesmo sem ter sido cobertos por nenhuma regra (portanto
com classificacdo dada pela classe padrao). O objetivo é permitir que regras de todas as

classes ( incluindo regras da classe padrio ) sejam incluidas no classificador.

Um otimizacdo que, em testes empiricos, melhorou a precisdo do classificador
nos dados de treinamento foi o uso do teste de significincia [Clark & Niblett, 1989]. O teste
de significincia impede que sejam usadas regras que provavelmente sdo provenientes de

ruido nos dados de treinamento.

Na implementacdo atual, a significncia de uma regra € medida pela distribuigdo
“dos exemplos positivos e negativos. Compara-se a distribui¢do dos exemplos cobertos pela
regra com a distribuicdo de exemplos de todo o conjunto de treinamento. Se a regra estd
classificando exemplos ao acaso, € de se esperar que a proporcdo de acertos e erros dentre
os exemplos que a regra cobre, VP/(VP+FP) , seja préxima a proporg¢io de acertos e erros
de uma regra que classifique todos os exemplos de treinamento como positivos,
(VP+FN)/(VP+FP+VN+FN). Quanto mais préximas forem as duas medidas, mais
provavel que a regra esteja escolhendo exemplos ao acaso. Quanto mais exemplos positivos
forem classificados corretamente pela regra, mais provdvel que a regra mostre uma

correlagdo genuina nos dados de treinamento. A férmula implementada no classificador foi:
Sig =2 * VP * (DR * Log(DR/DP))
Onde :
¢ Sig € o coeficiente de significincia da regra

e VP ¢é o total de exemplos positivos corretamente classificados pela regra

analisada
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e DP ¢ a distribuicdo esperada de uma regra que escolhende exemplos ao

acaso, ou seja, (TP+FN)/(TP+FP+TN+FN)
o DR € a distribui¢do observada na regra analisada, ou seja, TP/(TP+FP)

Se determinada regra tem o valor de Sig menor do que o coeficiente de

significdncia especificado pelo usudrio, ela € descartada.

Quanto a quantidade de regras geradas, a ferramenta assume que o maior
nimero possivel de regras seja usado, desde que cada regra adicionada melhore a precisdo
do classificador. E possivel ao usudrio informar um limite maximo de regras que possam
ser analisadas para criar o classificador. Isto pode ser atil para limitar a complexidade do
resultado, para diminuir o tempo de processamento ou para evitar o uso de regras que
tenham pouca chance de melhorar o resultado quando o classificador for usado em dados de

teste (ndo vistos durante a montagem do classificador).

O uso de outras heuristicas ou métricas pode melhorar a precisio do
classificador. Entretanto, a parte mais importante para a eficiéncia da ferramenta € a busca

de regras. O capitulo a seguir explica o algoritmo genético mais detalhadamente.

35



4. Descri¢cao do Algoritmo Genético

A utilizacdo de algoritmos genéticos para uma tarefa especifica torna necessaria
a adaptacdo e o refinamento do algoritmo padrdao da Figura 1 do Capitulo 2. O algoritmo
genético implementado serve para buscar regras que diferenciem corretamente exemplos
positivos e negativos de uma determinada classe. Cada classe dos dados de treinamento
serd analisada por um algoritmo genético independente. Neste capitulo discutem-se quais os

principais tépicos que foram especializados para atingir este objetivo.

As principais modificagdes com relacdao ao algoritmo genético padrao sdo
explicadas nas segdes que seguem. Na Sec¢do 4.1 mostra-se como os individuos da
populagdo, que representam as regras, sdo codificados. Posteriormente, os parmetros de
configuracdo para ajuste fino do algoritmo sdo detalhados na Segdo 4.2. A Segdo 4.3
explica como a populacdo inicial € criada. A Secdo 4.4 mostra as possiveis funcdes de
aptidao e o método usado para a criacdo de nichos. As Secdes 4.5., 4.6 e 4.7 mostram como
os operadores de selecdo, cruzamento e mutacdo foram implementados. A Secdo 4.8

apresenta um operador usado como op¢ao no lugar da mutagio.

4.1.. Representacao e codificacdo das regras

O algoritmo genético usa como populagdo regras com o seguinte formato:
I ’\rg’\...’\rn-——>C
onde n é o nimero de atributos, * é o operador 16gico "E" (conjungdo) e r; € a

cldusula de restricdo para o valor do atributo i, sendo 1 <i < n. C ¢ a classe que serd dada

como resultado se e somente se todas as restricdes da regra forem atendidas.
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A codificagido permite que restrigdes sobre qualquer atributo possam ser nulas,

ou seja, pode haver uma ou mais restricdes em uma regra que considerem vélidos quaisquer

valores pertencentes ao atributo sobre o qual a restri¢do se aplica.

A representacdo e formato das restricdes varia de acordo com o tipo de atributo:

Para atributos discretos, cada restricdo r; € representada como A; = v; , onde A; € 0 nome

do atributo e v; € um dos valores vélidos possiveis.

Para atributos continuos, cada restricao € representada como Vmin < Ai < Vpax - Os

valores Viin € Vmax $20 08 limites minimo e 0 maximo para o atributo A,.

Antes da execug¢do do algoritmo comecar, alguns pardmetros precisam ser

configurados.

4.2. Parametros do Algoritmo Genético

Virios pardmetros podem ser configurados, incluindo os seguintes:

Taxa de renovacao da Populacdo: especifica a propor¢do de regras que serd mantida a
cada geracdo. Este nimero geralmente € alto, em torno de 80%, indicando que, a cada
geracdo, 20% das regras (as piores da populacdo) serdo substituidas. Como resultado,
apenas as piores regras sdo descartadas, fazendo com que a evolu¢do da populacio

ocorra aos poucos, de forma mais estdvel.

Taxa de Cruzamento: apenas o cruzamento uniforme foi implementado [Mitchell 1997].

Implementacgdes futuras podem incluir outros tipos de cruzamento.
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e Nimero mdximo de geracdes: o usudrio pode manualmente para a execucao em
qualquer geracdo, ou deixar que o algoritmo seja executado até este numero de geracoes

ser atingido.

e Taxa de Mutagao: indica a probabilidade de ocorrer uma mutagdo a cada operacao de

cruzamento.

e Meétodo de Selecdo: a implementagdo atual permite o uso da Selecao por Torneio (ou
seja, a escolha do melhor entre dois individuos escolhidos aleatoriamente) ou Stochastic

Universal Sampling [Mitchell 1997].

e Funcdo de Aptidao: a melhor alternativa pode variar dependendo do dominio e de
outros parametros do algoritmo. As duas alternativas possiveis sdo mostradas na Secdo

4.4.

e Probabilidade de criagdo de restrigOes vazias: este coeficiente regula a quantidade de
restricoes que em média serdo deixadas vazias a cada nova regra criada. Este pardmetro

¢ usado para controlar a mutagdo e a criacdo da popula¢do inicial.

O tamanho da popula¢ao de regras € determinado pelo classificador, conforme

mostrado na Sec¢do 3.3.

Apb6s a configuragdo de todos os pardmetros, a populagdo inicial € criada.

4.3. Populacéao Inicial

A populagdo inicial € criada através da selecdo aleatéria de exemplos dos dados
de treinamento. Cada exemplo escolhido € usado como semente para a geracdo de uma
regra, regra esta que ird cobrir o exemplo escolhido como base e terd algumas restrigdes

deixadas vazias, conforme a proporcao especificada pelo usuario. Este método garante a
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criacdo de regras que irdo cobrir ao menos um exemplo positivo dentre os dados de

trelnamento.

O coeficiente de criagdo de restrigdes vazias € um pardmetro importante e pode
afetar de forma significativa o comportamento do algoritmo. Caso o valor seja muito alto,
serdo criadas regras com muitas restricoes vazias e a busca de regras ird de regras gerais
para regras especificas. Ja se o coeficiente for muito baixo, a busca comecgard com regras
bastante especificas que serdo gradativamente substituidas a medida que regras mais gerais
entrem na populacdo. Nenhuma tentativa foi feita para tentar encontrar o valor 6timo para
este parametro. A melhor aproximacdo €é dada pela quantidade de atributos dos dados de
treinamento. Um ndmero maior de atributos no dominio indica a necessidade de comegar
com regras mais abrangentes. Os valores para o coeficiente de criacdo de restricdes vazias
tipicamente osctlou entre 0,80 e 0,95. Estes valores significam que, para cada regra da

populacao inicial, 80 a 95% dos atributos estavam sem restricoes.

Ap6s a criagdo de toda a populacido inicial, a avaliacdo da funcido de aptidao de

todas as regras € efetuada.

4.4. Funcao de Aptidao (“Fitness”)

A fungdo de aptiddo para este problema precisa ser capaz de classificar as regras
como classificadores parciais, portanto a precisdo da regra € mais importante do que a sua
capacidade de cobrir todos os exemplos positivos encontrados nos dados de treinamento.
Entretanto, a precisao da regra (medida pelo percentual de acerto) ndo pode ser a dnica
medida a levar em consideracdao. Algum tipo de compensacdo deve ser dada pela
abrangéncia da regra a fim de evitar o uso de regras que cubram poucos exemplos e

portanto tenham maior probabilidade de representar apenas ruido nos dados.

A implementagdo atual permite o uso de duas funcoes de aptidao: Estimativa de

erro de Laplace [Niblett 1987] e a soma ponderada de precisdo e abrangéncia, uma métrica
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criada para tentar melhorar os resultados em alguns conjuntos de dados através do ajuste

preciso dos seus coeficientes.

z

A estimativa de erro de Laplace é uma métrica que procura evitar o

favorecimento excessivo de regras que cobrem poucos exemplos, € é dada pela formula:

LaplaceAccuracy = (n. + 1) / (ny + K)

onde:

e K é o nimero de classes no dominio (no caso duas: "positivo" e "negativo").

e 1€ o total de exemplos positivos cobertos pela regra

e Iy é o total de exemplos "cobertos” pela regra, ou seja, classificados como

positivos.

A estimativa de erro de Laplace € um caso especial da estimativa desenvolvida

por Cestnik [Cestnik 1990], chamada de m-probability-estimate:

mPAccuracy = (N + po(c) m) / (ng + m)

A estimativa de erro de Laplace assume que po(C) € igual a 1/K e que o
parametro ajustdvel m € fixado como igual a K [Niblett 1987]. Usando-se a terminologia
da Secdo 3.4, o termo 1 € equivalente a VP e o termo N € equivalente a (VP+FP). Com

isto, a féormula aplicada pelo algoritmo genético torna-se:

(VP+1) / (VP+FP+2)
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A outra funcdo de aptiddo implementada € uma soma ponderada da precisdo e

abrangéncia da regra, definida como

Prec*VP/(VP+FP) + Abr*VP/(VP+FN)

onde:

e Prec é o peso dado a precisdo da regra (percentual de acerto dentro das

regras cobertas)

e Abr é o peso dado a abrangéncia da regra (ou seja, seu percentual de

cobertura de exemplos positivos)

e Os valores devem ser tais que Prec + Abr = 1.

O uso de uma soma ponderada permite o ajuste fino da fungcdo de acordo com o
dominio. Dominios que necessitam de uma grande quantidade de regras (em que cada uma
cobre poucos exemplos) podem precisar de valores menores para o coeficiente Abr, ji que
no caso em questdo € mais vantajoso ter regras precisas. Por outro lado dominios com
muito ruido precisam dar um peso maior a Abr para evitar o uso de regras que cubram

poucos exemplos.

4.4.1. Criacdo de Nichos

Um algoritmo genético simples, quando confrontado com um problema que
tenha multiplas solucdes, ird convergir, na melhor das hipéteses, para uma populagdo

contendo apenas uma destas solugdes [Mahfoud 1994].

Para que seja possivel a criacio de um bom classificador, ndo basta ter

simplesmente a melhor regra de acordo com critérios individuais. Em métodos de indugdo
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de regras, um classificador € composto por um conjunto de regras, € cada regra deve cobrir

uma regiao diferente do espaco de busca.

E portanto essencial para o classificador que a populagdo de cada algoritmo
genético tenha regras que cubram todos ou quase todos os exemplos do conjunto de dados.
Isto quer dizer que o objetivo de cada algoritmo genético € encontrar multiplas solucdes
dentro de uma mesma populagdo. Este tipo de problema € resolvido usando-se métodos

para a criacdo de nichos [Watson 1998].

A grande maioria dos métodos modernos de criacdo de nichos é baseado ou no
método de “crowding” [Delong 1975][Mahfoud 1992] ou em “sharing” [Goldberg e
Richardson 1987].

Meétodos de compartilhamento de recursos ou “sharing” usam a analogia com
um ambiente de recursos limitados, em que os individuos da populagdo competem entre si
pelos recursos disponiveis no ambiente. Isto € feito reduzindo-se o valor da fungdo de
aptidao de individuos que fagam uso dos mesmos “recursos” do ambiente, isto é, que sejam

similares.

O compartilhamento de recursos no espaco genotipico faz a comparacdo de
similaridade entre a codificacdo das regras, ou seja, baseia-se no nimero de bits iguais entre
os individuos. Isto ndo parece ser uma boa alternativa em tarefas de classificacdo, pois duas
regras podem cobrir exatamente os mesmos exemplos, tendo codificagdes totalmente

diferentes.

Medir a similaridade entre regras no espago fenotipico pode ser muito mais dtil
em tarefas de classificag@o, pois a similaridade € medida pela quantidade de exemplos de
treinamento cobertos pelas regras. Quanto mais regras cobrem o mesmo exemplo de

treinamento, menos este exemplo contribui para o valor da fungdo de aptidao destas regras.
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Na implementacdo atual, a medicdo de similaridade entre individuos € baseada
somente nos exemplos positivos corretamente classificados nos dados de treinamento, ja

que nos casos de erros de classificagdo o valor da fun¢do de aptidao ja € reduzido.

O fator de redugdo da funcdo de aptidao para uma determinada regra esta

definido como:

VP

Zizl,n ("Pi)

Onde:

e VP ¢ o nimero de exemplos positivos corretamente classificados pela regra

analisada (conforme nomenclatura da Se¢do 3.4),

* n ¢ o total de regras na populagdo (incluindo a regra analisada)

e vp; ¢ o nimero de exemplos positivos cobertos simultaneamente pela i-

ésima regra da populacdo e pela regra sendo analisada.

Esta métrica também € boa em termos de custo computacional, pois pode ser
calculada juntamente com a avaliacdo da fun¢do de aptiddo da populagdo, tendo portanto
baixo custo computacional. Isto significa que, para calcular o valor da fun¢do de aptidao de
toda a populagdo de regas, € necessdrio passar apenas uma vez por todos os exemplos de
treinamento a cada geragao (Jd que esta € a operacao mais demorada). Nenhuma memoria

adicional é necessaria caso os dados de treinamento tenham um volume maior.

4.4.2. Analise empirica da criacao de nichos

Testes empiricos realizados durante a implementacdo mostraram uma enorme

diferenca entre o uso da ferramenta com e sem o compartilhamento de recursos,
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especialmente quando a execucdo se estende por muitas geragdes ou quando a

complexidade dos dados aumenta (neste caso a "complexidade" medida pela quantidade de

regras necessdrias para uma boa solucio).

Em qualquer caso, o algoritmo genético foi capaz de achar regras abrangentes ¢

precisas. Contudo, sem o compartilhamento de recursos a popula¢do de regras converge

rapidamente a variacoes da melhor regra, o que faz toda a popula¢do cobrir apenas uma

pequena parte dos dados de treinamento.

A evolucdo da populagdo de regras sem usar o compartilhamento de recursos

mostra diversos problemas:

o algoritmo ndo consegue melhorar a populagdo de regras apos muitas geracoes. Toda a
populacdo de regras fica cada vez mais concentrada numa parcela dos dados de
treinamento, tornando infrutifera a busca por regras precisas para os exemplos ndo

cobertos pelas regras da populagdo atual.

Dentre os casos positivos, menos da metade é coberto por regras significativas (regras
que passam no teste de significincia a 99%), o que mostra a concentracdo das regras na
busca de um mesmo subconjunto de exemplos. Isto € mostrado também pela enorme

quantidade de exemplos ndo cobertos por nenhuma regra.

O resultado de cada execugdo teve grandes variagdes no resultado obtido até a
estabilizagdo da populacao, com diferengas absolutas acima de 20%. Diversos testes
foram feitos, e em nenhum dos casos a precisdo do classificador melhorou apés a 50°
geracdo (considerando uma populagdo de 200 regras e elitismo de 80%). Em todos os
casos a precisao do classificador foi muito baixa, poucas vezes superando o que se

esperaria da classificag@o aleatoria dos exemplos.

Estes efeitos apareceram de forma ainda mais clara quando populacdes menores

foram usadas. Popula¢cdes maiores ndao atenuaram significativamente os problemas
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mostrados. Execuc¢des em vdrios conjuntos de dados mostraram os mesmos efeitos em

graus variados mas significativos.

Sem a criagdo de nichos, o uso do operador de "seeding" (explicado na Se¢do
4.8) no lugar da mutagao nao ajudou a melhorar os resultados de forma significativa. Assim
que uma nova regra que cobria novos exemplos era adicionada na popula¢do, quase sempre
era descartada na geracdo seguinte, por nao atingir um valor na fun¢do de aptiddo tdo alto

quanto as outras regras da populagao.

Quando o algoritmo foi executado com os mesmos parametros e habilitando o
compartilhamento de recursos, a abrangéncia do conjunto de regras aumentou
dramaticamente. Para ilustrar este caso, tem-se um exemplo de execucdo na Tabela 2,
representada graficamente na Figura 4. O conjunto de dados escolhido foi o DNA, por ter
uma grande quantidade de atributos, o que exige uma busca de regras mais abrangente (a
lista completa estd na Se¢do 5.2). Foi usada uma populagdo de 200 regras, elitismo de 80%,
cruzamento uniforme com taxa 0,75, selecdo por torneio bindrio, funcdo de aptidao dada
por Laplace, uma mutac¢do simples (sem o uso do operador de Seeding) por geracdo e
execugdo variando de 10 a 200 geracOes. A geracdo de regras foi feita sem limite maximo,
com teste de significAncia a 99%, ordenag¢do pelo valor da funcdo de aptiddo e sem
agrupamento de regras de mesma classe. A Tabela 2 apresenta o percentual de acerto nos

dados de treinamento.

Geragao % Acerto Geracao % Acerto Geragdo % Acerto Geragcdo % Acerto
10 65,10% 60 92,10% 110 92,60% 160 92,95%
20 75,60% 70 92,70% 120 93,85% 170 93,85%
30 83,65% 80 92,95% 130 94,85% 180 93,55%
40 88,25% 90 93,90% 140 94,50% 190 93,65%
50 91,00% 100 93,00% 150 94,25% 200 94,65%

TABELA 2: PROGRESSO DA EVOLUGCAQ DO CLASSIFICADOR USANDO NICHOS

Os resultados mostram que, mesmo usando uma populacdo pequena, a
precisdo do classificador nao sofreu variacdes grandes apds alcancar a estabilidade,
indicando que a cria¢do de nichos permitiu a coexisténcia estdvel de subpopulagdes de

regras.
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A evolugdo da populagdo de regras com o uso do compartilhamento de
recursos mostrou-se eficaz tanto no exemplo mostrado como em todos os conjuntos de
dados analisados. A populacdo de regras se manteve diversificada em todos os testes,
independente do conjunto de dados ou do tamanho da populagdo. O uso do operador de
Seeding no lugar da mutacdo resultou numa pequena melhora, mais visivel em populagdes

pequenas.

FIGURA 4: EXEMPLO DE EXECUGAO DO CLASSIFICADOR USANDO FORMACAOQ DE NICHOS

4.5. Operador. de Selecao

Dois métodos de selecdo estdo implementados: Stochastic Universal Sampling e
Sele¢do por Torneio (Bindria) [Mitchell 1997]. Testes empiricos realizados durante a
implementa¢do mostraram que a Sele¢do por Torneio permitiu uma evolu¢do mais estdvel

apesar de ligeiramente mais lenta.

Estes dois métodos de sele¢do sao os mais comuns em aplicagdes de algoritmos
genéticos, mas existem outras alternativas que ndo foram implementadas neste trabalho.
Um operador de selecdo que possui uma abordagem diferente e voltada para a tarefa de

classificagdo € o Universal Suffrage, usado na ferramenta REGAL [Giordana & Neri 1995].

46



O operador citado tem como objetivo favorecer o surgimento de subpopula¢des de regras,
através de um sistema no qual os exemplos de teste “votam” em uma das regras que 0s

cubra, de forma proporcional a qualidade da regra.

4.6. Cruzamento

A operagdo de cruzamento ¢ feita a nivel de atributos. Uma nova regra € criada
pegando-se um atributo por vez e escolhendo que restrigoes serao aplicadas sobre ele. A
restricdo usada vird de uma ou da outra regra usada como base dependendo da taxa de

cruzamento.

Uma pequena modificacdo foi adicionada para evitar processamento
desnecessdrio. Caso o cruzamento de duas regras resulte em uma regra igual a uma das
regras usadas como base para o cruzamento, o cruzamento € tentado novamente até que
uma nova regra seja criada. Se o nimero de tentativas exceder um limite (por exemplo, 5

tentativas) uma mutagdo € aplicada para tentar gerar uma regra diferente.

4.7. Mutacao

Quando aplicado sobre uma regra, o operador de mutagdo simplesmente escolhe
uma restricdo e muda seu valor. A probabilidade desta restricdo se tornar vazia € dada pelo
coeficiente de criagao de restricdes vazias, explicado na Secdo 4.2. A freqii€ncia com que
ocorrem mutagdes € dada pela taxa de mutagdo, também explicada na Se¢do 4.2. Durante
os testes da ferramenta a taxa de mutagao foi ajustada para efetuar em média uma mutag¢do

por geragdo.
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4.8. Operador de "criacao de sementes”

Outro operador foi implementado como op¢do a operacao de mutagdo, para
tentar auxiliar na estabilidade da populagdo de regras. Ao invés de modificar aleatoriamente
um atributo de alguma regra, o operador de mutagdo foi substituido por uma outra
operacdo. Esta operagdo consiste na substituicdo de uma regra por outra nova, cujo objetivo
€ cobrir algum exemplo de treinamento ndo coberto por outras regras da populagdo. O
comportamento desta operagdo ¢ similar ao operador de ‘“criacdo de sementes” da
ferramenta REGAL [Giordana & Neri 1995]. A cada geracdo, depois da avaliacdo da
populacdo, verifica-se quais exemplos de treinamento sdo cobertos por menos regras, e
entdo uma nova regra € criada para cobrir um destes exemplos (escolhido aleatoriamente
entre 0s menos cobertos, com a mesma quantidade de restricdes vazias da populagdo
inicial). Testes empiricos mostraram uma pequena melhora, bem mais significativa em

populacdes pequenas (menos de 100 individuos).

Apoés analisar cada parte do algoritmo genético e do classificador, € possivel
mostrar como estas partes foram colocadas na ferramenta. Isto é discutido no préximo

capitulo.
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5. A Ferramenta

A ferramenta consiste em um classificador baseado na inducdo de regras, que €
feita pelo algoritmo genético. Todos os passos sao manipulados através de uma interface
grafica simples, que permite o acompanhamento e intervencao durante todo o processo. E
também possivel a consulta e alteracdo de diversos pardmetros. A janela inicial da

ferramenta é mostrada na Figura 5.

FIGURA 5. JANELA DA FERRAMENTA MOSTRANDO AS OPCOES DE CONFIGURACAO.

A implementagdo foi feita inteiramente em Pascal orientado a objetos (Delphi).
O uso da linguagem Pascal permitiu maior simplicidade e clareza, e também tornou o
codigo bastante modular devido a organizagdo das classes dos objetos. O uso de um
ambiente grifico permitiu 0 uso de recursos visuais, que facilitaram a andlise e a

manipulacdo dos dados.

¥ Borland Delphi é marca registrada da Inprise.
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codigo:

Algumas classes abstratas foram criadas para a separacao e organizacdao do

A classe "Problema” contém o algoritmo genético e seus pardmetros, além

de todo o controle de execugao.

A classe "Popula¢do” contém o conjunto de individuos de cada algoritmo

genético.

A classe "Individuo" contém a codificacdo, os dados e o cddigo para

avaliagdo da fun¢do de aptidao.

A classe "Gene" contém dados especificos sobre cada componente do

individuo (restri¢des sobre cada atributo, por exemplo).

A classe auxiliar "Conjuntolnstincias" contém os exemplos de treinamento
e/ou teste. Esta separacao permite independéncia da localizacdo e formato
dos dados, estejam eles na memoria, num arquivo texto ou num servidor
SQL remoto. Apenas a decodificagdio dos dados no formato C4.5 foi

implementada.

A 1mplementacdo dos algoritmos genéticos foi dividida em camadas. Na camada

mais abstrata, implementou-se apenas o esqueleto bdsico, que pode ser especializado para

qualquer aplicacdo que use um algoritmo genético. Na camada mais especifica foi

implementada a indugdo de regras com compartilhamento de recursos, que pode ser usada

tanto em tarefas de classificagdo quanto na busca de regras tteis independentes. Uma outra

camada foi implementada para tratar a heuristica de agrupamento das regras. Isto foi feito

para que futuramente possa ser tentada alguma variante da abordagem de Pittsburgh.

Quanto a parametrizacdo, a implementagdo atual atribui como padrido os

mesmos valores para os pardmetros dos algoritmos genéticos. O usudrio pode a qualquer
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tempo suspender a execucdo de qualquer um dos algoritmos separadamente para colocar

valores especificos se desejado.

Implementagdes futuras ajustardo automaticamente a maioria destes pardmetros
de acordo com os dados a analisar. Ajustes incluem o tamanho da populagdo e as
probabilidades de cruzamento e mutag@o, de acordo com a quantidade e tipo dos atributos

dos dados de treinamento.

Cada passo do programa é acompanhado e controlado por uma janela especifica.
O primeiro passo € a escolha do conjunto de dados, como mostra a Figura 6. No caso de
validagdo cruzada® (feita pela média de diversos subconjuntos), é possivel abrir e ver todos
os conjuntos de dados simultaneamente. Também é possivel escolher onde gravar os

resultados do classificador.

FIGURA 6: SELECAO DO CONJUNTO DE DADOS.

Apés a escolha do conjunto de dados, é preciso verificar os pardmetros do

classificador e do algoritmo genético, mostrados nas Figuras 7 e 8 respectivamente.

* Também conhecida como “n-fold cross validation™. Este termo é explicado em detalhes mais adiante junto
com a metodologia empregada, na se¢do 5.1.
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FIGURA 8: PARAMETROS DE CONFIGURAGAO DOS ALGORITMOS GENETICOS.

Pode-se ver na Figura 9 um algoritmo genético durante a execu¢do. Uma janela
¢ aberta para cada classe analisada. Os principais parametros e situa¢do da geracdo atual
sao mostrados, enquanto o andamento do algoritmo nas geragdes anteriores € apresentado

na parte inferior da janela.
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FIGURA 9: EXEMPLO MOSTRANDO O ALGORITMO GENETICO EM AGAO.

Um dos problemas visiveis pela figura € a dificuldade em criar um critério de
término para a execugdo dos algoritmos genéticos. Nenhum critério simples como a média
da populagdo ou a variagdo do valor da fungdo de aptiddo do melhor individuo pode ser
aplicado de maneira confidvel para determinar quando a populacdo atingiu a estabilidade.
Mesmo que a populagdo mantenha uma boa distribuicdo de regras em diversas regides do
espago de busca devido ao compartilhamento de recursos, os individuos sempre sofrerdo
pequenas variagdes causadas pelo operador de sele¢@o. Esta variacdo, constatada durante os
testes da ferramenta, é chamada de "genetic drift" [Goldberg & Segrest 1987][Mahfoud
1994A].

Um exemplo de execugido do classificador pode ser visto na Figura 10. A figura

mostra a janela de controle da ferramenta, onde € possivel supervisionar o andamento da

execucdo. No topo da janela aparecem as solugdes de ordenagao das regras para cada classe
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padrdo possivel (cada nimero indica uma regra dentre todas as regras escolhidas para a

montagem do classificador). O grifico da janela mostra o progresso na taxa de acerto.

Devido ao compartilhamento de recursos feito pelos algoritmos genéticos e o
"genetic drift", as populagdes de regras sofrem variacdo quanto aos exemplos de
treinamento cobertos. Esta variagdo permanece mesmo quando o algoritmo ji chegou perto

do resultado ideal.

- ado NG

FiaT[35201 5111 2613971 4531211 28149616411 28149417 A1 (0|41 1 14 316/ B 3a104
1141135215111 26/33114591211 38|14 9616411 28|1494/73/100/54141 014 39186|98(33(240
|14113521151[126/391145512/138/43616411 28149417911 D0|5414101439186|98133(240
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FIGURA 10: JANELA DE JUNGAO DE REGRAS MOSTRANDO O PROGRESSO DA EXECUCAO.

A implementacdo atual tem como critério de parada apenas o numero de
geragOes especificado pelo usudrio. Nenhum critério de término automdtico se mostrou
satisfatorio para indicar ao algoritmo quando parar. O percentual de acerto sempre sofre
alguma variagdo, mesmo depois de virias tentativas de execugdo por mais de 2000
geracOes. Apds cerca de 50 a 250 geracoes (dependendo do tamanho da populagdo e do
conjunto de dados), a taxa de acerto manteve-se em uma média mais estdvel, apesar de

continuar variando a cada geracio.
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As sec¢des a seguir mostram como a ferramenta se saiu ao ser comparada com
outros classificadores em diversos conjuntos de dados. A Secdo 5.1 explica a metodologia
empregada e a Secdo 5.2 dd informagdes sobre os conjuntos de dados. A Se¢do 5.3 da

informagdes bdsicas sobre os outros algoritmos e a Se¢do 5.4 mostra os resultados obtidos.

5.1. Metodologia empregada

A fim de tornar comparagdes mais precisas, 0s mesmos dados de treinamento ¢
de teste de [Lim et al 1999] foram usados. Para obter a maior fidelidade possivel nas
comparagdes, a mesma metodologia de afericdo da taxa de acerto foi aplicada. No trabalho
de [Lim et al 1999], 33 algoritmos classificadores diferentes (detalhados na Se¢do 5.3)
foram comparados em 32 tarefas de classificacao com dominios variados. As comparagoes
se baseiam na precisdo de classificacao nos dados de teste, na velocidade de execugdo e no

nimero de regras, no caso de algoritmos que geram regras para classificagao.

A metodologia usada em [Lim et al 1999] para medir o grau de precisdo de um
classificador em um conjunto de dados € baseada no percentual de classificagoes incorretas
nos conjuntos de dados de teste. O valor usado nas comparagoes € o percentual total de

erros, ou taxa de erro. A metodologia para determinar este valor € a seguinte:

e Para conjuntos de dados grandes (com mais de 1000 exemplos de teste), o conjunto de
dados de teste (que ndo foi usado pelo classificador) € usado para medir a precisdo do

classificador.

e Para conjuntos de dados menores, a taxa de erros de classificagdo ¢ medida usando-se o
procedimento chamado de valida¢do cruzada ou “ten-fold cross validation”, mostrado

abaixo:

e Os dados originais sao divididos em 10 subconjuntos distintos, sem exemplos em
comum. Cada um dos subconjuntos contém aproximadamente a mesma propor¢ao

de exemplos de cada classe do conjunto original.

55



s

e Para cada subconjunto, um classificador € criado usando-se como dados de
treinamento os outros 9 subconjuntos. O classificador gerado é entdo avaliado
usando-se como teste o subconjunto nado incluido nos dados de treinamento,

resultando em uma taxa de erro parcial.

e A taxa de erro € obtida pela média de todas as 10 estimativas dos subconjuntos.

Além da estimativa ou taxa de erro, outra medida importante € a margem de

erro, dada por:

1/ p(1-p)/n

onde p € a estimativa de erro para o conjunto de dados analisado e n € o numero
de exemplos de treinamento. O resultado de um classificador € considerado proximo ao
melhor de todos se a diferenga absoluta entre as taxas de erro é menor do que o valor da

margem de erro [Lim et al 1999].

5.2. Dados usados nos experimentos

Os conjuntos de dados analisados pertencem a 16 dominios diferentes, sendo 14

deles obtidos de casos reais e 2 gerados artificialmente.

Para aumentar a quantidade de dados analisados e também testar os algoritmos
quanto a presen¢a de ruido, para cada dominio foi criado um outro conjunto com todos os
dados do conjunto original, cada um acrescido de alguns atributos semelhantes mas com
valores aleatdrios. Os conjuntos de dados acrescidos de ruido sdo diferenciados pela

presenca do sinal “+” apés o nome abreviado.
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Uma breve descricdo dos dados e suas caracteristicas sdo dadas na Tabela 3.
Informacoes mais detalhadas e referéncias sobre a origem destes dados podem ser

encontrados em [Lim et al 1999].

Nome Tam. Classes Atrib. Atrib. Breve descri¢do do dominio

Continuos Discretos
bcw 683 2 9 Diagnéstico de Cancer no seio obtido da
bew+ 683 2 18 Universidade de Wisconsin
cme 1473 3 2 7 Escolha de método contraceptivo, dados obtidos
cmc+ 1473 3 8 7 de uma pesquisa com mulheres da indonésia
dna 2000 3 60 Diagndéstico de tipos de jungdes em sequéncias
dna+ 2000 3 80 de DNA
hea 270 2 7 6 Diagnodstico de doenga cardiaca, dados obtidos
hea+ 270 2 17 6 de Cleveland Clinic Foundation
bos 506 3 12 1 Analise do custo de vida nos suburbios de
bos+ 506 3 24 1 Boston
led 2000 10 7 ldentificacao de digitos pelos leds acesos
led+ 2000 10 24 (Dominio criado artificialmente)
bld 345 2 6 Diagndéstico de doencas de figado em homens
bld+ 345 2 15 via testes de sangue e consumo de alcool
pid 532 2 7 Diagndstico de diabetes de pacientes da India
pid+ 532 2 15 Diagnostico pelo estado psicologico + testes
sat 4435 6 36 Classificacdo de uma imagem de satélite, dadas
sat+ 4435 6 50 caracteristicas das regides vizinhas
seg 2310 7 19 Classificagao de fragmentos de imagens de
seg+ 2310 7 28 Outdoors
smo 1855 3 3 5 Previsdo da atitude de pessoas diante de
smo+ 1855 3 10 5 restrigbes a fumantes no local de trabalho.
thy 3772 3 6 15 Diagnostico de problemas na tiredide
thy+ 3772 3 10 25
veh 846 4 18 Classificagao de veiculos usando como dados
veh+ 846 4 30 as medidas da silhueta
vot 435 2 16 Classificag@o de um politico como republicano
vot+ 435 2 30 ou democrata de acordo com suas votagcdes
wav 600 3 21 Diferenciagédo entre 3 formatos de onda
wav+ 600 3 40 Dados criados artificialmente
tae 151 3 1 4 Avaliacao de professores assistentes, usando
tae+ 151 3 6 4 Como dados informacgdes sobre o curso

TABELA 3: BREVE EXPLICACAO SOBRE 0S CONJUNTOS DE DADOS ANALISADOS
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5.3. Algoritmos usados nas comparacoes

Esta secdo d4 apenas uma breve descricdo dos algoritmos usados nas
comparagdes feitas por [Lim et al 1999]. As referéncias indicadas contém dados mais
detalhados sobre cada algoritmo. Foram incluidos 22 algoritmos baseados em drvores de

decisdo, 9 algoritmos estatisticos e 2 algoritmos de redes neurais.

Arvores de Decisao:

e CART - Versao do algoritmo CART [Breiman et al 1984] tendo um critério especial de

escolha de atributos. Dois métodos de poda foram testados.

¢ Arvore S-Plus — variante do método CART escrito na linguagem S [Becker et al 1988].
E descrita em detalhes em [Clark & Pregibon 1993]

e (C4.5 — foi usada a release 8 [Quinlan 1993][Quinlan 1996], com valores padrio,
gerando drvores de decisdo e usando o programa do pacote para a geracdo de conjuntos

de regras.

e FACT - ¢ um algoritmo rapido de classificagdo, detalhado em [Loh & Vanichsetakul

1988]. Duas variantes foram testadas conforme o critério de escolha dos atributos.

e QUEST - este algoritmo € descrito em [Loh e Shih 1997]. Quatro varia¢des diferentes
foram testadas, conforme o critério de poda e escolha dos atributos. A versao usada foi

al.7.10.

e IND - este algoritmo é detalhado em [Buntine 1992]. A versdao usada € a 2.1, com

valores padrao. Quatro variagoes sdo analisadas.

e OC1 - Este algoritmo € detalhado em [Murthy, et al 1994]. Trés variagdes sdo

analisadas. A versdo usada nos testes foi a 3.

58



LMDT - detalhado em [Brodley & Utgoff 1995], usando os valores padrdo do

programa.

CALS - criado principalmente para valores numéricos, € detalhado em [Muller & -
Wysotzki 1994][ Muller & Wysotzki 1997]. Usou-se uma ferramenta do pacote para

encontrar os valores 6timos.

T1 - Arvore de decisdo baseada na escolha de apenas 1 atributo [Holte 1993].

Algoritmos Estatisticos

LDA — analise linear do discriminante. Foi usado o SAS PROC DISCRIM [SAS 1990]

com valores padrao.

QDA - andlise quadrdtica do discriminante. Foi usado o SAS PROC DISCRIM [SAS

1990] com valores padrao.

NN - Implementagdo do método do vizinho mais préximo do pacote SAS PROC

DISCRIM [SAS 1990].

LDA - Polytomous Logistic Regression [Agresti 1990]. Andlise logistica do

discriminante.

FDA - andlise flexivel do discriminante [Hastie et al 1994}]. Duas variacdes de

[Friedman 1991] foram analisadas.
PDA - trata-se de uma variante do algoritmo LDA mostrada em [Hastie et al 1995]

MDA - analise mista do discriminante. Implementada usando S-Plus e a biblioteca mda

[Hastie & Tibshirani 1996].
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POL - este é o algoritmo POLYCLASS, detalhado em [Kooperberg et al 1997].
Indicado por [Lim et al 1999] como um dos melhores de todos os algoritmos

analisados.

Redes Neurais

LVQ - Learning Vector Quantization, explicado detalhadamente em [Kohonen 1995]

RBF — Radial Basis Function Network implementada usando [Sarle 1994]. Mais
detalhes sobre o algoritmo em [Bishop 1995] e [Ripley 1996].
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5.4. Resultados obtidos

Tam. Tam. Resultados esperados | Resultados da |Pos. Tam. Margem Proéx.

Trein. Teste Classes |Melhor Pior  Default] Ferramenta Pop. Erro Melhor
bew 683 683 2 0,0278 0,0848 0,3500 0,0380 26,0 200 0,0063 Nao
bcw+ 683 683 2 0,0293 0,0760 0,3500 0,0446 13,0 200 0,0065 Nzo
cme 1473 1473 3 0,4340 0,6010 0,5730 0,4840 17,0 800" 0,0129 Nao |
cmc+ 1473 1473 3 0,4320 0,5770 0,5730 0,4880 15,0 800 0,0129 Nao
dna 2000 1186 3 0,0472 0,3790 0,4920 0,0523 10,0 2000 0,0062 Sim
dna+ 2000 1186 3 0,0438 0,3790 0,4920 0,0514 11,5 3500 0,0059 Nao
hea 270 270 2 0,1410 0,3410 0,4440 0,1790 10,0 800 0,0212 Nao
hea+ 270 270 2 0,1480 0,3110 0,4440 0,2074 20,0 900 0,0216 Nao
bos 506 506 3 0,2210 0,3140 0,6570 0,2660 25,5 1000 10,0184 Nao
bos+ 506 506 3 0,2250 0,4220 0,6570 0,2726 14,0 1000 0,0186 Nao
led 2000 4000 10 |0,2680 0,8160 0,8900 0,2670 1,0 600 0,0070 Sim
led+ 2000 4000 10 |0,2650 0,8130 0,8900 0,2760 11,0 1000 0,0070 Nao
bld 345 345 2 0,2790 0,4320 0,4190 0,2750 1,0 300 0,0241 Sim
bld+ 345 345 2 0,2860 0,4410 0,4190 0,3130 2,0 600 0,0243 Nao
pid 532 532 2 0,2210 0,3100 0,3333 0,2370 16,5 1000 0,0180 Sim
pid+ 532 532 2 0,2170 0,3180 0,3333 0,2620 28,0 1000 0,0179 Nao
sat 4435 2000 6 0,0980 0,4000 0,7650 0,1735 29,0 4000 0,0066 Nao
sat+ 4435 2000 6 0,1160 0,4100 0,7650 0,1950 29,0 4500 0,0072 Nao
seg 2310 2310 7 0,0221 0,5150 0,8570 0,1030 29,0 1000 0,0031 Nao
seg+ 2310 2310 7 0,0264 0,5740 0,8570 0,1120 29,0 1200 0,0033 Nao
smo 1855 1000 3 0,3040 0,4500 0,3050 0,3040 1,0 2000 0,0145 Sim
smo+ 1855 1000 3 0,3050 0,4500 0,3050 0,3090 18,0 2200 0,0146 Sim
thy 3772 3428 3 0,0055 0,8900 0,0729 0,0170 17,0 400 0,0013 Nao
thy+ 3772 3428 3 0,0047 0,8750 0,0729 0,0228 19,0 600 0,0012 Nao
veh 846 846 4 0,1450 0,4870 0,7390 0,3580 27,0 1000 0,0121 Nao
veh+ 846 846 4 0,1550 0,4870 0,7390 0,3450 27,0 1200 0,0124 Nao
vot 435 435 2 0,0364 0,0617 0,3860 0,0435 9,0 200 0,0231Sim
vot+ 435 435 2 0,0412 0,0662 0,3860 0,0460 16,0 200 0,0236 Sim
wav 600 3000 3 0,1510 0,4770 0,6667 0,2470 18,0 600 0,0065 Nao
wav+ 600 3000 3 0,1600 0,4660 0,6667 0,2690 24,0 1000 0,0067 Nao
tae 151 151 3 0,3250 0,6930 0,6560 0,5429 25,0 1500 0,0381 Nao
tae+ 151 151 3 0,4450 0,6960 0,6560 0,5350 19,0 1500 0,0404 Nao
Totais 0,2292 17,4 8

TABELA 4: RESULTADOS OBTIDOS E A COMPARACAO COM OS OUTROS CLASSIFICADORES
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Todos os testes foram feitos usando-se um Pentium’ 166Mhz com 80 Mb de
meméria RAM e Windows 95°. A plataforma e o equipamento sdo diferentes dos usados
em [Lim et al 1999], o que dificulta a comparacdo de tempo de execugdo com os outros

algoritmos.

A Tabela 4 mostra os resultados obtidos. A ferramenta foi testada em todos os
32 conjuntos de dados, obtendo uma média geral de taxa de erro igual a 0,2292.
Comparando-se este valor as médias de todos os outros 33 classificadores, o resultado
situa-se em 21 lugar. Segundo [Lim et al 1999] este resultado ndo é significativamente
diferente (considerando-se uma margem de 10%) do melhor dos 33 classificadores, que

chegou a uma estimativa de erro média de 0,195.

Em nenhum dos conjuntos de dados analisados a ferramenta obteve a pior
colocagdo. Além disto, sua precisao foi proxima ou equivalente ao melhor dos algoritmos
em 8 dos conjuntos de dados (dna, led, bld, pid, smo, smo+, vot ¢ vot+). Apenas
outros 12 algoritmos conseguiram desempenho préximo do ideal em 8 ou mais conjuntos

de dados.

A Tabela 5 mostra uma comparacdo da ferramenta com algoritmos baseados em
regras. Os dados ja mostrados na Tabela 4 foram omitidos, exceto os resultados da
Ferramenta, para facilitar a comparagdo. Na média o algoritmo ficou em 12° lugar, e
conseguiu desempenho proximo do ideal em 10 conjuntos de dados. Comparando as taxas
de erro, o algoritmo conseguiu a 15 colocacdo dentre os 22 algoritmos analisados. A média
do melhor algoritmo baseado em drvores, o QUEST (variante QLO), foi de 0,207. O C4.5

obteve média 0,220 contra 0,229 da ferramenta.

> Pentium é marca registrada da Intel
SWindows é marca registrada da Microsoft
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Resultados esperados | Resultados da [Pos. Margem Proéx.

Methor Pior  Defaultf Ferramenta Erro Melhor
bew 0,0308 0,0848 0,3500 0,0380 5,5 0,0066 Nao
bew+ 0,0293 0,0760 0,3500 0,0446 8,0 0,00865 Nao
cme  0,4400 0,5180 0,5730 0,4840 14,0 10,0129 Nao
cme+ 00,4450 0,5230 0,5730 0,4880 10,0 0,0129 Nao
dna 0,0472 0,3790 0,4920 0,0523 2,0 0,0062 Sim
dna+ 0,0489 0,3790 0,4920 0,0514 2,0 0,0063 Sim
hea 0,1480 0,2700 0,4440 0,1790 5,0 0,0216 Nao
hea+ 0,1480 0,2700 0,4440 0,2074 9,5 0,0216 Nao
bos 0,2210 0,2870 0,6570 0,2660 16,5 0,0184 Nao
bos+ 0,2250 0,3580 0,6570 0,2726 11,5 0,0186 Nao
led 0,2710 0,8160 0,8900 0,2670 1,0 0,0070 Sim
led+ 0,2660 0,8130 0,8900 0,2760 4,0 0,0070 Nao
bld 0,2790 0,4320 0,4190 0,2750 1,0 0,0241 Sim
bld+ 0,3130 0,4410 0,4190 0,3130 1,56 0,0250 Sim
pid 0,2210 0,3100 0,3333 0,2370 9,5 10,0180 Sim
pid+ 0,2210 0,3180 0,3333 0,2620 19,0 10,0180 Nao
sat 0,1380 0,4000 0,7650 0,1735 19,0 10,0077 Nao
sat+ 0,1400 0,4000 0,7650 0,1950 20,0 10,0078 Nao
seg 0,0247 0,3600 0,8570 0,1030 21,0 10,0032 Nao
seg+ 0,0264 0,3600 0,8570 0,1120 21,0 10,0033 Nao
smo (,3040 0,4500 0,3050 0,3040 1,5 0,0145 Sim
smo+ 0,3050 0,4500 0,3050 0,3090 16,0 0,0146 Sim
thy 0,0055 0,7260 0,0729 0,0170 16,0 10,0013 Nao
thy+ 0,0047 0,7500 0,0729 0,0228 18,5 0,0012 Nao
veh 0,2060 0,4870 0,7390 0,3580 19,0 0,0139 Nao
veh+ 0,2340 0,4870 0,7390 0,3450 19,0 0,0146 Nao
vot 0,3640 0,5800 0,3860 0,0435 6,5 0,0231 Sim
vot+ 0,4120 0,6620 0,3860 0,0460 12,0 10,0236 Sim
wav 0,1760 0,4770 0,6667 0,2470 8,0 0,0070 Nao
wav+ 0,1620 0,4290 0,6667 0,2690 15,0 0,0067 Nao
tae 0,3250 0,6930 0,6560 0,5429 18,0 0,0381 Nao
tae+ 0,4510 0,6960 0,6560 0,5350 - 11,0 0,0405 Nao
Totais 0,2292 11,3 10

TABELA 5: COMPARACAO COM OS OUTROS CLASSIFICADORES BASEADOS EM REGRAS
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Todos os testes usaram como padrdo a opcao de tentar usar todas as regras
geradas pelos algoritmos genéticos. Neste caso, o nimero de regras usadas em cada
conjunto de dados variou de 45 a 92 em quase todos os conjuntos analisados. Excecdes

ocorTeram nos seguintes casos especiais:

e nos conjuntos vot e vot+ foram necessdrias apenas 3 regras devido a grande

simplicidade dos dados.

e em conjuntos contendo enormes espagos de busca (como sat e dna) foram necessarias
de 197 a 337 regras, devido a grande quantidade de regras possiveis e a dificuldade de
classificag@o. Casos intermedidrios foram os conjuntos veh e wav, que precisaram de

102 a 123 regras.

Na maioria dos casos, 40 geragdes foram suficientes para chegar a um resultado
proximo do “ideal”, ou seja, quando a execu¢do por mais geragdes nao alterou
significativamente a precisdo do classificador (a taxa de acerto ndo variou mais do que 1%),
exceto em conjuntos de dados com um grande espago de busca como o dna. O nimero de
geracdes, escolhido manualmente, variou de 40 a 200, dependendo do dominio. Nos
experimentos realizados, o tempo de execugdo variou de 135 segundos (no caso do
conjunto 1ed, com um espaco de busca mintsculo, usando uma populagdo de 600 regras e
50 geragGes) até 3 horas no caso do conjunto dna+, devido ao seu tamanho (2,48x10%
combinagdes com 2000 exemplos de treinamento) e aos pardmetros usados (populacao de

1500 regras e 200 geragoes).

O tempo de execucdo € determinado principalmente pelo dominio (numero de
exemplos de treinamento e o ndmero de atributos continuos e discretos), nimero de
geracdes e tamanho da populac¢do. Se o usudrio ndo ficar satisfeito com o resultado obtido
até determinado momento, sempre ¢ possivel deixar o algoritmo sendo executado por mais

algumas geracdes para melhorar o resultado.
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Nao foram feitas tentativas de descobrir a melhor combinagdo de pardmetros
para cada conjunto de dados. O objetivo principal foi encontrar uma solu¢do nao muito
distante da que seria obtida pela combinacdo ideal, a0 mesmo tempo procurando minimizar
o tempo de execucdo. Os pardmetros usados com mais frequéncia sao mostrados nas

Figuras 7 e 8.

A andlise e os testes feitos até agora ja permitem tirar algumas conclusdes, e

indicam muitos caminhos para trabalhos futuros, como mostrado no préximo capitulo.
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6. Conclusoes

A criagdo de um ambiente de trabalho para o uso da ferramenta permitiu a
intervengao e andlise dos resultados em qualquer estdgio do processo. Estas caracteristicas
foram muito dGteis durante os testes para determinar o que era necessdrio para melhorar o

desempenho do classificador em cada um dos conjuntos de dados analisados.

A criagdo de um algoritmo genético por classe também resultou em grande
melhora no desempenho, especialmente em conjuntos de dados com um grande espaco de
busca. Isto se deve em grande parte a economia no tempo que foi gasto analisando regras

que ndo cobriam nenhum exemplo nos dados de treinamento.

Os experimentos mostraram que uma das etapas mais importante € o ajuste dos
pardmetros. Poucas combina¢des foram tentadas, indicando que a precisdo em muitos
conjuntos de dados ainda pode ser melhorada significativamente se melhores combinag¢oes
de pardmetros forem encontradas. Pardmetros bem escolhidos também reduzem o tempo

gasto pelo algoritmo.

Os critérios de ordenacgdo e selecdo para formar os conjuntos de regras tiveram
grande variagdo dependendo do dominio. Muitos dominios precisaram de escolhas
especificas para atingir um grau de precisdao adequado. Isto indica que seria uma boa
alternativa usar um outro algoritmo genético ou algum outro tipo de heuristica diferente da

citada na Sec¢ao 3.4 para agrupar as regras.

O compartilhamento de recursos no espago fenotipico teve um 6timo
desempenho e melhorou muito a efici€éncia em todos os casos. Esta operacdo forcou a

populag@o de regras a cobrir todos ou quase todos os exemplos de treinamento.

A média de erro da ferramenta nos conjuntos de dados analisados foi de 0,2292.

De acordo com [Lim et al 1999] este resultado ndo € significativamente diferente do melhor
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dos outros 33 classificadores. A precisdo na classificagdo nado teve diferengas significativas

entre as execugdes com 0s mesmos pardmetros no mesmo conjunto de dados.

A ferramenta apresentada mostrou-se capaz de tratar adequadamente conjuntos
de dados com e sem ruido, e ndo € afetada pela ordenagdo dos exemplos de treinamento. Os
resultados obtidos até agora mostram que a ferramenta € robusta e genérica, e pode ser
usada diretamente numa grande variedade de aplicacdes. Resultados parciais podem ser
obtidos a qualquer momento, e o usudrio pode escolher livremente quanto tempo deseja

gastar na busca de uma solugdo através da escotha do nimero de geragoes.

Muitas caracteristicas do algoritmo podem ser melhoradas para atingir
resultados melhores, como a inclusdo de novos operadores genéticos, ajuste automatico de

pardmetros e outros melhoramentos citados na sec¢do de trabalhos futuros.

6.1. Trabalhos futuros

Ha diversas partes da ferramenta que podem ser melhoradas, em diversos

aspectos. Os principais melhoramentos propostos distribuem-se pelas seguintes dreas:

Agrupamento das regras

e Criar um critério de término confidvel que ndo dependa do usudrio.

e Testar e comparar outras heuristicas para a ordena¢ao e escolha das regras

que fardo parte do classificador (Se¢do 3.4).

e Criar outro algoritmo genético para buscar conjuntos de regras. Neste caso
pode-se usar heuristicas para criar uma boa populagado inicial, e também €

possivel intercalar a execu¢ao dos algoritmos que buscam as regras com a
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busca de conjuntos de regras usando as melhores regras das populacdes

assim que forem surgindo.

Unir técnicas de jungao de regras de outros algoritmos, como a heuristica do
Algoritmo CN2 [Clark & Nibblet 1989], que buscam uma regra por vez e
excluem os exemplos cobertos pelas regras ja usadas. Isto implica em
recalcular a fun¢do de aptidao dos individuos restantes a cada regra

adicionada, o que torna a montagem do classificador muito mais lenta.

Busca de regras com Algoritmos Genéticos

Tornar os parametros do algoritmo auto-ajustdveis, testando valores de
estudos sobre casos genéricos [Spears 1995] [Canti-Paz 2000] [Horn, Deb
& Goldberg 1994]. Pode-se procurar métricas € analisar caracteristicas da
populagdo, a fim de determinar quais parametros precisam ser modificados a

cada geracao.

Usar outros métodos de formacdao de nichos [Watson 1998], também no

espago fenotipico.

Implementar outros critérios de término para os algoritmos genéticos de cada

classe, a fim de tornar a ferramenta mais automatizada.

Adaptar a ferramenta para execucdo em vdrios processadores [Freitas &

Lavington 1998].

Qutros trabalhos futuros relacionados

Analisar detalhadamente o tempo de execucdo do algoritmo em comparagdo
com os outros em [Lim et al 1999] e também seu comportamento em

conjuntos de dados maiores.
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Usar as regras encontradas para outras aplicagdes de mineragdo de dados,

como descobrir regras "interessantes" [Noda, Freitas & Lopes 1999].

Andlise tedrica do método de formagdo de nichos utilizado, de forma similar

a [Horn, Deb & Goldberg 1994].

Determinar em que tipos de dominio a Ferramenta se sai melhor, através da
andlise das caracteristicas dos conjuntos de dados e a comparacdo de seus

resultados com outras ferramentas.
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