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RESUMO 

As imagens LANDSAT possuem resolução espacial e temporal compatíveis 
que permitem a detecção de alterações no uso da terra no curso de vários anos. 
Nessa tese foi desenvolvido um método que permite fazer a análise de uma série 
anual de imagens, bem como a comparação interanual para a detecção de alterações 
nas áreas de cultivo. Foi feita a limiarização das imagens do Índice de vegetação por 
Diferença Normalizada (NDVI) pelo método de Otsu para análise das alterações da 
fenologia nos alvos agrícolas. O resultado desta etapa é uma série de imagens 
binárias para cada ano estudado no período de 2013 a 2015 para os meses de maio 
a dezembro. As imagens binárias foram combinadas, formando uma nova imagem de 
oito bits para cada ano. A classificação das imagens multitemporais de cada ano foi 
feita com o emprego de dois métodos. No primeiro através da classificação não 
supervisionada (Clusters) que gerou três imagens, uma para cada ano. Essas 
imagens foram então comparadas por um método desenvolvido nesse trabalho 
chamado Análise de Detecção de Mudanças Interanuais (ADMI). No segundo método 
foi feita combinação das três imagens multitemporais, uma em cada canal RGB, 
resultando uma imagem colorida que foi classificada de forma supervisionada pelos 
métodos da Mínima Distância Euclidiana e pela Máxima Verossimilhança. Os 
resultados mostraram que a codificação binária do índice NDVI permite descrever os 
ciclos de cultivo ao longo do ano e detectar alterações interanuais. O método 
desenvolvido nesse trabalho denominado Análise de Detecção de Mudanças 
Interanuais (ADMI), permitiu analisar a variação do uso da terra nas áreas estudadas 
para os três anos através da codificação das imagens multitemporais classificadas.  

 
Palavras-chave: Detecção de alterações, Codificação binária, NDVI, SAVI, 

Limiarização de imagens. 
 



 

  

ABSTRACT 

 
 LANDSAT images have high spatial and time resolution which allows 
performing land use change detection along many years. In this thesis a method has 
been developed which allows analyzing a series of annual images, as well as 
comparing inter-annual ones for change detection in croplands. The Normalized 
Difference of Vegetation Index (NDVI) was computed for each image and they were 
thresholded by the Otsu Method for the analysis of the phenology of the agricultural 
land target. The results of that stage are a series of binary images for each year 
including the months between May through December for 2013 to 2015. The binary 
images were combined, building a new 8 bits image for each year. The classification 
of the multi-temporal images of each year was made using two methods. This first one 
was the unsupervised classification (based on the use of clustering algorithms) which 
generated three images, one for each year. They were then compared through a 
method developed in this work called Inter-annual Detection Change Analysis (ADMI 
– Análise de Detecção de Mudanças Interanuais). In the second method the three 
multi-temporal images were combined as single channels of a RGB image, resulting 
in a color image which was classified with the supervised methods of the minimum 
Euclidean distance and the maximum likelihood. The results have shown that the 
binary coding of NDVI index allows describing the growing stages of vegetation along 
the year and detecting inter-annual changes. The method developed in the present 
work called Inter-annual Detection Change Analysis (ADMI – Análise de Detecção de 
Mudanças Interanuais) allowed analyzing the land use variations in the areas in the 
three years period. 
 

Key-words: Change detection; Binary coding, NDVI; SAVI; Thresholding of 
the images. 
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1. INTRODUÇÃO  

 

Áreas agrícolas são altamente dinâmicas e têm variações fenológicas com 

estágios diferentes de crescimento ou de manejo. A dinâmica é ainda maior quando 

os campos agrícolas são submetidos a rodízio de culturas por práticas 

conservacionistas ou de uso diferenciados. A rotação de culturas objetiva não só 

intercalar as culturas, mas também os herbicidas aplicados. Ela também promove a 

absorção de nutrientes e a distribuição radicular ao longo do perfil em camadas 

diferentes. Isto tem consequências na produtividade e preservação dos solos. 

O sensoriamento remoto é uma ferramenta fundamental para o estudo de 

áreas agrícolas. Através do uso de uma imagem multiespectral é possível estimar a 

área coberta por diferentes culturas em uma determinada data, analisando as 

diferenças na resposta espectral das mesmas. Comparando duas imagens de uma 

mesma área para um mesmo mês em anos diferentes é possível determinar as 

alterações sofridas entre os anos. 

Porém, as áreas agrícolas não se diferenciam apenas pelas diferenças 

espectrais entre culturas ou fases de crescimento. Algumas culturas apresentam 

grande dinâmica temporal como característica, além das práticas de rotação que 

podem imprimir uma dinâmica particular à cobertura do solo. Se, em termos espectrais 

algumas espécies vegetais são similares, muitas vezes estas mesmas espécies 

podem ser diferenciadas devido a seus diferentes ciclos de crescimento, culturas de 

verão, culturas anuais, espécies perenes. Para estudar esta dinâmica, torna-se 

necessário analisar uma série de imagens que cobre diferentes fases do ciclo de cada 

cultura, obtidas ao longo do ano, o que gera uma grande quantidade de dados a serem 

processados, podendo ser estendida a vários anos ou safras. As imagens de satélite 

LANDSAT são uma das mais importantes fontes de dados para o estudo da evolução 

de diferentes tipos de cobertura do uso do solo, devido à vasta quantidade de imagens 

disponíveis no seu acervo histórico que é disponibilizado de forma gratuita. O acervo 

LANDSAT coloca à disposição imagens com um intervalo de tempo que permite a 

análise das variações do uso do solo ao longo de anos e décadas. Isso se deve às 

passagens na mesma órbita e ponto que ocorrem a cada 16 dias para os satélites 

LANDSAT 7 e LANDSAT 8. Com a combinação das imagens geradas pelos dois 

satélites a resolução temporal foi reduzida para 8 dias melhorando as condições de 

manipulação das imagens.  
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A resolução espacial de 30m das imagens LANDSAT é considerada 

adequada para trabalhos que visam o estudo de detecção de alterações em áreas 

agrícolas e florestais para longos períodos, anos ou décadas. O trabalho de Zhu e 

Woodcock (2014) descreve que atualmente estão sendo desenvolvidos novos 

algoritmos de detecção de alterações usando imagens LANDSAT, de pelo menos uma 

data por ano para encontrar mudanças no uso do solo, necessitando que as imagens 

sejam de uma mesma época do ano para minimizar as influências de diferença de 

fenologia e ângulo do sol. 

O problema abordado nesta pesquisa é verificar e determinar as alterações 

em talhões de culturas agrícolas analisando longas séries temporais de imagens 

LANDSAT. Para isto, o crescimento da vegetação, descrito pelo índice de vegetação 

é monitorado usando a codificação binária da série de dados. O trabalho se 

desenvolveu em uma área de agricultura onde as principais culturas são algodão, e 

soja, sendo que em alguns casos estas culturas são as únicas cultivadas ao longo do 

ano e em alguns casos é feita a rotação de ambas. A hipótese a ser verificada no 

trabalho é que o ciclo de culturas e as alterações na cobertura do solo ao longo do 

tempo podem ser representados com a codificação binária de uma longa série de 

imagens LANDSAT. 

 

1.1 OBJETIVOS 

 

1.1.1 Objetivo principal 

 

Desenvolver um modelo de detecção de mudanças empregando imagens 

LANDSAT para determinar e comparar as assinaturas espectrais de duas culturas 

agrícolas (algodão e soja) além da rotação entre as mesmas. 

 

1.1.2. Objetivos específicos 

 

a) Desenvolver um método de codificação binária para análise multitemporal; 

b) Avaliar o uso dos índices de vegetação NDVI e SAVI para a codificação 

binária; 

c) Avaliar a capacidade de detectar diferenças nos ciclos de culturas com uma 

série temporal de imagens; 
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d) Comparar cinco métodos de classificação para as imagens codificadas 

utilizando o índice de vegetação NDVI.  

 

1.2 APLICAÇÕES 

 

As áreas agrícolas podem ser monitoradas por imagens de satélite, pois cada 

alvo apresenta características físicas que mudam sua resposta espectral. O 

monitoramento da agricultura em áreas de intensa exploração visa o 

acompanhamento das mesmas em função das principais características do solo 

(fertilidade e textura), das culturas implementadas a cada ciclo ou ano agrícola. O 

monitoramento das áreas cultivadas permite que o produtor tenha as informações da 

distribuição das culturas no espaço e no tempo, o que possibilita a tomada de decisão 

quanto ao uso para as próximas safras, através da integração com banco de dados 

implantados em Sistemas de Informação Geográfica. 

O uso dessas informações pode ser feito também por cooperativas, órgãos de 

fomento agrícola, bem como a fiscalização pelas agências reguladoras e 

financiadoras. Outra finalidade importante corresponde à verificação do intervalo de 

tempo necessário para o vazio sanitário obrigatório, como é o caso da cultura do 

algodão. Como o método proposto é feito por sensoriamento remoto, a visita em 

campo se restringe a uma permanência menor ou feita por amostragem não 

necessitando se percorrer uma área de grandes dimensões o que torna a aplicação 

útil como é o caso da região estudada.  

A agricultura pode ser monitorada de forma periódica e repetitiva através de 

imagens de sensoriamento remoto que permitem verificar com qualidade a dinâmica 

do ciclo natural das diferentes espécies cultivadas. Para isso é necessário conhecer 

não somente a assinatura espectral das espécies, como também as relações entre as 

propriedades físicas e morfológicas de um dossel agrícola, em função de seu 

desenvolvimento. O conhecimento do calendário agrícola e do clima local é primordial 

para a identificação do desenvolvimento de cada espécie estudada visando conhecer 

e identificar as mudanças ocorridas. Assim, é possível usar imagens de satélite em 

diferentes datas para monitorar o ciclo vegetativo de cada cultura e as mudanças no 

uso da terra.  

Conforme Singh (1989), as detecções de alterações são úteis em diversas 

aplicações, entre elas, o monitoramento da agricultura, a avaliação do desmatamento, 
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o estudo de mudanças na fenologia da vegetação, mudanças sazonais na produção 

de pastagens, avaliação de danos por pragas, detecção do stress das culturas e 

outras mudanças ambientais. Dessa maneira é possível implementar um modelo de 

detecção contínua que permita fazer o monitoramento do uso de solo em lavouras 

usando imagens de sensoriamento remoto.  
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2. REVISÃO DE LITERATURA 

 

O sensoriamento remoto é uma fonte de dados com informações atualizadas 

de cobertura da terra, tendo a detecção de alterações se tornado uma grande 

aplicação devido à cobertura repetitiva em intervalos de tempo curtos e pela qualidade 

da imagem (MAS, 1999). Uma das principais contribuições do sensoriamento remoto 

para o monitoramento e gerenciamento ambiental é a possibilidade de efetuar estudos 

comparativos de imagens obtidas em datas diferentes, estudos multitemporais. Dentro 

desta atividade ganha destaque o programa LANDSAT por oferecer um rico acervo 

histórico de imagens desde os anos 70, fonte de dados que permite analisar 

alterações temporais, para um grande período se comparada com as imagens de alta 

resolução espacial que podem ser adquiridas atualmente.  

De acordo com Coppin et al. (2004), as técnicas baseadas em análise de 

dados multitemporais e multiespectrais provenientes de sensores orbitais têm 

demonstrado potencial como um meio para detectar, identificar e monitorar as 

alterações do ecossistema independentemente de seus agentes causais.  

Mas (1999) também destaca que a utilização de séries temporais de 

sensoriamento remoto é afetada pelas mudanças nos valores de radiância e radiação 

causada por fatores tais como diferenças nas condições atmosféricas, na umidade do 

solo e em ângulos solares, entretanto relata que pode ser extremamente difícil obter 

dados multitemporais da mesma época do ano, particularmente nas regiões tropicais, 

onde a cobertura de nuvens é comum, sendo necessário trabalhar com imagens de 

anos diferentes para um mesmo período.  

Trabalhando em áreas agrícolas, Portillo (2008), descreve que os dados 

obtidos em sensoriamento remoto são instrumentos de grande utilidade para obtenção 

de informações em relação ao uso da terra, especialmente em rotação de culturas, 

devido os mesmos possuírem uma cobertura sinóptica e repetitiva. O autor destaca 

que a análise multitemporal de uma área agrícola numa dada época permite obter 

uma série histórica que facilita a identificação dos alvos nas imagens de satélite. Para 

tanto é importante que se considere o número de imagens e a data das mesmas no 

momento da escolha.  

Na região do semiárido do nordeste brasileiro, Batista (2011) trabalhou com a 

detecção de mudanças empregando imagens multitemporais do satélite LANDSAT 5 
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TM obtendo bons resultados com baixo custo. O trabalho permitiu detectar a dinâmica 

da cobertura e uso do solo, tanto sazonais como anuais. 

De acordo com Chen (2008), a comparação entre imagens multitemporais 

deve partir de uma série de procedimentos que consiste em: pré-processamento 

(correção geométrica e radiométrica), comparação pixel-pixel e limiarização da 

imagem para posterior análise (FIGURA 1). 

 

  
FIGURA 1 - ESQUEMA DAS ETAPAS PARA PREPARO DAS IMAGENS QUE PERMITE 

OBSERVAR O PADRÃO DE DETECÇÃO DE MUDANÇA 
 

 
 

FONTE: adaptado de Chen (2008). 

 

A comparação descrita por Chen (2008) visa produzir uma imagem adicional 

onde as diferenças entre as duas imagens adquiridas podem ser destacadas por meio 

de operadores matemáticos diferentes escolhidos partindo de diferentes técnicas. O 

processo de comparação de imagens obtidas em datas diferentes passa então pelos 

seguintes passos: 

a) Seleção das imagens; 

b) Correção radiométrica; 

c) Correção geométrica; 

d) Comparação das imagens (detecção de alterações); 
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2.1 CORREÇÃO RADIOMÉTRICA 

 

Os dados espectrais registados pelos sensores orbitais são influenciados por 

uma variedade de fatores relacionados com a cena observada. Entre eles podem-se 

incluir os efeitos de absorção e espalhamento atmosférico, além de variações 

causadas pela iluminação da geometria entre o sensor e o alvo tornando as imagens 

sem utilidade para uso do estudo de variações, necessitando que seja feita uma 

correção radiométrica (FRANKLIN e GILES, 1995). 

Chander et al. (2009), descrevem que a capacidade de detectar e quantificar 

as mudanças no ambiente terrestre varia em função dos tipos de sensores que 

devidamente calibrados podem fornecer medidas consistentes partindo dos dados 

coletados. O mesmo autor destaca que uma proposta para a correção radiométrica se 

faz pela conversão do nível de cinza (NC) em cada pixel para radiância, que pode ser 

calculada para os sensores LANDSAT pela Equação 1 descrita abaixo. 

  

  𝐿𝜆 =  〈
𝐿𝑀𝐴𝑋− 𝐿𝑀𝐼𝑁

255
〉 𝑋 𝑁𝐶 +  𝐿𝑀𝐼𝑁                          (1) 

 

 Onde: 

 LMAX e LMIN: são as constantes de calibração de cada banda nos 

sensores; 

 NC é o nível de cinza. 

 

A correção atmosférica pode ser realizada partindo de diversas metodologias. 

Uma delas é através da utilização do LANDSAT Ecosystem Disturbance Adaptive 

(LEDAPS) como ferramenta, descrito em (Masek et al., 2006; Vermote et al., 1997) 

em que os valores brutos do contador digital são convertidos em reflectância de 

superfície (SR) e Brilho Temperatura (BT). De acordo com Chander et al. (2009) é 

possível reduzir a variabilidade do registro de energia para uma determinada cena 

através da conversão da radiância espectral no sensor (Lλ) para reflectância 

estratosférica (ρ) no topo da atmosfera, como é demonstrado na Equação 2. 

 

  ρ = π* L * D2 / (ESUN* cos(θ) )           (2) 
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Onde: 

ρ  - reflectância monocromática (adimensional); 

ESUN  - irradiância solar exoatmosférica média (W. m-2. mm-1); 

D - distância sol-terra (unidade astronômica); 

Θ - ângulo solar zenital (graus). 

 

2.1.1 Redução do espalhamento atmosférico 

 

Segundo Chavez Jr. (1988), existem vários métodos para eliminar os efeitos 

da dispersão atmosférica, incluindo a técnica conhecida como subtração de objeto 

escuro (Dark Object Subtraction - DOS). Essa técnica se caracteriza pela correção 

usando o NC (nível de cinza) estimando o espalhamento atmosférico para as bandas, 

partindo de um modelo que utiliza como valor de entrada o espalhamento de apenas 

uma banda.  Esse método assume que existe uma alta probabilidade de existir pelo 

menos, alguns pixels pretos (0% de reflectância) em uma imagem em função da 

existência de sombras devido à topografia ou nuvens na imagem. Teoricamente não 

é detectada qualquer radiação nesses locais de sombra, e um valor para o nível de 

cinza (NC) igual a zero pode ser atribuído. No entanto, devido ao espalhamento 

atmosférico, essas áreas sombreadas não serão completamente escuras, com maior 

interferência nos comprimentos de onda mais curtos. Dessa forma é necessário que 

o nível de cinza deva ser subtraído para remover o espalhamento de primeira ordem. 

Chavez Jr. (1988) argumenta que não é adequado subtrair os valores mínimos 

encontrados em cada banda da imagem porque estes valores podem superestimar a 

correção nas demais bandas. Dessa forma, o autor propõe um modelo para o cálculo 

do espalhamento em cada banda, partindo apenas do valor do nível de cinza de menor 

frequência encontrada na banda com menor comprimento de onda, permitindo 

identificar a condição atmosférica presente no momento da obtenção da imagem.  

Dessa maneira, o nível de cinza do pixel mais escuro permite classificar a 

condição atmosférica da obtenção da imagem em: muito limpa até opaca. Partindo do 

modelo de espalhamento relativo, é possível calcular o espalhamento em cada banda 

espectral. 

 

2.2 CORREÇÃO GEOMÉTRICA 

 



21 
 

  

As imagens de satélite são obtidas com erros sistemáticos provenientes do 

processo de aquisição. Essas distorções, segundo Silva et al. (2012) são devido à 

plataforma do satélite (velocidade, altitude e posição), ao instrumento, ao tipo de 

sensor (varredura mecânica ou eletrônica) e ao modelo da Terra. A correção 

geométrica permite a redução desses erros. No caso do presente estudo, que se trata 

de uma avaliação multitemporal, o registro deve ser feito com outras imagens, pois 

permite interpretar a resposta espectral de uma série para uma mesma posição no 

espaço. 

 A função dos algoritmos de correção geométrica é reorganizar os pixels da 

imagem em relação a um determinado sistema de projeção cartográfica (NOVO, 

2010). Na correção geométrica são empregados os dados do cabeçalho da imagem 

referentes às efemérides da trajetória do sensor orbital (fornecidos), que são 

associados com pontos de apoio medidos no terreno.  

 

2.2.1 Correção com pontos de apoio 

 

Uma correção geométrica mais acurada é obtida com ajuda de informação 

local, com pontos de apoio. De acordo com Lee et al. (2012) os pontos de apoio são 

feições homólogas identificáveis no terreno e na imagem, com coordenadas 

conhecidas na imagem e no sistema de referência adotado. A distribuição adequada 

dos mesmos deve considerar as distorções que podem existir nas imagens orbitais e 

as transformações geométricas usadas nessas. 

No caso do registro de imagens, os pontos de apoio são pontos visíveis e 

positivamente identificáveis nas duas imagens. Assim sendo, estes pontos têm 

coordenadas conhecidas na imagem a ser corrigida (ou ajustada) e na imagem de 

referência.  

O modelo polinomial de primeira ordem, descrito pelas equações 3 e 4, pode 

ser aplicado no registro de imagens LANDSAT, pois as imagens, obtidas pelo mesmo 

sensor, possuem geometria muito similar, são obtidas de locais muito próximos à 

mesma altura, sendo necessário apenas um ajuste fino. 

 

   𝑐 = 𝑎0 + a1x + a2y                (3) 

 

   𝑙 = 𝑎′
0 + a’1x + a’2y                (4) 



22 
 

  

 

Onde:  

𝑐;  𝑙 = são as coordenadas no sistema de referência (extraídas da imagem 

base); 

X, Y = são as coordenadas da imagem bruta;a1, a2, a’1, a’2, 𝑎0; 𝑎′
0 = são os 

parâmetros de transformação a serem determinados, mediante o 

cálculo de ajustamento pelo método dos mínimos quadrados. 

2.2.2 Reamostragem  

 

A imagem corrigida é construída aplicando o mapeamento inverso. Para isto 

é criada uma imagem de saída vazia. Esta imagem é varrida sistematicamente e para 

cada um de seus pixels é calculada a posição correspondente na imagem de entrada. 

Como as novas coordenadas calculadas geralmente não correspondem a números 

inteiros há necessidade de se fazer a interpolação, o que se conhece como 

reamostragem. Os métodos mais conhecidos são:  vizinho mais próximo, bilinear e 

convolução cúbica. 

No método do vizinho mais próximo, é atribuído ao pixel da imagem 

transformada o nível de cinza do pixel mais próximo. O valor do nível de cinza do pixel 

mais próximo apenas é transferido da imagem original para a imagem de saída.   

  No método da Interpolação bilinear são utilizados os valores dos quatro 

pixels vizinhos mais próximos à posição calculada do pixel na imagem original. Com 

eles são feitas duas interpolações lineares ao longo das linhas e uma ao longo das 

colunas, o que permite calcular um valor ponderado em função da distância do ponto 

aos quatro vizinhos. Segundo Novo (2010), a vantagem desse método de 

reamostragem em relação ao método vizinho mais próximo é a maior precisão e o 

desaparecimento de descontinuidades.  

O método da convolução cúbica é o mais complexo, pois são utilizados 16 

pixels (vizinhança 4x4), para determinar o valor do pixel reamostrado. Este modelo 

utiliza uma aproximação polinomial cúbica para interpolar os valores digitais, a 

reamostragem é feita por uma função polinomial em cada direção (X, Y) baseada nos 

valores da imagem original. 
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 2.2.3 Avaliação do produto  

 

Após a aplicação do modelo de transformação geométrica aos pontos de 

apoio é possível avaliar a qualidade do modelo analisando a diferença entre os valores 

preditos (c’,l’) e os medidos (c,l) . Dessa forma os resíduos podem ser checados, 

sendo o primeiro dado pela diferença em colunas (c’ - c) e o segundo pela diferença 

em linhas (l’ - l). A diferença total, ou distância entre o ponto lido e o ponto predito, 

leva em conta as duas direções e é calculada como é expresso na Equação 5 (IBGE, 

2001).  

 

  𝐷𝑖𝑓 =  √(𝑐′ − 𝑐)2 + (𝑙′ − 𝑙)2               (5) 

 

Conforme IBGE (2001), os resíduos calculados para cada ponto de apoio são 

muito úteis para avaliar a transformação. Esses parâmetros expressos em pixels são 

ainda importantes indicativos da acurácia da transformação, pois revelam a diferença 

entre o valor correto e o valor calculado. Um valor representativo para todo o conjunto 

de n pontos pode ser obtido aplicando o conceito de Root Mean Square Error (RMSE), 

mostrado na Equação 6. 

 

𝑅𝑀𝑆𝐸 =  ∑ √(𝐷𝑖𝑓𝑖)2𝑛
𝑖=1              (6) 

  

Em uma situação ideal, a diferença entre os valores modelados e os 

observados deve ser baixo (RMSE) para que a correção geométrica seja considerada 

aceitável. Geralmente se objetiva obter valores abaixo de um pixel. 

 

2.3 MÉTODOS DE DETECÇÃO DE ALTERAÇÕES  

 

Uma variedade de técnicas de detecção de mudanças são propostas dentro 

do escopo do sensoriamento remoto, algumas delas serão descritas a seguir, 

concentrando-se nos métodos baseados em pixel, que são geralmente usados 

quando se trata imagens LANDSAT de média resolução espacial. Na literatura 

também são encontradas diversas compilações e revisões de literatura a respeito 

deste tema como, por exemplo, Singh (1989). Este autor classifica os métodos de 
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detecção de alterações baseada em pixel em duas grandes classes: a) comparação 

de duas imagens temáticas obtidas independentemente e b) comparação direta das 

imagens originais em duas datas. Um estudo similar, considerando imagens de 

satélite pode também ser encontrado em Coppin e Bauer (1996). Deer (1999) 

considera uma nova categoria onde podem ser enquadrados métodos mais recentes 

como aqueles baseados em sistemas especialistas, lógica fuzzy e redes neurais, e 

onde também podem ser incluídos aqueles baseados na segmentação ou objeto. A 

oferta de levantamentos bibliográficos é vasta na literatura, o que comprova o alto 

interesse científico que o tema provoca, por exemplo Ashok (2014) ou Radke et al. 

(2005).  

 Seguindo a classificação clássica apresentada por Singh (1989) e Lu et al. 

(2003), os métodos mais tradicionais podem ser divididos em: 

 

a) Comparação Pós-classificação:  

a. Classificação supervisionada independente; 

b. Classificação não supervisionada; 

c. Classificação com algoritmo de maximização do valor esperado (EM). 

b) Comparação direta das imagens originais: 

a. Operações aritméticas (diferença, razão de bandas); 

b. Método de regressão; 

c. Análise do vetor de mudança; 

d. Subtração do fundo; 

e. Métodos de uso conjunto de todas as bandas: 

i. Método de componentes principais; 

ii. Tasseled cap; 

iii. Gramm-Schmidt; 

iv. Agrupamento. 

c) Método de mistura espectral e outros. 

 

Outros métodos são listados em Lu et al. (2003). Estes métodos serão 

suscintamente apresentados a seguir, para fundamentar a escolha do método usado 

neste trabalho. 
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2.3.1 Comparação Pós-classificação:  

 

Neste conjunto de métodos cada imagem é tratada independentemente como 

um problema de classificação. Assim, todas as bandas de interesse são usadas para 

produzir um mapa temático da data correspondente. Quando se lida com duas datas, 

então duas imagens temáticas serão obtidas independentemente. Recomenda-se 

usar o mesmo método de classificação para as duas imagens, para evitar erros 

sistemáticos que dependam do método. A classificação supervisionada é a mais 

usada, por exemplo, com o método da Máxima Verossimilhança Gaussiana, ou 

também, com as Redes Neurais Artificiais. 

Uma variação consiste em executar a classificação não supervisionada de 

cada imagem e comparar os resultados dos dois agrupamentos.   

A detecção “EM” é um método baseado em classificação usando um algoritmo 

de maximização do valor esperado que analisa a probabilidade conjunta a priori da 

ocorrência das duas classes nas datas diferentes. Estas probabilidades são estimadas 

a partir das imagens temáticas (LU et al., 2003). 

 

2.3.2 Comparação direta das imagens originais: 

 

Este grupo de métodos tem como característica o fato de comparar 

diretamente as imagens originais, não o produto de uma classificação. As imagens 

obtidas em duas datas na mesma banda espectral são confrontadas para detectar 

diferenças entre as mesmas que indicariam mudanças na cobertura da Terra.  

A maneira mais simples de comparar duas imagens (At imagem na data t e 

A0 imagem de referência) é através de operações aritméticas entre bandas. Estas 

operações podem ser a diferença, conforme descrito na Equação 7, onde k é uma 

constante para produzir valores positivos (SINGH, 1989). Se não houve mudanças ao 

longo do tempo, então o valor resultante será nulo. Valores altos caracterizam 

alterações espectrais. 

 

C = At – A0 + k        (7) 

 

Ou a razão entre bandas, segundo a Equação 8. Se os valores digitais das 

duas imagens são similares, a razão entre bandas teria valores próximos da unidade. 
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C = At / A0 + k        (8) 

 

Uma vez calculado o resultado, nos dois casos, o problema final é delimitar a 

fronteira entre “alteração” e não alteração, o que é feito por limiarização (Equação 9). 

SE C(i,j) > T   ENTÃO  alteração 

CASO CONTRÁRIO    não alteração   (9) 

 

A análise do vetor de mudança é uma extensão do método da diferença para 

mais de uma faixa espectral. Quando se dispõe de mais de uma banda espectral, uma 

imagem multiespectral com N-bandas, é possível calcular a diferença em cada banda 

segundo a Equação 3, do que resultariam N imagens de diferença. Estas diferenças 

podem ser agrupadas em um vetor V, segundo a Equação 10.  

 

V = [Ct1 Ct2 Ct3 … CtN]      (10) 

 

Este vetor fornece duas informações a respeito das alterações. A primeira é 

traduzida pela norma do vetor, que indica a intensidade da alteração em cada pixel. A 

direção do vetor informa a respeito da natureza da alteração, pois é altamente 

influenciada pelas bandas selecionadas e da maneira em que o valor do pixel foi 

alterado em cada uma delas. 

No método da regressão, parte-se da suposição de que, se não ocorrem 

alterações ao longo do tempo, as imagens de duas datas diferentes serão altamente 

correlacionadas e podem ser descritas por uma relação linear, como na Equação 11. 

 

At  = a* A0 + b       (11) 

 

Os valores dos parâmetros do modelo linear são obtidos pelo método dos 

mínimos quadrados, o que permite obter uma estimativa da imagem no tempo t como 

indica a Equação 12. 

 

Ât  = a* A0+ b       (12) 
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As diferenças temporais serão caracterizadas por grandes diferenças entre o 

valor previsto e o observado como mostra a Equação 13. 

 

C = At  - Ât        (13) 

 

Aqui, novamente, é necessário aplicar um limiar para caracterizar diferenças 

significativas. 

Em teoria, áreas que não sofrem alterações temporais têm valores digitais 

muito próximos do fundo. Estas variações podem ser aproximadas por uma imagem 

de fundo obtida, por exemplo, aplicando um filtro passa-baixas à imagem original. 

Uma nova imagem é produzida através da subtração da imagem de fundo da imagem 

analisada (COPPIN e BAUER, 1996). 

 

2.3.3 Métodos de uso conjunto de todas as imagens 

 

Neste grupo de técnicas, todas as bandas de duas imagens multiespectrais 

são combinadas para produzir uma única imagem, com o dobro de bandas espectrais. 

Esta nova imagem combinada é então analisada. 

Uma das opções é aplicar a transformação das componentes principais a este 

conjunto. A transformação das componentes principais assume que existe grande 

correlação entre as bandas espectrais próximas. Considerando o espaço formado 

pelo conjunto de bandas originais, a transformação das componentes principais 

consiste em aplicar uma transformação de rotação a este sistema para obter um novo 

sistema no qual as novas bandas tenham correlação mínima. Uma análise cuidadosa 

das imagens resultantes é efetuada para detectar as alterações, visto que elas podem 

estar visíveis em componentes de ordem maior. De acordo com Mas (1999), a 

informação que é comum às duas bandas será mapeada para a primeira componente 

principal e a informação que é única para qualquer uma das duas bandas (as 

alterações) é mapeada para as componentes de ordem maior. Um exemplo de 

aplicação é encontrado em Richards (1984). Uma abordagem similar foi proposta com 

base na transformação tasseled cap e pode ser vista em Coppin et al. (1999). Uma 

abordagem similar se baseia na transformação Gramm-Schmidt transforma os vetores 

originais para um espaço ortogonal onde as diferenças são evidenciadas. 
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 Uma solução mais simples, porém, trabalhosa em termos computacionais, é 

aplicar métodos de agrupamento ao conjunto de todas as bandas com a finalidade de 

encontrar regiões, ou clusters, associados a mudanças nas leituras digitais das 

bandas. É também possível efetuar a classificação supervisionada espectro-temporal, 

delimitando áreas de treinamento nas regiões de mudança (ROBERTS et al.,1997).  

 

2.3.4 Composição multitemporal de três datas 

 

A maioria dos estudos descritos acima utilizam duas datas para detectar 

alterações. Porém, o estudo também pode ser estendido a três datas fazendo a 

composição multitemporal das imagens. Conforme Batista (2011) a detecção de 

mudanças por composição multitemporal consiste na combinação RGB das datas 

analisadas colocando cada uma em um canal separadamente, resultando uma 

composição colorida cujas cores que podem ser relacionadas com as diferenças entre 

datas. Como resultado as cores são produtos das combinações RGB de cores que 

representam cada data. Essa técnica permite o uso de imagens multitemporais 

empregando o Índice de Vegetação por Diferença Normalizada (NDVI) ou o Índice de 

Vegetação Ajustado para o Solo (SAVI) para observar as mudanças em áreas de 

floresta e agricultura, permitindo analisar o comportamento temporal das mesmas. 

De acordo com Kiel (2008), nas áreas onde ocorre as transformações é que 

se concentram as discrepâncias estatísticas em relação às que ficam inalteradas, ou 

com poucas mudanças. Uma desvantagem da classificação desse tipo de imagem 

multitemporal é devido à equivalência encontrada entre as feições espectrais e 

temporais, que a princípio podem parecer inseparáveis exigindo muito conhecimento 

de campo do analista para com as cenas que poderá incluir vários estágios e sistemas 

lógicos de decisão (COPPIN et al., 2004). 

 

2.3.5 Discussão  

 

Os métodos supracitados partem geralmente da premissa de que duas datas 

serão confrontadas para detectar as alterações e diferenças. Porém, estes métodos 

não são facilmente adaptáveis para seu uso com uma quantidade maior de datas. O 

método de composição multitemporal pode ser ampliado a mais do que três datas, 

formando uma imagem hipertemporal. O problema, neste caso, é caracterizar as 
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diferenças, visto que não é possível visualizar na tela do computador mais do que três 

datas simultaneamente.  

Técnicas de agrupamento poderiam ser aplicadas a este novo conjunto de 

dados, porém, os agrupamentos resultantes seriam difíceis de interpretar, 

considerando a grande quantidade de possíveis combinações.  

O método das componentes principais seria uma opção viável, uma vez que 

a informação comum estaria representada na primeira componente e as diferenças 

enfatizadas em outras de ordem maior. O problema é que, em se tratando de um 

grande número de imagens, as componentes a serem analisadas são muitas. 

Neste sentido, novos métodos são necessários para aproveitar a riqueza do 

acervo de imagens hoje disponíveis, que refletem a evolução temporal com detalhe 

ao longo de décadas.  

 

2.3.6 Detecção de alterações de forma contínua (CCDC)  

 

Uma metodologia proposta para o estudo de alterações da cobertura ao longo 

do tempo de forma contínua é apresentada, por exemplo, em Zhu e Woodcock (2014), 

onde desenvolveram um método que consiste na detecção de alterações de forma 

contínua com a comparação de previsões feitas empregando um modelo baseado em 

observações isentas de nuvens. Teoricamente, uma única comparação entre duas 

datas diferentes seria suficiente para a detecção de mudanças. No entanto, não há 

precisão suficiente, pois há interferência devido à presença de nuvens, sombras, 

neve, neblina, fumaça, além de mudanças na umidade do solo que podem levar a 

inúmeros erros de falsos positivos na detecção de mudanças quando se utiliza uma 

única data para comparação. Os mesmos autores descrevem que o modelo de séries 

temporais do algoritmo CCDC deve conter 4 coeficientes e 12 “observações claras” 

(três vezes o número de coeficientes). A razão para escolher três observações isenta 

de nuvens, é que o algoritmo de CCDC utiliza três observações consecutivas para 

determinar se um pixel é alterado ou não, sendo suficiente para que o modelo de 

séries temporais possa responder se houve mudança. 

De acordo com os autores esses algoritmos ainda têm limitações relacionadas 

à seleção de imagens LANDSAT ideais, como por exemplo, a necessidade das 

imagens serem de uma mesma época do ano para minimizar as influências de 
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diferença de fenologia e ângulo do sol. Podemos de um modo geral dividir as 

alterações em:  

 

a) Mudança intra-anual (FIGURA 2A), causada por uma vegetação com 

fenologia impulsionada por padrões sazonais de fatores ambientais 

como temperatura e precipitação;  

b) Mudança inter-anual gradual (FIGURA 2B), causada pela diferença 

entre os volumes pluviométricos entre os anos, o crescimento da 

vegetação ou mudança gradual no uso da terra com gestão ou 

degradação dos solos; 

c)  Mudança abrupta (FIGURA 2C), causada pelo desmatamento, 

inundações, incêndios, insetos, urbanização, etc. 

 

O modelo de série temporal contém componentes de sazonalidade, 

tendência, e quebras que capturam todas as três categorias de mudança de superfície 

(Equação 14). Os coeficientes do modelo são estimados pelo Ordinary Least Squares 

(OLS), método considerado rápido, com base no restante das “observações claras” 

do satélite LANDSAT.  

 

 𝜌(𝑖, 𝑥)𝑂𝐿𝑆 =  𝑎0,𝑖 +  𝑎1,𝑖 cos (
2𝜋

𝑇
 𝑋) + 𝑏1,𝑖𝑠𝑒𝑛 (

2𝜋

𝑇
𝑋) + 𝑐1,𝑖𝑋 (14) 

 

{𝑇𝑘−1
∗ < 𝑋 ≤ 𝑇𝑘

∗} 

 

Onde: 

 X - Data juliana; 

 I - Banda do LANDSAT; 

 T - Número de dias por ano (T = 365); 

 aO,i - Coeficiente de valor global para a banda LANDSAT; 

 a1,i;b1,i - Coeficientes de variação intra-anual para a banda LANDSAT; 

 c1,i - Coeficiente de variação inter-anual para a banda LANDSAT; 

 T*
k - Pontos de interrupção “KTH”; 

 ρ(i,x)OLS − Valor previsto para a banda LANDSAT na data Juliana “X”. 
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As figuras expressam as curvas espectrais de alvos na banda 5 do satélite 

LANDSAT representadas pela superfície de reflectância em seis datas diferentes de 

uma série temporal. 

 

FIGURA 2 - TRÊS CATEGORIAS DE MUDANÇA NA SUPERFÍCIE TERRESTRE MOSTRADOS NA 
BANDA 5 ATRAVÉS DA REFLECTÂNCIA DE SUPERFÍCIE: (1) MUDANÇA INTRA-ANUAL (OU 

SAZONALIDADE) (FIG. A); (2) MUDANÇA INTER-ANUAL (OU TENDÊNCIA) (FIG. B); E (3) 
MUDANÇA ABRUPTA (OU PAUSA) (FIG. C) 

 

  

 
 

FONTE: Zhu e Woodcock (2014). 

 

Com base em estudos anteriores, Zhu e Woodcock (2014), descrevem que a 

mudança identificada em três datas sucessivas foi a que apresentou os melhores 

resultados. Portanto, pixels que mostram a mudança para uma ou duas vezes 

consecutivas será sinalizado como "possível mudança" e se uma terceira mudança 

consecutiva é encontrada, o pixel é atribuído à classe "mudança".  Para detectar um 

tipo de mudança de cobertura do uso do solo, por exemplo, alterações em floresta, 

um só índice de mudança com um limite fixo é suficiente. Entretanto para encontrar 

vários tipos de mudanças de cobertura do uso do solo, é preciso usar mais de uma 

banda espectral simultaneamente. Além disso, o limite para a mudança pode definir 

também a distinção para diferentes tipos de mudanças de cobertura do uso do solo. 

Portanto, o algoritmo CCDC usa todas as bandas espectrais do satélite LANDSAT 
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uma data referência com um limiar (ajustado para cada pixel individual) visando 

detectar diversas mudanças nos tipos de cobertura do solo.  

Segundo os autores, o método OLS (Equação 14) é aplicado a todas as sete 

bandas do LANDSAT e por meio do erro quadrático médio são calculadas a diferença 

normalizada entre as observações e as previsões do modelo. São usadas três vezes 

o erro quadrático médio, devido ao fato dos sinais espectrais normalmente desviarem 

do modelo de previsão quando a alteração da cobertura de uso do solo ocorre.  

O princípio básico da classificação do uso do solo é que diferentes classes de 

cobertura terão formas diferentes para a série temporal estimada no modelo. A 

FIGURA 3 ilustra os modelos de série temporal estimado para dois tipos diferentes de 

mudanças (floresta e agricultura) que ocorreram na área de estudo. 

 

FIGURA 3 - EXEMPLOS DOS MODELOS ESTIMADOS DE SÉRIES TEMPORAIS PARA TODAS AS 
SETE BANDAS DO LANDSAT PARA DETECÇÃO DA COBERTURA COMPARANDO FLORESTA E 

AGRICULTURA 
 

 
 

FONTE: Zhu e Woodcock (2014). 

 

2.4 LIMIARIZAÇÃO DE IMAGENS 

 

Nos estudos de análise temporal por comparação de imagens, geralmente é 

derivada uma imagem contendo as supostas alterações ou diferenças entre as 

imagens. As diferenças pequenas não podem ser consideradas necessariamente 

alterações na cobertura da Terra. Elas podem decorrer de diferenças de iluminação 

ou até de pequenas variações no histograma das imagens. Por este motivo, a imagem 

de diferenças é analisada segundo a intensidade do valor da diferença, sendo 

binarizada em duas classes, “alteração” e “não alteração”, usando um limiar.  

O limiar pode ser determinado pelo usuário, analisando o histograma da 

imagem de diferença e escolhendo o valor mais apropriado, geralmente detectando 
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um vale no histograma que separa valores altos (mudança) de valores baixos (não 

mudança). Este Limiar também pode ser obtido automaticamente, o que simplifica o 

trabalho, aplicando um método de limiarização automático. Neste trabalho, o Método 

de Otsu foi selecionado e é descrito a seguir. 

De acordo com Marques Filho e Vieira Neto (1999), a limiarização consiste na 

separação em duas classes (fundo e objeto), partindo de uma imagem ou parte da 

mesma, produzindo uma imagem binária de saída (binarização). Para executar a 

limiarização, o método mais comum é aquele que faz a bipartição do histograma, que 

irá converter os pixels onde o nível de cinza será maior ou igual a um valor de limiar 

determinado.  

 

2.4.1 Método Otsu 

 

De acordo com Otsu (1979), esse é um método automático não paramétrico 

e não supervisionado de seleção de um limiar ótimo que permite separar uma imagem 

em duas classes, tendo como principais vantagens sua simplicidade e podendo ser 

empregado em histogramas unimodais, bimodais ou multimodais, abrangendo um 

vasto leque de aplicações sem supervisão no processo de decisão.  

De acordo com Lopes (2003), esse método baseia-se na análise 

discriminante. A operação de limiarização é considerada como sendo o 

particionamento dos pixels de uma imagem com “l” níveis de cinza. Conforme Sahoo 

et al. (1988), um limiar ótimo pode ser calculado através da maximização de uma das 

seguintes funções critérios (Equações 15, 16 e 17):  

 

𝜑 =  
𝜎𝐵

2

𝜎𝑤
2         (15) 

 

𝜂 =  
𝜎𝐵

2

𝜎𝑡
2        (16) 

 

𝐾 =  
𝜎𝑡

2

𝜎𝑤
2         (17) 
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Onde: 

 

𝜎𝑤
2  Variância dentro da classe; 

𝜎𝐵
2 Variância entre as classes; 

𝜎𝑡
2 Variância total. 

 

 Das três funções critérios acima, η é a mais simples, logo, o limiar ótimo 

pode ser obtido encontrando o valor “t” que maximiza a função η.   

 

Onde: 

 

𝜎𝑡
2 =  ∑(𝑖 − 𝜇𝑡)2

𝐺−1

𝑖=0

𝑝𝑖 

 

𝜇𝑡 =  ∑ 𝑖𝑃𝑖

𝑙−1

𝑖=0

 

 

𝜎𝐵
2 =  𝜔0𝜔1(𝜇1𝜇0)2 

 

𝜔̅0 =  ∑ 𝑃𝑖

𝑡

𝑖=0

 

 

𝜔̅1 = 1 −  𝜔̅0 

 

𝜇1 =  
𝜇𝑇 − 𝜇𝑖

1 −  𝜇0
 

 

𝜇0 =  
𝜇𝑖

𝜔̅0
 

 

𝜇𝑖 = ∑ 𝑖𝑃𝑖

𝑡

𝑖=0
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𝑃𝑖 =  
𝑛𝑖

𝑛
 

 

Onde ni é o número de pixels com nível de cinza i e “n” é o número total de 

pixels de uma dada imagem definida como: 

 

𝑛 =  ∑ 𝑛𝑖

𝑙−1

𝑖=0

 

 

Também pode-se dizer que Pi é a probabilidade da ocorrência do nível de 

cinza i. 

O método de Otsu como proposto disponibiliza meios para se analisar outros 

aspectos além da seleção de um limiar ótimo para uma dada imagem. Para a seleção 

do limiar t de uma dada imagem, a classe de probabilidades ω0 e ω1 indicam as 

porções das áreas ocupadas pelas classes C0 e C1. As médias de classes µ0 e µ1 

servem como estimativa dos níveis médios das classes na imagem original em níveis 

de cinza. Além disso, o valor máximo de η, denotado por ηmax, pode ser utilizado como 

medida de separação das classes C0 e C1 na imagem original ou na bimodalidade do 

histograma. 

 

2.5 MONITORAMENTO TEMPORAL DE ÁREAS AGRÍCOLAS 

 

Em áreas agrícolas os principais alvos encontrados são: vegetação, solos e 

água. Por este motivo faz-se a seguir uma breve apresentação das características 

espectrais destes alvos. 

 

2.5.1 Vegetação 

 

A reflectância na vegetação varia em função de cada espécie vegetal, do 

estágio fenológico, dos aspectos sanitários e de condições adversas do clima, tendo 

a seca como a mais importante em nosso ambiente. De acordo com Moreira (2000), 

geralmente a vegetação verde sadia apresenta um comportamento muito próximo do 

padrão de resposta de suas folhas. 
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O processo de reflexão da radiação eletromagnética em uma folha verde 

sadia pode ser representado por uma curva chamada “Curva do Fator de Reflectância 

Direcional-Hemisférica”. De acordo com Ponzoni e Shimabukuro (2009) essa curva é 

influenciada pelo teor de umidade nas folhas para cada espécie vegetal. A curva de 

reflectância característica de uma folha verde sadia é mostrada na FIGURA 4. 

 

FIGURA 4 - CURVA DE REFLECTÂNCIA TÍPICA DE UMA FOLHA VERDE. 
 

 
 

FONTE: Novo (1989). 

 

Na região do infravermelho próximo, valores altos de reflectância são 

observados para a vegetação sadia. Conforme Ponzoni e Shimabukuro (2009), esses 

valores são maiores ainda quando se observa a vegetação em uma imagem de 

satélite, devido ao efeito das camadas múltiplas. No infravermelho próximo pode-se 

verificar que parte da porção de radiação eletromagnética que atravessa 

integralmente a camada superior de folhas, ao atingir a segunda camada, pode ser 

refletida e em direção ao sensor, aumentado assim o total de energia vista desde o 

espaço. 

 

2.5.2 Solo 

 

De acordo com Baumgardner et al. (1986) a característica da radiação 

eletromagnética refletida por um determinado solo depende da natureza de sua 
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superfície, da intensidade e da qualidade espectral da radiação incidente sobre o 

mesmo. A superfície do solo pode ser refletida pela incidência da luz solar direta, dos 

poros, além da radiação térmica proveniente do entorno.  

Chuvieco (1990) descreve que o solo apresenta um comportamento espectral 

uniforme nas regiões do visível e infravermelho próximo, com uma curva espectral 

plana e ascendente diferente do que ocorre com a vegetação. O mesmo autor destaca 

que a estrutura superficial do solo interfere na resposta espectral devido às variações 

inerentes ao conteúdo de umidade e sombreamento e que os principais fatores que 

afetam o comportamento espectral do solo são: textura, estrutura e composição 

química, nesse caso sendo primordial o teor de matéria orgânica. 

A composição do solo origina mudanças espectrais, devido aos materiais 

presentes no mesmo. Por exemplo, o aumento do teor de matéria orgânica diminui a 

reflectância, sendo que acima de 2% de matéria orgânica há um mascaramento de 

outras propriedades espectrais dos solos. O melhor nível de matéria orgânica é 

discriminado no visível e no infravermelho próximo até 1,2 µm. Os minerais interferem 

na granulometria e na coloração.  

De acordo com Moreira (2000), tem-se como propriedades intrínsecas do 

solo: a textura, a mineralogia, a presença de óxidos de ferro e o conteúdo de matéria 

orgânica. Dessas propriedades, a textura é aquela com maior ligação com a 

reflectância, pois está muito relacionada com a umidade. Os solos de textura arenosa 

sendo bem drenados (menor retenção de água) possuem reflectância mais alta. Os 

solos mal drenados de textura argilosa geralmente apresentam reflectância menor. 
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FIGURA 5 – CURVAS ESPECTRAIS DEALGUNS TIPOS DE SOLOS. 
 

 
 

FONTE: Demattê et al. (2005). 
 

2.5.3 Água 

 

Outro componente presente na atividade agrícola é a água. No estado líquido 

e limpa, a absorção da radiação eletromagnética é máxima e a reflectância é baixa na 

faixa entre 380 nm e 700 nm. No estado gasoso, ocorre maior absorção nas faixas 

acima de 1.300 nm, enquanto no estado sólido a absorção se dá na faixa de 1.200 nm 

a 2500 nm. (NOVO, 2010).  

 

2.6 ÍNDICES DE VEGETAÇÃO  

 

Com base nas características espectrais dos alvos mais frequentes em cenas 

naturais de áreas agrícolas, fica evidente que a vegetação é caracterizada por alta 

reflectância no infravermelho próximo e baixa reflectância na região do visível. Isto 

permite discriminar a vegetação em relação aos outros alvos, como mostra a TABELA 

1. Além disso, um fato marcante é que a vegetação sadia apresenta alta diferença de 

reflectância entre o vermelho e infravermelho. Esta diferença tende a cair quando a 

vegetação sofre algum tipo de estresse, pois a produção de clorofila diminui e o pico 

de absorção do vermelho decresce. 
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TABELA 1 - COMPARAÇÃO DA VARIAÇÃO ESPECTRAL DE ALVOS NAS REGIÕES DO VISÍVEL, 
INFRAVERMELHO PRÓXIMO E MÉDIO. 

 

Faixa espectral 
 

Vísível Infravermelho 
próximo 

Infravermelho médio 

Vegetação sadia Baixa Alta Baixa / média 

Solos Baixa Alta / Média Baixa / média 

Água Baixa Nula Nula 

  FONTE: o autor (2017). 

 

Este fato levou à proposta de índices espectrais que salientassem esta 

diferença, os índices de vegetação. Epiphanio et al. (1996), define os índices de 

vegetação como transformações lineares entre bandas do espectro eletromagnético, 

especialmente o vermelho e infravermelho próximo devido a essas duas conter mais 

de 90% da resposta espectral da vegetação. 

Os índices de vegetação são valores que permitem relacionar parâmetros 

biofísicos e características da vegetação, por exemplo, podendo estimar o Índice De 

Área Foliar (IAF), a biomassa vegetal, produtividade e atividade fotossintética 

(HUETE, 1988). Os valores obtidos pelo IAF, SAVI e NDVI estão diretamente ligados 

à disponibilidade de água no perfil do solo (LEDA et al. 2016). De acordo com 

Daughtry et al. (1984), pode-se afirmar que o NDVI e o IAF são altamente 

correlacionados quando comparadas variáveis biofísicas e características espectrais 

entre as culturas de algodão e soja. 

De acordo com Moreira (2000), a combinação de duas ou mais bandas 

espectrais, quando usada para analisar a vegetação, melhora a interpretação dos 

dados, por meio do uso de valores espectrais como: voltagem de saída do sensor, 

radiância, nível de cinza e reflectância. O mesmo autor cita (Jackson e Huete, 1991; 

Huete,1996) ressaltando que a importância para caracterizar um índice de vegetação 

é que o mesmo possa ser usado sem restrição a determinada região (espaço) ou 

período (tempo), podendo responder a pequenas variações no estado fenológico da 

vegetação, além de não ser fortemente influenciado por variações nas condições e 

tipos de solo, na geometria de iluminação e visada e nas condições atmosféricas 

De acordo com Portillo (2008), os índices de vegetação necessitam 

reconhecer os parâmetros biofísicos, sofrendo pouca influência do ângulo de 

inclinação solar, ângulo de visada e efeitos atmosféricos. O emprego dos índices de 
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vegetação pode fornecer dados da cena agrícola quanto ao desenvolvimento das 

culturas, porém não identificam a natureza das variações ocorridas ao longo do ciclo 

agrícola como é o caso da rotação de culturas. 

Com relação à influência da atmosfera, o espalhamento atmosférico aumenta 

do infravermelho próximo para o visível quanto à contribuição aditiva, tendo ação 

contrária com o efeito subtrativo da absorção atmosférica maior para a faixa do 

infravermelho próximo. Os elementos que mais afetam no cálculo dos índices de 

vegetação na faixa de 600 a 1100 nm são o oxigênio (O2) próximo de 760 nm e da 

água sob vapor (H2O) em torno de 940 nm (GAO et al. 1993). 

 

2.6.1 Índice de Vegetação da razão simples (Simple Ratio - SR) 

 

De acordo com Ponzoni e Shimabukuro (2009), esse índice foi o primeiro a 

ser usado. É calculado pela razão entre os valores da região do infravermelho próximo 

pelos valores da região do vermelho, segundo a Equação 17 descrita abaixo.  

 

  SR = ρIVP / ρv          (17) 

 

Onde:  

ρIVP – reflectância na banda do infravermelho próximo; 

ρV – reflectância na banda do vermelho. 

 

A grande desvantagem desse índice é que em regiões com alta densidade de 

vegetação, os valores de radiação eletromagnética refletida referente à região do 

vermelho se aproximam de valores muito pequenos aumentando sem limites o valor 

final desse índice. 

 

2.6.2 Índice de Vegetação por Diferença Normalizada (NDVI)  

 

É considerado o índice de vegetação mais conhecido e utilizado. Rouse et al. 

(1973) descrevem o NDVI (Normalized Difference Vegetation Index) como sendo a 

razão entre a diferença da medida da reflectância nas bandas do infravermelho 

próximo e vermelho e a soma desses canais (Equação 18), sendo que o valor obtido 

pode variar de -1 a +1. 
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NDVI = (IVP - V) / (IVP + V)      (18) 

 

 Onde:  

 IVP - reflectância na banda do infravermelho próximo; 

 V    - reflectância na banda do vermelho. 

 

De acordo com Rosendo (2005), os valores de NDVI próximos de 1, 

representam uma vegetação mais densa e vigorosa enquanto para valores iguais ou 

próximos de zero (0), indicam superfícies não vegetadas ou com vegetação 

estressada. 

Ponzoni e Shimabukuro (2009), descrevem que o NDVI permite comparações 

inter-anuais ou medir a sazonalidade de uma determinada espécie vegetal através da 

análise da fenologia, estágio de crescimento, pico vegetativo, alterações fisiológicas 

nas folhas e senescência.  

Para Jensen (2005) a importância desse índice além das comparações da 

sazonalidade da vegetação, é que o mesmo possibilita a redução de ruídos presentes 

nas imagens, tais como: sombras de nuvens, variações topográficas e diferença de 

iluminação solar. 

O método NDVI apresenta como vantagens: a facilidade de cálculo e a grande 

aceitação em estudos anteriores, o que estabelece o mesmo como um padrão para 

estudos de uso do solo, seja para imagens de baixa ou média resolução espacial 

(CIHLAR, 2000) 

Uma vegetação sadia, em pleno crescimento ativo, com elevado vigor, tem 

baixa refletância na faixa do vermelho e alta refletância no infravermelho próximo 

apresentando um alto valor de NDVI.   

De acordo com Thenkabail et al. (2000), através do uso do NDVI é possível 

caracterizar as variáveis biofísicas agrícolas, especialmente a biomassa e o índice de 

área foliar (IAF). Wang et al. (2005) demonstram que quando o IAF atinge um pico 

máximo, há uma queda na correlação entre esse índice e o NDVI devido à saturação 

do último. O intervalo dinâmico do NDVI é ampliado sob condições de biomassa em 

baixos níveis, sendo comprimido em condições de alta biomassa especialmente em 

áreas de florestas. 
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2.6.3 Índice de Vegetação Ajustado para o Solo (SAVI)  

 

De acordo com Huete (1988), o brilho refletido pelo solo influencia de forma 

significativa no cálculo dos índices de vegetação em função do espectro de radiação 

proveniente de dosséis vegetais esparsos, com 50% de cobertura verde em relação 

ao solo. Essa influência é maior principalmente em substratos de solos escuros, sendo 

um fator que propicia um aumento no valor de índices de vegetação como o NDVI. 

Para minimizar as influências do solo na caracterização do dossel das plantas, o autor 

desenvolveu o SAVI (Soil-Adjusted Vegetation Index). Dessa forma, introduz-se uma 

constante “L” que tem a função de minimizar o efeito do solo no resultado final do 

índice, sendo estimada a partir de medições experimentais da refletância, calculada 

para as bandas do infravermelho próximo e do vermelho na cultura do algodão e da 

pastagem. A Equação 19 expressa o cálculo do SAVI. 

 

 SAVI = (1+L)*(IVP - V) / (IVP + V + L)             (19) 

 

Onde:  

IVP - reflectância na banda do infravermelho próximo; 

V    - reflectância na banda do vermelho; 

L - constante que minimiza o efeito do solo, que pode variar de 0 a 1 (TABELA 2). 

 

TABELA 2 - VALORES ÓTIMOS DA CONSTANTE “L” EM FUNÇÃO DA 
DENSIDADE DE VEGETAÇÃO 
 

Densidade de vegetação 
na superfície 

 

Valor da constante “L” 

Baixa 1 

Média 0,5 

Alta 0,25 

FONTE: Huete (1988). 

 

2.6.4 Índice de Vegetação Realçado (EVI) 
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De acordo com Risso et al. (2012), o EVI foi proposto a partir da combinação 

de outros dois índices de vegetação: o Índice de Vegetação Ajustado Para o Solo 

(SAVI) e o Índice de Vegetação Resistente à Atmosfera (ARVI).  

Esse índice apresenta uma melhor sensibilidade para monitoramento em 

áreas com elevada quantidade de biomassa e maior vegetação permitindo uma 

dissociação do dossel em relação ao sinal de fundo, além de uma redução na 

influência atmosférica (SILVEIRA et al., 2008). O EVI é calculado pela Equação 20. 

 

 EVI = G [(IVP - v) / (IVP + c1 x v- c2 x A + L) ]  (20) 

 

Onde: 

IVP, v e A são os fatores de reflectância bidirecionais de superfície nas 

bandas do infravermelho próximo, do vermelho e do azul, respectivamente;  

G é o fator de ganho que corresponde a 2,5;  

C1 é o coeficiente de correção dos efeitos atmosféricos para a banda do 

vermelho com valor de 6; 

C2 é o coeficiente de correção dos efeitos atmosféricos para a banda do azul 

cujo valor é igual a 7,5; 

L é o fator de correção para a interferência do solo, igual a 1.  

 

De acordo com Risso et. al. (2012) os coeficientes C1 e C2 podem ser 

alterados de acordo com as condições regionais. 

 

2.6.5 Índice de Área Foliar (IAF) 

 

O Índice de Área Foliar (IAF) é um índice biofísico definido pela razão entre a 

área foliar total de uma vegetação por unidade de área associada ao solo utilizada por 

esta vegetação (ALLEN et al., 2002). 

De acordo com Leda et al. (2016), o IAF é um subproduto do NDVI e SAVI, 

sendo que o mesmo apresenta valores menores no período seco e valores maiores 

no período úmido. Quando o IAF é utilizado em conjunto com o SAVI, é possível obter 

a modelagem de parâmetros biofísicos das plantas, como a área foliar, biomassa e 

porcentagem de cobertura do solo (EPIPHANIO et al., 1996). 

Abaixo temos a Equação 22 que descreve o IAF. 
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𝐼𝐴𝐹 = −
ln(

0,69−𝑆𝐴𝑉𝐼

0,59
)

0,91
                    (22) 

 

De acordo com Leda et al. (2016), a relação entre o SAVI e o IAF pode variar 

com a localização e tipo de cultura. O valor máximo para o IAF é 6 (seis), que equivale 

a um SAVI máximo de 0,687, que se passado desse valor ocorre a “saturação” do 

SAVI não havendo mais alteração significante nos valores. 
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3. ÁREA DE ESTUDO  

 

A área de estudo compreende três propriedades rurais do Grupo JPupin 

localizadas no município de Campo Verde-MT. As mesmas estão divididas em: 

Fazenda Marabá, Fazenda Manacá e Fazenda Eldorado (as duas últimas são áreas 

contíguas). As coordenadas e altitude na sede de cada fazenda estão descritas na 

TABELA 3.  

 

TABELA 3 - COORDENADAS UTM E ALTITUDE MÉDIA NAS SEDES DAS PROPRIEDADES 
ESTUDADAS  
 

Propriedade Coordenadas UTM da sede  Altitude na 
sede (m) 

 

Faz. Marabá E 701257,5 m  

N 8310646,2 m 

  

672 

Faz. Manacá  E 709927,1 m  

N 8326471,6 m 

  

743 

FONTE: Grupo JPUPIN (2016). 

 

O município de Campo Verde pertence à microrregião de Primavera do Leste 

e da mesorregião Sudeste do Mato Grosso (FIGURA 6). A área total do município é 

de 4.782 km2, com população estimada em 38.814 habitantes (IBGE, 2016). 

As duas culturas estudadas foram algodão e soja. No caso do algodão, o 

município se destaca na produção dessa cultura em nível nacional sendo que os 

dados segundo o IBGE (2016), para a safra do ano de 2015 correspondem à produção 

de 337 mil toneladas (algodão em caroço), tendo uma área plantada de 81.996 

hectares e produtividade média de 4.110 kg/ha, ou seja, muito maior que a média do 

estado e correspondendo ao município aproximadamente 15% da produção do estado 

de Mato Grosso. De acordo com a Prefeitura Municipal de Campo Verde, a produção 

de soja para a safra 2015/2016 foi de 594 mil toneladas, com uma área plantada de 

aproximadamente 180 mil hectares e produtividade média de 3.300 kg/ha.  
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FIGURA 6 - LOCALIZAÇÃO DO MUNICÍPIO DE CAMPO VERDE NO  
ESTADO DE MATO GROSSO. 

 

 

FONTE: O autor (2017). 

 

O clima do município é do tipo Aw – Tropical de Savana, segundo a 

classificação climática de Koeppen. O mesmo apresenta uma estação chuvosa no 

verão, de novembro a abril, e nítida estação seca no inverno, de maio a outubro (julho 

é o mês mais seco). A temperatura média do mês mais frio é superior a 18ºC. As 

precipitações são superiores a 750 mm anuais, atingindo até 1800 mm. Na TABELA 

4 são apresentadas as médias de precipitação em mm de cada mês nos anos de 2013 

a 2015, período do estudo, além da média de precipitação acumulada para cada ano. 

Como as demais áreas, fazenda Manacá e Eldorado estão próximas (20km), podemos 

adotar esses valores como referência para as mesmas. 

Os solos na área de estudo apresentam grande variação. As principais classes 

são: Latossolo Vermelho Distrófico típico de textura argilosa (LVd), Latossolo 

Vermelho-Amarelo Distrófico típico de textura média (LVAd) e Neossolo Quartzarênico 

Órtico típico de textura arenosa (RQo).  

A principal característica agronômica dos Latossolos é sua grande 

profundidade e boa drenagem interna sendo que a espessura do solum é raramente 

inferior a um metro. A seqüência de horizontes A, B, C, apresenta pouca diferenciação 

de sub-horizontes com transições usualmente difusas ou graduais entre os mesmos. 

Essa condição de profundidade facilita a agricultura mecanizada, pois são solos 
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altamente intemperizados que não possuem minerais primários ou secundários 

menos resistentes ao intemperismo e tem como característica importante a acidez 

com baixa saturação por bases. A coloração varia do matiz 2,5YR ou mais vermelho 

na maior parte dos primeiros 100cm para os Latossolos Vermelhos (LV), enquanto 

para os Latossolos Vermelho-amarelo temos o matiz 2,5YR a 7,5YR na maior parte 

dos primeiros 100cm (LVA). Essa característica permite fazer a distinção visual das 

duas classes, bem como é sensível ao sensor. 

 
TABELA 4 - RELATÓRIO MENSAL PLUVIOMÉTRICO DA FAZENDA MARABÁ PARA OS ANOS DE 
2013 A 2015. 
 

Dados pluviométricos da Fazenda Marabá (mm) 

Mês Média ano 2013 Média ano 2014 Média ano 2015 

Janeiro 186,44 214,48 331,03 

Fevereiro 210,17 212,27 213,06 

Março 117,50 278,97 209,88 

Abril 164,50 178,64 82,09 

Maio 37,55 68,97 46,38 

Junho 0,54 10,93 0,00 

Julho 0,00 25,97 0,00 

Agosto 0,00 0,00 47,19 

Setembro 0,00 47,53 0,00 

Outubro 131,94 106,03 74,60 

Novembro 64,20 152,90 125,50 

Dezembro 99,67 256,30 110,47 

Acumulado 1066,51 1553,32 1341,29 

 FONTE: Grupo JPUPIN (2016). 
          

O Neossolo Quartzarênico, antiga classe das Areias Quartzosas, são solos 

com alta susceptibilidade à erosão e usados na área para cultivo de soja sem rotação 

com algodão devido à baixa fertilidade natural. Outra finalidade dessa classe de solo 

é para cultivo de eucalipto. 

 De acordo com a SEPLAN (2001), através do Projeto de Desenvolvimento 

Agroambiental do Estado de Mato Grosso (PRODEAGRO) a área de estudo é descrita 

como: 

a) Presença de duas unidades microclimáticas associadas aos respectivos 

tipos de relevo, sendo os topos da Chapada dos Guimarães (o que é 
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visto pela altitude relativamente elevada) além do planalto do rio das 

Mortes; 

b) A vegetação nativa predominante é composta de savanas arborizadas 

(cerrado), seguida da savana florestada (cerradão) e pelas formações 

savânicas associadas às vertentes ou nascentes com matas de 

drenagem; 

c) A aptidão agrícola apresenta na maior porção da área de estudo 

composta por terras boas para lavouras de ciclo curto ou longo, tendo 

em segundo grau de importância terras com aptidões boas, regulares 

ou restritas para pastagem plantada e por último as terras com aptidão 

regular para lavouras de ciclo curto ou longo; 

d) Quanto às formações geológicas se destacam as superfícies 

paleogênicas peleplanizadas com latossolização, Formação Marília 

(arenitos de granulometria variada), e aluviões atuais (areias, siltes e 

argilas) em menor medida. 

 

O Cerrado que é a vegetação nativa da região possui uma área total de 2,04 

milhões de km², o que corresponde a cerca de 20% do território brasileiro e é 

considerada a savana mais rica do mundo em biodiversidade. De acordo com Klink e 

Machado (2005) pode ser considerada a última fronteira agrícola do planeta que está 

em franca destruição, sendo que 55% já foi desmatada. 

 

3.1 FAZENDA MARABÁ 

 

A propriedade compreende uma área total de 18.178,5848 hectares. A altitude 

na Fazenda Marabá varia em média de 660 a 770 metros. As culturas principais da 

área são o algodão (Gossypium spp.) e a soja (Glycine max). Na FIGURA 7 é possível 

ver a área total da propriedade e também a divisão dos talhões. 
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FIGURA 7 – ÁREA TOTAL DA FAZENDA MARABÁ COM A DIVISÃO DOS TALHÕES (EM 
AMARELO). 

 

 
 

FONTE: o autor (2017). 
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3.2 CARACTERIZAÇÃO DAS CULTURAS ESTUDADAS 

 

3.2.1 Cultura do algodão   

 

O algodão é uma planta da família Malvaceae, tendo como espécie mais 

cultivada no mundo (cerca de 90% do total) a Gossypium hirsutum L. que é a 

correspondente na área de estudo. 

O algodoeiro segundo Marur e Ruano (2004), é uma planta de crescimento 

indeterminado que apresenta uma das mais complexas morfologias entre as plantas 

cultivadas e pode apresentar ciclos diversos. As variedades precoces têm seu ciclo 

produtivo em 130 dias, enquanto as variedades tardias podem ter mais de 170 dias. 

As fases ou estádios de crescimento e desenvolvimento são divididas em: vegetativa 

(V), formação de botões florais (B), abertura da flor (F) e abertura do capulho (C). No 

período vegetativo, entre a emergência da plântula e até que a primeira folha 

verdadeira tenha o comprimento de 2,5 centímetros de nervura principal, o estádio 

será V0. A partir do limite anterior e até que a segunda folha verdadeira tenha a sua 

nervura principal com comprimento de 2,5 centímetros, o estádio será V1. 

Sucessivamente, aplicando o mesmo critério, a planta avançará para os estádios V2, 

V3, V4, V5, etc. Nesta fase, considera-se folha verdadeira expandida quando a 

nervura principal de seu limbo foliar for maior que 2,5 centímetros (FIGURA 8).  

 

FIGURA 8 – ESTÁGIOS DE CRESCIMENTO DO ALGODOEIRO. 
 

 
 

FONTE: Marur e Ruano (2004). 
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O clima é o principal fator que influencia a época de plantio que é feita em 

condições ótimas de disponibilidade de água no solo. A colheita deve se dar em 

período de seca, quando ocorre a redução no volume de precipitação o que facilita a 

operação mecânica da colheita e evita a perda da qualidade da fibra (EMBRAPA, 

2004). De acordo com Rosolem (2001) o algodoeiro é uma planta suscetível às 

variações térmicas, onde as noites frias e temperaturas diurnas baixas afetam o 

crescimento, especialmente na produção de frutos. A faixa mais adequada de 

temperatura para o desenvolvimento da cultura do algodão está entre 18 e 30oC, tendo 

como limite mínimo inferior 14oC, faixa de temperatura que é indutora do crescimento, 

pois é necessário um acúmulo térmico expresso pelo grau dia (GD) ou unidade de 

calor acumulada (UC), podendo ser calculada por: 

 

   𝑈𝐶 =  Σ [(T + t)/2 – 15]     (23) 

    

   Onde:  

    T: é a temperatura máxima diária; 

    t: é a temperatura mínima diária; e 

    15 é a temperatura base (oC). 

 

Na FIGURA 9 pode-se ver como é a cultura do algodão na fase de pleno 

desenvolvimento vegetativo e no ponto de colheita. 

 

FIGURA 9 - ASPECTO DA CULTURA DO ALGODÃO NA FASE VEGETATIVA E NO PONTO DE 
COLHEITA. 

 

  
 

FONTE: EMBRAPA. (2016). 
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No município de Campo Verde o algodão é plantado com dois tipos de safras 

no mesmo ano agrícola. A primeira é conhecida como “algodão safra” com plantio em 

dezembro/janeiro e colheita em julho nos talhões com solo de maior fertilidade sem 

consórcio com a cultura da soja. A segunda é conhecida como “algodão safrinha” onde 

o plantio se dá no final de janeiro e início de fevereiro com a colheita no final de agosto 

e início de setembro, em talhões onde há sucessão à cultura de soja em áreas com 

média fertilidade do solo.  

Na TABELA 5 é mostrado o ciclo médio de dias e unidade de calor para o 

desenvolvimento do algodão na região sudeste do estado de Mato Grosso 

considerando um experimento realizado por Rosolem (2001) no município de 

Rondonópolis (mesma região da área em estudo).  

 

TABELA 5 – NÚMERO MÉDIO DE DIAS E UNIDADE DE CALOR (UC) QUE O ALGODÃO 
NECESSITA DURANTE SEU CRESCIMENTO EM VÁRIOS ESTÁDIOS. 

 

Estádio de crescimento Número de dias Unidades de Calor (UC) 

 Mato Grosso Literatura Mato Grosso Literatura 

Semeadura à emergência  4-9  50-60 

Emergência ao primeiro 
botão floral 

 

33 27-38 358 425-475 

Primeiro botão floral à 
primeira flor 

 

21 20-25 271 300-350 

Emergência à primeira flor 54 47-63 629 725-825 

Primeira flor ao primeiro 
capulho 

 

54 45-66 658 850 

Emergência ao primeiro 
capulho 

 

109 125-161 1287 1575-1675 

FONTE: adaptado de Rosolem (2001). 

 

3.3.2 Cultura da soja  

 

A soja (Glycine max L.), é uma planta oleaginosa, onde aproximadamente 

85% da colheita mundial é destinada à produção do óleo (consumo humano) e os 

resíduos da sua extração (torta e farelo) são usados na preparação de rações para 

animais, sendo que apenas 4% a 5% desses resíduos da extração do óleo são 

reprocessados em farinhas e proteínas para uso alimentício. 
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Conforme Farias et al. (2007), o ciclo fenológico da cultura da soja pode variar 

desde a germinação até a maturação completa de 75 a 200 dias. Essa variação ocorre 

devido a exigência de cada variedade além de seu fotoperíodo. Para o Mato Grosso, 

as cultivares recomendadas para a semeadura são: precoce/médio (133 a 142 dias), 

semitardio (145 dias) e tardio (145 a 150 dias).  

Alvarez Filho (1988) descreve que o desenvolvimento da cultura da soja se 

divide em dois estádios ou fases de desenvolvimento: vegetativo (V) e reprodutivo (R). 

As subdivisões do estádio vegetativo são designadas numericamente como V1, V2, 

V3...Vn. Apenas os dois primeiros estádios são designados como VE (emergência) e 

VC (cotilédone) O último estádio vegetativo é designado como Vn, onde “n” representa 

o número do último nó vegetativo formado por um cultivar específico. O estádio 

reprodutivo apresenta oito subdivisões (R1 a R8) como pode ser visto. Na TABELA 6 

são mostrados os estágios vegetativos e reprodutivos para a cultura da soja. 

O plantio da cultura da soja em talhões onde há consórcio com algodão no 

mesmo ano agrícola (por exemplo, safra 2013/14) se dá no fim de setembro até 

primeira quinzena de outubro enquanto a colheita é feita no mês de janeiro do ano 

seguinte com solo de alta a média fertilidade. Para a soja sem rotação com algodão o 

plantio se dá no final de novembro e a colheita em abril, sendo usados os talhões de 

menor fertilidade da propriedade. 

 

TABELA 6 – ESTÁGIOS VEGETATIVOS E REPRODUTIVOS DA SOJA. 
 

Estágios vegetativos Estágios reprodutivos 

VE - Emergência R1 – Início do florescimento 

VC - Cotilédones R2 – Pleno florescimento 

V1 – Primeiro nó R3 – Início da formação das vagens 

V2 – Segundo nó R4 – Plena formação das vagens 

V3 – Terceiro nó R5 – Início do enchimento dos grãos 

* R6 – Pleno enchimento dos grãos 

* R7 – Início da maturação 

Vn – Enésimo nó R8 – Maturação plena 

FONTE: POTAFOS [s.d.] 

 

Na FIGURA 10 pode-se ver como é a cultura da soja na fase de pleno 

desenvolvimento vegetativo e no ponto de colheita. 
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FIGURA 10 - ASPECTO DA CULTURA DA SOJA NO ESTÁGIO VEGETATIVO E NO PONTO DE 
COLHEITA 

 

  
 

FONTE: EMBRAPA. (2016). 

 

3.3.2 Rotação de culturas  

 

De acordo com Derpsch et al. (1991), a rotação de culturas pode ser definida 

como uma sucessão ordenada de diferentes culturas num espaço de tempo, na 

mesma gleba, desde que uma mesma cultura não seja implantada no mesmo local 

por um período de pelo menos 2 anos. 

Corrêa e Sharma (2004), avaliaram o efeito da rotação de culturas na 

produtividade do algodoeiro em plantio direto na região do Cerrado e verificaram que 

houve maior produção de pluma em sistema de rotação, principalmente, quando as 

culturas associadas eram a soja e o milheto, que proporcionou o melhor controle de 

plantas daninhas.  

Em um sistema de rotação de culturas com a soja, o algodoeiro é uma ótima 

alternativa pois, além de proporcionar boa lucratividade ao produtor, tem sua 

produtividade incrementada quando cultivado após a soja (COSTA et al., 1993). 
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4. MATERIAIS 

 

4.1 IMAGENS LANDSAT   

 

Foram analisadas imagens de 22 datas no total compreendendo os anos de 

2013 a 2015, sendo seis datas provenientes do satélite LANDSAT 7 e dezesseis do 

satélite LANDSAT 8. Para cada ano foi montada uma série temporal com 8 imagens 

(maio a dezembro) previamente processadas. O período do ano escolhido se deu 

devido as melhores condições climáticas principalmente à menor cobertura de nuvens 

na área. O número de oito meses, é pela necessidade de poder combinar cada data 

com um valor 2n onde “n” inicia com o valor 1 para maio e termina com valor 8 para 

dezembro que permite obter uma escala de pesos de 0 a 255.    

Para melhor análise dos dados, foi necessário repetir a imagem do dia 

13/09/2013 para o mês de outubro do ano de 2013 e na série do ano de 2014 foi 

repetida a imagem do dia 07/10/2014 no lugar da data de novembro devido à presença 

de nuvens nas duas cenas substituídas. Para o ano de 2015 não houve repetição de 

imagens. 

As imagens foram adquiridas gratuitamente no catálogo de imagens do USGS 

(United States Geological Survey) e foi usado como sistema de referência o datum 

WGS-84, fuso 21.  

Para o satélite LANDSAT 8 foram necessárias 16 imagens de datas diferentes 

tomando a órbita 226, ponto 70, sendo que em apenas uma data (14/06/2013) houve 

necessidade de se fazer o mosaico devido à diferença.de posicionamento do satélite 

para aquela data usando assim o ponto 71. Para o satélite LANDSAT 7 usamos 12 

imagens correspondentes à órbita 226, pontos 70 e 71 que após a confecção dos 

mosaicos para cada data foram recortadas gerando 6 imagens e usadas na análise 

da área, sendo uma repetida como exposto anteriormente.  

As imagens dos dois satélites apresentam resolução espacial de 30 m, ou 

seja, 0,09 ha. As bandas usadas foram o vermelho (banda 3) e o infravermelho 

próximo (banda 4) para o cálculo dos índices de vegetação NDVI e SAVI.  

Cada imagem recebeu uma codificação numérica com seis valores (TABELA 

7) onde é colocado o ano, mês e dia respectivamente. Como exemplo cita-se a 

imagem (150908), que corresponde na aquisição ao ano de 2015 (15), mês de 
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setembro (09) e dia 08. Dessa forma é possível identificar as imagens em uma escala 

temporal de fácil leitura. 

 

TABELA 7 - CÓDIGO DAS IMAGENS USADAS EM FUNÇÃO DA DATA DE AQUISIÇÃO DAS 
MESMAS E SENSOR.  
 

Código da Imagem Data Satélite 

130505 05/05/2013 L7 

130614 14/06/2013 L8 

130716 16/07/2013 L8 

130817 17/08/2013 L8 

130926 26/09/2013 L7 

131113 13/11/2013 L7 

131223 23/12/2013 L8 

140516 16/05/2014 L7 

140609 09/06/2014 L8 

140703 03/07/2014 L8 

140820 20/08/2014 L8 

140905 05/09/2014 L8 

141007 07/10/2014 L8 

141226 26/12/2014 L8 

150527 27/05/2015 L7 

150620 20/06/2015 L8 

150730 30/07/2015 L7 

150807 07/08/2015 L8 

150908 08/09/2015 L8 

151026 26/10/2015 L8 

151111 11/11/2015 L8 

151213 13/12/2015 L8 

FONTE: o autor (2016). 

 

4.2 SOFTWARES USADOS PARA O PROCESSAMENTO DAS IMAGENS 

 

1) ENVI 4.5, software específico para processamento de imagens orbitais que 

compreende um conjunto amplo de ferramentas que proporciona inclusive o estudo 

de dados originados em áreas agrícolas permitindo a análise da qualidade do cultivo 

além de previsão de safras. O mesmo foi usado para:  

a) Efetuar o georreferenciamento da primeira imagem que serviu de 

referência para o registro das demais; 

b) Executar o registro para cada imagem nas diversas datas em relação à 

imagem de referência; 

c) Fazer a checagem da qualidade do produto final na correção geométrica 

automatizada através do erro quadrático médio (RMSE) nos pontos de 

controle; 

d) Recortar as imagens por meio das coordenadas UTM; 
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e) Leitura dos valores digitais para os alvos seja em nível digital (ND) ou 

em reflectância; 

f) Composição de imagens com a combinação de bandas que permite a 

interpretação visual para análise em diferentes aspectos; 

 

2) MATLAB®, abreviatura de MATrix LABoratory, é um software de alta 

performance desenvolvido para uso em cálculos numéricos especialmente de 

matrizes e desenvolvimento de gráficos, sendo usado nesse trabalho para: 

a) Geração das imagens dos índices de vegetação empregados no 

trabalho, (NDVI e SAVI); 

b) Binarização das imagens por limiarização automática pelo Método de 

Otsu; 

c) Correção das linhas perdidas nas imagens LANDSAT 7; 

d) Processamento de cada série anual (8 imagens) por meio de um 

algoritmo usando os valores binários combinado com um peso em cada 

imagem; 

e) Geração das imagens codificadas das séries temporais partindo das 

imagens pré-classificadas. 

 

3) QGIS que consiste em um Sistema de Informação Geográfica 

(SIG) amigável, sendo um software livre licenciado sob a GNU, que significa, “General 

Public License”. O QGIS é um projeto oficial da Open Source Geospatial Foundation 

(OSGeo). Tem como características suportar vários formatos vetoriais, raster, de 

banco de dados e outras funcionalidades. O QGIS fornece um número crescente de 

aplicações através de suas principais funções e complementos. É possivel visualizar, 

gerenciar, editar, analisar os dados e compor mapas impressos por exemplo. Fonte 

in: (http://qgisbrasil.org). Esse software foi usado nesse trabalho para a realização da 

correção atmosférica das imagens pelo método DOS (Dark Object Subtract). 

 

4) MultiSpecW32. Consiste em um sistema de processamento para 

processamento de imagem multiespectral usado na série LANDSAT. O principal 

objetivo dessa ferramenta é analisar dados de imagens hiperespectrais. Também 

essa ferramenta foi empregada para:  

https://www.gnu.org/
https://www.gnu.org/
http://www.osgeo.org/
http://www.osgeo.org/
http://qgisbrasil.org/
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a) Fazer a classificação supervisionada das imagens multitemporais para 

o índice NDVI e SAVI pelo método da máxima verossimilhança 

(MaxVer); 

b) Fazer a pré-classificação não supervisionada (clustering) com o 

algoritmo ISODATA;para as imagens NDVI; 

c) Classificação pelo método da Mínima Distância Euclidiana dos clusters 

para definir o uso do solo em cada ano; 

d) Obter a estatística de classificação; 
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5. METODOLOGIA 

 

Como Lu et al. (2003) apontam, estudos de detecção de alterações devem 

fornecer as seguintes informações:  

1) Área de alteração e a taxa de mudança;  

2) Distribuição espacial dos tipos alterados;  

3) Tipos/natureza das alterações; e  

4) Avaliação da precisão dos resultados da detecção de mudança.  

 

A metodologia aqui apresentada também segue a orientação destes autores 

em linhas gerais, que são comuns a todos os estudos de detecção de alterações, 

porém apresenta diferenças quanto ao método específico. Ela compreende as 

seguintes etapas: 

1) Pré-processamento, incluindo: 

a) Correção geométrica e registro de imagens,  

b) Correção radiométrica e atmosférica;  

2) Análise de detecção de mudança.  

 

A seguir serão detalhadas as etapas desta metodologia, que para sua melhor 

compreensão, é resumida na FIGURA 11 sob forma de um fluxograma das etapas 

realizadas. 

O método proposto consiste em analisar em uma série multitemporal de 

imagens de satélite LANDSAT compreendendo 3 anos com dados mensais, ou seja, 

uma imagem por mês. Como em alguns meses não foi possível obter a imagem por 

excessiva cobertura de nuvens, oito imagens por ano foram usadas. Os meses 

selecionados cobrem os ciclos de alvos específicos nas áreas agrícolas de estudo: 

algodão e soja, bem como vegetação nativa (mata ciliar e cerrado) e eucalipto.  

De posse das informações, será feita a análise da variação entre as culturas 

nos talhões, identificando seu ciclo. Dessa forma será possível verificar se há rotação 

ou não, bem como prever qual o ciclo existente.  
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FIGURA 11 - FLUXOGRAMA DAS ETAPAS DESENVOLVIDAS AO LONGO DO TRABALHO  
 

 
 

 FONTE: o autor (2017). 

 

5.1 PRÉ-PROCESSAMENTO DAS IMAGENS 

 

5.1.1 Recorte das imagens  

 

Um recorte de cada imagem obtido delimitando a área comum de estudo em 

todas as datas. A área de estudo está compreendida entre as seguintes coordenadas: 

694.455 E; 8.334.445 S para o canto superior esquerdo e 716.745 E; 8.297.575 S para 

o canto inferior direito.  

Após o recorte, as imagens ficaram com a dimensão de 745 colunas por 1.230 

linhas em pixel.  

 

5.1.2 Preenchimento de linhas perdidas nas imagens LANDSAT 7 
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As imagens LANDSAT 7 em sua totalidade foram recebidas com uma falha 

sistemática onde havia linhas perdidas com pixel escuro, ou seja, nível de cinza (NC) 

igual a zero. Este erro é proveniente do mau funcionamento do sistema de 

compensação de movimento a bordo do LANDSAT 7, o SLC, sendo a informação 

perdida de forma permanente. Embora parte da imagem ainda seja válida para 

analisar a superfície da Terra, os pixels perdidos não fornecem nenhuma informação. 

Para poder usar estas imagens é necessário efetuar uma correção de forma artificial, 

preenchendo estas falhas. O autor apresenta como uma solução adequada para a 

estimativa dos valores dos números digitais utilizando os pixels vizinhos, pois os 

mesmos apresentam alta correlação espacial. 

Desta maneira foi necessário preencher essas linhas por meio de um 

algoritmo desenvolvido no MATLAB. Esse algoritmo preenche os valores vazios onde 

o nível de cinza (NC) é igual a zero nas linhas perdidas através da substituição do 

valor da última linha sem falha para todas as vazias até a próxima linha com valor 

válido. Dessa forma é possível deixar a imagem com o histograma mais próximo do 

real, não causando distorções demasiadas. As imagens antes e após o uso do 

algoritmo podem ser observadas na FIGURA 12. O mesmo pode-se observar para os 

histogramas das mesmas imagens na FIGURA 13. 
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FIGURA 12 - IMAGEM LANDSAT 7 DA ÁREA DE ESTUDO NA DATA DE 30/07/2015 NA BANDA 4 
COM AS LINHAS PERDIDAS (A) E APÓS CORREÇÃO DAS LINHAS PERDIDAS (B) 

 

 
A 

 
B 

 
FONTE: o autor (2017). 

  

FIGURA 13 - HISTOGRAMAS DAS IMAGENS LANDSAT 7 NA DATA DE 30/07/2015 SENDO (A) 
PARA AQUELA COM AS LINHAS PERDIDAS E (B) APÓS CORREÇÃO DAS LINHAS PERDIDAS 

 

 

 
A 

 

 
B 

 
FONTE: o autor (2017). 

 

5.1.3 Correção geométrica 

 

No presente trabalho foi usado o modelo polinomial de primeiro grau para 

correção geométrica, com pontos de controle bem distribuídos na imagem. O valor 
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máximo do RMS aceito para o registro foi de 0,4 pixel. Após o ajuste, foi feito o cálculo 

dos novos valores digitais, utilizando o Método da Convolução Cúbica para 

reamostragem. 

Os pontos de controle foram identificados no terreno a partir de uma imagem 

de referência (150908), do dia 08 de setembro de 2015, cujas coordenadas são 

conhecidas na imagem e no sistema de referência sendo adotado o datum WGS-84. 

 

5.1.4 Correção atmosférica 

 

A correção atmosférica tem como finalidade reduzir a parcela aditiva nas 

leituras dos valores digitais, causada pelo espalhamento atmosférico (Chavez Jr., 

1996). O espalhamento é seletivo e afeta principalmente as bandas com menores 

comprimentos de onda. No caso do sistema LANDSAT, os comprimentos de onda do 

visível são os mais afetados. Como este é um estudo multitemporal, é necessário levar 

em consideração os efeitos do espalhamento, que podem variar ao longo do ano e de 

ano para ano. 

Para reduzir o efeito do espalhamento foi usado o método do pixel mais escuro 

(Dark Object Substraction – DOS), proposto por Chavez Jr. (1996). De acordo com 

Chavez Jr. (1988) os valores mínimos encontrados em cada banda da imagem não 

devem ser subtraídos porque tende a haver uma superestimação na correção das 

outras bandas. Dessa forma deve ser feito o cálculo do espalhamento em cada banda 

individualmente, partindo apenas do valor de ND de frequência mais baixa encontrado 

na banda de menor comprimento de onda escolhido no histograma de forma subjetiva. 

Esse valor permite identificar a condição atmosférica no momento da obtenção da 

imagem, gerando um expoente para o modelo de espalhamento relativo.  

 

5.2 CÁLCULO DOS ÍNDICES DE VEGETAÇÃO 

 

Para o cálculo dos índices de vegetação foram empregadas todas as imagens 

na sequência temporal iniciando no mês de maio a terminando em dezembro para 

cada ano (2013 a 2015). Os meses de janeiro a abril foram suprimidos devido à alta 

cobertura de nuvens nessa época do ano para a região.  
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5.2.1 Cálculo do índice de vegetação por diferença normalizada (NDVI) 

 

Para o cálculo do NDVI, os procedimentos desenvolvidos nessa etapa do 

trabalho foram: 

a) Cálculo do NDVI utilizando as bandas do vermelho e infravermelho 

próximo para cada uma das imagens nas datas diferentes utilizando o 

MATLAB, onde se aplicou a Equação 18, descrita no item 2.6.2 desse 

trabalho; 

b) Multiplicação do resultado obtido na etapa anterior pelo valor 127,5, 

além da soma de 127,5 para expressar o ND na escala de 8 bits (0 a 

255), pois de acordo com Rouse et al. (1973), os valores de NDVI variam 

de -1 a 1, que corresponde respectivamente ao comportamento da água 

até a vegetação exuberante; 

 

5.2.2 Cálculo do índice de Vegetação Ajustado para o Solo (SAVI) 

 

A sequência de imagens empregadas foi idêntica ao do NDVI permitindo uma 

comparação equivalente. Os procedimentos desenvolvidos nessa etapa do trabalho 

foram: 

a) Cálculo do SAVI utilizando as bandas do vermelho e infravermelho 

próximo para cada uma das imagens nas datas diferentes utilizando o 

MATLAB, onde se aplicou a Equação 19, descrita no item 2.6.3 desse 

trabalho; 

b) O fator de correção (L) usado variou de acordo com a época do ano em 

função da cobertura vegetal nas áreas de agricultura em contraste com 

a áreas com solo exposto. Os valores usados nesse trabalho são 

apresentados na TABELA 8. 
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TABELA 8. VALOR DA CONSTANTE "L" USADA NO CÁLCULO DO SAVI EM FUNÇÃO DA 
DENSIDADE DE VEGETAÇÃO. 
 

Meses Valor de 
“L” 

Cobertura vegetal  
(Área agrícola) 

 

Maio a julho 0,5 Média 

Agosto e setembro 1,0 Baixa 

Novembro e dezembro 0,25 Alta 

FONTE: o autor (2017). 

 

As imagens geradas após o cálculo dos índices de vegetação (NDVI e SAVI) 

foram armazenadas em 8 bits, com 256 níveis digitais. Os valores altos são 

associados à vegetação e os valores baixos a outros alvos, como solo exposto e água.  

 

5.3 SEGMENTAÇÃO DE VEGETAÇÃO 

 

Os valores dos índices de vegetação foram separados em duas classes, 

valores altos (vegetação) e valores baixos (outros objetos) usando o algoritmo de 

limiarização automático de Otsu conforme descrito em Otsu (1979). A finalidade de 

automatizar o processo leva em conta o alto número de imagens a serem 

processadas. Essa etapa foi feita separadamente para cada data e índice de 

vegetação. Verificou-se que o limiar não é único para todo o ano. As variações para 

os valores do limiar mínimo se devem às condições radiométricas de cada imagem, 

sendo que quanto maior esse valor significa que a imagem possui menor contraste. 

A operação de limiar é vista como o particionamento dos pixels de uma 

imagem em duas classes: objeto (C1) e fundo (C2). Nesse caso podemos descrever 

que C1 = {0,1,...,T) e C2 = {T + 1, T + 2,...,G − 1), sendo: T o limiar escolhido e G o 

número de níveis de intensidade da imagem.  

Para o índice de vegetação NDVI, os valores dos limiares foram determinados 

de forma manual em três datas (junho de 2014, dezembro de 2014 e junho de 2015). 

Esse procedimento foi necessário para melhor ajustar as imagens binárias resultantes 

da limiarização com a verdade de campo.  Na TABELA 9 pode-se ver os valores dos 

limiares para o índice NDVI sendo que os valores em parênteses correspondem 

aqueles abandonados e substituídos pelo limiar escolhido manualmente.  
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TABELA 9 - VALORES DOS LIMIARES USADOS NO ÍNDICE NDVI 
 

 Mês 2013 2014 2015 

5 203 221 199 

6 207 (194)/185 (206)/199 

7 198 208 180 

8 190 191 194 

9 172 193 192 

10 172 195 186 

11 185 195 198 

12 204 (213)/205 212 

FONTE: o autor (2017). 

 

Na TABELA 10 pode-se ver os valores dos limiares usados para o índice de 

vegetação SAVI. Duas imagens (mês 10 de 2013 e mês 11 de 2014) encontram-se 

fortemente afetadas pela presença de nuvens. Por isso não foram usadas. Em seu 

lugar foi utilizada a imagem do mês anterior.  

 

TABELA 10 - VALORES DOS LIMIARES PARA O ÍNDICE SAVI 
 

  Mês    2013 2014 2015 

  5    231 193 219 

  6    185 223 184 

  7    173 182 204 

  8    163 168 171 

  9    194 168 172 

  10    194 168 163 

  11    212 168 170 

  12    194 197 193 

FONTE: o autor (2017). 

  

5.4 CODIFICAÇÃO BINÁRIA: SÉRIES ANUAIS 

 

Na sequência as imagens binárias de cada mês foram combinadas para se 

obter uma imagem representativa do ano. Esta transformação foi executada aplicando 

a codificação binária. A codificação binária é uma prática usada para resumir imagens 

hiperespectrais, conforme descrito em Jia e Richards (1993).  
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De acordo com Xie et al. (2011) o uso da codificação binária visa reduzir a 

quantidade de dados, preservando o máximo de informações possível podendo 

melhorar a interpretação de forma automática onde as regiões são consideradas um 

segmento integrado na classificação. 

A codificação binária correspondente a um ano foi calculada conforme a 

Equação 23. 

 

CB = p * 2 q -1       (23) 

 

Onde: 

CB é a imagem resultante da codificação binária;  

p representa o valor digital lido na imagem binária (0 ou 1, coeficiente limiar 

específico), e  

q o número da imagem, que pode variar de 1 a 8 ao longo do ano seguindo uma ordem 

cronológica. 

 

5.4.1 Análise anual  

 

A codificação binária equivale a atribuir um peso diferente para cada mês, em 

uma escala crescente iniciando com o peso 1 para o mês de maio e dobrando seu 

valor para cada mês subsequente, sendo que no último mês, dezembro, o valor para 

o peso é de 128 como pode ser visto na TABELA 11. 

 

TABELA 11 - VALORES DOS PESOS PARA CADA MÊS E SUA COMBINAÇÃO  
 

Mês Peso Combinação de somas para as imagens multitemporais 

Maio 1 1 1 1 1 1 1 1 1 

Junho 2  1 1 1 1 1 1 1 

Julho 4   1 1 1 1 1 1 

Agosto 8    1 1 1 1 1 

Setembro 16     1 1 1 1 

Outubro 32      1 1 1 

Novembro 64       1 1 

Dezembro 128        1 

  Valor de CB 1 3 7 15 31 63 127 255 

FONTE: o autor (2017). 
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Dessa forma é possível acompanhar a evolução da presença ou não de 

vegetação. Como exemplo se todos os meses houver vegetação na imagem binária 

(valor 1), consequentemente a soma é de 255 o valor máximo possível para as 8 

imagens combinadas. Caso existam valores para vegetação apenas nos quatro 

primeiros meses (maio a agosto, por exemplo) esse valor de soma passa a ser 15. Se 

uma área não possui vegetação em nenhum mês, o valor do contador é zero. 

Os valores obtidos nas imagens, quando visualizados na tela do computador 

são representados por tons de cinza, onde zero é preto e 255 é branco. A inspeção 

visual das imagens, com suporte da TABELA 12 permite analisar a variação sazonal 

das culturas e outros alvos na cena.  

 

TABELA 12 – VALORES DO NÍVEL DE CINZA MÍNIMO E MÁXIMO PARA CADA CLASSE. 
 

Classe NC mínimo NC máximo 

Vegetação permanente 240 255 

Soja tardia sem rotação 128 224 

Rotação de algodão safrinha e soja precoce 193 199 

Rotação de algodão safrinha e soja tardia 129 135 

Algodão safra ciclo longo sem rotação 31 63 

Algodão safra ciclo curto sem rotação 1 15 

Soja precoce sem rotação 96 112 

FONTE: o autor (2017). 

 

De posse da verdade de campo, é possível selecionar áreas de verificação, 

para estimar a acurácia do uso da codificação binária na detecção de alterações em 

talhões onde a distribuição das classes de uso foi mais homogênea e que sofreu 

menor interferência de nuvens ao longo da série temporal. 

 

5.4.2 Composição multitemporal 

 

O processo de codificação binária foi repetido para os três anos em estudo: 

2013, 2014 e 2015. Com isso foram obtidas 3 imagens de 8 bits cada uma. 

Através da combinação das imagens multitemporais, uma em cada canal, é 

gerada uma imagem colorida, chamada de multianual. 
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5.5 VEGETAÇÃO PERMANENTE 

 

Alvos como a mata galeria ou ciliar e o cerrado não sofrem alterações 

significativas ao longo do ano, logo eles aparecem sempre com valores altos do índice 

de vegetação. Sendo assim, eles teriam um valor igual a 1 em todas as imagens 

segmentadas, em todos os anos, o que resultaria em um valor codificado de 255. 

Porém, devido à presença de nuvens, em alguns meses, estes pixels aparecem mais 

escuros, especialmente em 2013. Para contornar este problema, a vegetação 

permanente foi identificada nas três imagens e os resultados comparados. Se um pixel 

apresenta valor de 255 em pelo menos uma das séries, então é assumido que ele é 

vegetação permanente. Logo, o valor de 255 é usado em todas as séries codificadas, 

assumindo que qualquer valor diferente é causado pela sombra de nuvens. Com isto, 

a área de vegetação permanente é igual em todas as imagens multitemporais. 

 

5.5.1 Mata galeria ou ciliar 

 

De acordo com Sano et al. (2008), a mata de galeria ou “floresta ripária” 

apresenta vegetação verde ao longo do ano, que forma corredores ao longo da rede 

hidrográfica, com predomínio de espécies arbóreas com altura média das árvores 

variando entre 20 e 30 metros, além da superposição das copas que permite cobertura 

arbórea de 70 a 95%. A umidade relativa é alta no seu interior, mesmo durante a 

época mais seca do ano (julho e agosto). 

 

5.5.2 Cerrado 

 

De acordo com Felfili e Silva Júnior (1993), o Cerrado é considerado a 

segunda maior formação vegetal brasileira com 3,5 milhões de km2, sendo que a 

classe do Cerrado sensu strictu ocupa 70% do total dessa área, caracterizado pela 

presença de árvores baixas, tortuosas e inclinadas, com os arbustos e subarbustos 

espalhados. Kawakubo et al. (2004), descrevem que a região do cerrado, corresponde 

às áreas de vegetação xeromórfica com fisionomia diversa, de arbórea densa, com 

porte quase florestal até gramíneo lenhosa, fisionomia essencialmente campestre. 
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5.6 CLASSIFICAÇÃO DAS IMAGENS  

 

A classificação das imagens foi feita por dois métodos diferentes: 

a) Classificação anual e análise pós-classificação; 

b) Classificação da combinação RGB das imagens codificadas. 

 

Para identificação das classes, as mesmas foram identificadas de acordo com 

a cobertura/uso do solo, com base nos relatórios de campo, como é possível ver na 

TABELA 13. 

 

TABELA 13- CLASSES E COBERTURA/USO DO SOLO. 
 

Valor Classe 

1 Vegetação permanente (nativa); 

2 Soja tardia sem rotação; 

3 Rotação de algodão safrinha e soja precoce; 

4 Rotação de algodão safrinha e soja tardia; 

5 Algodão safra ciclo longo sem rotação; 

6 Algodão safra ciclo curto sem rotação 

7 Soja precoce sem rotação. 

FONTE: o autor (2017). 

 

Para cada uma dessas classes foi encontrado um valor mínimo e máximo para 

o nível de cinza que permite classificar o uso de cada talhão em função da distribuição 

temporal da cultura. Por exemplo para a classe “soja tardia sem rotação” que é 

plantada apenas em dezembro o valor do nível de cinza é igual a 128 (128 que 

corresponde ao peso para aquele mês), enquanto se a mesma classe foi plantada em 

outubro o valor do nível de cinza passa a ser 224 (32 + 64 + 128) que corresponde à 

soma dos pesos de todos os meses (outubro a dezembro). A combinação de valores 

possíveis para o nível de cinza para cada classe pode ser vista na TABELA 12. 

 

5.6.1 Classificação anual  

 

As imagens do índice NDVI foram processadas para cada ano (2013 a 2015) 

de forma separada com o emprego do método de classificação não supervisionado 
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ISODATA onde se obteve os clusters (agrupamentos ou nuvens) que gerou as 

classes. Esse método foi escolhido para que as diferentes classes encontradas em 

cada ano pudessem ser representadas de maneira equivalente. 

A sequência para agrupamento seguida foi: 

a) Determinação do número de clusters pelo algoritmo ISODATA 

(Multispec com classificação não-supervisionada) partindo do número 

de picos encontrados no histograma das imagens;  

b) Classificação pelo método da Mínima Distância Euclidiana obtendo-se 

as classes de uso do solo com as rotações de cultura e áreas de 

vegetação permanente; 

c) Comparação das classes temáticas e a verdade de campo; 

d) Agrupamento das classes que apresentam similaridade quanto à 

cronologia do ciclo vegetativo na área. 

 

5.6.2 Análise de Detecção das Mudanças Interanuais 

 

Em seguida foi efetuada a análise da variação do uso da terra, chamada aqui 

de Análise de Detecção das Mudanças Interanuais, “ADMI”, considerando os três 

anos estudados. Nessa etapa cada imagem gerada na classificação anual foi 

colocada em um canal RGB diferente. Dessa forma foi possível detectar as variações 

entre os anos para cada área em uma única imagem. Para obter a imagem 

empregando essa análise foi usada a Equação 24. 

 

 Vma = 100*C(2013) + 10* C(2014) + 1*C(2015)          (24)  

 

  Onde:  

  Vma: combinação dos valores do uso da terra para cada ano; 

  C(i) é o valor do rótulo na imagem do ano “i”. 
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TABELA 14 - VALOR QUE IDENTIFICA CADA TIPO DE VARIAÇÃO TEMPORAL 
 

Valor Descrição 

0 Soja 

1 Rotação soja/algodão 

2 Algodão 

FONTE: o autor (2017). 

 

Os valores “100”, “10” e “1” correspondem ao peso para cada ano, onde é 

feita a multiplicação pelo rótulo em função do uso do solo (soja, rotação ou algodão). 

Nesta nova imagem, os valores sem alteração ao longo dos três anos foram 

agrupados em uma classe “sem alteração” e os restantes foram analisados para 

identificar as principais mudanças interanuais. 

A análise pós-classificação concentrou-se nas áreas dos cultivos dentro das 

fazendas em estudo, pois nelas se dispõe de áreas de verdade de campo. Assim 

sendo, os tipos de variação temporal foram aqueles mostrados na TABELA 14, 

considerando apenas os tipos de cultivo. Os resultados podem ser extrapolados às 

áreas vizinhas, mas não se conta com informação do uso real nestas regiões. 

Considerando os valores produzidos pela Equação 24, cada tipo de variação 

temporal é associado a um número entre 0 e 222. Por exemplo, um pixel que 

apresenta soja nos três anos recebe o valor 000. Já se o pixel apresenta a série soja-

algodão-soja, o valor seria 020. 

 

5.6.3 Classificação da imagem multianual do índice NDVI 

 

Para essa classificação, a imagem resultante usada foi a multianual. A mesma 

é obtida pela composição das três imagens multitemporais de cada ano, onde cada 

uma está contida em uma banda espectral, sendo 2013 no vermelho, 2014 no verde 

e 2015 na banda azul. Do mesmo modo a partir dos clusters encontrados pelo 

algoritimo ISODATA no Multispec, foi feita a classificação na imagem e em seguida a 

comparação com as imagens multitemporais de cada ano encontradas na 

classificação descrita no item 5.6.1. 

 

5.6.4 Avaliação da classificação 
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De acordo com Congalton (1991), é necessário que se faça uma avaliação da 

qualidade das técnicas envolvidas no processamento de imagens digitais seja para 

sensoriamento remoto ou fotogrametria, especialmente na classificação de imagens 

dada a sua complexidade. O coeficiente Kappa, descrito em Cohen (1960) foi usado 

como medida de exatidão da classificação. Por esse coeficiente é possível testar o 

grau de concordância entre a realidade e os resultados de classificação contidos numa 

matriz de confusão ou erro e que o grau de exatidão é expresso entre 0 e 1. Quanto 

mais próximo do valor 1, mais a classificação aproxima-se da realidade. O cálculo do 

coeficiente Kappa pode ser feito através da Equação 25. 

 

 𝐾 =  
𝑁 ∑ 𝑚𝑖,𝑖− ∑ (𝐺𝑖 

𝑛
𝑖=1  𝐶𝑖)𝑛

𝑖=1

𝑁2− ∑ (𝐺𝑖 
𝑛
𝑖=1  𝐶𝑖)

       (25) 

 

Onde: 

i: é o número de classe; 

N: é o número total de pixels classificados que estão sendo comparado a 

verdade terrestre; 

m i, i : é o número de pixels que pertencem à classe verdade de campo i, que 

também foram classificados com uma classe i (isto é, valores 

encontrados ao longo da diagonal da matriz de confusão); 

C i: é o número total de pixels classificados pertencente a classe i; 

G i: é o número total de terra verdade pixels pertencentes à classe i. 
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6. RESULTADOS 

 

6.1 CORREÇÃO RADIOMÉTRICA 

 

A correção radiométrica foi feita no software QGIS, com o emprego do 

complemento “Semi-Automatic Classification Plugin” ou SCP. Para o sensor OLI do 

satélite LANDSAT 8, são usadas as bandas: 2,3,4,5,6 e 7. Para o sensor ETM+ do 

satélite LANDSAT 7 as bandas usadas são: 1,2,3,4,5 e 7. Como exemplo de aplicação 

é mostrada na TABELA 15 os valores de radiância multiplicada e somada, reflectância 

multiplicada e somada, além da radiância e reflectância máxima para cada uma das 

seis bandas corrigidas para o sensor OLI do satélite LANDSAT 8 que corresponde à 

imagem do dia 08/09/2015. Para essa data a elevação do sol foi de 46,83 graus e a 

distância sol-terra igual a 1,0141555 unidade astronômica (UA).  

 

TABELA 15 - VALORES DE RADIÂNCIA E REFECTÂNCIA PARA SEIS BANDAS DA IMAGEM 
LANDSAT 8 DO DIA 08/09/205 PARA A CENA ESTUDADA QUANDO FEITA A CORREÇÃO 
RADIOMÉTRICA.  

 

Banda Radiancia 
Multiplicada 

 

Radiancia 
Somada 

Reflectancia 
Multiplicada 

Reflectancia 
Somada 

Radiancia 
Máxima 

Reflectancia 
Máxima 

2 1.2501 E-02 -62.50415 2.0000E-05 -0.100000 756.73773 1.210700 

3 1.1519 E-02 -57.59704 2.0000E-05 -0.100000 697.32733 1.210700 

4 9.7138 E-03 -48.56907 2.0000E-05 -0.100000 588.02570 1.210700 

5 5.9444 E-03 -29.72185 2.0000E-05 -0.100000 359.84241 1.210700 

6 1.4783 E-03 -7.39155 2.0000E-05 -0.100000 89.48953 1.210700 

7 4.9827 E-04 -2.49135 2.0000E-05 -0.100000 30.16276 1.210700 

FONTE: o autor (2017). 

 

Na FIGURA 14 e na FIGURA 15 são mostradas as imagens para duas datas 

(08/09/2015 e 26/12/2014 respectivamente) onde é possível ver a mesma cena de 

parte da área de estudo antes da correção radiométrica (à esquerda) e após a 

correção radiométrica (à direita) feita com o software QGIS, no método DOS (Dark 

Object Subtract). Nesse caso é apresentada uma imagem isenta de nuvens e sombra 

(mês de setembro) e outra no final do ano (mês de dezembro) onde há maior 

nebulosidade. 
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FIGURA 14- IMAGEM LANDSAT 8 DO DIA 08/09/2015 (COMPOSIÇÃO 6,5,4) ANTES DA 
CORREÇÃO RADIOMÉTRICA (ESQUERDA) E APÓS A MESMA (DIREITA). 

 

 
 

FONTE: o autor (2017). 

 

FIGURA 15- IMAGEM LANDSAT 8 DO DIA 26/12/2014 (COMPOSIÇÃO 6,5,4) ANTES DA 
CORREÇÃO RADIOMÉTRICA (ESQUERDA) E APÓS A MESMA (DIREITA). 

 

 
  

FONTE: o autor (2017). 

 

Na FIGURA 16 e na FIGURA 17 são apresentados os histogramas das 

imagens dos dias 08/09/2015 e 26/12/2014, respectivamente, para melhor 

visualização da distribuição estatística dos níveis de cinza em função do número de 

amostras ("pixels"). 
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FIGURA 16 – HISTOGRAMA DAS IMAGENS LANDSAT 8 DO DIA 08/09/2015 (COMPOSIÇÃO 6,5,4) 
ANTES DA CORREÇÃO RADIOMÉTRICA (ESQUERDA) E APÓS A MESMA (DIREITA). 

 

 

 
 

 

 

 
FONTE: o autor (2017). 

 

FIGURA 17 - HISTOGRAMA DAS IMAGENS LANDSAT 8 DO DIA 26/12/2014 (COMPOSIÇÃO 6,5,4) 
ANTES DA CORREÇÃO RADIOMÉTRICA (ESQUERDA) E APÓS A MESMA (DIREITA) 

. 

 

 
 

 

 

 
FONTE: o autor (2017). 

 

6.2 CORREÇÃO GEOMÉTRICA 

 

A correção geométrica ou registro de todas as imagens foi feita no software 

ENVI 4.5. A imagem do dia 08/09/2015 foi aquela usada como referência (base) para 

o registro das demais datas. Essa data foi escolhida por se apresentar isenta de 

nuvens. Para ilustração, na FIGURA 18 são mostrados os pontos de controle usados 

quando feito o registro da imagem do dia 07/08/2015. Para essa data foram 
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determinados doze pontos de controle distribuídos pela cena de forma a cobrir toda 

sua área com RMS de 0,2207. 

 

FIGURA 18- DISTRIBUIÇÃO DOS 12 PONTOS DE CONTROLE (EM VERMELHO) NAS 
IMAGENS LANDSAT 8 (BANDA DO INFRAVERMELHO PRÓXIMO) NAS DATAS DE 08/09/2015 

(BASE), À DIREITA E 07/08/2015 (REGISTRADA) À ESQUERDA 
 

 

FONTE: o autor (2017). 

 

Na FIGURA 19 que corresponde à tela “Image to Image GCP List” são 

mostrados os valores dos erros cometidos em “X” e “Y”, além do erro quadrático médio 

(RMS) para cada um dos doze pontos da imagem de 07/08/2015 quando referenciada 

à imagem base (08/09/2015). 
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FIGURA 19- TELA DO ENVI MOSTRANDO A FUNÇÃO “IMAGE TO IMAGE GCP LIST” COM OS 
PONTOS DE CONTROLE SELECIONADOS PARA A IMAGEM 150807 DO DIA 07/08/2015. 

 

 
 

FONTE: o autor (2017). 

  

 Para as demais datas foi feito o mesmo processo de registro com o emprego 

de 9 a 12 pontos de controle para cada imagem. O número de pontos de controle e 

RMS obtidos para cada imagem para cada ano da série temporal são apresentados 

na TABELA 16 (ano de 2013), TABELA 17 (ano de 2014) e na TABELA 18 (ano de 

2015). 

   

TABELA 16 - VALORES DE RMS (ROOT MEAN SQUARE) E NÚMERO DE PONTOS DE 
CONTROLE PARA CADA IMAGEM DO ANO 2013 COM BASE NA IMAGEM 150908. 

 

Imagens 
2013 

RMS Número de 
pontos de 
controle 

130505 0,3567 11 

130614 0,2207 10 

130716 0,1079 10 

130817 0,1758 11 

130926 0,3672 10 

131113 0,4312 10 

131213 0,3870 10 

Média 0,2923  

FONTE: o autor (2017). 
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TABELA 17 - VALORES DE RMS (ROOT MEAN SQUARE) E NÚMERO DE PONTOS DE 
CONTROLE PARA CADA IMAGEM DO ANO 2013 COM BASE NA IMAGEM 150908. 

 

Imagens 
2014 

RMS Número de 
pontos de 
controle 

140516 0,1309 9 

140609 0,3000 11 

140703 0,2036 10 

140820 0,1491 10 

140905 0,3315 9 

141007 0,1957 11 

141226 0,2587 10 

Média  0,2242  

FONTE: o autor (2017). 

 

TABELA 18 - VALORES DE RMS (ROOT MEAN SQUARE) E NÚMERO DE PONTOS DE 
CONTROLE PARA CADA IMAGEM DO ANO 2013 COM BASE NA IMAGEM 150908. 
 

Imagens 
2015 

RMS Número de 
pontos de 
controle 

150527 0,3144 9 

150620 0,2434 11 

150730 0,2986 11 

150807 0,2207 12 

151026 0,2861 11 

151111 0,3174 12 

151213 0,2696 10 

Média  0,2786  

FONTE: o autor (2017). 

 

6.3 IMAGENS BINÁRIAS 

 

Os valores digitais de cada alvo nas imagens estão representados em 8 bits 

(1 byte) por canal originalmente. Após a limiarização esses dados passam a ser 

representados por apenas 1 bit (imagem binária). Nessa imagem, os alvos de 

interesse são representados em duas classes, vegetação (em branco) e não 

vegetação (em preto).  

Na FIGURA 20 são mostradas duas imagens do mesmo ano (2015) para os 

meses de agosto e novembro onde é feita uma comparação da cobertura vegetal. É 
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possível evidenciar, na imagem do período mais seco (agosto), que a área coberta 

por vegetação é menor em relação a novembro devido à baixa umidade do solo.  

 

FIGURA 20 - COMPARAÇÃO DE DUAS IMAGENS BINÁRIAS DO ÍNDICE NDVI PARA UM MÊS 
SECO (AGOSTO) IMAGEM À ESQUERDA E UM MÊS ÚMIDO (NOVEMBRO) IMAGEM À DIREITA. 

 

  
 

 
LEGENDA 

 
 

 ND = ZERO 
Sem vegetação 
 

 ND = 255 
Vegetação 

 
FONTE: o autor (2017). 

 

O processo de limiarização das imagens foi adequado para todas as épocas 

em cada ano estudado quando usado nas imagens do índice NDVI. Na FIGURA 21 é 

mostrada a comparação das imagens binárias do NDVI para o mesmo mês (agosto) 

nos três anos estudados (2013 a 2015). Nessa série é possível visualizar a vegetação 

de Mata ciliar ou de galeria ao sul da cena e uma faixa de vegetação nativa ao norte 

da cena com Cerrado senso strictu. Uma diferença nítida entre as três datas se refere 

a uma área de Cerrado que na imagem de 2013 (assinalada em amarelo) é 

praticamente suprimida em relação aos demais anos. 

. 

 

 

 

 

  



81 
 

  

FIGURA 21 - COMPARAÇÃO DAS IMAGENS BINÁRIAS DO ÍNDICE NDVI PARA O MÊS DE 
AGOSTO NOS TRÊS ANOS ESTUDADOS (2013 A 2015) 

 

 

 

 

 
 
 
 

 

 

Agosto de 2013 Agosto de 2014 Agosto de 2015 

 ND = ZERO (sem vegetação)         ND = 255 (com vegetação) 
 

 
FONTE: o autor (2017). 

 

Para a mesma área e época do ano quando empregada a limiarização das 

imagens usando o índice de vegetação SAVI, nos anos de 2014 e 2015 não há 

detecção das áreas com vegetação nativa de Cerrado, principalmente no norte da 

cena como é mostrado na FIGURA 22. Apenas a mata ciliar ao sul da imagem aparece 

nas imagens do índice de vegetação SAVI de forma equivalente com a verdade de 

campo. Dessa forma o índice de vegetação SAVI não se mostrou adequado para se 

fazer a classificação das imagens, sendo que o mesmo não foi usado nas etapas 

posteriores do trabalho.  

 
 
 
 
 

  

Mata ciliar ou de galeria 
  

Vegetação nativa 

(Cerrado) 
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FIGURA 22. COMPARAÇÃO DAS IMAGENS BINÁRIAS DO ÍNDICE SAVI PARA O MÊS DE 
AGOSTO NOS TRÊS ANOS ESTUDADOS (2013 A 2015) ONDE SE PODE VER A DEFICIENCIA NA 

DETECÇÃO DE VEGETAÇÃO NATIVA (CERRADO) PARA OS ANOS DE 2014 E 2015 
 

 

 

 

 

 

 
Agosto de 2013 Agosto de 2014 Agosto de 2015 

 ND = ZERO (sem vegetação)               ND = 255 (com vegetação) 

 
FONTE: o autor (2017). 

 

Esse comportamento do índice de vegetação SAVI para o mês de agosto, que 

é aquele mostrado na comparação, se deve ao uso do valor “L” igual a 1 nesse 

trabalho (TABELA 8. VALOR DA CONSTANTE "L" USADA NO CÁLCULO DO SAVI EM FUNÇÃO 

DA DENSIDADE DE VEGETAÇÃO. Conforme Huete (1988), esse é o valor mais alto usado 

para o cálculo do índice de vegetação SAVI, que propicia em relação ao índice NDVI 

uma diferença maior especialmente nas áreas onde a vegetação permanente não 

possui um mesmo vigor ao longo do ano.  

Essa diferença pode ser vista quando é feita a comparação entre duas datas 

com comportamentos climáticos diferentes, principalmente quanto à umidade 

(FIGURA 23). Para o mês de agosto (imagem 150807), o período é de seca e para o 

mês de novembro (imagem 151111) o período é úmido. Na parte norte da imagem a 

vegetação nativa (Cerrado), assinada em vermelho permite evidenciar o contraste do 

clima, pois a mesma se apresenta menos exuberante em agosto e com mais vigor em 

novembro. Essa diferença é devido à vegetação de Cerrado se caracterizar por 

plantadas caducifólias, que nos meses secos perdem as folhas, além da coloração 

das mesmas ter uma tonalidade acinzentada, ou seja, sem pigmento verde, ao 

Vegetação nativa 
de cerrado 

Não detectada 
 

 

 

 N NÃO 
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contrário da mata ciliar que está presente na porção sul e têm as folhas verdes ao 

longo do ano. Nas imagens ainda são apresentados os contornos da propriedade 

estudada (em azul), além da divisão de cada talhão da Fazenda Marabá. 

 

FIGURA 23. COMPARAÇÃO ENTRE AS IMAGENS DE AGOSTO E NOVEMBRO DE 2015 NA 
COMPOSIÇÃO FALSA COR 6,5,4 PARA O SATÉLITE LANDSAT 8 COM DESTAQUE PARA A 

VEGETAÇÃO DE CERRADO (ASSINALADO EM VERMELHO) 
 

 

 

 

 
Agosto de 2015 

 
Novembro de 2015 

 
FONTE: o autor (2016). 

  

6.4 IMAGENS MULTITEMPORAIS 

 

Após a limiarização de cada imagem, as mesmas foram agrupadas em uma 

série de 8 imagens correspondendo aos meses de maio a dezembro para os três anos 

estudados (2013 a 2015). Dessa forma tem-se como resultado uma imagem 

multitemporal para cada ano que representa as alterações nesse período.  

No QUADRO 1 é apresentada uma imagem, correspondente ao ano de 2013, 

como ilustração. Esta imagem foi construída com as imagens do índice de vegetação 

NDVI binarizadas, segundo a Equação 23 (equação da codificação binária). O padrão 
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encontrado nesta imagem é também visível nos outros anos, uma comparação dos 

três anos é vista na FIGURA 24. 

 

QUADRO 1- IMAGEM APÓS A CODIFICAÇÃO BINÁRIA DO ÍNDICE DE VEGETAÇÃO NDVI PARA 
O ANO DE 2013 

 

 

 

 
LEGENDA 

 ND=0  

Sem vegetação (Valor 0) 
 

 ND =1-15 

Vegetação no início do ano. Algodão safra 
sem rotação. 
 

 ND~63 

Vegetação no início do ano. Algodão 
safrinha sem rotação. 
 

 ND=127 

Vegetação no final do ano. Soja tardia sem 
rotação. 
 

 ND=195 

Vegetação no início e final do ano. Algodão 
safrinha em rotação com soja tardia. 
 

 ND=255 

Vegetação em todas as imagens. 
 

 
FONTE: o autor (2017). 

 

Os valores digitais desta imagem se concentram em três grandes 

agrupamentos. As regiões cobertas por solo nu, água, asfalto ou outros alvos 

diferentes da vegetação apresentam sempre valores nulos nas imagens binarizadas. 

Por isto, sua adição na codificação binária resulta em valores nulos. No caso da água 

o valor da soma para reflectância é sempre 0 (zero) em todas as datas não havendo 

variação pois esse é um alvo onde a reflectância é sempre baixa. As estradas 

geralmente são representadas como linhas retas, escuras e estreitas devido a 

topografia plana da região.   
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Um agrupamento com valor característico em torno de 1 a 15 cria outras 

regiões escuras na imagem, mas estas não são totalmente nulas. Valores baixos são 

produzidos quando a vegetação está presente apenas no início da série. Esta é a 

característica dos campos de algodão, uma cultura de início de ano. O resto do ano, 

o campo fica sem atividade agrícola, ficando com pouca vegetação. 

Os valores até 63 caracterizam combinações da codificação binária nas que 

existem valores significativos no início da série por maior tempo. Consultando o 

calendário das respectivas fazendas, isto coincide com cultivo de algodão safrinha 

sem rotação. 

A rotação entre soja e algodão é visível com os valores em torno de 195. Neste 

caso, o período mais coberto por vegetação acontece no final da série de imagens 

binárias.  

 Quando a vegetação ocorre apenas no final do ano, um valor de 127 é 

produzido. Este valor é notado em campos de soja sem rotação, pois esta cultura 

somente aparece no final do ano, sendo que no restante do período o campo está 

sem vegetação significativa. 

Quando ocorre vegetação em todas as imagens binárias, o pixel é sempre 

representado pelo valor 1, o que produz o valor de 255 na imagem da codificação 

binária. Assim sendo, valores 255 correspondem à vegetação permanente como, por 

exemplo, a mata ciliar ou os bosques de reflorestamento de eucaliptos. Não é possível 

distinguir estas duas coberturas, neste caso. 

A vegetação nativa seja mata ciliar, cerradão ou cerrado aparece em branco 

ou em coloração bem clara, pois o valor para esses alvos é quase sempre 1 nas 

imagens binárias. Isso se dá porque essa vegetação se apresenta verde ao longo do 

ano com pouca variação de cor, mesmo para o período seco (maio a agosto) onde a 

perda de vigor vegetativo das folhas é mínima em relação ao porte e volume da 

vegetação.  

 Alguns exemplos destas tonalidades de cinza podem ser vistos na FIGURA 25, 

onde um pequeno recorte da imagem codificada é apresentado em ampliação. Nota-

se, por exemplo, que valores escuros ocorrem na estrada, que nunca é coberta por 

vegetação ao longo do ano. A vegetação nativa, sempre presente, aparece bem clara. 

Os campos de cultivo apresentam tonalidades de cinza médio, pois durante alguns 

períodos tem vegetação e outros meses estão sem vegetação. Na mesma imagem 
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nota-se o efeito das nuvens, que podem causar valores nulos em algumas imagens, 

mascarando a presença de vegetação. 

 

FIGURA 24 - IMAGENS MULTITEMPORAIS DE CADA ANO ESTUDADO PARA O ÍNDICE DE 
VEGETAÇÃO NDVI (2013 A 2015). 

 

 

 

 

 

 

 
NDVI 2013 

 
NDVI 2014 

 
NDVI 2015 

 

  
LEGENDA 

 ND=0 Sem vegetação (Valor 0) 

 ND =1-15 Vegetação no início do ano (algodão safra sem rotação). 

 ND~63 Vegetação no início do ano (algodão safrinha sem rotação). 

 ND=127 Vegetação no final do ano (soja tardia sem rotação). 

 ND=195 Vegetação no início e final do ano (algodão safrinha em rotação com soja tardia). 

 ND=255 Vegetação em todo o ano. 
 

 
FONTE: o autor (2017). 
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FIGURA 25 – IMAGENS MULTITEMPORAIS DO ÍNDICE DE VEGETAÇÃO NDVI PARA UMA 
MESMA ÁREA NOS ANOS DE 2013 E 2014 COM VEGETAÇÃO DE CERRADO, CULTURAS, 

SOMBRA DE NUVEM E ESTRADA. 
 

                                                  
2013 

 

 
               2014 

 
 

LEGENDA 

 ND=0 Sem vegetação (Valor 0) 

 ND~63 Vegetação no início do ano (algodão safrinha sem rotação). 

 ND=127 Vegetação no final do ano (soja tardia sem rotação). 

 ND=195 Vegetação no início e final do ano (algodão safrinha em rotação com soja tardia). 

 ND=255 Vegetação em todo o ano. 
 

 
FONTE: o autor (2017). 

 

Os valores verificados nas outras imagens, são similares. A distribuição 

espacial das tonalidades de cinza, porém são diferentes, o que caracteriza algumas 

alterações temporais nas práticas de cultivo.  

 
6.4.1 Característica das culturas nas imagens multitemporais 

 

As culturas apresentam uma variação multitemporal ao longo do ano em 

função do estágio vegetativo das mesmas, como também uma variação interanual, já 

que para cada ano uma determinada área (talhão) pode ou não ser cultivada. Dessa 

forma, o valor do nível de cinza é variável em função do número de imagens que são 

classificadas como vegetação ou não-vegetação e que são contabilizadas ao longo 

do ano. 
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Como exemplo, é feita a demonstração de uma pequena área de uma imagem 

multitemporal representada na FIGURA 26 que permite ver alguns tipos de cultivo em 

contraste com outros alvos escuros. 

 Esses alvos são:  

a) Área de cultivo de algodão sem rotação com soja, onde o valor do nível 

de cinza é baixo pois só existe vegetação verde até o mês de julho, 

portanto com baixo valor da soma como exposto anteriormente (valor 

de nível de cinza igual a 7);  

b) Eucaliptos que formam os quebra-ventos ao redor da sede da Fazenda 

Marabá que estão em branco, pois o valor do nível de cinza é próximo 

a 255;  

c) Pequena pista de pouso, escuro por se tratar de solo exposto; 

d) Vegetação de gramínea junto a uma várzea (mesma situação do 

eucalipto); 

e) Pequena represa, preto, por ser água onde a reflectância é muito baixa; 

f) Área de cultivo de algodão e rotação com soja, onde o valor do nível 

de cinza é intermediário pois só existe vegetação verde nos meses de 

maio a julho (algodão) como também para novembro e dezembro (soja) 

que resulta em um valor de nível de cinza aproximado de 199 gerando 

um tom de cinza mais claro. 

 

FIGURA 26 – ÁREA NO ENTORNO DA SEDE DA FAZENDA MARABÁ ONDE PODEM SER VISTOS 
DIVERSOS ALVOS ASSINALADOS COM COMPORTAMENTO DIFERENTES QUANTO AO VALOR 

DO NÍVEL DE CINZA (IMAGEM DO ANO 2013) 
 

 
 

 FONTE: o autor (2017). 
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Dessa forma pode-se então afirmar que as culturas estudadas têm 

comportamento diferente quanto aos valores de nível de cinza encontrados em função 

da época do ano que as mesmas estão no campo. Exemplificamos essa informação 

através de uma simulação como se fosse no campo onde é feita a combinação das 

culturas possíveis, como é mostrado no QUADRO 2. 

 
QUADRO 2 – VALORES DO NÍVEL DE CINZA PARA CADA TIPO DE CULTURA OU ROTAÇÃO NA 
ÁREA APÓS A COMBINAÇÃO ENTRE O VALOR BINÁRIO (1) E O PESO PARA CADA MÊS 
 

Quadro de combinação de somas para as culturas estudadas 
 

 Culturas combinadas 
 

Mês Peso Algodão sem rotação Algodão/Soja Soja sem 
rotação 

Maio 1 1 1 1 1 1 1 1   

Junho 2 1 1 1 1 1 1 1   

Julho 4 1 1 1  1 1    

Agosto 8 1 1 
 

      

Setembro 16 1  
 

      

Outubro 32 1  
 

  
 

            

Novembro 64   
 

  1 1 1  

Dezembro 128   
 

 1 1 1 1 1 

Soma do NC 63 15 7 3 135 199 195 192 128 

FONTE: o autor (2017). 

 

O algodão sem rotação é a cultura que apresenta o valor de nível de cinza 

mais baixo pois seu ciclo vegetativo ocorre nos meses iniciais da série (maio a julho) 

onde os pesos apresentam valores pequenos.  

A cultura da soja quando cultivada em uma área sem rotação apresenta 

valores do nível de cinza elevados devido a fase vegetativa com presença de folhas 

verdes ocorrer no final do ano (outubro a dezembro) onde o valor do peso é maior. 

Para a rotação algodão/soja ao longo da série anual, os valores do nível de 

cinza são um pouco maiores que para a cultura da soja sem rotação, já que é feita 

soma dos pesos das duas culturas, pois tem-se cultivo no início da série (algodão) e 

no final da série (soja).  
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6.5 ANÁLISE PÓS-CLASSIFICAÇÃO 

 

A análise é composta por duas etapas: na primeira cada imagem anual 

(baseada na multitemporal para cada ano) é classificada usando a classificação não-

supervisionada pela Mínima Distância Euclidiana. Na segunda os resultados das três 

classificações resultantes nas imagens anuais (2013 a 2015) são comparados e são 

analisadas as variações ou mudanças do uso do solo. A seguir, os resultados destas 

duas etapas são apresentados. 

 

6.5.1 Classificação anual (2013 a 2015) 

 

A classificação para cada ano, chamada de classificação anual, gerou clusters 

que foram agrupados em classes em função do valor médio, mínimo e máximo do 

nível de cinza encontrado. As classes adotadas dessa etapa em diante segue aquela 

descrita no item 5.4.1 da metodologia. Para o ano de 2013 foram encontrados 9 

clusters e os valores do nível de cinza para o agrupamento das classes são mostrados 

na TABELA 19, enquanto que no ano de 2014 foram encontrados 7 clusters e os 

valores do nível de cinza são mostrados na TABELA 20, e finalmente para o ano de 

2015 foram encontrados 10 clusters e os valores do nível de cinza encontrados para 

o agrupamento das classes são mostrados na TABELA 21. 

 

TABELA 19 - VALORES DO NÍVEL DE CINZA E CLUSTERS EMPREGADOS NA CLASSIFICAÇÃO 
DA IMAGEM MULTITEMPORAL DO ÍNDICE NDVI PARA O ANO DE 2013. 

 

Classe Clusters 
agrupados 

Valor do nível de cinza 

Médio Desvio Min Max 

1 Vegetação nativa 
 

C1 254 2.1 241 255 

2 Algodão safrinha e soja 
precoce 

C2 
C3 

198 
182 

3,6 
3,7 

190 
177 

208 
189 

3 Algodão safrinha e soja tardia C4 
C5 

142 
131 

1,4 
3,1 

138 
123 

144 
137 

4 Algodão safra sem rotação 
ciclo curto 

C9 1 2,9 0 15 

5 Algodão safra sem rotação 
ciclo longo 

C7 
C8 

67 
51 

3,6 
3,1 

60 
48 

79 
59 

6 Soja tardia sem rotação 
 

Não tem 

7 Soja precoce sem rotação 
 

C6 115 2,7 112 122 

FONTE: o autor (2017). 
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TABELA 20 - VALORES DO NÍVEL DE CINZA E CLUSTERS EMPREGADOS NA CLASSIFICAÇÃO 
DA IMAGEM MULTITEMPORAL DO ÍNDICE NDVI PARA O ANO DE 2014. 
 

Classe Clusters 
agrupados 

 

Valor do nível de cinza 
 

Média 
 

Desvio Min Max 

1 Vegetação nativa 
 

C1 254 2.5 242 255 

2 Algodão safrinha e soja precoce 
 

Não tem 

3 Algodão safrinha e soja tardia C3 
C4 

149 
133 

6,2 
3,2 

142 
117 

160 
141 

4 Algodão safra sem rotação ciclo 
curto 

C7 3 3,1 0 12 

5 Algodão safra sem rotação ciclo 
longo 

C6 21 4.2 13 31 

6 Soja tardia sem rotação 
 

C2 230 5.1 225 241 

7 Soja precoce sem rotação 
 

C5 100 6,0 96 116 

FONTE: o autor (2017). 

 

TABELA 21 - VALORES DO NÍVEL DE CINZA E CLUSTERS EMPREGADOS NA CLASSIFICAÇÃO 
DA IMAGEM MULTITEMPORAL DO ÍNDICE NDVI PARA O ANO DE 2015. 
 

Classe Clusters 
agrupados 

 

Valor do nível de cinza 
 

Média 
 

Desvio Min Max 

1 Vegetação nativa 
 

C1 254 1,7 240 255 

2 Algodão safrinha e soja 
precoce 

C3 
C4 

198 
176 

5,1 
3,0 

188 
170 

211 
187 

3 Algodão safrinha e soja 
tardia 

C5 
C6 

163 
133 

3,0 
5,3 

148 
117 

169 
147 

4 Algodão safra sem rotação 
ciclo curto 

C10 1 
 

3,3 
 

0 18 

5 Algodão safra sem rotação 
ciclo longo 

C9 
C8 

35 
66 

4,7 
3,6 

19 
51 

50 
82 

6 Soja tardia sem rotação C2 226 4,3 
 

212 
 

239 
 

7 Soja precoce sem rotação 
 

C7 99 4,3 83 116 

FONTE: o autor (2017). 

 

Na comparação dos três anos, é possível verificar que a classe “vegetação 

nativa” é aquela que apresenta a menor variação na média do valor do nível de cinza 

(igual a 254 nos três anos) devido a mesma não sofrer alterações ao longo do ano. 

Essa classe pode ser usada como referência para medir a acurácia do método de 

classificação. 
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Ao analisar as outras seis classes, que são todas áreas agrícolas, ou seja, 

onde pode ocorrer alterações no período estudado, a classe que apresenta o melhor 

padrão de identificação é a classe 4 “algodão safra sem rotação ciclo curto”, com 

valores do nível de cinza igual a 1 para os anos de 2013 e 2015 e valor do nível de 

cinza igual a 3 para o ano de 2014. Essa classe é bem definida pois os valores 

encontrados para o nível de cinza são baixos e na classificação a mesma é facilmente 

separada das demais. 

Para cada ano foi gerada a classificação onde é possível ver a distribuição 

das classes. O mapa da classificação para o ano de 2013 pode ser visto na FIGURA 

27, enquanto para o ano de 2014 é visto na FIGURA 28 e para o ano de 2015 na 

FIGURA 29. 

 

FIGURA 27 - CLASSIFICAÇÃO DA IMAGEM MULTITEMPORAL DO ÍNDICE NDVI PARA O 
ANO DE 2013. 

 

 

Legenda 
 

█ Vegetação nativa 
 
█ Algodão safrinha/soja precoce 
 
█ Algodão safrinha/soja tardia 
 
█ Soja sem rotação precoce 
 
█ Algodão sem rotação (longo) 
 
█ Algodão sem rotação (curto) 

 

FONTE: o autor (2017). 
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FIGURA 28 -CLASSIFICAÇÃO DA IMAGEM MULTITEMPORAL DO ÍNDICE NDVI PARA O ANO 
DE 2014. 

 

 

Legenda 
 

█ Vegetação nativa 
 
█ Algodão safrinha/soja tardia 
 

 Soja sem rotação tardia 
 
█ Soja sem rotação precoce 
 
█ Algodão sem rotação (longo) 
 
█ Algodão sem rotação (curto) 

 

FONTE: o autor (2017). 
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FIGURA 29 - CLASSIFICAÇÃO DA IMAGEM MULTITEMPORAL DO ÍNDICE NDVI PARA O ANO 
DE 2015. 

 

 

Legenda 
 

█ Vegetação nativa 
 
█ Algodão safrinha/soja precoce 
 
█ Algodão safrinha/soja tardia 
 

 Soja sem rotação tardia 
 
█ Soja sem rotação precoce 
 
█ Algodão sem rotação (longo) 
 
█ Algodão sem rotação (curto) 

 
FONTE: o autor (2017). 

 

 Na comparação das imagens classificadas para os três anos, é possível 

observar que para os anos de 2013 e 2015 houve uma menor variação das classes 

de culturas nos talhões localizados ao sul da imagem, predominando duas classes: 

a) Classe 2 “algodão safrinha/soja precoce” (cor amarela); e 

b) Classe 3 “algodão safrinha/soja tardia” (cor laranja). 

 

Enquanto que para o ano de 2014 nessa mesma área a classe encontrada foi 

apenas a Classe 3 “algodão safrinha/soja tardia” (cor laranja) e nas demais áreas para 

esse ano a Classe 6 “soja sem rotação” (cor rosa) apresentou uma grande área 

cultivada. 
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Nos três anos a classe que pode ser vista em todas as datas com bastante 

representação é a Classe 4 “algodão sem rotação ciclo curto” (cor azul escuro), 

principalmente na porção norte das imagens.  

Para melhor exemplificar a distribuição do uso do solo na área, é mostrada na 

FIGURA 30, a ocupação pelos diferentes tipos de vegetação (nativa e agricultura). 

Também é mostrada a área onde há confusão na classificação entre agricultura e 

vegetação nativa, que ocorre onde a vegetação nativa é de pequeno porte que se 

assemelha à área agrícola. 

 

FIGURA 30 – ÁREA COM AGRICULTURA, VEGETAÇÃO NATIVA E ÁREA COM CONFUSÃO NA 
CLASSIFICAÇÃO ENTRE AGRICULTURA E VEGETAÇÃO NATIVA. 

 

 

 

 

 

 Área de agricultura.  

 

 Área de confusão entre 
vegetação nativa e agricultura.  

 

 Área de vegetação nativa (Mata 
ciliar ou Cerrado). 

 
FONTE: o autor (2017). 
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6.5.2 Classificação da Análise de Detecção das Mudanças Interanuais  

 

Na FIGURA 31 é possível visualizar as áreas onde não houve detecção de 

alteração entre os três anos (em branco). Essas áreas correspondem aos talhões com 

agricultura sem rotação e aquelas onde há vegetação permanente (mata nativa). As 

áreas em preto são aquelas onde houve alterações (rotação). 

 

FIGURA 31 - EMPREGO DO ÍNDICE NDVI PARA VISUALIZAR ÁREAS ONDE NÃO HOUVE 
ALTERAÇÕES (BRANCO) NO PERÍODO ESTUDADO (2013 A 2015). 

 

 

FONTE: o autor (2017). 

 

As áreas com variação entre anos foram a seguir analisadas com o uso da 

imagem de detecções interanuais. De acordo a Equação 24, cada tipo de variação 

recebe um número único que vai de 000 a 222. A freqüência de cada tipo de variação 

é mostrada no histograma da FIGURA 32. Nota-se que apenas as classes com 

variação são representadas.  
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FIGURA 32 – VALORES DA OCORRÊNCIA EM PIXEL PARA CADA CLASSE NA IMAGEM “ADMI” 
PARA O PERÍODO ESTUDADO (2013 A 2015). 

 

 
 

FONTE: o autor (2017). 

 

O histograma revela quais são os tipos de variação temporal mais frequentes. 

No eixo “y” é mostrado o valor do número de pixel que possui cada classe, enquanto 

no eixo “x” estão os tipos codificados. Por exemplo, a variação temporal 121 (rotação-

algodão-rotação) é aquela que mais ocorre na imagem. As variações que ocorrem 

com menor frequência são aquelas onde a cultura da soja é plantada sem rotação 

somente para o ano de 2013, como é o caso das variações: 001, 002, 010 que estão 

localizadas no início do histograma. No QUADRO 3 são mostrados os tipos de 

variação mais frequentes. 
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QUADRO 3 – TIPOS DE VARIAÇÃO CODIFICADOS E A FREQUENCIA EM QUE OCORREM NA 
IMAGEM “ADMI”. 

 

Classe 
codificada 

Tipo de uso agrícola  Número de 
pixels 

 
2013 2014 2015 

121 Rotação Algodão Rotação 54.861 

101 Rotação Soja Rotação 50.195 

100 Rotação Soja Soja 46.643 

102 Rotação Soja Algodão 42.671 

221 Algodão Algodão Rotação 40.285 

211 Algodão Rotação Rotação 31.034 

202 Algodão Soja Algodão 29.441 

112 Rotação Rotação Algodão 29.377 

FONTE: o autor (2017). 

 

Isto reflete corretamente as observações de campo, pois houve de fato uma 

substituição de campos de rotação (2013) por campos de soja em 2014. Partes destes 

campos, em 2015, foram novamente usados para cultivar algodão, sendo que para 

alguns casos com rotação. 

É mostrada na FIGURA 33, para melhor exemplificar, a mesma cena da 

FIGURA 31 com as áreas sem rotação em verde. As demais áreas em tons de cinza 

e preto são aquelas que têm alterações para os três anos estudados.  
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FIGURA 33 – ÁREAS ONDE NÃO HOUVE ALTERAÇÕES (EM VERDE) E AQUELAS COM 
ALTERAÇÕES REPRESENTADAS POR SUAS CLASSES CODIFICADAS. 

 

 

 

 
 
 
 

 
 
 
 
 
 

 
 
 
 
 

 
 
 
 
 

 

 
Legenda 

 
Classes com alterações  
(Algodão sem rotação e 
algodão em rotação com 
soja).  
Exemplos:121,221,211. 
 
 

Classes com alterações 
(Apenas soja ou algodão, 
sem rotações). 
Exemplos: 200, 202 
 

  
Classe com alterações em 

todos os anos (Apenas 
rotação entre algodão e 
soja, classe 111) 
 
 
Classes sem alterações 
(Vegetação permanente e 
culturas iguais em todos os 
anos). Exemplos:000 e 222. 
  
 
 

 
FONTE: o autor (2017). 

 

6.5.3 Validação da análise de pós-classificação com a verdade de campo  

 

De acordo com os dados repassados pela propriedade é possível comparar a 

pós-classificação feita pelos dois métodos:  

a) Classificação Anual; 

b) Análise de Detecção das Mudanças Interanuais (ADMI).  

 

Para isso foram escolhidos alguns talhões onde os limites são bem definidos 

nas imagens sendo possível localizar os mesmos e comparar a classificação do uso 

do solo feito em cada método. Na  
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FIGURA 34 é mostrada a localização dos talhões escolhidos como verdade de 

campo na Fazenda Marabá.  

 
FIGURA 34 – LOCALIZAÇÃO DOS TALHÕES NA FAZENDA MARABÁ USADOS COMO VERDADE 

DE CAMPO PARA VALIDAÇÃO DOS MÉTODOS DE PÓS- CLASSIFICAÇÃO. 
 

 

 

 

Legenda 

 

 

 

Talhão 47 

 

 

 

Talhões 44 e 45 

 

 

 

Talhões 1,2,5 e 6 

 

 

 

Talhões 16 e 17 

 

 

 

 

Talhões 20 e 22 

 

Talhão 57 

 
FONTE: o autor (2017). 
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Na FIGURA 35 é mostrada a distribuição de cada cultura ao longo dos oito 

meses estudados (maio a dezembro) para cada ano (2013 a 2015) nos talhões usados 

como verdade de campo. Foi adotado um fracionamento quinzenal dentro do mês 

para aproximar as datas de plantio e colheita de acordo com a realidade. 

 

FIGURA 35 – DISTRIBUIÇÃO DAS CULTURAS EM CADA TALHÃO USADOS COMO 
VERDADE DE CAMPO PARA CADA ANO. 

 

 

 

 

 
  

 

Legenda 

 

 Algodão safrinha (ciclo longo) 
 

 Algodão safra (ciclo curto) 
 

  Soja precoce 
 

           Soja tardia 

  

 
FONTE: o autor (2017). 

 

O talhão 47 é cultivado com algodão sem rotação em todos os anos, sendo 

aquele que melhor representa a verdade de campo nos dois métodos de pós-

classificação, pois não há alterações ao longo da série de classificação anual. Esse 

talhão pertence à variação 222 no método de detecções interanuais. Por se tratar de 

algodão safra (ciclo curto), é possível ver que na segunda quinzena do mês de 

dezembro dos anos de 2013 e 2014 há cultura no campo, mas não interfere na 

classificação, pois nessa fase vegetativa a planta ainda está no seu estágio inicial pós-

emergência (V0), não sendo detectada como vegetação na imagem binária.  

Os talhões 44 e 45 são classificados como soja sem rotação, ou seja, “sem 

alterações” (variação 000). Esses talhões são cultivados com soja sem rotação 
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apenas nos anos de 2013 e 2014, enquanto para o ano de 2015 a área não foi 

cultivada (pousio). 

Para melhor demonstrar as análises é apresentado no QUADRO 4 os 

resultados por talhão e para cada tipo de pós-classificação. A determinação entre os 

acertos e erros foi feita através do cruzamento das informações obtidas junto à 

propriedade agrícola, em função do mês de plantio e colheita de cada cultura. Foi feita 

a comparação com a classificação obtida em cada método para cada mês, ano, talhão 

e cultura. 

A classificação anual é representada pelo código M1 enquanto a classificação 

pela detecção das mudanças interanuais (ADMI) pelo código M2. A verdade de campo 

(VC) é apresentada pela mesma ordem dos tipos de variação na classificação 

multianual, ou seja, 0 para soja, 1 para rotação e 2 para algodão. Por exemplo 221, 

algodão em 2013 e 2014 e rotação em 2015. Para cada método são colocadas as 

variações obtidas em cada ano na ordem (2013 a 2015) para comparar com a verdade 

de campo. Para os talhões 44 e 45, o terceiro algarismo é substituído pela letra “x”, 

pois a área está sem cultura (pousio). 

 
QUADRO 4 – COMPARAÇÃO DA VERDADE DE CAMPO COM OS RESULTADOS OBTIDOS NOS 
DOIS MÉTODOS DE PÓS CLASSIFICAÇÃO PARA CADA TALHÃO E O ACERTO PARA CADA 
MÉTODO. 

 

 
 
 

Talhões 

 
 
 

Verdade 
de 

campo 

Variações encontradas pelos dois 
métodos 

Acertos e erros das variações 
comparadas com a verdade de 

campo 

 
M1 

Classificação 
Anual 

 
M2 

Classificação 
“ADMI” 

M1  
Classificação 

Anual 

M2 
Classificação 

“ADMI” 

 
Acertos 

 
Erros 

 
Acertos 

 
Erros 

 
47 

 
222 

 
222 

 
222 

 
3 

 
0 

 
3 

 
0 

 
44 e 45 

 
00x 

 
101 

 
000 

 
1 

 
2 

 
3 

 
0 

 
01, 02,  
05 e 06 

 
111 

 
101 

 
101 

 
2 

 
1 

 
2 

 
1 

 
16 e 17 

 
110 

 
111 

 
111 

 
2 

 
1 

 
2 

 
1 

 
20 e 22 

 
221 

 
221 

 
221 

 
3 

 
0 

 
3 

 
0 

 
57 

 
000 

 
200 

 
200 

 
2 

 
1 

 
2 

 
1 

 
 

 
Acurácia geral 

 
72,2% 

 
83,3% 

FONTE: o autor (2017). 
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Quando feita a validação para os quatro talhões agrupados no sul da área 

(talhões 01, 02, 05 e 06), a classificação “ADMI” (M2) mostra como alteração, embora 

em todos os anos essas áreas sejam cultivadas com rotação algodão/soja (variação 

111), não havendo diferença no uso das áreas. Na classificação anual (M1) essas 

quatro áreas são corretamente apresentadas para os anos de 2013 e 2015, enquanto 

que para o ano de 2014 a mesma se mostrou incorreta pois indica soja sem rotação 

tardia. 

Para os talhões 16 e 17, onde é praticada a rotação algodão/soja para os anos 

de 2013 e 2014 e soja sem rotação para 2015, ambos os métodos pós-classificação 

apresentaram erro para o ano de 2015. Para esses talhões a classificação “ADMI” 

(M2) apresenta como área sem alterações, o mesmo resultado que a classificação 

anual (M1) que atribui para todos os anos rotação. 

Nos talhões 20 e 22, a classificação foi correta para os dois métodos 

analisados, apontando como áreas de alteração, pois a verdade de campo indica que 

nesses talhões nos anos de 2013 e 2014 foram cultivados algodão sem rotação e no 

ano de 2015 houve alteração para rotação algodão/soja. 

O talhão 57 repete em todos os anos o mesmo uso (soja sem rotação) como 

verdade de campo. Os dois métodos erram a classificação apenas para o ano de 

2013, confundindo com algodão sem rotação. 

Os talhões melhores classificados são o 47, 20 e 22 onde o acerto é de 100% 

em todos os anos e para ambos os métodos de pós-classificação. Esse alto índice de 

acerto pode ser explicado, pois o algodão que é a cultura desses talhões, que 

apresenta o valor do nível de cinza baixo (primeiros meses do ano) e gera pouca 

confusão na classificação.  

Para os talhões 44 e 45 apenas a classificação anual (M1) erra em dois anos 

(2013 e 2015). O resultado ainda é satisfatório para esses talhões, pois a classificação 

“ADMI” (M2) acerta na totalidade a pós-classificação.  

No caso dos talhões 16 e 17, os dois métodos apresentam erros, mas apenas 

para o ano de 2015 em ambos. 

O resultado da classificação para os talhões 01, 02, 05 e 06 pode ser avaliada 

apenas na classificação anual (M1), onde o acerto é de 67%, ou seja, apenas um ano 

é classificado de forma errada (2014).  

Ao comparar os dois métodos de pós-classificação, considerando os talhões 

estudados, a classificação “ADMI” (M2) apresentou acurácia geral melhor, pois em 
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cada área erra apenas uma vez em cada série temporal, ou seja, no máximo uma por 

ano. A classificação anual (M1) apresentou uma acurácia geral menor em função de 

cometer erro para dois anos dentro de uma mesma série (talhões 44 e 45), onde errou 

para os anos de 2013 e 2015. Entretanto o acerto para esses talhões ficou em 67% 

na série pois a classificação “ADMI” (M2) compensou esse erro com acerto de 100%. 

Com os resultados obtidos nos talhões de conferência da Fazenda Marabá é 

possível identificar as áreas correlatas em propriedades vizinhas que estão na cena, 

principalmente aquelas na porção sul e oeste das imagens.  

 

6.6 ANÁLISE MULTIANUAL 

 

Do processo de combinação das imagens multitemporais de cada ano, 

quando colocadas na sequência RGB com 2013 no canal “R”, 2014 no canal “G” e 

2015 no canal “B”, tem-se uma composição colorida (multianual) que permite verificar 

as alterações ocorridas no período estudado. Dessa forma, tem-se a leitura dos 

valores na escala de 0 a 255 para cada pixel e de forma separada em cada canal para 

cada ano. Pode-se ver na FIGURA 36 as duas imagens (NDVI e SAVI) considerando 

os três anos de análise (2013 a 2015) para os meses de maio a dezembro em cada 

ano quando combinadas na composição colorida RGB.  

Através da combinação dos números digitais presentes em cada canal da 

imagem multianual é possível fazer a interpretação do uso do solo para cada ano 

separadamente através dos valores obtidos na TABELA 11 que determina o valor dos 

pesos para cada mês em que há vegetação no campo. 
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No QUADRO 5 é apresentada uma legenda onde cada cor é gerada pela 

combinação das imagens multitemporais de cada ano, que indica uma classe de uso 

em função dos níveis digitais presentes nas imagens da FIGURA 36. 

 
QUADRO 5 – CORES RESULTANTES DA COMBINAÇÃO RGB COM OS VALORES DO NÍVEL DE 
CINZA PARA CADA ANO E O RESPECTIVO USO DO SOLO. 
 

Cor Ano e ND Uso do solo (classes) 

2013 2014 2015 

 
1 6 132 Algodão sem rotação (2013 e 2014); Algodão em 

rotação com Soja tardia (2015). 

 
194 136 143 Algodão em rotação com Soja tardia (todos os anos). 

 

196 6 164 Algodão em rotação com Soja tardia (2013 e 2015); 
Algodão sem rotação (2014);  

 

136 144 144 Algodão em rotação com Soja tardia (todos os anos). 
 

 
1 164 3 Algodão sem rotação (2013 e 2015); Soja precoce 

sem rotação (2014). 

 
3 152 193 Algodão sem rotação (2013); Algodão em rotação com 

Soja tardia (2014); Soja tardia sem rotação (2015). 

 
207 31 34 Soja precoce sem rotação (2013); Algodão sem 

rotação (2014 e 2015);  

 
129 179 47 Soja precoce sem rotação (2013); Algodão em rotação 

com Soja tardia (2014); Algodão sem rotação (2015). 

 255 255 255 Vegetação permanente. 

FONTE: o autor (2017). 
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FIGURA 36. COMPARAÇÃO DAS IMAGENS MULTIANUAIS DOS ÍNDICES NDVI (IMAGEM “A”) E 
SAVI (IMAGEM “B”) COM A COMPOSIÇÃO DAS IMAGENS MULTITEMPORAIS NOS ANOS 2013 

(R), 2014 (G) E 2015 (B). 
 

 
NDVI (A) 

 

 
SAVI (B) 

I  
 

 
FONTE: o autor (2017). 

 

Na comparação das imagens NDVI (36A) e SAVI (36B), na FIGURA 36, é 

possível visualizar que o índice NDVI é superior para discriminar as áreas com 

vegetação permanente (nativa) onde o nível de cinza é igual a 255 quando comparada 

com o índice de vegetação SAVI que para as mesmas áreas (assinaladas em 

vermelho) apresenta valores digitais menores que 255.  

 

6.6.1 Classificação da imagem multianual da imagem NDVI 

 

As classes adotadas são as mesmas usadas nos dois métodos anteriores 

(item 6.5) o que possibilita a comparação entre os mesmos. Para as imagens 

multianuais foram empregados três métodos de classificação:  

a) Não-supervisionada (ISODATA, com Distância Mínima); 
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b) Supervisionada com Mínima Distância Euclidiana e  

c) Supervisionada com Máxima Verossimilhança (MAXVER).  

 

Foi possível fazer a classificação supervisionada na análise multianual, pois a 

imagem gerada é colorida o que facilita a interpretação do usuário, ao contrário das 

imagens na série anual (item 6.5.1) onde as imagens estão em tom cinza. 

Na FIGURA 37 é mostrada a classificação não-supervisionada (ISODATA) da 

imagem multianual apenas para o índice NDVI, feita pelo Método da Mínima Distância 

Euclidiana. 

 

FIGURA 37- CLASSIFICAÇÃO NÃO-SUPERVISIONADA DA IMAGEM MULTIANUAL PELO 
MÉTODO CLUSTERS (ISODATA COM MÍNIMA DISTÂNCIA EUCLIDIANA). 

 

 

 

 
Legenda 

 
█ Vegetação nativa 
 
█ Algodão safrinha/soja precoce 
 
█ Algodão safrinha/soja tardia 
 

 Soja sem rotação tardia 
 
█ Soja sem rotação precoce 
 
█ Algodão sem rotação (longo) 
 
█ Algodão sem rotação (curto) 

 
 
 
 
 
 
 
 
 
 
 
 
 

   
FONTE: o autor (2017). 
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Na FIGURA 38 é mostrada a classificação supervisionada pelo método da 

Mínima Distância Euclidiana. 

 

FIGURA 38 - CLASSIFICAÇÃO SUPERVISIONADA DA IMAGEM MULTIANUAL PELA MÍNIMA 
DISTÂNCIA EUCLIDIANA. 

 

 

 

 
Legenda 

 
█ Vegetação nativa 
 
█ Algodão safrinha/soja precoce 
 
█ Algodão safrinha/soja tardia 
 

 Soja sem rotação tardia 
 
█ Soja sem rotação precoce 
 
█ Algodão sem rotação (longo) 
 
█ Algodão sem rotação (curto) 

 
 
 
 
 
 
 
 
 
 
 
 

 
FONTE: o autor (2017). 

 

 Nas duas matrizes de confusão, (TABELA 22 e TABELA 23) as classes 

numeradas de 1 a 7, correspondem a: 

 

1- Vegetação nativa; 

2- Algodão sem rotação (ciclo curto); 

3- Algodão sem rotação (ciclo longo); 

4- Soja sem rotação tardia; 

5- Soja sem rotação precoce; 
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6- Algodão safrinha / Soja precoce; 

7- Algodão safrinha / Soja tardia. 

 

 A matriz de confusão da classificação supervisionada (Mínima Distância 

Euclidiana) é mostrada na TABELA 22.  

 

TABELA 22 – MATRIZ DE CONFUSÃO PARA A CLASSIFICAÇÃO SUPERVISIONADA DA IMAGEM 
MULTIANUAL (MÍNIMA DISTÂNCIA EUCLIDIANA). 
 

 Classes  Total Classes 

1 
 

2 3 4 5 6 7 

1 Vegetação nativa 2591 2591 0 0 0 0 0 0 

2 Algodão s/ rotação (curto) 1176 0 1176 0 0 0 0 0 

3 Algodão s/ rotação (longo) 1262 0 3 1112 0 0 147 0 

4 Soja s/ rotação (tardio) 1249 0 0 0 1247 2 0 0 

5 Soja s/ rotação (precoce) 683 0 0 0 260 373 0 50 

6 Algodão / Soja precoce 1593 0 0 32 162 0 1399 0 

7 Algodão / Soja tardia 1411 0 0 0 0 4 2 1405 

 NÚMERO DE PIXELS 9965 2591 
 

1179 1144 1669 379 1548 1455 

 
Desempenho geral da classe 

Estatística Kappa = 92,0% 
 

 
(9303 / 9965) = 93,4% 

    

FONTE: o autor (2017). 

 

A análise da TABELA 22 permite afirmar que a qualidade da classificação foi 

excelente. O resultado comprova que para as classes (1 e 2) vegetação nativa e 

algodão sem rotação ciclo curto a detecção é mais acurada devido às mesmas terem 

os valores digitais nos extremos da escala, 255 para a primeira e 1 a 7 para a segunda. 

A classificação não-supervisionada e supervisionada para esse método 

(Mínima Distância) foram equivalentes quando observadas as imagens resultantes na 

FIGURA 37 e na FIGURA 38. 

Na FIGURA 39 é mostrada a classificação supervisionada pelo método da 

Máxima Verossimilhança (MAXVER). 
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FIGURA 39 - CLASSIFICAÇÃO SUPERVISIONADA DA IMAGEM MULTIANUAL PELA MÁXIMA 
VEROSSIMILHANÇA (MAXVER) 

 

 

 

Legenda 
 
█ Vegetação nativa 
 
█ Algodão safrinha/soja precoce 
 
█ Algodão safrinha/soja tardia 
 

 Soja sem rotação tardia 
 
█ Soja sem rotação precoce 
 
█ Algodão sem rotação (longo) 
 
█ Algodão sem rotação (curto) 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
FONTE: o autor (2017). 

 

A matriz de confusão da classificação supervisionada (MAXVER) é mostrada 

na TABELA 23. Na mesma é possível ver que a classe vegetação nativa (classe 1) 

continua tendo a melhor acurácia. De posse do valor do índice Kappa (94,2%), 

verifica-se que a classificação é excelente e superior à classificação supervisionada 

pela Mínima Distância Euclidiana, como é de se esperar. 
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TABELA 23 – MATRIZ DE CONFUSÃO PARA A CLASSIFICAÇÃO SUPERVISIONADA DA IMAGEM 
MULTIANUAL (MAXVER). 

 

 Classes Total Classes 

1 
 

2 3 4 5 6 7 

1 Vegetação nativa 2557 2557 0 0 0 0 0 0 

2 Algodão s/ rotação (curto) 978 0 978 0 0 0 0 0 

3 Algodão s/ rotação (longo) 1327 0 68 1112 0 0 147 0 

4 Soja s/ rotação (tardio) 1926 33 133 32 1668 9 0 51 

5 Soja s/ rotação (precoce) 370 0 0 0 0 370 0 0 

6 Algodão / Soja precoce 1401 1 0 0 1 0 1399 0 

7 Algodão / Soja tardia 1406 0 0 0 0 0 2 1404 

 TOTAL DE PIXELS 9965 2591 1179 1144 1669 379 1548 1455 
 

 
Desempenho geral da classe 

Estatística Kappa = 94,2% 
 

 
(9488 / 9965) = 95,2% 

    

FONTE: o autor (2017). 

 

6.6.2 Validação da classificação da análise multianual com a verdade de campo  

 

Nessa etapa foram confrontados com a verdade de campo das análises de 

pós-classificação (Anual e Detecção das Mudanças Interanuais, “ADMI”). Os mesmos 

talhões, para se ter os mesmos critérios de avaliação.  

No QUADRO 6 são apresentados os resultados da classificação multianual 

para cada talhão e para os três métodos de classificação. Os acertos são indicados 

como a letra “C” e os erros com a letra “I”. O valor em percentual obtido no final da 

análise é a relação entre o número de acertos e o número total de amostras (6 lotes 

no caso). 
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QUADRO 6 - COMPARAÇÃO DA VERDADE DE CAMPO COM OS RESULTADOS OBTIDOS NOS 
TRÊS MÉTODOS DE CLASSIFICAÇÃO DA ANÁLISE MULTIANUAL E O ACERTO PARA CADA 
TALHÃO. ONDE “C” É CORRETO E “I” É INCORRETO. 
 

  
Talhões 

 
Verdade de 

campo 

Método de classificação  
 

ISODATA 
Mínima 

Distância 
Euclidiana 

Supervisionado 
Mínima 

Distância 
Euclidiana 

Supervisionado 
MAXVER 

 
47 

 
Algodão sem 

rotação 

 
C 

 
C 

 
C 

 
44 e 45 

 
Soja sem 
rotação 

 
C 

 
C 

 
C 

 
01, 02,  
05 e 06 

 

 
Rotação todos 

os anos 

 
I 

 
I 

 
C 

 
 

16 e 17 

 
Rotação anos 

de 2013 e 
2014 e soja 
sem rotação 

2015 

 
 

C 

 
 

 C 

 
 

C 

 
20 e 22 

 
Rotação 

apenas em 
2015 

 
I 

 
I 

 
I 

 
57 

 
Soja sem 
rotação 

 
I 

 
I 

 
C 

 
Acurácia geral 

 
50,0% 

 
50,0%  

 
83,3 % 

FONTE: o autor (2017). 

 

Para o talhão 47 a classificação foi adequada com o uso do solo para os três 

métodos, onde a área é ocupada por algodão sem rotação em todos os anos. Na 

análise dos talhões 44 e 45 todos os métodos de classificação também identificam a 

cultura correta na área, ou seja, soja sem rotação.  

Os talhões 01, 02, 05 e 06, são classificados com soja sem rotação tardia, no 

método da Mínima Distância Euclidiana (supervisionado e não-supervisionado). Na 

classificação supervisionada MAXVER está correto, com pequenos pontos de 

confusão com soja sem rotação.     

Para as áreas dos talhões 16 e 17, existe uma deficiência em todos os 

métodos, que apontam rotação na série dos três anos, mas não identificam para o 

último ano a cultura da soja sem rotação. A classificação foi considerada como correta, 

pois ao longo da série realmente existe rotação do uso da área. 
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Nos talhões 20 e 22 a classificação multianual aponta o uso do solo como 

algodão sem rotação, o que ocorre na realidade apenas nos anos de 2013 e 2014. 

Falha para o ano de 2015, pois nesse ano existe rotação. 

O talhão 57 é classificado como rotação para toda a série, mas a verdade de 

campo indica soja sem rotação para todos os anos. Apenas o método supervisionado 

MAXVER acertou a classificação para essa área. 

Na análise de acertos e erros para a classificação multianual, é possível 

concluir que para as áreas com algodão sem rotação não há erro de classificação 

(acerto de 100% das amostras no talhão 47).  Isto pode ser explicado pelo valor baixo 

do nível de cinza que consegue separar melhor essa classe.  

A cultura da soja sem rotação (talhões 44, 45 e 57), também apresenta um 

valor de acertos elevado (66,6%). Os únicos métodos de classificação que falham são 

da Mínima Distância Euclidiana (não-supervisionado e supervisionado). 

Para as áreas dentro da série temporal com rotação o acerto sempre é menor, 

com exceção dos talhões, 01, 02, 05 e 06 onde o método MAXVER indica a classe 

correta. Como os valores são próximos para rotação e soja sem rotação, existe pouca 

acurácia em diferenciar essas classes. No caso do algodão sem rotação, como o valor 

do contador é baixo, não há superposição de classes.  

 

6.7 COMPARAÇÃO DOS MÉTODOS 

 

Comparando apenas os métodos de classificação não-supervisionados 

usados nas análises pós-classificação e multianual, aquele que melhor apresenta 

resultados quando confrontado com a verdade de campo é a Análise de Detecção das 

Mudanças Interanuais “ADMI”, seguido da classificação anual (multitemporal) e com 

os piores resultados a classificação multianual (ISODATA).  

Na análise multianual o melhor método de classificação encontrado foi o 

supervisionado da Máxima Verossimilhança que é equivalente à análise “DMI”. 

Quando usada a classificação com Distância Mínima (supervisionado ou não-

supervisionado) para a análise multianual, ambos têm o pior desempenho entre todos. 

No QUADRO 7 são mostrados os valores da acurácia geral de todos os métodos 

comparados nas duas modalidades de análise.  
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QUADRO 7 – VALOR EM PERCENTUAL DA ACURÁCIA GERAL DE CADA MÉTODO DE 
CLASSIFICAÇÃO TESTADO QUANDO CONFRONTADA COM A VERDADE DE CAMPO. 
 

 
Tipo de análise 

 

 
Método 

 
 Acurácia 
geral (%) 

 
Pós-classificação 

Classificação anual 72,2 

Classificação “ADMI” 83,3 

 

Multianual 

ISODATA com Distância Mínima 50,0 

Supervisionada com Distância Mínima 50,0 

Supervisionada com Máxima Verossimilhança 83,3 

FONTE: o autor (2017). 

 

Dessa forma é possível verificar que o uso da classificação não-

supervisionada é compatível para a análise pós-classificação onde as imagens são 

classificadas ano a ano separadamente e os clusters gerados pelo algoritmo 

ISODATA, onde são identificadas as classes com uma acurácia muito boa quando 

comparadas com a verdade de campo. Essa é uma vantagem pois não é necessária 

uma coleta de amostras de treinamento o que agiliza a operação de análise.   

Para a análise multianual, quando a imagem de entrada é uma composição 

colorida onde cada banda RGB corresponde a um ano, é preferível o uso da 

classificação supervisionada com Máxima Verossimilhança, que permite melhores 

resultados quando comparada com a verdade de campo. 

Uma característica que deve ser mencionada é que quando comparados os 

dois métodos de classificação supervisionados, o que melhor apresentou índice 

Kappa foi o da Mínima Distância em relação ao da Máxima Verossimilhança, mas o 

primeiro é inferior para validar a verdade de campo. 

A área que apresenta maior diferença na classificação quando comparados 

os três anos e a imagem multianual é aquela com soja sem rotação, seja precoce ou 

tardia. Essa característica pode ser explicada pois os valores de soja se confundem 

com as áreas de rotação já que a variação do nível de cinza para a soja varia de 96 a 

224, que corresponde à maior amplitude entre as classes. Para rotação essa 

amplitude de nível de cinza é de apenas 70 níveis de cinza (129 a 199). 

As áreas que apresentam maior confusão na classificação quando 

comparados os três anos são as áreas de rotação, pois além de existir duas culturas 

para um mesmo ano, o ciclo dessas pode ser diferente entre um ano e outro. No caso 

de áreas onde há rotação em um ano e culturas sem rotação em outro ano, a 
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classificação é melhor se feita pelo método “ADMI” conforme testado anteriormente, 

pois consegue separar bem essas áreas. 
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7. CONCLUSÕES 

 

Nesta tese foi apresentado um método de análise multitemporal de imagens 

baseado na codificação binária de imagens do Índice de Vegetação por Diferença 

Normalizada (NDVI). A binarização foi feita com o método de Otsu. As imagens 

resultantes foram então classificadas com diferentes métodos para analisar as 

variações temporais. 

 O estudo comprovou que o uso de uma série longa de imagens LANDSAT 

permite obter informações em uma escala temporal para o emprego em áreas 

agrícolas e através do índice de vegetação NDVI possibilita o monitoramento das 

culturas de algodão e soja ou rotação das mesmas ao longo do ano ou em séries 

multianuais.  

A limiarização das imagens, pelo Método Otsu, possibilitou uma padronização 

das mesmas para que a vegetação pudesse ser segmentada em um primeiro 

momento. Posteriormente as imagens de cada ano foram agrupadas em uma única 

imagem pela combinação de todas as datas permitindo a análise da dinâmica da 

vegetação, especialmente a agricultura. Para a área de estudo em particular, o índice 

NDVI se mostrou melhor que o SAVI na descrição da vegetação. 

Com os resultados obtidos nas análises de pós-classificação e multianual, é 

possível afirmar que o algodão sem rotação, ciclo longo ou curto, é a cultura com 

maior índice de acerto na classificação, pois como ocorre nos primeiros meses da 

série anual, o valor do nível de cinza é sempre baixo.  

Para a rotação algodão / soja ao longo da série anual, os valores do nível de 

cinza são um pouco maiores que para a cultura da soja sem rotação e têm pouca 

amplitude sendo dependente especialmente do ciclo do algodão. 

A área de vegetação nativa (Mata ciliar e Cerrado) se comporta de forma 

equivalente nos dois métodos de classificação (análise pós-classificação e análise 

multianual) para todos os anos por ser a classe onde a acurácia da classificação é 

maior, pois o valor do contador digital é sempre alto (varia de 240 a 255). 

Quando confrontados com a verdade de campo, o método que melhor 

apresentou resultados para classificar o índice de vegetação NDVI foi a Análise de 

Detecção de Mudanças Interanuais, ADMI, desenvolvida ao longo desse trabalho, 

pois permite diferenciar as classes com as alterações ao longo da série anual (2013 a 

2015) para uma mesma área.  
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RECOMENDAÇÕES 

  

Para estudos futuros relacionados a esse trabalho as seguintes sugestões são 

propostas como desdobramento do mesmo: 

 

a) Estudo de outras culturas principalmente aquelas relacionadas com a 

rotação com a soja como é o caso do milho, pois para cada tipo de 

cultura pode haver um valor do contador digital, variando em função da 

época de plantio e colheita, independente do mês do ano. Pode-se 

propor o início da série em outubro com valor 1 e final em maio do ano 

seguinte com o valor 128. Dessa forma em uma área com rotação soja 

e milho, são encontrados os valores para a alteração, onde soja deve 

apresentar ND baixo e milho ND alto; 

b) Estudo do comportamento das pastagens quanto ao déficit hídrico ao 

longo de um ano com análise da alteração do comportamento 

fenológico em meses secos na região de Mato Grosso (especialmente 

julho a setembro); 

c) Comparar outros índices de vegetação com o NDVI para testar qual é 

o mais eficiente e robusto na análise. 
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