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OTIMIZAÇÃO DO PLANEJAMENTO DIÁRIO DE
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Eṕıgrafe

Um abismo assustador, uma profusão de questões
de todos os tipos, onde minhas responsabilidades em
jogo, se presenciando em mim. E o mais
importante: ”O que deve substituir o objeto
perdido?”O perigo de uma arte ornamental me
parecia claramente a morte, existência ilusória das
formas estilizadas não poderiam me repelir.
E somente depois de inúmeros anos de um trabalho
paciente, de uma reflexão intensa, de cuidadosas e
inúmeras tentativas onde eu desenvolvia ainda mais
a capacidade de viver puramente, abstratamente as
formas pictóricas e de me absorver ainda mais
profundamente nessa profundidade insondável, que
eu chegava a estas formas pictóricas com as quais
eu trabalho hoje e que, como eu espero e a vejo, se
desenvolverão bem mais ainda.
Levou muito tempo antes que esta questão: ”O que
deve substituir o objeto?”pudesse ser respondida.
Encontrei em mim uma resposta real.
Frequentemente eu retorno ao meu passado e fico
desesperado ao ver quanto tempo levou para eu
chegar a esta solução.

Wassily Kandinsky, Regards sur le passé.
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Figura 6.5 Operação do Reservatório da SHPP1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 83

Figura 6.6 Operação do Reservatório da SHPP2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 83

Figura 6.7 Totais de Produção de Energia (kWh) obtidos para a semana de planeja-

mento . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86

xii



Lista de Tabelas

Tabela 4.1 Resultados do PSO Padrão para a função Rosenbrock no R10 . . . . . . . . . 56

Tabela 4.2 Resultados do M-UPSO para a função Rosenbrock no R10 . . . . . . . . . . . . 56

Tabela 4.3 PSO Padrão com ωmin = 0, 55 para a função Rosenbrock no R10 . . . . . . 57

Tabela 4.4 M-UPSO para a função Rosenbrock no R10 com ωmin = 0, 55 . . . . . . . . . 58

Tabela 4.5 M-UPSO para a função Rosenbrock no R10 com ωmin = 0, 75 . . . . . . . . . 59

Tabela 4.6 Resultados para o benchmark de funções teste do PSO no espaço R2 . . 61

Tabela 4.7 Comparação entre o PSO e o Simulated Annealing . . . . . . . . . . . . . . . . . . . . 62

Tabela 5.1 Critérios de avaliação de desempenho Portaria no 463/2009 MME . . . . 66

Tabela 5.2 Critérios de exclusão do MRE conforme Resolução no 409/2010 ANEEL 67
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Resumo

Regras de operação de reservatórios são importantes para a gestão de recursos h́ıdricos.
Várias técnicas de otimização têm sido aplicadas para obter métodos efecientes de operação
de reservatórios, entretanto, um método eficiente ainda se faz necessário devido a comple-
xidade de um sistema de reservatórios, especialmente os de pequenas dimensões. Neste
trabalho, um método de otimização melhorado, baseado em Enxame de Part́ıculas, é
apresentado. As melhorias envolvem o uso de um algoritmo que unifica os dois esquemas
do algoritmo de Enxame de Part́ıculas em um único, sem comprometer o desempenho
computacional. É adotada a combinação do coeficiente de constrição ao coeficiente de
inércia para o controle da velocidade das part́ıculas. Uma nova abordagem da variação
da inércia é utilizada para melhorar o desempenho do algoritmo. O algoritmo proposto
é aplicado ao problema de otimização diária do planejamento de geração de pequenas
centrais hidrelétricas, através de um modelo simplificado de otimização, que utiliza pe-
nalização da função objetivo para lidar com as restrições não lineares do problema. Esta
abordagem mostrou boa performance e obteve resultados promissores, quando comparada
ao algoritmo de Enxame de Part́ıculas padrão e a outras técnicas heuŕısticas, como o Re-
cozimento Simulado, por exemplo.

Palavras-chave: Otimização; Enxame de Part́ıculas; Planejamento Diário de Geração Hi-
drelétrica.

xv



Abstract

Improved reservoir operation rules are important for effective and efficient management
of available water resources. Although several optimization techniques have been applied
to obtain improved reservoir scheduling rules, an efficient method still remains to be
developed due to the complexity of the reservoir system, especially the small ones. An
improved Particle Swarm Optimization (PSO) approach is introduced in this work. The
improvements involve an algorithm that the major advantages of the global and the local
PSO variant are combined in a unified scheme, without imposing additional computational
burden in terms of function evaluations. The constriction coefficient velocity update of
PSO was used with the inertia weight coefficient. Meanwhile, a linear inertia weight
update is adopted to enhance the performance of the approach. With nonlinear constraints
handled by a penalty function, the proposed approach is applied to solve the short-term
small hydropower plants scheduling. This approach shows a higher performance and
obtains promising results compared to the standard particle swarm optimization and
other heuristics, such as Simulated Annealing.

Key-words: Optimization; Particles Swarm; Daily Scheduling Hydropower Dispatch.
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1

1 Introdução

1.1 Otimização e Técnicas Computacionais

O planejamento da geração de usinas hidrelétricas tem sido objeto de várias

pesquisas e estudos nos últimos anos. O principal objetivo destas pesquisas é a obtenção

de uma técnica de otimização, viável computacionalmente, que possibilite maximizar a

geração hidrelétrica, minimizando desta forma o custo da geração térmica. Este objetivo

também visa proporcionar o aumento do benef́ıcio social, através do equiĺıbrio entre a

modicidade tarifária e a remuneração dos contratos de venda de energia e ainda, manter

o custo de operação e expansão do sistema em valores aceitáveis.

Dada a complexidade elétrica e diversidade geográfica do Sistema Interligado Na-

cional, o mesmo esta sujeito a regimes hidrológicos distintos, surge então a necessidade

de complementaridade para evitar déficit de suprimento em peŕıodos de baixa afluência.

Desta forma, a existência de interligações proporciona a exploração de intercâmbios de

geração entre regiões e, em última instância, também são compartilhados regimes com-

plementares de geração através das usinas térmicas.

As usinas térmicas são utilizadas quando os ńıveis de armazenamento dos subsis-

temas, nos peŕıodos de baixa afluência, ultrapassam os limites estabelecidos pela Curva

de Aversão ao Risco (CAR). O custo de operação das plantas térmicas é elevado, sendo

portanto, um dos objetivos da poĺıtica ótima de operação do Sistema, obter o máximo

aproveitamento dos recursos h́ıdricos, minimizando o custo do despacho térmico, além de

respeitar restrições de ordem técnica e ambiental.

Nas últimas quatro décadas, vários problemas de gestão de recursos h́ıdricos

foram solucionados através de diferentes abordagens, com a aplicação de técnicas exatas

de otimização. Várias técnicas de otimização foram utilizadas e os métodos de otimização

evolúıram com o poder computacional dispońıvel. As diferentes abordagens ajudaram a

examinar e identificar as melhores estratégias de gestão, considerando a complexidade dos
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diferentes sistemas em estudo.

Entre os métodos de otimização tradicionais estão a Programação Linear (PL),

Programação Dinâmica (PD) e a Programação Não Linear (PNL). Estas técnicas fo-

ram aplicadas a vários problemas de operação de reservatórios por Yeh (YEH, 1985) e

Wurbs (WURBS, 1993). Uma revisão abrangente de aplicações destes métodos para a

operação de reservatórios foi apresentada nos trabalhos publicados por Yeh (YEH, 1985)

e Labadie (LABADIE, 2004).

Recentemente com o desenvolvimento da Inteligência Computacional, muitas

técnicas Heuŕısticas e Metaheuŕısticas têm sido utilizadas para a solução dos mais varia-

dos problemas. Estas técnicas possuem baixo custo computacional além de apresentarem

rápida convergência com um comportamento robusto. Os métodos de otimização por

Algoritmo Genético, Lógica Difusa, Colônia de Formigas, Colônia de Bactérias, Enxame

de Part́ıculas, Recozimento Simulado, Firefly, Harmony Search, entre outros, têm tido

aplicação nas mais diversas áreas da ciência.

O Enxame de Part́ıculas (Particle Swarm Optimization) ou abreviadamente PSO,

em particular, se destaca por sua simplicidade, eficiência e robustez. A técnica foi desen-

volvida por Kennedy e Eberhart (1995) e consiste em um algoritmo de busca estocástica

que é similar ao Algoritmo Genético (AG), porém a forma como a informação é utilizada

para a otimização é inspirada não em operadores genéticos, mas na dinâmica de enxame.

A idéia básica do algoritmo foi originalmente inspirada na observação do compor-

tamento social de bandos ou enxames, tais como bando de pássaros, cardume de peixes

ou enxame de abelhas que percorrem uma trajetória de forma aparentemente aleatória

em busca de alimento. A população do enxame troca informações entre si, em relação ao

espaço explorado por cada indiv́ıduo e, através dessa troca de informação, a população

decide qual trajetória seguir, resultando sempre na decisão de seguir o indiv́ıduo que está

mais próximo ao objetivo. Essa decisão é tomada a partir da natureza do comportamento

social, pois se qualquer membro descobrir um caminho melhor se comparado aos demais, o

restante dos membros da população o seguirá rapidamente (KENNEDY; EBERHART, 1995).

No PSO cada membro da população é uma part́ıcula (ou indiv́ıduo) e a população

é chamada de enxame. O processo de otimização do PSO tem ińıcio com a geração

aleatória de uma população que se move com uma velocidade inicial, em direções definidas

aleatoriamente, obedecendo aos limites do espaço de busca de forma que o enxame se

mantenha coeso. A velocidade de cada part́ıcula é controlada por um parâmetro, chamado

de coeficiente de inércia. Este parâmetro controla a explosão da velocidade de cada
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part́ıcula, perimitindo que a part́ıcula explore o espaço de busca de maneira a obter a

melhor solução (PARSOPOULOS; VRAHATIS, 2002).

Clerc (CLERC, 1999) também propôs um limitador da velocidade, chamado de

fator de constrição, que substitui o coeficiente de inércia. Na literatura é posśıvel encontrar

as duas formas do algoritmo PSO, ou seja, utilizando o coeficiente de constrição ou apenas

o coeficiente de inércia.

O PSO possue duas configurações clássicas conhecidas por PSO Global (ou es-

quema Gbest) e PSO Local (ou Lbest). As duas configurações diferem no conceito de

vizinhança utilizado em cada esquema. O esquema Gbest considera o enxame como vi-

zinho de cada part́ıcula, enquanto no esquema Lbest, a vizinhança de uma part́ıcula é

limitada por um raio de pequena distância. Cada part́ıcula explora o espaço de busca

utilizando informações relativas às melhores posições já visitadas e também pelas posições

visitadas por cada um de seus vizinhos.

As part́ıculas do enxame trocam informações sobre as melhores posições já visi-

tadas entre si, após comparar a sua posição atual em relação à do enxame, a part́ıcula

ajusta dinamicamente a sua própria posição e velocidade que é derivada da melhor posição

de todas as part́ıculas. O passo seguinte do processo de busca inicia-se quando todas as

part́ıculas atualizam suas velocidades e posições, finalmente, todas as part́ıculas tendem

a voar para posições cada vez melhores durante o processo de busca, até que o movimento

do enxame alcance o ponto mais próximo de um ótimo da função objetivo.

Uma caracteŕıstica interessante deste método é marcada por uma exploração

de caráter global no ińıcio do procedimento que, ao longo das iterações, torna-se local,

quando ocorre a convergência final das part́ıculas. No ińıcio é realizada uma busca em

todo o espaço do domı́nio da função objetivo, permitindo a localização de posśıveis ótimos

locais; em seguida, o caráter local da busca permite aumentar a precisão do valor obtido,

buscando atingir os ótimos globais.

Esta caracteŕıstica além de aumentar a probabilidade de encontrar o ótimo global,

garante a precisão do valor obtido e uma boa exploração da região próxima ao ótimo,

possibilitando uma representação da região de confiança através dos parâmetros e da

utilização das avaliações da função objetivo realizadas pelo método durante a minimização

(ou maximização).
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1.2 Objetivos e Contribuições

Este trabalho tem como objetivo o desenvolvimento de um algoritmo para a

solução do problema de planejamento diário de geração hidrelelétrica. Este algoritmo

utiliza as vantagens da otimização por Enxame de Part́ıculas (PSO).

A técnica PSO é uma metaheuŕıstica que permite a concepção de uma nova abor-

dagem para a otimização da operação de uma cascata de reservatórios. Na abordagem

proposta neste trabalho, as restrições operacionais da usina, sejam de ordem técnica, cons-

trutiva ou ambientais, são inseridas dentro da função objetivo, facilitando o tratamento

matemático do problema pois não existe a necessidade de cálculo de derivadas, gradiente

ou inversão da matriz hessiana. As principais contribuições deste trabalho são descritas

a seguir:

• Proposta de uma nova variante do algoritmo PSO Unificado: Esta proposta utiliza a

combinação dos coeficientes de constrição χ e a variação linear da inércia ω, além da

combinação das caracteŕısticas de exploração local do esquema Lbest e da exploração

global do Gbest em um único algoritmo. Este modelo recebeu o nome de algoritmo

de Otimização por Enxame de Part́ıculas Unificado Modificado (M-UPSO). Espera-

se com esta alteração, diminiuir o tempo de processamento e aumentar a exploração

do espaço de busca.

• Proposta de um novo método de variação da inércia ω das part́ıculas: Espera-se

resolver um problema existente atualmente no algoritmo PSO, relacionado ao fato

das part́ıculas ao terem sua inércia reduzida à ωmin ao longo das iterações, não

retornarem ao valor inicial da inércia ωmax mesmo após ficarem presas a ótimos

locais.

• Determinação dos parâmetros iniciais adequados ao PSO para a utilização do algo-

ritmo em modelos de planejamento diário de geração: Para tal, é feita uma avaliação

anaĺıtica da convergência do algoritmo na esperança de obter subśıdios que orientem

a escolha dos parâmetros velocidade inicial, número máximo de iterações, limite do

valor de ωmin para a redução da inércia.

• Realização de testes de convergência através da aplicação do algoritmo à um ben-

chmarck de funções teste (LIANG et al., 2005): Nesta etapa é posśıvel avaliar carac-

teŕısticas tais como: tempo de execução, precisão de convergência e facilidade para
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sair de ótimos locais. Nestes testes é realizada a comparação do desempenho do

algoritmo proposto contra aalgumas variantes do PSO.

• Proposta de uma função objetivo para a otimização diária do planejamento de

geração de usinas hidrelétricas, com aplicação às Pequenas Centrais Hidrelétricas

(PCHs). O modelo pode facilmente ser aplicado a uma única usina ou ainda ser

estendido à uma cascata de reservatórios, devendo apenas ser inclúıdo na função

objetivo, os parâmetros das novas usinas que integrarão a cascata.

As inovações propostas para o algoritmo PSO têm como objetivo produzir soluções

para problemas existentes no algoritmo PSO Padrão no contexto da otimização (incluindo

a prematuridade, impossibilidade de retornar ao valor inicial da inércia e possibilidade de

ficar preso em ótimos locais).

É realizado estudo de caso com duas PCHs, através da aplicação da técnica

proposta neste trabalho, para a otimização do planejamento diário de geração. As PCHs

estão instaladas em cascata e localizadas no Rio Pomba em Minas Gerais. Os resultados do

método de otimização é comparado aos resultantes de um modelo de simulação utilizado

atualmente no planejamento diário de geração destas usinas, aos resultados provenientes

da aplicação da técnica de Recozimento Simulado, do PSO Padrão e do PSO Unificado,

para verificar o desempenho do algoritmo na solução do problema de otimização diária de

geração hidrelétrica.

1.3 Organização do Trabalho

Este trabalho foi desenvolvido em sete caṕıtulos. A abordagem do tema nos

caṕıtulos subsequentes é feita da seguinte forma:

O Caṕıtulo 2 apresenta uma revisão da literatura sobre os principais métodos

de otimização, incluindo os métodos heuŕısticos e as principais aplicações dos mesmos na

gestão de recursos h́ıdricos e na operação de reservatórios.

O Caṕıtulo 3 descreve o algoritmo PSO Padrão em suas duas variantes, o esquema

Lbest e o Gbest, além do histórico de desenvolvimentos e melhorias ao longo dos anos deste

método de otimização, as principais dificuldades e problemas ainda existentes no algoritmo

PSO.

O Caṕıtulo 4 aborda o algoritmo PSO proposto, chamado de Otimização por

Enxame de Part́ıculas Unificado Modificado, ou M-UPSO (do inglês: Modified Unified
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Particle Swarm Optimization). Apresenta a análise da convergência e as equações para a

obtenção dos parâmetros iniciais do algoritmo. Também são apresentados os resultados de

desempenho do algoritmo. O desempenho foi medido através da aplicação do algoritmo

proposto à um benchmarck de funções teste e comparação dos resultados com o PSO

Padrão, suas variantes e aos obtidos pela técnica de Recozimento Simulado para estas

funções.

O Caṕıtulo 5 apresenta a conceituação das principais normas e marcos regulatório

que permitem a inserção das Fontes Renováveis, grupo onde se enquadram as PCHs, na

matriz do Sistema Interligado, além de uma śıntese do impacto destas no Mercado de

Energia. Finalmente, é apresentado um modelo matemático de otimização para operação

de dois pequenos reservatórios em cascata. Este modelo utiliza a técnica de penalização

da função objetivo, facilitando o tratamento matemático pelo algoritmo.

O Caṕıtulo 6 apresenta o estudo de caso, onde o algoritmo M-UPSO é aplicado

à otimização do planejamento diário das PCHs. A solução obtida para o problema de

otimização dos reservatórios, através do algoritmo proposto, é comparada à solução re-

sultante da aplicação do PSO Padrão e suas variantes, e também ao resultados obtidos

pela aplicação da técnica de Recozimento Simulado.

O Caṕıtulo 7 apresenta as conclusões finais sobre os resultados obtidos por cada

variante do PSO, para os problemas de otimização, tanto para a minimização das funções

teste quanto para a operação dos reservatórios. Por fim, sugestões para trabalhos futuros

são apresentadas.
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2 Revisão Bibliográfica

Este caṕıtulo apresenta uma revisão sobre o conceito de otimização e as princi-

pais técnicas aplicadas na solução de problemas de alocação de recursos h́ıdricos. Uma

breve discussão sobre as Técnicas Clássicas de Otimização, ou Técnicas Exatas, aborda

as dificuldades computacionais e matemáticas decorrentes do uso das mesmas. Uma visão

conceitual é apresentada sobre as técnicas classificadas como Inteligência Computacional,

conhecidas como Heuŕıstica e Metaheuŕıstica, por imitarem processos que ocorrem na na-

tureza. O caṕıtulo também apresenta várias aplicações destas técnicas na área de recursos

h́ıdricos e assuntos correlatos. A Teoria de Enxame, técnica utilizada como referência para

o presente trabalho, é apresentada através da revisão da literatura sobre o conceito utili-

zado por este método de otimização, além das principais aplicações do mesmo na gestão

de recursos h́ıdricos e operação de reservatórios.

2.1 Problemas de Otimização

Otimização é um processo de busca que visa encontrar a melhor solução, também

chamada de solução ótima, para determinado problema. Segundo Papadimitriou e Stei-

glitz (1998), uma instância de um problema de otimização consiste no par (F, c) onde F

é um conjunto qualquer, constitúıdo por pontos viáveis e c é uma função de custo. O

processo de otimização consiste em um mapeamento c : F 7→ R, ou seja, o problema

consiste em encontrar um f ∈ F tal que c(f) ≤ c(g) para ∀ g ∈ F .

Em um problema de otimização os principais componentes podem ser relacionados

da seguinte forma:

• Vizinhança: dado um ponto viável f ∈ F em um determinado problema com

instâncias (F, c), sua vizinhança consiste no mapeamento N : F 7→ 2F definido

para cada instância;

• Ótimo Local: em certas instâncias de problemas, encontrar uma solução ótima pode
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ser uma tarefa dif́ıcil do ponto de vista do custo computacional. Nestes casos, é

posśıvel com custo computacional mais baixo, encontrar uma solução f , sendo esta,

a melhor solução na vizinhança N(f). Em uma instância (F, c) de um problema

de otimização com vizinhança N(f), a solução viável f ∈ F é definida como sendo

ótimo local em relação a N se c(f) ≤ c(y) ∀ y ∈ N(f);

• Ótimo Global: o ponto f é denominado ótimo global para a instância comumente

referenciado por ótimo se c(f) ≤ c(g) ∀ g ∈ F .

Em um processo de otimização o que se pretende é encontrar o ótimo global,

porém em certos casos, aceita-se uma solução aproximada. Inteligência Computacional

tem sido aplicada para obter solução aproximada para os mais diversos problemas, prin-

cipalmente se o custo para atingir o ótimo global for maior que o benef́ıcio proporcionado

pela pequena diferença existente entre a solução aproximada e a solução ótima.

Desta forma, as técnicas heuŕısticas e metaheuŕısticas são cada vez mais presentes

em trabalhos que buscam a solução de problemas complexos onde, se aplicada as técnicas

exatas de otimização tais como Programação Dinâmica, Programação Não Linear, etc., o

custo computacional inviabilizaria o processo de tomada de decisão.

2.2 Técnicas Exatas de Otimização

Os métodos de busca por soluções denominados exatos são aqueles que sempre

encontram a solução ótima para o problema, e se é que ela existe, a mesma deve satisfazer

de forma ótima a função objetivo correspondente ao problema em questão, respeitando

todas as restrições que se aplicam à resolução do problema.

Um problema pode ou não possuir um algoritmo exato para sua solução, existindo

este algoritmo, o mesmo pode não encontrar um ótimo em tempo hábil. Diz-se que o

algoritmo é inviável para a instância em questão devido ao elevado custo computacional.

Geralmente se considera tempo hábil, um algoritmo na forma polinomial, ou seja, aquele

que termina em um tempo definido por uma função polinomial, função esta da dimensão

da entrada do problema (CORMEN et al., 2001).

As técnicas clássicas encontradas na literatura são Programação Linear, Pro-

gramação Dinâmica, além de suas variantes e Programação Não Linear. Estas ainda

podem ser subdividades em classes tais como Programação Inteira e Mista.
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2.2.1 Programação Linear (PL)

A mais simples de todas as técnicas de otimização é o Modelo de Programação

Linear (PL). Esta técnica tem sido tratada exaustivamente e aplicada a vários estudos de

caso de problemas de operação de reservatórios. A Programação Linear compreende os

modelos de programação onde as variáveis são cont́ınuas e todas as expressões apresentam

um comportamento linear.

Um modelo de Programação Linear reduz um sistema real a um conjunto de

equações ou expressões matemáticas, onde cada decisão a ser tomada é associada a uma

variável de decisão. Uma função numérica das variáveis de decisão, chamada de função

objetivo, expressa a medida procurada. Essa função pode ter como objetivo maximizar ou

minimizar o argumento da função solução, ou a própria solução para um dado problema.

As limitações de recursos, exigências ou condições são expressas por meio de equações e

inequações, em restrições aos valores das variáveis.

Após a formulação do modelo, este deve ser reduzido à forma-padrão com a

intenção de obter a solução ótima. As equações de (2.1) a (2.4) mostram um modelo

de Programação Linear na forma-padrão. A equação (2.1) representa a função objetivo

a ser minimizada. As equações (2.2), (2.3) e (2.4) são as restrições do problema de

Programação Linear. A restrição de não-negatividade é expressa em (2.4) e garante que

a variável de decisão não apresentará nenhum valor negativo. Com o modelo na forma-

padrão, utilizam-se algoritmos para originar soluções numéricas para esses modelos.

min
n∑
i=1

cixi = Z (x) (2.1)

Sujeito a:

n∑
i=1

aijxi = bj ∀ j ∈ m (2.2)

bj ≥ 0 ∀ j ∈ m (2.3)

xi ≥ 0 ∀ i ∈ n (2.4)

Nas equações acima, cada variável e seus subscritos correspondentes representam:

xi = a atividade a ser realizada;

ci = o custo da atividade i;

bj = quantidade dispońıvel do recurso j;
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aij = quantidade do recurso j na atividade i;

xi = ńıvel de operação da atividade i (variável de decisão);

n = número de atividades;

m = número de recursos;

O modelo de Programação Linear, desenvolvido pela primeira vez por economis-

tas na década de 1930, estava preocupado com a alocação ótima de recursos escassos.

Dantzig formulou o problema PL geral e desenvolveu o Método Simplex de solução em

1947 (DANTZIG, 2002). Este método é um procedimento matricial que busca a solução

ótima do modelo nos vértices do poĺıgono formado pelas soluções viáveis do problema.

Algoritmos mais rápidos, tais como o de pontos interiores, foram concebidos na

década de 1980 para resolver grandes problemas de PL que estavam além do escopo do

Método Simplex (KARMARKAR, 1984). A popularidade do modelo de PL na análise

de Sistemas de Recursos Hı́dricos, bem como em problemas de Pesquisa Operacional,

Engenharia de Otimização, Gestão de Risco e em disciplinas de Engenharia de Sistemas,

é em grande parte, devido à sua aplicabilidade a uma ampla variedade de problemas.

Além disso, os algoritmos de solução eficiente e generalizada, juntamente com os pacotes

de software de computador estão prontamente dispońıveis nos dias de hoje.

Algumas das aplicações de PL em operação de reservatórios incluem: Dorfman

(1962), Houck et al. (1980), Martin (1987), Palmer e Holmes (1988), Randall et al. (1990),

Mohan e Raipure (1992), Jacobs et al. (1995) entre outros. Formulações de PL com res-

trições por chance (chance constrained LP) com regras de decisão linear foram investigadas

por vários pesquisadores, dos quais pode-se citar Loucks (1970), Nayak e Arora (1971),

Eisel (1972), Loucks e Dorfman (1975).

Outras abordagens para superar o problema da dimensionalidade incluem com-

binações das técnicas de Programação Linear e Programação Dinâmica - PLPD (exem-

plos: Becker e Yeh (1974), Mariño e Mohammadi (1983)). O uso do modelo PL de rede

com fluxo restrito na gestão do reservatório foi desenvolvido por Brendecke et al. (1989),

Sun et al. (1995), Khaliquzzaman e Chander (1997), Lund e Ferreira (1996).

Embora a PL tenha muitas aplicações práticas seu uso é restrito. Somente quando

a função objetivo e as restrições possuem comportamento linear a Programação Linear

pode ser efetivamente usada. O comportamento da maioria das variáveis envolvidas na

operação de um sistema de reservatórios, ou de qualquer outro sistema f́ısico, é não linear

o que limita a aplicação da técnica de Programação Linear. Esta limitação faz com que
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a maioria dos pesquisadores adote a formulação não linear, ou utilizem a abordagem da

Programação Dinâmica (PD), que pode lidar com não linearidades da função objetivo,

bem como das restrições.

2.2.2 Programação Dinâmica (PD)

Programação Dinâmica (PD) tem sido descrita como uma teoria de processos de

decisão multi-estágio ou sequencial (BELLMAN, 1957 apud BELLMAN et al., 1959). Este

modelo de otimização tem capacidade de lidar com métodos adaptativos, problemas não

lineares e estocásticos em sistemas de reservatório, especialmente quando os problemas

podem ser representados como uma rede progressiva de estágios de decisão (LOUCKS et

al., 1981).

Um aspecto chave deste tipo de problema é que as decisões não podem ser vistas

isoladamente, é necessário balancear o desejo por custo baixo no presente e evitar a

possibilidade de alto custo no futuro. Em cada estágio uma decisão é selecionada, desde

que minimize o custo no estágio corrente e leve ao melhor custo esperado em estágios

futuros.

A PD baseia-se no prinćıpio da otimalidade de Bellman (BELLMAN, 1957), ou

seja, uma poĺıtica ótima apresenta a propriedade segundo a qual, a despeito das decisões

tomadas para se assumir um estado particular num certo estágio, as decisões restantes a

partir deste estado devem constituir uma poĺıtica ótima.

Embora PD apresente várias vantagens para a solução de problemas de oti-

mização, existem dificuldades que consistem em duas desvantagens observadas na uti-

lização de PD para a solução de problemas com grande número de variáveis em estudo:

a necessidade de grande memória de computador e tempo elevado de processamento. Há

várias publicações, com inúmeras propostas, buscando meios de superar as dificuldades

da PD na solução do problema de operação de reservatórios.

As técnicas propostas incluem Programação Dinâmica com Incremento de Es-

tado (LARSON, 1968), Programação Dinâmica Diferencial (JACOBSEN; MAYNE, 1970),

Programação Dinâmica de Espaço de Estado Incorporado (MORIN; ESOGBUE, 1974). Uma

revisão detalhada das aplicações de PD em recursos h́ıdricos foi dada por Yakowitz (1982).

O trabalho mais recente neste campo foi a utilização de Programação Dinâmica Dobrada

(Folded Dynamic Programming - FDP) realizado por Kumar e Baliarsingh (2003), entre

outros.
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Nagesh Kumar (KUMAR et al., 2006) relacionou vários trabalhos com aplicações

no âmbito de gestão de recursos h́ıdricos. A maioria das aplicações descritas utilizaram

defluências para maximizar as receitas advindas da poĺıtica de operação de reservatórios.

Exemplos podem ser encontrados em Hall et al. (1969), Heidari et al. (1971), Fults e

Hancock (1972), Larson e Korsak (1970), Turgeon (1980). Modelos de PD também foram

aplicados para a operação de reservatórios e para a alocação de água para a irrigação por

Dudley (Dudley et al. (1971), Dudley et al. (1972)), Vedula e Mujumdar (1992) além de

Mujumdar e Ramesh (1997).

Uma variante da PD, a Programação Dinâmica Estocástica (PDE), foi aplicada a

sistemas com inúmeros reservatórios na literatura. A Programação Dinâmica Estocástica

(PDE) apresenta muitas caracteŕısticas interessantes como representar não linearidades

e considerar aspectos estocásticos do problema. Porém, apresenta como desvantagem, a

necessidade da discretização do espaço de estados, o que ocasiona o crescimento expo-

nencial do esforço computacional com o número de variáveis de estado considerado. Esta

limitação da PDE é conhecida como a maldição da dimensionalidade.

Regras de operação a partir de modelos desenvolvidos com PDE são descritos

por Little (1955), Schweig e Cole (1968), Butcher (1971), Stedinger et al. (1984), Trezos

e Yeh (1987), Kelman et al. (1990), Vedula e Mohan (1990), Karamouz e Vasiliadis (1992),

Vasiliadis e Karamouz (1994), Tejada-Guibert et al. (1995).

A utilização de PDE para o planejamento da operação de sistemas hidrotérmicos

foi considerada inviável devido ao mal da dimensionalidade, que ocorre devido ao elevado

número de estados obtidos na discretização dos volumes armazenados nos reservatórios

das usinas hidrelétricas. As técnicas de Programação Dinâmica Dual Estocástica (PDDE)

contornam o mal da dimensionalidade por não exigir a discretização do espaço de estados

conforme Pereira e Pinto (1985), sendo esta técnica a utilizada nos estudos de planeja-

mento de operação e de expansão do Sistema Interligado Nacional atualmente (SILVA,

2001).

2.2.3 Programação Não Linear (PNL)

Funções não lineares são comum em modelos de operação de reservatórios. Por

exemplo, a geração de energia hidrelétrica é uma função do armazenamento (queda

ĺıquida), bem como da vazão defluente, pois a defluência ou descarga a jusante eleva

o canal de fuga e reduz a queda ĺıquida. Muitas vezes a função objetivo consiste em

benef́ıcios e custos expressos como funções não lineares de armazenamento e descarga.
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As duas principais abordagens utilizadas na solução de Programação Não Linear

(PNL) são o método de pesquisa direta e o método do gradiente. No entanto, em com-

paração com Programação Linear e Programação Dinâmica, o número de aplicações dos

métodos de PNL em estudos de recursos h́ıdricos é relativamente pequeno.

Técnicas de PNL aplicada à operação de reservatórios incluem o Método do Gra-

diente Projetado (LEE; WAZIRUDDIN, 1970), o Método de Lagrange (CHU; YEH, 1978) e

o Método do Gradiente Reduzido (ROSENTHAL, 1981; LALL; MILLER, 1988). Duren e Be-

ard (1972) incorporaram um algoritmo de busca univariada do gradiente com a técnica

de convergência de Newton-Raphson, em um modelo de simulação de reservatório, para

determinar o diagrama de controle de inundação economicamente ótimo para um único

reservatório multiuso.

Chu e Yeh (1978) desenvolveram um modelo de projeção de gradiente, para oti-

mização da operação horária de reservatórios de hidrelétricas, usando o teorema da Du-

alidade Não Linear e o Método de Lagrange. Dı́az e Fontane (1989) apresentaram uma

abordagem de Programação Sequencial Quadrática (PSQ), para otimizar a geração de

energia hidrelétrica a partir de um sistema de reservatórios múltiplos, com o objetivo de

maximizar os benef́ıcios econômicos resultantes da produção de energia hidroelétrica. Te-

egavarapu e Simonovic (2000) desenvolveram um modelo de Programação Inteira Mista

Não Linear para operação de curto prazo de reservatórios de hidrelétricas situadas em

Manitoba, Canadá.

Como mencionado anteriormente, são poucas as aplicações dispońıveis na litera-

tura sobre o uso de PNL, sendo relativamente menor se comparada a PL e PD, isso porque

PNL requer maior armazenamento de dados e maior poder computacional, além da con-

vergência para a solução também ser lenta. Estas técnicas exigem que a função objetivo

seja diferenciável e não conseguem lidar facilmente com as restrições. Os cálculos envolvi-

dos em PNL são mais complexos e não podem facilmente acomodar a natureza estocástica

das variáveis (YEH, 1985), como por exemplo, das vazões em um sistema de reservatórios

de hidrelétricas. Há também os inconvenientes de convergência do algoritimo, ou seja, do

mesmo estagnar em ótimos locais.

2.3 Inteligência Computacional (IC)

Os métodos de Inteligência Computacional (IC) possui a caracteŕıstica singular

da simplicidade dos métodos de otimização observados na natureza e, do ponto de vista
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prático, consegue resolver problemas de modelos matemáticos complexos de modo simples.

A área de IC foi proposta em 1994 por Zadeh (1994) e Bezdek (1998), e é utilizada

para denominar sistemas que exploram a tolerância à imprecisão, incerteza e a verdade

parcial, além de aproximações para obter soluções robustas a baixo custo e condizentes

com a realidade (BONISSONE et al., 1999). Tais técnicas são classificadas em Heuŕısticas

e Metaheuŕısticas.

Segundo Viot (VIOT, 2010), conceitualmente, quando um método é aplicado es-

pecificamente a um tipo de problema, sob a forma de um algoritmo, este é denominado

um método Heuŕıstico, ou simplesmente uma Heuŕıstica. Os métodos Heuŕısticos po-

dem ser considerados como uma nova forma de abordagem para solução de problemas

de otimização combinatória, onde o objetivo é a procura por soluções “boas” (as melho-

res posśıveis), que não exijam um esforço computacional excessivo, especialmente para

aplicações práticas, porém por definição, não garantem a otimalidade da solução do pro-

blema (VIOT, 2010).

Quando um método é capaz de resolver vários tipos de problemas de otimização

combinatória o mesmo é denominado Metaheuŕıstica (VIOT, 2010). Além da abrangência

de resolução dos problemas, as Metaheuŕısticas possuem como principal caracteŕıstica a

existência de mecanismos internos que evitam parar em um ótimo local, mesmo que para

isso piorem a valor da função objetivo (VIOT, 2010).

As abordagens da Metaheuŕıstica são inspiradas em mecanismos biológicos de

aprendizado e adaptação ao meio. Dentro da classificação de Computação Evolucionária a

Metaheuŕıstica é subdividida basicamente em Programação Genética, Algoritmo Genético,

Algoritmo Evolucionário (ou Evolutivo), Evolução Diferencial, Programação Evolutiva,

Inteligência de Enxame (Particle Swarm) e Colônia de Formigas.

Métodos de IC têm surgido como poderosas ferramentas para solucionar pro-

blemas de otimização. Dentro da classificação de Computação Evolucionária a técnica

de Algoritmo Genético (AG) é o método mais popular, o mesmo foi introduzido pela

primeira vez por Holland (HOLLAND, 1975) e posteriormente desenvolvido por diversos

pesquisadores para a mais ampla aplicação na ciência e em muitos problemas de engenha-

ria (GOLDBERG, 1989; MICHALEWICZ, 1998).
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2.3.1 Algoritmo Genético (AG)

A técnica de Algoritmo Genético (AG) é baseada nos mecanismos de seleção

natural e genética natural, ou seja, o conceito de Darwin da ”sobrevivência do mais

apto” (GOLDBERG, 1989). A técnica clássica do AG consiste no seguinte conceito: Uma

população inicial aleatoriamente selecionada é formada a partir de cadeias de compri-

mento finito, baseada nos parâmetros da função objetivo. Esta população é pesquisada

para o mais apto dos membros, e uma nova população é gerada pela seleção estocástica

preservando o mais apto dos membros da população antiga.

Eventuais alterações aleatórias são feitas com pequena probabilidade dos valores

em posições aleatórias em uma string, ou seja, uma cadeia de bits, por meio de mutação.

Uma solução sub-ótima é obtida após repetições dos ciclos de evolução. Em comparação

com outros métodos de otimização, a técnica de AG é conhecida por trabalhar com uma

codificação do conjunto de parâmetros, ou seja, uma cadeia binária de comprimento fi-

nito. Existem outros exemplos de AGs especialmente desenvolvidos para utilização em

problemas de otimização numérica restritos e codificação em ponto flutuante (BACK et al.,

2000).

AG utiliza seleção de componente aleatório para localizar regiões ótimas do espaço

de busca, desta forma, não utiliza regras determińısticas. Além disso, a busca por regiões

ótimas é realizada a partir de uma população de pontos e não de um único ponto, mi-

nimizando assim, a possibilidade de rápida convergência em ótimos locais em um espaço

de busca multi-nodal. AG trabalha diretamente com a função objetivo e não exige a

existência de suas derivadas ou outras informações auxiliares, ao contrário de outras

técnicas. Estas vantagens do AG resultaram em muitas aplicações.

Existem inúmeras aplicações de AG relacionadas à problemas de otimização do

uso da água, por exemplo: operação de reservatórios (OLIVEIRA; LOUCKS, 1997; WAR-

DLAW; SHARIF, 1999), projeto de sistemas de distribuição de água (SIMPSON et al., 1994;

SAVIC; WALTERS, 1997; BABAYAN et al., 2005), gestão de águas subterrâneas (RITZEL et

al., 1994; CIENIAWSKI et al., 1995; MCKINNEY; LIN, 1994), estimação de parâmetros em

modelagem hidrológica (SOROOSHIAN et al., 1993; YAPO et al., 1998; VRUGT et al., 2003),

gestão de bacias hidrográficas (MULETA; NICKLOW, 2005), minimização de custos de bom-

beamento (ILICH; SIMONOVIC, 1998).

Além da otimização monobjetivo, poucas aplicações de Algoritmo Evolutivo Multi-

Objetivo (MOEAs) e de outras técnicas também foram relatadas. Por exemplo, para
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aplicações hidrológicas (YAPO et al., 1998; VRUGT et al., 2003; KHU; MADSEN, 2005), para

projeto do sistema de distribuição de água (KAPELAN et al., 2003; PRASAD; PARK, 2004;

FARMANI et al., 2005) e para a gestão de águas subterrâneas (REED et al., 2001; REED et

al., 2003; REED; MINSKER, 2004; KOLLAT; REED, 2006).

Esat e Hall (1994) aplicaram AG para o problema de quatro reservatórios em

cascata, sugerindo que AG tem potencial na otimização de recursos h́ıdricos com uma

economia significativa no uso de memória computacional e no tempo de execução. Oli-

veira e Loucks (1997) usaram Algoritmo Genético para derivar poĺıticas operacionais de

um sistema múltiplo de reservatórios. Em um trabalho mais recente, Sharif e Wardlaw

(2000) utilizaram o modelo de Algoritmo Genético para otimização de sistemas de re-

servatórios na Indonésia. Eles compararam os resultados do Algoritmo Genético com os

produzidos por Programação Dinâmica Diferencial Discreta e descobriram que os resul-

tados proporcionados pela técnica de AG estão mais próximos do ideal e que a técnica se

mostra robusta.

Chang e Chang (2001) apresentaram uma abordagem baseada em AG e em

um Sistema de Rede Adaptativo de Inferência Fuzzy (ANFIS - do inglês) para melho-

rar a operação de reservatórios em tempo real. Cai et al. (2001) apresentaram um AG

combinado com a estratégia de Programação Linear (PL) para a solução de grandes pro-

blemas não-lineares de gestão de água. Huang et al. (2002) apresentaram um Algoritmo

Genético baseado na abordagem de Programação Dinâmica Estocástica (AG baseado em

PDE) para lidar com o problema da dimensionalidade de um sistema múltiplo de re-

servatórios. Ponnambalam et al. (2003) empregaram Sistemas de Inferência por Lógica

Difusa, Redes Neurais Artificiais (RNA) e Algoritmo Genético (AG) para a otimização

da operação de reservatórios com o objetivo de minimização da variância de benef́ıcios.

Enfim existem inúmeras aplicações, das mais variadas e com diversas combinações

feitas com a utilização da técnica de AG para operação de reservatórios. As recentes pu-

blicações em destaque são: Tospornsampan et al. (2005) desenvolveram uma combinação

de Algoritmo Genético com abordagem de Programação Dinâmica Discreta Diferencial

(AG-PDDD) para otimizar a operação de um sistema múltiplo de reservatórios; Kumar

et al. (2006) desenvolveram um modelo aplicado de Algoritmo Genético para a obtenção

de uma poĺıtica ótima de operação de reservatório com alocação ideal de água para ir-

rigação; Jothiprakash e Shanthi (2006) aplicaram AG para derivar poĺıticas ótimas de

operação de reservatório, que de forma satisfatória pôde atender as demandas para ir-

rigação.
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2.3.2 Otimização por Colônia de Formigas (ACO)

Otimização por Colônia de Formigas (Ant Colony Optmization - ACO) é um

algoritmo de otimização combinatória discreto proposto por Colorni e Dorigo (COLORNI

et al., 1991). A fonte inspiradora da ACO é o comportamento das formigas em sua busca

por alimento, ou seja, durante um peŕıodo de tempo as formigas têm capacidade de

determinar o caminho mais curto, a partir de sua casa, para uma fonte de alimento.

Este processo é obtido através da acumulação de informações sobre a área cir-

cundante pela colônia de formigas. As formigas, enquanto vão do ninho para a fonte de

comida e vice-versa, depositam no solo uma substância qúımica denominada feromônio,

possibilitando uma forma de comunicação indireta por modificação local do ambiente (es-

tigmergia). Ao longo do processo os feromônios são depositados em maiores concentrações

no caminho mais curto.

Dessa forma, quando as formigas ao se depararem com um ponto de decisão

(interseção entre dois caminhos), elas fazem uma escolha probabiĺıstica, baseada na quan-

tidade de feromônios que as mesmas sentem pelo cheiro (DORIGO et al., 1996). Este

processo de averiguação do caminho mais curto, pela colônia de formigas, pode ser visto

como uma forma de inteligência coletiva ou swarm intelligence (DORIGO; STüTZLE, 2004).

Este comportamento básico é a chave para uma interação cooperativa com a finalidade

de proporcionar o surgimento de caminhos mais curtos.

O modelo Ant System criado por Dorigo (COLORNI et al., 1991 apud VIOT, 2010) é

um exemplo inicial de modelo de otimização estocástica baseado na utilização de agentes

simples, denominado formigas artificiais. Originalmente o modelo foi aplicado ao clássico

Problema do Caixeiro Viajante (Travelling Salesman Problem - TSM ) onde resumida-

mente, procura-se determinar o menor caminho a ser percorrido pelo caixeiro viajante em

um caminho composto por cidades conectadas por estradas. O modelo Ant Colony Sys-

tem (DORIGO; GAMBARDELLA, 1997) utiliza como base o modelo Ant System conforme o

pseudocódigo do Algoritmo 2.1.

As principais diferenças, em relação ao modelo original, permitiram a trans-

formação do modelo Ant System em uma Metaheuŕıstica reconhecidamente capaz de re-

solver problemas de otimização combinatória em geral, tais como: o problema do caixeiro

viajante (DORIGO et al., 1996), ordenação sequencial (DORIGO; GAMBARDELLA, 1997), es-

pecificação quadrática (CAIRONI; DORIGO, 1997; GAMBARDELLA et al., 1999) e problemas

de roteamento de véıculos (CHEN et al., 2005).
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Algoritmo Ant Colony System

1 Inicializar

2 enquanto critério de parada não for satisfeito faça

3 Posição de cada formiga em um nó inicial N

4 repita

5 para cada formiga em N faça

6 Escolha o próximo nó diferente de N , aplicando a regra de transição de

estado

7 Aplicar passo a passo a atualização de feromônio

8 fim para

9 até que cada formiga tenha constrúıdo uma solução

10 Atualizar melhor solução

11 Aplicar a atualização de feromônio off-line

12 fim enquanto

fim

Algoritmo 2.1: Pseudocódigo do algoritmo Ant Colony System (DORIGO; GAMBARDELLA,
1997)

Existem poucos trabalhos publicados com aplicações do modelo de otimização

por colônia de formigas a problemas de recursos h́ıdricos. Os principais podem ser re-

lacionados como o trabalho de Abbaspour et al. (2001) que empregou o algoritmo de

ACO, para estimar parâmetros hidráulicos do solo não saturado, e concluiu que o modelo

é capaz de estimar os parâmetros dentro de uma precisão razoável; Maier et al. (2003)

utilizou algoritmo ACO para encontrar uma solução global ótima para um sistema de

distribuição de água, ilustrando que o algoritmo ACO pode vir a ser uma alternativa

atraente como a técnica de Algoritmo Genético, no design de sistemas ideais de distri-

buição de água; Zecchin et al. (2005) realizou um estudo paramétrico, com aplicação do

Algoritmo de Colônia Formigas a problemas de distribuição de água e, sugeriu algumas

heuŕısticas para a obtenção dos parâmetros do ACO.

Kumar e Reddy (2006) exploraram o potencial do algoritmo de otimização por

Colônia de Formigas em problemas de otimização não-linear de grande escala, ao aplicarem

a um sistema de reservatórios com uso-múltiplo e com dois canais laterais com capacidade

limitante do escoamento; Madadgar e Afshar (2009) realizaram aperfeiçoamentos no ACO,

denominando o seu modelo de Improved Continuos - ACO e o aplicaram na otimização de

recursos h́ıdricos; Moeini e Afshar (2009) aplicaram o modelo de otimização por Colônia



19

de Formigas para a otimização da operação de um reservatório e o compararam com três

técnicas tradicionais; Wang et al. (2009) introduziram o modelo ACO combinado à Teoria

do Caos e o aplicaram em um sistema de reservatórios com grande sucesso.

Em 2010, algumas publicações com melhorias no algoritmo foram implementadas

por Guo e Wang (2010) para determinar o modelo ótimo operacional do reservatório da

Usina de Três Gargantas na China e, mais recentemente, Ataie-Ashtiani e Ketabchi (2011)

aplicaram o modelo cont́ınuo de ACO introduzindo o eletismo para a gestão otimizada de

aqúıferos costeiros.

2.3.3 Recozimento Simulado (SA)

Recozimento Simulado ou Simulated Annealing (SA) é uma técnica de busca

aleatória para problemas de otimização global. Esta técnica imita o processo de reco-

zimento em processamento de materiais metálicos, ou seja, simula o processo de um

metal que após aquecido, se resfria lentamente e congela em um estado cristalino com o

mı́nimo de energia e maior tamanho do cristal de modo a reduzir os defeitos de estruturas

metálicas. O processo de recozimento envolve o controle cuidadoso da temperatura e da

taxa de arrefecimento (YANG, 2010).

O algoritmo de Recozimento Simulado foi proposto originalmente por Kirkpa-

trick (KIRKPATRICK et al., 1983). Consiste em um método de busca local que aceita

movimentos de piora como forma de escapar de ótimos locais. O algoritmo usa a idéia

de uma aproximação estocástica, para dirigir a busca no espaço de soluções s e permite a

partir de uma solução f(S), encontrar uma solução f(S ′) em sua vizinhança, de tal forma

que, f(S ′) < f(S) ou f(S ′) > f(S), mesmo que esta nova solução f(S ′) signifique uma

piora no valor da função objetivo.

Essa técnica representa um método natural, portanto, uma Heuŕıstica, pois se

fundamenta numa analogia com a termodinâmica ao simular o resfriamento de um ma-

terial aquecido, operação conhecida como recozimento ou annealing. Ao contrário dos

métodos baseados em gradiente, ou outros métodos determińısticos de busca, que têm a

desvantagem de ficarem presos em mı́nimos locais, a principal vantagem do Recozimento

Simulado é a capacidade de evitar a estagnação em mı́nimos locais. Segundo Yang (2010),

a busca irá convergir para o valor ótimo global se uma exploração aleatória suficiente com-

binada com o processo lento de arrefecimento for utilizada.
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Este método Heuŕıstico é muito simples e robusto, como pode ser visualizado no

pseudocódigo do Algoritmo 2.2 proposto por Dowsland (1993).

Algoritmo Recozimento Simulado

1 Inicializar (f(.), N(.), α, SAmax, T0, S)

2 S∗←S {Melhor solução obtida até então}
3 IterT←0 {Número de iterações na Temperatura T}
4 T←T0 {Temperatura corrente}
5 enquanto T > 0 e IterT < SAmax faça

6 IterT ←IterT + 1

7 Gere um vizinho qualquer S ′ ∈ N(S)

8 ∆E = f(S ′)− f(S)

9 se ∆E < 0 então

10 S ←S ′

11 senão

12 Gere um número aleatório rand ∈ [0, 1]

13 se rand < e
−∆E
kT então

14 S ←S ′

15 fim se

16 fim se

17 se f(S ′) < f(S∗) então

18 S∗ ←S ′

19 fim se

20 T ←αT {Resfriamento a uma taxa α}
21 IterT ←0

22 fim enquanto

23 S ←S∗

Sáıda Retorne o valor de S

fim

Algoritmo 2.2: Pseudocódigo do algoritmo Recozimento Simulado (DOWSLAND, 1993).

Nesse algoritmo para cada vizinho S ′ de S é feito um teste da variação ∆E do

valor da função objetivo, ou seja, ∆E = f(S ′) − f(S). Se ∆E < 0, o algoritmo aceita

a solução e, S ′ passa a ser a nova solução corrente pois houve melhora na solução. Caso

∆E ≥ 0, a solução S ′ pode ser aceita com uma probabilidade p de aceitação dada por

p = rand < e
−∆E
kT , onde rand é um número aleatório ∈ [0, 1], T é um parâmetro do
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método, chamado de temperatura e que regula a probabilidade de aceitação de soluções

com custo pior e k é a constante de Boltzmann, frequentemente adotada igual a unidade

para facilitar a convergência.

A temperatura T assume, inicialmente, um valor elevado T = T0, pois quanto

maior a temperatura T , maior a probabilidade de aceitação de piora da solução atual.

Após um número fixo de iterações (o qual representa o número de iterações necessárias

para o sistema atingir o equiĺıbrio térmico em uma dada temperatura), a temperatura é

gradativamente reduzida por uma razão de resfriamento α, tal que Tn ← αTn−1, sendo

0 < α < 1. Com esse procedimento, há no ińıcio maior chance para o algoritmo escapar

de ótimos locais e, à medida que T se aproxima de zero, o algoritmo comporta-se como

o método de descida, uma vez que diminui a probabilidade de se aceitar movimentos de

piora (T → 0⇒ e
−∆E
kT → 0).

O procedimento termina quando a temperatura atingir valores próximo a zero e

nenhuma solução que possibilite a piora do valor da melhor solução é mais aceita, isto

ocorre quando o sistema está estável. A solução obtida quando o sistema encontra-se

nesta situação evidencia o encontro de um ótimo global. Os parâmetros de controle do

procedimento são a taxa de resfriamento α, o número de iterações para cada temperatura

(SAmax), a temperatura inicial T0, o decaimento de temperatura ξ, o número máximo de

perturbações na solução corrente P e o número máximo de sucessos por iteração L. Estes

dois últimos parâmetros devem satisfazer a condição de restrição L 5 P .

O algoritmo de Recozimento Simulado é um método de busca, que utiliza os

principios da Cadeia de Markov, que converge sob condições adequadas relativas à sua

probabilidade de transição. Este método foi concebido por analogia ao algoritmo de

Metropolis (METROPOLIS et al., 1953) que foi proposto para simular, através do método

de Monte Carlo, problemas de f́ısica estat́ıstica (LAGE, 1995 apud KAVISKI et al., 2008).

Há inúmeras publicações utilizando tal técnica de otimização, desde trabalhos

relacionados a especificação de processadores e alocação de tarefas (BECK; SIEWIOREK,

1996), solução do problema do caixeiro viajante (PRESS et al., 1992), alocação de sa-

las (OLIVEIRA, 2006) até na solução de sistemas de equações não lineares (KAVISKI et al.,

2008), entre outras.

Na área de recursos h́ıdricos e operação de reservatórios, o algoritmo foi utilizado

para otimização de parâmetros de calibração de modelo de escoamento de águas sub-

terrâneas (DOUGHERTY; MARRYOT, 1991), otimização do despacho hidrotérmico (WONG;

WONG, 1994a; WONG; WONG, 1994b), para solucionar problemas de demanda de aqúıferos
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(CUNHA, 1999), para otimização da rede de distribuição de água (CUNHA; SOUSA, 1999),

para otimização da operação de um sistema reservatórios (TEEGAVARAPU; SIMONOVIC,

2002), para planejamento de longo termo da operação de reservatórios (MANTAWY et al.,

2003), otimização do despacho hidrotérmico (M.; BASU, 2005), para parametrização de

curvas de intensidade de precipitação (KAVISKI et al., 2007). Uma versão h́ıbrida do algo-

ritmo Recozimento Simulado e Algoritmo Genético foi utilizada por Zhang et al. (2010)

para a otimização da operação de reservatórios.

2.3.4 Otimização por Enxame de Part́ıculas (PSO)

Segundo Bonabeau (BONABEAU et al., 1999 apud VIOT, 2010), o termo inteligência

de enxame foi usado originalmente para descrever um particular paradigma na pesquisa

de robôs. Ainda nesse texto, os autores ampliaram o conceito de inteligência de enxame

para incluir qualquer tipo de algoritmo, ou esquema de solução de problemas, inspirado

no ambiente coletivo de colônia de insetos ou outras sociedades de animais.

Para Kennedy e Eberhart (2001), o termo enxame (swarm) deve ser ainda menos

restritivo, devendo ser atribúıdo a qualquer tipo e estrutura fechada de interação de

agentes. O exemplo clássico de enxame é o de abelhas, mas a metáfora de um enxame

pode ser estendida para outros sistemas com arquitetura similar. Uma colônia de formigas

pode ser entendida como um enxame cujos agentes individuais são formigas, um bando de

pássaros é um enxame onde os agentes são pássaros, o tráfego um enxame de carros, uma

multidão um enxame de pessoas, um sistema imune é um enxame de células e moléculas

e uma economia um enxame de agentes econômicos.

Otimização por Enxame de Part́ıculas, ou do original em inglês Particle Swarm

Optimization (PSO), foi originalmente proposto por Kennedy e Eberhart (1995), é uma

técnica de pesquisa com base heuŕıstica, inspirado pelo comportamento social de um

bando de passáros. PSO compartilha muitas semelhanças com as técnicas de Computação

Evolucionária como o Algoritmo Genético (AG). As part́ıculas no PSO são inicializadas

como uma população de soluções aleatórias (posições iniciais) e realizam a busca por

soluções ótimas. As posições são atualizadas usando operadores e ocorrem até o final do

número de iterações.

No entanto, em contraste com métodos como o Algoritmo Genético, no algo-

ritmo PSO Padrão, não existem operadores inspirados na evolução natural para extrair
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uma nova geração de soluções candidatas. Em vez disso, o PSO depende da troca de in-

formações entre indiv́ıduos (part́ıculas) e entre toda a população (swarm). Como efeito,

cada part́ıcula ajusta a sua trajetória em direção a uma posição melhor que a posição

anterior e para a melhor posição atual já alcançada por qualquer outro membro na sua

vizinhança (PARSOPOULOS; VRAHATIS, 2002).

Existem algumas variantes do algoritmo PSO Padrão, em uma delas a busca é

realizada localmente e outra onde a busca é realizada globalmente. Em uma terceira

variante, a aceleração das part́ıculas é inversamente proporcional à distância (PARSOPOU-

LOS; VRAHATIS, 2002). Outros exemplos podem ser citados: PSO utilizando aprendizado

cooperativo (BERGH; ENGELBRECHT, 2000), PSO carregado Charged Particle Swarm Op-

timization – CPSO desenvolvido por Blackwell (2003), PSO com base na estratégia min-

max (LI, 2004), PSO hierárquico (JANSON; MIDDENDORF, 2004), PSO com operador de

mutação (QIN et al., 2004), algoritmos resistentes a rúıdo (PUGH et al., 2005), algoritmos

de co-evolução (GRANT; VENAYAGAMOORTHY, 2009) e também PSO quântico (ZHANG et

al., 2009).

A utilização de PSO para resolver complicados problemas muldimensionais tem

crescido expressivamente. Sua aplicação em problemas de operação de reservatórios, que

é um problema multiobjetivo não linear, tem apresentado sucesso com baixo custo com-

putacional e com rápida convergência. Na área de Recursos Hı́dricos, o algoritmo PSO

foi utilizado para a estimação dos parâmetros do modelo hidrológico Sacramento (GILL et

al., 2006), para a previsão de vazões (CHAU, 2007; HONG, 2008; WU; CHAU, 2006) e para

suprimento da demanda de abastecimento de água (SHOURIAN et al., 2008).

Na operação de reservatórios e de sistemas hidrotérmicos, vários pesquisadores

desenvolveram estudos e verificaram a robustez e rapidez de convergência do algoritmo

PSO. O algoritmo foi aplicado para a solução de despacho econômico considerando res-

trições na geração (GAING, 2003), despacho econômico com funções de custo não suavi-

zadas (PARK et al., 2005; PARK et al., 2006), planejamento de curto prazo para despacho

hidrotérmico (YU et al., 2007), operação ótima de geradores hidroelétricos (DAOHUI et al.,

2006), análise de operação de um reservatório multiuso (MA; CHU, 2006), planejamento de

longo e médio termo para despacho ótimo de hidrogeradores (RUI et al., 2007) e operação

de reservatório para controle de cheias (YUAN et al., 2006).

Poĺıticas ótimas de operação de reservatório com uso para irrigação tiveram

também aplicação com PSO (REDDY; KUMAR, 2007a), otimização de operação de re-

servatório para melhorar os trade-offs (REDDY; KUMAR, 2007b), aplicação de EPSO para
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operação de um sistema h́ıdrico (YUAN et al., 2008), utilização de PSO com teoria do caos

e nichos para operação de sistema de reservatórios para a geração de energia elétrica (HU-

ANG et al., 2009). PSO com alterações aleatória na inércia foi utilizada para otimização da

operação de reservatório (WANG; QIU, 2010), PSO melhorado foi aplicado a operação de

usina hidroelétrica (GUO; WANG, 2010; MA, 2010) e PSO Adaptativa para o planejamento

diário de um sistema hidrotérmico (AMJADY; SOLEYMANPOUR, 2010).

Os trabalhos mais recentes, publicados em 2011, utilizando variantes do PSO

foram para determizar a operação ecológica do reservatório de Três Gargantas (GUO et

al., 2011) e para otimizar a operação de uma cascata de reservatórios (PENG, 2011).

Após pesquisa exaustiva na literatura, não foi posśıvel econtrar aplicações do PSO na

otimização do planejamento diário de geração de Pequenas Centrais Hidrelétricas, tema

ainda em aberto, sendo portanto, uma das contribuições deste trabalho.
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3 Inteligência de Enxame (Swarm Intelligence)

Após realizada a apresentação das principais técnicas de otimização e aplicações

na alocação de recursos h́ıdricos, este caṕıtulo aprofunda a análise do PSO através da

apresentação do modelo matemático do PSO Padrão e do pseudocódigo do algoritmo.

Para esclarecer os problemas existentes no algoritmo PSO Padrão, faz-se necessária a

contextualização do modelo de inércia introduzido por Eberhart & Shi e do fator de

constrição apresentado por Clerc. Estas duas abordagens fazem parte da solução, proposta

por esses autores, para o problema da explosão da velocidade da part́ıcula. O caṕıtulo

ainda aborda o conceito de vizinhança, dada a importância que este conceito representa

na aplicação do algoritmo PSO.

3.1 Algoritmo PSO Padrão

Se o espaço de busca S é D-dimensional então o indiv́ıduo ith (part́ıcula) da

população (enxame) pode ser representado por ~Xi = [xi1, xi2, · · · , xiD]T , que é um ve-

tor D-dimensional. A velocidade responsável pela mudança de posição dessa part́ıcula

pode ser representada por outro vetor ~Vi = [vi1, vi2, · · · , viD]T de mesma dimensão, onde

cada componente do vetor ~Vi é limitada em Vmax. A melhor posição visitada anteriormente

pela ith part́ıcula é denotada como ~P best
i = [pi1, pi2, · · · , piD]T .

Define-se ~Gbest como a melhor posição da melhor part́ıcula em todo o enxame.

Com sobrescritos denotando o número da iteração, a posição e velocidade das part́ıculas

são alteradas conforme equações (3.1) e (3.2), onde deve-se observar que as operações são

vetoriais e devem ocorrer componente a componente.

~V k+1
i = ω~V k

i + c1r
k
1

(
~P best
i − ~Xk

i

)
+ c2r

k
2

(
~Gbest − ~Xk

i

)
(3.1)

~Xk+1
i = ~Xk

i + ~V k+1
i (3.2)
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Nas equações acima, cada variável e os ind́ıces correspondentes representam:

d = 1, 2, · · · , D;

D é a dimensão do espaço de busca da solução;

k é o número da iteração;

ω é o peso inercial;

r1 e r2 são números aleatórios uniformemente distribúıdos ∈ [0, 1].

c1 e c2 são dois parâmetros constantes positivos chamados de coeficiente cognitivo indi-

vidual e social, geralmente c1 = c2 = 2, 05;

Uma generalização do processo de busca pelo ótimo global, realizado pelo algo-

ritmo PSO, pode ser descrito como um passo (step) iterativo k ≥ 0 na equação (3.2), com

i = 1, 2, · · · , N ; onde N é finito e representa o número de part́ıculas. ~Xk
i ∈ RD é a posição

atual do ith indiv́ıduo ou part́ıcula da população e D é a dimensão do espaço de busca da

solução. A velocidade ~V k+1
i ∈ RD é a direção de busca e ~Xk+1

i é a nova posição no passo

k+ 1. Uma observação importante é que ~V k+1
i pode não ser uma direção de descida para

a função objetivo f(x) em ~Xk
i , em particular, a direção ~V k+1

i depende da direção anterior

~V k
i e da posição das part́ıculas.

O pseudocódigo do Algoritmo 3.1, de forma simplificada, mostra o comporta-

mento do enxame na busca da solução ótima no espaço de busca. O efeito geral da

equação (3.1) é que cada part́ıcula oscila no espaço de busca, entre a sua melhor posição

visitada anteriormente e a melhor posição alcançada por seu vizinho, tentando encon-

trar o ponto ótimo em sua trajetória. Um ajuste fino adequado dos parâmetros c1 e c2 na

equação (3.1) pode resultar em convergência mais rápida do algoritmo e evitar o problema

de estagnação em mı́nimos locais.

A análise de estabilidade do algoritmo PSO, bem como recomendações sobre a

seleção dos seus parâmetros são fornecidas por Clerc e Kennedy (2002) e Trelea (2003).

Todas as operações vetoriais nas equações (3.1) e (3.2) são realizadas componente a com-

ponente.
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Algoritmo PSO

{Inicialização do Swarm}
1 para cada Part́ıcula em Swarmsize faça

2 Gerar Posição Inicial ~X0
i ;

3 Gerar Velocidade Inicial ~V 0
i ;

4 P best
i ←argmin

0≤h≤k{f(xhi )}; {Melhor valor inicial obtido até então}
5 fim para

6 Avalie o valor inicial de Gbest; {Melhor valor global}
{Inicio da Execução do Swarm}

7 enquanto k < Iter faça

8 para cada Part́ıcula faça

9 Calcule a nova Velocidade ~V
(k+1)
i através da equação (3.1);

10 se ~V
(k+1)
i > Vmax então {Vmax é a máxima velocidade da part́ıcula}

11 Faça ~V
(k+1)
i = Vmax

12 senão se ~V
(k+1)
i < Vmin então {Vmin é a mı́nima velocidade da part́ıcula}

13 Faça ~V
(k+1)
i = Vmin

14 fim se

15 Calcule a nova Posição ~X
(k+1)
i através da equação (3.2);

16 se ~X
(k+1)
i > xmax então {xmax é o máximo alcance dinâmico da part́ıcula}

17 Faça ~X
(k+1)
i = xmax

18 senão se ~X
(k+1)
i < xmin então

19 Faça ~X
(k+1)
i = xmin

20 fim se

21 se Fitness da part́ıcula é melhor que ~P best
i então

22 Atualize ~P best
i , ou seja, ~P best

i ←argmin
0≤h≤k{f(xhi )};

23 fim se

24 se Fitness da part́ıcula é melhor que Gbest então

25 Atualize Gbest, ou seja, Gbest ←argmini=1,...,N{f(xbesti )};
26 fim se

27 fim para

28 k ←k + 1; {k é o contador de iterações}
29 fim enquanto

30 Retorne o valor da Função Objetivo

fim

Algoritmo 3.1: Pseudocódigo do PSO Padrão (CAMPANA et al., 2005).
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3.2 Coeficiente de Inércia - O Modelo de Eberhart

O papel do peso inercial, ou coeficiente de inércia ω, é controlar o impacto das

velocidades anteriores sobre a atual. Um grande peso inercial facilita a exploração global

(procura de novas áreas), enquanto um pequeno peso tende a facilitar a exploração local.

A seleção de um valor adequado para o coeficiente de inércia ω normalmente ajuda a

reduzir o número de iterações necessárias para localizar a solução ótima (PARSOPOULOS;

VRAHATIS, 2002).

O desempenho do PSO na convergência para o ponto ótimo nas iterações finais

tem na componente inercial da velocidade seu principal fator. Para tentar melhorar esse

desempenho, Eberhart (EBERHART; SHI, 1998a; EBERHART; SHI, 1998b) propôs que o

valor de ω possa ser estimado linearmente entre ωmax e ωmin. O emprego desta alteração,

durante as iterações, proporciona um aumento do desempenho do PSO se comparado

ao modelo padrão. A variação linear proposta pode ser calculada pela equação (3.3),

onde ωmax e ωmin usualmente são especificados como 0, 9 e 0, 4, respectivamente. kmax

representa o máximo número de iterações e k a iteração corrente.

ω(k) = ωmax −
(
ωmax − ωmin

kmax

)
k (3.3)

Um dos inconvenientes deste modelo é a impossibilidade da inércia retornar ao

valor ωmax após atingir o valor ωmin. Ao permanecer com o valor ωmin o impacto do peso

inercial no algoritmo é a redução da velocidade da part́ıcula a cada iteração, impossibi-

litando a exploração de novas áreas. Desta forma, há um aumento da probabilidade de

estagnação em ótimos locais devido a impossibilidade das part́ıculas explorarem o espaço

de busca próximo ao ótimo local. Se o problema for multimodal, isto é, com inúmeros

mı́nimos locais, o impacto deste comportamento da inércia fará com que o PSO possa não

apresentar bom desempenho.

3.3 Fator de Constrição - O Modelo de Clerc

Devido aos problemas verificados no Modelo de Eberhart, Clerc (CLERC, 1999)

propôs um novo limitador da velocidade da part́ıcula chamado de Fator de Constrição,

em substituição ao Coeficiente de Inércia. Este fator limita a velocidade em função dos

parâmetros c1 e c2 e é calculado da seguinte forma:
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χ =
2∣∣∣2− ϕ−√ϕ2 − 4ϕ

∣∣∣ (3.4)

Onde χ ∈ (0, 1]; ϕ = c1 + c2. Para c1 = c2 = 2, 05, ϕ assume valor igual a

ϕ = 4, 1 e χ = 0, 729.

Com a introdução do fator de constrição χ, o coeficiente de inércia ω deixa de

existir na equação (3.1), ou seja, no modelo proposto por Clerc (CLERC, 1999) a equação

da velocidade é dada por:

~V k+1
i = χ

[
~V k
i + c1r

k
1

(
~P best
i − ~Xk

i

)
+ c2r

k
2

(
~Gbest − ~Xk

i

)]
(3.5)

Ao comparar a equação (3.1) com a equação (3.5), pode-se observar que o fator

de constrição χ é aplicado a todos os elementos que compõem a equação da velocidade,

enquanto o coeficiente de inércia ω, é aplicado apenas ao vetor que representa a velocidade

das part́ıculas na iteração anterior ~V k
i . Esta alteração resolveu grande parte do problema

da convergência prematura que o PSO apresentava quando aplicado em funções objetivo

com vários mı́nimos locais, ou seja, o PSO apresentava rápida convergência para o mı́nimo

local ficando estagnado neste valor (CLERC, 1999).

Eberhart e Shi (2000) fizeram um estudo comparativo de desempenho entre

o algoritmo PSO com o coeficiente de inércia e o PSO com o fator de constrição. Nas

conclusões, os autores mencionam que o algoritmo que faz uso do fator de constrição pode

ser considerado um caso particular do algoritmo com coeficiente de inércia. Para que isso

ocorra, os três parâmetros ω, χ e ϕ devem estar conectados através da equação (3.4)

e das restrições impostas pelo fator de constrição. Dessa forma, os resultados podem

ser considerados semelhantes sempre que o PSO com fator de constrição for utilizado

com Vmax = xmax e o algoritmo com coeficiente de inércia for utilizado com ω, c1 e c2,

obedecendo às restrições da equação (3.4).

Os experimentos comparativos realizado por Eberhart e Shi (2000) concluem que

o uso de Vmax limitado ao valor de xmax, que representa o alcance dinâmico de cada

variável em cada dimensão, apresentaram resultados surpreendentes quando empregados

em conjunto com o fator de constrição.
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3.4 Topologia de Vizinhança

Cada indiv́ıduo é membro de uma vizinhança social e a influência social é resul-

tado da observação de seus vizinhos. Nesse sentido, a part́ıcula será afetada pelo melhor

ponto encontrado por qualquer membro da sua vizinhança topológica. Diferentes topolo-

gias foram propostas e aplicadas, obtendo resultados promissores por Kennedy (KENNEDY,

2003) e por Mendes et al. (2004).

Uma vizinhança deve ser definida para cada part́ıcula. Esta vizinhança determina

o grau de interação social dentro do enxame e influencia o movimento das part́ıculas

próximas a essa vizinhança em particular. As interações são menores quando a vizinhança

entre cada paŕıcula do enxame é pequena, neste caso a convergência será mais lenta mas

pode melhorar a qualidade das soluções, enquanto que, para um número maior de vizinhos,

a convergência será mais rápida mas o risco de, por vezes, ficar estagnado em ótimos locais

devido a convergência precoce, é maior (GUO et al., 2006).

Segundo Guo et al. (2006), as topologias de vizinhança mais conhecidas são:

• Topologia em Anel: conhecida como Esquema PSO Lbest onde cada part́ıcula está

conectada com K vizinhos adjacentes e K é um parâmetro conforme figura 3.1.a.

Os vizinhos imediatos da part́ıcula i são as part́ıculas i− 1 e i+ 1. A part́ıcula i

é considerada como sendo a part́ıcula que se segue imediatamente após ith. Mui-

tas aplicações incluem a própria part́ıcula i como um membro da sua vizinhança;

então, a vizinhança de K = 2, na realidade, possui 3 membros (VIOT, 2010). Neste

processo, quando uma part́ıcula encontra um melhor resultado, esta part́ıcula passa

para os seus dois vizinhos imediatos a informação, e estes dois vizinhos passam aos

seus vizinhos imediatos, o processo se repete até que atinja a última part́ıcula do

enxame. Assim, o melhor resultado encontrado espalha-se muito lentamente em

torno do anel por todas as part́ıculas, a convergência é mais lenta, mas grande parte

do espaço de busca é coberto por esta topologia se comparada com a topologia em

estrela;

• Topologia em Estrela: cada part́ıcula se conecta com todas as outras part́ıculas

conforme figura 3.1.b. Esta topologia leva a uma convergência mais rápida do

que outras topologias, mas há uma suscetibilidade do algoritmo ficar estagnado em

mı́nimos locais. Devido todas as part́ıculas conhecerem as posições já visitadas umas

das outras, essa topologia é referida como Esquema PSO Gbest;
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• Topologia de Conexão em Roda: apenas uma part́ıcula se conecta à todas as outras,

conforme exemplo na figura 3.1.c, e todas as informações são transmitidas através

desta part́ıcula. Esta part́ıcula focal compara o melhor desempenho de todas as

part́ıculas no enxame, e ajusta a sua posição em relação a part́ıcula com melhor

desempenho. Em seguida, o nova posição da part́ıcula focal é informada a todas as

part́ıculas;

• Arquitetura Von Neumann: tem a forma de uma grade e considera a posição acima,

abaixo, para direita e para esquerda como a vizinhança das part́ıculas. As topologias

de vizinhança como a Lbest e Von Neumann resultam em uma solução superior ao

custo de uma convergência mais lenta, visto que, a diversidade dentro do enxame é

mantida por mais tempo.

3.1.a: Anel 3.1.b: Estrela 3.1.c: Roda

Figura 3.1: Topologias de Vizinhança (VIOT, 2010)

Existe uma infinita quantidade de topologias de vizinhança, entretanto, somente

dois tipos têm sido frequentemente aplicado (GUO et al., 2006), a saber a topologia Gbest,

também conhecida como melhor global ou topologia em Estrela, e a Lbest conhecida por

melhor local ou topologia em Anel.

O algoritmo proposto neste trabalho faz uso da topologia em anel unificada à

topologia em estrela. Através de um fator de unificação variável u, pode-se obter de forma

isolada, para valores espećıficos do fator de unificação, cada uma das duas topologias de

forma distinta ou a combinação linear de ambas. Portanto, o perfeito entendimento do

conceito de vizinhança é importante para a compreensão do modelo à ser apresentado no

próximo caṕıtulo.
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4 Algoritmo de Otimização por Enxame de

Part́ıculas Modificado

Este caṕıtulo apresenta a fundamentação téorica e a motivação, proposta pelo

autor, para melhorias do PSO Padrão. Estas alterações resultaram em uma nova vari-

ante do algoritmo, chamada de Enxame de Part́ıculas Unificado Modificado (M-UPSO).

O caṕıtulo apresenta ainda a análise matemática do comportamento da part́ıcula, em

sua forma discreta, com objetivo de identificar os parâmetros que afetam a convergência

do algoritmo. Esta análise também auxilia na obtenção de informações que contribuem

para a determinação dos valores iniciais dos parâmetros do algoritmo. O caṕıtulo finaliza

apresentando a análise de convergência e estabilidade do M-UPSO, além de apresentar a

comparação entre os resultados obtido pelo M-UPSO, PSO Padrão e a técnica de Reco-

zimento Simulado, quando aplicados ao benchmark de funções teste.

4.1 Algoritmo de Enxame de Part́ıculas Unificado - UPSO

Existem duas variantes principais do PSO Padrão e estas variantes se distinguem

pela forma e número de part́ıculas que compreendem a vizinhança de uma part́ıcula. Estas

variantes são classicamente chamadas de esquema Lbest e Gbest. O esquema Lbest, também

conhecido como PSO Local, está relacionado com a melhor part́ıcula na vizinhança da

part́ıcula i. Já o esquema Gbest, conhecido por PSO Global, esta relacionado com a

melhor part́ıcula em todo enxame (KENNEDY; EBERHART, 1995).

O algoritmo PSO Unificado (Unified PSO - UPSO) aproveita as duas variantes

do PSO Padrão em um único esquema que combina as caracteŕısticas de cada variante.

A habilidade de exploração local e a capacidade de explosão (ou de busca global) são

combinadas através de um coeficiente de unificação u que pode assumir valores desde 0
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até 1 (PARSOPOULOS; VRAHATIS, 2004).

O PSO Unificado utiliza o fator de constrição χ para o controle da velocidade, ao

contrário do PSO Padrão, que utiliza o coeficiente de inércia ω. As equações resultantes

para cada esquema são simples de serem obtidas. O vetor ~Gk+1
i denota a atualização da

velocidade da part́ıcula i na variante do PSO Global e ~Lk+1
i a atualização da velocidade

correspondente para a variante Local. Cada esquema do PSO pode ser representado

através das equações (4.1) e (4.2):

~Gk+1
i = χ

[
~V k
i + c1r

k
1

(
~P best
i − ~Xk

i

)
+ c2r

k
2

(
~Gk
best − ~Xk

i

)]
(4.1)

~Lk+1
i = χ

[
~V k
i + c1r

k
1

(
~P best
i − ~Xk

i

)
+ c2r

k
2

(
~Lkbest − ~Xk

i

)]
(4.2)

Estas duas direções de busca são combinadas em uma única equação, resultando

no esquema UPSO proposto por Parsopoulos e Vrahatis (2004):

~V k+1
i = u~Gk+1

i + (1− u) ~Lk+1
i (4.3)

~Xk+1
i = ~Xk

i + ~V k+1
i (4.4)

O modelo UPSO faz uso do coeficiente de constrição χ para limitar e controlar a

velocidade das part́ıculas, conforme equações (4.1) e (4.2). O coeficiente de constrição χ

assume valor igual a 0,729 quando c1 = c2 = 2, 05. O parâmetro u chamado de coeficiente

de unificação é um novo parâmetro que caracteriza o UPSO, conforme equação (4.3). O

mesmo controla a velocidade local e global de exploração no espaço de busca e seu valor

está compreendido no intervalo em que u ∈ [0, 1].

Através da variação do valor de u pode-se obter uma combinação da configuração

Lbest e Gbest. A variante original Lbest pode ser obtida fazendo u = 0 enquanto que, para

u = 1 a configuração Gbest é obtida. Para outros valores intermediários de u ∈ (0, 1)

definem-se novas variantes do PSO que combinam as caracteŕısticas de Lbest e Gbest em

proporções distintas.

Experimentos realizados por Parsopoulos e Vrahatis (2004), com u assumindo

valores entre 0,1 a 0,9 mostraram que o algoritmo UPSO apresenta boa performance,

além de reduzir o tempo para se obter o ótimo global, enquanto que, a possibilidade de
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estagnação em ótimos locais é reduzida. Esta boa performance se deve ao fato do UPSO

reunir a caracteŕıstica de exploração local do esquema Lbest e a de exploração global do

esquema Gbest.

Para obter a mesma performance alcançada por Parsopoulos e Vrahatis (2004),

para cada tipo de problema a ser resolvido, deve-se ajustar o valor mais adequado de u de

forma a possibilitar que seja explorado a máxima capacidade do algoritmo UPSO, além

de se fazer necessário o ajuste do valor da velocidade máxima da part́ıcula Vmax. É impor-

tante ressaltar que este último parâmetro é de dif́ıcil escolha e depende da caracteŕıstica

de cada problema.

Visando resolver o problema de estimação dos parâmetros iniciais do PSO um

novo algoritmo é proposto neste trabalho. Este algoritmo possui as seguintes inovações:

• Novo modelo de variação linear do coeficiente de inércia ω;

• Utilização do coeficiente de constrição χ em conjunto com o coeficiente de inércia

ω;

• Inexistência do parâmetro Vmax;

• O parâmetro velocidade inicial ~V 0
i pode ser inicializado com valores nulos, ~V 0

i = 0.

Estas inovações são aplicadas ao algoritmo UPSO proposto por Parsopoulos e

Vrahatis (2004).

4.2 Enxame de Part́ıculas Unificado Modificado - M -UPSO

A proposta do algoritmo modificado visa solucionar os dois maiores problemas que

trazem dificuldades no momento da utilização do algoritmo PSO: a seleção do parâmetro

velocidade máxima da part́ıcula (Vmax) e a incapacidade do coeficiente de inércia ω retor-

nar ao seu valor inicial ωmax após atingir o valor ωmin, conforme esquema proposto por

Eberhart e Shi (2000) descrito na equação (3.3).

O modelo proposto é derivado do UPSO descrito anteriormente. O mesmo resulta

da inclusão do coeficiente de inércia ω, aplicado somente ao vetor ~V k
i que representa as

velocidades da iteração anterior, enquanto o fator de constrição χ é aplicado somente às

variáveis estocásticas das equações (4.1) e (4.2). O efeito provocado por estas alterações

no desempenho do algoritmo é significativo, e está associado à combinação da variação
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do coeficiente de inércia ω sobre as velocidades anteriores, e ao fator de constrição χ

aplicado à dinâmica das part́ıculas na iteração corrente. Além disso, neste modelo não

há necessidade de aplicar o limitador da velocidade máxima (Vmax), o que simplifica

sobremaneira a seleção dos parâmetros do algoritmo.

Com a inserção do coeficiente de constrição χ, combinada ao método de variação

do coeficiente de inércia ω, o algoritmo proposto é capaz de escapar de ótimos locais de-

vido ao comportamento oscilatório introduzido ao longo da trajetória da part́ıcula. Este

comportamento oscilatório ocorre quando o coeficiente de inércia se aproxima do valor

ωmin. Maiores detalhes são fornecidos na seção 4.2.1 onde é tratada a convergência do

algoritmo. Esta qualidade é muito útil principalmente quando a função objetivo é multi-

modal e possui vários mı́nimos locais, sendo este, um dos grandes avanços proporcionado

ao método de busca pelo ótimo por este novo algoritmo, cuja equações resultantes são:

~Gk+1
i = ω~V k

i + χ
[
c1r

k
1

(
~P best
i − ~Xk

i

)
+ c2r

k
2

(
~Gk
best − ~Xk

i

)]
(4.5)

~Lk+1
i = ω~V k

i + χ
[
c1r

k
1

(
~P best
i − ~Xk

i

)
+ c2r

k
2

(
~Lkbest − ~Xk

i

)]
(4.6)

~V k+1
i = u~Gk+1

i + (1− u) ~Lk+1
i (4.7)

~Xk+1
i = ~Xk

i + ~V k+1
i (4.8)

As duas direções de busca são combinadas em uma única equação, como no

esquema UPSO proposto por Parsopoulos e Vrahatis (2004). A alteração proposta provoca

uma alteração no comportamento do enxame, melhorando significativamente a exploração

do espaço de busca. A vizinhança de cada part́ıcula é definida neste modelo, como uma

combinação linear dos esquemas de vizinhança em anel e em estrela.

Além de proporcionar a eliminação do parâmetro que limita a velocidade máxima

da part́ıcula (Vmax), também não se faz necessária a utilização do limitador de alcance

máximo dinâmico da part́ıcula no espaço de busca. Este último limitado no PSO Padrão

entre a posição limite inferior xmin e superior xmax.Esta proposição será detalhada nas

seções ulteriores.
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4.2.1 Convergência do Algoritmo

Quando Kennedy e Eberhart (1995) publicaram o artigo com a proposta do al-

goritmo PSO, o artigo não trouxe nenhuma demonstração matemática formal, o mesmo

se restringiu a fundamentar o algoritmo através da análise do relacionamento social e

particular de enxame. O artigo destaca que um ind́ıviduo (ou part́ıcula) toma decisões

com base na sua experiência pessoal e na experiência da sociedade a que pertence, princi-

palmente na experiência de seus vizinhos. Desta forma, Kennedy concluiu que o modelo

mais adequado do algoritmo para representar o comportamento de um enxame, deveria

ter uma componente cognitiva e outra social (KENNEDY; EBERHART, 1995).

Devido à repercussão do algoritmo e da facilidade de implementação, vários pes-

quisadores buscaram fundamentar matematicamente o modelo. Da mesma forma, Clerc

e Kennedy (CLERC; KENNEDY, 2002) apresentaram uma análise matemática mais formal

e detalhada da convergência do algoritmo. Os autores também apresentaram posśıveis

implicações no desempenho do algoritmo, provocadas pela seleção de parâmetros inade-

quados.

O trabalho de Ozacn e Mohan (1998) foi pioneiro na análise de estabilidade e

convergência do algoritmo PSO. Bergh (2002) fez uma representação discreta e provou

a convergência do PSO além de propor alterações no algoritmo. Campana et al. (2005)

analisaram a convergência do PSO através da teoria de sistemas dinâmicos de controle e

mais recentemente, Chen e Chen (2011) fizeram uma análise estat́ıstica da convergência

do PSO.

A análise de convergência do algoritmo proposto neste trabalho será feita consi-

derando a trajetória da part́ıcula no tempo discreto. O termo convergência é usado aqui

para referir a propriedade na qual existe o limite:

lim
k→+∞

x(k) = p (4.9)

Onde p é um ponto arbitrário no espaço de busca e x(k) é a posição da part́ıcula na

iteração (ou instante) k. A análise será feita apenas sobre uma componente do algoritmo,

mas o racioćınio permanece e pode ser estendido para qualquer part́ıcula do enxame.

Tomando como base as equações (4.5) e (4.7), reescrevendo as mesmas para apenas uma

dimensão, abandonando a notação vetorial e utilizando apenas o esquema Gbest afim de

facilitar a análise, obtém-se:
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vk+1
i = ωvki + χ

[
c1r

k
1

(
pki − xki

)
+ c2r

k
2

(
gkbest − xki

)]
(4.10)

xk+1
i = xki + vk+1

i (4.11)

Sem perda de generalidade, esta forma pode ser adotada desde que não exista

iteração entre as diferentes dimensões, conforme proposto por Bergh (2002). Simplificando

ainda mais, pode-se considerar que todas as outras part́ıculas estão estáticas enquanto

apenas uma part́ıcula se move. Desta forma, será avaliada a trajetória de uma única

part́ıcula isolada, neste caso, pode-se eliminar o subscrito i. A trajetória será avaliada em

intervalo de tempo discreto.

Fazendo a substituição da equação (4.10) na equação (4.11) e adotando as pro-

posições anteriores, o algoritmo pode ser equacionado da seguinte forma:

xk+1 = xk + ωvk + χ
[
c1r

k
1

(
pk − xk

)
+ c2r

k
2

(
gkbest − xk

)]
(4.12)

O PSO contém duas componentes estocásticas c1r
k
1 e c2r

k
2 , conforme descrito na

Seção 3.1 do Caṕıtulo 3, onde rk1 e rk2 assumem valores uniformemente distribúıdos entre

0 e 1, ou seja, rk1 e rk2 ∈ Uc[0, 1].

Para avaliar a convergência uma simplificação será adotada nas componentes

estocásticas da equação (4.12), porém sem prejudicar o comportamento real do algoritmo

como poderá ser visto mais adiante. Fazendo a componente estocástica c1r
k
1 = ψ1 e

c2r
k
2 = ψ2 e utilizando a relação xk = xk−1 + vk, que pode ser obtida através da equação

(4.11) na iteração k− 1, a velocidade na iteração k pode ser escrita como vk = xk− xk−1,

substituindo este valor na equação (4.12) e reorganizando os termos, o deslocamento da

part́ıcula pode ser escrito na seguinte forma de recorrência:

xk+1 = (1 + ω − χψ1 − χψ2)xk − ωxk−1 + χψ1p
k + χψ2g

k
best (4.13)

A equação (4.13) pode ser escrita na forma de um produto matricial:

z̄ = Aȳ (4.14)
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xk+1

xk

χ

 =


1 + ω − χψ1 − χψ2 −ω ψ1p

k + ψ2g
k
best

1 0 0

0 0 1



xk

xk−1

χ

 (4.15)

Utilizando recursos da álgebra linear, pode-se obter o polinômio caracteŕıstico

que é expresso pela seguinte forma:

P (λ) = det(A− λI) (4.16)

Sendo:

A =


1 + ω − χψ1 − χψ2 −ω ψ1p

k + ψ2g
k
best

1 0 0

0 0 1

 (4.17)

Realizando as operações matemáticas para obtenção do determinante, resulta na

seguinte equação caracteŕıstica da matriz A:

(1− λ)
[
λ2 − λ (1 + ω − χ(ψ1 + ψ2)) + ω

]
= 0 (4.18)

Obtendo as três ráızes da equação caracteŕıstica, têm-se uma raiz em λ1 = 1 e as

duas outras dadas por:

λ2 = α =
ω − χ (ψ1 + ψ2) + 1 + γ

2
(4.19)

λ3 = β =
ω − χ (ψ1 + ψ2) + 1− γ

2
(4.20)

γ =

√
[ω − χ (ψ1 + ψ2) + 1]2 − 4ω (4.21)

Pode-se observar que α e β são autovalores da matriz representada na equação

(4.15). Usando a relação Aȳ = λȳ, uma forma explicita da relação de recorrência dada

pela equação (4.13) pode ser escrita como:
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xk = λ1ξ1 + ξ2λ
k
2 + ξ3λ

k
3 (4.22)

Substituindo os valores de λ1 = 1, λ2 = α e λ3 = β, resulta em:

xk = ξ1 + ξ2α
k + ξ3β

k (4.23)

Onde ξ1, ξ2 e ξ3 são constantes determinadas pelas condições iniciais do sistema.

Como há três incógnitas, um sistema de três equações pode ser utilizado para obter tais

valores. As condições iniciais do PSO fornece duas destas três incógnitas, x0 e x1, que

correspondem a posição da part́ıcula nas iterações k = 0 e k = 1, estes valores são obtidos

ao se especificar à posição inicial x0 e a velocidade inicial v0.

Para obter o valor da terceira incógnita basta utilizar a equação de recorrência

(4.13), ou seja, o valor de x2 será:

x2 = [1 + ω − χ (ψ1 + ψ2)]x1 − ωx0 + χψ1p
k + χψ2g

k
best (4.24)

A partir destas três condições iniciais, obtém-se um sistema de três equações

que estão representados na forma matricial pela equação (4.25) e que pode ser resolvido

através do método de eliminação de Gauss, resultando:


x0

x1

x2

 =


1 1 1

1 α β

1 α2 β2



ξ1

ξ2

ξ3

 (4.25)

ξ1 =
αβx0 − x1(α + β) + x2

(α− 1)(β − 1)
(4.26)

ξ2 =
β(x0 − x1)− x1 + x2

(α− β)(α− 1)
(4.27)

ξ3 =
α(x1 − x0) + x1 − x2

(α− β)(β − 1)
(4.28)

A soma, o produto e subtração das equações (4.19) e (4.20) resulta nas equações

(4.29), (4.30) e (4.31) respectivamente:
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α + β = ω − χ(ψ1 + ψ2) + 1 (4.29)

αβ = 2ω (4.30)

α− β = γ (4.31)

Substituindo os resultados de (4.29) a (4.31) em (4.26) a (4.28) obtém-se:

ξ1 =
ωx0 + χ

(
ψ1p

k + ψ2g
k
best

)
ω + χ (ψ1 + ψ2)

(4.32)

ξ2 =
β(x0 − x1)− x1 + x2

γ(α− 1)
(4.33)

ξ3 =
α(x1 − x0) + x1 − x2

γ(β − 1)
(4.34)

A equação (4.23) pode ser utilizada para calcular a trajetória da part́ıcula as-

sumindo que pk, gkbest, ξ1, ξ2 e ω permanecem constantes. A sequência (xk)+∞
k=0 tem sua

convergência determinada pela magnitude dos valores de α e β obtidos através da equação

(4.19) e (4.20).

Os valores de γ são obtidos através da equação (4.21) e para este algoritmo

proposto, sempre deverão estar no domı́nio dos complexos (γ ∈ C), pois a desigualdade

na equação (4.35) não pode ser satisfeita considerando a adoção de valores clássicos dos

parâmetros c1 e c2.

[ω − χ (ψ1 + ψ2) + 1]2 > 4ω (4.35)

O fato de γ ∈ C proporciona que existam componentes senoidais que introduzem

um caráter oscilatório durante a trajetória da part́ıcula no espaço de busca conforme

figura 4.1, favorecendo maior exploração e possibilidade de escapar de ótimos locais. Desta

forma, o modelo proposto elimina a possibilidade da existência de valores de α e β cuja

componente imaginária seja nula, porém deve existir o controle das oscilações para que

a part́ıcula não fique oscilando indefinidamente sem convergir para o ponto ótimo. Este
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controle pode ser proporcionado pela variação da inércia ω, como poderá ser verificado

ulteriormente neste trabalho.

Figura 4.1: Oscilações provocadas pela variação de ω ao longo da trajetória (ref. O autor)

As condições de convergência de uma série complexa são melhores visualizadas

quando se adota a forma de Euler para a representação de um número complexo. Qualquer

número complexo zt pode ser escrito utilizando a forma de Euler, onde θ = arg(z):

zk =
(
‖z‖ eiθ

)k
= ‖z‖k eiθk

= ‖z‖k (cos(θk) + isen(θk))

Neste caso o limite abaixo existe somente quando ‖z‖ < 1 e assume o valor 0.

lim
k→∞

zk = lim
k→∞
‖z‖k (cos(θk) + isen(θk))

Considerando o valor de xk, dado pela equação (4.23) no limite, tem-se:

lim
k→∞

xk = lim
k→∞

(
ξ1 + ξ2α

k + ξ3β
k
)

(4.36)

A equação (4.36) claramente mostra que a trajetória da part́ıcula (xk)+∞
k=0 irá

divergir sempre que max(‖α‖ , ‖β‖) > 1 , ou seja, desde que o limite não exista. Conse-

quentemente a sequência (xk)+∞
k=0 irá convergir quando max(‖α‖ , ‖β‖) < 1, ou seja:
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lim
k→∞

xk = lim
k→∞

(
ξ1 + ξ2α

k + ξ3β
k
)

= ξ1 (4.37)

A condição descrita na equação (4.37) ocorrerá desde que lim
k→∞

αk = 0 se ‖α‖ < 1

e limite lim
k→∞

βk = 0 se ‖β‖ < 1. Entretanto se ‖z‖ = 1, neste caso z pode representar α

ou β, o limite dado pela equação (4.38) não existe e a sequência (xk)+∞
k=0 diverge.

lim
k→∞

zk = lim
k→∞
‖z‖k (cos(θk) + isen(θk)) = lim

k→∞
1k (cos(θk) + isen(θk)) (4.38)

Vale ressaltar que as condições adotadas na equação (4.37) consideram que ψ1 =

c1r
k
1 e ψ2 = c2r

k
2 permanecem constantes, o que não ocorre na prática para o algoritmo

PSO, no entanto, os valores de c1 e c2 podem ser utilizados como limites superiores para

ψ1 e ψ2. O comportamento da trajetória das part́ıculas poderá ser observado considerando

o valor esperado de ψ1 e ψ2, ou seja, assumindo uma distribuição uniforme para os valores

de rk1 e rk2 de 0 a 1, ou seja, rk1,2 ∼ Uc[0,1].

A distribuição uniforme pode ser conceituada da seguinte forma: desde que Y

seja uma variável aleatória cont́ınua, que tome todos os valores no intervalo [a, b], no qual

a e b sejam ambos finitos, com a 6= b, se a função densidade de probabilidade de Y for

dada por:

f(y) =
1

b− a
, a ≤ y ≤ b.

Diz-se que Y é uniformemente distribúıda no intervalo [a, b], ou seja, Y ∼ Uc[a,b].

Para qualquer subintervalo [y1, y2], onde a ≤ y1 ≤ y2 ≤ b, tem-se:

P (y1 ≤ Y ≤ y2) =

∫ y2

y1

f(y)dy =

∫ y2

y1

1

b− a
dy =

y2 − y1

b− a
(4.39)

Portanto tomando-se ψ1 = c1r
k
1 e ψ2 = c2r

k
2 com rk1 e rk2 uniformemente dis-

tribúıdos no intervalo [0, 1], o valor esperado de ψ1 e ψ2 pode ser calculado da seguinte

forma:

E[ψ1] = c1

∫ 1

0

r1

1− 0
dr1 = c1

r2
1

2(1− 0)

∣∣∣∣∣
1

0

=
c1

2
(4.40)
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E[ψ2] = c2

∫ 1

0

r2

1− 0
dr2 = c2

r2
2

2(1− 0)

∣∣∣∣∣
1

0

=
c2

2
(4.41)

Assumindo-se que ψ1, ψ2 e ω tenham valores de forma que max(‖α‖ , ‖β‖) < 1,

ou seja, que a sequência (xk)+∞
k=0 seja convergente, isto significa que a partir das equações

(4.37) e (4.32) pode-se escrever:

lim
k→∞

xk = ξ1

=
ωx0 + χ

(
ψ1p

k + ψ2g
k
best

)
ω + χ (ψ1 + ψ2)

(4.42)

Substituindo o valor esperado de ψ1, ψ2 e adotando c1 = c2 = c , têm-se:

lim
k→∞

xk =
2ωx0 + χc(pk + gkbest)

2(ω + χc)
(4.43)

A equação (4.43) implica que a trajetória da part́ıcula irá convergir para um valor

derivado do melhor valor global gkbest e do melhor valor local pk na iteração k, além das

condições iniciais da part́ıcula x0 e x1, todos estes valores são ponderados pelo valor de

ω, χ e de c = c1 = c2.

4.2.2 Seleção dos Parâmetros Iniciais

A seleção dos parâmetros iniciais influencia de forma expressiva o comportamento

do algoritmo além de comprometer o resultado final, caso a escolha não seja adequada. É

posśıvel encontrar na literatura várias abordagens com diferentes escolhas dos parâmetros

iniciais, porém sem uma fundamentação dos prinćıpios relacionados à razão de tais esco-

lhas, e isto leva muitos a manter escolhas que, em primeira mão, funcionaram muito bem

para um determinado tipo de problema. Entretanto, outro com caracteŕısticas diferen-

tes, estas não apresentam o mesmo desempenho, proporcionando desta forma, uma baixa

performance para o algoritmo PSO.

A principal motivação para a escolha adequada dos parâmetros iniciais é deri-

vada principalmente das equações (4.35) e (4.43). O fato da convergência depender das

condições iniciais da posição da part́ıcula, contraria a hipótese de ser permitido adotar in-

cialmente ~X0
i = 0, e também elimina a possibilidade de valores elevados para c1 e c2, pois
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isto estaria impondo a condição de que γ /∈ C, consequentemente eliminando o caráter

oscilatório durante o processo de exploração do espaço de soluções, porém, por outro lado,

não há restrições para a adoção da velocidade inicial ~V 0
i nula.

A equação (4.43) proporciona uma informação relevante, pois para este modelo

em questão, se for adotada a premissa de que a posição inicial ~X0
i das part́ıculas é nula, o

resultado do algoritmo terá uma qualidade muito ruim. Um dos prinćıpios utilizado neste

trabalho e que foi satisfatório, utilizou da distribuição uniforme da posição inicial, ou

seja, utiliza-se o limite superior xmax e inferior xmin do espaço de busca, distribúıdo uni-

formemente para inicializar as posições das part́ıculas em cada dimensão. O pseudocódigo

proposto é apresentado no algoritmo 4.1.

Algoritmo Inicialização da Posição

Entrada

N {Número máximo de part́ıculas no enxame}
D {Dimensão do problema ou do espaço de busca}

Sáıda

~X0
i {Vetor das posições iniciais das part́ıculas em cada dimensão}

1 Inicializar

2 para cada xi em N faça

3 para cada i em i = 1 · · ·D faça

4 ~X0
i ← (xmax − xmin)rand(0, 1)

5 fim para

6 fim para

fim

Algoritmo 4.1: Pseudocódigo da inicialização de ~X0
i

O algoritmo 4.1 permite obter de forma aleatória e uniformemente distribúıda,

a posição inicial para cada part́ıcula em cada uma das dimensões do problema, além

de não violar o domı́nio do espaço de soluções pois, como foi demonstrado na seção

anterior através das equações (4.40) e (4.41), a média de uma soma de variáveis aleatórias

uniformemente distribúıda tende ao valor esperado destas variáveis.

Para a seleção dos valores de c1 e c2 é preciso entender como estes dois parâmetros

influenciam o desempenho do algoritmo, para isso, foram efetuadas simulações para vários

valores de c1 e de c2 e realizada a análise do comportamento do valor de γ, adotando como

critério o fato de que o valor de γ não deve estar no domı́nio dos números reais, ou seja,
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γ ∈ C. Nesta mesma análise também é posśıvel determinar o intervalo mais adequado

para a variação de ω, ou o melhor valor para o caso de se pretender utilizar ω constante.

De acordo com o modelo do PSO Padrão proposto por Kennedy (KENNEDY;

EBERHART, 1995), e com o modelo adaptativo da inércia proposto por Eberhart e Shi

(2000), existe forte relação entre a velocidade de convergência e a variação do peso iner-

cial, ou seja, a seleção adequada do coeficiente de inércia ω tem grande influência no

desempenho do algoritmo PSO. Um peso maior para o coeficiente de inércia melhora a

velocidade de convergência de exploração global, enquanto um peso menor tende a facilitar

exploração local.

Em geral, uma forma linear decrescente do coeficiente de inércia, proposto por

Eberhart (EBERHART; SHI, 1998a; EBERHART; SHI, 1998b) em que alterações do valor de

ωmax para ωmin ocorrem através de um procedimento de redução tal como representado

na equação (3.3), é utilizado no algoritmo PSO padrão.

Entretanto, têm se observado que uma das desvantagens deste processo de redução

do coeficiente de inércia é a impossibilidade de retornar ao valor inicial ωmax, além de ser

necessário utilizar um limitador de velocidade da part́ıcula, ou seja, o parâmetro Vmax.

Sendo este último de grande dificuldade para se determinar sem afetar o desempenho

do PSO. Várias propostas surgiram para tentar solucionar este problema pois, apesar do

algoritmo PSO convergir rapidamente, o modelo linear decrescente da inércia faz com que

o PSO não consiga encontrar o ótimo global quando o problema é muito complexo, além

de não existir um procedimento detalhado para estimar Vmax.

Ao se obervar a proposta original de Eberhart e Shi (1998a) para a inserção de

um controle da inércia das part́ıculas, os seguintes pontos podem ser destacados após a

execução do algoritmo PSO padrão:

• Todas as part́ıculas possuem igual coeficiente de inércia;

• Após o decréscimo da inércia, o modelo é inapto a retornar ao valor inicial;

• Necessidade de um limitador de velocidade para evitar explosão nas iterações inici-

ais;

• As velocidades finais são baixas não permitindo exploração local abrangente e, con-

sequentemente;

• Part́ıculas com maior tendência a ficarem presas a ótimos locais.
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Com esses pontos descritos é posśıvel observar as posśıveis causas que levam o

algoritmo PSO Padrão a ficar preso em ótimos locais, além de convergir rapidamente sem

uma boa exploração do espaço de busca. Neste trabalho procedeu-se à investigação do

efeito da variação da inércia e a possibilidade de cada part́ıcula possuir inércia distinta,

além da supressão do limitador de velocidade.

Ainda neste contexto, revisitando a gênese do algoritmo proposto por Kennedy

e Eberhart (1995), ao comparar o algoritmo do PSO Padrão com o movimento de um

bando de passáros, os pontos que divergem da idéia original que consiste em representar

a revoada do bando, quando é feita uma análise estat́ıstica do comportamento coletivo

(BIALEK et al., 2011), podem ser descritas como:

• Em um bando de pássaros, cada elemento possui massa distinta, portanto forças de

inércia distintas;

• O bando é influenciado por agentes externos, mudando significativamente seu com-

portamento, de tal forma que, sua trajetória pode oscilar em torno de um ponto;

• Antes de iniciar nova exploração do espaço de busca, a força de inércia tem seu valor

máximo, ou seja, deixa de existir o equiĺıbrio de forças que há durante a exploração;

• O bando é influenciado pelo movimento individual de cada elemento. Se um in-

div́ıduo desvia sua trajetória, todo o bando pode ser influenciado pois, a velocidade

do bando pode ser escrita como uma combinação linear da velocidade de cada com-

ponente do bando.

Na esperança de superar estas deficiências, uma alteração é proposta para a

equação (3.3), tornando-a capaz de resolver alguns dos problemas do algoritmo. Esta

alteração resulta na equação (4.44), que também faz uso de uma função linear com um

coeficiente proporcional, que depende do tamanho do enxame e do número de part́ıculas

avaliadas, para ajustar ω em cada avaliação do enxame. Este modelo é oposto ao modelo

proposto por Eberhart que utiliza apenas o número de iteração e todas as part́ıculas

possuem o mesmo peso inercial.

ω (i) = ωmax −
(
ωmax − ωmin

N

)
i (4.44)

Onde:
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i representa a part́ıcula (ou indiv́ıduo), avaliada na iteração corrente;

N representa o total de part́ıculas no enxame;

Esta proposta permite representar o enxame de part́ıculas de tal forma que,

cada part́ıcula i possui coeficiente de inércia distinto ω e após a realização de um pouso,

que neste caso, pode ser comparada ao fim de uma iteração completa quando todas as

part́ıculas do enxame foram avaliadas, as forças de inércia assumem seu valor máximo,

ou seja, retornam ao seu estado inicial ωmax.

Seguindo os prinćıpios da mecânica e da f́ısica, onde para qualquer part́ıcula em

repouso iniciar um novo movimento, a força de inércia que se opõe ao movimento deve ser

superada, resultando em uma menor velocidade inicial. Com o avanço do movimento, a

part́ıcula ganha quantidade de movimento reduzindo a força de oposição ao movimento,

neste caso a inércia, possibilitando desta forma maior exploração do espaço de busca.

Para melhor entendimento do modelo proposto, o pseudocódigo 4.2 ilustra a

redução do coeficiente de inércia do valor inicial ωmax até o valor final ωmin para cada

part́ıcula em cada iteração, retornando ao valor de ωmax na iteração seguinte para que o

processo se repita até o fim das iterações.

Algoritmo Coeficiente de Inércia

Entrada

i {Representa uma part́ıcula do enxame}
k {Número máximo de iterações}
N {Número de part́ıculas no enxame}

Sáıda

ω {Coeficiente de Inércia Auto-Adaptativo}
1 Inicializar

2 para cada iteração em k faça

3 para cada i em N faça

4 ω(i) ← ωmax −
(
ωmax−ωmin

N

)
i

5 fim para

6 fim para

fim

Algoritmo 4.2: Pseudocódigo do Cálculo do Coeficiente de Inércia.

Na figura 4.2 pode ser observado o comportamento do ‖α‖ e ‖β‖ através da
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variação de ω e ψ1 + ψ2 para o PSO Padrão, ou seja, com os valores para ωmax = 0.9,

ωmin = 0.4 e c1 = c2 = 2.05. O valor do ‖α‖ e ‖β‖ é representado nas curvas de ńıveis da

figuras 4.2.a e 4.2.b através da variável level, ψ1 + ψ2 pela variável X e ω por Y. O valor

mı́nimo de ‖α‖ e ‖β‖ é encontrado na região azul escura sendo, portanto, o ponto onde a

convergência é mais rápida.

O limite da região de convergência está indicado por setas nas figuras 4.2.a e 4.2.b.

A região divergente está em destaque nas figuras, podendo ser obervado que na região

divergente o valor de ‖α‖ > 1 (representado por level nas figuras), o mesmo ocorrendo

para o valor de ‖β‖. Relembrando as condições de convergência da equação (4.37), a

sequência só convergirá quando max(‖α‖ , ‖β‖) < 1.

4.2.a: Variação de ‖α‖ 4.2.b: Variação de ‖β‖

Figura 4.2: Influência de ω, c1 e c2 na convergência do PSO - Padrão.

Analisando a figura 4.2.b, é posśıvel notar que a região de convergência é muito

estreita para ‖β‖, além disso, a velocidade da convergência muda na horizontal com a

variação de c1 + c2 e na vertical com a variação do valor de ω, fazendo com que para

valores muito pequenos resultantes do produto c2r2, onde r2 é a componente estocástica

uniformemente distribúıda, o algoritmo não seja convergente. O modelo proposto por

Eberhart e Shi (2000) para a variação de ω faz com que todas as part́ıculas permaneçam

nesta região de baixa convergência nas iterações finais, isso devido a impossibilidade de

ω, após atingir o valor de ωmin retornar ao valor de ωmax.

De acordo com as equações (4.40) e (4.41), é garantida a convergência em pelo
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menos 50% do tempo, caso c1 e c2 estejam dentro dos valores resultantes destas equações.

Por isso, ao ser imposta a melhoria no algoritmo, conforme equações (4.5) e (4.6), há uma

mudança significativa nos valores de ‖α‖ e ‖β‖. Se for associado esta alteração ao modelo

proposto de variação de ω, é posśıvel que a cada iteração, todas part́ıculas excursionem

dentro da região de convergência na horizontal pela variação de ψ1 +ψ2 e na vertical pela

variação ω, além de proporcionar um alargamento da região de convergência, conforme

figura 4.3.b, pela mudança de fase imposta pelo coeficiente de constrição χ.

Um exemplo ilustrativo do comportamento do modelo proposto pode ser visua-

lizado na figura 4.3, onde os resultados deste novo método são derivados de χ = 0, 729

e para os mesmos valores adotado no PSO Padrão para ω, c1 e c2 . A inclusão de χ faz

com a região de convergência na horizontal exista para pequenos valores de ψ1 +ψ2, estes

podem ser tão pequenos quanto ≈ 0, 01 para o valor limite na vertical de ωmin, como pode

ser visto na figura 4.3.

4.3.a: Variação de ‖α‖ 4.3.b: Variação de ‖β‖

Figura 4.3: Influência de χ e da variação de ω na convergência do PSO.

A alteração na fase de α e β proporciona que a região de convergência seja

explorada ao máximo. Para efeitos de comparação foi constrúıdo um gráfico para o modelo

padrão de Eberhart e Shi (2000) e para o modelo proposto neste trabalho, com os seguintes

parâmetros comum a ambos os modelos: ωmax = 0, 9, ωmin = 0, 55, c1 = c2 = 1, 934 e

χ = 0, 729 somente para o modelo PSO proposto.

A comparação do comportamento do ‖α‖ e do ‖β‖ é feita para ambos os modelos
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nas figuras 4.4 e 4.5 respectivamente. É posśıvel notar na figura 4.5.b que há um ganho

significativo da região de convergência, no modelo proposto, para o ‖β‖ devido a inversão

de fase.

4.4.a: Variação de ‖α‖ PSO padrão 4.4.b: Variação de ‖α‖ PSO proposto

Figura 4.4: ‖α‖ nos dois modelos do PSO para c1 = c2 = 1, 934 e ωmin = 0, 55.

4.5.a: Variação de ‖β‖ PSO padrão 4.5.b: Variação de ‖β‖ PSO proposto

Figura 4.5: ‖β‖ nos dois modelos do PSO para c1 = c2 = 1, 934 e ωmin = 0, 55.

Para variações maiores de c1 = c2, ambos os modelos continuam tendo os mesmos



51

comportamentos, como pode ser visto nas figuras 4.6 e 4.7. Neste exemplo, o parâmetro

que sofreu alteração foi apenas c1 = c2 = 2, 052, os outros mantiveram os seus valores

semelhantes aos utilizados na figuras 4.4 e 4.5.

4.6.a: Variação de ‖α‖ PSO padrão 4.6.b: Variação de ‖α‖ PSO proposto

Figura 4.6: ‖α‖ nos dois modelos do PSO para c1 = c2 = 2, 052 e ωmin = 0, 55.

4.7.a: Variação de ‖β‖ PSO padrão 4.7.b: Variação de ‖β‖ PSO proposto

Figura 4.7: ‖β‖ nos dois modelos do PSO para c1 = c2 = 2, 052 e ωmin = 0, 55.

Claramente pode ser observado que o novo método de variação de ω produz
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uma melhoria significativa no algoritmo, além é claro, da introdução do coeficiente de

constrição χ. Outro fato que pode ser observado é que o valor de ωmin pode ser escolhido

a partir do valor de ωmin = 0, 55, pois abaixo deste valor, o desempenho será muito ruim

já que a região de convergência se torna muito estreita para ‖α‖ e ‖β‖ ou não existe.

Já os valores de c1 = c2 devem satisfazer a condição de que γ ∈ C. Pode ser

observado na figura 4.6 que o valor de c1 = c2 = 1, 934 é uma boa escolha quando

ωmax = 0, 90 e ωmin = 0, 55.

4.3 Benchmarck de Funções Teste do M-UPSO

A medida da qualidade dos procedimentos de otimização, sejam aqueles conhe-

cidos ou os recentemente propostos, é frequentemente avaliada usando funções de teste.

Este é um procedimento muito comum e encontrado na literatura (LIANG et al., 2005).

Existem várias classes de funções de teste, neste trabalho são utilizadas três funções, com

caracteŕısticas bem distintas, para avaliar o algoritmo proposto: Rosenbrock Valley, a

função Schaffer e função Rastrigin.

4.3.1 Função Rosenbrock Valley

A função Rosenbrock Valley representa um problema de otimização clássico,

também conhecida como ”função banana”ou a segunda função de De Jong.

O ótimo global desta função reside dentro de um vale, na longa e estreita superf́ıcie

em forma de uma parábola. Encontrar o vale através de procedimentos de otimização

é trivial, no entanto, a convergência para o ótimo global é dif́ıcil, sendo este um dos

motivos que este problema tem sido frequentemente utilizado para testar o desempenho

de algoritmos de otimização. A função tem a seguinte definição matemática:

f (x) =
n−1∑
i=1

[
100

(
xi+1 − x2

i

)2
+ (1− xi)2

]
(4.45)

A região do espaço de busca é usualmente restrita ao hipercubo −2, 048 ≤ xi ≤
2, 048, i = 1, · · · , n. O mı́nimo global para esta função resulta em f (x) = 0 e é obtido

para xi = 1.
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Figura 4.8: Função Rosenbrock no espaço R2

Esta função foi utilizada para determinar a performance do algoritmo M-UPSO

para o espaço de busca no R10 e também para o R2. Os testes para o espaço R10 fo-

ram utilizados para determinar o melhor valor de ωmin e para o valor do coeficiente de

unificação u.

4.3.2 Função Schaffer

A Função Schaffer é altamente multimodal, a mesma tem a seguinte formulação:

f (x) = 0, 5 +

[
sin
(√

x2
0 + x2

1

)]2

− 0, 5

[1.0 + 0.001 (x2
0 + x2

1)]
2 (4.46)

O espaço de busca é geralmente restrito em −100 ≤ xi ≤ 100, i = 0, 1. O mı́nimo

global resulta em f (x) = 0 e é obtido quando xi = 0.
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Figura 4.9: Função Schaffer no espaço R2

4.3.3 Função Rastrigin

A Função Rastrigin baseia-se na função de De Jong com a adição de uma mo-

dulação senoidal de modo a produzir frequentes mı́nimos locais. A função de teste é al-

tamente multimodal. No entanto, a localização dos mı́nimos é regularmente distribúıda,

a função tem a seguinte definição matemática:

f (x) = 10n+
n∑
i=1

[
x2
i − 10 cos (2πxi)

]
(4.47)

A região do espaço de busca é usualmente restrita ao hipercubo −5, 12 ≤ xi ≤
5, 12, com i = 1, · · · , n. O mı́nimo global para esta função resulta em f (x) = 0 e é obtido

quando xi = 0 para i = 1, · · · , n.
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Figura 4.10: Função Rastrigin no espaço R2

4.4 Resultados para o Benchmarck de Funções Teste do M-UPSO

Os resultados das simulações são detalhados nesta seção. Compara-se o desem-

penho do PSO Padrão, nas suas duas variantes Gbest e Lbest, contra o M-UPSO proposto

nestre trabalho. Os parâmetros utilizados são mantidos constantes para as duas variantes

do PSO Padrão e também para o M-UPSO. São realizados 280 experimentos para cada

modelo.

Os experimentos são agrupados em grupos de 20, totalizando 14 grupos, cada

grupo possui o valor médio de desempenho dos 20 experimentos que o compõem. Para

facilitar a análise, foram constrúıdas as tabelas 4.1 e 4.2 com resultados para o PSO

Padrão e para o M-UPSO, respectivamente.

Para o PSO Padrão os experimentos foram realizados com o número de iterações

máximo igual a 2.300; ωmax = 0, 90; ωmin = 0, 40. Para os coeficientes c1 = c2 foi efetuado

o teste de vários valores conforme dados da tabela 4.1. O limitador de velocidade foi ado-

tado como Vmax = xmax, onde xmax = 2, 048 para a função Rosenbrock. O procedimento

de redução de inércia para este caso é o descrito na equação (3.3).

O M-UPSO utilizou os mesmos valores do PSO Padrão para os parâmetros ωmax,

ωmin e número de iterações. Os coeficientes c1 = c2 no M-UPSO são multiplicados pelo

coeficiente de constrição χ = 0, 729, mas nestes experimentos o produto χc1 = χc2 resultou

nos mesmos valores dos coeficientes utilizados no PSO Padrão. No M-UPSO não se faz

necessário a utilização do limitador de velocidades Vmax, a redução da inércia utilizada
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foi o método proposto e descrito pela equação (4.44).

Os melhores resultados de cada método estão destacados em negrito nas tabelas

4.1 e 4.2. Pode-se observar que os mesmos ocorreram para valores de c1 = c2 pertecentes

ao intervalo 1, 40 6 c1 = c2 6 1, 65. A coluna RMSE contém o erro médio quadrático

dos 20 experimentos para cada grupo. O mı́nimo global da função Rosenbrock ocorre

quando f (x) = 0 para x = 1 com x ∈ R10.

Tabela 4.1: Resultados do PSO Padrão para a função Rosenbrock no R10

Grupo Parâmetros PSO Lbest PSO Gbest

de Exp. c1 = c2 Média f (x) RMSE Média f (x) RMSE

1 1, 40 7, 321E−01 2, 716E−01 1, 253E+00 3, 518E−01

2 1, 45 4, 614E−01 2, 184E−01 1, 309E+00 3, 418E−01

3 1, 50 8, 257E−01 2, 904E−01 1, 539E+00 3, 813E−01

4 1, 55 5, 216E−01 2, 030E−01 1, 629E+00 4, 108E−01

5 1, 60 1, 482E+00 3, 751E−01 1, 021E+00 3, 182E−01

6 1, 65 1, 204E+00 3, 658E−01 1, 537E+00 4, 177E−01

7 1, 70 1, 857E+00 4, 288E−01 2, 001E+00 4, 891E−01

8 1, 75 1, 236E+00 3, 480E−01 2, 187E+00 4, 565E−01

9 1, 80 1, 754E+00 4, 555E−01 1, 998E+00 4, 622E−01

10 1, 85 2, 397E+00 5, 271E−01 1, 811E+00 4, 260E−01

11 1, 90 2, 876E+00 5, 757E−01 2, 217E+00 5, 279E−01

12 1, 95 3, 039E+00 6, 000E−01 2, 240E+00 4, 661E−01

13 2, 00 3, 288E+00 6, 043E−01 3, 143E+00 6, 004E−01

14 2, 05 4, 070E+00 6, 713E−01 3, 385E+00 6, 533E−01

Tabela 4.2: Resultados do M-UPSO para a função Rosenbrock no R10

Grupo Parâmetros M-UPSO Lbest u = 0 M-UPSO Gbest u = 1 M-UPSO u = 0, 5

de Exp. χc1 = χc2 Média f (x) RMSE Média f (x) RMSE Média f (x) RMSE

1 1, 40 3, 050E−02 8, 350E−02 1, 058E+00 2, 271E−01 2, 631E−01 1, 094E−01

2 1, 45 1, 741E−02 6, 532E−02 8, 640E−01 2, 083E−01 1, 390E−01 8, 448E−02

3 1, 50 5, 975E−02 1, 060E−01 1, 227E+00 3, 066E−01 1, 283E−02 4, 339E−02

4 1, 55 4, 343E−02 7, 840E−02 7, 638E+00 2, 104E−01 9, 462E−02 8, 022E−02

5 1, 60 8, 581E−02 1, 199E−01 1, 111E+00 3, 222E−01 2, 180E−01 6, 630E−02

6 1, 65 7, 122E−02 1, 134E−01 3, 977E−01 1, 475E−01 3, 184E−02 5, 260E−02

7 1, 70 3, 814E−02 9, 084E−02 7, 454E−01 2, 151E−01 1, 017E−01 6, 400E−02

8 1, 75 1, 639E−01 1, 317E−01 1, 017E+00 3, 186E−01 2, 340E−01 9, 762E−02

9 1, 80 3, 354E−01 1, 515E−01 1, 105E+00 2, 848E−01 2, 706E−02 4, 960E−02

10 1, 85 2, 202E−01 1, 602E−01 1, 373E+00 3, 377E−01 2, 234E−02 5, 762E−02

11 1, 90 5, 043E−01 1, 978E−01 1, 125E+00 2, 845E−01 7, 954E−02 9, 304E−02

12 1, 95 2, 747E−01 1, 565E−01 1, 002E+00 2, 713E−01 2, 068E−02 5, 049E−02

13 2, 00 6, 778E−01 2, 384E−01 1, 3253E+00 3, 302E−01 7, 887E−02 9, 336E−02

14 2, 05 4, 144E−01 1, 963E−01 1, 786E+00 4, 523E−01 7, 943E−01 1, 699E−02
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Outra bateria de experimentos foi realizada para o PSO Padrão. Este novo ex-

perimento foi realizado apenas para dois valores de c1 = c2, a saber 1, 410 e 1, 496, e com

ωmin = 0, 55. Os outros parâmetros se mantiveram inalterados, os resultados podem ser

encontrados na tabela 4.3.

Tabela 4.3: PSO Padrão com ωmin = 0, 55 para a função Rosenbrock no R10

Grupo Parâmetros PSO Lbest PSO Gbest

de Exp. c1 = c2 Média f (x) RMSE Média f (x) RMSE

1 1, 410 3, 400E−01 1, 959E−01 7, 930E−01 3, 115E−01

2 1, 496 7, 380E−01 2, 689E−01 7, 931E−01 2, 741E−01

Pode-se observar uma melhora nos valores de f (x), se compararmos aos valores

da tabela 4.1 obtidos no experimento anterior. Para este novo experimento houve melhora,

conforme tabela 4.3, quando o valor de c1 = c2 = 1, 41 e ωmin = 0, 55. O desempenho

melhorou tanto para o PSO Lbest como para o PSO Gbest. Isto se deve ao fato do valor

de ωmin = 0, 40 estar numa estreita região de convergência, enquanto a região de maior

convergência está para ωmax = 0, 90 com c1 = c2 = 2, 052. Ao fazer ωmin = 0, 55 e

c1 = c2 = 1, 410, esta alteração provoca mudança de fase nas ráızes imáginárias α e β,

fazendo com que a região de maior convergência rotacione, conforme figura abaixo:

4.11.a: Região de ‖α‖ com ωmin = 0, 40 4.11.b: Rotação de ‖α‖ com ωmin = 0, 55

Figura 4.11: Mudança da fase com ωmin = 0, 55 e c1 = c2 = 1, 41
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Este mesmo experimento é realizado para o M-UPSO, para verificar a influência

do método proposto para a variação da inércia ω, mantendo os mesmos valores dos

parâmetros utilizados no experimento da tabela 4.3. Apenas recalculando o valor de

c1 = c2 para que o produto χc1 = χc2 = 1, 41, os outros valores do M-UPSO são mantidos

inalterados.

Tabela 4.4: M-UPSO para a função Rosenbrock no R10 com ωmin = 0, 55

Grupo Parâmetros M-UPSO Lbest u = 0 M-UPSO Gbest u = 1 M-UPSO u = 0, 5

de Exp. χc1 = χc2 Média f (x) RMSE Média f (x) RMSE Média f (x) RMSE

1 1, 410 4, 573E−02 9, 613E−02 6, 015E−02 7, 714E−02 5, 607E−03 2, 328E−02

2 1, 496 5, 208E−01 1, 748E−01 4, 232E−01 1, 201E−01 2, 073E−01 5, 586E−02

Ao comparar estes resultados para os valores mais próximos de χc1 = χc2 nas

tabela 4.2, observa-se uma melhora expressiva para a configuração do M-UPSO Gbest

u = 1 e para M-UPSO u = 0, 5. Confirmando a hipótese de que o processo de redução

da inércia proposto, combinado ao coeficiente de constrição χ multiplicando as variáveis

estocásticas, proporciona além da redução do tempo de busca, melhores resultados para

a função objetivo.

Outra hipótese foi analisada partindo de um prinćıpio comprovado, que é a uti-

lização de χ nas componentes estocásticas de forma a produzir uma inversão de fase

proporcionando um alargamento da região de convergência. Se ω estiver sujeito a uma

variação tal que permita a part́ıcula explorar apenas esta região de maior convergência

e eliminar a região onde a convergência possui uma estreita faixa, os resultados também

melhorarão, ou poderá haver explosão da velocidade das part́ıculas, dado que não existe

limitador de velocidade máxima ?

A resposta pode ser visualizada na tabela 4.5, onde foi utilizado os mesmos

parâmetros anteriores para o M-UPSO, apenas com alteração no valor de ωmin que as-

sumiu o valor de 0,75. Dado que nos experimentos anteriores verificou-se que a variante

Lbest apresenta resultados melhores que a variante Gbest, conforme tabelas 4.1 a 4.4, a

seguir será também testado uma configuração do M-UPSO com maior influência da vari-

ante Lbest. A saber, a composição será de 70% para Lbest e 30% para Gbest, resultando em

u = 0, 3. Esta composição também será avaliada com os mesmos parâmetros do M-UPSO

com u = 0, 5.
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Tabela 4.5: M-UPSO para a função Rosenbrock no R10 com ωmin = 0, 75

Grupo Parâmetros M-UPSO u = 0, 5 M-UPSO u = 0, 3

de Exp. χc1 = χc2 Média f (x) RMSE Média f (x) RMSE

1 1, 410 3, 995E−04 6, 659E−03 1, 404E−05 1, 718E−03

2 1, 496 7, 288E−06 1, 086E−03 5, 290E−05 3, 854E−03

Os resultados para o M-UPSO com u = 0, 5 mostrados na tabela 4.5 melhoraram

significativamente se comparados aos da tabela 4.4. A explicação pode ser visualizada

nas figuras 4.12 e 4.13. A região de convergência praticamente ficou confinada entre duas

retas paralelas permitindo nas iterações finais, quando a velocidade já é bem pequena, que

a part́ıcula excursione somente dentro da região de convergência, seja com movimentos

na horizontal, provocado pela variação das componentes estocásticas ou na vertical pela

variação de ω.

Para u = 0, 3 os resultados permaneceram com a mesma ordem de grandeza

para a configuração com χc1 = χc2 = 1, 410 e para χc1 = χc2 = 1, 496. O erro médio

quadrático também manteve o mesmo comportamento. Vale a pena lembrar que, cada

grupo de experimento compreende a média de resultados de 20 experimentos com 2300

iterações cada.

4.12.a: Variação de ‖α‖ 4.12.b: Variação de ‖β‖

Figura 4.12: ‖α‖ e ‖β‖ para M-UPSO com χc1 = χc2 = 1, 410 e ωmin = 0, 75.
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4.13.a: Variação de ‖α‖ 4.13.b: Variação de ‖β‖

Figura 4.13: ‖α‖ e ‖β‖ para M-UPSO com χc1 = χc2 = 1, 496 e ωmin = 0, 75.

Os experimentos realizados para as funções Schaffer e Rastrigin foram realizados

no domı́nio R2. Estas duas funções apresentam caracteŕısticas multimodais com vários

mı́nimos locais e são dois ótimos modelos para testar a eficiência do algoritmo proposto.

Os testes foram realizados mantendo as mesmas premissas adotadas para a função Ro-

senbrock ∈ R10, ou seja, cada grupo de experimentos representa a resposta média de 20

experimentos com 2300 iterações cada.

Como vários parâmetros do M-UPSO foram largamente testados nos experimen-

tos com a função Rosenbrock ∈ R10, nesta etapa é realizado testes para o PSO Padrão,

além de ser também realizado experimentos para o modelo UPSO para possibilitar a

comparação de resultados com o M-UPSO. Os valores utilizados são: ωmax = 0, 90;

ωmin = 0, 55; número máximo de iterações 2.300 e fator de unificação u = 0, 5 para o

UPSO e M-UPSO. O equacionamento utilizado para o UPSO é o descrito na seção 4.1.

As configurações descritas acima foram aplicadas às três funções: Rosenbrock,

Schaffer e Rastrigin todas com o domı́nio ∈ R2. Para possibilitar a comparação entre os

modelos do PSO a semente do gerador de números aleatórios foi mantida constante.
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Tabela 4.6: Resultados para o benchmark de funções teste do PSO no espaço R2

Função PSO Padrão UPSO M-UPSO

Rosenbrock Lbest Gbest u = 0 u = 0.5 u = 1 u = 0 u = 0.5 u = 1

Média f (x) 3, 2E−21 0.0 0.0 0.0 0.0 0.0 0.0 0.0

RMSE 2.4E−11 0.0 0.0 0.0 0.0 0.0 0.0 0.0

Média Iterações 2.300 1.483 1.248 703 1.018 1.790 572 667

Média Avaliações 72.024 59.628 53.985 16.896 24.472 42.984 13.759 16.009

Runtime (s) 21,20 17,50 15,00 4,80 6,80 13,74 4,00 4,51

Função PSO Padrão UPSO M-UPSO

Schaffer Lbest Gbest u = 0 u = 0.5 u = 1 u = 0 u = 0.5 u = 1

Média f (x) 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0

RMSE 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0

Média Iterações 1.024 975 160 105 147 65 43 51

Média Avaliações 24.619 23.445 3.854 2.566 3.496 1.606 1.077 1.262

Runtime (s) 8,90 9,50 1,40 0,97 1,33 0,59 0,39 0,46

Função PSO Padrão UPSO M-UPSO

Rastrigin Lbest Gbest u = 0 u = 0.5 u = 1 u = 0 u = 0.5 u = 1

Média f (x) 3, 0E−15 2, 4E−15 2, 1E−15 2, 5E−15 2, 8E−15 1, 0E−15 6, 2E−16 8, 4E−16

RMSE 1, 8E−9 1, 7E−9 1, 4E−9 1, 6E−9 1, 6E−9 9, 8E−10 9, 1E−10 9, 3E−10

Média Iterações 1.011 949 199 132 152 110 67 61

Média Avaliações 24.306 22.812 4.806 3.195 3.679 2.684 1.651 1.494

Runtime (s) 8,3 7,8 1,67 1,09 2,44 0,92 4,15 1,81

É posśıvel verficar que, além de proporcionar uma melhora no desempenho do

algoritmo, o tempo para obter os melhores resultados também sofreu redução expressiva.

Para as funções multimodais como a Schaffer, os resultados do M-UPSO foram superiores

no quesito tempo de execução. Para a função Rastrigin além de melhorar o tempo, os

resultados obtidos foram superiores aos obtidos pelo PSO Padrão e pelo UPSO.

Um último teste realizado compara as soluções obtidas pelo M-UPSO e pelo

Simulated Annealing (SA). Esta metaheuŕıstica tem apresentado resultados satisfatórios

em muitas aplicações como citado na seção 2.3.3. Para o SA os parâmetros utilizados

foram: número máximo de iterações 2.300; taxa de resfriamento α = 0, 95; decaimento

de temperatura ξ = 0, 80; número máximo de perturbações na solução corrente P = 500;

número máximo de sucessos por iteração L = 100, satisfazendo a condição de restrição

L 5 P (YANG, 2010).

A temperatura inicial foi obtida através da variação de energia ∆E das soluções

geradas de forma aleatória, conforme equação abaixo:

T0 =
−∆E

log ξ
(4.48)
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Os resultados são descritos na tabela 4.7, pode-se observar que o Simulated An-

nealing tem um custo computacional mais elevado e a qualidade da solução é inferior

ao M-UPSO, porém deve-se observar o teorema do no free lunch antes de se formalizar

qualquer conclusão (WOLPERT; MACREADY, 1997). Este teorema tem provocado impacto

no campo das pesquisas de otimização. O teorema diz que nenhum algoritmo é melhor

que outro quando a comparação não é realizada com todas as funções (CHRISTENSEN;

OPPACHER, 2001).

Tabela 4.7: Comparação entre o PSO e o Simulated Annealing

Função UPSO M-UPSO Simulated

Rosenbrock u = 0 u = 0.5 u = 1 u = 0 u = 0.5 u = 1 Annealing

Média f (x) 0.0 0.0 0.0 0.0 0.0 0.0 7, 360E−011

RMSE 0.0 0.0 0.0 0.0 0.0 0.0 4, 233E−08

Média Iterações 1.248 703 1.018 1.790 572 667 2.300

Média Avaliações 53.985 16.896 24.472 42.984 13.759 16.009 272, 4e+06

Runtime (s) 15,00 4,80 6,80 13,74 4,00 4,51 344,05

Função UPSO M-UPSO Simulated

Schaffer u = 0 u = 0.5 u = 1 u = 0 u = 0.5 u = 1 Annealing

Média f (x) 0.0 0.0 0.0 0.0 0.0 0.0 9, 718E−03

RMSE 0.0 0.0 0.0 0.0 0.0 0.0 6, 541E−02

Média Iterações 160 105 147 65 43 51 2.300

Média Avaliações 3.854 2.566 3.496 1.606 1.077 1.262 271, 1E+06

Runtime (s) 1,40 0,97 1,33 0,59 0,39 0,46 477,43

Função UPSO M-UPSO Simulated

Rastrigin u = 0 u = 0.5 u = 1 u = 0 u = 0.5 u = 1 Annealing

Média f (x) 2, 1E−15 2, 5E−15 2, 8E−15 1, 0E−15 6, 2E−16 8, 4E−16 2, 2E−09

RMSE 1, 4E−9 1, 6E−9 1, 6E−9 9, 8E−10 9, 1E−10 9, 3E−10 6, 9E−08

Média Iterações 199 132 152 110 67 61 2.300

Média Avaliações 4.806 3.195 3.679 2.684 1.651 1.494 281, 1E+06

Runtime (s) 1,67 1,09 2,44 0,92 4,15 1,81 437,92

Neste caso para as três funções avaliadas o PSO foi superior, o que não significa,

por exemplo, que para outras funções ou tipos de problemas, o Simulated Annealing

não possa ser superior. Deve-se levar em consideração que o uso de outros parâmetros

no algoritmo Simulated Annealing poderão levá-lo a obter melhores resultados para as

funções de teste utilizadas neste trabalho.

Todos os algoritmos foram desenvolvidos em Matlabr R2007b instalado em um

PC com processador AMD Athlon II Dual-Core 2GHz com 3GB de memória e sistema

operacional Windowsr 7 - 32 Bits. O gerador de números aleatórios utilizado é nativo

do Matlabr e em todos os experimentos a semente do gerador foi a mesma.
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5 Modelo de Otimização do Planejamento Diário

para a Operação das Pequenas Centrais

Hidrelelétricas - PCHs

Este caṕıtulo apresenta o contexto atual do Mercado Brasileiro de Energia Elétrica

após a regulamentação e incentivo para a inserção das Pequenas Centrais Hidrelétricas,

classificadas como Energia Renovável, na matriz energética nacional. O caṕıtulo apre-

senta ainda as regulamentações do poder concedente para amenizar impactos provocado

pelo fraco desempenho das Fontes Renováveis no PROINFA e MRE, além de medidas

mitigadoras do risco advindo da participação desta classe de usinas nestes mecanismos.

O caṕıtulo finaliza com a apresentação do modelo de otimização proposto para o plane-

jamento diário de geração de duas PCHs em cascata.

5.1 Conceituação e Marco Regulatório das Fontes Renováveis

O Mercado Brasileiro de Energia Elétrica sofreu várias mudanças desde a des-

verticalização do Setor. Foram criados vários mecanismos de incentivo com o intuito de

assegurar a confiabilidade do Sistema. Uma das fontes incentivadas, que teve um cresci-

mento significativo, foi a produção de energia por Fontes Renováveis através do Programa

de Incentivo a Fontes Alternativas de Energia Elétrica - PROINFA, através do Decreto no

5.025 de 30 de março de 2004 (BRASIL, 2004), onde se enquadram as Pequenas Centrais

Hidrelétricas (PHCs), a Geração Eólica e Biomassa.

Nos últimos anos, além do PROINFA, o governo tem reconhecido o potencial

das Fontes Renováveis através de medidas que visam incentivar seu desenvolvimento, tais

como:

• Criação de leilões de contratação espećıficos para fontes renováveis;

• Redução de pelo menos 50% nas chamadas “tarifas de fio” das distribuidoras e/ou

nas tarifas de uso dos sistemas de transmissão, seja para esses geradores como para
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os consumidores incentivados que contratarem seu suprimento com estas fontes,

desde que não seja violada a máxima demanda contratada; e

• Incentivo às usinas que economizem o consumo de combust́ıveis fósseis nos sistemas

isolados (sub-rogação).

Além dos incentivos relacionados anteriormente, destinados às Fontes Renováveis

de forma geral, o governo motivado pelo fato de que as PCHs possuem potencial para

suprir uma parcela substancial do crescimento do consumo nas próximas décadas, prin-

cipalmente por possúırem caracteŕısticas tais como: rápida construção e implantação

devido ao pequeno porte da barragem, pequeno impacto ambiental, possibilidade de se-

rem instaladas mais próximas aos centros de consumo reduzindo custos com sistemas de

transmissão e a existência de potencial h́ıdrico ainda a ser explorado pelas PCHs, lançou

medidas de incentivo espećıficas para as PCHs que incluem:

• A Garantia F́ısica (GF) das PCHs é calculada como sendo a produção esperada de

energia e;

• As PCHs podem optar entre participar ou não do Mecanismo de Realocação de

Energia - MRE.

Com a inserção da Modalidade de Energia Renovável no Mecanismo de Rea-

locação de Energia - MRE1, há uma garantia proporcionada aos investidores, pelo MRE,

de um fluxo de caixa estável. Essa atratividade provocou um crescimento e especulações

no Mercado de Energia, gerando distorções no MRE e impactos consideráveis no Mercado.

Devido a estas alterações, o Mercado teve que ser ajustado a esta nova realidade através

da edição de novos instrumentos reguladores.

Com o aumento da participação deste tipo de fonte na matriz energética, um

olhar mais atento foi dirigido para as Fontes Renováveis, que não se mostraram eficien-

tes e adequadas, uma vez que os empreendimentos, à medida que entravam em operação

comercial, não apresentavam o desempenho pressuposto por seus empreendedores e pelo

Poder Concedente. Como exemplo, das usinas que possuem Garantia F́ısica (GF) pu-

blicada pelo MME, a razão entre Geração Média (GM) e a Garantia F́ısica (GF) entre

1O MRE tem como premissa básica o compartilhamento do risco hidrológico, conforme Artigo 20 do
Decreto no 3.653 de novembro de 2000 da Presidência da República, que altera a redação do Art. 20 do
Decreto no 2.655 de 2 de julho de 1998: ”Art.20: Os riscos de indisponibilidade das usinas de geração
hidrelétrica, de natureza não hidrológica, serão assumidos individualmente pelas usinas participantes,
não sendo,portanto, cobertos pelo MRE” (BRASIL, 2000).
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janeiro de 2006 e dezembro de 2010 é de 79% para Pequenas Centrais Hidrelétricas –

PCHs, de 54 % para termelétricas movidas a biomassa e de 76 % para eólicas. Não cabe

aqui, avaliar os motivos para o descasamento do valor da garantia f́ısica com a geração

efetiva das usinas, mas este fato não foi ignorado frente à premente necessidade de se

planejar corretamente a operação do sistema (ANEEL, 2011b).

Uma das medidas adotadas pelo órgão regulador, ao tomar conhecimento dos ris-

cos de déficits e das distorções no mercado, foi a publicação de normas com mecanismos

para corrigir tais distorções. Entre estes mecanismos estão o Mecanismo de Redução de

Energia Assegurada – MRA, institúıdo pela Resolução Normativa ANEEL no 266/2007

com aplicação exclusiva às PCHs, e que foi recentemente substitúıdo pela Portaria no

463/2009 do MME devido à ineficácia verificada em dois anos de aplicação. Como comple-

mento à Portaria no 463/2009 foi publicado em 2010 a Resolução Normativa no 409/2010,

que estabelece critérios mı́nimos de desempenho para usinas não despachadas centraliza-

damente2 poderem participar do Mecanismo de Realocação de Energia.

Estes dois atos regulatórios trouxeram um certo desconforto aos investidores e

produtores independentes, devido tais medidas provocarem impactos financeiros pois, caso

o desempenho mı́nimo não seja atingido pela planta hidrelelétrica, as sanções impostas

pelas duas normas são a redução da Garantia F́ısica3, ou seja, do lastro de contrato,

que é o montante de energia que pode ser negociado no mercado e a exclusão do MRE,

respectivamente.

Os critérios de desempenho estabelecidos nestes dois atos normativos buscam

objetivos comuns porém com critérios de análise distintos. A Portaria no 463/2009 avalia

o desempenho da PCH através do histórico de geração. Neste caso são considerados no

mı́nimo 48 meses de histórico de dados registrados na Câmara de Comercialização de

Energia Elétrica - CCEE, de onde se deve descontar os 12 primeiros meses de operação

comercial, sendo este peŕıodo considerado como de ajustes de equipamentos, também

conhecido como ”curva da banheira”. Desta forma, existe uma expectiva menor de geração

de energia no primeiro ano de operacionalização do empreendimento.

2Usinas não despachadas centralizadamente são as PCH’s e usinas com capacidade superior a 30MW
e inferior a 50MW de potência instalada, que não têm o seu planejamento de geração realizado pelo
Operador Nacional do Sistema - ONS.

3A definição da Garantia F́ısica encontra-se no Decreto no 5163/2004, Art. 2o no seu §2o e é comple-
mentada pelo Anexo I da Portaria MME no 303/2004, conforme segue:“§2o A garantia f́ısica de energia
e potência de um empreendimento de geração, a ser definida pelo Ministério de Minas e Energia e cons-
tante do contrato de concessão ou ato de autorização, corresponderá às quantidades máximas de energia
e potência elétricas associadas ao empreendimento, incluindo importação, que poderão ser utilizadas para
comprovação de atendimento de carga ou comercialização por meio de contratos.”
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As metas estabelecidas por esta Portaria estão sintetizadas na tabela 5.1, onde

o desempenho é verificado pelo histórico de geração e caso este seja inferior à meta es-

tabelecida, há uma penalização inicial que consiste em 5% de redução da garantia f́ısica.

Podendo ocorrer nova redução na próxima verificação, de mais 5%, caso o desempenho

não tenha atingido o mı́nimo necessário.

Tabela 5.1: Critérios de avaliação de desempenho Portaria no 463/2009 MME

m é o no de meses em Verificação Ação do MME com aplicação

operação comercial de desempenho após 6 meses da verificação.

48 ≤ m < 60 GM
GF < 80% Reduz GF em até 10% durante a

m > 60 GM
GF < 90% concessão limitado em 5% cada redução.

48 ≤ m < 60 GM
GF > 120% Aumenta GF p/ o Valor de GM

m > 60 GM
GF > 110% verificado durante o peŕıodo.

O limite máximo estabelecido pelo Decreto no 5163/2004 para a perda de garantia

f́ısica é de 10% do montante original. Portanto, pode ocorrer uma terceira aplicação de

penalidade, imputando o reśıduo que falta para atingir os 10%. No caso da PCH ter

superado o limite superior de desempenho, a mesma é beneficiada com aumento de sua

garantia f́ısica. Neste caso, a GF é igualada ao valor da geração média de energia (GM)

observada durante o peŕıodo. O cálculo da geração média de energia (GM) é realizado da

seguinte forma:

GM =
12

8760

m∑
i=1

Egeri

m
(5.1)

onde:

i = 1, 2, 3,. . . ,m;

m: número de meses (múltiplo de doze) desde o décimo terceiro mês de operação comercial

até o penúltimo mês do peŕıodo em análise;

Egeri: quantidade de energia gerada no mês i, referida ao ponto de conexão;

GM : geração média de energia elétrica em MWmédio.

A Resolução Normativa no 409/2010 também utiliza da equação 5.1 para ava-

liar a possibilidade de exclusão da PCH que participa do MRE, porém os critérios de
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desempenho são distintos da Portaria no 463/2009 e estão relacionados na tabela 5.2.

Após a primeira verificação que ocorre sempre em agosto de cada ano, caso o

desempenho observado seja inferior aos valores referidos na tabela 5.2 para cada peŕıodo do

histórico de operação, o agente responsável pela PCH receberá uma notificação do MME

informando a possibilidade de exclusão do MRE caso, na verificação do ano seguinte, a

PCH não tenha atingido os critérios mı́nimos. Uma vez decretada a exclusão, o agente

deverá, para fins de cobertura do seu lastro de contrato, adquirir o montante de energia

que não produzir, no mercado de curto prazo, resultando em perda de receita devido ao

alto custo da energia negociada neste mercado.

O fato da PCH ser exclúıda do MRE produz outro impacto: O critério de ava-

liação de desempenho para redução da garantia f́ısica deixa de ser limitado em 10%. Isto

se deve ao fato desta limitação para a redução máxima, existente na Portaria no 463/2009,

ser direcionada apenas à usinas participantes do MRE, conforme Decreto no 5163/2004.

A partir do momento que a usina deixa de participar do MRE, o critério deixa de existir.

Desta forma, a GF será revisada semestralmente e assumirá o valor médio de geração

GM, verificado ao longo do histórico de operação comercial da usina.

Tabela 5.2: Critérios de exclusão do MRE conforme Resolução no 409/2010 ANEEL

m é o no de meses em Critério verificado Ação do MME

operação comercial a cada 12 meses caso afirmativo caso negativo

24 ≤ m < 36 (GMGF · 100) ≥ 10% Notificação da

36 ≤ m < 48 (GMGF · 100) ≥ 55% Nenhuma possibilidade de

48 ≤ m < 60 (GMGF · 100) ≥ 60% ação é exclusão caso

60 ≤ m < 72 (GMGF · 100) ≥ 65% tomada pelo na verificação

72 ≤ m < 84 (GMGF · 100) ≥ 70% MME até nova seguinte não

84 ≤ m < 96 (GMGF · 100) ≥ 75% verificação no tenha atingido

96 ≤ m < 120 (GMGF · 100) ≥ 80% ano seguinte. o desempenho

m > 120 (GMGF · 100) ≥ 85% mı́nimo requerido.

A principal motivação e justificativa dos atos normativos serem rigorosos com as

usinas não despachadas centralizadamente advém das distorções verificadas no mercado.

Principalmente pelo fato, de não ter sido verificado na prática, o ganho de eficiência

energética e redução da volatidade dos preços no mercado de energia. O principal incentivo
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para a implantação de PCHs se deu pelo fato de serem vistas, juntamente com a cogeração,

a biomassa de cana-de-açúcar (bioeletricidade) e as usinas eólicas, como uma opção de

energia “limpa” e competitiva.

Devido as PCHs participarem do MRE, isto proporciona ao proprietário da usina

uma garantia de atendimento do seu contrato de venda de energia, mesmo que a PCH

não produza o montante de energia contratado, pois a diferença de energia que falta para

complementar o montante é coberto pelo MRE e tratado como risco hidrológico. Desta

forma, muitos produtores não tinham preocupação com o risco de déficit do sistema, pois

a remuneração do seu contrato era garantida pelo MRE a um custo inexpressivo, mesmo

que não houvesse nenhum montante de energia sendo gerada pela sua PCH.

A partir da aplicação dos mecanismos que estão contidos nestes dois dispositivos

regulatórios, muitos produtores independentes tiveram redução do lastro de contrato,

tendo que recorrer ao mercado de curto prazo para honrar seus compromissos contratuais.

O mercado de curto prazo é muito volátil e muitas vezes o valor negociado ali, supera o

valor venal do contrato de fornecimento, tornando o negócio que antes era atrativo e com

riscos controláveis, totalmente volátil.

Uma posśıvel solução para este problema, que até então não havia sido estudado e

explorado, é buscar a otimização do aproveitamento das Pequenas Centrais Hidrelétricas,

não só em sua fase de projeto, mas também na fase de operação. A otimização da maneira

de operar, a busca pela eficiência na produção obedecendo as caracteŕısticas de projeto e

as condições hidrológicas que se apresentam para a região é quase inexistente na literatura,

sendo esta a grande contribuição deste trabalho.

5.2 Pequenas Centrais Hidrelétricas

As PCHs têm suas caracteŕısticas regulamentadas pela Resolução ANEEL no 652

de 9 de dezembro de 2003 (ANEEL, 2003) e pela Resolução Normativa ANEEL no 425 de

1o de fevereiro de 2011 (ANEEL, 2011a). As principais caracteŕısticas deste tipo de usina

é o pequeno reservatório, com acumulação suficiente apenas para prover regularização

diária ou semanal, ou ainda que utilize diretamente a vazão afluente ao aproveitamento,

além da potência máxima instalada ser limitada a 30MW4.

4Requisitos adicionais para que seja considerada uma PCH: (i) área do reservatório A < 3km2; ou
simultaneamente (ii) A < 13km2 e A < 14,3P

Hb
, onde P é a potência (MW ) e Hb é a queda bruta

(m)(ANEEL, 2003).
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Conforme destacado anteriormente, as PCH’s são usinas não despachadas cen-

tralizadamente pelo O.N.S. O cálculo de sua garantia f́ısica é simplificado, se comparado

ao cálculo de garantia f́ısica das usinas de grande porte ou UHE’s. A garantia f́ısica

das PCHs não fazem parte do cálculo da garantia de suprimento do Sistema, que possui

um risco de déficit de energia limitado a 5% além de um aspecto econômico, como será

verificado adiante.

Devido ao expressivo crescimento da presença de PCHs no Sistema Interligado,

o montante de energia correspondente a este tipo de usinas já em operação e usinas

ainda não constrúıdas, representou mais de 2.000 MW médios em 2011, chegando a quase

3.000 MW médios no final do horizonte do planejamento em 2015. Esse valor é bastante

expressivo e pode afetar significativamente a poĺıtica de operação, bem como o Preço de

Liquidação das Diferenças - PLD, que representa o valor da energia no mercado de curto

prazo.

Por se tratar de montante representativo de energia, a expectativa de geração

das Fontes Renováveis passaram a compor o modelo de cálculo do Custo Marginal de

Operação (CMO) e de Expansão (CME) do sistema, estes dois custos representam o

aspecto econômico - a igualdade entre o valor médio do CMO e o CME - que é a econo-

micidade.

Diante do exposto e dada a caracteŕıstica de regularização diária ou semanal do

reservatório das PCH’s, se faz necessário a otimização da utilização do mesmo para operar

de maneira eficiente e obter o máximo benef́ıcio econômico e social, além do uso racional

dos recursos h́ıdricos.

5.3 Modelo Matemático de Otimização

A modelagem do problema de planejamento da operação e do despacho econômico

de curto prazo para usinas hidrelétricas em cascata, pode ser descrito como a busca de

um modelo de otimização capaz de obter a quantidade ótima de insumos a ser retirada

de cada reservatório, que maximize a geração hidrelétrica total da cascata sem violar as

várias restrições operacionais, regulatórias, f́ısicas e ambientais.

Porém este não é um problema simples, pois em sistemas de reservatórios em

cascata como exemplificado na figura 5.1, o ńıvel de água do reservatório de uma planta
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a jusante é influenciado pela operação da planta localizada a montante, ou em situação

oposta, o ńıvel do canal de fuga da planta de montante pode ser influenciado pelo ńıvel

do reservatório de jusante. Portanto, o planejamento hidrelétrico de um sistema de reser-

vatórios é um problema de otimização não-linear complexo e dinâmico que inclui relações

de iteração não-lineares entre as variáveis de entrada e de sáıda do modelo, como por

exemplo, a relação entre queda ĺıquida e volume do reservatório.

Figura 5.1: Configuração em cascata de duas usinas (Ref. O autor)

O objetivo principal do modelo é a melhor utilização dos recursos h́ıdricos dis-

pońıveis para obter a máxima geração hidrelétrica, dada por um conjunto de condições

iniciais, sujeitas a várias restrições. Muitas vezes, dependendo dos tipos de restrição, o

modelo resultante possui alto grau de complexidade. O modelo utilizado neste trabalho

pode ser matematicamente formulado do seguinte modo:

maxF = max
N∑
j=1

24∑
t=1

P t
j

(
Qt
j, V

t
j , V

t+1
j

)
4t (5.2)

P t
j = 0, 00981ηHlQ

t
j (5.3)

Na equação (5.2) a variável P t
j representa a potência hidrelétrica gerada pelas

unidades geradoras da usina no peŕıodo de planejamento e é obtida tal como descrito na

equação (5.3), onde a constante η representa o rendimento do grupo turbina/gerador, e é

resultante do produto entre os rendimentos individuais de cada turbina e cada gerador da

usina, para o caso de várias máquinas com capacidades distintas. A variável Hl representa

a queda ĺıquida, Qt
j representa a vazão defluente total da usina j no intervalo de tempo

t, V t
j é o volume armazenado no reservatório da usina j no intervalo de tempo t e V t+1

j o

volume no instante de tempo t+ 1.
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Dependendo da configuração da usina e da função objetivo que se quer maximizar

(ou minimizar), as restrições podem ser as mais diversas posśıveis. Neste caso estudado,

as restrição são de ordem técnica e ambiental. As restrições técnicas estão relacionadas à

potência máxima e mı́nima dispońıvel no conjunto turbina/gerador. A restrição ambiental

está vinculada à vazão descarregada para jusante. Ambas são modeladas da seguinte

forma:

Pjmin ≤ P t
j ≤ Pjmax (5.4)

Qjmin ≤ Qt
j ≤ Qjmax (5.5)

A equação (5.4) descreve os limites técnicos impostos ao equipamento pelo fa-

bricante, ou seja, a máxima e mı́nima potência admisśıvel no conjunto turbina/gerador.

Esta restrição pode ainda descrever em alguns casos, os limites máximos de potência per-

mitidos a serem injetados em um sistema de distribuição ou transmissão, por exemplo,

ou ainda, para estabelecer limites operacionais onde o rendimento da turbina tem uma

melhor performance.

A potência no eixo de uma turbina está diretamente relacionada à vazão de con-

sumo da turbina, existindo também as restrições de vazão mı́nima e máxima admisśıvel na

turbina, conforme equação (5.5). Este modelo pode ainda, em muitos casos, ser utilizado

para estabelecer limites mı́nimos de operação dado necessidades e restrições impostas por

órgãos ambientais, ou para manter uma vazão mı́nima a jusante para usos múltiplos.

Outra variável de controle é o volume do reservatório, pois o mesmo deve ser

utilizado de forma racional devido à necessidade de manter a usina em operação para

atender a demanda contratada. Isto é feito utilizando a vazão natural afluente, porém

quando esta não é suficiente, o reservatório é utilizado como complemento, sendo feita a

retirada de um volume diário do mesmo de forma a atender as demandas existentes.

Como a vazão pode sofrer restrições pelo órgão ambiental quanto a sua variação a

jusante, o volume armazenado no reservatório também está sob esta influência. Existem

casos onde os licenciamentos ambientais de implantação do projeto (LI) e licenças de

operação (LO) restringem as variações máximas do ńıvel de água dos reservatórios ao

longo de um mesmo dia.

O modelo matemático proposto para o problema de planejamento diário pode ser
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escrito, de forma geral, considerando todas as restrições, conforme equações:

maxF =

 max
N∑
j=1

24∑
t=1

P t
j

(
Qt
j, V

t
j , V

t+1
j

)
4t

P t
j = 0, 00981ηHlQ

t
j

(5.6)

Sujeito a:

Pjmin ≤ P t
j ≤ Pjmax (5.7)

Qjmin ≤ Qt
j ≤ Qjmax (5.8)

V t+1
j = V t

j +
(
I tj −Qt

j − qj − Stj
)
4t (5.9)

Vjmin ≤ V t+1
j ≤ Vjmax (5.10)

V 1
j = V inicio

j (5.11)

V 25
j = V fim

j (5.12)

As variáveis em cada equação, bem como os ı́ndices subescritos e sobrescritos

representam respectivamente:

N é o número total de usinas hidrelétricas na cascata;

P t
j é a potência hidrelétrica da planta j no intervalo t;

Pjmin é a potência mı́nima admisśıvel na planta j;

Pjmax é a potência máxima admisśıvel na planta j;

η representa o rendimento do grupo turbina/gerador;

Hl representa a queda ĺıquida;

V t
j representa o volume de água do reservatório j no final do intervalo t;

Vjmin representa o volume mı́nimo do reservatório j;

Vjmax representa o volume máximo do reservatório j;

Qt
j é a vazão defluente da planta j no intervalo t;

Qjmin é a mı́nima vazão defluente resultante da operação da planta j;

Qjmax é a máxima vazão defluente resultante da operação da planta j;

qj é a vazão mı́nima necessária para usos consultivos a jusante (downstream);

Stj é a vazão vertida pela planta j no instante t;

I tj representa a vazão afluente natural ao reservatório da planta j no instante t;

V inico
j é o armazenamento inicial da planta j;

V fim
j é o armazenamento final da planta j.
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Como o PSO avalia a função objetivo diretamente no espaço de busca e as

variáveis de entrada estão condicionadas a pertencerem ao domı́nio do espaço de busca

S, o valor de Qt
j, que neste caso é a variável de entrada para o PSO, deverá satisfazer a

definição do domı́nio de validade da função objetivo e, neste caso, as restrições de vazão

defluente são automaticamente satisfeitas. As outras restrições são reescritas de forma a

poderem ser inseridas na função objetivo. Desta forma, o problema de otimização com

restrições é transformado em um problema irrestrito através da utilização de coeficientes

de penalização da função objetivo, conforme equação (5.13).

max f = max

[
F −

(
γ1

N∑
j=1

24∑
t=1

(
V t+1
j − V lim

j

)2
+ γ2

N∑
j=1

24∑
t=1

(
P t
j − P lim

j

)2

)]
(5.13)

As constantes γ1 e γ2 são dois coeficientes de penalização da função objetivo e

os termos V lim
j e P lim

j da equação (5.13) agrupam as restrições de volume e potência. Os

mesmos foram definidos de tal forma, que podem ser escritos como variáveis condicionais

dentro do algoritmo de otimização, conforme equação (5.14), facilitando sobremaneira o

desenvolvimento e acondicionamento das mesmas dentro do algoritmo.

V lim
j =


Vjmax se V t+1

j > Vjmax

Vjmin se V t+1
j < Vjmin

V t+1
j p/ qualquer V

P lim
j =


Pjmax se P t

j > Pjmax

Pjmin se P t
j < Pjmin

P t
j p/ qualquer P

(5.14)
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6 Estudo de Caso

Este caṕıtulo apresenta as caracteŕısticas das duas PCHs que são utilizadas no

estudo de caso. As caracteŕısticas técnicas das usinas, os critérios operacionais e as ca-

racteŕısticas da bacia hidrográfica são detalhadas, tornando evidente a complexidade ope-

racional deste tipo de usina devido às reduzidas dimensões dos reservatórios. O caṕıtulo

descreve ainda os resultados provenientes do modelo M-UPSO, comparando-os aos resul-

tados do PSO Padrão, UPSO e à técnica de Recozimento Simulado.

6.1 Caracteŕısticas das PCHs Estudadas

As duas PCHs, objeto de estudo neste trabalho, estão localizadas no Rio Pomba

na Bacia Hidrográfica do Rio Paráıba do Sul no estado de Minas Gerais, conforme figura

6.1. O Rio Pomba nasce na Serra Conceição, pertencente à cadeia da Mantiqueira, em

Barbacena, a 1.100m de altitude, apresenta uma declividade relevante, uma vez que cerca

de 90 km da nascente atinge a altitude de 4200m.

A bacia do Rio Pomba apresenta uma área de drenagem de 8.616 km2, com o

uso e ocupação do solo relativamente uniforme, abrangendo cerca de 35 munićıpios mi-

neiros e 3 munićıpios fluminenses, onde vive uma população de aproximadamente 450 mil

habitantes (FARIA, 2009).

A primeira PCH da cascata é denominada SHPP1 e a segunda SHPP2. As mes-

mas pertencem a Produtores Independentes de Energia Elétrica (PIE) e têm participação

no Mecanismo de Realocação de Energia - MRE. Estas usinas estão sujeitas às normas

que regem este mecanismo, mais especificamente a Portaria no 463/2009 do Ministério de

Minas e Energia - MME e a Resolução Normativa no 409/2010 da Agência Nacional de

Energia Elétrica - ANEEL.
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Figura 6.1: Bacia Hidrográfica Paráıba do Sul - MG (FARIA, 2009).

As caracteŕısticas das PCHs estão relacionadas na tabela 6.1, onde é posśıvel

observar o pequeno volume útil existente nos dois reservatórios. O reservatório da PCH

SHPP1 possui uma área de drenagem de 1.771 km2 e para a SHPP2 este valor é de

1.796 km2. O reservatório da SHPP2 esta a aproximandamente 4 km de distância a jusante

da SHPP1. É posśıvel ter uma visão da pequena dimensão dos reservatórios na figura 6.2.

A taxa de variação dos reservatórios descrita na tabela 6.1 é um critério de oti-

mização adotado para possibilitar a operação da usina ao longo da semana, utilizando os

finais de semana para recuperar o volume útil deplecionado. Portanto, estas duas PCHs

têm caracteŕısticas de reservatório com regularização diária.
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Figura 6.2: Reservatórios das usinas em estudo (fonte: Google Earth)

As caracteŕısticas hidrológicas para a região são muito bem definidas. O peŕıodo

de estiagem compreende os meses de maio a agosto e o peŕıodo chuvoso, ou úmido, com-

preende os meses de outubro a março. Os meses de abril e setembro são caracterizados

como peŕıodos de transição entre as duas estações conforme figura 6.3. Dado estas carac-

teŕısticas, o pior cenário para a operação das PCHs é durante os peŕıodos de transição e ao

longo do peŕıodo seco, surgindo a necessidade de uma forma eficiente para o gerenciamento

do recurso h́ıdrico, com objetivo de minimizar perdas energéticas.
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Tabela 6.1: Caracteŕısticas das PCHs estudadas

Caracteŕısticas Construtivas SHPP1 SHPP2

Máxima Capacidade de Geração(kWh) 24.400 12.400

Mı́nima Capacidade de Geração(kWh) 7.000 3.800

Taxa de Variação do Reservatório/Dia (hm3) 0, 250 0, 200

Rendimento Turbina/Gerador η 0, 8988 0, 864

Queda Ĺıquida Ponderada (m) 56 25

Volume Útil Total (hm3) 2, 050 0, 700

Figura 6.3: Distribuição de Chuvas (1931-2011) - Est. Guarani (cód. 58730001)

6.2 Experimentos e Resultados

As configurações iniciais de cada reservatório foram adotadas como: a SHPP1 com

o volume útil inicial de 1, 850hm3 e a SHPP2 com o volume útil inicial de 0, 650hm3. A

operação destes dois reservatórios inicialmente foi realizada para o horizonte de um dia,

discretizado hora a hora para verificar a precisão do algoritmo no quesito utilização do

reservatório. Foi considerado o limite máximo diário estabelecido para a utilização de

cada um dos reservatórios de 0, 250hm3 e 0, 150hm3, respectivamente.

As vazões de entrada a priori são determińısticas, dado que se referem a uma

realização observada no passado e estão discretizadas no intervalo de uma hora respeitando

a ordem de ocorrência, portanto são utilizados os seguintes valores para a vazão afluente

à SHPP1: I1(m3/s)= [21; 22,5; 23,3; 22,7; 23,06; 23,0; 22,93: 22,1; 21,87; 22,10; 23,2;

22,97; 23,3; 24,40; 25,20; 24,84; 24,97; 24,56; 24,23; 24,23; 25; 23,5; 22,4; 21]. Para a

SHPP2, a vazão afluente é igual a vazão defluente total da SHHP1, ou seja Qt
2 = Qt

1.
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Para o PSO Padrão foi realizado o experimento com as variantes Lbest e Gbest,

os parâmetros utilizados foram: ωmax = 0, 90; ωmin = 0, 55; c1 = c2 = 1, 41; número de

iterações = 2300; Vmax = Qmax e Vmin = Qmin. Para o M-UPSO χc1 = χc2 = 1, 41, o

coeficiente de unificação adotado foi u = 0, 5 e posteriormente u = 0, 3, não foi utilizado

o limitador de velocidade superior Vmax e nem inferior Vmin.

Para a função objetivo, os coeficientes de penalização γ1 e γ2 receberam os mesmos

valores, sendo portanto γ1 = γ2 = 500. A precisão desejada na utilização da taxa de

variação do reservatório foi de 1% para o reservatório da SHPP1 e de 1, 25% para a

SHPP2.

Os resultados para este experimento estão descritos na tabela 6.2 e, representam

a média de 20 experimentos para cada configuração do PSO. O percentual de utilização

do reservatório a que se refere a tabela é a relação entre a quantidade utilizada durante

as 24 horas de operação e a taxa de variação diária proposta.

Tabela 6.2: Resultados de operação da cascata para ωmin = 0, 55

ωmin = 0, 55 PSO Padrão M-UPSO

Parâmetro de Sáıda Lbest Gbest u = 0, 3 u = 0, 5

max f(x) em kWh/dia 450.224,340 450.443,780 456.879,080 456.879,460

Média de Iterações 680 656 84 81

Média de Avaliações de f(x) 16.351 15.788 2.028 1.968

% de Utilização Reservatório 1 98,20 % 98,30 % 100,00 % 100,00 %

% de Utilização Reservatório 2 98,00 % 98,89 % 99,98 % 99,99 %

Há uma expressiva diferença quanto ao desempenho do algoritmo M-UPSO ao

compará-lo com o PSO Padrão. Além de obter um melhor resultado para a função ob-

jetivo, os tempos de execução e a quantidade de vezes que a função objetivo foi avaliada

são bem inferiores. A precisão obtida na utilização do reservatório não violou nenhuma

restrição. O algoritmo utilizou toda a vazão afluente e retirou o restante do reservatório,

respeitando as restrições impostas, maximizando dessa forma a produção de energia da

cascata, com uma diferença de aproximadamente 6.500 kWh/dia em relação ao resultado

obtido pelo PSO Padrão.

É posśıvel notar ainda que ao aplicar o M-UPSO com o coeficiente de unificação
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assumindo valores iguais a u = 0, 3 e u = 0, 5, a resposta final não sofreu grandes al-

terações. Pequenas diferenças podem ser observadas no número de iterações e na quanti-

dade de vezes que a função objetivo foi avaliada.

Para avaliar a eficiência da utilização do M-UPSO, foi realizado o planejamento

energético diário ao longo de cinco dias úteis no mês de maio de 2012. O horizonte de

planejamento considerado teve ińıcio em 07/05/2012 e término em 11/05/2012. As vazões

utilizadas são valores previstos, resultantes do modelo de previsão e planejamento, de pro-

priedade do agente de geração. Este modelo utiliza a técnica heuŕıstica de Redes Neurais

Artificiais (RNA) para a previsão das afluências. Os valores horários das afluências estão

representados nas figuras 6.4.a a 6.4.e.
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6.4.a: Vazões afluentes em 07/05/2012 6.4.b: Vazões afluentes em 08/05/2012

6.4.c: Vazões afluentes em 09/05/2012 6.4.d: Vazões afluentes em 10/05/2012

6.4.e: Vazões afluentes em 11/05/2012

Figura 6.4: Vazões afluentes ao Reservatório da SHPP1

Para o planejamento diário de geração é utilizado um modelo de simulação deno-

minado de SimuVert5, desenvolvido para avaliação do reservatório. O modelo de simulação

utiliza equações do balanço h́ıdrico, produtividade espećıfica da usina e a curva cota vo-

5SimuVert é um software de simulação que utiliza os parâmetros construtivos de cada usina. O mesmo
tem como entrada os valores de vazão afluente, ńıvel de água do reservatório e a potência a ser produzida
durante o peŕıodo desejado, a resposta do software consiste na taxa de variação do reservatório, que neste
caso é pré-definida.
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lume. Atualmente o SimuVert é o único software utilizado para realizar simulação dos

ńıveis de produção, o planejamento é realizado através da discretização do volume útil

dos reservatório de forma a evitar perda de energia por vertimento.

Os resultados do M-UPSO são comparados aos valores produzidos pela simulação

do SimuVert e também é avaliada a forma de utilização dos reservatórios. Isto porque, o

modelo de planejamento empregado no dia-a-dia adota a mesma taxa de variação diária

do reservatório descrita na tabela 6.1. Os resultados estão descritos na tabela 6.3.

Tabela 6.3: Ganho de eficiência e produtividade através do uso do M-UPSO

Planejamento Modelo de Simulação M-UPSO

Diário de Produção Utilização Utilização Produção Utilização Utilização

Geração kWh/dia Reserv.1 Reserv.2 kWh/dia Reserv.1 Reserv.2

07/05/2012 513.710,000 102,50% 96,00% 513.368,480 100,00% 99,99%

08/05/2012 508.703,000 82,50% 82,12% 557.083,980 100,00% 99,99%

09/05/2012 548.146,000 85,80% 94,26% 697.812,720 99,98% 99,99%

10/05/2012 663.128,000 117,00% 81,6% 602.927,220 100,00% 99,99%

11/05/2012 514.581,000 70,20% 89,30% 552.073,030 100,00% 99,99%

Total (kWh) 2.748.268,000 2.923.265,440

Aumento de Eficiência com o M-UPSO (%) 6, 367%

Analisando os resultados nota-se que, ao utilizar apenas o modelo de Simulação

sem otimização, há uma certa descoordenação durante o processo de uso dos reservatórios

ao longo do peŕıodo, resultanto em violação da taxa de variação diária do reservatório.

Isto pode ser observado, por exemplo, no dia 10/05/2012 onde houve excesso de utilização

do reservatório de montante enquanto o de jusante foi preservado. Já no dia 11/05/2012,

ocorreu a preservação do reservatório da SHPP1 e maior utilização do reservatório da

SHPP2.

Ao aplicar o modelo de otimização, os valores de variação do reservatório que

resultaram na tabela 6.3, estão discretizados nas tabelas 6.5 e 6.6 em base horária. As

vazões afluentes que deram origem aos dados de sáıda do modelo de otimização, além

de serem apresentadas na forma de gráfico na figura 6.4, estão também relacionadas na

tabela 6.4.
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Tabela 6.4: Vazões afluentes ao Reservatório da SHPP1

Intervalo 07/05/2012 08/05/2012 09/05/2012 10/05/2012 11/05/2012

em horas m3/s m3/s m3/s m3/s m3/s

00h:00min 27, 45 26, 18 36, 69 31, 72 29, 78

01h:00min 27, 45 26, 32 37, 66 30, 97 29, 93

02h:00min 27, 45 26, 32 37, 98 30, 97 29, 78

03h:00min 27, 45 26, 32 38, 47 30, 37 31, 61

04h:00min 27, 31 26, 32 39, 12 31, 72 30, 97

05h:00min 27, 02 26, 32 39, 77 32, 33 30, 97

06h:00min 26, 88 26, 88 40, 43 34, 44 30, 37

07h:00min 26, 88 26, 88 40, 77 35, 27 30, 08

08h:00min 26, 88 27, 31 41, 10 36, 32 29, 78

09h:00min 26, 88 27, 60 41, 10 35, 90 29, 78

10h:00min 26, 88 27, 89 41, 10 35, 37 29, 78

11h:00min 26, 46 28, 03 40, 60 34, 64 29, 93

12h:00min 26, 32 28, 61 39, 94 34, 33 29, 78

13h:00min 26, 32 28, 76 39, 61 33, 56 27, 31

14h:00min 26, 32 29, 19 38, 96 33, 25 27, 60

15h:00min 26, 32 29, 63 36, 86 32, 79 27, 89

16h:00min 26, 32 30, 37 35, 90 32, 33 28, 03

17h:00min 26, 32 31, 12 35, 27 31, 72 28, 61

18h:00min 26, 32 31, 88 34, 64 30, 97 28, 76

19h:00min 26, 46 32, 79 34, 33 30, 97 29, 19

20h:00min 26, 32 33, 40 33, 56 30, 37 30, 50

21h:00min 26, 32 34, 02 33, 25 30, 08 30, 97

22h:00min 26, 32 34, 96 32, 79 29, 78 29, 82

23h:00min 26, 32 35, 90 32, 33 29, 78 29, 89

O ganho proporcionado através da utilização do algoritmo de otimização, para

a semana de planejamento de 07 a 11/05/2012, foi de 6, 367%. É importante ressaltar

que este valor foi obtido respeitando todas as restrições das duas usinas. As variações dos

reservatórios resultantes desta operação estão nos gráficos da figura 6.5 e 6.6, bem como

os limites de restrições diárias.
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Figura 6.5: Operação do Reservatório da SHPP1

Figura 6.6: Operação do Reservatório da SHPP2

Como os reservatórios são de regularização diária, o deplecionamento ocorrido

ao longo da semana é recuperado nos finais de semana, quando a demanda de consumo

de energia é muito pequena. A recuperação dos reservatórios ocorre parcialmente no

sábado e finaliza no domingo. O tempo de recuperação médio do volume útil de cada

PCH, conforme dados de projeto, está em torno 0, 35 dia para SHPP1 e 0, 20 dia para

a SHPP2. Durante a recuperação não se faz a otimização da geração, sendo produzida
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energia apenas para atender à pequena demanda existente.

Tabela 6.5: Operação do Reservatório da SHPP1 através do uso do M-UPSO

Intervalo 07/05/2012 08/05/2012 09/05/2012 10/05/2012 11/05/2012

em horas V ol. hm3 V ol. hm3 V ol. hm3 V ol. hm3 V ol. hm3

01h:00min 1, 842 1, 578 1, 336 1, 087 0, 840

02h:00min 1, 835 1, 557 1, 326 1, 071 0, 830

03h:00min 1, 827 1, 536 1, 317 1, 055 0, 820

04h:00min 1, 819 1, 515 1, 310 1, 037 0, 817

05h:00min 1, 811 1, 494 1, 305 1, 024 0, 812

06h:00min 1, 802 1, 473 1, 302 1, 013 0, 806

07h:00min 1, 792 1, 454 1, 302 1, 009 0, 798

08h:00min 1, 782 1, 435 1, 303 1, 009 0, 789

09h:00min 1, 772 1, 417 1, 305 1, 012 0, 780

10h:00min 1, 762 1, 401 1, 308 1, 014 0, 770

11h:00min 1, 753 1, 385 1, 310 1, 013 0, 760

12h:00min 1, 741 1, 370 1, 310 1, 011 0, 750

13h:00min 1, 729 1, 357 1, 308 1, 007 0, 741

14h:00min 1, 718 1, 345 1, 305 1, 000 0, 722

15h:00min 1, 706 1, 334 1, 300 0, 992 0, 704

16h:00min 1, 694 1, 325 1, 287 0, 983 0, 687

17h:00min 1, 682 1, 318 1, 270 0, 972 0, 671

18h:00min 1, 670 1, 315 1, 251 0, 959 0, 657

19h:00min 1, 659 1, 313 1, 230 0, 943 0, 644

20h:00min 1, 647 1, 316 1, 208 0, 927 0, 632

21h:00min 1, 635 1, 320 1, 183 0, 909 0, 624

22h:00min 1, 624 1, 327 1, 157 0, 890 0, 619

23h:00min 1, 612 1, 337 1, 129 0, 870 0, 609

00h:00min 1, 600 1, 350 1, 100 0, 850 0, 600

A variação diária do reservatório da SHPP1 não violou a taxa máxima de depleci-

onamento de 0, 250hm3. Pode-se notar que em alguns momentos ocorreu uma elevação do

volume armazenado no reservatório, isso se deve à elevação da vazão afluente, conforme

pode ser visto na tabela 6.4.

A SHPP2 que está situada a jusante, possui um reservatório menor cerca de 1/3

se comparado ao reservatório da SHPP1, o algoritmo otimizou a operação de ambos os

reservatórios de forma a evitar vertimentos na SHPP2, como verificado na tabela 6.6.
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Tabela 6.6: Operação do Reservatório da SHPP2 através do uso do M-UPSO

Intervalo 07/05/2012 08/05/2012 09/05/2012 10/05/2012 11/05/2012

em horas V ol. hm3 V ol. hm3 V ol. hm3 V ol. hm3 V ol. hm3

01h:00min 0, 643 0, 493 0, 343 0, 193 0, 048

02h:00min 0, 637 0, 487 0, 337 0, 187 0, 045

03h:00min 0, 631 0, 481 0, 332 0, 181 0, 043

04h:00min 0, 625 0, 475 0, 325 0, 175 0, 041

05h:00min 0, 618 0, 468 0, 318 0, 168 0, 039

06h:00min 0, 612 0, 462 0, 312 0, 163 0, 037

07h:00min 0, 606 0, 456 0, 306 0, 156 0, 035

08h:00min 0, 600 0, 450 0, 300 0, 150 0, 033

09h:00min 0, 593 0, 443 0, 294 0, 144 0, 031

10h:00min 0, 587 0, 437 0, 288 0, 137 0, 029

11h:00min 0, 581 0, 431 0, 281 0, 131 0, 027

12h:00min 0, 575 0, 425 0, 276 0, 125 0, 025

13h:00min 0, 568 0, 419 0, 269 0, 118 0, 023

14h:00min 0, 562 0, 413 0, 263 0, 112 0, 020

15h:00min 0, 556 0, 407 0, 256 0, 106 0, 019

16h:00min 0, 550 0, 399 0, 250 0, 099 0, 016

17h:00min 0, 543 0, 393 0, 244 0, 094 0, 014

18h:00min 0, 537 0, 387 0, 238 0, 088 0, 012

19h:00min 0, 531 0, 380 0, 231 0, 082 0, 010

20h:00min 0, 525 0, 375 0, 224 0, 074 0, 008

21h:00min 0, 519 0, 368 0, 219 0, 068 0, 006

22h:00min 0, 512 0, 361 0, 213 0, 062 0, 004

23h:00min 0, 506 0, 356 0, 207 0, 056 0, 002

00h:00min 0, 500 0, 349 0, 204 0, 049 0, 001

6.3 Comparação de Técnicas

A aplicação do M-UPSO na solução do planejamento diário de geração hidrelétrica

apresentou bons resultados. Para melhor comparação do desempenho do algoritmo pro-

posto na solução deste problema, é feita a comparação de resultados com o PSO Padrão,

com o UPSO e com a técnica de Recozimento Simulado.

Os critérios de operação dos reservatórios utilizado para a aplicação em cada

técnica foram mantidos, ou seja, a taxa de variação diária de cada reservatório e as vazões

afluentes. O parâmetros para cada variante do PSO estão descritos na tabela 6.7.
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Tabela 6.7: Parâmetros do Algoritmo PSO para a solução do PDGH

Parâmetros M-UPSO UPSO PSO

Número Máximo de Iterações 2300 2300 2300

Número de Part́ıculas 24 24 24

Valor Máximo de ωmax 0,90 não aplicável 0.90

Valor Minimo de ωmin 0,55 não aplicável 0.55

Fator de Unificação u 0,5 0,5 não aplicável

Coeficiente de Constrição χ 0,729 0,729 não aplicável

Os parâmetros utilizados para o Recozimento Simulado foram: número máximo

de iterações 2.300; taxa de resfriamento α = 0, 95; decaimento de temperatura ξ =

0, 80; número máximo de perturbações na solução corrente P = 500; número máximo de

sucessos por iteração L = 400, satisfazendo a condição de restrição L 5 P (YANG, 2010).

Os resultados do problema de planejamento diário de geração hidrelétrica podem

ser vistos na tabela 6.8. No gráfico da figura 6.7 os resultados estão apresentados em

ordem decrescente dos totais obtidos para a semana de planejamento por cada técnica.

Tabela 6.8: Resultados do PDGH para o horizonte de 07 à 11/05/2012

Data do M-UPSO UPSO PSO Recozimento Simulado

Planejamento (kWh) (kWh) (kWh) (kWh)

07/05/2012 513.368,48 513.246,92 512.556,41 512.799,61

08/05/2012 557.083,98 556.961,11 557.028,07 556.916,68

09/05/2012 697.812,72 697.606,32 696.729,40 696.757,53

10/05/2012 602.927,22 602.673,91 602.632,57 602.681,02

11/05/2012 552.073,03 551.803,84 551.961,64 551.767,45

Total (kWh) 2.923.265,44 2.922.292,09 2.920.908,09 2.920.922,30

Figura 6.7: Totais de Produção de Energia (kWh) obtidos para a semana de planejamento
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7 Conclusão e Recomendações

7.1 Conclusão

Ao aplicar o M-UPSO ao benchmarck de funções teste, os resultados obtidos

quando comparados aos do PSO Padrão, foram superiores. Para a obtenção do mı́nimo

global da função Rosenbrock no R10 que assume o valor de f (x) = 0, o M-UPSO com

coeficiente de unificação u = 0, 5 apresentou o melhor resultado. Para esta configuração

o valor resultante foi de f (x) = 0, 0128, que é superior ao valor de f (x) = 0, 46, obtido

pelo PSO Padrão.

Comparando os resultados da tabela 4.2 obtidos pelas três configurações do M-

UPSO, aos resultados do PSO Padrão descritos na tabela 4.1. Observou-se que o M-UPSO

foi superior em todos os grupos de experimentos utilizando os mesmos parâmetros do PSO

Padrão.

Ao realizar alteração do intervalo de variação da inércia, ou seja, ao ser utilizado

ωmax = 0, 90 e ωmin = 0, 55, obteve-se pouca melhora no desempenho do PSO Padrão. O

mı́nimo global para a função Rosenbrock no R10 obtido nesta configuração, resultou em

valores da ordem de 0, 1 a 0, 7. Ao aplicar ao M-UPSO com estes valores de inércia, o

resultado melhorou significativamente, o valor obtido para o mı́nimo da função Rosenbrock

foi f (x) = 0, 0056 com u = 0, 5.

O melhor desempenho do M-UPSO para a função Rosenbrock no R10 foi obtido

quando o coeficiente de inércia foi limitado em ωmin = 0, 75. O valor de f (x) = 7, 288E−06

foi obtido com o coeficiente de unificação u = 0, 5 e f (x) = 5, 290E−05 para u = 0, 3,

conforme resultados na tabela 4.5.

Para as funções Rosenbrock, Schaffer e Rastrigin no R2, o M-UPSO foi superior,

além de reduzir o tempo de processamento. Foi realizada também uma comparação dos

resultados obtidos pela M-UPSO aos obtidos pelo Simulated Annealing. Apesar de não

ter sido explorado, neste trabalho, o estudo para a seleção dos parâmetros do Simulated
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Annealing, a comparação dos resultados deve ser analisada com cautela, pois é posśıvel

que o Simulated Annealing ofereça soluções melhores quando utilizado com diferentes

parâmetros daqueles aqui adotado.

A aplicação do M-UPSO, para otimização do planejamento diário de geração de

pequenas centrais hidrelétricas, demonstrou que o algoritmo oferece uma forma de obter

ganhos energéticos, devido à operação de forma eficiente dos reservatórios resultante. As

principais vantagens do uso do M-UPSO no PDGH é o baixo custo computacional e

inexistência da necessidade de recalibrar os parâmetros para cada avaliação da função

objetivo.

Com a crescente necessidade de operar de modo eficiente e a falta de ferramentas

a um custo razoável para a otimização de pequenos reservatórios, este trabalho traz uma

abordagem importante e que resulta em ganhos financeiros e sociais, devido ser posśıvel

otimizar a operação das PCHs através do uso do M-UPSO, atingindo os objetivos para

os quais as PCHs foram incentivadas no momento da sua regulamentação.

É notória a ausência de pesquisas que abordem o desenvolvimento de ferramentas

para a operação de PCHs de forma ótima ou eficiente. Com o advento da inteligência com-

putacional, a barreira de elevados custos computacionais para solucionar problemas, que

necessitam de uma resposta rápida foi vencida. É importante ressaltar que comparações

entre os métodos tradicionais de otimização, também conhecidos como métodos exatos,

e os métodos heuŕısticos, são sempre dif́ıceis e até mesmo impróprias. Deve-se discutir o

tipo de problema que se espera resolver e o quão próximo do ótimo a solução é aceitável

e a que custo.

A operação de PCHs com as novas regras de mercado e marcos regulatórios, deve

ser encarada sempre com o objetivo de maximizar a produção, respeitando as restrições

ambientais e técnicas. Ao fazer um paralelo destas regras com o ganho de eficiência,

resultante da otimização realizada para a operação em uma semana do mês de maio,

observa-se que o valor agregado de 6, 367% é superior ao valor da penalidade de 5%, a

qual estará sujeita a PCH que não atingir o desempenho mı́nimo.

Deve ser considerado ainda o fato de que existem PCHs com reservatórios que

não possuem nenhuma acumulação, ou seja, operam completamente a fio d’água. Neste

caso, o algoritmo de otimização pode ser aplicado na fase de projeto, para determinar a

potência ótima a ser instalada e evitar a superestimação do potencial energético. Desta

forma, evita-se a exposição ao risco de posśıveis penalizações ao longo da concessão do

empreendimento.
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7.2 Recomendações

Este trabalho abordou o desenvolvimento e melhoria de uma técnica de otimização

existente. Para tal foi feito análise dos fatores que influenciam na convergência do algo-

ritmo. Após a determinação destes parâmetros, o algoritmo foi aplicado a um benchmarck

de funções teste para avaliar o desempenho do algoritmo. Em uma segunda etapa, o algo-

ritmo foi aplicado a uma cascata composta por duas usinas, para a solução do problema

de otimização do planejamento diário de geração.

Como sugestão para trabalhos futuros, recomenda-se avaliar os seguintes pontos:

• Aplicar o M-UPSO a problemas combinatórios, como por exemplo, ao problema do

Caixeiro Viajante, para avaliar o desempenho do mesmo;

• Aplicar o M-UPSO a uma cascata complexa, com maior número de restrições

técnicas e operacionais para as usinas, de forma a avaliar a qualidade da resposta e

o tempo de execução do mesmo;

• Utilizar o M-UPSO para obter a solução inicial de um problema de otimização e, em

segundo estágio, utilizar esta solução inicial como entrada para um modelo exato

de otimização. O objetivo é verificar se é posśıvel obter o ótimo global em tempo

inferior ao tempo resultante apenas da aplicação do método exato;

• Aplicar o M-UPSO ao modelo de despacho hidrotérmico do Sistema Interligado Na-

cional e avaliar a qualidade da resposta frente às técnicas já utilizadas e consagradas;

• Comparar o M-UPSO com outras técnicas de Inteligência Computacional, como por

exemplo: Algoritmo Genético, Recozimento Simulado, etc.;

• Combinar o M-UPSO a outra técnica, como exemplo, ao Recozimento Simulado e

obter um modelo h́ıbrido para a solução de problemas de otimização não linear,

verificar se há melhora na solução.
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1996. Dispońıvel em: <http://dx.doi.org/10.1061/(ASCE)0733-9496(1996)122:4(287)>.

M.; BASU. A simulated annealing-based goal-attainment method for economic emission
load dispatch of fixed head hydrothermal power systems. International Journal of
Electrical Power, v. 2, p. 147–153, 2005. ISSN 0142-0615.

MA, X. Analysis on optimal operation of hydropower station based on cultural particle
swarm optimization algorithm. In: Information Engineering and Electronic Commerce
(IEEC), 2010 2nd International Symposium. [S.l.: s.n.], 2010. p. 1–4.

MA, X.; CHU, D. Application analysis on reservoir operation by particle swarm
optimization. Journal of Zhengzhou University (Engineering Science), v. 27, n. 4, p.
121–124, 2006.

MADADGAR, S.; AFSHAR, A. An improved continuous ant algorithm for optimization
of water resources problems. Water Resources Management, v. 23, n. 10, p. 2119–2139,
2009.

MAIER, H. R.; SIMPSON, A. R.; ZECCHIN, A. C.; FOONG, W. K.; PHANG, K. Y.;
SEAH, H. Y.; TAN, C. L. Ant colony optimization for design of water distribution systems.
Journal of Water Resources Planning and Management,ASCE, v. 129, n. 3, p. 200–209,
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<http://dx.doi.org/10.1029/96WR03907>.

MULETA, M. K.; NICKLOW, J. W. Decision support for watershed management
using evolutionary algorithms. Water Resources Research, v. 131, n. 1, p. 35–44, 2005.
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